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Resumo da Dissertacdo apresentada a COPPE/UFRJ como parte dos requisitos
necessarios para a obtencéo do grau de Mestre em Ciéncias (M.Sc.)

APRENDIZADO PROFUNDO PARA PREVISAO DA INTENSIDADE DO
VENTO: UM ESTUDO DE CASO NO ATLANTICO SUL COM DADOS DE
REANALISE ERA5

Humberto Cesar Souza Lomeu

Margo/2026

Orientador: Alexandre Gongalves Evsuko

Programa: Engenharia Civil

A expansédo da geracao edlica o shore e a crescente necessidade de otimizacdo ope-
racional exigem previsées de vento ageis e precisas, motivando a investigacdo de
métodos baseados em dados como alternativa aos modelos fisicos tradicionais. O ob-
jetivo desta dissertacdo € avaliar a e cacia das arquiteturas ConvLSTM e PredRNN

na previsdo espago-temporal de curto prazo da intensidade do vento, tendo como
referéncia os dados de reanalise ERA5. Estes dados foram utilizados para conduzir
uma campanha experimental de uma regido especi ca do Atlantico Sul, de forma a
criar um estudo comparativo dos dois modelos com resultados para diferentes para-
metros. Observou-se a superioridade da arquitetura ConvLSTM, atribuida a menor
complexidade estrutural que favoreceu a estabilidade do treinamento, revelando que
redes mais profundas, Itros maiores e maior resolucdo temporal reduziram o erro
nas predicées. Identi cou-se também uma limitacdo de desempenho em areas de
alta complexidade fisica. Conclui-se que o0 ConvLSTM € mais rapido e apresenta
menores erros absolutos globais, embora erre mais em regiées de maior complexidade
fisica comparado ao PredRNN. Este estudo servira de referéncia para comparacao
com outras arquiteturas ou dados de modelos regionais.
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Abstract of Dissertation presented to COPPE/UFRJ as a partial ful lIment of the
requirements for the degree of Master of Science (M.Sc.)

DEEP LEARNING FOR WIND SPEED FORECASTING: A CASE STUDY IN
THE SOUTH ATLANTIC WITH ERA5 REANALYSIS DATA

Humberto Cesar Souza Lomeu

March/2026

Advisor: Alexandre Gongalves Evsuko

Department: Civil Engineering

The expansion of o shore wind generation and the growing need for operational
optimization require agile and accurate wind forecasts, motivating the investigation
of data-driven methods as an alternative to traditional physical models. The ob-
jective of this dissertation is to evaluate the e cacy of ConvLSTM and PredRNN
architectures in short-term spatiotemporal wind intensity forecasting, using ERA5
reanalysis data as a reference. These data were used to conduct an experimental
campaign in a speci ¢ South Atlantic region to create a comparative study of both
models with results across di erent parameters. The superiority of the ConvLSTM
architecture was observed, attributed to its lower structural complexity favoring
training stability, revealing that deeper networks, larger lters, and higher temporal
resolution reduced prediction errors. A performance limitation was also identi ed

in areas of high physical complexity. It is concluded that ConvLSTM is faster and
presents lower overall absolute errors, although it yields larger errors in physically
complex regions compared to PredRNN. This study serves as a reference for com-
parisons with other architectures or regional model data.
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Capitulo 1

Introducao

As empresas do setor de energia tém buscado alternativas para diversi car seus port-
folios e reduzir ou neutralizar as emissdes de g@arte de uma agenda de combate

as mudancas climaticas. Essa pressao, exercida principalmente por investidores, re-
cai sobre toda a cadeia produtiva, desde a geracao de energia elétrica até o setor de
Oleo e gas WWF-BRASIL (2022). Nesse cenario, a geracao eolica, especialmente a
o shore, surge como um pilar estratégico na transicdo para uma matriz energética
de baixa emissdo de carbono EMPRESA DE PESQUISA ENERGETICA (2020).

Tradicionalmente, a previsdo de tempo para ns operacionais depende de modelos
de Previsdo Numérica de Tempo (PNT), ou Numerical Weather Prediction (NWP).

Tais modelos baseiam-se na resolucdo numérica de equacdes que descrevem a fisica
e a dinamica dos uidos atmosféricos e, para alcancar o detalhamento necessario,
demandam alto custo computacional e tempo de processamento. Em contraste, a
crescente disponibilidade de grandes volumes de dados atmosféricos histéricos, como
os de reanalise, que combinam modelos numéricos e observacdes reais para recons-
truir o estado passado da atmosfera de forma consistente, abre uma oportunidade
para o desenvolvimento de métodos orientados a dados.

Esta dissertacdo explora essa abordagem alternativa, utilizando o ERA5, um pro-
duto do Centro Europeu de Previsdes Meteoroldgicas a Médio Prazo (ECMWF),
gue representa o estado da atmosfera de forma climaticamente consistente HERS-
BACH et al. (2023). A proposta € aplicar técnicas de aprendizado profundo, que

se destacam pela capacidade de aprender padrbes complexos e relagdes ndo-lineares
diretamente das séries espaco-temporais de dados, sem a necessidade de resolver
explicitamente o sistema de equagdes fisicas a cada previsao.



O foco deste trabalho é, portanto, metodolégico. O estudo propde uma avaliagdo

e uma comparacao de desempenho entre duas topologias de redes neurais recorren-
tes convolucionais: a ConvLSTM de SHI et al. (2015) e a PredRNN de WANG

et al. (2017). Ambas as arquiteturas foram projetadas para lidar com dados espaco-
temporais, tornando-as candidatas adequadas para a tarefa de prever a evolucao de
campos de vento. A andlise serd conduzida em uma porgcdo do Atlantico Sul, na
costa de alguns estados do sudeste e sul do Brasil. O resultado deste processo € o
estabelecimento de um estudo comparativo de desempenho para estes modelos de
aprendizado profundo na regido de interesse, servindo como referéncia para futuras
pesquisas e aplicacoes.

1.1 Energia Eodlica O shore: Contexto e Desa 0s

O Brasil € mundialmente reconhecido por sua matriz energética predominantemente
limpa, mas a expansao da participacao edlica é recente e focada no ambiente onshore.
Um levantamento da ASSOCIACAO BRASILEIRA DE ENERGIA EOLICA (ABE-
EOLICA) (2025) aponta que, até 2024, 16,1% da matriz energética provinha da fonte
edlica. No entanto, o potencial o shore do pais, ainda inexplorado, € de magnitude
global. Um estudo do Banco Mundial WORLD BANK (2024) estima uma capa-
cidade total superior a 1.200 GW, um valor que, por si sO, supera em muito a
capacidade o shore instalada no mundo inteiro. Esse potencial, alinhado a metas
globais de descarbonizacdo GLOBAL WIND ENERGY COUNCIL (2025), posici-
ona o Brasil como uma fronteira estratégica para a seguranca energeética futura,
especialmente diante da estagnacdo da expanséao hidrelétrica.

Apesar do vasto potencial, a integracdo da energia edlica ha matriz elétrica enfrenta
desa os signi cativos devido a intermiténcia dos ventos. A incerteza na previsao
afeta ndo apenas a estabilidade da rede, mas impacta diretamente a logistica de
operacao dos parques o shore. A manutencdo das torres em alto mar € uma ativi-
dade de custo e risco elevados, estritamente dependente de janelas meteoroldgicas
seguras, tornando a previsao precisa do vento um fator determinante para a e ciéncia
operacional.

Nesse contexto, os modelos de aprendizado profundo destacam-se pela agilidade
em fornecer previsdes nos horizontes criticos de 24 e 48 horas. A previsdo de 24
horas (day-ahead) é crucial para as decisdes diarias de despacho e integracédo a rede
(unit commitment), permitindo otimizar custos ao minimizar incertezas operacionais



SMITH et al. (2007); TASCIKARAOGLU e UZUNOGLU (2014); UMMELS et al.
(2007). Paralelamente, o horizonte de 48 horas oferece um suporte tatico essencial,
permitindo que os operadores se preparem para variacdes abruptas de geracado, as
chamadas rampas de vento SODER et al. (2007), e viabilizando o agendamento
seguro da manutencéo o shore, atividade fortemente condicionada pelas condi¢cdes
climaticas TASCIKARAOGLU e UZUNOGLU (2014).

E importante destacar que os modelos de aprendizado profundo ndo se propéem a
substituir os modelos fisicos de PNT, e sim a viabilizar predicées de curto prazo com
maior agilidade do que seria possivel com as abordagens tradicionais, que sao capazes
de gerar simulagBes para varios dias a frente com precisdo superior. A literatura
explora majoritariamente o uso de aprendizado profundo para nowcasting, ou seja,
intervalos mais curtos, uma vez que na predicéo de varios dias a frente observa-se a
degradacédo dos resultados pelo acumulo de erro e pela di culdade intrinseca desses
modelos em capturar as dinamicas complexas de fenbmenos fisicos em horizontes
estendidos.

Portanto, o desenvolvimento de modelos capazes de capturar a dindmica complexa
dos campos de vento, como o0s investigados nesta dissertacdo, constitui um passo
necessario para maximizar a disponibilidade dos ativos e contribuir para a gestéo
segura dos parques eolicos o shore.

1.2 Objetivos

O presente trabalho tem por objetivo geral desenvolver e avaliar uma metodologia
baseada em aprendizado profundo para a previsao espacgo-temporal de curto prazo da
intensidade do vento na costa sudeste do Brasil, utilizando exclusivamente produtos
de reanalise ERAS.

Para alcancar este objetivo principal, foram de nidos os seguintes objetivos especi-
COS:

" Implementar e adaptar as arquiteturas de redes neurais recorrentes convoluci-
onais ConvLSTM e PredRNN para a tarefa de previsdo de campos de vento.

" Realizar uma avaliacdo quantitativa de desempenho para a regido de estudo,
utilizando a métrica Raiz do Erro Quadratico Médio (RMSE) para comparar
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as diferentes con guragdes dos modelos.

" Conduzir estudos de ablacéo e analise de sensibilidade para avaliar o impacto
de hiperparametros estruturais (como tamanho de Itro e profundidade da
rede) e da resolucéo temporal dos dados na qualidade das previsdes.

" Analisar a capacidade dos modelos em representar dinamicas fisicas complexas,
investigando a distribuicdo espacial dos erros e sua correlacdo com caracteris-
ticas geogra cas e orogra cas da regiao.

1.3 Estrutura do Trabalho

Esta dissertacdo esta estruturada em seis capitulos, organizados de modo a apresen-
tar desde a contextualizacdo do problema até as conclusdes obtidas com os experi-
mentos.

O Capitulo 1, Introducéo, apresenta a motivacdo para o uso de energia edlica
o shore e a importancia estratégica da previsdo de ventos nesse contexto. S&o
de nidos os objetivos gerais e especi cos do trabalho, bem como a justi cativa para
a utilizacdo de abordagens baseadas em dados.

O Capitulo 2, Previsdo de Ventos e Modelagem Atmosférica, apresenta o estado

da arte em previsao de ventos e estabelece a base tedrica sobre as fontes de dados
meteoroldgicos. Discute-se a diferenca entre modelos globais e regionais e detalha-se
0 ERAJ5, produto de reandlise utilizado como fonte primaria de dados, justi cando
sua escolha e descrevendo o recorte geogra co do estudo.

O Capitulo 3, Aprendizado Profundo para Previsdo de Dados Atmosféricos, apre-
senta os fundamentos das Redes Neurais Arti ciais e seu treinamento. S&o detalha-
das as arquiteturas de Redes Neurais Convolucionais (CNNs) e Recorrentes (RNNS),
com énfase nas arquiteturas LSTM, ConvLSTM e PredRNN, explicando seus meca-
nismos de funcionamento e adequacao para problemas espaco-temporais.

O Capitulo 4, Metodologia e Estratégia Experimental, descreve o uxo de trabalho
adotado. Detalha-se o processamento dos dados, a de nicdo das janelas tempo-
rais, o protocolo experimental e os hiperpardmetros de treinamento. Também sao
apresentadas as métricas de avaliacao utilizadas para quanti car o desempenho dos
modelos.



O Capitulo 5, Resultados e Discussfes, expde os resultados quantitativos e qua-
litativos obtidos. E realizada uma analise comparativa entre o ConvLSTM e o
PredRNN, complementada por estudos de ablacdo e analises de sensibilidade que
investigam o impacto da resolugéo temporal e da profundidade da rede nas previsdes.

Por m, o Capitulo 6, Conclusdes, sintetiza as principais descobertas do estudo,
discute as limitacdes identi cadas, especialmente em regides de complexidade fisica,
e aponta direcOes para trabalhos futuros, destacando o papel da qualidade dos dados
na performance dos modelos.



Capitulo 2

Previsao de Ventos e Modelagem
Atmosférica

A previsdo de ventos € um campo de estudo consolidado, com diversas abordagens
documentadas na literatura. Uma primeira classi cacao se da pelo horizonte tem-
poral da previsdo, que, segundo SOMAN et al. (2010) e WU et al. (2022), pode ser
dividido em quatro categorias: muito curto, curto, médio e longo prazo. A esco-
lha do horizonte temporal € um fator preponderante na de nicdo do modelo e da
frequéncia de dados utilizados.

Figura 2.1: Horizontes temporais para previsdo de ventos, a area cinza indica o
prazos de maior interesse deste trabalho. Fonte: Adaptado de SOMAN et al. (2010)

Outra distincdo importante, apontada por WU et al. (2022), é entre os métodos de
previsdo direto e indireto. O método direto utiliza dados historicos (de velocidade
ou poténcia) para prever diretamente a poténcia eodlica futura. J& o método indireto,



mais comum e geralmente mais preciso, primeiro prevé a velocidade do vento e, em
uma segunda etapa, converte essa velocidade em poténcia por meio da curva de
poténcia especi ca de uma turbina CHANG (2014).

Os modelos séo classi cados na literatura em trés categorias principais, que abran-
gem desde simulacdes fisicas a métodos baseados em dados CHANG (2014); WU
et al. (2022):

Métodos Fisicos Refere-se aos modelos de Previsdo Numérica de Tempo (PNT),
como o IFS, do qual os dados ERA5 derivam, ou GFS. Sao modelos matematicos
complexos que simulam a fisica da atmosfera, considerando inUmeros fatores mete-
oroldgicos e geogra cos. Embora sejam muito precisos para horizontes mais longos,
seu alto custo computacional e tempo de execucdo os tornam menos praticos para
previsdes de curtissimo prazo (nowcasting) KUMAR et al. (2020).

Métodos Estatisticos Convencionais Modelos como o ARIMA (Auto-
Regressive Integrated Moving Average) utilizam o histérico de uma série temporal
para prever valores futuros. Sua caracteristica principal é serem modelos lineares,
0 que os torna e cientes para previsdes de curto prazo em séries univariadas. No
entanto, sua performance degrada rapidamente com o aumento do horizonte e, de-
vido a essa natureza linear, eles ndo conseguem capturar adequadamente relagdes
nao lineares complexas entre multiplas variaveis WU et al. (2022).

Aprendizado Profundo Métodos de aprendizado profundo tém ganhado noto-
riedade devido a sua capacidade de modelar relacées complexas e nédo lineares dire-
tamente dos dados. A evolucdo dessas abordagens para problemas meteorologicos
pode ser tracada a partir de arquiteturas pioneiras, como as Redes Neurais Recor-
rentes (RNNSs), projetadas para processar sequéncias temporais JORDAN (1986).
Para superar as di culdades das RNNs em capturar dependéncias de longo prazo,
foram introduzidas as redes Long Short-Term Memory (LSTM) HOCHREITER e
SCHMIDHUBER (1997), que se consolidaram como um padréo para modelagem se-
guencial. Em paralelo, as Redes Neurais Convolucionais (CNNs) rmaram-se como
uma ferramenta robusta para a extracdo de caracteristicas espaciais, como demons-
trado no trabalho seminal de LECUN et al. (1998).

A fusdo dessas duas frentes representou um marco para a previsdo de dados espaco-



temporais. O modelo ConvLSTM, proposto por SHI et al. (2015), combinou a
capacidade de percepcéao espacial das CNNs com a modelagem temporal das LSTMs,
inaugurando uma nova fase de pesquisas. Sua e cécia foi rapidamente validada em
tarefas de nowcasting de precipitacdo, superando arquiteturas anteriores em dados
de radar KIM et al. (2017) e sendo adaptado com sucesso para dados de satélite
em modelos como o Convcast KUMAR et al. (2020) e o ConvSNow MIHOC et al.
(2023). Um avancgo notavel foi demonstrado ao incorporar dados de reanalise (ERAS)
como canais de entrada adicionais, permitindo que o modelo previsse ndo apenas a
adveccédo, mas também o desenvolvimento de novos sistemas de chuva intensa KIM
et al. (2024).

Em uma linha de desenvolvimento similar, o modelo PredRNN WANG et al. (2017,
2022) e suas variantes aprimoraram a captura de dependéncias espaco-temporais de
longo prazo, estabelecendo-se como importantes referéncias na area. Estudos compa-
rativos destacam sua capacidade de modelar a evolucédo de sistemas de precipitacao
HAN et al. (2024), enquanto implementa¢cées como o RainPredRNN otimizaram seu
desempenho e tempo de treinamento AL-QANESS et al. (2023). A superioridade
de sua arquitetura também foi identi cada em outras aplicagdes meteoroldgicas im-
pulsionadas pelo vento, como a previsdo da altura signi cativa das ondas BAI et al.
(2023). A aplicagdo bem-sucedida tanto do ConvLSTM quanto do PredRNN e suas
variantes na previsdo de vento, frequentemente em estruturas hibridas WU et al.
(2022), solidi ca sua relevancia como ferramentas poderosas para modelar dinami-
cas atmosféricas complexas como 0s campos de vento.

Recentemente, uma nova geracdo de modelos de aprendizado profundo em escala
global emergiu, representando uma mudanca de paradigma na previsao de tempo.
Arquiteturas como o GraphCast (Google DeepMind), o Pangu-Weather (Huawei)

e o FourCastNet (NVIDIA), tém demonstrado a capacidade de realizar previsdes
meteorologicas globais com uma velocidade ordens de magnitude superior a dos
modelos numéricos tradicionais Bl et al. (2023); LAM et al. (2023); PATHAK et al.
(2022). Diferente das abordagens que focam em regides ou aplicacdes especi cas,
esses modelos séo treinados em décadas de dados de reanalise, como 0 ERA5, para
aprender a din@mica completa do sistema atmosférico terrestre. Ao fazer isso, eles
alcancaram um desempenho competitivo e, em algumas métricas, até superior aos
modelos fisicos consolidados para previsdes de médio prazo, sinalizando um futuro
onde a previsdo de tempo orientada por dados se torna uma alternativa viavel e
extremamente e ciente.

As trés abordagens apresentadas, fisica, estatistica e de IA, possuem uma relacéo



de interdependéncia fundamental. Enquanto os métodos fisicos geram previsdes a
partir da simulacdo da atmosfera, os métodos estatisticos e de aprendizado profundo
utilizam os dados historicos, sejam eles provenientes dos proprios modelos fisicos ou
de medicdes in situ como principal insumo. Assim, estas Ultimas abordagens nao
executam novas simulacdes fisicas, mas se especializam em aprender os padrdes
dindmicos diretamente do histérico disponivel.

2.1 Modelos Globais e Regionais

A previsao da geracao e a otimizacéo da operacédo de parques eolicos dependem fun-
damentalmente da disponibilidade de dados meteoroldgicos precisos e consistentes.
Na literatura e na indastria, estes dados sao obtidos principalmente por trés vias:
medicdes diretas in situ, sensoriamento remoto por satélites e modelagem computa-
cional da fisica atmosférica. Frequentemente, a integracdo dessas fontes € utilizada
para criar uma caracterizagdo mais robusta das condi¢cées do vento para um deter-
minado local DE MONTERA et al. (2022).

A aquisicdo de dados por meio de medicOes diretas no oceano, especialmente em
regides afastadas da costa, apresenta desa os logisticos e nanceiros signi cativos. A
disponibilidade de estruturas de medicdo no litoral brasileiro € baixa. Equipamentos
avancados como o LIDAR (Light Detection and Ranging), que mede o perl do
vento em multiplas alturas com alta resolucdo, possuem custos elevados de aquisicao,
instalacdo e manutencéo, limitando seu uso.

Alternativas mais comuns, como boias meteoroldgicas, também possuem limitacées
importantes para a avaliacdo do recurso eolico. Embora tenham um custo inferior,
elas geralmente medem o vento apenas em um nivel xo, proximo a superficie do
oceano, ndo sendo capazes de capturar o comportamento do vento em toda a coluna
atmosférica relevante para os aerogeradores modernos. Diante dessas di culdades,
metodologias baseadas em modelagem computacional e dados de reanalise tornam-se
alternativas essenciais.

Para superar as limitag6es da coleta de dados in situ, este trabalho utiliza um con-
junto de dados de reandlise. A reanalise € um processo cienti co que combina um
modelo de previsdo numérica de tempo (PNT) de Ultima geracdo com um vasto
acervo de observacoes historicas de multiplas fontes, como satélites, balGes, aero-
naves, navios e estacdes meteoroldgicas. Por meio de um processo chamado de



assimilacao de dados, o modelo gera uma reconstrucéo climaticamente consistente e
completa da atmosfera, criando um registro historico robusto e sicamente coerente.

O conjunto de dados utilizado nesta dissertacdo € a quinta geracdo de reanalise
atmosférica global produzida pelo Centro Europeu de Previsdes Meteoroldgicas de
Médio Prazo (ECMWF), denominada o cialmente ECMWF Reanalysis v5 (ERAS).
Langado como sucessor do ERA-Interim, o ERAS representa um avango signi cativo,
oferecendo uma resolucéo espacial e temporal muito superior, com dados disponiveis
globalmente em uma grade de aproximadamente 30 km e com frequéncia horéria,
com décadas de registros HERSBACH et al. (2023).

A escolha do ERAS para este trabalho se justi ca por diversas razoes:

" Consisténcia Temporal e Espacial: A longa e ininterrupta série de da-
dos é ideal para o treinamento de modelos de aprendizado profundo, que se
bene ciam de grandes volumes de dados para aprender padrbes complexos.

" Abrangéncia de Variaveis: Fornece um conjunto rico de variaveis atmosfé-
ricas (temperatura, pressao, umidade, etc.), embora este trabalho se concentre
nas componentes do vento, temperatura e pressao.

A

Acessibilidade e Padrdao Global: Por ser um dado publico e amplamente
validado pela comunidade cienti ca, 0 ERA5 serve como um baseline de ex-
celéncia, permitindo que a metodologia aqui desenvolvida seja replicavel e
comparavel com outros estudos globalmente.

Apesar de sua resolucédo espacial ser inferior a de um modelo regional con gurado
especi camente para uma area de interesse, a qualidade e consisténcia do ERA5 o
tornam a ferramenta ideal para o desenvolvimento e a validacdo de metodologias
de previsdo baseadas em dados, como a proposta nesta dissertacdo. Essa escolha
€ respaldada pela literatura recente para a costa brasileira. DE ASSIS TAVARES

et al. (2020) demonstraram, por meio de diagramas de Taylor, que o ERA5 apre-
senta 0 melhor desempenho estatistico entre trés reandlises globais (CFSv2, ERA5

e MERRAZ2) na representacédo da velocidade do vento ao longo da costa Sudeste e
Sul do Brasil, validadas com boias do programa PNBOIA.

Com base nessa validacao, os autores adotaram o ERA5 como referéncia para estimar
um potencial técnico edlico o shore de 344 GW para as duas regides. Contudo, é
importante reconhecer as limitagcdes inerentes a resolucédo espacial de uma reanalise
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global. DE ASSIS TAVARES et al. (2022) compararam o ERA5 com uma simulagéo
do modelo WRF a 3 km de resolu¢cédo horizontal, utilizando a técnica de spectral
nudging, para a costa do estado do Rio de Janeiro.

Os resultados revelaram que as reanalises subestimam signi cativamente a velo-
cidade do vento em aguas rasas (até 30 m de profundidade), onde processos de
mesoescala, como a brisa maritima/terrestre e o contraste continente-oceano, domi-
nam o regime de ventos. Nessas regides, as diferengas na producdo anual de energia
entre o WRF e 0 ERAS ultrapassaram 200%. No entanto, a medida que a distancia
da costa aumenta (profundidades entre 60 e 1000 m), os modelos convergem e as
diferencas tornam-se pouco expressivas. Essa constatacdo reforca a adequacéo do
ERA5 como baseline para o desenvolvimento de metodologias orientadas por dados,
uma vez que sua consisténcia temporal, cobertura global e qualidade validada esta-
belecem uma base robusta e replicavel que, futuramente, podera ser comparada ou
complementada com resultados de simulacfes regionais de maior resolucao.

Na modelagem atmosférica computacional, os modelos de previsao numérica de
tempo sao geralmente classi cados em duas categorias principais, baseadas na escala
espacial que representam: modelos globais e regionais. Os modelos globais, também
conhecidos como Modelos de Circulagédo Geral (MCG), simulam a atmosfera de todo

0 planeta. Sua principal vantagem é a capacidade de capturar a dindmica atmos-
férica de grande escala, como os padrdes de circulacdo que governam o tempo em
longos prazos. Devido ao imenso custo computacional de cobrir todo o globo, esses
modelos operam com uma resolucdo espacial mais grossa. O proprio conjunto de
dados ERADS, utilizado neste trabalho, € o produto de um so sticado sistema de mo-
delagem global, o Integrated Forecasting System (IFS) do ECMWF, que serve como
um excelente exemplo da capacidade e das limitacdes inerentes a essa abordagem
WARNER (2011).

Para obter um maior nivel de detalhe em uma area de interesse especi ca, utilizam-se
0s Modelos Atmosféricos Regionais (MARS). Diferente dos modelos globais, os mo-
delos regionais concentram sua capacidade computacional em um dominio geogra co
limitado, o que lhes permite operar com uma resolugcéao espacial muito mais na, na
ordem de poucos quildmetros. No entanto, um modelo regional ndo opera de forma
isolada, ele depende de um modelo global para fornecer as condigcbes atmosféricas
em suas fronteiras laterais, um processo conhecido como downscaling dinamico. O
modelo global fornece o contexto de grande escala, enquanto o modelo regional re na
essa informacao para resolver fenbmenos locais, como brisas maritimas/terrestres,
escoamento em topogra as complexas e conveccao localizada, que sao cruciais para
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a avaliacdo de recursos eolicos SKAMAROCK et al. (2021).

A escolha entre utilizar dados de um modelo global como o ERAS5 ou executar um
modelo regional envolve um compromisso fundamental entre abrangéncia e deta-
Ihe. Enquanto a execucdo de um modelo regional pode, potencialmente, gerar uma
caracterizacdo mais precisa do vento para um local especi co, ela representa um
processo complexo que exige alto investimento computacional e expertise técnica
para sua con guracao, execugdo e validagdo. Portanto, ao utilizar o ERAS5, este
trabalho adota um dado globalmente consistente, validado e acessivel como a base
para desenvolver e avaliar uma metodologia de aprendizado profundo, estabelecendo
um baseline robusto que, futuramente, podera ser comparado com os resultados de
simulacdes regionais.

2.2 Selecao dos dados do ERAS

O escopo deste estudo deve ser entendido como uma avaliacdo regional de recur-
sos eolicos, fundamentalmente impulsionada por sistemas climéticos de larga escala
capturados pelo conjunto de dados de reandlise ERA5. Os dados utilizados pos-
suem uma resolucédo nativa de grade de 0; 25° 0;25° (aproximadamente 28-30 km),
gue € e caz para avaliar o vento em extensas areas o shore. No entanto, € crucial
reconhecer as limitagdes inerentes a essa resolucdo. Fenbmenos atmosféricos com es-
cala espacial inferior ao tamanho de cada pixel da grade podem néo ser capturados
adequadamente por esta resolucdo. Consequentemente, embora esta analise forneca
informacgdes valiosas para o planejamento estratégico em escala regional, ela ndo é
adequada para tarefas que exigem um nivel mais no de detalhe, sendo a modelagem
de maior resolucéo (downscaling), um possivel proximo passo.

Considerando que o nosso objetivo é identi car o desempenho deste modelo em
uma regido especi ca do Atlantico Sul, a area selecionada foi compreendida entre
as latitudes -11,4° e -40,9° e as longitudes -30,0° e -64,0°, pois esta regido coincidia
com outros estudos em andamento. A gura 2.2 ilustra a dimenséo da regiédo estu-
dada com a representacdo do relevo existente tanto na porcao continental quanto
na porcdo oceanica, que foi utilizada para veri cacdo de efeitos do relevo que po-
deriam interferir na capacidade preditiva do modelo. Esta avaliacdo do relevo da
regido utilizou dados do NOAA NATIONAL CENTERS FOR ENVIRONMENTAL
INFORMATION (2022).
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