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Neste estudo, um modelo de ordem reduzida (ROM) foi acoplado diretamente
a um solucionador fisico para prever a evolucao do sistema e substituir progressi-
vamente as solu¢oes do modelo de ordem completa (FOM). A Decomposigao em
Modos Dinamicos (DMD), implementada por meio da biblioteca PyDMD, foi em-
pregada para realizar as previsoes do ROM. Dois problemas cléssicos de dindmica
de fluidos computacional foram considerados como estudos de caso: o escoamento
em torno de um cilindro 2D com nimero de Reynolds Re = 100 e o problema da
cavidade com tampa movel (lid-driven cavity) com Re = 400. O solucionador FOM
utiliza a plataforma FEniCSx.

A qualidade da aproximacao do modelo DMD online foi avaliada utilizando a
norma residual gerada exclusivamente pela previsao DMD, garantindo que as pre-
dig¢oes de velocidade e pressao permanecessem dentro de uma tolerancia aceitavel.
Além disso, a norma de Frobenius foi empregada para monitorar a precisao das
matrizes de velocidade e pressao previstas, avaliando a capacidade nao intrusiva do
DMD em capturar e reproduzir a dinamica do sistema. Experimentos foram con-
duzidos variando o numero de modos dinamicos necessarios para atingir a precisao
desejada. O uso do DMD como alternativa ao solucionador nao linear reduziu o
tempo computacional das simulagdes numéricas em até 20% para o caso do escoa-
mento do cilindro e aproximadamente 30% para o problema da cavidade, com pouca

ou nenhuma perda na qualidade da solucao.
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In this study, a reduced-order model(ROM) was directly coupled to a physics-
based solver in order to predict the system evolution and progressively replace the
solutions of the full-order model (FOM). Dynamic Mode Decomposition (DMD),
implemented through the PyDMD library, was employed to perform the ROM pre-
dictions. Two classical computational fluid dynamics problems were considered as
case studies: the two-dimensional flow around a cylinder with Reynolds number
Re = 100 and the lid-driven cavity problem with Re = 400. The FOM solver is
implemented using the FEniCSx platform.

The quality of the online DMD approximation was evaluated using the residual
norm generated exclusively from the DMD prediction, ensuring that the predicted
velocity and pressure fields remained within an acceptable tolerance. In addition,
the Frobenius norm was employed to monitor the accuracy of the predicted velocity
and pressure matrices, assessing the non-intrusive capability of DMD to capture and
reproduce the system dynamics. Numerical experiments were conducted by varying
the number of dynamic modes required to achieve the desired level of accuracy. The
use of DMD as an alternative to the nonlinear solver reduced the computational
time of the numerical simulations by up to 20% for the cylinder flow case and

approximately 30% for the cavity problem, with little or no loss in solution quality.
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Capitulo 1

Introducao

1.1 Dinamica dos Fluidos Computacional (CFD)

A simulagao computacional é cada vez mais utilizada para prever o resultado de
fendmenos do mundo real e para explorar a resposta e o desempenho de sistemas
fisicos complexos demais para serem investigados por meio de solugoes analiticas.
A simulacao tornou-se comum na ciéncia e na engenharia, com sua adogao ace-
lerada pelo rapido crescimento do poder computacional nas tltimas décadas [14].
Essas simulagoes fisicas baseiam-se principalmente na solugao de equacgoes diferen-
ciais parciais (EDPs) contendo multiplas escalas de tempo. Tanto o modelo quanto
o método de solugao dependem do propédsito da simulagao: eles devem ser precisos
e eficientes. Precisao significa que a simulagao iré prever com confiabilidade o com-
portamento do sistema real, e eficiéncia significa viabilidade com os meios técnicos
disponiveis, no nosso caso, em relagao ao tempo de processamento do computador.
As simulagoes computacionais sao caracterizadas por seu alto consumo de recursos
computacionais, razao pela qual a busca continua por métodos que fornegam solu-
gOes precisas e eficientes tem sido um topico crucial na modelagem numérica [15].
Tradicionalmente, esses problemas tém sido abordados usando modelos de ordem
completa (FOM), nos quais solucionadores numéricos sao usados para calcular as
variaveis que descrevem a fisica do sistema.

O processo de modelagem em simulagoes fisicas envolve duas etapas principais:
o desenvolvimento e a validagao do modelo. Na fase de desenvolvimento, sao defini-
dos os objetivos do modelo, identificados os limites do sistema e as varidveis, feitas
as suposigoes apropriadas e formuladas as equagoes de conservacao juntamente com
as relacoes constitutivas. Durante a validagao, os parametros desconhecidos sao
estimados e o modelo é resolvido de forma analitica ou numérica. Em seguida, os
resultados sao analisados quanto a consisténcia e comparados com dados experimen-

tais ou de referéncia para garantir sua precisao. Esse processo iterativo continua com



a revisao e o refinamento das suposicoes, equacoes e parametros até que o modelo re-
presente adequadamente o sistema fisico em estudo. A figura [I.1 mostra o esquema

de solugao em uma modelagem fisica.

* Define model goals
= ldentify process boundary, environment and variables
* Make suitable assumptions

Model = Formulate conservation equations and constitutive
Development| relations

Review/revise

assumptions,
equations and/or
parameter values f

= Find values of unknown parameters in the model
* Solve the model analytically or numerically
= Analyse results for trends and consistency
Model » Validate against experimental values and/or a more
Validation accurate model

Figura 1.1: Etapas envolvidas na modelagem de processos para o desenvolvimento
e validagdo de modelos segundo IMRAN et al. [I]

A Dinamica de Fluidos Computacional (CFD) ¢ a analise de sistemas que envol-
vem escoamento de fluidos, transferéncia de calor e fend6menos associados, como rea-
¢oOes quimicas, utilizando simulagoes computacionais. Essa técnica é muito poderosa
e abrange uma ampla gama de areas de aplicagdo industriais e nao industriais[16].
E um dos campos de crescimento mais rapido nas ciéncias aplicadas. Na aerodi-
namica, o desenvolvimento de CFD tem sido aplicado ao estudo das caracteristicas
aerodinamicas de automoéveis, com o objetivo de melhorar a estabilidade, o de-
sempenho do motor e a seguranca. Atualmente, o design de veiculos é fortemente
influenciado pela otimizagao aerodinamica de suas carrocerias [I7]. Na hidrodina-
mica, consolidou-se como ferramenta fundamental para anélise, otimizacao e suporte
ao projeto de processos de mistura em tanques agitados, possibilitando melhorias
na eficiéncia energética, na reologia do sistema e na compreensao dos fendémenos
envolvidos na dinamica de misturas multifasicas [I8]. Em meteorologia, modelos
CFD tém sido utilizados para modelagem da qualidade do ar, incluindo o estudo
de microclimas urbanos, a anélise de dados geoespaciais e a aplicacao de modelos
de transporte quimico [19]. Tudo isso visa apoiar pesquisadores e autoridades de
satide no desenvolvimento de planos de gestao cientifica com o objetivo de avaliar e
mitigar impactos na saude da populagao.

Para compreender esta area de estudo, é necessario compreender seu contexto
histérico. No passado, nao havia poder computacional suficiente para resolver pro-

blemas relacionados ao transporte de fluidos, por isso métodos analiticos e experi-



mentais eram utilizados. Os métodos analiticos limitavam-se a geometrias simples e
de baixa dimensionalidade, como a resolugao de sistemas unidimensionais (1D) ou
bidimensionais (2D), bem como escoamentos em regime permanente. Em contraste,
os métodos experimentais exigiam inlimeros recursos para sua implementagao, inclu-
indo equipamentos caros, monitoramento continuo de variaveis e poés-processamento
de informagoes. Devido a essas limitagoes, o CFD proporcionou vantagens subs-
tanciais na reducao do tempo de desenvolvimento e dos custos de novos projetos.
Também possibilitou o estudo de sistemas onde experimentos controlados sao difi-
ceis ou mesmo impossiveis de realizar, como ¢ o caso de sistemas de grande porte.
Além disso, possibilitou a anélise de sistemas em condigoes perigosas ou além de
seus limites operacionais normais, por exemplo, em estudos de seguranca e cenérios

de acidentes.

1.1.1 Fluxo de trabalho da metodologia de simulacao em
CFD

O fluxo de trabalho em Dinamica dos Fluidos Computacional é estruturado de forma
sistemaética, iniciando-se pela identificacao do problema fisico, na qual se definem o
regime de escoamento (laminar ou turbulento), sua natureza (estacionaria ou transi-
ente), as hipoteses constitutivas (fluido newtoniano ou ndo newtoniano, compressivel
ou incompressivel) e o objetivo do estudo, estabelecendo-se assim as equagoes gover-
nantes que descrevem o fenémeno [20]. Em seguida, na etapa de pré-processamento,
constroi-se o dominio computacional por meio da geragao ou simplificacao da ge-
ometria, realiza-se a discretizagao do dominio através de uma malha adequada,
cujo refinamento e qualidade influenciam diretamente o erro de discretizagao [21], e
selecionam-se os modelos fisicos, as propriedades do fluido e as condi¢oes de contorno
que completam a formulacao matematica. Nessa mesma fase, definem-se as configu-
ragoes do solucionador, incluindo o método numeérico (por exemplo, volumes finitos
ou elementos finitos) [22], os esquemas temporais, os algoritmos de acoplamento e
os critérios de convergéncia. A etapa de resolu¢ao numérica consiste na montagem e
solugao do sistema algébrico resultante, geralmente por meio de métodos iterativos,
com monitoramento dos residuos e da estabilidade. Por fim, no pos-processamento,
analisam-se e interpretam-se os campos obtidos (velocidade, pressao, temperatura),
calculam-se grandezas derivadas de interesse para o engenheiro e realiza-se a veri-
ficagao e validagao do modelo, avaliando tanto o erro numérico quanto a fidelidade
fisica da solugao o que permite garantir a confiabilidade dos resultados e fundamen-
tar conclusoes cientificas ou decisoes de projeto. A Figura [I.2] apresenta, de forma
ilustrativa, o esquema do processo de construgao de uma solugao em CEFD.

Do ponto de vista computacional, as etapas mais custosas do fluxo de trabalho
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concentram-se na resolucao dos sistemas algébricos de grande dimensao oriundos
da discretizagdo espacial das equagoes governantes [23]. Em simulagdes transi-
entes e nao lineares, esses sistemas devem ser resolvidos a cada passo temporal,
frequentemente por meio de métodos iterativos cuja convergéncia depende do con-
dicionamento da matriz, do esquema temporal adotado e das estratégias de pré-
condicionamento. O custo total da simulacao cresce proporcionalmente ao nimero
de graus de liberdade e ao nimero de passos temporais, podendo ser estimado, de
forma simplificada, como O(n k N;), onde n representa os graus de liberdade, k o
ntmero de iteragoes internas e N; os passos no tempo.

O refinamento da malha, embora reduza o erro de discretizacao, aumenta signi-
ficativamente o consumo de memoria e o tempo de processamento, tornando o Mo-
delo de Ordem Completa (Full Order Model — FOM) computacionalmente oneroso,
especialmente em estudos paramétricos, otimizagao ou quantificagdo de incertezas
[24]. Dessa forma, a limitagao central ndo é apenas a estabilidade numérica, mas a
escalabilidade computacional do problema, o que motiva o desenvolvimento de estra-
tégias de reducao de ordem capazes de preservar a dinamica dominante do sistema
com menor custo computacional. Na secao seguinte, serao apresentados modelos
de aprendizado de maquina que atualmente vém auxiliando nas diferentes etapas
deste fluxo de trabalho, contribuindo tanto para o aprofundamento da compreensao
fisica do problema quanto para a obtencao de solu¢oes computacionalmente mais
eficientes, em geral mais rapidas e menos custosas quando comparadas aos Modelos

de Ordem Completa tradicionais.



1.2 Aprendizado de Maquina Cientifico (SciML)

Nossa capacidade de coletar, armazenar e acessar grandes volumes de informagoes
estd crescendo a taxas sem precedentes gracas a tecnologias aprimoradas de sen-
sores, plataformas de computacao e maior conectividade de servicos. Com esse
aumento no volume de informagoes, houve um processo semelhante de avanco no
processamento e na analise desses dados, como nas areas de métodos computacio-
nais e estatistica. Esses avangos tiveram um impacto profundo na maneira como
concebemos os fend6menos que interpretamos, na maneira como nos comunicamos e
na tomada de decisoes[25]. Hoje, os computadores realizam tarefas que antes eram
consideradas inéditas para méaquinas, gracas ao desenvolvimento de uma abordagem
de aprendizagem para essas atividades. O aprendizado de méaquina (Machine lear-
ning, ML) é um campo da ciéncia da computagao que envolve o desenvolvimento de
procedimentos que permitem aos computadores aprender a partir de dados sem a
necessidade de instrugoes explicitas, mas sim por meio de um conjunto de estruturas
sequenciais conhecidas como algoritmos [26]. Em termos simples; o aprendizado de
maquina permite que os computadores aprendam a partir de dados e tomem deci-
soes com base no que aprenderam. E como ensinar um computador a reconhecer
rostos em fotos, entender a linguagem falada, traduzir textos ou até mesmo jogar
jogos como xadrez ou Go, tudo sem ser explicitamente programado para isso. O
Aprendizado de Maquina Cientifico é uma disciplina emergente dentro da comuni-
dade de ciéncia de dados, sendo também um componente essencial da Inteligéncia
Artificial (IA). Trata-se de uma tecnologia computacional capaz de ser treinada com
dados cientificos para ampliar, aprimorar ou automatizar as capacidades humanas
[27]. A principal diferenga entre o aprendizado de maquina cientifico e o aprendi-
zado de méquina tradicional reside no dominio da aplicacao. O SciML tem profunda
consciéncia da natureza dos dados com os quais trabalha e do conhecimento do do-
minio, que se baseia em mecanismos fisicos e fundamentos cientificos empiricos. Esse
dominio integra principios fisicos. simetrias, restri¢oes, avaliacao de especialistas,
simulacoes computacionais, andlise de incertezas e outros elementos que permitem
o desenvolvimento de modelos mais interpretaveis, precisos e consistentes com a
realidade fisica.

O aprendizado de méiquina cientifico combina aprendizado de maquina e compu-
tagao cientifica para desenvolver métodos escalaveis, robustos e interpretaveis que
integram leis da fisica e conhecimento de dominio de forma objetiva. Seu objetivo
é abordar desafios especificos em dados cientificos e extrair informagoes valiosas
usando abordagens que respeitam os principios subjacentes, impulsionando assim
uma nova geracao de descobertas cientificas baseadas em dados nas ciéncias em

geral. A Figura [[.3] mostra como o aprendizado de méaquina cientifico combina mo-
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delos baseados em fisica e algoritmos de aprendizado de maquina. Modelos fisicos
fornecem insights mecanicistas, causalidade e leis fundamentais (como métodos de
elementos finitos ou Monte Carlo), enquanto o aprendizado de méaquina permite o
manuseio de grandes volumes de dados, a busca de correlacoes e o aprimoramento
da previsao.

A literatura em SciML cresceu exponencialmente desde 2015, com pesquisadores
desenvolvendo novas arquiteturas e metodologias projetadas especificamente para
aplicacoes cientificas. As Redes Neurais Informadas pela Fisica (PINNs) [2§]
surgiram como uma abordagem inovadora ao incorporar diretamente as leis fisicas
nas arquiteturas de redes neurais. PINNs tém sido utilizados em CFD para simular
escoamentos incompressiveis e reconstruir campos de escoamento tridimensionais a
partir de um nimero limitado de observacoes de velocidade e pressao. Além disso,
essas redes permitem mais inferéncias ao longo dos periodos de tempo medidos,
gerando previsoes com alta sensibilidade e confiabilidade, facilitando a analise de
escoamentos turbulentos [29].

Paralelamente, os avangos em descoberta de equagoes, como o Algoritmo
SINDy [30], permitiram a identificacdo automatica das equagdes governantes a par-
tir de dados. A identificacao SINDy é aplicada a escoamentos de fluidos complexos,
utilizando métodos de regressao como minimos quadrados limiarizados e LASSO
adaptativo, para a simulacao de escoamento incompressivel em torno de um cilindro
tridimensional [31]. Essa abordagem reproduz com sucesso escoamentos de alta di-
mensao, incluindo regimes transitorios, fornecendo uma representacao interpretavel
da dinamica subjacente.

Equacoes diferenciais ordinarias neurais [32] sdo redes neurais que usam



equacoes diferenciais para gerar previsoes de forma flexivel e eficiente, adaptando-se
a diferentes tipos de dados e permitindo treinamento integrado. Os desenvolvimen-
tos recentes em operadores neurais e DeepONets [33| ampliaram ainda mais a
capacidade de aprender operadores e resolver eficientemente equacoes diferenciais
parciais paramétricas.

Outra classe de métodos desenvolvida em SciML, e que tem gerado consideré-
vel interesse na comunidade de engenharia, sao os Modelos de Ordem Reduzido
(ROM). Esses modelos permitem a geragao de aproximagoes de baixa ordem de sis-
temas altamente complexos, otimizando o uso de recursos operacionais e facilitando
a compreensao de padroes subjacentes nos dados [34].

A Decomposigao Ortogonal Prépria (POD) teve sua origem no campo da
dindmica dos fluidos com Lumley, em 1967 [35], como uma tentativa de decompor
o campo vetorial aleatorio que representa o movimento turbulento do fluido em um
conjunto de fungoes deterministicas, onde cada uma captura uma parcela da energia
cinética flutuante total do escoamento. A ideia era que a POD pudesse auxiliar na
identificagao das estruturas coerentes que povoam os fluxos turbulentos, mas que, no
entanto, sdo notoriamente dificeis de definir e observar [36]. Devido a disponibilidade
de bases de dados de campos de velocidade bidimensionais ou volumétricos, a POD
tornou-se uma ferramenta cléssica na dindmica dos fluidos experimental e numérica
na atualidade, além de constituir a base de outros algoritmos amplamente utilizados
em SciML.

A Decomposi¢ao Dindmica de Modos (DMD) teve origem na comunidade
de dindmica dos fluidos como uma técnica destinada a decompor escoamentos com-
plexos em uma representagao simplificada baseada em estruturas coerentes espaco-
temporais, conforme proposto por Schmid—Sesterhenn [3].

A decomposi¢ao modal apresenta perspectivas promissoras para uma ampla
gama de aplicagoes. Por um lado, a decomposicao modal tem sido aplicada na simu-
lacao e no controle aerodinamico de aeronaves e automaéveis, bem como em outros
campos, fornecendo suporte importante para os respectivos processos de projeto e
otimizacao [37]. Por outro lado, com o continuo desenvolvimento do hardware com-
putacional e dos algoritmos, o custo computacional da decomposicao modal tende
a se tornar mais acessivel, possibilitando sua aplicagao em simulagoes e controles
de escoamentos mais complexos e em larga escala. E justamente em razdo dessa
questao que o interesse deste trabalho se concentra no algoritmo DMD de machine
learning, devido ao seu elevado grau de interpretabilidade e ao seu baixo custo com-
putacional. Essas caracteristicas permitem reduzir significativamente o tempo de

processamento e a complexidade da analise em uma ampla gama de problemas em

CFD.



1.3 Integracao de Aprendizado de Maquina em
CFD

Um aspecto fundamental na integracao de técnicas de Aprendizado de Maquina em
simulagoes de Dindmica de Fluidos Computacional é a distin¢ao entre abordagens
intrusivas e nao intrusivas, que determina o grau de modificagao necessario no
solver numérico [38]. Os métodos nao intrusivos sao abordagens nas quais ape-
nas dados provenientes de simulagoes ou experimentos sao utilizados para construir
o modelo reduzido ou substituto, sem requerer acesso direto ou modificagoes nas
equagoes governantes, nos esquemas de discretizagao ou na estrutura interna do
solver, aprendendo relagoes entrada—saida a partir de dados de simulacoes de alta
fidelidade ou experimentais [39]. Exemplos tipicos incluem redes neurais convolucio-
nais (CNNs), amplamente empregadas na previsao rapida de campos de velocidade e
pressao por meio da extragao automatica de padrdes espaciais complexos [§]; fungoes
de base radial (RBF), utilizadas como métodos de interpolagao e aproximagao nao
linear em problemas paramétricos [40];Decomposi¢ao em Modos Dinamicos (DMD),
técnica baseada na decomposigao espectral de dados que permite identificar estrutu-
ras coerentes e dindmicas dominantes do escoamento [41]; e Regressao por Processos
Gaussianos (GPR), abordagem probabilistica que fornece predigdes com estimativa
explicita de incerteza, sendo particularmente ttil em modelagem substituta e quan-
tificacdo de incertezas [42].

Por outro lado, modelos intrusivos incorporam o aprendizado diretamente no
processo de resolucao das equacgoes diferenciais parciais, modificando explicitamente
o esquema numérico. A projecao de Galerkin [43] projeta as equagdes governantes
em um subespaco reduzido, impondo ortogonalidade do residuo. Isso resulta em
um sistema de baixa dimensao para os coeficientes modais, sendo uma abordagem
intrusiva. Outro exemplo incluem solvers hibridos ML-CFD onde o modelo substitui
termos especificos como a viscosidade turbulenta em RANS ou os closures SGS
em LES [44]. Do ponto de vista metodolégico, a distin¢ao intrusiva/nao intrusiva
reflete nao apenas uma diferenca técnica, mas também epistemologica: enquanto
os modelos nao intrusivos aceleram ou substituem simulacgoes, os intrusivos buscam
redefinir o proprio processo de resolucao, sendo as estratégias hibridas atualmente
as mais promissoras, ao substituir apenas os componentes mais custosos ou incertos
do solver, mantendo a integridade fisica do modelo. Nesse contexto, a justificativa
deste trabalho reside justamente na utilizacao de um método nao intrusivo, como
a Dynamic Mode Decomposition (DMD), para projetar a solu¢do em paralelo ao
solver, possibilitando sua substituicao quando numericamente vidvel e em etapas

que nao comprometam a estabilidade do sistema.



1.4 Estrutura da dissertacao

O objetivo desta dissertacao é investigar o uso de modelos de ordem reduzida, ba-
seados em Decomposicao em Modos Dinamicos, como uma alternativa eficiente aos
simuladores fisicos tradicionais para a predi¢ao da dindmica de escoamentos nao
estacionarios. O foco estd na construcao de um esquema de trabalho que permita
a integracao de uma solugao projetada por um modelo DMD com o solucionador
fisico de ordem completa.

As principais questoes abordadas sao:

e O DMD é capaz de fornecer predicoes acuradas dos campos de velocidade e

pressao?
e Ha reducao de recursos computacionais?

e Qual é o nimero minimo de modos dindmicos necessario para alcancar o nivel

de precisao desejado?

e Qual é o impacto da incorporacao do DMD na confiabilidade das predigoes de

longo prazo em comparagao com os resolvedores FOM tradicionais?

O restante da dissertagao encontra-se organizada em mais quatro capitulos. O
Capitulo 2 apresenta a revisao bibliografica. Ja o capitulo seguinte detalha a meto-
dologia do trabalho. No Capitulo 4 apresentam-se os resultados dos experimentos
numéricos. A dissertacao se encerra com uma discussao das principais conclusoes e

de trabalhos futuros.



Capitulo 2
Aprendizado de Maquina Cientifico

Neste capitulo serda abordado o Aprendizado de Maquina Cientifico como um arca-
bougo integrador entre os modelos fisicos tradicionais e as ferramentas modernas de
aprendizado de maquina. Serad apresentada a forma como a integracao entre ciéncia
computacional e machine learning permite enfrentar problemas caracterizados por
alta dimensionalidade, comportamento multiescala e elevados custos computacio-
nais. Em particular, serao discutidos diferentes métodos de aproximagao utilizados
nesse contexto, tais como modelos de ordem reduzida, modelos substitutivos e bases
construidas a partir de snapshots, destacando seu papel na reducao da complexidade
sem comprometer a estrutura fisica essencial do sistema. Além disso, sera introdu-
zido o Dynamic Mode Decomposition (DMD) como ferramenta para a extragao de
padroes dominantes a partir de dados. Por fim, sera analisado como a incorporacao
de técnicas de aprendizado de maquina pode contribuir para a aceleragao de solucoes
numéricas, aumentando a eficiéncia computacional em problemas de engenharia e
fisica aplicada.

Para compreender o contexto da integracao de modelos de machine learning
nesta segao, consideremos um problema cientifico genérico em engenharia. Seja
x; o conjunto de entradas dindmicas no tempo, s o conjunto de parametros ou
caracteristicas estéticas do sistema, e F(-) o modelo responsavel por produzir a
variavel alvo y;. Tanto x; quanto y; podem ainda depender de dimensoes espaciais,
introduzindo uma estrutura espago-temporal no problema. De forma geral, o modelo

pode ser representado como:

Y = F(xta S)

A funcao F(-) pode ser definida a partir de uma lei fisica, da qual se deriva
um esquema numérico de solugao baseado em equacgoes diferenciais ou outros prin-
cipios mecanicistas. Alternativamente, pode ser concebida como um modelo de

caixa-preta, construido exclusivamente a partir de dados. Na pratica, existem si-
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tuagoes em que o modelo mecanicista é insuficiente para descrever processos pouco
compreendidos ou altamente complexos. Nesses casos, abordagens orientadas por
dados podem explorar as observagoes disponiveis e, quando possivel, incorporar co-
nhecimento fisico parcial para melhorar a capacidade preditiva do modelo. Nesse
contexto, a integracao fisica—aprendizado de méquina busca aumentar a eficacia e
a precisao preditiva de F'(zy, s) por meio da combinagao entre observagoes experi-

mentais e conhecimento cientifico.

2.1 Aprendizado de Maquina Cientifico e sua Inte-
gracao na Fisica

Os objetivos centrados na aplicagao considerados nesta secao descrevem diferen-
tes formas pelas quais a integracao fisica—machine learning pode ser explorada no
contexto da modelagem cientifica. De maneira geral, essa integracao pode ser em-
pregada para: (i) corrigir ou compensar limitagdes de um modelo mecanicista F'(+);
(ii) desenvolver versoes computacionalmente mais eficientes desse modelo, mantendo
consisténcia com os principios fisicos subjacentes; ou (iii) possibilitar a descoberta
de novo conhecimento fisico ou estrutural, incluindo a identificacao da forma funci-
onal de F(-) [45]. A seguir, discute-se como cada um desses objetivos se manifesta
em diferentes cenarios de integracao entre modelos baseados em fisica e abordagens
orientadas por dados.

Em primeiro lugar (i) , existem situagdes em que um modelo mecanicista é in-
suficiente para representar processos pouco compreendidos ou altamente complexos.
Nesses casos, abordagens baseadas em machine learning permitem explorar de forma
mais eficiente as observagoes disponiveis, incorporando, quando possivel, conheci-
mento fisico prévio como regularizagao ou restri¢ao estrutural. O trabalho de Taira,
Rigas e Fukami [46] apresenta uma anélise critica do estado da arte do machine le-
arning em dindmica dos fluidos, destacando sua contribui¢ao no desenvolvimento de
modelos avancados de turbuléncia, na otimizacao do controle de escoamentos e no
projeto aerodinamico. Tais aplicagoes evidenciam a consolidagao das técnicas orien-
tadas por dados como ferramentas centrais na modelagem e no controle de sistemas
fluidodinamicos complexos.

Por outra parte, no contexto do objetivo (ii), numerosos modelos fisicos apre-
sentam elevado custo computacional ou resolugoes espaciais e temporais limitadas.
Nesse cenério, introduz-se o conceito de reducao de escala, entendido como a aprendi-
zagem de um operador nao linear que mapeia informagoes obtidas em escala grosseira
(baixa resolugao) para representagoes em escala fina (alta resolugao), preservando

a coeréncia fisica do sistema. Um exemplo representativo desse enfoque é o traba-
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lho que propoe uma Rede Neural Profunda Informada pela Fisica (PI-DNN) para
emular o processo de Assimilagdo Continua de Dados (CDA) [47]. Nesse estudo,
a rede é treinada para aproximaro operador tedrico — conhecido como mapa de
forma determinante — que relaciona dados de baixa resolucao a solucao de alta fide-
lidade do sistema dinamico. A metodologia é validada no problema bidimensional de
conveccao de Rayleigh—Bénard, demonstrando que o modelo aprendido é capaz de
reconstruir campos de velocidade, pressao e temperatura com precisao comparavel
a obtida pelo simulador numerico dinamico tradicional, porém com custo computa-
cional significativamente reduzido.

Por fim, a participagao do machine learning na descoberta de novo conheci-
mento fisico ou estrutural — incluindo a identificagdo da forma funcional de F'(-) —
manifesta-se de maneira particularmente relevante em problemas inversos na mode-
lagem fisica. Nesses casos, redes neurais e outros modelos baseados em dados sao
empregados para inferir parametros desconhecidos, termos constitutivos ou mesmo
a estrutura das equacoes governantes a partir de observacoes experimentais ou nu-
méricas. Um exemplo representativo dessa abordagem ¢é o framework Otimizagao de
uma Fungao de Perda Discreta (ODIL) [48], que combina métodos numéricos tradi-
cionais para equacoes diferenciais parciais com ferramentas tipicas do aprendizado
de maquina, como a diferenciacao automética. Nesse trabalho, problemas inver-
sos governados por EDPs — incluindo reconstrucao de escoamentos descritos pelas
equacgoes de Navier—Stokes — sao resolvidos por meio da minimizacao de uma fungao
de custo discreta associada as aproximagoes numéricas das equagoes governantes.

Em conjunto, esses enfoques demonstram que o aprendizado de maquina pode
assumir o papel de modelo substituto, oferecendo alternativas computacionalmente
eficientes aos modelos mecanicistas ou numéricos tradicionais, sem abdicar da incor-
poragao explicita de conhecimento fisico [49]. Conforme sintetizado na Tabela [2.1]
essa integracao pode se manifestar sob diferentes objetivos aplicados, que vao desde
a melhoria e parametrizacao de modelos fisicos existentes, passando por estratégias
de reducao de escala e modelos de ordem reduzida, até abordagens voltadas a mo-
delagem inversa, descoberta de equagoes governantes e quantificacao de incerteza.
A tabela organiza esses cenérios segundo sua finalidade cientifica e os respectivos
requisitos, evidenciando a amplitude e a versatilidade do paradigma Physics—ML na

modelagem contemporanea.
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Tabela 2.1: Objetivos centrados na aplicacao do uso de métodos hibridos Fi-
sica—Aprendizado de Maquina em termos do problema cientifico genérico, adaptado
de WILLARD et al. [13].

Nome do obje-
tivo

Descricao do objetivo

Requisitos

Melhoria do mo-
delo fisico

Versao aprimorada de F'(-) que
apresenta melhor aderéncia as
observagoes disponiveis

Observagoes (podem ser
utilizadas amostras sinté-
ticas, mas nao sao obri-
gatorias)

Reducao de escala
(Downscaling) [50]

Versao aproximada de F(-) ca-
paz de fornecer uma saida Y; em
alta resolucao a partir de uma
entrada X; em resolucao mais
grosseira

Amostras sintéticas em
alta resolugao (também
podem ser utilizadas ob-
servacoes de alta resolu-
¢ao, embora geralmente
sejam dificeis de obter)

Parametrizacao

[51]

Substituicao de um componente
de F(-) quando F(-) é composto
por modelos interconectados de
diferentes processos

Amostras sintéticas (por
exemplo, provenientes de
subprocessos especificos)

Modelos de ordem
reduzida [52]

Versao simplificada de F(+),
computacionalmente mais efici-
ente e potencialmente menos
precisa

Equagoes  governantes
(por exemplo, modelos
complexos de alta fideli-

dade)

Resolucao direta de

EDPs [53]

Solugao  computacionalmente
eficiente de equacoes diferenci-
ais parciais em uma Unica etapa
de inferéncia

Equacoes  governantes
(por exemplo, modelos
complexos de alta fideli-
dade)

Modelagem inversa
[54]

Descoberta de caracteristicas es-
taticas S a partir de x; e y;

Observagoes (podem ser
utilizadas amostras sinté-
ticas, mas nao sao obri-
gatorias)

das
equacoes governan-
tes

Descoberta

Identificacao das equacgoes go-
vernantes subjacentes a F'(-)

Observagoes

Geracao de dados

Geracao de amostras sintéticas
realistas sem recorrer explicita-
mente & avaliagao direta de F(+)

Dados sintéticos (ou ob-
servagoes)

Quantificacao  de
incerteza [55]

Estimativa da incerteza em 1y
dada a entrada x;

Observacoes ou amostras
sintéticas
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2.2 Meétodos de aproximagao para sistemas comple-

XO0S

2.2.1 Modelos Substitutos

No contexto de projeto e otimizacao, modelos de simulacao permitem avaliar o
desempenho de sistemas sob diferentes configuragoes de variaveis de projeto, faci-
litando a identificagao de solugoes 6timas. Entretanto, tais modelos sao frequente-
mente implementados por meio de c6digos computacionais de alta fidelidade, como a
Dinamica dos Fluidos Computacional, os quais podem ser extremamente custosos do
ponto de vista computacional. Apesar do avango continuo da capacidade de proces-
samento, a crescente necessidade de representar fendémenos fisicos com maior nivel
de detalhe tem levado ao desenvolvimento de modelos cada vez mais complexos,
aumentando significativamente os custos associados. Consequentemente, torna-se
geralmente inviavel depender exclusivamente de simulacoes de alta fidelidade para
caracterizar de forma abrangente a relacao funcional entre as variaveis de projeto
(entradas) e as métricas de desempenho (saidas), especialmente em problemas que
exigem um grande ntmero de avaliagoes do modelo [56]. Esse desafio é particu-
larmente critico em processos de otimizacao, nos quais as simulacoes precisam ser

executadas iterativamente para miltiplas combinagoes de parametros.

Design - Y
parameters - - Output
-
X - (', flz')
+ Sensitivit q , - i/
] analysis Y@@ Training h

X, + Optimization ¥2
. + Risk analysis -

X
—

~ ="« Expensive, since it involves many

Surrogate
model

y=~ f(X)

=~ =7 simulation runs

Cheap, since training and employing
a surrogate model is not expensive

Figura 2.1: Uso de um modelo substituto para substituir simula¢oes computacionais
custosas ¢ uma forma de melhorar a eficiéncia, segundo SCHMID |[3].

Com o objetivo de mitigar essa carga computacional, recorre-se ao uso de mode-
los substitutos, também denominados modelos de aproximacao ou surrogate models.
Esses modelos consistem em representagoes matemaéticas simplificadas que emulam o
comportamento de modelos de alta fidelidade, aproximando a relagao entrada—saida
subjacente [8]. Dessa forma, permitem reduzir significativamente o tempo de com-
putagao, viabilizando a exploracao eficiente do espago de projeto, bem como pro-

cessos de otimizacao, anélise de sensibilidade e quantificacao de incerteza. Modelos
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substitutos sao amplamente empregados em problemas de otimizacao, especialmente
quando nao existe uma expressao analitica fechada que descreva a relagao entre en-
tradas e saidas, ou quando tal relacao nao é adequada para métodos tradicionais
baseados em gradientes. Nesse contexto, diversas técnicas tém sido propostas para
sua construcgao, tornando essencial a adogao de critérios sistematicos para a sele¢ao

da abordagem mais apropriada conforme a aplicagao considerada.

Surrogate Models

A 4 A 4

Analytical Methods —l — Learned Methods

Supervised Learning

A 4 A 4

Interpolation | Regression | | Mixture |

Unsupervised Learning

Radial Basis

Linear Regression

Support Vector Regression

Self-Supervised Learning
Reinforcement Learning

Figura 2.2: Classificacao dos métodos de modelagem substituta: abordagens anali-
ticas e baseadas em aprendizado de méaquina conforme MOHAMMADI et al. [4].

Existem diversas técnicas comumente empregadas para a construcao de mode-
los substitutos, entre as quais se incluem os modelos polinomiais de superficie de
resposta (Polynomial Response Surface, PRS) [57], os modelos baseados em redes

neurais e os modelos de fungoes de base radial (Radial Basis Function, RBF) [5§].

2.2.2 Modelos de Ordem Reduzida

Existem diversas definigbes para Redugao de Ordem de Modelos (MOR, do inglés
Model Order Reduction), cuja interpretagao depende do contexto de aplicagao. Ori-
ginalmente desenvolvida na teoria de sistemas e controle [59], a MOR tinha como
objetivo reduzir a complexidade de sistemas dindmicos preservando, tanto quanto
possivel, seu comportamento entrada—saida. Posteriormente, a area foi incorporada
ao campo da analise numérica, especialmente com o desenvolvimento de métodos
como o PVL [60]. Atualmente, a MOR constitui uma area de pesquisa em expansao,
impulsionada pela integragao entre teoria de sistemas e métodos numéricos. Seu ob-
jetivo é simplificar sistemas dindmicos de grande escala, frequentemente descritos
por um elevado niimero de equacoes e variaveis, permitindo simula¢oes mais rapidas
e com menor custo de armazenamento, sem comprometer a confiabilidade dos [61].
Em alguns casos, busca-se inclusive viabilizar previsoes em tempo real, favorecendo
aplicacoes em otimizagao e controle de processos.

A Figura 2.3 apresenta uma classificagao geral dos métodos de Ordem Reduzida

, organizada de acordo com o dominio de analise e a estratégia conceitual adotada

15



Model Order Reduction
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Optimization Nonlinear Dynamics

- . _ Time - Optimizati i -
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-[ Projection Method } -[ Stability Equation ]
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—»|  Structure Preserving

Proper Orthogonal
Decomposition

- Center Manifold

Figura 2.3: Diferentes técnicas de reducao de ordem de modelos de acordo com
KUMAR e EZHILARASTI [5].

para a reducao do modelo. O objetivo da MOR ¢é capturar de forma rapida as ca-
racteristicas essenciais de um sistema ou estrutura. Isso implica que, em uma etapa
inicial do processo de reducao, as propriedades mais relevantes do modelo original
ja estejam adequadamente representadas na versao reduzida [62]. O processo de re-
ducao é interrompido quando todas as propriedades necessarias do modelo original
forem preservadas com precisao suficiente. Todo esse procedimento deve ser condu-
zido de maneira automaética e eficiente, evidenciando que, em muitos casos, apenas
uma quantidade minima de informacao é suficiente para descrever adequadamente
o comportamento do modelo.

Os métodos baseados no dominio do tempo partem diretamente das equagoes
diferenciais que descrevem o sistema original e reduzem sua dimensao por meio
de técnicas de projecao em subespagos de menor dimensao. Nesse grupo incluem-
se métodos como Galerkin [63], sintese modal [64], truncamento balanceado [65],
decomposicao ortogonal propria (POD) e variedades centrais [66]. Sua principal ca-
racteristica é a preservacao da dindmica temporal dominante do sistema, mantendo
propriedades fisicas relevantes como estabilidade, energia ou estrutura matematica,
o que os torna especialmente adequados para aplicacoes em dindmica dos fluidos e
mecanica estrutural.

Por outro lado, os métodos no dominio da frequéncia concentram-se em preser-
var a resposta do sistema a excitagoes harmonicas, priorizando a conservacao de
polos, zeros e caracteristicas de estabilidade. Técnicas como aproximacoes de Padé
e Routh [67], correspondéncia de momentos [68] e equagdes de estabilidade [69] per-
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mitem construir modelos reduzidos que reproduzem fielmente o comportamento em
frequéncia do sistema original, sendo amplamente utilizados em sistemas lineares e
aplicagoes de controle.

O dominio tempo—frequéncia, representado principalmente pelo uso de wa-
velets [70], combina informagoes temporais e espectrais, permitindo capturar feno-
menos nao estacionarios e dinamicas multiescala. Esse enfoque é particularmente
util em sistemas com transientes acentuados ou mudancas abruptas de regime, nos
quais métodos puramente temporais ou frequenciais podem ser insuficientes.

As técnicas de otimizagao e inteligéncia artificial abordam a reducao de
ordem por meio de processos de aprendizado e otimizagao. Métodos como redes
neurais [71], algoritmo Fuzzy [72], algoritmos genéticos [73] e otimizagao por enxame
de particulas [74] possibilitam a constru¢ao de modelos reduzidos que aproximam
o comportamento do sistema sem depender estritamente de uma formulacao fisica
explicita, priorizando eficiéncia computacional e capacidade de generalizacao.

Por fim, os métodos data-driven fundamentam-se exclusivamente em dados
provenientes de simulagoes de alta fidelidade ou medigoes experimentais. Nesse
grupo encontram-se técnicas como Decomposicao em Modos Dinamicos, Identifi-
cagao Esparsa de Dinamicas Nao Lineares (SINDy) [30], truncamento balanceado
orientado por dados [75] e correspondéncia de momentos orientada por dados [70], as
quais identificam estruturas dindmicas, modos dominantes ou até mesmo equagoes
governantes diretamente a partir dos dados, sendo especialmente valiosas quando o

modelo fisico é desconhecido ou excessivamente complexo para manipulacao direta.

2.2.3 Modelos de Aprendizado de Maquina Cientifico Base-

ados em Snapshots

Tradicionalmente, métodos numéricos tém sido utilizados principalmente para re-
solver equagoes diferenciais parciais (EDPs), nas quais uma equagao fisica é dis-
cretizada tanto no espaco quanto no tempo. A maneira como essa discretizagao é
realizada define as diferentes abordagens para a obtencao de solugoes aproximadas
para o problema [77], dando origem a métodos como o Método dos Elementos Fini-
tos (MEF), o Método dos Elementos de Contorno (MEB) e o Método dos Volumes
Finitos (MVF). A forma como os diferentes métodos sdo escolhidos e sua eficacia
sao topicos de discussao, dependendo da natureza do problema, mas o foco principal
é a obtengao de uma solugao aproximada no tempo e no espago para uma equacao
governante.

Seja u(x,t) uma variavel definida em um dominio espacial Q C R? e em um
intervalo temporal ¢ € [0,7]. Apos a discretizagao espacial com n graus de liberdade

e a discretizacdo temporal em m instantes {t1,ts,...,%,}, define-se cada snapshot
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como

u(xy,t;)
u(Xa, t;

y; = (? ) ER", i=1,...,m.
’U(Xn,ti)

A matriz de dados é entao construida como

Y=|yi y2 ... ym]eRnxm,

onde cada coluna representa o estado espacial completo do sistema em um ins-
tante temporal especifico. Conforme ilustrado na Figura [2.4] na analise de estabili-
dade temporal observa-se a evolucao no tempo em cada posicao espacial, enquanto
na analise de estabilidade espacial reorganiza-se a estrutura dos dados priorizando

a variacao ao longo de uma direcao espacial dominante.

(a) (b)
ﬁ i
t t

Figura 2.4: Esquema da sequéncia de snapshots para analises de estabilidade tem-
poral (a) e espacial (b). Adaptado de SCHMID [3].

A organizacao dos dados na forma de snapshots constitui a base estrutural para
a aplicagao de técnicas modernas de aprendizagem cientifica. Esse arranjo matricial
nao apenas sistematiza a informacao proveniente das simulagoes de EDPs transien-
tes, como também preserva explicitamente a correlagao espago-temporal inerente ao
fenomeno fisico analisado. Os snapshots permitem interpretar a evolugao dinamica
do sistema como uma sequéncia de estados em um espaco de alta dimensao, abrindo
caminho para a identificacao de padroes coerentes e estruturas dominantes. Den-
tro desse contexto, a técnica adotada nesta tese é a Dynamic Mode Decomposition
(DMD), um método orientado a dados que fornece uma aproximagao linear 6tima da
dinamica subjacente, extraindo modos espaciais associados a escalas temporais es-
pecificas. Como os dados considerados nesta tese provém da discretizacao de EDPs
dependentes do tempo, cada aplicagao pode ser formalmente interpretada como a
analise da evolugao de um sistema dindmico de grande dimensao, cuja representa-

¢ao matricial compacta possibilita a identificagdo de mecanismos dominantes e a
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construcao de modelos reduzidos eficientes.

Experiment Collect Data DMD

a) Diagnostics

past future

2 =
: ¥
A=X'x! E =
.E E
—) © 5
Regression A . @

—

"1 m

b) Future state prediction

Figura 2.5: Sequéncia de snapshots do desprendimento de vortices. Adaptado de
KUTZ et al. [6]

Counsidere um sistema dinamico discreto da forma

Yir1 = F(yi), (2.1)

onde F': R" — R™ é um operador (possivelmente nao linear) que governa a evolugao
temporal do sistema. Dado o estado y; € R™ no instante discreto i, o estado
subsequente é obtido pela aplicacao direta de F.

Assumindo que m observagoes sucessivas estejam disponiveis, formando o con-

junto {yo,¥1,-..,¥Ym—1}, define-se a matriz de snapshots como

Y = [yo yr - Ym—l] S Rnxmv (22)

cuja estrutura organiza os estados observados em colunas e fornece uma representa-

¢ao matricial compacta da evolucao do sistema ao longo do tempo discreto.
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2.3 Decomposicao em Modos Dinamicos

A modelagem e o controle baseados em dados de sistemas complexos sao uma area
em rapida evolugao, com grande potencial para transformar as ciéncias da engenha-
ria, biologicas e fisicas. Ha uma disponibilidade sem precedentes de medigoes de alta
fidelidade a partir de registros historicos, simulagoes numéricas e dados experimen-
tais, e embora os dados sejam abundantes, os modelos muitas vezes permanecem
ilusorios. Sistemas modernos de interesse, como um fluido turbulento, um sistema
epidemiologico, uma rede de neurénios, mercados financeiros ou o clima, podem ser
caracterizados como sistemas dindmicos nao lineares e de alta dimensao que exi-
bem fendmenos multiescala no espago e no tempo. Por mais complexos que sejam,
muitos desses sistemas evoluem em um atrator de baixa dimensao que pode ser

caracterizado por estruturas coerentes espaco-temporais.

2.3.1 Origem

A Decomposi¢ao em Modos Dinamicos foi introduzida inicialmente no contexto da
dindmica dos fluidos [3] como uma técnica orientada por dados para extrair in-
formacgoes dinamicas de campos de escoamento complexos. A formulagao original
representava a dindmica por meio de uma matriz construida a partir de snapshots
sequenciais do sistema, revelando conexoes com métodos numéricos como o algo-
ritmo de Arnoldi [78]. O método rapidamente ganhou atenc¢ao na comunidade de
mecanica dos fluidos porque permite identificar estruturas coerentes e componentes
oscilatorias diretamente a partir dos dados, mesmo quando a dinamica subjacente é
nao linear.

Desenvolvimentos posteriores aprimoraram a formulagao original ao incorporar
a Decomposi¢do em Valores Singulares (SVD) como etapa de pré-processamento
[3]. Essa modificagdo possibilitou o calculo de um conjunto reduzido de modos
dominantes, melhorando a estabilidade numérica e a eficiéncia computacional. Pos-
teriormente, a formulagao conhecida como Fzact-DMD[79] foi proposta, ampliando
a aplicabilidade do método para uma classe mais ampla de conjuntos de dados e
fornecendo um procedimento mais consistente para o célculo dos modos dinamicos.

Com o tempo, a DMD passou a ser reconhecida como um método baseado em
regressao que aproxima a evolucao linear local de um sistema dinamico a partir
de medicoes resolvidas no tempo. Devido a essa formulacao orientada por dados,
o método possui uma conexao natural com conceitos de aprendizado de méquina
[80], nos quais as matrizes de snapshots podem ser interpretadas como conjuntos
de treinamento e o operador subjacente é obtido por meio de um procedimento de
otimizacao de minimos quadrados.

Um marco tedrico importante no desenvolvimento da DMD foi a demonstracao
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de sua relagdo com o operador de Koopman [8I]. O operador de Koopman é um
operador linear, porém de dimensao infinita, que descreve a evolugcao temporal de
observaveis de sistemas dindmicos nao lineares. A DMD pode ser interpretada como
uma aproximacao numérica de dimensao finita da analise espectral de Koopman
obtida diretamente a partir de dados. Essa relagao explica por que a DMD ¢é capaz
de extrair caracteristicas dindmicas relevantes de sistemas nao lineares utilizando

ferramentas baseadas em algebra linear.

2.3.2 Operadores de Koopman

O operador de Koopman é definido para sistemas dindmicos de tempo discreto. Um
sistema dinamico continuo induzira um sistema dindmico de tempo discreto dado
pelo mapa de fluxo F; : M — M, que mapeia o estado x(ty) para um tempo futuro
z(ty +1):

Fi(z(tg)) = x(to + t) = x(to) + / " f(z(r))dr (2.3)

to

Isso induz o sistema dindmico de tempo discreto.

Tpi1 = F(x,), n=0,1,2,... (2.4)

Para definir um operador de Koopman, comegamos com um espaco F' de funcoes
g :Q — C, onde Q) é o espago de estados do nosso sistema dindmico. As fungoes
g, denominadas observaveis, servem como ferramentas para medir indiretamente o
estado do sistema descrito em (2.3). Especificamente, g(z,) mede indiretamente o
estado z,. Operadores de Koopman nos permitem capturar a evolucao temporal
desses observéaveis por meio de uma estrutura de operador linear. Para um dominio
adequado D(K) C F, definimos o operador de Koopman através da formula de

€cOMposicao.

[Kg](z) = [go Fl(z) = g(F(z)), g€ D(K) (2.5)
Neste contexto,

[Kgl(xn) = g(F(2,)) = 9(Tnt1)

representa a medi¢ao do estado um passo de tempo a frente de g(z,,). Esse processo
captura efetivamente a progressao dinamica do sistema.

A propriedade fundamental do operador de Koopman K é a sua linearidade.
Essa linearidade se mantém independentemente de as dindmicas do sistema, con-
forme representadas em (2.5), serem lineares ou nao lineares. Consequentemente,

as propriedades espectrais de K tornam-se uma ferramenta poderosa na analise do
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Figura 2.6: Esquema da sequéncia de snapshots para analises de estabilidade tem-
poral (a) e espacial (b), conforme COLBROOK [7]

comportamento do sistema dinamico [82].

Para estudar espectros, assumimos que F' é um espago de Banach D Para que o
espectro de K seja significativo e nao trivial, assumimos que seu dominio, D(K), é
denso em F' e que o proprio K é um operador fechado. Se essas condi¢oes nao forem
atendidas, o espectro englobaria todo o conjunto C.

E crucial reconhecer que o operador de Koopman nao é definido unicamente pelo
sistema dindmico em (1.1); ao contrario, ele depende fundamentalmente da escolha
do espaco de observéaveis F'. Nesta revisao, focamos nos casos em que F' é definido

como o seguinte espaco de Hilbert:

F = L*(Q,w) (2.6)
com produto interno
(91.90) = [ 9(0)a(o) do) (27)

e norma
lgll = v/{g,9) (2.8)

para alguma medida positiva w.
Ao passar de uma defini¢ao pontual em (2.1) para o espago L?(£2,w), é necessario
um cuidado, pois L?*(£2,w) consiste em classes de equivaléncia de fungoes. Assumi-

mos que o mapeamento F é nao singular em relagao a w, significando que

wE)=0 = w({zr: F(z)e E})=0. (2.9)

1'Um espaco de Banach é um espaco vetorial normado completo, ou seja, é um espaco vetorial
onde toda sequéncia de Cauchy converge para um limite dentro do proprio espaco.
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Isso garante que o operador de Koopman seja bem definido, ja que
91(z) = g2(x) = g1(F(x)) = go(F(x)) para w-quase todo z. (2.10)

O cenario acima do espaco de Hilbert é padrao. Na maior parte da literatura
sobre Koopman, isso ocorre por dois motivos. Primeiro, é uma suposi¢ao razoavel
para muitos sistemas dinadmicos, particularmente se estudarmos a dindmica em um
atrator. Segundo, trabalhar com operadores em um espaco de Hilbert é muito mais
facil computacionalmente do que em um espago de Banach. Para operadores de
Koopman em espagos mais gerais, veja MAURQY et al. [83]. Algoritmos praticos
para operadores de Koopman em espagos de Banach mais gerais permanecem, em
grande parte, um problema em aberto, veja NATHAN KUTZ et al. [84].

Como K atua em um espaco de funcoes de dimensao infinita, trocamos a nao
linearidade em (1.1) por um sistema linear de dimensao infinita. Isso significa que as
propriedades espectrais de K podem ser significativamente mais complexas do que
as de uma matriz finita, tornando-as mais desafiadoras de calcular. Embora isso
possa parecer desanimador, como exploraremos na Secao 4, existem metodologias
que permitem a analise de propriedades espectrais infinito-dimensionais por meio de

uma série de aproximagoes de dimensao finita.
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2.3.3 Derivagao do Algoritmo DMD

O método consiste, basicamente, em uma regressao de dados (representados como
instantaneos no tempo de um sistema dindmico) em dinémica localmente linear.

Seja um sistema dindmico discreto descrito implicitamente

Vi1 = Alye), (2.11)

onde y, € R" representa o estado do sistema no instante k£ e A é um operador
(possivelmente nao linear). O objetivo do método é aproximar a dindmica do sistema

por meio de um operador linear A tal que:

Vii1 = Ayyg. (2.12)

sendo que A ¢ escolhido de modo a minimizar ||yj4;—Ayk||2 sobre todos os snapshots
i =0,1,...,m — 1. Considerando a matriz de snapshots descrita na Equacao N°
2.12 | podemos dividir a matriz em duas submatrizes. Definimos as matrizes de

snapshots como:

Y, = Y1 y2 - YW]7 Y2:[Y2 ys - Ymt1 (2-13)

onde Y1,Yy € R™™ contém estados consecutivos do sistema, deslocados de um
passo temporal. Finalmente, o DMD pode ser formulado formalmente como um

problema de otimizacao [3]:
Agpr = arg mjn |Y2 — AYq||F (2.14)

em que || - || denota a norma de Frobenius. O operador linear que melhor aproxima

a dindmica no sentido dos minimos quadrados é dado por

A =Y,YI, (2.15)

onde YI denota a pseudoinversa de Moore—Penrose [85] de Y;. No caso em que Y,

possui posto completo por linhas, sua pseudoinversa pode ser escrita como

Yi=YT (Y, YT) . (2.16)

Entretanto, como a matriz A pode possuir dimensao elevada, torna-se compu-
tacionalmente custoso calculé-la diretamente. Assim, introduz-se uma projecao de
baixo posto por meio da decomposi¢do em valores singulares (SVD), permitindo
obter uma aproximagao reduzida do operador dinamico.

Em outras palavras, a partir exclusivamente de dados observaveis, é possivel

resolver o sistema linear apresentado na Equacao 2.14 e obter um operador linear
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capaz de reproduzir, de forma aproximada, o comportamento nao linear de um sis-
tema complexo. Essa abordagem mostra-se particularmente vantajosa em cenarios
nos quais nao ha conhecimento prévio sobre a dindmica do sistema. No contexto
de simulagoes numeéricas, isso evidencia o carater nao intrusivo do método, uma vez
que ele permite reconstruir as solugoes — e até mesmo estimar estados que nao
estao presentes no conjunto de dados original — sem a necessidade de acesso ao
codigo-fonte do modelo computacional empregado.

O objetivo do método DMD consiste em construir, a partir das medi¢oes de um
sistema dinamico, uma matriz A € R"*™ que modele a evolucao temporal dos es-
tados observados. Em particular, considera-se que as medicoes y; € R" satisfazem
aproximadamente a relagao yxy1 =~ Ay, caracterizando um modelo linear discreto
para a dinamica observavel. Sob a perspectiva teodrica, a matriz A pode ser interpre-
tada como uma aproximagao de dimensao finita do operador de Koopman K, o qual
¢ um operador linear de dimensao infinita que atua sobre o espaco de observaveis
do sistema. No contexto do DMD, essa aproximagcao é obtida ao restringir X ao su-
bespaco gerado pelas medigoes disponiveis, isto é, ao subespaco de dimensao finita
induzido pelas colunas da matriz de instantaneas Y = [y; y2 - -+ ¥um]. Dessa forma,
ainda que a dinamica subjacente do sistema seja nao linear, a evolucao temporal dos
observaveis pode ser descrita por meio de um operador linear efetivo, permitindo
a extracao de propriedades espectrais, tais como autovalores, modos dinadmicos e
frequéncias associadas, diretamente a partir dos dados experimentais ou numéricos.

A Decomposi¢ao em Modos Dinamicos (DMD) é geralmente considerada sob trés

perspectivas principais:

e Diagnostico: O DMD extrai de forma natural caracteristicas espago-
temporais de baixo posto em sistemas de alta dimensao, permitindo resultados
fisicamente interpretaveis em termos de estruturas espaciais e suas respostas
temporais associadas. Essas caracteristicas podem ser utilizadas como ferra-
menta de diagnostico na caracterizacao de sistemas dinamicos complexos. Por
exemplo, em [86], os autores empregaram DMD para analisar a dinAmica de
escoamentos multifiasicos em meios porosos, destacando que as informacgoes
obtidas sao mais interpretaveis e praticas do que animacoes tridimensionais

do escoamento.

e Estimacao de estados e previsao de estados futuros: O DMD busca
construir operadores lineares que representem a dinamica de um sistema com-
plexo, sendo 6timo dentro do intervalo de dados disponiveis. Dependendo da
natureza da dinamica e de estratégias como amostragem inteligente de dados
ou atualizacao do modelo de regressao, o método pode ser empregado para

estimar estados futuros a partir das informacoes contidas no conjunto de da-
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dos original. Em [87], por exemplo, foi utilizado o streaming DMD — uma
variacao do DMD tradicional na qual a base ¢ atualizada em tempo real —
para realizar previsoes de curto prazo da geragao de energia em um parque

eblico, obtendo resultados satisfatorios.

e Controle: Devido & sua capacidade de previsao de curto prazo, o DMD pode
ser integrado a técnicas de controle. As estimativas futuras permitem a tomada
de decisoes capazes de influenciar o estado subsequente do sistema. O trabalho
apresentado em [88] introduz o DMDc¢ — uma variacdo do DMD que fornece
aproximagoes precisas para sistemas complexos com for¢amentos exdégenos —

tornando-o adequado para aplicagoes em controle.

2.3.4 Formulacao Numeérica do Método DMD

Ao particionar a matriz de snapshots conforme descrito nas Equacoes 2.2 e 2.13 e
formular o problema segundo a Equagao 2.14, torna-se possivel determinar os modos
DMD e seus respectivos autovalores, fundamentais para a reconstrucao do sinal.

Do ponto de vista numérico, nao é recomendavel calcular diretamente a matriz
A=Y,Y,, (2.17)

pois o produto resulta em uma matriz A € R™*"™ de dimensao potencialmente ele-
vada. Além disso, a pseudoinversa Y;' pode apresentar problemas de mau condici-
onamento numérico, comprometendo a estabilidade dos calculos.

A principal caracteristica do DMD como técnica de reducao de dimensionalidade
consiste em evitar a decomposicao espectral direta de A, projetando a dinamica
sobre um subespago de dimensao reduzida. Para isso, calcula-se a decomposicao em

valores singulares truncada de posto r da matriz Yy:

Y, ~Y, =U,3%, V], (2.18)

onde U, € R™" ¥, € R™ eV, € R™". A pseudoinversa de baixo posto é entao

dada por
Y =v,z U7, (2.19)

o que implica a aproximacao implicita
A =Y,V, X 'U" (2.20)

Em vez de calcular A explicitamente, projeta-se o operador dindmico sobre o

subespago gerado por U,., definindo o operador reduzido
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A =UTY,v,x !, (2.21)

em que A € R™". Resolve-se entdo o problema de autovalores reduzido

AW = WA, (2.22)

onde A € C™7 contém os autovalores da DMD e W os autovetores associados.

Os modos dindmicos no espago original sao reconstruidos como

®=Y,V, X 'W, (2.23)

e as amplitudes modais sao obtidas projetando o estado inicial:

b = ®x,. (2.24)

A evolugao temporal do sistema pode, portanto, ser aproximada por

x, ~ ®A" b, (2.25)

fornecendo, assim, uma representacao modal compacta da dinamica do sistema ba-
seada exclusivamente nos dados observados. A seguir, apresenta-se um resumo do
algoritmo DMD padrao, consistente com a formulagao numérica anteriormente des-

crita.
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Algorithm 1 Reconstrugao de sistemas dinamicos utilizando o método DMD pa-
drao

1: Entrada: Y ={yo,...,Ym-1}

2: Saida: Reconstrugao do sinal y(t) ~ y(t)

3: Definir

Yl = {yO7"'7ym—2}7 Y2 - {y17"‘)Ym—1}

4: Calcular a SVD de Yjq:
Y, =UxV7T

5: Definir o posto truncado r e construir o operador reduzido:
A =UTY,v,x!
6: Resolver o problema de autovalores:
AW = WA
7: Calcular os autovalores continuos a partir dos autovalores discretos:

At;

w; = Aty =t — 4

8: Calcular os modos DMD :
Upup = YoV, X 'W
9: Calcular o vetor de amplitudes iniciais:
b= ‘I'lTDMDYO

10: Reconstruir a aproximagao temporal:

y(t) =) bigpe
=1
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2.3.5 Tipos de DMD

A Decomposicao Dinamica de Modos possui diversas variantes desenvolvidas para
lidar com diferentes desafios presentes na analise de sistemas dindmicos, como ru-
ido em dados experimentais, nao linearidades, presenca de entradas de controle ou
miultiplas escalas temporais. Cada extensao modifica ou amplia a formulacao clas-
sica do método a fim de melhorar a robustez, a interpretabilidade ou a capacidade
de modelar fenémenos fisicos complexos. A Tabela apresenta um resumo das
principais variantes de DMD encontradas na literatura, destacando suas caracte-

risticas técnicas e aplicagoes tipicas em analise de dados e modelagem de sistemas

dinamicos.

Tabela 2.2: Resumo das variantes de DMD, caracteristicas e aplicagoes técnicas

ximando a evolucao temporal
com SVD robusta, preservando
autovalores e modos precisos

Variante de | Principais Caracteristicas | Aplicagoes Técnicas
DMD Técnicas
Exact DMD Calcula o operador linear apro- | Anélise de sistemas lineares ou

quase lineares, identificacao de
modos dominantes

Optimized DMD

Minimizagao nao-linear do erro
de reconstrucgao, relaxa a res-
tricao de intervalos de amos-
tragem uniformes

Ajuste de dados experimentais
irregulares, identificagdo de
frequéncias e amortecimento

Sparse DMD

Penalizacao de L1 para promo-
ver esparsidade nos modos, re-
duzindo redundéncia

Selecao de modos dominantes,
redugao de ordem em sistemas
de alta dimensionalidade

DMD com Controle
(DMDc)

Extensao do DMD para sis-
temas com entradas externas,
separa dinadmica do sistema e
efeitos de controle

Modelagem de sistemas con-
trolados, engenharia de con-
trole, analise de resposta a for-
camentos

Multi-resolution
DMD

Decomposicao hierarquica em
miultiplas escalas temporais,
captura transientes rapidos e
lentos

Identificagao de din&micas em
diferentes escalas, analise de
fendmenos multi-temporais

Extended DMD

Elevacao dos dados para
espaco de observaveis nao-
lineares, aproximacao do
operador de Koopman

Representacao de dinamicas
nao-lineares complexas, previ-
sao e andlise de estabilidade

Total Least-Squares
DMD & Forward-

Técnicas de ajuste que redu-
zem o efeito de ruido em dados

Experimentos fisicos com ru-
ido, analise de sinais e identi-

Streaming DMD

operador DMD em tempo real
sem acesso ao conjunto com-
pleto de dados

Backward DMD | ruidosos, melhorando robustez | ficacdo de modos confidveis
(fhDMD) dos autovalores
Online  DMD /| Atualizagdo incremental do | Monitoramento continuo, pre-

visao em tempo real e analise
de sistemas dinamicos em ope-
racao
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A nomenclatura associada ao método DMD pode gerar certa confusao na lite-
ratura. O DMD original, introduzido por SCHMID |[3], apresentou o método como
uma técnica baseada em dados para extrair modos dinamicos globais a partir de
sequéncias temporais de snapshots. Na formulagao moderna, o operador linear que
descreve a evolucao temporal dos dados é aproximado por um operador reduzido
A, obtido a partir da decomposigao em valores singulares da matriz de dados. Pos-
teriormente, o denominado Ezact DMD ampliou a formulagao original ao permitir
o célculo direto dos modos dinamicos associados ao operador aproximado, propor-
cionando estimativas mais robustas e precisas dos autovalores e modos do sistema.
Atualmente, o exact DMD é o algoritmo mais amplamente utilizado na literatura
e é frequentemente considerado o padrao de referéncia entre as diferentes variantes
do método.

A partir deste ponto, o termo DMD padrao faré referéncia ao exact DMD.
Dentro desse enquadramento padrao, existe ainda uma variacao denominada opt-
DMD rank [89], que integra o arcabougo do DMD padrao, mas difere na sub-
rotina empregada para a determinagao do posto truncado r, particularmente no
procedimento associado ao calculo dos valores singulares utilizados na projecao da
matriz A. Nesta tese sao consideradas duas variantes principais: o DMD padrao
(incluindo a variacao opt-DMD rank) e o streaming DMD [90], que seréa apresentado
posteriormente.

A escolha do posto de truncamento r para o DMD é uma decisao critica e nao tri-
vial. Caso r nao capture de forma adequada a dinamica essencial do sistema, o DMD
pode deixar de considerar escalas relevantes presentes nos dados observaveis. Por
outro lado, um valor excessivamente grande de r pode introduzir erros associados
ao mau condicionamento da pseudoinversa, especialmente quando ha grande dispa-
ridade entre os valores singulares mais significativos e os menores. O aumento de r
impacta a qualidade da aproximagao obtida pelo DMD. Além disso, as estruturas
de baixo posto extraidas pelo DMD sao hierarquizadas em termos de sua relevancia
dindmica, o que representa uma diferenca importante em relacao a outros méto-
dos baseados em SVD truncada, como a Decomposi¢ao Ortogonal Prépria, onde a
energia de cada modo espacial esta diretamente relacionada ao seu valor singular
correspondente. A Decomposi¢ao em Valores Singulares constitui o procedimento
central do DMD, sendo responsével pela reducao de dimensionalidade do problema.
Em cenarios com instantaneas de alta dimensao, a SVD pode representar a maior
parte do custo computacional. Por isso, aprimorar sua eficiéncia resulta em redugoes
significativas no tempo de processamento. Diversos algoritmos foram desenvolvidos
com este objetivo, e a escolha do método mais adequado depende das caracteristicas

especificas da aplicacao considerada.
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2.3.6 DMD de posto 6timo

O trabalho de Matan Gavish e David L. Donoho [91] investiga de forma rigo-
rosa o problema da recuperacao de matrizes de baixo posto a partir de observagoes
contaminadas por ruido, formulado pelo modelo Y = X + Z, em que X representa
a estrutura de interesse (exatamente ou aproximadamente de baixo posto) e Z ¢é
uma matriz de ruido com entradas independentes e média zero.Tradicionalmente,
esse problema é abordado por meio da Truncated SVD (TSVD), que preserva ape-
nas os r maiores valores singulares da matriz observada, assumindo que o posto
verdadeiro é conhecido; entretanto, tal hipotese raramente é satisfeita na prética e
pode comprometer a eficiéncia estatistica do estimador. O principal resultado do
artigo demonstra que existe um limiar 6timo de corte rigido (hard threshold) para
os valores singulares que minimiza o erro quadréatico médio assintético (AMSE),
mesmo quando tanto o posto quanto o nivel de ruido sao desconhecidos. Esse limiar
depende apenas das dimensoes da matriz e do comportamento estatistico do espec-
tro singular sob ruido branco, estando intimamente relacionado a borda superior da
massa espectral descrita pela lei de Marchenko—Pastur. Notavelmente, o método
proposto adapta-se automaticamente ao posto efetivo da matriz e ao nivel de ru-
ido, supera a TSVD mesmo quando esta conhece o posto verdadeiro e apresenta
desempenho superior a estratégias classicas de shrinkage, como o soft thresholding.
Em termos assintéticos, garante ordens de erro menores do que aquelas obtidas por
truncamentos ideais ou ajustes 6timos alternativos, evidenciando que a separacao
espectral baseada em um limiar teoricamente fundamentado constitui uma estraté-
gia estatisticamente 6tima para problemas de denoising e reducao de ordem, com
implicagoes diretas em métodos como POD, DMD e outras técnicas baseadas em

decomposigao espectral.

Algorithm 2 Limiarizacdo Rigida de Valores Singulares (SVHT)
1: Entrada: Valores singulares 0 = [0, ..., 0,], dimensdes m, n
2: Saida: Posto 6timo r

Calcular 5 = —mm(m, n)

max(m,n)
Calcular o fator w = 0.563% — 0.953% + 1.823 + 1.43

Calcular o limiar 7 = mediana(o)w
Determinar o posto r = 3 1{5,>7}
i

if r =0 then
Emitir aviso: valores singulares indistinguiveis do ruido
Definir r =1

10: end if

11: Retornar r

@
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2.3.7 DMD Incremental

O método Incremental Dynamic Mode Decomposition [92], também conhecido como
Streaming DMD, estende o DMD cléssico ao permitir a atualizagdo progressiva da
decomposi¢ao modal & medida que novos dados se tornam disponiveis. Diferente-
mente da abordagem padrao, que requer o conjunto completo de snapshots, o iDMD
incorpora cada nova medi¢ao de forma sequencial. Essa atualizagao é realizada por
meio de uma decomposicao em valores singulares incremental. Como resultado, os

custos computacionais e os requisitos de memoria sao significativamente reduzidos.

Algorithm 3 Reconstrugao de sistemas dinamicos utilizando o método Streaming
DMD
Requerimentos: Snapshots independentes {y;}, namero de modos DMD r, egyp,
matrizes SVD U, V, X caso ja estejam inicializadas
Resultados: Reconstrucao do sinal §(t) ~ y(t)
1: Se v =0 entao

{v:} = {vo}. As matrizes U,V e X devem ser inicializadas

Inicializar U = Uy < [yo/||yoll]

Inicializar ¥ = Xy «+ [||yoll]

Inicializar V = Vy < [1]

Inicializar Y = [y;]
senao

Calcular o vetor [ = ULy,

Calcular o escalar g = \/yly; — I71

Calcular o vetor h = yi_TUYl

Se g > egyp entao
Atualizar Y <« [V ;] {opcional}

— = =
M =@

13: Aplicar SVD em Q = {ZOY é] =U'xvt
14: Se reount < r entao

15: Atualizar U « [Uy h|U’

16: Atualizar V < ‘(/)Y (1)] VT
17: Atualizar ¥ + Y/

18: senao

19: Atualizar U < Uy U'[:,: 7]
20: Atualizar V < V4 VT 0 7]
21: Atualizar ¥+ Y'[:): 7]

22: fim Se

23: fim Se

24: fim Se

25: Retornar U, V, ¥ e Y (opcional)
26: O calculo dos modos DMD e autovalores procede de forma idéntica ao Algoritmo
1 (linhas 3-8)
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2.4 Estruturas CFD Aceleradas para Predicao Ra-
pida

2.4.1 Modelo Basico Acoplado CFD-ML

O acoplamento entre CFD e ML manifesta-se principalmente em dois paradigmas
distintos. O primeiro consiste na incorporagao de modelos de ML dentro da arqui-
tetura dos solucionadores CFD com o objetivo de melhorar e acelerar os métodos
numeéricos tradicionais. O principio fundamental desta abordagem é aproveitar mo-
delos baseados em dados como substitutos de componentes especificos da modelagem
fisica. O segundo paradigma baseia-se na operacao independente dos modelos CFD
e ML, onde a eficiéncia computacional é incrementada através da interacao de dados.
Neste caso, a CFD gera conjuntos de dados de alta qualidade para o treinamento
dos modelos de ML, enquanto os modelos treinados permitem uma predigao rapida
das caracteristicas do campo de escoamento em novos cenarios. Esta abordagem

estabelece um mecanismo sinérgico entre CFD e ML mediante a troca de dados.

while £ < tgnal

DMD prediction
at t + At

1 (b)
E (—-,'_ij’l)k\ll < €DMD

' N() (¢) Append
t=10 i L & Update No

i
1
I
|
i |
| FOM predict New solutior ~ Yes | DMD predic
Initial condition : predictian ew sorubion DMD Converged? o8 ! prediction
. at t + At snapshot | at tgpa)
. \

Figura 2.7: Fluxo de trabalho da simulagdo hibrida FOM/DMD de um sistema
dindmico conforme JIANG et al. [§]

Para o caso do primeiro paradigma, de substituicao de uma parte do solucio-
nador numérico por um modelo substituto de ML, temos o trabalho proposto por
Youngsoo Choi, no qual se desenvolve um modelo de ordem reduzida construido em
tempo real e integrado diretamente na simulagao do escoamento, permitindo a subs-
tituicdo progressiva do modelo de ordem completa (FOM) do solucionador fisico.
Diferentemente dos métodos offline, que requerem a execugao prévia de simula-
¢oes completas do FOM para a geracao de bases reduzidas, o ROM ¢é construido
dinamicamente durante a simulacao e ativado apenas quando atinge um nivel de
confiabilidade adequado. Para a construcao online do modelo reduzido, emprega-se
a decomposicao modal dinamica , utilizando atualizacoes de posto baseadas em um
tnico vetor de instantaneas por iteracao. A metodologia é validada no caso de es-

coamento ao redor de um cilindro com nitimero de Reynolds Re=100, verificando-se
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a correta predicao do ntumero de Strouhal e obtendo-se uma aceleragao computaci-
onal de aproximadamente 4,4 vezes em comparacao com o solucionador FOM. Na
Figura [2.7] € mostrado o esquema de trabalho utilizado, onde o solucionador numé-
rico das equagoes de velocidade e pressao é substituido de forma adaptativa pelo
modelo baseado em ML/ROM, sempre que a predi¢cao do modelo se mantém dentro

da tolerancia estabelecida pelo sistema.

Leveraging a Pretrained NO

(Go: Uy = Upr1) Deploying it for a mission-critical task

Ug=0 ¥ X ‘ x LR
Autoregressive DeepONet - .‘J ‘J' e
Autoregressive FNO Pretrained NO Gg-: vy = Upsq
TI-DeepONet . o] o case]
Latent-DeepONet Uge(o,1] I+ Foao / e
i oo jem
FNO, DeepONet s et ] Ehost
ErrOr a0 a3 nl“mﬂl EOET o0 a7 ﬂl“”::l s 1o “ - o *
(Test Mean Relative L, error < 5%) @ t=1 25% 1.4% 15%
ANCHOR e* A\ The model is not trustworthy.
U =1
| {4 | Performance | Advantage
.‘ A ﬁt+1 I 0.20 l Traditional Standalone ANCHOR
Tut Accepted OQutput 4—| l 5015 | Sofer Al Model
& / "N f §
Pretrained NO ¢ Fallback: High-fidelity I v 0.10 | Q (eﬁ\@ %@
Goritty = Upyy 0" < Nthres numerical solver | % s | oy e feet Feet
~ (Solve k steps) I © I
Upyq 0.00
t 0.0 02 04 06 08 1.0
i . N > TMthres l Time I High Low High
.J l — Pre-trained NO I
| — ANCHOR |

Figura 2.8: Esquema do arcabougo hibrido ANCHOR para inferéncia adaptativa
com controle de erro de ROY et al. [9]

Outro exemplo representativo desta abordagem é o trabalho proposto por ROY
et al. [9], denominado ANCHOR (Adaptive Numerical Correction for High-fidelity
Operator Rollouts), o qual propde um esquema hibrido de inferéncia que acopla de
maneira adaptativa um operador neural previamente treinado com um solucionador
numérico classico. Nesta metodologia, o operador neural atua como motor principal
de predicao, enquanto um estimador de erro baseado na fisica, construido a partir
do residuo da equacao em derivadas parciais, permite monitorar online a acumula-
¢ao de erro durante inferéncias de longo horizonte temporal. Inspirado em técnicas
de passo de tempo adaptativo, o método utiliza uma média mével exponencial do
residuo normalizado da PDE para ativar intervencoes corretivas do solucionador
numeérico sem requerer acesso a solugoes de referéncia. Os resultados demonstram
que este estimador de erro apresenta forte correlacao com o erro relativo real em
norma, permitindo um controle de erro sensivel a instancia e livre de dados durante
a inferéncia. A metodologia é validada em multiplos problemas canénicos de PDEs
dependentes do tempo, incluindo as equagoes de Burgers em 1D e 2D, Allen-Cahn

em 2D e condugao de calor em 3D, mostrando uma melhoria significativa na estabi-
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lidade e robustez das predi¢oes de longo horizonte em comparacao com operadores
neurais independentes, mantendo ao mesmo tempo uma eficiéncia computacional
muito superior a dos solucionadores de alta fidelidade.

A abordagem consiste na integracao de um modelo substituto baseado em ML
dentro do ciclo de simulacao, atuando de forma acoplada ao solucionador fisico. A
partir dos campos de velocidade em instantes anteriores, sao extraidos blocos locais
do dominio que constituem a entrada do modelo substituto. Estes blocos sao proje-
tados em um espago de baixa dimensao por meio de Analise de Componentes Prin-
cipais e, posteriormente, processados por uma rede neural do tipo MLP, responsavel
por predizer a informagao reduzida associada ao campo de pressao. Finalmente,
mediante uma transformacao inversa e um processo de montagem, reconstréi-se o
campo de pressao completo, que é utilizado diretamente dentro do solucionador
CFD.

Desenvolvem-se duas variantes deste esquema hibrido, ambas capazes de reduzir
significativamente o ntimero de itera¢oes necessarias para a convergéncia do soluci-
onador de pressao durante simulagoes nao estacionarias. A validade da abordagem
é demonstrada mediante a correta predi¢ao de grandezas fisicas globais, como o co-
eficiente de arrasto e o numero de Strouhal, ao mesmo tempo que se obtém uma
aceleragao computacional de até um fator oito em comparagao com o solucionador
tradicional. Este trabalho se enquadra na categoria de solucionadores CFD hibridos
acoplados, nos quais modelos fisicos e modelos data-driven interagem diretamente
durante a simulacao, permitindo melhorar a eficiéncia computacional sem compro-
meter a fidelidade fisica dos resultados.

O segundo paradigma baseia-se na operagao independente dos modelos CFD e
ML, onde a eficiéncia computacional é incrementada através da interacao de dados.
Neste caso, a CFD gera conjuntos de dados de alta qualidade para o treinamento
dos modelos de ML, enquanto os modelos treinados permitem uma predicao rapida
das caracteristicas do campo de escoamento em novos cenarios. Esta abordagem
estabelece um mecanismo sinérgico entre CFD e ML mediante a troca de dados, au-
mentando significativamente a eficiéncia computacional sem comprometer a precisao

das predigoes.
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Figura 2.9: Representagao esquematica do modelo substituto acoplado ao solucio-
nador CFD segundo SOUSA et al. [10]
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Capitulo 3

Método Proposto

3.1 Fluxo de trabalho tradicional em CFD

Tradicionalmente, métodos numéricos tém sido utilizados principalmente para resol-
ver equacoes diferenciais parciais, nas quais uma equacao fisica é discretizada tanto
no espag¢o quanto no tempo. A maneira como essa discretizacao é realizada define
as diferentes abordagens para a obtencao de solucoes aproximadas para o problema
[77], dando origem a métodos como o Método dos Elementos Finitos, o Método dos
Elementos de Contorno e o Método dos Volumes Finitos . A forma como os dife-
rentes métodos sao escolhidos e sua eficicia sao topicos de discussao, dependendo
da natureza do problema, mas o foco principal é a obtencao de uma solugao aproxi-
mada no tempo e no espago para uma equacao governante. A Figura [3.1] apresenta
o esquema comumente utilizado de trabalho para a construcao de uma simulacao

em problemas de CFD.

Problem
Identification
1.Define goals
2.Identify domain

Pre-Processing
3.Geometry
4. Meshing
5.Physics
6.Solver Settings

9.Update|

Sol!
ove Model

7. Compute Solution

Post Processing
8. Examine Results

Figura 3.1: Integracao entre Modelos Digitais e Algoritmos de Aprendizado de Ma-
quina conforme QUARTERONTI et al. [2]
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3.2 Equacgoes Governantes

O escoamento viscoso no dominio é descrito pelas equagoes de Navier—Stokes incom-

pressiveis, equipadas com condi¢oes de contorno de Dirichlet e Neumann prescritas.

ou

Fr (u-V)ju=-Vp+rvV?u em Q x (0,7T], (3.1)
V-u=0 em Qx (0,7, (3.2)

u=up em[p x (0,7], (3.3)
(—=pI+vVu) - n=ty em 'y x (0,71, (3.4)

onde ¢ representa o tempo, u é o campo de velocidade, p é a pressao, p é a den-
sidade do fluido, e v é a viscosidade cinematica. As equagOes governantes requerem
uma condigdo inicial u(x, 0) = uy(x).

A Equacao (3.2) representa a condigao de incompressibilidade do fluido, a qual
deriva do fato de que, em um meio continuo incompressivel, a densidade de massa
permanece constante ao longo do movimento. Essa restricao impoe uma condigao
adicional ao problema que, se nao for tratada adequadamente, pode levar a compor-
tamentos numeéricos instaveis no método dos elementos finitos. Em particular, o uso
de fungoes de interpolagao nao compativeis para os campos de velocidade e pressao
pode gerar oscilacoes espurias na pressao, fendémeno que ocorre independentemente
do valor do nimero de Reynolds.

A estabilidade da solugao aproximada por elementos finitos (uy, pp) do problema
estacionario de Stokes ou das equagoes de Navier—Stokes incompressiveis é garan-
tida apenas se os espacos discretos de velocidade V}, e de pressao @)y satisfizerem a
denominada condi¢ao de Ladyzhenskaya—Babuska—Brezzi (LBB) [93], também co-
nhecida como condigao inf-sup. Essa condigao é expressa pela seguinte desigualdade

discreta:

inf sup (@, V- W) >5>0,

n€Qn wyev, [|anllo |l
onde 8 é uma constante positiva independente do tamanho da malha. Na litera-
tura, diversos pares de elementos finitos foram identificados como satisfazendo essa
condicao, sendo, portanto, adequados para a simulacao numérica de escoamentos

governados pelas equagoes de Navier—Stokes incompressiveis.
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3.2.1 Formulagao por Elementos Finitos do Problema

O problema de Navier-Stokes incompressivel em regime transiente pode ser for-
mulado em sua forma fraca, necessaria para a aplicacao do método dos elementos
finitos. Sejam v € V o espaco de funcoes de teste para a velocidade e ¢ € ) o
espaco de funcgoes de teste para a pressdao. A forma fraca é obtida multiplicando as

equagoes governantes por fungoes de teste apropriadas e integrando sobre o dominio
Q:

a—u-de—l—/(u-V)u-de—F/
0

VVu:Vde—/pV-VdQ:/f-de, (3.5)
o Ot Q Q Q

/qu-udQ:O. (3.6)

Para transferir o conjunto de equagoes governantes para um sistema linear
de equagoes algébricas, introduzem-se fungoes de teste, convertendo o problema
diferencial original em um problema formulado em termos de integrais sobre o do-
minio. Uma vez que tanto o campo de velocidade quanto o campo de pressao sao
incognitas do problema, adota-se uma formulagao mista, na qual sao definidos dois
espacos de aproximacao distintos para a solucao discreta.

Sejam V, C V e ), C @ os espacos discretos de elementos finitos associados
a velocidade e a pressao, respectivamente. As solugdes aproximadas sao expressas

como combinagoes lineares das fungoes de base desses espacos, dadas por:

W)=Y UM e, k) =Y BOEX, 67

onde ¢; e ¥; representam as fungoes de base associadas aos espacos de velocidade
e pressdo, respectivamente, e U;(t) e P;(t) sao os coeficientes desconhecidos do pro-
blema.

De forma analoga, escolhem-se fungoes de teste v, € Vi, e ¢, € Q. Subs-
tituindo as aproximagoes discretas na formulagao fraca das equagoes de Navier—
Stokes incompressiveis, obtém-se a seguinte formulacao variacional discreta: encon-

trar (up,pn) € Vi, X @y, tal que, para todo (v, qn) € Vi, X Qp,
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%-Vth—l—/(uh'V)uh'vth
o Ot Q

+/VVuh:VVth—/phV-vth
Q Q

_/f-Vth,
Q

/th'uthZO.
Q

(3.8)

A formulagao variacional discreta acima conduz, apos a discretizagao temporal e
o processo de montagem, a um sistema de equagoes algébricas que pode ser resolvido
numericamente por meio de métodos iterativos adequados. No presente trabalho, as
equagoes de Navier—Stokes sao resolvidas utilizando elementos finitos do tipo Taylor—
Hood, nos quais o campo de velocidade é aproximado por fungoes de interpolacao
de ordem superior em relacao a pressao, garantindo a estabilidade da formulagao
mista.

Além disso, adota-se uma estratégia de solugao monolitica, na qual os campos de
velocidade e pressao sao resolvidos simultaneamente em um tnico sistema acoplado.
Apos a discretizacao espacial pelo método dos elementos finitos, o sistema algébrico

resultante pode ser representado na forma de blocos como

e
p g

onde u representa o vetor de velocidades, p corresponde ao campo de pressao,

A BT
B 0

A esté associado aos termos de momento da equacao de Navier—Stokes, e B repre-
senta o operador de divergéncia relacionado a condi¢ao de incompressibilidade do
escoamento. A escolha dessa abordagem também estéa relacionada ao objetivo deste
trabalho de integrar modelos de Machine Learning em um contexto nao intrusivo.
Nesse sentido, a obtengao simultanea dos campos de velocidade (varidveis vetoriais)
e pressao (variavel escalar) facilita a organizacdo e o tratamento dos dados gerados
pelas simulagoes numéricas, permitindo sua utilizacao direta em etapas posteriores
de projecao e construcao de modelos baseados em dados. Essa estrutura é particu-
larmente conveniente para o desenvolvimento de modelos substitutos e técnicas de
reducao de ordem, nas quais os campos fisicos sao utilizados como entradas para
algoritmos de aprendizado de maquina sem a necessidade de modificar o solver nu-

mérico original.
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3.2.2 Discretizagao com elementos Taylor-Hood P2-P1

Para satisfazer a condicao de estabilidade de LBB, utiliza-se elementos Taylor-Hood:
e Velocidade u: elementos quadréticos P2.
e Pressao p: elementos lineares P1.

Sejam {¢;} as funcoes de forma P2 para a velocidade e {t;} as fun¢bes de forma

P1 para a pressao. Aproximando os campos como

Ny

W)=Y UM, m) =3 POwE. (10

i=1
a formulacao discreta do problema resulta em um sistema de equacoes diferenciais

ordinéarias (EDO) de grande dimensao:

M%?HXWU+KU—UT:F, (3.11)

DU =0, (3.12)

onde:

M ¢é a matriz de massa,

e C(U) ¢ a matriz de convecgao nao linear,

K é a matriz de rigidez associada a difusao viscosa,

D ¢é a matriz de divergéncia,

F ¢é o vetor de forcas externas.

O sistema acoplado de velocidade e pressao é entao resolvido em cada passo de
tempo usando uma abordagem adequada (por exemplo, método de decomposigao de
blocos ou método de segregagao), respeitando as condigoes de contorno de Dirichlet

¢ Neumann.
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3.2.3 Meétodos de integracao por marcha temporal

Em problemas dependentes do tempo, como as equagoes de Navier—Stokes, é necessa-
rio também discretizar a varidvel temporal. A integracao por marcha temporal
consiste em avancar a solucao de um instante t* até t"*! utilizando um passo de
tempo At. Existem diferentes métodos de integragao, que podem ser classificados

€11l:

e Métodos explicitos: a solugao no tempo seguinte ¢ calculada apenas a partir
da informacao conhecida no tempo atual. Por exemplo, o método de Fuler
explicito:

u"t =u" + At F(u", t"),

onde F'(u,t) representa o termo do lado direito do sistema diferencial. Os
métodos explicitos sao faceis de implementar, mas exigem passos de tempo

pequenos para garantir estabilidade.

e Métodos implicitos: a solugao no tempo seguinte depende também da so-
lugao desconhecida em t"*!, o que leva a resolucdo de um sistema algebraico

em cada passo. Por exemplo, o método de Euler implicito:
u"t =u" + At F(u" ).

Os métodos implicitos sao geralmente mais estaveis e permitem passos de
tempo maiores, embora exijam resolver sistemas lineares ou nao lineares em

cada passo.

e Métodos de ordem superior: esquemas como Crank—Nicolson combinam
os enfoques explicito e implicito para obter maior precisao temporal. A forma

tipica do Crank—Nicolson é:

At
utt=u"+ T(F(unin) + F(u"t ),
e Métodos multi-step e Runge—Kutta: para problemas que requerem alta
precisao temporal, podem ser utilizados métodos multi-step ou esquemas de
Runge—Kutta de ordem superior, que consideram multiplas avaliagoes de F

dentro de cada passo de tempo.

A escolha do método de integracao temporal depende da estabilidade, precisao
e custo computacional requerido pelo problema, assim como da natureza linear

ou nao linear do sistema.
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3.3 Fluxo de trabalho Proposto

A Figura[3.2| apresenta o fluxo de trabalho utilizado para incorporar uma aproxima-
¢ao linear obtida por meio do nosso modelo de ordem reduzida, neste caso, DMD,
juntamente com o modelo de ordem completa. De forma anéloga a um problema
transiente, a simulacao comeca com a integracao temporal a partir de uma condicao
inicial. No primeiro passo de tempo, apenas uma instantanea de pressao e veloci-
dade esta disponivel; portanto, o sistema ainda nao pode ser aproximado usando o
ROM, sendo necessario resolvé-lo com o FOM. Como esta é uma abordagem aco-
plada, as matrizes de pressao e velocidade sao armazenadas separadamente para

evitar problemas de consisténcia numérica.

Condicdao Solucédo Novo snapshot da Adicionar e atualizar a ‘ | Pred_igio d:ial ‘ calculo do ‘ R(u;p) < TOL Sim Nova solucdo
inicial H FOM solugéo matriz de solugdes ‘ | VD, | ‘ residuo ‘ P ROM

=0
Solugéo Néo Nova solugéo
FOM FOM

Predigéo de
presséo via
DMD

Figura 3.2: Fluxo de trabalho proposto

A partir do segundo passo de tempo, o modelo de ordem reduzida — neste
caso, baseado em DMD — ¢ inicializado como preditor para pressao e velocidade,
utilizando as matrizes de snapshots correspondentes. Esse modelo é continuamente
atualizado a cada passo de tempo para a reconstrucao do sistema, com um posto
variavel ajustado de acordo com a precisao desejada. O principal critério para
essa adaptacao é o residuo acumulado na predicao do modelo DMD. Em seguida,
¢ realizada uma previsao de um passo a frente, e a norma Ly do residuo R(u,p)
é avaliada na equacao global. Se essa norma exceder a tolerancia estabelecida, a
previsao nao é aceita, e o solucionador de ordem completa é chamado novamente
para atualizar as matrizes com a solucao obtida. Por outro lado, se a norma do
residuo estiver abaixo da tolerancia, a previsao é considerada valida e substitui o
FOM, que entao é utilizado para atualizar o vetor de solucao acoplada para pressao
e velocidade, iniciando assim um novo ciclo de simulagao. Uma forma comum de

avaliar a precisao de uma previsao é através do erro local, definido no passo de tempo

k como

e, =Yr— ¥k, (3.13)

Onde o0 vetor numérico
Yi =[x P (3.14)
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representa o vetor acoplado que combina o campo de velocidade u; e o campo de
pressao pg, € ¥ representa a aproximacao DMD de yi. No entanto, esta avaliagao
requer acesso tanto a solucao de referéncia obtida pelo modelo de ordem completa
quanto a solugao aproximada do DMD, o que pode ser computacionalmente custoso.

Como alternativa, propoe-se o residuo como uma medida representativa do erro
local, permitindo avaliar a qualidade da previsao DMD sem necessitar da solugao

exata em cada passo de tempo. Seja
L(u,p)=*f (3.15)

um sistema governado por um operador diferencial. Para uma solugao aproximada

(O, pr), o residuo ¢ definido como
R(ay, pr) = L(0k, pr) — £. (3.16)

O operador diferencial corresponde a versao discretizada das equagoes de Na-
vier—Stokes. A norma do residuo quantifica a magnitude da contribui¢ao dos er-
ros locais, servindo assim como uma métrica para a aproximacao. Neste trabalho,
o residuo é calculado utilizando os campos de velocidade e pressao previstos pelo
DMD no passo de tempo futuro, juntamente com os termos do passo FOM anterior,
permitindo uma previsao de passo nico para a transicao entre a previsao do modelo

de ordem reduzida e o solucionador fisico de alta fidelidade.
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3.4 Meétricas de desempenho

Com o objetivo de avaliar a precisao, a estabilidade e a eficiéncia computacional da
solugao proposta baseado no DMD, sao definidos e analisados diferentes indicadores
de erro e desempenho. Esses indicadores permitem comparar quantitativamente a
solucdo reduzida obtida por meio do DMD com a solugao de referéncia (modelo de

alta fidelidade), tanto do ponto de vista numérico quanto computacional.

3.4.1 Erro local

O erro local é utilizado para avaliar a precisao pontual da soluc¢ao aproximada ob-
tida por meio do DMD em comparagao com a solugao de referéncia. Essa analise
é realizada tanto para o campo de velocidade quanto para o campo de pressao,
permitindo estudar a distribuicao espacial do erro ao longo de todo o dominio do
problema fisico.

Para uma grandeza genérica ¢(x,t), o erro local é definido como:

elocal(X7 t) = |¢ref(xa t) - ¢DMD (Xa t)| (317)

onde ¢ corresponde a solucao de referéncia e ¢pup & solucao reconstruida por
meio do DMD.

Esse indicador permite identificar regides do dominio nas quais a aproximagcao
apresenta maiores discrepancias, bem como avaliar a capacidade do método DMD

de capturar estruturas espaciais relevantes do escoamento.

3.4.2 Erro global baseado na norma de Frobenius

Para avaliar o erro global da solucao reconstruida, emprega-se a norma de Frobenius
aplicada a diferenca entre os campos completos da solugao de referéncia e da solugao
DMD. Esse erro fornece uma medida integrada do desempenho do modelo reduzido
em todo o dominio e para cada instante de tempo.

O erro de Frobenius ¢é definido como:

[ Xeet(t) = Xpan (t) [l o
HXref(t>HF

onde || - || representa a norma de Frobenius e X agrupa as variaveis do sistema (ve-

Ep(t) (3.18)

locidade e/ou pressao) discretizadas espacialmente. O erro na equagao m permite

avaliar a precisao global do modelo reduzido e sua evolugao temporal.
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3.4.3 Erro absoluto residual e acumulacao do erro

Com o objetivo de analisar a estabilidade temporal do método DMD e verificar se
os erros de predicao se acumulam ao longo da simulacao, define-se o erro absoluto
residual entre estados consecutivos do sistema.

O erro residual é expresso como:

Eres(t) = [ Xpmp (t + At) — ApmpXpmp (1) |, (3.19)

onde Apyp representa o operador dinamico aproximado por meio do DMD.
A anélise desse erro permite avaliar a capacidade do modelo de manter predicoes
consistentes ao longo do tempo e detectar possiveis fendmenos de crescimento ou

acumulagao do erro numérico durante simulagoes prolongadas.

3.4.4 Avaliacao do speed-up computacional

Por fim, avalia-se a eficiéncia computacional do método DMD por meio do célculo
do speed-up, o qual quantifica a redugao do tempo de computacao em comparagao
com a solucao de referéncia de alta fidelidade.

O speed-up é definido como:

Tref

Tomp

S = (3.20)

onde T, corresponde ao tempo total de simulacao do modelo completo e Tpyp ao
tempo requerido para a reconstrucao e predigao por meio do DMD. O speed-up na
equacao [3.20 permite avaliar o potencial do método como ferramenta de reducao de
ordem, especialmente em aplicagoes nas quais sao necessarias simulagoes em tempo

quase real ou miltiplas avaliagoes paramétricas.
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3.5 Implementacao computacional

3.5.1 DOLFINx: A nova geracao do framework FEniCSx

O Projeto FEniCSx ¢ uma plataforma de computagao cientifica de coédigo aberto
destinada a resolugao de equacgoes diferenciais parciais por meio do método dos ele-
mentos finitos [94]. Sua estrutura é composta por diversos blocos de construgao,
ou seja, componentes de software que, em conjunto, formam o ecossistema FEniCS.
Esses componentes permitem traduzir formulagoes especificas do método dos ele-
mentos finitos em implementagoes computacionais funcionais para a resolucao de

problemas cientificos e de engenharia.

-
Unified Form Language

UFL [3] Domain specific language used to describe finite element
forms, plus a set of algorithms related to these forms.

Basis evaluation library
Library containing definitions of finite elements, and fune-
tionality to evaluate them on a reference cell. Includes the
submodule basix.ufl, which can create UFL-compatible elements.

Basix [92]

FEniCSx Form Compiler

FFCx Generates C code that assembles a fi-
nite element form locally on a cell.

dolfinx. common . .
dolfinx.io

General tools for tim- Tools for fle 1/O

ing and configuration

&9 <

FEniCSx
dolfinx.jit

Just-in-time (JIT) com-
pilation using FFCx

dolfinx.fem

Tools for assembling and ma-
nipulating finite element forms

dolfinx. fem.petsc dolfinx.la

Linear algebra functionality

DOLFINx

Assembly functions
into PETSc objects

dolfinx.geometry dolfinx.mesh

Methods for geometric
searches and operations

dolfinx.graph

Graph representations
and operations on graphs

Creation, marking and
refining of meshes

dolfinx.nls

Tools for solving
nonlinear problems

Figura 3.3: Arquitetura do FEniCSx e submoédulos do DOLFINx, adaptado de
BARATTA et al. [11]

O FEniCSx é composto por quatro bibliotecas principais. A primeira é o UFL,
um linguagem especifica de dominio que permite expressar formas variacionais de
elementos finitos; o Basix é uma biblioteca destinada a construgao de elementos
finitos; o FFCx é responséavel pela geracao de kernels de montagem em linguagem
C de alto desempenho a partir das formulagoes definidas em UFL; e o DOLFINx, o

componente de maior porte, encarrega-se da gestao de malhas de elementos finitos,
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da montagem sobre as malhas, das estruturas de dados de algebra linear e dos solu-
cionadores, bem como das operagoes de entrada e saida de dados (I/O). O UFL e o
FFCx sao escritos em Python, enquanto o Basix e o DOLFINx sao implementados
em C-++, contando com interfaces em Python para a maior parte de suas funciona-
lidades. Essas bibliotecas, juntamente com os médulos que compoem o DOLFINx,
estao resumidas na Figura [3.3]

Em termos resumidos, o DOLFINx introduz as seguintes melhorias principais:

1. O DOLFINx consiste em uma reescrita completa, a partir do zero, da biblioteca
DOLFIN, desenvolvida utilizando C++ moderno e Python moderno. Sua
arquitetura baseia-se em uma abordagem orientada a dados e funcional, em
contraste com o design tradicional orientado a objetos, o que permite maior

flexibilidade, escalabilidade e manutenibilidade do codigo.

2. O DOLFINx integra-se de forma fluida com ferramentas modernas do ecossis-
tema Python, tais como NumPy e Numba, bem como com as metodologias
empregadas neste trabalho, por exemplo a Decomposi¢ao em Modos Dinami-
cos - pyDMD . Essa integracao facilita a implementacao de kernels de célula
de elementos finitos, a geracao de malhas e os algoritmos de montagem, sem
perdas significativas de desempenho em relagao a implementagoes equivalentes
em C+-+.

3. Os algoritmos do DOLFINx sao projetados considerando a computagao mas-
sivamente paralela, com énfase na escalabilidade e na execucao eficiente em

arquiteturas modernas de alto desempenho.

3.5.2 pyDMD: Framework em Python para Decomposigao

em Modos Dinamicos

O PyDMD é um pacote em Python projetado para executar o DMD de forma intui-
tiva e acessivel. Desde o seu langamento em 2018 [95], o PyDMD implementou uma
ampla variedade de algoritmos de DMD, incluindo variantes avangadas como Optimi-
zed DMD, CoSTS, Parametric DMD, Randomized DMD e Physics-informed DMD,
bem como ferramentas para anélise de sistemas nao lineares e pré-processamento de
dados. A versao mais recente do pacote oferece acesso a esses métodos de ponta por
meio de um coédigo open-source, testado, documentado e modular, acompanhado
de diversos tutoriais em Jupyter Notebook que facilitam seu uso e extensao. O
PyDMD consolidou-se como uma ferramenta flexivel e completa para cientistas e
engenheiros que trabalham com dados reais de diversos dominios, tornando-se uma

referéncia para a aplicagao e o desenvolvimento de técnicas modernas de DMD.
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Como mostrado na Figura|3.4] observa-se a variedade de métodos DMD que podem

ser implementados com o médulo PyDMD.

Noise-robust methods

1 L 1 I
Forward ] [ Total least- ] [ Optimal closed- ] [ Subspace ] [ Physics-informed

1
backward DMD squares DMD form DMD DMD DMD ] [ Optimized DMD J

Including inputs

1
Parameterized with bagging
and control

systems (BOP-DMD)
1

1
Sparsity- Compressed Randomized . with eigenvalue ]
DMD with control ] [ promoting DMD J [ DMD ] [ DMD e constraints |

] [ Data compression and sparsity promotion ] [

multlscale dynamics measurements nonlinear systems

DMD DMD

1 1 1 I
Mult|resolut|on CoSTS Hankel Higher order HAVOK Extended ]
) (oo )50 & =

DMD mrCOSTS DMD

Plotting tools ] [ Data preprocessing tools ]

1
Snapshot Mode Eigenvalue Summary Centering Time-delay ) Raomad POD basis
plotting plotting plotting plotting ) projection

[ Transient, intermittent, and ] [ Latent variable methods for partial | [ Kernel methods for

Figura 3.4: Resumo de todas as funcionalidades do PyDMD na versao 1.0 conforme
ICHINAGA et al. [12]

3.5.3 Arcabougos de validagao

Com o objetivo de validar o fluxo de trabalho proposto neste estudo, foram conside-
rados dois problemas classicos e amplamente utilizados na literatura de Dinadmica de
Fluidos Computacional : o problema da cavidade com tampa moével em regime lami-
nar (lid-driven cavity) e o escoamento ao redor de um cilindro em regimen laminar.
Esses dois casos de estudo foram selecionados por constituirem benchmarks bem
estabelecidos para a validagao de métodos numéricos e de técnicas de modelagem
reduzida, permitindo a avaliacao do desempenho do método proposto em diferentes
regimes de escoamento.

O problema da cavidade é frequentemente utilizado como teste para verificar a
precisao e a estabilidade de métodos numéricos aplicados as equagoes de Navier—
Stokes incompressiveis, uma vez que apresenta uma estrutura de vortices bem co-
nhecida e amplamente documentada na literatura. Por outro lado, o escoamento
ao redor de um cilindro representa um problema classico de dindmica de fluidos
externa, caracterizado pela formagao de esteiras vorticosas e por fenomenos dina-
micos complexos, sendo particularmente ttil para avaliar métodos de analise modal
e técnicas baseadas em dados. No presente trabalho, a resolucao numérica das
equacgoes governantes é realizada por meio de um solver monolitico implementado

em Python utilizando a biblioteca F'EniCSz. Nessa abordagem, os campos de ve-
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locidade e pressao sao resolvidos de forma acoplada dentro de um tnico sistema
algébrico, permitindo maior robustez na solugao do problema incompressivel. A ge-
racao das malhas computacionais é realizada com G'msh, enquanto a visualizagao e o
pos-processamento dos resultados numéricos sao conduzidos por meio da ferramenta
ParaView, amplamente utilizada para analise de dados em simulagoes de CFD.
Uma vez obtidos os campos de velocidade e pressao ao longo do tempo, os dados
gerados pelas simulacoes sao utilizados como entrada para a etapa de anélise baseada
em dados. Nesse contexto, a técnica de DMD ¢ aplicada para identificar estruturas
coerentes e padroes dindmicos dominantes do escoamento. Para a implementagao
dessa metodologia, utiliza-se a biblioteca PyDMD, a qual fornece uma cole¢ao de
algoritmos para a decomposicao modal dindmica e suas variantes. Conforme menci-
onado anteriormente, essa abordagem permite integrar técnicas de aprendizado de
maquina e modelagem baseada em dados de forma nao intrusiva, utilizando apenas
os dados provenientes das simulacoes numéricas sem a necessidade de modificar o

solver original.
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Capitulo 4
Experimentos Numéricos

Os experimentos numéricos foram executados em um Lenovo IdeaPad S145-15IWL
com Ubuntu 24.04.3 LTS (64 bits), kernel 6.14.0-37-generic e ambiente GNOME 46.
O equipamento possui um processador Intel Core i5-8265U de 8 niicleos, 8 GB de
RAM, gréficos Intel UHD 610 e NVIDIA GeForce MX110, e 256 GB de disco.

4.1 Problema da Cavidade

4.1.1 Importancia do Problema

O problema da cavidade impulsionada por tampa (lid-driven cavity) é um caso
classico na area de Dindmica dos Fluidos Computacional (CFD) [96], amplamente
utilizado devido & sua geometria simples e & complexidade do escoamento gerado. O
movimento imposto na fronteira superior induz a formacao de estruturas vorticais
internas e gradientes acentuados de velocidade, tornando-o um modelo adequado
para o estudo de fendémenos fundamentais da mecéanica dos fluidos.

Esse problema é frequentemente empregado como caso de referéncia para vali-
dacao de métodos numeéricos, permitindo avaliar a precisao de esquemas de discreti-
zagao, estratégias de acoplamento pressao-velocidade e técnicas de estabilizacao em
diferentes regimes de nimero de Reynolds. A medida que esse nimero aumenta,
o escoamento apresenta transicoes no seu padrao, com o surgimento de vortices
secundarios e mudancas na estrutura do fluxo, o que o torna um caso paradigma-
tico para o desenvolvimento e comparacao de algoritmos aplicados as equagoes de

Navier—Stokes.

51



4.1.2 Geometria, condicoes de contorno e parametros de si-
mulacao

O dominio do problema corresponde a uma cavidade quadrada bidimensional com
dimensdes L = 1.0 e H = 1.0, definida no plano (z,y) e completamente ocupada por
um fluido incompressivel, Q = [0, 1] x [0, 1]. Na fronteira superior (y = H) aplica-se
uma condicao de velocidade horizontal constante, conhecida como lid-driven boun-
dary condition, dada por u = (Up,0), com Uy = 1. Nas paredes laterais (x = 0
e x = L) e na parede inferior (y = 0) aplica-se a condigdo de nao deslizamento
(no-slip), u = (0,0), garantindo a aderéncia do fluido as superficies solidas. Para
fixar a pressao e evitar indeterminagao, esta é definida em um ponto especifico do

dominio, escolhido como (z,y) = (0,0), onde p = 0.

Ux=1
3
Uu=0 Uu=0
p=0
@
Uu=0

Figura 4.1: Esquema da cavidade quadrada com tampa movel (lid-driven cavity).

O problema foi resolvido numericamente utilizando elementos finitos mistos P2-
P1, com elementos de Lagrange de segunda ordem para a velocidade e de primeira
ordem para a pressao. O passo de tempo adotado foi At = 0.1, a viscosidade
cinemética ¥ = 0.001 e o tempo final de simulacao T = 30, sendo a integragao
temporal realizada pelo esquema implicito backward Euler com pardmetro 6 = 1.
A velocidade da tampa movel foi fixada em Uy = 1.5 (Re=400), e as condigbes
de contorno foram aplicadas por meio de Dirichlet BCs na tampa e nas paredes,
enquanto a pressao foi fixada em um ponto para evitar indeterminacao. A solugao
do sistema nao-linear foi obtida pelo método de Newton (NewtonSolver) com to-
lerancias relativa e absoluta de 107® e maximo de 50 iteragoes. O sistema linear
resultante foi resolvido utilizando GMRES, com pré-condicionador ILU computado
pelo solucionador direto MUMPS. Esta configuragao assegura a captura adequada
da dindmica vortical interna caracteristica da cavidade impulsionada por tampa,

garantindo precisao e estabilidade numérica do esquema temporal implicito.
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4.1.3 Geragao da Malha

O dominio computacional consiste em uma cavidade quadrada unitéaria discretizada
por meio de uma malha estruturada de elementos triangulares gerada com Gmsh.
A geometria é definida por quatro pontos nos vértices e quatro linhas que delimi-
tam uma tnica superficie bidimensional. A malha final contém 11.861 nos e 6.034
elementos no total. O interior do dominio é discretizado utilizando 5.830 elementos
triangulares quadraticos (triangulos de seis nos), correspondendo a uma aproximagao
espacial de segunda ordem (elementos P2). As fronteiras do dominio séo representa-
das por 200 elementos de linha quadraticos, enquanto os quatro pontos geométricos
permanecem como entidades de dimensao zero. A utilizacao de elementos quadrati-
cos aumenta o ntimero de graus de liberdade em comparagao com uma discretizacao

linear, proporcionando maior precisao espacial na solu¢ao numérica do problema.

Tabela 4.1: Resumo dos elementos da malha da cavidade unitaria gerada com Gmsh

Tipo de entidade Quantidade
Pontos geométricos 4
Linhas geométricas (bordas) 4
Superficies (2D) 1

Nos totais na malha 11.861
Elementos totais 6.034
Elementos de ponto (0D) 4
Elementos de linha quadraticos (1D) 200
Elementos triangulares quadraticos (2D) 5.830

Figura 4.2: Malha estruturada da cavidade unitaria
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4.2 Escoamento ao Redor de um Cilindro

4.2.1 Importancia do Problema

O escoamento ao redor de um cilindro é um caso classico e amplamente utilizado em
Dinamica dos Fluidos Computacional (CFD) por concentrar fenémenos fundamen-
tais da mecénica dos fluidos externa. Trata-se de um problema que envolve separacao
da camada limite, formagao e desprendimento periddico de vortices (esteira de von
Karman) e transigao de regime laminar para turbulento [97]|, dependendo do nu-
mero de Reynolds. Esse caso é particularmente relevante para a avaliacao de forgas
aerodinamicas (arrasto e sustentagao oscilatoria) e para o estudo de instabilidades

hidrodinamicas associadas & emissao de vortices.

4.2.2 Geometria, condicoes de contorno e parametros de si-
mulacao

O fluxo é descrito em um sistema de coordenadas cartesianas, onde o eixo x estéa
alinhado com a direcao do escoamento e o eixo y é transversal e ortogonal ao eixo
do cilindro, em um dominio bidimensional que representa um canal retangular com
comprimento [ = 2,2 e altura 0,41. As condi¢bes de contorno impoem uma ve-
locidade uniforme de entrada u = (1,5,0) na fronteira de entrada I'y, (localizada
em x = 0), correspondendo a um nimero de Reynolds Re = 100. Condigoes de
nao deslizamento, ou seja, velocidade nula, sao aplicadas nas paredes do canal I'yans
(em y = 0 e y = H) e na superficie do cilindro I'gps. Finalmente, uma condigao
de pressao zero p = 0 é prescrita na fronteira de saida I'yy;. O cilindro possui raio

r = 0,05 e estéa localizado na posicao (¢, ¢,) = (0,2,0,2).
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Figura 4.3: Esquema geométrico do problema de escoamento ao redor de um cilindro.
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4.2.3 Geragao de Malha

Foi utilizada uma malha nao estruturada, refinando os elementos até um tamanho
minimo Ay, = 5 nas regioes proximas ao cilindro, ou seja, para distancias d < r.
Fora dessa regiao, o tamanho dos elementos aumenta gradualmente até um maximo
hmax = 0,1H para distancias d > H. A simulagao foi realizada em uma malha

bidimensional composta por 3968 células e 4132 vértices.

(J

Figura 4.4: Malha nao estruturada para o escoamento ao redor de um cilindro

A malha foi gerada utilizando Gmsh (versao 4.13.1), com a geometria represen-
tando um canal contendo um obstéaculo circular. A malha resultante é de segunda
ordem (curvilinear) e foi otimizada utilizando o algoritmo do Netgen. Foram utili-
zados 45.152 noés e um total de 11.629 elementos, distribuidos entre elementos qua-
drilateros de segunda ordem, elementos lineares e pontos geométricos. A geracao da
malha foi realizada com recombinacao de elementos triangulares em quadrilateros e
refinamento proximo ao obstaculo. A Tabela apresenta um resumo quantitativo

dos principais elementos da malha.

Tabela 4.2: Resumo dos elementos da malha gerada com Gmsh para o escoamento

ao redor de um cilindro

Tipo de entidade Quantidade
Pontos geométricos 5
Linhas (bordas geométricas) 5
Superficies (2D) 1

Nos totais na malha 45.152
Elementos totais 11.629
Line (1D) 448
Quadrilateral (2D) 11.176
Point (0D) 5
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4.3 Estratégia de avaliacao

As duas simulacoes foram executadas conforme as condic¢oes especificas descritas em
cada exemplo e seguindo rigorosamente o workflow acoplado FOM-ROM apresen-
tado na Se¢ao anterior. Em ambos os casos, a integragao temporal inicia-se a partir
de uma condicao inicial resolvida exclusivamente pelo modelo de ordem completa,
uma vez que, no primeiro passo de tempo, ainda nao ha snapshots suficientes para
construir a aproximacao reduzida via DMD.

A medida que a simulacéo avanca, os campos de velocidade e pressao sdo armaze-
nados separadamente, garantindo consisténcia numérica na construgao das matrizes
de snapshots. A partir do segundo passo de tempo, o modelo de ordem reduzida
(ROM-DMD) passa a atuar como preditor, fornecendo uma estimativa da solugao
no passo futuro. Essa previsao é entao validada por meio da norma do residuo da
equacao global. Neste trabalho, foi adotada uma tolerancia fixa de 10~* para a
norma do residuo em ambos os problemas analisados. Caso a norma exceda esse
valor, o passo é rejeitado e o FOM é novamente acionado para corrigir a solugao e
atualizar a base de dados. Caso contrario, a previsao do ROM é aceita, substituindo
temporariamente o FOM e iniciando um novo ciclo computacional.

Para analisar a influéncia do grau de truncamento na qualidade da aproximacao,
o posto reduzido r da DMD foi variado sistematicamente. No problema da cavidade
impulsionada por tampa foram considerados r = 20,40,60 e o posto 6timo rgp,
enquanto no escoamento ao redor de um cilindro adotaram-se r = 20,40, 80 e rqpy.
Essa escolha permitiu investigar o compromisso entre custo computacional e precisao
da reconstrugao modal.

Durante as simulacoes, diferentes métricas quantitativas foram monitoradas para
avaliar desempenho e robustez do método: (i) a norma do residuo, utilizada como
critério de transicio entre ROM e FOM com tolerancia 107%, (ii) o erro de Fro-
benius associado a reconstrugao completa dos snapshots, (iii) o erro local definido
como a diferenca entre a solucao FOM e a aproximagao DMD quando ambas estao
disponiveis, e (iv) o tempo computacional total de execugdo. Ambos os casos foram
executados na mesma méaquina computacional, garantindo uniformidade nas condi-
¢oes de comparagao e permitindo uma analise consistente do ganho de desempenho

proporcionado pelo modelo de ordem reduzida.
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Capitulo 5
Resultados e Discussoes

Nesta se¢ao sao apresentados os resultados obtidos a partir da implementagao do
arcaboucgo proposto para a aceleracao de simula¢oes numéricas. A metodologia de-
senvolvida é avaliada por meio de dois casos de referéncia classicos da Dinamica dos
Fluidos Computacional: o problema da cavidade com tampa movel e o escoamento

ao redor de um cilindro.

5.1 Problema da Cavidade

5.1.1 Campos de Velocidade e Pressao

Inicialmente, realiza-se uma comparagao visual entre a solucao de ordem completa
(FOM) e a aproximagao obtida via DMD no instante final da simulacao (t = 15s).
Para essa anélise, foi empregado o modelo DMD com posto 6timo (r = 135) e modo
exato habilitado, conforme implementado no pacote PyDMD.

A Figura[5.1] apresenta a comparacao entre os campos de velocidade obtidos pelo
FOM e pelo modelo reduzido. Observa-se que a aproximagao DMD reproduz ade-
quadamente as principais estruturas do escoamento, incluindo o véortice primério no
interior da cavidade e os gradientes intensos proximos a tampa moével. A distribuigao
espacial do campo, bem como a posicao e intensidade das regioes de recirculacao,
mostram elevada concordancia entre as duas solugoes.

As diferencgas visuais sao minimas e restritas a pequenas variagoes locais, nao
comprometendo a representacao global da dinamica do escoamento. De modo geral,
os resultados confirmam que o posto 6timo selecionado é suficiente para capturar
os modos dominantes do sistema, garantindo uma reconstrucao fiel do campo de

velocidade no instante analisado.
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Figura 5.1: Comparacao entre a simulacao FOM original e a aproximacao online
DMD do campo de velocidade em t = 15s.

Realiza-se a comparagao entre a solu¢gao FOM e a aproximagao Online DMD para
o campo de pressao no instante ¢ = 15s. Observa-se elevada concordancia global
entre as distribuicoes, indicando que o modelo reduzido reproduz adequadamente
a estrutura espacial do campo. Nota-se uma leve diferenca de coloracao em um
dos cantos do dominio, associada a condigao de referéncia da pressao (fixagdo em
um ponto para garantir unicidade da solu¢ao). Essa discrepancia ¢ local e nao

compromete a representacao global do campo,
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Figura 5.2: Comparagao entre a simulagaio FOM original e a aproximacao online

DMD do campo de pressao em t = 15s.
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5.1.2 FErro Local

A Figura 5.3 apresenta a distribui¢ao do erro local para os campos de velocidade e
pressao no instante t = 15s. Observa-se que, para a velocidade, a magnitude do erro
¢ da ordem de 1073, indicando boa concordancia com a solucao FOM. O erro nao se
distribui de forma uniforme no dominio, concentrando-se principalmente na regiao
central da cavidade, onde se desenvolvem estruturas vorticais e maiores gradientes
de velocidade. Isso é esperado, pois tais regioes apresentam maior complexidade
dindmica e sao mais sensiveis a truncagem modal do DMD. Para o campo de pres-
sao, o erro apresenta magnitude ainda menor e distribuicao espacial mais suave,
sem concentragoes intensas localizadas. As pequenas discrepancias observadas estao
associadas as regioes de maior acoplamento com o campo de velocidade e a condicao

de referéncia da pressao.
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Figura 5.3: Distribuicao do erro local entre a solugao FOM e a aproximacao Online

DMD para os campos de velocidade e pressao em t = 15s (r = 55).

5.1.3 Analise do Posto

A Tabela[5.I|permite analisar diretamente a influéncia do posto reduzido r da matriz
DMD tanto na quantidade de previsoes aceitas dentro da tolerancia prescrita quanto
na qualidade da reconstrucao medida pelo erro relativo de Frobenius.

Observa-se inicialmente que o aumento do posto r esté diretamente associado
ao crescimento do nimero de previsoes realizadas exclusivamente pelo ROM dentro
da tolerancia de 10~*. Para r = 20, apenas 11 previsoes foram aceitas, indicando
que a base modal reduzida é insuficiente para capturar adequadamente a dinamica
dominante do sistema. A medida que o posto aumenta para r = 40 e r = 60,
o namero de previsoes cresce significativamente (141 e 188, respectivamente), evi-
denciando que uma maior quantidade de modos melhora a capacidade preditiva do

modelo reduzido.
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Tabela 5.1: Numero de previsoes do ROM dentro da tolerancia prescrita e erros
relativos de Frobenius (em porcentagem) para os campos de pressao e velocidade
em diferentes postos utilizando DMD

Posto Previsoes com DMD Erro relativo de Fro- Erro relativo de Fro-
benius para veloci- benius para pressao

dade [%] [%]
20 11 0,13 0,09
40 141 0,54 0,41
60 188 0,36 0,69
Otimo* 185 0.78 0.62

Entretanto, a analise dos erros relativos de Frobenius revela um comportamento
distinto. Embora o niimero de previsoes aumente com r, o erro relativo também
cresce progressivamente. Para r = 20, os erros sao relativamente baixos (0,13% para
velocidade e 0,09% para pressao), enquanto para r = 60 os erros atingem 0,86% e
0,69%, respectivamente. Esse comportamento sugere que o aumento excessivo do
posto pode introduzir modos menos relevantes dinamicamente, potencialmente as-
sociados a ruido numérico ou pequenas flutuagoes da solucao, degradando levemente
a qualidade global da reconstrucao.

Comparando-se o caso de posto 6timo (rpt) com 7 = 60, observa-se que ambos
apresentam numero de previsoes bastante semelhante (185 contra 188), indicando
capacidade preditiva praticamente equivalente. No entanto, o caso 6timo apresenta
erros relativos menores (0,78% para velocidade e 0,62% para pressao), evidenciando
melhor equilibrio entre precisao e capacidade de generalizagao. Esse resultado sugere
que valores excessivamente elevados de r podem levar a um ajuste excessivo da base
modal aos snapshots disponiveis, caracterizando um possivel efeito de overfitting, no
qual o modelo captura componentes pouco relevantes da dinamica em detrimento
da robustez global da aproximagao. De forma geral, os resultados indicam que o
aumento do posto reduzido melhora a frequéncia de utilizagdo do ROM no esquema
acoplado, reduzindo a dependéncia do FOM. Entretanto, existe um compromisso
claro entre capacidade preditiva e qualidade da reconstrucao, sendo o posto 6timo
aquele que maximiza o niimero de previsoes mantendo o erro global controlado. Essa
analise reforca a importancia de um critério sistematico para selecao do posto da
DMD, especialmente em simulacoes transientes acopladas FOM—-ROM.

Os graficos apresentados mostram a evolugao do posto efetivo das matrizes DMD
para velocidade e pressao ao longo dos passos de tempo da simulacao da cavidade
com nimero de Reynolds 400, utilizando o método opt-DMD. O eixo horizontal re-
presenta os passos de tempo da simulacao, enquanto o eixo vertical indica o posto
efetivo da matriz DMD, ou seja, o nimero de modos dindmicos necesséarios para
capturar a dindmica dominante do sistema em cada instante. A cor parpura cor-

responde a velocidade e a laranja a pressao. O opt-DMD ajusta dinamicamente o
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ntimero de modos retidos para representar adequadamente o sistema; assim, o au-

mento do posto indica a emergéncia de estruturas de fluxo mais complexas ao longo

do tempo,
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Figura 5.4: Historico temporal do posto 6timo da matriz DMD para a velocidade
(esquerda) e pressao (direita)

enquanto regioes de platd sugerem comportamentos relativamente estaveis ou pe-
riddicos, nos quais nao sao necessarios modos adicionais. No caso da velocidade,
observa-se um incremento progressivo do posto de aproximadamente 15 até 115,
evidenciando que, inicialmente, o fluxo é relativamente simples, dominado pelo de-
senvolvimento de voértices na cavidade, e que, com o avan¢o da simulagao, surgem
escalas de movimento mais complexas, aumentando o nimero de modos necessarios.

A estabilizacao final do posto sugere a aproximacao de um estado quase esta-
cionério, caracteristico de um fluxo de cavidade a Re = 400. Para a pressao, o
comportamento do posto é semelhante ao da velocidade, refletindo o forte acopla-
mento entre ambos os campos, sendo que pequenas diferencas na inclinacao ou saltos
no grafico podem indicar respostas locais da pressao a alteracoes do fluxo, como a
formagcao ou dissipacao de vortices em instantes especificos. Esses resultados evi-
denciam a capacidade do opt-DMD de ajustar continuamente o nimero de modos
dindmicos ao longo da simulacao para capturar a dinamica dominante do sistema,
destacando que, inicialmente, poucos modos sao suficientes para representar o fluxo

simples e o desenvolvimento da camada limite.
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5.1.4 Evolugao da norma do residuo

A analise do histoérico da norma do residuo para os trés cenérios evidencia de forma
clara a influéncia do posto de truncamento r na qualidade da aproximacao e na
dindmica do acoplamento FOM-ROM.
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Figura 5.5: Historico temporal da norma do residuo para o FOM-ROM acoplado

No caso Opt*, observa-se um comportamento equilibrado, no qual o FOM pro-
move redugoes significativas do residuo, atingindo ordens préoximas a precisao de

méquina, enquanto o DMD mantém a solugao dentro da tolerancia prescrita, carac-
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terizando um regime estavel com adequada representacao das estruturas dindmicas
dominantes. Para r = 20, verifica-se um aumento da atividade oscilatéria e uma
maior frequéncia de reativagoes do modelo completo, sugerindo uma menor esta-
bilidade aparente na implementacao do MOR. Contudo, esse comportamento pode
estar associado a uma sub-representacao modal, implicando perda de informagao
espectral relevante e, consequentemente, uma limitacao na capacidade preditiva do
modelo reduzido. Por outro lado, para r = 40, a inclusao de um nimero maior
de modos proporciona maior fidelidade na reconstrucao da dinamica do sistema,
produzindo resultados bastante semelhantes ao caso otimizado. A principal dife-
renga reside no fato de que as regioes de ativagao do modelo de ordem reduzida
nao sao uniformes ao longo da simulacao, em comparacao com o modelo otimi-
zado. Em termos globais, os resultados demonstram que a escolha de r estabelece
um compromisso intrinseco entre precisao espectral, estabilidade numérica e custo
computacional, sendo o caso otimizado aquele que melhor equilibra tais aspectos no

contexto do acoplamento adaptativo entre modelos de ordem completa e reduzida.

5.1.5 Ganho de desempenho

Os resultados apresentados na Tabela mostram a comparacao do custo compu-
tacional entre o modelo de ordem completa e o modelo reduzido obtido a partir
da técnica de decomposicao modal dindmica. Observa-se que o tempo de execugao
do FOM para a simulacao completa é de 300 s, servindo como referéncia para a

avaliacao do ganho computacional proporcionado pelo modelo reduzido.

Rank Tempo ROM [s|] Tempo FOM [s|] Tempo Total [s] Speedup

FOM - 300 300 -
20 9 238 247 1.22
40 35 213 248 1.18
60 74 181 255 1.17

Opt* 83 146 229 1.31

Tabela 5.2: Comparacao do custo computacional entre o modelo de ordem completa
(FOM) e o modelo reduzido.

Para os diferentes valores do posto considerados, verifica-se que o tempo total
de execugao ¢ reduzido em relagao ao FOM, resultando em fatores de aceleragao
(speedup) superiores a unidade. No caso de rank igual a 20, o tempo total de
execucao ¢ de 247 s, correspondendo a um speedup de aproximadamente 1.22. A
medida que o posto aumenta para 40 e 60, observa-se um aumento no custo associado

ao calculo do ROM, refletido no crescimento do tempo de reconstru¢cao do modelo
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reduzido. Consequentemente, o ganho computacional tende a diminuir ligeiramente,
resultando em speedups de 1.18 e 1.17, respectivamente.

Por outro lado, o caso identificado como posto 6timo apresenta o melhor de-
sempenho computacional, com um tempo total de 229 s e um speedup de aproxi-
madamente 1.31, conforme apresentado na Tabela 5.2 Esse resultado sugere que
existe um compromisso entre a dimensao do subespago modal utilizado na reconstru-
¢ao do escoamento e o custo computacional do método reduzido. Assim, a escolha
adequada do rank permite preservar as principais estruturas dinamicas do escoa-
mento enquanto reduz o tempo de processamento em comparagao com o modelo de
ordem completa. De forma geral, os resultados indicam que o uso do modelo re-
duzido possibilita uma diminui¢ao do custo computacional da simulagao, mantendo
ao mesmo tempo a capacidade de capturar as caracteristicas dindmicas principais
do escoamento. Esse comportamento reforca o potencial de técnicas baseadas em
decomposi¢ao modal como ferramentas eficientes para acelerar simulagoes numéri-
cas e para o desenvolvimento de modelos substitutos em problemas de dindmica de

fluidos computacional.
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5.2 Escoamento ao Redor de um Cilindro

5.2.1 Campos de Velocidade e Pressao

Nesta secao, apresentamos e discutimos os resultados obtidos com o modelo de-
senvolvido. Para isso, iniciamos com uma comparacao visual entre o escoamento
original e a previsao aproximada dos campos de velocidade e pressao no passo de
tempo final, onde foi aplicado um modelo DMD com posto 6timo ( r = 135 ) e modo
exato habilitado, conforme implementado no pacote PyDMD. A Figura mostra
essa comparacao, na qual é possivel observar visualmente a semelhanca entre ambos

os campos ao comparar a simulacao FOM com os resultados obtidos via DMD.

[ 2.7e+00
2

-1

l 0.0e+00

.

(a) Simulagdo FOM da velocidade ¢ = 3s

I 2.7e+00
2

i

l 0.0e+00

(b) Aproximagéo Online DMD da velocidade t = 3s

Figura 5.6: Comparagao entre a simulagao original FOM e a aproximagao online

DMD para o campo de velocidade em ¢ = 3s.

A Figura[5.7 apresenta a comparagao entre a simulagdo completa e a aproxima-
¢ao reduzida por meio do Online DMD para o campo de pressao em t = 3s. De
modo geral, observa-se uma excelente concordancia qualitativa entre ambas as solu-
¢oes, especialmente na distribuigao global do campo e na localizacao dos gradientes
mais intensos ao redor do obstéculo circular. O modelo DMD consegue capturar
corretamente a estrutura principal do campo de pressao, incluindo a regiao de alta
pressao a montante do cilindro e a zona de baixa pressao na esteira. Isso indica
que os modos dominantes retidos na decomposicao sao suficientes para represen-
tar a dinamica principal do sistema neste instante temporal. Entretanto, podem
ser observadas pequenas diferencas em regioes onde o gradiente de pressao é mais

acentuado, particularmente nas proximidades da superficie do cilindro e na regiao
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imediata de separacao. Essas discrepancias sao esperadas, uma vez que o modelo

reduzido tende a suavizar estruturas de pequena escala devido a truncagem modal.

2.6e+00
E

-0

-1.4e+00

(a) Simulacdo FOM da pressao t = 3s

2.60+00
K

-1.4e+00

(b) Aproximagao online DMD da pressao t = 3s

Figura 5.7: Comparagao entre a simulacao original FOM e a aproximacao online

DMD para o campo de pressao em t = 3s.

5.2.2 FErro Local

Com base na comparagao anterior, a Figura [5.8] apresenta o erro local entre os
campos de velocidade e pressao obtidos pelo Modelo de Ordem Completa e pelo
modelo reduzido FOM-DMD no instante ¢ = 3s. A distribuigao espacial do erro
revela caracteristicas importantes sobre o desempenho do modelo reduzido.

No campo de velocidade, observa-se que os maiores valores de erro estao concen-
trados principalmente na regiao de formacao e desprendimento de vortices a jusante
do cilindro. Essa regiao é caracterizada por fortes gradientes, comportamento al-
tamente nao linear e elevada sensibilidade as estruturas coerentes transientes. A
concentracao do erro nessas areas indica que a base modal truncada do DMD, em-
bora capaz de capturar a dinAmica dominante, apresenta limitacoes na reconstrugao
de escalas espaciais menores e de fendmenos convectivos mais complexos. Ainda
assim, a magnitude do erro permanece relativamente baixa quando comparada aos
valores caracteristicos do campo de velocidade, sugerindo boa capacidade preditiva
global. Para o campo de pressao, o erro apresenta menor extensao espacial e esta
mais localizado nas proximidades do obstaculo e na regiao imediata da esteira. A
distribuicao mais compacta do erro indica que a reconstrucao do campo de pressao

¢ mais estavel e menos sensivel as estruturas vorticosas de pequena escala.
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Figura 5.8: Erro nas aproximagoes de velocidade e pressao calculado em cada né do

dominio.

5.2.3 Analise do Posto

Para avaliar ainda mais o desempenho do ROM, testamos nossa estratégia utilizando
diferentes valores de r. A Tabela consolida os resultados para r = {40, 60,80},
bem como o caso em que o DMD otimiza r durante a execucao da simulagao
(Otimo*). Avaliamos com que frequéncia as previsoes em tempo real apresentam
residuos dentro da tolerancia prescrita e os erros relativos de Frobenius entre as so-
lugoes do Modelo de Ordem Completa e aquelas obtidas pelo método FOM-DMD.

A medida que r aumenta, a qualidade da previsdo por passo de tempo melhora,
indicando uma aproximagcao local mais precisa pelo ROM. Apesar disso, os erros de
Frobenius para pressao e velocidade permanecem quase constantes devido a baixa
tolerancia na norma dos residuos, garantindo previsoes confidveis.

Observamos que, para este caso 6timo, 135 passos de tempo — cerca de 45% dos
300 passos de tempo totais — foram processados utilizando DMD, em vez de exigir
a computacao do modelo FOM completo. Isso sugere que modelos de posto diné-
mico oferecem uma melhor aproximacao local e eficiéncia adaptativa em comparagao
com modelos de posto estatico, pois capturam de forma mais eficaz as mudancas
temporais do sistema.

O posto de decomposigao 6timo para ambas as matrizes de velocidade e pressao
varia a cada passo de tempo durante a simulacao, refletindo os modos dindmicos
necessarios para melhor aproximar as solugoes numéricas. Notavelmente, ambas as

matrizes exibem um comportamento linear em relacao a o posto e compartilham o
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Tabela 5.3: Numero de previsoes do ROM dentro da tolerancia prescrita e erros
relativos de Frobenius (em porcentagem) para os campos de pressao e velocidade
em diferentes postos utilizando DMD

Posto Previsoes com DMD Erro relativo de Fro- Erro relativo de Fro-
benius para veloci- benius para pressao

dade [%] [%]
40 38 1.5158 0.2245
60 55 1.5138 0.2245

80 90 1.5087 0.2451

Otimo* 135 1.4081 0.2452

mesmo tamanho, destacando um padrao consistente na evolugao do posto dinamico.

A Figura ilustra essas variagoes ao longo da simulacao.

Velocity DMD Matrix Pressure DMD Matrix

140/ 140

1201 1204

100 100

£ 80 £ 804
] [0}
3 [

60 60

40 40

20 20/

0 50 100 150 200 250 [ 50 100 150 200 250
Time steps Time steps

Figura 5.9: Evolugdo temporal do posto 6timo da matriz DMD para Velocidade (a
esquerda) e Pressao (a direita)
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5.2.4 Evolugao da norma do residuo

Com relacao a evolugao dos erros ao longo do tempo, a Figura [5.10| mostra a evo-
lugao da norma do residuo, calculada a partir do vetor de solucao contendo pressao
e velocidade, ao longo da simulagao. A linha tracejada vermelha indica o nivel
de tolerancia definido, enquanto os marcadores azuis representam as aproximagoes
obtidas via DMD e os marcadores cinza correspondem as solu¢oes do Modelo de
Ordem Completa . O intervalo de tempo inicial marca a janela temporal usada para
inicializar o método. Pode-se observar que o modelo DMD captura com sucesso a
dinamica subjacente e fornece previsoes para velocidade e pressao apenas dentro
dessa janela de inicializagao. Em contraste, o FOM fornece resultados ao longo de

toda a duragao da simulagao.
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Figura 5.10: Historico temporal da norma do residuo para o sistema acoplado FOM-
ROM
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Na Figura , o ajuste dindmico do posto permite que a simulacao avance
por mais passos de tempo, possibilitando uma captura mais precisa da dindmica
do sistema ao longo de toda a simula¢do. Por outro lado, a Figura [5.10(b)| que
utiliza um posto constante (r = 40), alcanca previsdes precisas apenas até certo
ponto no tempo, apdés o qual o residuo comeca a crescer e ultrapassa o nivel de
tolerancia pré-definido. Vale ressaltar que, embora o caso com posto 6timo permita
que a simulagao prossiga por mais tempo, ele também apresenta um aumento mais
pronunciado do residuo nas etapas finais em comparagao com o caso de posto fixo.
Isso indica a existéncia de um compromisso entre a manutencao da precisao e a

extensao do horizonte temporal ao empregar estratégias de reducao adaptativa.

5.2.5 (Ganho de desempenho

Por fim, com relacao a eficiéncia, a Tabela[5.4] apresenta o tempo total de execucao e
o ganho de desempenho obtido para diferentes postos DMD. A medida que o ntimero
de modos dindmicos aumenta, a previsao se torna mais precisa (como demonstrado
anteriormente), ao mesmo tempo em que melhora a eficiéncia computacional geral.
Embora se saiba que adicionar mais modos aumenta o custo computacional do al-
goritmo DMD, o aumento no ntimero de solugoes ROM aceitéveis ainda evidencia
uma maior eficiéncia do sistema. A configuragdo 6tima alcanga o maior ganho de

desempenho com o menor tempo computacional entre todos os casos.

Tabela 5.4: Tempo total de simulacao e speedup para as predicoes do DMD usando
varios postos
Rank Tempo ROM [s| Tempo FOM [s] Tempo Total [s] Speedup
FOM — 900 900 -
40 27 786 823 1.097

60 105 735 840 1.071
80 223 630 853 1.055
Opt* 250 510 760 1.184
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Capitulo 6

Conclusoes e Trabalhos Futuros

6.1 Conclusoes

A partir da aplica¢ao do modelo de ordem reduzida baseado em DMD )aos dois casos
estudados — o escoamento ao redor de um cilindro e o problema classico da cavidade

com tampa moével — podem-se destacar as seguintes conclusoes:

e A estratégia de reducao de ordem implementada em regime online mostrou-
se vidvel e eficiente, permitindo a integracao direta do modelo reduzido ao
solver de ordem completa , com substituicao progressiva das iteragoes nao
lineares apoés a fase inicial da simulacao, sem necessidade de pré-processamento

extensivo.

e No caso do escoamento ao redor do cilindro, o modelo DMD foi capaz de
capturar adequadamente os principais fenémenos fisicos, incluindo a separagao
da camada limite e o desprendimento periodico de vortices na esteira (formagao

da esteira de von Kéarman), preservando a dindmica transiente do escoamento.

e Para o problema da cavidade, o método reproduziu corretamente a formacao
do vortice priméario central e das regioes de recirculagao secundarias, demons-
trando que os modos dinamicos extraidos representam de forma consistente os

padroes dominantes do escoamento.

e Em ambos os casos, a evolugao temporal dos campos de velocidade e pressao

apresentou boa concordancia com a solugao de ordem completa, indicando que
o ROM baseado em DMD mantém fidelidade fisica adequada.

e A escolha apropriada do nimero de modos dindmicos mostrou-se fundamental
para garantir o equilibrio entre precisao e eficiéncia computacional, evitando

perda de informacao relevante ou degradacao da estabilidade numérica.
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e Observou-se reducao no tempo total de simulagao em comparacao com o mo-
delo de ordem completa, evidenciando o potencial da abordagem para acelerar

simulagoes transientes em Dindmica dos Fluidos Computacional.

6.2 Trabalhos Futuros

Como trabalhos futuros, propoe-se:

e Avaliar o desempenho do método para nimeros de Reynolds mais elevados,

especialmente em regimes com turbuléncia.

e Investigar critérios adaptativos para ativagao e desativagao do ROM durante

a simulagao, com base em indicadores de erro ou normas de residuo.

e Eistender a metodologia para geometrias mais complexas, simulacoes tridimen-

sionais e possiveis acoplamentos com modelos de turbuléncia.

e Verificar como a escolha do esquema de solugao (acoplado ou monolitico) in-

fluencia o processamento e a predicao do modelo DMD.
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