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A analise petrogra ca de rochas carbonaticas desempenha um papel crucial na
caracterizacao de reservatorios de petroleo, especialmente no contexto do pré-sal bra-
sileiro. Este trabalho investiga a aplicacdo de redes neurais convolucionais (CNNSs)
para a classi cagdo automatizada de laminas petrogra cas de rochas carbonaticas
da Formacao Barra Velha, focando nas litologias esferulititos, estromatolitos, lami-
nitos e retrabalhados. Uma revisao rigorosa do dataset original foi realizada, com
correcdo de anotacdes e exclusdo de amostras inadequadas, gerando um conjunto
mais homogéneo e representativo. Além da avaliacdo simples, foi conduzida uma
avaliacdo completa em 120 amostras, que permitiu identi car parametros diagnos-
ticos importantes para melhorar a distingdo entre classes, como a forma e tipo dos
poros, habitos minerais, processos diagenéticos e organizacao espacial dos elementos.
Modelos previamente desenvolvidos foram replicados com abordagens one-versus-all
(OvA) e multiclasses, e novos modelos foram treinados com o dataset corrigido. Os
resultados mostraram avancos signi cativos na acuracia e F1-score, especialmente
apos a revisao dos dados. A classi cacdo dos esferulititos permaneceu desa adora
devido a semelhanca textural com outras classes e complexidade mineralégica. O
estudo destaca a importancia da qualidade das imagens e precisdo das anotacoes
para o desempenho dos modelos e propde, como futuras melhorias, o uso de imagens
com luz polarizada cruzada e técnicas avancadas de segmentacao para individualizar
componentes diagndésticos, contribuindo para a analise petrogra ca automatizada na
industria de 6leo e gés.
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The petrographic analysis of carbonate rocks plays a crucial role in the character-
ization of oil reservoirs, especially in the context of the Brazilian pre-salt. This work
investigates the application of convolutional neural networks (CNNSs) for the auto-
mated classi cation of petrographic thin sections of carbonate rocks from the Barra
Velha Formation, focusing on the lithologies spherulitites, stromatolites, laminites,
and reworked rocks. A rigorous review of the original dataset was conducted, in-
cluding correction of annotations and exclusion of inadequate samples, resulting in a
more homogeneous and representative dataset. In addition to a simple evaluation, a
comprehensive assessment was performed on 120 samples, which allowed the identi -
cation of important diagnostic parameters to improve class distinction, such as pore
shape and type, mineral habits, diagenetic processes, and spatial organization of ele-
ments. Previously developed models were replicated using one-versus-all (OvA) and
multiclass approaches, and new models were trained with the corrected dataset. The
results showed signi cant improvements in accuracy and F1-score, especially after
data revision. Classi cation of spherulitites remained challenging due to textural
similarity with other classes and mineralogical complexity. The study highlights
the importance of image quality and annotation accuracy for model performance
and proposes, as future improvements, the use of images with cross-polarized light
and advanced segmentation techniques to individualize diagnostic components, con-
tributing to automated petrographic analysis in the oil and gas industry.
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Capitulo 1

Introducao

A analise petrogra ca de rochas sedimentares, em especial as carbonaticas, desem-
penha um papel crucial na caracterizagdo de reservatorios de petroleo, dada sua
relevancia na industria de 6leo e gas. As rochas carbonéticas, frequentemente as-
sociadas a grandes volumes de hidrocarbonetos, possuem alta complexidade devido
a heterogeneidade mineralogica e estrutural, fruto de processos diagenéticos e de-
posicionais. Tradicionalmente, essa andlise € realizada de forma manual, por um
especialista em petrogra a, utilizando microscopia 6ptica [1], con gurando um pro-
cesso demorado e sujeito a subjetividade. Nesse contexto, o avango de técnicas de
aprendizado de maquina e visdo computacional surge como uma alternativa promis-
sora, permitindo maior e ciéncia e precisdo na classi cacao petrogra ca.

Este trabalho tem como objetivo principal buscar entender e analisar os erros
do modelo CNN na classi cacdo de laminas petrogra cas de rochas carbonaticas
da Formacdo Barra Velha, localizado na sessédo pré-sal da Bacia de Santos. As
amostras utilizadas séo pertencentes ao Campo de Buzios. Para este entendimento
foi realizado um re namento de modelos previamente desenvolvidos por Faria et
al. (2025) [2] e apresentados no artigo "Automatic classi cation of Carbonatic thin
sections by computer vision techniques and one-vs-all models”. O artigo apresenta
uma metodologia de classi cacdo para inferir as quatro classes de litologia de maior
ocorréncia em na Formacgdo Barra Velha: estromatdlitos (ETR), laminitos (LMT),
esferulititos (ESF) e retrabalhados (RET; correspondentes a grainstones e rudstones)
a partir de imagens de fotomosaicos de laminas petrogra cas.

As propostas sdo a aplicacdo dos modelos Binarios com abordagem One-Vs-
All (OVA) e Multiclasse, gerados no artigo, aos datasets originados nesta pesquisa.
Estes dataset sdo formados por imagens de amostras de diversos pocos do Campo de
Buzios e também pertencentes a Formacédo Barra Velha. Este conjunto de imagens é
mais homogéneo no tocante a tamanho, resolucdo e iluminacgado, por se tratarem de
imagens adquiridas em um mesmo equipamento. Outra proposta é a construcao de
modelos, utilizando a arquitetura e parametros descritos no artigo, porém aplicando



0 dataset organizado nesta pesquisa, para treinamento e validacdo do modelo.

A principal contribuicdo deste trabalho esta na reviséo rigorosa do dataset uti-
lizado. Foram realizadas novas anotacdes litologicas e exclusdes de amostras ina-
dequadas, resultando em um conjunto de dados mais homogéneo e representativo.
Isto possibilitou avangos signi cativos na classi cacdo de litologias, especialmente
para as classes mais desa adoras. Além disso, este estudo se destaca por identi car
e detalhar os fatores, como a necessidade de diferenciar elementos deposicionais de
minerais diagenéticos, a relevancia de padrdes texturais, como formas de porosidade
e organizacdo mineral, que sao bastante Uteis para auxiliar na distin¢cao de litotipos,
em problemas de classi cacao.

O conteudo do trabalho esta organizado da seguinte forma:

Capitulo 2 Revisao Bibliogra ca: Este capitulo aborda os avancos e desa os da
aplicacado de aprendizado de maquina, especialmente redes neurais convolucionais
(CNNs), na classi cacdo petrogra ca de rochas carbonéticas. S&o apresentados
trabalhos anteriores que utilizaram técnicas de visdo computacional para identi car
litologias a partir de imagens de laminas petrogra cas, destacando a importancia
da qualidade dos dados, o problema do desbalanceamento das classes e métodos de
aumento de dados para melhorar a performance dos modelos.

Capitulo 3 Fundamentacdo Teodrica: Aqui sdo apresentados os conceitos fun-
damentais para o entendimento do estudo. Inicialmente, descreve-se a natureza
complexa das rochas carbonaticas da Formacéo Barra Velha, incluindo suas classi -
cacOes texturais e deposicionais. Em seguida, detalha-se o processo de obtencéo das
imagens petrogra cas, incluindo a preparacéo das laminas e técnicas de microscopia
Optica utilizadas. O capitulo também explica os principios das redes neurais convo-
lucionais, suas camadas principais e a operacdo de convolucao, além de descrever a
técnica de classi cacdo one-versus-all (OvA), empregada para lidar com problemas
multiclasses na classi cacéo litolégica.

Capitulo 4 Materiais e Métodos: Este capitulo detalha a composicéo do da-
taset inicial, contendo imagens de quatro litologias principais (esferulititos, estro-
matolitos, laminitos e retrabalhados) da Formacao Barra Velha, e o processo de
pré-processamento das imagens, que inclui padronizacédo de tamanho e de nicdo da
regido de interesse (ROI). E descrito o rigoroso processo de revisdo e correcdo das
anotacdes originais do dataset, dividido em avaliacao simples (correcao de discrepan-
cias entre anotacdes e predicdes do modelo) e avaliacdo completa (anélise detalhada
para identi car caracteristicas diagnosticas). Também sao apresentados os seis mo-
delos de classi cacao testados, incluindo abordagens one-versus-all e multiclasses,
além dos detalhes de treinamento, validacdo e métricas utilizadas para avaliacdo do
desempenho.

Capitulo 5 Resultados e Discussdes: Sao apresentados os resultados obtidos



pelos diferentes modelos aplicados ao dataset original e ao dataset corrigido, desta-
cando as melhorias signi cativas na acuracia e F1-score ap0s a revisdo dos dados.
Discute-se a performance individual das classes litologicas, evidenciando que algu-
mas, como os esferulititos, apresentam maior di culdade de classi cagdo. O capitulo
também analisa os erros recorrentes entre classes, relacionando-os a caracteristicas
petrogra cas especi cas e limitacdes dos modelos. Por m, sdo discutidas as impli-
cacoes das correcdes feitas no dataset para a robustez dos modelos e as di culdades
associadas a variabilidade das amostras e qualidade das imagens.

Capitulo 6 Conclusédo: O capitulo nal sintetiza as contribuicdes do estudo,
reforcando a importancia da qualidade e representatividade dos dados para o sucesso
na classi cacdo automatizada de laminas petrogra cas. Destaca-se que a revisao ri-
gorosa das anotacdes gerou melhorias relevantes no desempenho dos modelos. Apre-
senta também perspectivas futuras para aprimorar a classi cacédo, como a utilizacéo
de imagens com luz polarizada cruzada para melhor identi cagdo de caracteristicas
especi cas, e a exploracdo de técnicas avancadas de segmentacdo de imagens para
individualizar elementos diagndsticos, gréos e poros, 0 que pode ajudar a diferenciar
litologias com texturas semelhantes. Por m, sugere o uso de geracao de imagens
sintéticas e aumento de dados para lidar com o desbalanceamento das classes e
melhorar a generalizacdo dos modelos.



Capitulo 2
Revisao Bibliogra ca

A analise petrogra ca de rochas sedimentares, especialmente as carbonaticas, é es-
sencial para a caracterizacao de reservatorios de petréleo devido a relevancia dessas
rochas na industria de 6leo e gas, ja que frequentemente abrigam grandes volumes
de hidrocarbonetos [3]. Para classi car a textura de uma rocha carbonatica em uma
lamina petrogra ca € necessario distinguir os graos ou elementos, bem como matriz
e cimento [4]. No entanto, a identi cacdo das propriedades dessas rochas é desa a-
dora, pois minerais como calcita e dolomita apresentam alta complexidade estrutural
devido as modi cacdes diagenéticas e a heterogeneidade dos sistemas porosos [5].

Tradicionalmente, a andlise petrogra ca é realizada por inspec¢do visual humana,
utilizando laminas petrogra cas sob microscépio, um processo demorado e sujeito a
subjetividade [6]. Sendo assim, métodos automatizados baseados em aprendizado de
maquina tém sido bastante estudados pois tem o potencial de acelerar as analises,
reduzir a subjetividade e lidar com a alta complexidade das amostras. Técnicas
como as redes neurais arti ciais, que simulam a estrutura neural do cérebro humano
[7], [8] tém sido amplamente exploradas, pois permitem extrair de uma imagem um
conjunto de caracteristicas numéricas, expressas como caracteristicas codi cadas do
objeto selecionado e utilizadas para diferenciar uma classe da outra. [4]

Os avancos em aprendizado de maquina e visdo computacional tém possibilitado
novas abordagens para a analise de laminas petrogra cas. Modelos de aprendizado
profundo, como redes neurais convolucionais (CNNs), tém se destacado por sua
capacidade de extrair caracteristicas relevantes diretamente de imagens, proporci-
onando um desempenho superior em tarefas de classi cagdo. Esses modelos foram
amplamente aplicados em diferentes areas, incluindo a geociéncia, com resultados
promissores na classi cacdo e reconhecimento de padrdes em grandes conjuntos de
dados [9],[10],[11].

Estudos iniciais na classi cagcédo de rochas focaram em caracteristicas texturais e
cromaticas. Marmo et al. (2005) [4] utilizaram 23 atributos texturais como entrada
em uma Rede Neural Arti cial (RNA) para classi car rochas em categorias como
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folhelho, wackestone, packstone e grainstone. Posteriormente, M2ynarczuk et al.
(2013) [12] investigaram o impacto de diferentes espacos de cor, como CIELab, e
técnicas de reconhecimento de padrdes, concluindo que a combinacdo do espaco de
cores CIELab com o método do vizinho mais préximo (NN) produziu os melhores
resultados. Ja no trabalho proposto por Li et al. (2017) [13] os autores introduziram
um método de aprendizado por transferéncia para classi cacdo de arenitos, permi-
tindo que um modelo treinado em um dominio fosse aplicado a outros com diferencas
substanciais, reduzindo a necessidade de rotulagem manual. Saporetti et al. (2018)
[14] abordou o uso de técnicas de aprendizado de maquina para classi cacdo petro-
gra ca de rochas carbonéticas e siliciclasticas utilizando dados de per s geofisicos
de pocos e informacdes texturais. Este trabalho utilizou técnicas de balanceamento
de dados para aumentar a performance dos modelos.

O desequilibrio de classes e a necessidade de grandes quantidades de dados ro-
tulados sdo fatores limitantes dentro da classi cacdo petrogra ca, especialmente
guando os conjuntos de dados disponiveis sdo pequenos e nao representativos [15].
Em muitos casos, os resultados dependem da experiéncia dos especialistas e da qua-
lidade das imagens utilizadas, o que pode in uenciar diretamente na identi cagao
de litologias [6]. Estudos como o de Ladniak e Maynarczuk (2015) [16] e Tian et al.
(2019) [17] buscaram mitigar esses problemas por meio da transformacédo de espacos
de cores e da utilizacdo de classi cadores como Support Vector Machines (SVM),
enquanto outros estudos zeram uso de algoritmos como KNN e Random Forest
para identi car diferentes litologias [18].

A baixa qualidade das imagens ou variabilidade nas condi¢des de aquisi¢ao, in-
consisténcias nos bancos de dados e a subjetividade na rotulagem di cultam a cons-
trucdo de modelos precisos [1]. O sucesso no desenvolvimento de modelos litolégicos
depende diretamente de dados representativos e bem descritos. Assim, abordagens
centradas em dados, como técnicas de aumento de dados e criacdo de imagens sin-
téticas, tém sido aplicadas para melhorar a representatividade dos conjuntos de
treinamento. Dentro desse contexto, Rubo et al. (2023) [19]apresentou um estudo
onde modelos de CNN foram treinados para classi car imagens de secdes delgadas
de rochas carbonaticas, mantendo xa a arquitetura das redes e aplicando diferen-
tes técnicas de pré-processamento e aumento de dados. A precisdo dos modelos
aumentou signi cativamente com o uso de todas as técnicas de aumento de dados,
passando de 42,24% para 86,34%.

Com a evolucdo das arquiteturas de redes neurais, métodos mais complexos fo-
ram desenvolvidos. De Lima et al. (2019) [20] aplicou CNNs com aprendizado por
transferéncia em imagens de laminas petrogréa cas, alcancando erros inferiores a 5%
na classi cacdo de microfacies. Buono et al. (2019) [21] apresentou uma metodologia
avancada para andlise petrogra ca digital de secdes delgadas de rochas carbonaticas,



utilizando técnicas de processamento de imagem computacional e analise baseada
em objetos. A técnica, denominada Quantitative Digital Petrography (QDP), ofe-
rece uma caracterizacdo quantitativa de componentes como poros, graos, cimento e
micrita. Tang et al. (2020) [22] explorou o uso de redes neurais profundas, como
redes convolucionais (CNNs) e a arquitetura U-Net, para segmentar e categorizar
componentes de arenitos em laminas delgadas. Seus resultados demonstram que
0 modelo consegue capturar tendéncias gerais e estruturas de gréos, com precisao
de cerca de 73% em comparagdo a contagens manuais de pontos. Seo et al.(2022)
[23] aplicou uma abordagem de aprendizado profundo para classi car rochas igneas
implementando modelos pré-treinados (VGG19BN e ResNetl152) para classi cagédo
e aplicando técnicas de aprendizado por transferéncia para otimizar os parame-
tros do modelo. Foi realizada uma avaliagao qualitativa utilizando Grad-CAM para
identi car quais caracteristicas das imagens foram consideradas relevantes pelos mo-
delos. Ambos os modelos alcangaram alta precisao (mais de 90% de acuracia). Faria
et al.(2022) [24], adotaram uma abordagem hibrida que combinava descritores es-
tatisticos Haralick e transformadas wavelet para pré-processamento das imagens.
Posteriormente, redes neurais autoencoder empilhadas foram usadas para reduzir a
dimensionalidade e extrair caracteristicas relevantes, e um classi cador feed-forward
foi treinado para identi car litologias, resultando em uma acuracia geral de 82,90%.
Esse tipo de abordagem ilustra como métodos tradicionais e modernos podem ser
integrados para melhorar a e ciéncia na analise petrogra ca. Faria et al. (2025)
[24] apresentou uma metodologia para identi cacdo de litologias de rochas do pré-
sal brasileiro utilizando CNNs. O estudo demonstrou que modelos especializados
na abordagem one-vs-all superaram a estratégia multiclasses em termos de precisédo
e e ciéncia. Ademais, ferramentas de Auto-Machine Learning, como o AutoKeras,
foram utilizadas para otimizar os hiperparametros dos modelos.

Portanto, a aplicacéo de aprendizado profundo e visdo computacional na analise
petrogra ca representa um avanco signi cativo. Mesmo assim, desa 0s técnicos e
praticos ainda persistem, principalmente em rochas carbonaticas em funcéo da qua-
lidade variavel dos dados e pela complexidade das litologias [10], [25]. O desenvol-
vimento de metodologias hibridas, que combinem técnicas tradicionais e modernas,
aliado a melhorias na qualidade e representatividade dos dados, € essencial para
superar essas limitacdes e explorar todo o potencial dessas tecnologias na industria
de 6leo e gas.



Capitulo 3

Fundamentacao Teorica

3.1 Rochas Carbonaticas

As rochas carbonaticas sdo rochas sedimentares compostas principalmente pelos
minerais calcita (carbonato de célcio) e dolomita (carbonato de calcio e magnésio),
podendo ter associacdo mineralégica com silicatos, argilominerais, matéria organica,
fosfatos, sulfetos, sulfatos, 6xidos e outros. Podem ser formadas em ambientes ma-
rinhos (mares rasos e plataformas marinhas) ou continentais, como lagunas, deltas,
lagos e cavernas [26].

Carbonatos séo rochas altamente complexas pois possuem uma natureza bastante
heterogénea devido a combinag&o de processos deposicionais e diagenéticos aos quais
sdo submetidas[27]. Este fato resulta em uma variabilidade de facies carbonéticas
tanto vertical quanto lateralmente [28]. Os carbonatos do pré-sal, em particular,
sdo ainda mais complexos, pois tais depdésitos sdo considerados Unicos, sendo raros
0s registros geologicos de sistemas analogos a este [29][30].

Atualmente existem diversas classi ca¢des das rochas carbonaticas, sendo alguns
esquemas gerais e outros mais especi cos. Ahr (2008) [31] propds uma subdivisdo das
principais classi ca¢des dos carbonatos acordo com a textura (carbonatos detriticos),
padrées de crescimento bioldgico (rochas biogénicas) e origem da deposi¢cdo, como
pode ser visto na tabela 2.1. No entanto as classi cacdes mais usadas na academia
e na industria sdo a de Folk (1962) [32] e a de classi cacdo de Dunham (1962) [27].
Folk (1962) [32] foca na identi cacdo e quanti cacdo dos diferentes componentes
das rochas carbonaticas, considerando a proporcao de gréos aloquimicos (peldides,
odides, bioclastos e intraclastos), a matriz (micrita) e o cimento (esparito). Dunham
(1962) [27], se baseia principalmente na textura deposicional, ou seja, na forma
como 0s graos e a matriz se organizam na rocha. Esta classi cacdo considera a
proporcao de graos, a presenca ou auséncia de matriz (a fracdo na da rocha) e se
0S componentes originais estavam ligados durante a deposicgao.



Tipo de Classi cacdo Autor Ano
Classi cacdo de carbonatos detriticos Folk 1959/1962
Dunhram 1962
Classi cacao de rochas biogénicas | Embry e Klovan | 1971
Riding 2002
Classi cacdo genética Grabau 1904
Whight 1992

Tabela 3.1: Subdivisdo da Classi cacdo das rochas carbonaticas (AHR, 2008)

Em 2010 foi proposta por Terra et al.[33] uma nova classi cagédo de rochas car-
bonaticas com o propdésito de abranger todo o espectro de ocorréncia das bacias
brasileiras especialmente naquelas onde ocorrem exploracéo e producéo de petroleo,
principalmente apos as descobertas dos campos gigantes de petréleo na secao Pré-
Sal. Essa classi cacdo faz um compilado entre as diversas classi cacdes classicas,
adaptando ou modi cando alguns termos, além de introduzir novas denominacdes.

A gura 2.1 apresenta a divisdo em quatro grandes grupos de acordo com a textura
deposicional, extraido de Terra et al.(2010):

A

1) elementos n&o ligados durante a formagao (mudstone, wackestone, packs-
tone, grainstone, oatstone, rudstone, bioacumulado, brecha);

2) elementos ligados durante a formacé&o aa situ (boundstone, estroma-
tolito, estromatdlito arborescente, estromatdlito arbustiforme, estromatolito
dendriforme, trombolito, dendrolito, leiolito, esferulitito, travertino e tufa);

3) elementos ligados ou ndo durante a formacao (laminito, laminito liso, lami-
nito crenulado);

4) textura deposicional irreconhecivel (calcario cristalino, dolomito).

Esta € a nomenclatura utilizada neste trabalho para classi car as litologias das
imagens de laminas petrogra cas utilizadas.

3.2 Bacia de Santos e o Campo de Buzios

Desde que a sua descoberta foi anunciada pela Petrobras em 2007, o pré-sal gura
como a maior descoberta petrolifera mundial dos ultimos 50 anos. A deposi¢do das
rochas do Pré-Sal tive sua origem no Aptiano (121,4-113,2 milhGes de anos)[34],
durante a separacéo do supercontinente Gondwana e abertura do Oceano Atlantico.
Os depositos gerados neste processo apresentam, em geral, boas caracteristicas per-
moporosas, com grandes acumulagdes de hidrocarboneto com alto valor comercial,
tornando-se desta forma um importante alvo da industria de petroleo.
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Figura 3.1: Classi cagcdo de rochas carbonaticas aplicavel as bacias sedimentares
brasileiras



Grande parte dessas reservas fazem parte da Bacia de Santos, maior bacia
o shore e a principal produtora de hidrocarbonetos do pais, gurando como uma
das mais importantes bacias sedimentares brasileiras em termos exploratorios. Esta
localizada na regido sudeste da margem continental brasileira, ocupando cerca de
350.000 km2 até a cota batimétrica de 3.000 m. Abrange o litoral do estado do Rio de
Janeiro até Santa Catarina, limitando-se ao norte com a Bacia de Campos pelo Alto
de Cabo Frio e ao Sul com a Bacia de Pelotas pela Plataforma de Florianopolis[35].

Na Bacia de Santos, os reservatorios carbonaticos da secéo pré-sal correspondem
principalmente as coquinas (grainstones e rudstones a bivalves) da Formacao Ita-
pema e aos calcéarios estromatoliticos, laminitos microbiais, microbiolitos ricos em
talco e argilas magnesianas e folhelhos carbonaticos da Formacao Barra Velha[35].

Existem muitas discussdes acerca da evolucdo da Formacao Barra Velha, como
tipo de ambiente deposicional, a in uéncia microbial na génese de suas rochas e
seus tipos de facies. Esse tema tem sido bem discutido na literatura, porém nao
h&d um consenso claro até os dias atuais. Além disso, seus carbonatos possuem
uma natureza singular e as fases minerais associadas, como os minerais de argilas
magnesianas, sugerem condi¢cdes de formacdo altamente restritas [29]

O Campo de Buzios, localizado no pré-sal da Bacia de Santos, tem como carac-
teristica relevante sua alta produtividade. Segundo informacdes contidas no site da
Agencia Petrobras de Noticias [36], este ano atingiu um novo recorde de producao,
com 800 mil barris de éleo por dia, marco alcangcado apés a entrada em operacéo do
navio-plataforma Almirante Tamandaré. A producdo média diaria do campo esta
proxima de 800 mil barris e a expectativa € que continue crescendo, podendo chegar
a 1 milh&o de barris por dia ainda em 2025. Segundo dados da ANP (Agéncia Nacio-
nal de Petrdleo), o Campo de Buzios € hoje o maior campo em aguas ultraprofundas
do mundo. (Figura 2.2)

3.3 Miscroscopia otica

Petrogra a é a disciplina da Petrologia que trata da descricdo detalhada das ro-

chas. A analise da estrutura, textura ou composi¢cdo mineralégica de uma rocha é
um requisito para classi cacdo e posterior interpretacdo. Toda a matéria que nos
rodeia possui uma estrutura cristalina, nos minerais € essa estrutura cristalina que
condiciona suas propriedades fisicas [37].

Grande parte dos minerais transmitem luz a depender de sua espessura. Quando
em nas laminas, mesmo 0S mais escuros ou que parecem opacos a olho nu podem
transmitir luz [38]. Para o estudo destes minerais sao utilizados o microscopio éptico
de luz transmitida e a lamina delgada.

O procedimento para confeccao de lamina petrogra ca, em geral, € 0 mesmo para
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Figura 3.2: Mapa de localizacdo do Campo de Buzios distando 189 km da costa do
estado do Rio de Janeiro.

toda a industria e academia. Consiste em impregnar um pequeno corpo de amostra
com resina e catalisador epoxi, juntamente com um corante, que serve para auxiliar

a visualizacdo e posterior estudo do sistema poroso da rocha. A cor utilizada é

normalmente azul, pois € raro na natureza minerais que apresentem esta coloracao
guando afetados por luz branca transmitida. Em alguns paises € comum a utilizacéo

de resina com corante rosa.

ApOs esse processo de impregnacdo, a amostra de rocha é colada a uma lamina
de vidro de 27 por 46 mm, cortada e desbastada até atingir a espessura de 30 a 35
micrdmetros e entdo polida, estando pronta para o uso em microscépio petrogra co
[39].

Por vezes, antes da descricdo petrogra ca é necessaria mais uma etapa no pro-
cesso de preparacdo das amostras, que consiste na colorimetria, técnica aplicada
para tingimento de minerais diversos, auxiliando sua identi cacéo.

No caso das rochas carbonaticas, por possuirem mineralogia essencialmente mo-
nétona, em geral formada por calcita e dolomita, esse recurso é substancialmente
utilizado. Esses dois minerais possuem propriedades Opticas muito similares e para
auxiliar o petrografo na distingdo de ambos, € necessario aplicar a lamina uma so-
lucdo de alizarina-S, que consiste em um corante vermelho que reage com o calcio
livre. Neste caso, a calcita apresenta uma coloracdo avermelhada enquanto que a
dolomita ndo tem alteracao de cor [40].

No processo de descricdo petrogra ca € comum que seja acoplada ao microscopio
uma camera fotogra ca, para obtencao de imagens de fotomicrogra as. No entanto,
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Figura 3.3: Slide Scanner ZEISS Axio Scan.Z1 utilizado para obtenc&o das imagens
de laminas petrogra cas

essas fotomicrogra as ndo imageiam a toda a extensao da lamina, mesmo utilizando
a maior lente de aumento disponivel no equipamento.

Existem hoje scaners especi cos para imageamento automatizado completo da
lamina petrogra ca, gerando fotomosaicos. Essas imagens sao muito Uteis para apli-
cacdes em pesquisas utilizando técnicas de inteligéncia arti cial, proporcionando a
obtencdo de imagens com maior area, além de maior controle na qualidade, man-
tendo a mesma padronizagéo de cores, iluminagdo e tamanho do arquivo [41].

Para este trabalho foram utilizadas fotomosaicos de laminas petrogra as ad-
quiridas pelo equipamento scaner Axio Scan.Z1 (Figura 2.3), da marca ZEISS, na
extensdo .jpg, com uma média de 200 mb de tamanho.

Dados de imagem de laminas petrogra cas podem ser essenciais para fornecer
informacfes sobre a qualidade do reservatério, pois este procedimento permite a
visualizac&o e/ou identi cacdo de caracteristicas importantes das rochas, tais como
textura, composicao, estrutura de gréos, cimentacdo e tipo de matriz solida, por
exemplo [42].

3.4 Amostragem

Wright e Barnett (2015)[29] ilustram um ciclo esquematico da deposi¢cdo na For-
macado Barra Velha, onde podemos ver a variacao vertical das principais facies en-
contradas (gura 2.4). Segundo a classi cacdo de Terra et al.(2010) [33], a "Féacies
1"representa os estromatdlitos, a "Facies 2"representa os esferulititos e a "Facies
3"corresponde aos laminitos. Os retrabalhados sdo rochas formadas pelo produto
de intemperismo (retrabalhamento) destas facies.

Este € um ciclo ideal, porém de acordo com as condi¢cdes de deposicdo ou mesmo
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Figura 3.4: Ciclo esquematico da deposicdo de facies na Formacao Barra Velha.
Adaptado de WRIGHT e BARNETT (2015).

de ndo preservacao no registro geoldgico é possivel encontrar outra sucessao de facies.
Bem como em transicdo de ambientes onde € possivel encontrar intercalacao de duas
facies.

Este € um fator relevante no que concerne a amostragem das rochas. As amos-
tras de rocha que dao origem as laminas petrogra cas, por vezes sao extraidas sem
0 controle do ponto de amostragem, o que pode resultar em imagens de laminas
contendo dois litotipos. Isto ocorre, em amostras extraidas de contatos (encontro de
duas facies) ou de intercalacéo de duas facies, em mudanca de ambiente deposicional.

A gura 2.5, adaptada de Wright e Barnett (2015) [29], exempli ca possiveis
pontos de amostragem em contato de facies, marcadas por circulos vermelhos. E
possivel observar também um ciclo atipico, onde a facies 2 foi suprimida, pondo a
facies 1 em contato com a facies 3, exempli cando também um outro possivel ponto
de amostragem.

A gura 2.6 exempli ca casos reais de laminas petrogra cas, quem compdem o
dataset utilizado neste trabalho, onde a imagem apresenta duas litologias em contato
ou ocorrendo intercaladas. Na imagem A) a linha amarela marca o encontro entre a
camada de esferulitito e a camada de estromatdlito; na imagem B) as linhas laranjas
demarcam as porgdes com laminito intercaladas aos esferulititos; na imagem C)
a linha amarela marca o contato do laminito com o estromatdlito; E na imagem
D) a forma em vermelho delimita o crescimento de estromatélitos em meio aos
esferulititos.
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Figura 3.5: Exemplos de possiveis pontos de amostragem de rocha em contatos
litologicos (circulos vermelhos) de onde se originardo imagens de laminas com duas
litologias. Adaptado de WRIGHT e BARNETT (2015)

3.5 Redes Neurais Convolucionais

Redes neurais sdo modelos computacionais para aprendizado de maquina inspira-
dos na estrutura de sistemas neurais biolégicos [8]. Sdo compostas por neurbnios
arti ciais que podem aprender padrées complexos a partir dos dados, sendo muito
utilizadas em tarefas de classi cacéo.

S&o treinadas a partir de exemplos, em vez de serem programadas explicitamente,
podendo dessa forma generalizar e lidar com entradas invisiveis. As redes neurais
evoluiram de perceptrons de camada Unica para arquiteturas mais complexas que
incluem multiplas camadas, camadas de convolucédo e até conexdes recorrentes, 0 que
expandiu as aplicacdes das redes neurais e os problemas que elas podem resolver [43].

Segundo Goodfellow et al. (2016) [9], redes neurais convolucionais, ou CNNs,
sdo um tipo especializado de rede neural, que empregam uma operagdo matematica
chamada convolugéo, para processamento de dados com uma topologia conhecida
em forma de grade e geralmente sdo compostas por trés camadas: camada convolu-
cional, de pooling e a camada totalmente conectada. Sdo amplamente utilizadas em
tarefas de visdo computacional, como classi cacédo de imagens, deteccéo de objetos e
segmentacdo. Essas redes sdo compostas por diversas operacgdes que, juntas, extraem
caracteristicas de uma entrada (como uma imagem - que podem ser consideradas
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Figura 3.6: Exemplos de imagem com mais de uma litologia em contato ou interca-
ladas.
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uma grade bidimensional de pixels) e fazem previsdes.
Em termos de redes neurais, a convolucao é aplicada a uma imagem (ou matriz
de entrada) com um Itro (ou kernel) para produzir um mapa de caracteristicas.
Segundo [44], a de nicdo da operacdo de convolugcdo pode ser representada da
seguinte maneira: Seja (I) uma imagem de entrada e (K) um Itro de convolucéo.
A operacéao de convolucéo ( (I * K) ) é de nida como:

h D\
(I K)xy)= [ (x+ m;y+n) K(m;n)

onde:

(X, y) séo as coordenadas do pixel na imagem de saida.

(m, n) séo as coordenadas do ltro.

(M) e (N) séo os tamanhos do Itro em cada dimenséo (por exemplo, para um
Itro de (3 3);(M =1)e(N =1)):

(I(x+m, y+n)) é o valor do pixel na imagem de entrada.

(K(m, n)) é o valor do ltro na posi¢éo (m, n).

Komara et al. (2025)[45] a rmam que a CNN € um modelo de rede neural avan-
cado para classi cacdo de imagens e apresenta diversas vantagens em relacao a outros
métodos de aprendizado de maquina amplamente utilizados para ns semelhantes,
como Redes Neurais Arti ciais e Maguinas de Vetores de Suporte.

No processo de extracao de caracteristicas apresenta mais vantagens em relacéo
aos métodos anteriormente conhecidos, devido a convolugéo, proporcionando uma
inferéncia mais rapida, ou seja, um tempo de teste mais curto. O processo de
convolucédo é realizado pela de nicdo de um pequeno kernel (matriz utilizada para
operacao de multiplicacdo de matrizes) de alguns pixels que varre a entrada e gera
um mapa de caracteristicas. As caracteristicas extraidas sdo entdo transferidas para
a camada totalmente conectada, onde a classi cagéo € realizada e a predicdo nal é
feita [46].

A convolucgéo € uma operacao essencial em CNNs, permitindo que a rede aprenda
e extraia caracteristicas signi cativas de imagens e outros dados estruturados. Ao
aplicar Itros em diferentes partes da imagem, a convolucdo ajuda a identi car
padrdes, bordas e texturas, que sdo cruciais para tarefas de reconhecimento e clas-
si cacdo. Sua capacidade pode ser controlada pela variagdo de sua profundidade e
amplitude, e elas também fazem suposicdes fortes e, em sua maioria, corretas sobre
a natureza das imagens [47].

Existem quatro operacdes principais em uma rede neural convolucional: con-
volucdo, néo linearidade (RelLU), pooling (agrupamento) e classi cacdo (camadas
totalmente conectadas).
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Figura 3.7: Classi cadores binarios utilizando a técnica one versus all construidos
para classi cacdo litolégica das quatro facies de maior abundancia na Formacao
Barra Velha.

3.6 Teécnica One-versus-all (OvA)

Algoritmos de classi cagéo binaria sdo técnicas de aprendizado de maquina utiliza-
das para categorizar dados em duas classes distintas. Esses algoritmos sao ampla-
mente aplicados em diversas areas, como reconhecimento de imagem, diagnostico
médico, Itragem de spam e deteccdo de fraudes [48].

A técnica one-versus-all (OvA) é amplamente utilizada na classi cacédo de pro-
blemas multiclasses, convertendo para N problemas binarios. O modelo é criado
para treinar N classi cadores binarios distintos, cada um treinado para distinguir as
classes individuais em relagédo ao respectivo complemento (todas as outras classes
no modelo). Quando se deseja classi car um novo exemplo, os N classi cadores séao
executados e o classi cador que produz o maior o valor € escolhido [49].

A aplicacdo desta técnica a classi cagédo litolégica neste trabalho, resultou 4
modelos binarios, conforme gura 3.7. O modelo 1 tem como classe alvo (1) o
laminito e as demais classes séo zero (0). O mesmo ocorre iterativamente com 0s
modelos de 2 a 4.
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Capitulo 4

Materiais e Métodos

4.1 Dataset original

Para este trabalho foi composto um dataset com 1821 imagens de fotomosaicos de
laminas petrogra cas composto de imagens com as quatro litologias mais abundan-
tes na Formacao Barra Velha, e como consequéncia, com maior volume de imagens
disponiveis, sdo elas: esferulititos, estromatolitos, laminitos e retrabalhados (englo-
bando grainstones e rudstones). Este conjunto de dados foi denomindtase-
tORG , correspondente ao dataset original. As imagens foram adquiridas no equi-
pamento Axio Scan.Z1, utilizando aumento de 10x, aplicada luz polarizada plana
(PPL) e no espaco de cores RGB. Este protocolo foi realizado no CENPES - Centro
de Pesquisas da Petrobras. A classi cacao da litologia foi realizada manualmente
por diferentes petrografos. Destaca-se que as imagens analisadas podem apresentar
mais de uma litologia, gerando discordancia na classi cagcédo da rocha no banco de
dados. Todas as imagens sao originarias de amostras de diversos po¢cos do Campo
de Buzios, oriundas da Formacgéao Barra Velha.

A tabela 4.1 mostra a distribuicdo do quantitativo de amostras por litologias.

Nota-se um desbalanceamento do dataset, no entanto esses dados re etem a
caracteristica geologica dos pocos trabalhados, sendo compostos predominantemente
de estromatolitos, litologia com boas caracteristicas de porosidade e permeabilidade
[50], o que condiz com a alta produtividade, ja citada, do Campo de Buzios.

Litologia Numero de imagens | Propor¢cao de imagens (%)
Esferulitito (ESF) 452 24,8
Estromatolito (ETR) 745 40,9
Laminito (LMT) 145 8,0
Retrabalhados (RET) 479 26,3
Total 1821 100

Tabela 4.1: Numero de imagens de laminas petrogra cas utilizadas no trabalho
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Figura 4.1: Imagens tipicas dos litotipos utilizados para os modelos de classi cacao
e uma breve descricdo de suas principais caracteristicas, segundo a nomenclatura de
Terra et al. 2010.
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Secundariamente ocorrem esferulititos e retrabalhados e os laminitos, que cor-
respondem as facies mais fechadas, ocorrem de forma mais restrita nesses pocos.

A gura 4.1 exempli ca os quatro litotipos utilizados para os modelos de classi-
cacao de imagens. Vale destacar que o termo "retrabalhados"faz referéncia, neste
trabalho, a juncéo dos litotiposgrainstonese rudstones

4.2 Pré-processamento

A etapa de pré-processamento € necessaria para padronizar as imagens que variam
de formatos, ora circular, ora retangular e também variam em tamanho. As imagens
sao redimensionadas para uma dimensao uniforme de pelo menos 600x600, preferen-
cialmente 1200x1200 pixels, padronizando a entrada para o modelo de classi cacao.
Uma regido de interesse (ROI) é de nida, visando maximizar a representacdo da
litologia. Este processo busca eliminar as bordas da imagem que nao representam
a rocha e sim por¢cdes da lamina de vidro em que a amostra estd montada. Uma
vez determinada a ROI, cada imagem foi recortada para remover quaisquer pixels
fora dessa regido de nida. A gura 4.2 ilustra como foi de nida a ROI de cada
imagem assim como sua forma nal apds redimensionamento. As imagens séo de
estromatolito e retrabalhado que compdem o dataset utilizado neste trabalho. Esta
padronizacdo e adequacao dos dados colaboram para uma melhor acuracia nal do
modelo.

Técnicas de aumento de dados, como rotacdo, translacdo e espelhamento das
Imagens, sédo aplicadas para melhorar o treinamento do modelo e aumentar a robus-
tez contra variacdes de perspectiva e orientacao.

Assim o pré-processamento ocorre por meio da remogao de areas nao relevantes
das imagens adquiridas, ajuste de tamanho para dimensdes regulares e aumento de
dados.

4.3 Revisao de dados e correcao do dataset

A primeira etapa deste trabalho consistiu em aplicar @atasetORG com 1821
imagens de amostras de rochas carbonaticas ao modelo desenvolvido por Faria et
al. (2025) [2], utilizando a abordagem OVA, para obter a predi¢cdo de suas litologias
correspondentes. Essa aplicacdo proporcionou conhecer as imagens com predi¢cao
distinta em relacdo a anotacao do banco de dados da PETROBRAS.

Este estudo propde um re namento por revisdo de dados em duas etapas. Na
primeira etapa, chamada davaliacdo simples , todas as 656 imagens com resultado
de inferéncia distinta do dado anotado foram veri cadas visando distinguir se o
modelo errou na classi cacdo ou se o modelo fez a previsao acertada de acordo com
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Figura 4.2: Imagens de fotomosaico de laminas petrogra cas com a ROl marcada em
guadrado amarelo (esquerda) e imagem apdés corte e redimensionamento (direita).

a ROI recebida no input. A segunda etapa, chamada @waliagdo completa , teve
120 amostras analisadas de forma a con rmar as anotacdes e princialmente com foco
na identi cacdo de aspectos relevantes para diferenciar as classes litolégicas.

4.3.1 Avaliacdo Simples

A avaliacao simples foi realizada observando 656 imagens cortadas de acordo com a
ROI identi cada, para con rmar a anotac&o de nida no banco de dados da Petrobras
ou, quando observada inconsisténcia, para modi car a litologia, de acordo com os
aspectos levantados no Capitulo 3.

Finalizada esta classi cacdo, o dataset foi corrigido com as novas anotacoes,
gerando um novo conjunto de dados, denominaddatasetCOR , correspondente
ao dataset alterado.

A gura 4.4 apresenta uma estampa com exemplos de imagens que tiveram a
anotacdo modi cada, ap0s avaliacédo, de acordo com a proporcéo de facies observada
no corte da regiao de interesse, que serve de input para os modelos treinados.
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Figura 4.3: A) Imagem descrita no banco de dados como LMT, porém a proporcao
de ESF é maior neste corte; B) RET foi reclassi cado como ETR; Imagem de ESF
foi reclassi cado como LMT devido a proporcéo de facies; D) ETR reclassi cado

para RET.
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4.3.2 Avaliacdo Completa

A segunda etapa buscou identi car parametros que sejam Uteis para a melhoria da
classi cacao das facies. Para tanto foram analisadas 120 imagens de forma mais
aprofundada, divididas em 4 grupos de 30 amostras, cada grupo re etindo uma das
facies modeladas: ESF, ETR, LMT e RET. A escolha das amostras foi feita de modo
aleatdrio dentro de cada grupo de litofacies.

Esta avaliacdo tem por objetivo extrair informacdes diagnosticas para identi -
cacao das facies, buscando features que possam auxiliar a distinguir uma classe de
outra, confundida pelo modelo. As principais caracteristicas levantadas foram tipo
e forma dos poros; forma de ocorréncia dos minerais (habito e orientacdo); proces-
sos diagenéticos como dissolucdo, cimentacdo e substituicdo; organizacdo espacial
dos graos ou elementos, se estdo dispersos ou alinhados; ocorréncia de pedogénese,
gue é o processo de formacao de solos, onde ocorre a decomposicao de minerais[51],
di cultando a observacao da facies original, entre outros.

Todas as informacgdes foram concatenadas em um texto nal com os pontos de
melhoria. Embora os aspectos levantados sejam do ponto de vista geoldgico, sdo
muito uteis para entender o que faz uma facie ser confundida com a outra pelo
algoritmo.

4.4 Apresentacao dos modelos

Os modelos utilizados neste estudo estdo resumidos na tabela 4.2 abaixo e seréo
descritos com mais detalhes, em sequéncia.

O modelo apresentado no artigo de Faria et al.(2025)[2], serviu de base avaliar o
impacto da da correcdo do dataset no rendimento dos modelos. Para tanto, o pri-
meiro teste, aqui chamado d&odelo 1 , foi aplicar o modelo desenvolvido no artigo,
com abordagem One-versus-all, ao dataset original deste estudo (DatasetORG). Esta
aplicacao atuou como uma generalizacdo, uma vez que as imagens pertencentes ao
DatasetORG nao foram vistas durante a construcdo do modelo do artigo e resultou
no primeiro conjunto de inferéncia de classes. A partir das inferéncias incorretas foi
efetuada a avaliacdo simples e a modi cacdo do dataset original.

O Modelo 2, segundo teste feito, foi a aplicacdo do modelo desenvolvido no
artigo com abordagem OVA ao DatasetCOR, também atuando como uma nova
generalizacdo. Com estes resultados pode-se avaliar se com 0 ajuste de dados houve
melhora do desempenho do modelo.

O trabalho de Faria et al (2025) apresenta um modelo utilizando a abordagem
OVA, com resultados satisfatorios e também um modelo multiclasse, com rendimento
baixo. Para avaliar a melhora de resultados apés correcées de dados de anotacéo,
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Modelo | Abordagem Dataset utilizado Objetivo do teste

1 OvA DatasetORG (original) | Aplicar o modelo do artigo de Fa-
ria et al. (2025) diretamente ao
dataset original - obter predicdes
iniciais e identi car discrepancias.
2 OvA DatasetCOR (corrigido) | Aplicar o modelo do artigo ao da-
taset revisado - avaliar o impacto
das correcdes do dataset.
3 Multiclasse | DatasetORG (original) | Testar 0 modelo multiclasse dg
artigo no dataset origibal - veri-
car limitagdes iniciais.
4 Multiclasse | DatasetCOR (corrigido) | Testar o0 modelo multiclasse dag
artigo no dataset corrigido - ava-
liar se ha ganhos apds a reviséo.
5 OvA DatasetCOR (corrigido) | Construir e treinar um novo mo-
delo OVA, replicando a metodo-
logia do artigo, mas utilizando o
dataset corrigido.
6 Multiclasse | DatasetCOR (corrigido) | Construir e treinar um novo mo-
delo multiclasse, replicando a me
todologia do artigo, para compa-
racdo com o Modelo 5.

Tabela 4.2: Resumo dos modelos 1 a 6

entendeu-se que é valido testar a aplicacdo também no modelo multiclasse do artigo
ao dataset original deste trabalho NMlodelo 3 ) e aplicar o modelo multiclasse do
artigo ao dataset corrigido Modelo 4 )

Finalizando os testes, foram construidos 2 modelo$dodelo 5, utilizando a
abordagem One-versus-all e 0 um modelo multiclasse, denomindindelo 6 . Para
a construcéo foi replicada toda a metodologia descrita no artigo, sem nenhuma
alteracéo, para ns de comparacdo metodoldgica e de resultados, porém utilizando
o dataset corrigido para treinamento e generalizacéo.

Neste treinamento, que sera explicado com detalhes a seguir, foram separados
grupos de treino/teste com 70%, totalizando 1240 amostras e validacdo, com 30%,
totalizando 551 amostras ndo vistas durante o treinamento. Para o conjunto de
validagao, foi utilizada a mesma proporcédo por cada classe de amostras relativas
ao dataset, respeitando o desbalanceamento entre as classes. A tabela 4.3 indica o
niamero de amostras, por litotipo, utilizada para validar os modelos.
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Litologia Amostras do conjunto validagao % de amostras
Esferulitito (ESF) 133 24.1
Estromatolito (ETR) 234 42.5
Laminito (LMT) 49 8.9
Retrabalhados (RET) 135 24.1
Total 551 100

Tabela 4.3: Numero de imagens de laminas petrogra cas separadas para conjunto
validacéo, representando 30% de cada classe de rocha, respeitando o desbalancea-
mento das classes.

4.4.1 Treinamento do Modelo 5 - Abordagem Um-contra-
Todos

O desenvolvimento do algoritmo de classi cagao de imagens foi realizado em Python,
utilizando a biblioteca TensorFlow, com o objetivo de criar quatro modelos distintos,
cada um especializado na identi cagdo de uma unica classe especi ca entre todas
as demais, utilizando a estratégia um-contra-todos. Nesta abordagem, a classe de
interesse recebe o rétulo "1"(em formato string), enquanto as demais sao rotuladas
como "0".

A arquitetura de cada modelo foi de nida pelo AutoKeras e con gurada de de
acordo com as necessidades de cada classe. O modelo ESF, por exemplo, utiliza uma
arquitetura composta pelas etapas: entrada dos dados, conversdo dos dados para
o tipo oat, aplicacdo da arquitetura ResNet50, global max pooling 2D, camada
de dropout com taxa de 0,25, camada densa e, por m, a camada de classi cacao.
O otimizador escolhido para este modelo foi o AdamWeightDecay, com taxa de
aprendizado de 0,001. O modelo ETR segue uma estrutura semelhante, mas faz uso
da ResNet152 e do otimizador Adam, também com taxa de aprendizado de 0,001. Ja
0 modelo RET emprega a ResNet101, global max pooling 2D e uma camada densa
para classi cacao, utilizando o otimizador SGD com taxa de aprendizado de 0,1. Por
m, o modelo LMT também utiliza a ResNet101, mas ao invés do pooling, aplica
uma camada de atten antes da camada densa de classi cacédo, sendo otimizado com
SGD e taxa de aprendizado de 0,001.

Para contextualizar, a ResNet (ou Rede Neural Residual) € uma arquitetura de
redes neurais profundas que utiliza conexdes residuais (atalhos) que permitem que
parte da informacao atravesse camadas da rede sem sofrer alteragdes. Isso facilita
o treinamento de redes muito profundas, pois evita o problema do desaparecimento
do gradiente e melhora a performance em tarefas complexas de classi cagdo. A
arquitetura das ResNets utilizadas neste trabalho estdo de nidas em He et al. (2016)
[52] conforme descrito na tabela 4.3 abaixo.

J& o pooling, como o global max pooling 2D utilizado em alguns modelos, é
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Modelo Camadas Tipo de Bloco FLOPs (complexidade)
ResNet50 50 Bottleneck (3 camadas) 3.8 bilhdes
ResNet101 101 Bottleneck 7.6 bilhdes
ResNet152 152 Bottleneck 11.3 bilhdes

Tabela 4.4: Comparacgao de diferentes arquiteturas ResNet em termos de camadas,
tipo de bloco e complexidade computacional.

uma operacéo que reduz a dimensionalidade (altura e largura) de uma imagem ou
dos mapas de ativacdo, preservando as caracteristicas mais relevantes e diminuindo
a quantidade de parametros do modelo, aumentando a e ciéncia da rede e contri-
buindo para evitar o over tting.

No processo de treinamento, apenas a Ultima camada densa de cada modelo foi
ajustada, enquanto as demais camadas da arquitetura base permaneceram conge-
ladas. A camada de classi cacdo faz uso da funcédo de ativagcdo sigmoide, a qual
gera uma probabilidade independente para cada classe, variando entre 0 e 1. Como
funcao de perda, foi utilizada a binary_cross_entropy, adequada para problemas de
classi cacao binaria, pois mede a diferenca entre as distribuicbes de probabilidade
previstas e reais.

Para aprimorar o desempenho dos modelos, foram empregadas técnicas de data
augmentation, como translacdo, ip e rotacdo das imagens, aumentando a diversi-
dade do conjunto de dados. Considerando que as classes estavam desbalanceadas,
foi aplicado um método de balanceamento por meio da atribuicdo de pesos para
cada classe, levando em consideracédo a frequéncia relativa de cada categoria, de
modo que o peso de uma classe;{ seja inversamente proporcional ao nimero de
amostras dessa classe, ou seja, classes menos representadas recebem pesos maiores
e classes mais comuns recebem pesos menores. A formula utilizada que representa
este balanceamento é:

_n
- kny
ondew; € o peso da clasge n o nimero total de amostrask o nimero de classes
en; o numero de amostras da clasge
A funcao binary cross-entropy (BCE) mede a diferenca entre as probabilidades
preditas () e os rétulos verdadeirosy(), sendo de nida para uma amostra por:

BCE(y;¥) = [ylog(y)+(1 y)log(l )] (4.2)

Ao incluir os pesos das classes, cada amostra tem sua contribuicdo multiplicada
pelo peso correspondente ao seu rotulo:
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BCEpona(y:¥) = wylylog(9) +(1  y)log(l 9] (4.3)

ondew, € o peso da classe de
De forma pratica, sey = 1, usamosw;,, e sey = 0, usamoswy:

BCEpond (y = 1) = Wi |09(9) (4-4)

BCEpona(y =0) =  wplog(l ¥) (4.5)
Para m amostras, a média ponderada é:

. X0
BCERS = wylylog®)+ (L ydlog 9] (46)

i=1

Durante o treinamento, dois callbacks principais foram implementados: um call-
back de checkpoint, responsavel por salvar o melhor modelo segundo a métrica AUC-
ROC, e um callback de early stopping com paciéncia de 20 épocas, interrompendo
o treinamento caso ndo houvesse melhora da métrica apds esse periodo, evitando
desperdicio de recursos e reduzindo o risco de over tting.

Ao nal do processo, os quatro modelos treinados foram salvos individualmente
e aplicados ao conjunto de validagéo. Para cada imagem do conjunto de validagéo,
foi selecionado o modelo que apresentou o maior valor de probabilidade, sendo este
responsavel pela classi cacdo nal da imagem. O método idxmax foi utilizado para
identi car a maior probabilidade entre os modelos e, consequentemente, a classe
atribuida a imagem.

A gura 4.4, extraida e adaptada de Faria et al. [2], exempli ca a arquitetura
dos quatro modelos de classi cagcado utilizados e que estdo sendo replicados neste
estudo. Vale salientar que a escolha da arquitetura de cada um dos quatro modelos
foi de nida pelo AutoKeras.

4.4.2 Treinamento do Modelo 6

O Modelo 6 foi desenvolvido também utilizando Python e TensorFlow, seguindo um
processo estruturado que abrange desde a organizacdo dos dados até a con guracao
de callbacks para otimizar o treinamento.

Para construir o modelo, utilizou-se a arquitetura ResNet50 pré-treinada como
base, adaptando-a para atender as necessidades especi cas do problema. O modelo
comeca com uma camada de entrada que recebe imagens com dimensdes ajustaveis,
em seguida, os dados de entrada sao convertidos para o tipo oat32 para garantir
compatibilidade com as operagdes subsequentes.
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Figura 4.4: Arquitetura do modelo OVA. Diferentes arquiteturas ResNet foram
utiizadas para cada litologia. As saidas sdo combinadas atraves de uma camada
nal de ativacdo sigmoide para gerar o resultado da classi cacéo.

A ResNet50 é empregada como backbone para extrair caracteristicas profundas
das imagens, mas sem sua camada nal de classi cacdo. ApGs o processamento pela
ResNet50, um Global Average Pooling reduz as dimensdes do feature map gerado,
condensando a informagédo de forma e ciente. Por m, uma camada densa com
guatro neurdnios e ativacao softmax é adicionada, correspondendo as quatro classes
do problema (ESF, ETR, LMT e RET). A funcdo de perda sparse_categorical -
crossentropy € aplicada. O modelo € con gurado para permitir exibilidade no
treinamento, possibilitando treinar apenas a Ultima camada ou todas as camadas
da rede (Figura 4.5).

Antes de alimentar o modelo com os dados, houve uma etapa de preé-
processamento, onde as imagens foram redimensionadas, garantindo consisténcia
na entrada do modelo. Além disso, técnicas de data augmentation foram aplicadas
para aumentar a diversidade do conjunto de treinamento. Essas técnicas incluem
operacgOes de translacdo, ips horizontais e verticais, e rotacdes. Isso ajuda a me-
Ihorar a generalizacdo do modelo e a reduzir o risco de over tting.

Dado que as classes estdo desbalanceadas, foi ajustado o impacto de cada classe
no calculo da perda durante o treinamento. Para isso, foi utilizado o parametro
ClassWeight do ScikitLearn, que calcula os pesos das classes com base na frequéncia
de cada uma no conjunto de dados. Dessa forma, o0 modelo é incentivado a prestar
atencdao igualitaria a todas as classes, independentemente de sua representacao no
conjunto de treinamento.
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Figura 4.5: Arquitetura do modelo multiclasse.

O treinamento do modelo comeca com a divisdo dos dados em conjuntos de
treinamento/teste 1240 imagens, correspondendo a com 70% do DatasetCOR e um
conjunto com 551 imagens para validac&o, correspondendo 30% do DatasetCOR.
Dando sequéncia, é feito um novo split entre as 1240 imagens com 70% para treino e
30% para teste. Essa divisdo é feita utilizando uma semente especi ca para garantir
gue os resultados sejam reproduziveis. Os parametros como a propor¢ao de divisao
entre treino e teste, o tamanho do batch e o nimero de épocas sédo ajustaveis.
Para acompanhar o progresso, o treinamento foi acompanhado com verbose=True,
exibindo métricas em tempo real.

Assim como no Modelo 5, foram implementados os callbacks de ModelCheck-
point (salvando o melhor modelo segundo a métrica AUC-ROC) e EarlyStopping
(paciéncia de 20 épocas).

4.5 Meétricas de avaliacdo

Nesta sessdo serdo apresentadas as meétricas utilizadas para avaliar os modelos tes-
tados nesta pesquisa. Classi cadores binarios sdo modelos que dividem os dados
em classes positivas e negativas. A avaliacdo de desempenho desses classi cadores
geralmente utiliza medidas como precisao, sensibilidade e especi cidade, além de re-
presentagdes visuais como gra cos ROC e PRC (Receiver Operating Characteristics
e Precision-Recall Curve, respectivamente) [53].

Segundo Sokolova e Lapalme (2009) [54], a qualidade de uma classi cacdo pode
ser avaliada calculando o niumero de exemplos de classe corretamente reconhecidos
(verdadeiros positivos), o numero de exemplos corretamente reconhecidos que nédo
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pertencem a classe (verdadeiros negativos) e os exemplos que foram incorretamente
atribuidos a classe (falsos positivos) ou que ndo foram reconhecidos como exemplos
de classe (falsos negativos). Essas quatro contagens constituem uma matriz de
confusdo para o caso da classi cagdo binaria.

Para avaliar o desempenho da classi cagcdo da abordagem deste estudo, utili-
zamos trés métricas: acuracia, F1 score e valor AUC-ROC. A seguir sera tratado
detalhadamente cada métrica.

45.1 Acuracia

O estudo de Powers (2020) [55] elucida que acuracia (também chamada de Rand
Accuracy ou Rand Acc) é uma métrica simples, intuitiva e amplamente utilizada
para avaliar o desempenho de modelos de classi cacdo em aprendizado de maquina
e estatistica, porém deve ser tratada com cautela, principalmente em contextos de
classes desbalanceadas, como o conjunto de dados utilizado neste trabalho.

Ela indica a proporcéo de previsdes corretas (tanto verdadeiros positivos quanto
verdadeiros negativos) feitas pelo modelo em relagdo ao nimero total de exemplos
avaliados:

Acurécia = (VP + VN) / N

Onde VP = Verdadeiros Positivos, VN = Verdadeiros Negativos, N = nimero
total de exemplos.

Quando ha desbalanceamento entre as classes acuracia pode dar uma impressao
enganosa de bom desempenho. Nesses casos, o0 modelo pode alcancar uma alta acu-
racia simplesmente prevendo consistentemente a classe majoritaria, sem capturar
corretamente as classes minoritarias. O ideal, em problemas de classes desbalancea-
das é que nao seja utilizada isoladamente, para melhor interpretacdo dos resultados,
outras meétricas se fazem necessarias.

45.2 F1-Score

A métrica F1-score é amplamente utilizada em tarefas de classi cagdo para medir
o equilibrio entre precisédo e recall, especialmente quando ambas as métricas sao
importantes e se deseja um anico valor resumo [53].

A precisdo é a razao entre os verdadeiros positivos (VP) e todos os positivos
previstos (VP + falsos positivos, FP), indicando a fracdo de previsdes positivas que
séo corretas [56], expressa por:

Precisdo = VP / (VP + FP)

O recall, também chamado de sensibilidade, representa a capacidade do mo-
delo em identi car corretamente os verdadeiros positivos. Ele mede a proporcéo de
exemplos positivos que foram corretamente detectados, de nido como:
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Recall = VP / (VP + EN)

O Fl-score é a média harmdnica entre precisdo e recall, proporcionando uma
avaliacdo equilibrada do desempenho do modelo, especialmente em situacbes de
desequilibrio entre classes ou quando falsos positivos e falsos negativos tém impactos

relevantes. Sua férmula é:

— Precisdo Recall
F1=2 Precisao+ Recall

Essa métrica combina precisdo e recall de forma que € mais sensivel as suas
variagbes do que uma média aritmética simples. O Fl-score varia entre 0 e 1,
atingindo o valor maximo quando precisdo e recall sdo perfeitos (iguais a 1) e 0
minimo quando um deles é zero.

O F1-score é especialmente Gtil em problemas com classes desbalanceadas, pois
penaliza desequilibrios entre precisao e recall, fornecendo uma visdo mais realista do
desempenho do modelo. Entretanto, conforme discutido por Powers (2011) [55], o
F1-score possui limitagdes e deve ser utilizado em conjunto com outras métricas, pois
ignora os verdadeiros negativos e pode ser enganoso em contextos onde 0s negativos
séo relevantes.

4.5.3 AUC-ROC (Area sob a curva ROC)

A AUC-ROC (Area sob a Curva Receiver Operating Characteristic) € amplamente
reconhecida como uma das métricas mais relevantes para a avaliacdo de classi ca-
dores binéarios [57]. Essa métrica expressa a chance de um modelo atribuir uma
pontuagcdo mais alta a uma amostra positiva do que a uma amostra negativa [58],
levando em conta todos os possiveis limiares de classi cacao.

A andlise ROC é empregada para avaliar classi cadores tanto discretos quanto
probabilisticos, permitindo a geragcdo de curvas ROC completas por meio de pontu-
acoes de classi cadores [59].

A construcéo da curva ROC se baseia na comparacao entre a sensibilidade (taxa
de verdadeiros positivos - TVP) e 1 especi cidade (taxa de falsos positivos-TFP),

a medida que o limiar de decisédo é alterado. Em geral, a AUC-ROC ¢é calculada
numericamente, integrando a curva ROC ao longo de todos os possiveis limiares.

A curva ROC é formada por pontos (TFP, TVP), onde:

TFP = FP / (FP + VN)

TVP = VP / (VP +FN),

Sendo FN = Falsos Negativos e VN = Verdadeiros Negativos.

A expressdo da AUC-ROC corresponde a area sob essa curva. Em termos préa-
ticos, para um conjunto de pontos ordenados, a AUC pode ser estimada pela soma
dos trapézios formados entre os pontos adjacentes da curva ROC.

O valor da AUC pode oscilar de 0 a 1; valores proximos de 1 sugerem excelente
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capacidade de separacao entre as classes, enquanto valores ao redor de 0,5 indicam
desempenho equivalente ao aleatorio. Este classi cador € menos sensivel ao problema
de classes desbalanceadas do que a Acuracia, por exemplo, e por tanto, melhor

utilizado neste estudo.
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Capitulo 5

Resultados e Discussodes

5.1 Avaliacédo simples

Na etapa de avaliacdo simples 656 amostras foram avaliadas e a partir delas foram
obtidas as novas anotacdes para gerar o dataset corrigido, DatasetCOR. A tabela
5.1 exempli ca as alteracOes feitas, de acordo com cada classe.

A primeira linha mostra a classe ESF, originalmente com 206 amostras, onde 74
foram reclassi cadas, totalizando 35,9% do conjunto de amostras. As alteragOes de
facies foram de esferulitito para ETR (50 amostras), LMT (14 amostras), RET (4
amostras) e para outras classes néo previstas no modelo, que foram entdo exclui-
das do dataset (4 amostras). A tabela apresenta também os valores e proporcdes
encontrados demais classes. No total foram 190 amostras reclassi cadas, porém 14
foram classi cadas como classes néo treinadas no modelo e por consequéncia foram
excluidas do dataset, totalizando 176 amostras.

Ao total 30 amostras foram excluidas do conjunto de dados original (Datase-
rORG, com 1821 amostras) por diferentes razdes: 14 ja citadas anteriormente, fo-
ram reclassi cadas para dolomito, silexito, tufa ou travertino, facies néo treinadas
no modelo; em 11 delas né&o foi possivel fazer a avaliacdo apenas pela imagem devido
a intensa acao diagenética, sendo necessario avaliar a lamina ao microscopio, porém
as amostras estavam indisponiveis para empréstimo; 2 representavam contatos lito-
l6gicos, com a mesma propor¢do nas duas facies, ndo sendo possivel escolher uma
Unica classi cacdo e 3 ndo pertenciam a rochas do intervalo Barra Velha. Apds as
exclusdes, o DatasetCOR passou a conter 1791 imagens. A corre¢cdo de 176 amos-
tras (9,8% do total) evidencia o impacto da revisdo, mostrando que uma fragéo
signi cativa das anotac¢des originais estava incorreta ou inconsistente.
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Classes | original | modi cada % | ESF | ETR | LMT | RET | Excluidas
ESF 206 74 35.9 50 14 4 4
ETR 298 52 17.4| 34 7 2 9
LMT 52 14 269, 9 4 1 1
RET 100 50 50.0/ 23 22 5 0

TOTAL 656 190 66 77 26 7 14

Tabela 5.1: Tabela com dados de alteracao de litologia por classe

5.2 Avaliacdo completa

Nesta sessao serdo apresentados os resultados da etapa de avaliacdo completa de 120
imagens de laminas, com as caracteristicas diagnosticas de cada facies. Na tabela
5.2, a primeira coluna indica a relacao entre a classe anotada e a classe prevista e a
segunda coluna traz as principais caracteristicas e fatores que devem ser considerados
futuros ajustes do modelo. Estes fatores serdo explicados de forma mais detalhada

a sequir.

Predicédo entre as classes | Melhorias sugeridas para o modelo

ESF/ETR Distinguir elementos arredondados (ESF) de elementos
alongados (ETR)
ESF/LMT ESF e LMT séo faceis que comumente ocorrem em con-

tato ou intercaladas, o modelo precisa compreender a
propor¢cdo de elementos arredondados em relagéo a la-
minacgao para de nir a inferéncia.

ESF/RET O ponto principal para distincdo dessas facies séo a pre-
senca da matriz onde matriz organica ou argilomineral
magnesiana in situ nos ESF e a porosidade arredonda,
oriunda de dissolucédo/degradacao desta matriz

ETR/LMT Distinguir a laminacédo crenulada de arbustos (ETR).
Entender a dominancia das lamina¢des no contexto geral
da amostra

ETR/RET Entender que as formas arredondadas (dissolvidas ou

nao) oriundas de pedogénese ocorrem dentro do domi-
nio alongado da imagem. Entender, como nos ESF, a
porosidade oriunda por dissolucdo de matriz, que néo
ocorre no ETR

LMT/RET Distinguir os peldides nos LMT dos grdos do RET. A
laminacdo da rocha deve prevalecer como caracteristica
principal para inferéncia

Tabela 5.2: Melhorias sugeridas para o modelo de predicéo entre classes

A gura 5.1 apresenta a imagem de um esferulitito (ESF) inferido pelo modelo
com retrabalhado (RET). O esferulitito, por ser uma rocha in situ (localizado ou pre-
servado no lugar original onde foi formada, sem ter sido transportado ou deslocada),
apresenta uma organizacdo mais linear dos elementos. Entre eles estdo cristais de
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Figura 5.1: Exemplos a lineacdo da matriz e porosidade no ESF e da porosidade
cadtica no RET.

dolomita (material acastanhado) preenchendo porosidade alongada. S&o observa-
dos também lamentos de matéria organica (material castanho escuro/preto) que
em geral ndo sdo preservados nas rochas retrabalhadas. Por isso, esses materais,
juntamente com a organizacdo da porosidade e dos elementos, sdo diagndsticos na
identi cacdo dos esferulititos. A lineacdo da matéria organica e deposi¢cdo da da
dolomita esté indicada pelas linhas pontilhadas em amarelo na imagem A. A ima-
gem B ilustra um real retrabalhado (RET). Notar que a porosidade (espaco em azul
entre os graos) ndo segue um padrdo. Também n&o sdo observados resquicios de
matéria organica ou de argilomineral, que di cilmente se preservam no processo de
retrabalhamento onde este tipo de rocha é gerada.

Outro exemplo de problema com a inferéncia de classes ocorre entre o ETR e 0
ESF. E possivel observar na gura 5.2, imagem C, alguns elementos arredondados
(ESF) mas a maior proporcdo da imagem é composta por estruturas de arbustos
mais alongados, como exempli cado em contorno vermelho. A imagem D exempli ca
um esferulitito (ESF) com elementos de contornos arredondados, como indicado
nos circulos em amarelo. No caso da imagem C, os elementos arbustivos estao
em contato, crescendo uns ao lado dos outros, mas caso tivessem um espacgo entre
eles, gerando porosidade, esses poros seriam alongados, paralelos ao crescimento da
estrutura. O formato alongado dos elementos e da porosidade séo caracteristicas
importantes para diferenciar os ETR dos ESF.

As guras 5.3 e 5.4 dispde de duas imagens da classe ETR que foram inferidas
pelo algoritmo como RET. Na imagem 5.3, o que contribui para o equivoco da predi-
¢cdo é a dissolucao dos elementos, deixando as bordas mais irregulares e criando um
aspecto desorganizado a rocha. Outro ponto importante € a acdo pedogenética so-
frida pela amostra evidenciada pela presenca de perfuracdes, criando porosidade cir-
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Figura 5.2: Elementos diagndésticos para distingdo do estromatolito e do esferulitito

cular dentro dos estromatdlitos. As perfuracdes e dissolucdo sdo melhor observadas
nas imagens de zoom. O detalhe demarcado pelo quadrado azul apresenta elementos
parcialmente dissolvidos e porosidade (em azul) indicada pelas setas amarelas. O
detalhe demarcado pelo quadrado vermelho demonstra perfuracbes com porosidade
total ou parcial (setas amarelas). Na imagem 5.4 algumas poucas perfuracdes séo
observadas, no entanto o que mais contribui para predizer a imagem como RET séo
os cristais de dolomita dispersos entre os elementos. Grande parte das amostras de
ESF ou ETR (in situ) classi cadas como RET, continham quantidades signi cativas
de cristais de dolomita. Um fator importante que deve ser compreendido pelo mo-
delo € que as facies in situ, como os ESF e ETR, podem estar associadas a matéria
organica ou argila magnesiana, que apos dissolucdo/degradacdo geram porosidade
fenestral [60], que s&o poros horizontalizados segundo a camada de deposicdo, como
pode ser observado nas imagens de detalhe, indicadas pelas setas em amarelo.
Além dos casos citados anteriormente, foi observado que todas as amostras inten-
samente dolomitizadas, sejam originalmente ESF, ETR ou LMT foram classi cadas
erroneamente como RET. A gura 5.5 mostra exemplos de todas as classes inferidas
como RET devido a acdo da dolomitizacdo. Isso posto, é notavel que o modelo
reconhece os cristais de dolomita, que sdo produto de cimentagdo ou substituicdo,
como graos. Conforme visto na classi cacao de Terra et al. [33], a nomenclatura
das rochas carbonaticas se da pelo elemento deposicional, grédos ou elementos liga-
dos ou néo ligados durante a deposicdo. As dolomitas observadas nestes exemplos
sdo oriundas de acao diagenética. A diagénese € o conjunto de processos fisicos,
guimicos e biolégicos que ocorrem apés a deposicao dos sedimentos, durante e apés
sua liti cagdo (transformacéo em rochas sedimentares). Esses processos modi cam
as caracteristicas dos sedimentos ou das rochas sedimentares, alterando sua compo-
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Figura 5.3: Detalhe dos moldes de perfuracdes dentro do estromatolito.
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Figura 5.4. Detalhe da porosidade fenestral (alongada) associada a dissolucao de
matriz.
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sicdo mineraldgica, textura e estrutura, e in uenciam diretamente na porosidade e
permeabilidade das rochas [61][62]. Sendo assim, as dolomitas diagenéticas ndo séo
responsaveis por dar a nomenclatura da rocha. Entdo € de suma importancia que o
modelo entenda o que é elemento deposicional e o que é mineral diagenético.

Diversas imagens classi cadas como laminitos foram inferidas como retrabalha-
dos quando entre as lamina¢ces foram observados niveis peloidais. Peldides séo graos
de carbonaticos de pequenas dimensdes, de formato geralmente arredondado, sem
estrutura interna, formados pela agregacéo de micrita ou pela micritizacdo de gréos
esqueléticos e pelotas fecais [26]. Esses graos fazem parte da deposicédo do laminito,
sendo elementos in situ, e em geral esses niveis sdo intercalados com as laminagdes.
Portanto € importante que o modelo observe a laminagdo como caracteristica prin-
cipal da rocha para fazer a inferéncia correta. A gura 5.6 apresenta imagens de
laminito com as laminacdes evidentes e suas respectivas imagens de detalhe, onde as
setas amarelas indicam os niveis compostos por peléides. Nota-se aspecto grumoso
e granular.

Dentre as 120 amostras analisadas, nenhuma imagem de ETR foi inferida como
LMT e apenas 4 amostras de LMT foram classi cados como ETR. Isso se deve ao
fato de que sédo facies texturalmente bem distintas. Os poucos casos de confusao
entre elas sdo devido as lamina¢des crenuladas, que sdo um padrdo ondulado ou
irregular das laminagdes (Figura 5.7), geralmente atribuidos a atividade de micror-
ganismos, especialmente cianobactérias que formam tapetes microbianos [63] [64].
Essas laminacdes irregulares quando truncadas umas nas outras, podem simular
arbustos, no entanto € importante entender o contexto completo da imagem, com
todas as lamina¢g6es marcadas, para inferir corretamente a classe.

5.3 Aplicacdo dos modelos

Nesta sessdo serdo apresentados os resultados dos testes realizados nesta pesquisa.
Vale salientar que os dados sédo enviesados, pois uma vez que o conjunto inicial foi
corrigido, a expectativa € de que os resultados sejam melhores que os originais.

5.3.1 Modelo 1

O resultado da aplicacdo do modelo apresentado no artigo "Automatic classi cation
of Carbonatic thin sections by computer vision techniques and one-vs-all models”,
denominado ModOAO1, ao primeiro dataset construido para este estudo (Datase-
tORG), com todas as 1821 amostras, resultou em uma acuracia de 63,98%. No artigo
0 conjunto utilizado para generalizacdo, com 221 amostras néo vistas pelo modelo,
obteve valor de acuracia de 65,37%. Os valores préximos indicam que o modelo de
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Figura 5.5: Compilado de amostras intensamente dolomitizadas que foram classi -
cadas como retrabalhados.
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