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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários
para a obtenção do grau de Mestre em Ciências (D.Sc.)

CLASSIFICAÇÃO AUTOMÁTICA DE LÂMINAS CARBONÁTICAS POR
MEIO DE TÉCNICAS DE VISÃO COMPUTACIONAL E MODELOS

ESPECIALISTAS

Juliana da Mota Coelho

Outubro/2022

Orientadores: Nelson Francisco Favilla Ebecken
Elisangela Lopes Faria

Programa: Engenharia Civil

Apresenta-se, nesta tese uma metodologia de classificação de imagens de lâmi-
nas carbonáticas por meio de técnicas de visão computacional e redes neurais de
aprendizado profundo. A área de visão computacional, uma das subáreas da inteli-
gência artificial tem sido amplamente utilizada para processar dados na indústria,
em especial a área de petróleo e gás. O Brasil que apresenta uma extensa reserva de
hidrocarboneto em sua costa também tem se beneficiado destas técnicas. A análise
de imagens de lâminas petrográficas pode ser importante para fornecer informações
sobre a qualidade de reservatórios destacando características importantes como a li-
tologia de carbonatos. Entretanto, a identificação automática de litologia em rochas
reservatórios ainda é um grande desafio devido principalmente a heterogeneidade
que faz parte das litologias do pré-sal brasileiro. Dentro deste contexto, este traba-
lho apresenta uma abordagem de modelos one-class ou modelos especialistas visando
a identificação de 4 classes de litologia presente em rochas reservatórios do pré-sal
brasileiro. A metodologia proposta teve como desafio lidar com um número reduzido
de imagens para o treinamento das redes neurais, além da complexidade envolvida
nos dados analisados. Uma ferramenta de auto-mchine learning denominada Auo-
Keras foi utilizada para definir os hiperparâmetros dos modelos implementados. Os
resultados encontrados foram satisfatórios e apresentaram uma acurácia superior a
70% para amostras de imagens pertencentes a outros poços não vistos durante o
treinamento. Por fim, uma comparação foi realizada entre a metodologia proposta
e modelos de múltiplas classes, demonstrando a superioridade dos modelos on-class.
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Abstract of Thesis presented to COPPE/UFRJ as a partial fulfillment of the
requirements for the degree of Mestre of Science (D.Sc.)

AUTOMATIC CLASSIFICATION OF CARBONATIC THIN SECTIONS USING
COMPUTER VISION TECHNIQUES AND EXPERT MODELS

Juliana da Mota Coelho

October/2022

Advisors: Nelson Francisco Favilla Ebecken
Elisangela Lopes Faria

Department: Civil Engineering

This thesis presented a methodology for classifying carbonate images of petro-
graphic thin sections by means of computational vision techniques and deep learning
neural networks. The area of computer vision, one of the sub-areas of artificial in-
telligence has been widely used to process data in the industry, especially in the
oil and gas area. Brazil, which has an extensive hydrocarbon reserve on its coast,
has also benefited from these techniques. The analysis of images of petrographic
thin sections can be important to provide information on the quality of reservoirs,
highlighting important characteristics such as carbonate lithology. However, the
automatic identification of lithology in these reservoirs continues to be a great chal-
lenge, mainly due to the heterogeneity that is part of the lithologies of the Brazilian
pre-salt. Within this context, this work presents a classification approach of one-
class models or specialist models aiming at the identification of 4 classes of lithology
present in the rock reservoirs of the Brazilian pre-salt. The proposed methodology
has the challenge to deal with a reduced number of images for the trained neural
networks, in addition to the complexity involved in the analyzed data. An auto-
machine learning tool called AuoKeras was used to define the hyperparameters of
two implemented models. The results found were satisfactory and showed an accu-
racy greater than 70% for samples of images belonging to the other few not seen
during the training. Finally, a comparison was made between the proposed method-
ology and the multiple class model, demonstrating the superiority of the one class
model.
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Capítulo 1

Introdução

As Rochas carbonáticas são de grande importância econômica para o mundo e re-
presentam o reservatório da maioria dos campos de óleo e gás. O entendimento das
estruturas de carbonatos é importante para estimar a qualidade dos reservatórios,
assim como a distribuição do óleo e gás no campo [4]. Os geólogos usam o termo
carbonato para descrever rochas sedimentares compostas por carbonatos de cálcio,
que faz parte de um dos principais componentes da acumulação oceânica [5].

A descoberta de importantes campos de petróleo associados ao acúmulo de car-
bonato têm impulsionado os esforços da pesquisa acadêmica para estudar exemplos
antigos e recentes de sistemas carbonáticos em bacias marginais. No Brasil as reser-
vas mais importantes estão em rochas carbonáticas e estes reservatório são conhe-
cidos como Pré-Sal. A localização do mesmo está na margem continental brasileira
com extensão do litoral do Espírito Santo até o de Santa Catarina.

Devido a sua grande extensão e importância econômica e política foi necessário
um entendimento acerca dos carbonatos especifico para as Bacias brasileiras [6]. As
rochas carbonáticas no Brasil relacionada as bacias petrolífera tem poucas rocha
na superfície e geralmente estas amostras de rocha são de origem de poços [6] e
podem ser analisadas em diferentes tipos de dados, como por exemplo, lâminas
petrográficas, dados ressonância e micro tomografia digital. Neste trabalho, em
específico, fazemos uso de imagens de lâminas delgadas para o entendimento das
diferentes litologias existentes em bacias carbonáticas brasileiras.

O estudo de lâminas petrográficas de rochas carbonáticas é importante, pois
fornece informações como textura, composição, estrutura do grão, cimentação e
matriz [7]. Ademais, a análise petrográfica de reservatórios carbonáticos também
fornece a descrição da fácies deposicional, reconstrução do processo de diagênese,
analise da porosidade e permeabilidade.

Tradicionalmente a identificação das lâminas petrográficas depende da visão dos
especialistas, analisando as amostras de rochas em ummicroscópio óptico [8]. Apesar
do grandes conhecimentos dos especialistas em classificação das lâminas petrográfi-
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cas existem questões operacionais que limitam a identificação correta das lâminas.
Dentre estas limitações é possível citar a carga de trabalho, pois se houver um nú-
mero muito grande de amostras a serem identificadas pode se tornar um trabalho
árduo [8]. Por outro lado, existe também uma certa subjetividade envolvida no pro-
cesso, pois geralmente estas análises são realizadas manualmente, tornando-as mais
qualitativa do que quantitativa, ou seja, uma observação individual pode variar
levando a uma classificação incorreta do observador.

A classificação das rochas carbonáticas é um problema, pois são rochas complexas
devido a sua heterogeneidade e a variabilidade. A maior parte das soluções para
carbonatos foram customizadas para questões regionais e específicas. Entretanto,
existe uma classificação geral dessas rochas como a descrita por Folk [9] e Dunham
[10] em seus respectivos trabalhos.

Atualmente a indústria de óleo e gás tem se beneficiado muito do avanço dos
estudos no campo da Inteligência Artificial (IA). A IA tornou-se um dos campos
mais ativos da pesquisa científica em todo o mundo em diversas áreas como: área
médica [11], industria [12], rede social e etc. Cada vez a aplicação de técnicas de IA
estão saindo do ambiente de pesquisa para serem aplicadas no dia-dia do ambiente
corporativo mostrando que a aplicação é possível. Na indústria de exploração de
hidrocarboneto isso não é diferente.

A IA é uma composto de várias técnicas, entre elas podemos evidenciar as Redes
neurais (NN) e Deep Learning (DL), essas técnicas são responsáveis pela IA para
alcançar um avanço na última década [13]. As técnicas de visão computacional foram
bastante beneficiadas pela ascensão das técnicas de IA. Nas ultimas décadas a visão
computacional é existente em todos os campos possíveis, como reconhecimento de
padrões, máquina aprendizagem, computação gráfica, reconstruções 3D, realidade
virtual e realidade aumentada. Com o desenvolvimento das técnicas de IA e Deep
Learning apartir de 2010, a visão computacional conseguiu tarefas de ponta, como
reconhecimento de objetos, navegação autônoma de veículos, detecção de rosto,
reconhecimento de impressão digital

A visão computacional (VC), que é uma das subáreas da IA, tem sido tradi-
cionalmente uma das áreas de pesquisa mais ativas principalmente em aplicações
envolvendo o uso de redes neurais de Aprendizado profundo [14]. Apesar de concei-
tos e técnicas de visão computacional serem antigas, somente a competição ImageNet
Challenge que se iniciou em 2010 gerou um estudo mais profundo na solução dos
problemas de visão computacional. A competição que aconteceu em 2012 teve como
vencedor a rede AlexNet, que se trata em uma rede neural convolucional [15].O uso
crescente das técnicas de VC não tem relação com a descoberta do pré-sal, mas a
indústria do petróleo inclusive a brasileira tem se beneficiado do uso dessas técni-
cas em diferentes aplicações [16], [17], [18] e [19], inclusive na busca de um melhor
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entendimento dos carbonatos.
Deep Learning dentro do processamento digital de imagens para resolver proble-

mas complexos como classificação, segmentação e detecção de imagens. Os métodos
DL, como as Redes Neurais Convolucionais (CNNs), melhoram principalmente o
desempenho da previsão usando big data e recursos de computação abundantes e
ultrapassaram os limites do que era possível. (falta citação)

Vale ressaltar o uso de uma abordagem de classe única juntamente com técnicas
de CNN para solução de um problema de classificação. A classificação de uma classe
(OCC) é uma abordagem para detectar pontos de dados anormais em comparação
com as instâncias da classe conhecida que geralmente são usados para solucionar
problemas de conjunto de dados não balanceado []

Dentro deste contexto, esta dissertação apresenta o uso de técnicas de visão
computacional através de DL como possível ferramenta para classificação automática
de lâminas carbonáticas do pré-sal brasileiro. Mais especificamente, este trabalho
aborda o problema da classificação através do trabalho proposto por [6] que visa
identificar rochas carbonáticas especificas das bacias brasileiras.

1.1 Objetivos

A determinação da litologia em um reservatório de petróleo é fundamental no pro-
cesso de descrição de lâminas petrográficas. Uma correta classificação ou descrição
deste tipo de dado possibilita o desenvolvimento de modelos litológicos capazes de
descrever propriedades petrofísicas do ambiente. Apesar dos avanços da pesquisa
na indústria de óleo e gás utilizando IA, os resultados obtidos principalmente em
aplicações envolvendo a litologia de carbonatos ainda são pouco expressivos devido
a complexidade do dado e mudanças nas classificações de acordo com o responsável
pela tarefa.

Dentro deste contexto, os objetivos propostos neste trabalho podem ser divididos
em 6 etapas fundamentais, que são descritas abaixo:

• Analisar as potencialidades do uso de algoritmos de redes neurais deep learning
na classificação da litologia em imagens de lâminas petrográficas;

• Avaliar o uso de técnicas de Auto Machine Learning e identificar quais são os
benefícios do uso deste tipo de ferramenta;

• Avaliar a capacidade de classificação do modelo proposto mediante o uso de
imagens de diferentes resoluções;

• Analisar a utilização de modelos de uma única classe para resolver um pro-
blema multiclasse;
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• Identificar lâminas petrográficas que apresentem padrão incomum (esta eu não
entendi)

• Demostrar através de métricas de avaliação que o uso de técnicas de inteligência
artificial pode ser um aliado a indústria do petróleo em especial na área de
petrografia

A motivação deste trabalho tem como base fundamental a dificuldade dos geólo-
gos conseguirem identificar corretamente uma quantidade grande de imagens dentro
de um tempo hábil. Alguns estudos estimam que um profissional experiente pode
levar em média 4 horas para descrever completamente uma amostra. Logo, este
estudo tem como objetivo principal fornecer uma ferramenta automatizada para au-
xiliar os geólogos na descrição de imagens de lâminas. Isto possibilitará o geólogo
a ter mais tempo livre para outras atividades que também sejam relevantes para a
caracterização de reservatórios.

Outro ponto importante que vale a pena destacar na escolha do tema é o nú-
mero reduzido de trabalhos que usam técnicas de visão computacional com dados
de origem da petrografia, principalmente quando comparados com outras áreas de
pesquisas dentro da geologia, ou mesmo na geofísica como a área de sísmica [20], ou
em dados de poço [21], [22].

1.2 Separação do trabalho

A estrutura deste trabalho está organizada da seguinte maneira: A primeira parte
do trabalho descreve a base teórica necessária para o desenvolvimento do trabalho
começando com a revisão dos trabalhos anteriores e relacionado com o tema que
foram a base da pesquisa desenvolvida. Em seguida, no capítulo 2, apresentamos
a conceituação teórica da inteligência artificial, mas especificamente aplicada a vi-
são computacional, que é o problema investigado neste trabalho. Ênfase está sendo
dada as redes neurais convolucionais e questões especificas do trabalho como des-
balanceamento das classes também são descritas neste capitulo. Os dois tópicos
finais abordados neste capítulo são sobre docker, capaz de construção de um ambi-
ente computacional para o desenvolvimento do trabalho e métrica de avaliação do
modelo. apresenta detalhes sobre a base de dados utilizada no trabalho que estão re-
lacionadas a imagens 2D de lâminas delgadas de carbonato. Neste capítulo também
é apresentada toda a metodologia para alcançar os objetivos propostos, assim como
os experimentos executados. No capítulo 4 são apresentados os resultados alcança-
dos na tese e a discussão dos mesmos. Por fim, no último capítulo, são apresentadas
as conclusões e trabalhos futuros também são propostos.
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Capítulo 2

Fundamentos Teoricos para
desenvolvimento do trabalho

2.1 Revisão Bibliográfica

Nesta seção é apresentado uma breve revisão sobre alguns trabalho correlatos que
serviram como base para o desenvolvimento da dissertação proposta. Em 1979 no
trabalho proposto por [23] os autores utilizaram parâmetros de texturas (Haralick)
para classificar rochas reservatórios de sandstone. Apesar deste trabalho ser datado
de 1979, somente nos últimos 20 anos uma quantidade mais relevante de traba-
lhos foram desenvolvidos visando a analise de rochas reservatorios através de dados
petrográficos.

Apenas em 2001 [24] o primeiro trabalho a cerca de uso de redes neurais para
identificação de minerais com uso de luz polarizada foi publicado. Neste trabalho, os
autores fizeram uso de 27 parâmetros de texturas (por exemplo: contraste, energia
entre outros) para identificar 10 minerais. O trabalho reportou 93% de acurácia
demostrando que a utilização de técnicas de redes neurais para classificação em
rochas pode modificar o modelo de trabalho manual de classificação.

A utilização de técnicas de processamento de imagens e redes profundas para
classificar 4 classes de carbonatos: mudstone, wackestone, packstone e grainstone
foi proposto primeiramente por [25] em 2005. O autor utilizou tecnicas de extração
de features para obter caracteristicas relevantes dos dados que serviram como en-
trada para um classificador de rede neural profunda. O modelo de classificação de
carbonatos utilizadas pelo autor é antiga datada de 1962. Para obter os resultados
esperados o autor analisou quatro tipos de caracteristicas: (i) a presença ou ausên-
cia de lama de carbonato (partículas menores que 20 mícrons), (ii) a abundância de
grãos de carbonato (partículas maiores que 20 mícrons), (iii) se os grãos são suporta-
dos por lama ou por grãos, e (iv) evidência de ligação orgânica durante a deposição.
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Os resultados alcançados pelo autor foram de 93.5% de acurrácia. Cabe ressaltar
que no trabalho apresentado neste documento não será utilizado tal classificação.

Em 2011, a velocidade das GPUs (Graphics Processing Units) aumentou signi-
ficativamente, tornando possível treinar redes neurais convolucionais “sem” o pré-
treinamento camada por camada. Com o aumento da velocidade de computação,
tornou-se evidente que o aprendizado profundo tinha vantagens significativas em
termos de eficiência e velocidade. Um exemplo é a AlexNet, uma rede de aprendi-
zado profundo proposta por [15] que teve seu tempo de treinamento reduzido ao ser
executado em 2 GPUs.

O uso de algoritmos de machine learning tradicional mais especificamente o K-
vizinhos mais próximos (KNN) para a classificação em laminas foi proposto por [26].
Neste trabalho os autores não fazem uso da imagem com a entrada do algoritmo,
ou seja, a classificação é realizada atravez de parametros de cor obtidos da imagem
RGB e diferentes transformadas de cor como a CIE lab, HSV e YIQ. Os resultados
obtidos são comparadas e um valor de 99.8% de acuracia foi reportado como melhor
resultado obtido com a transformada CIE lab.

O uso de redes neurais probabilisticas (PNN) para classificação de rochas foi
proposto por [27]. Neste trabalho um classificador foi implementado usando vá-
rias técinas de processamento de imagens para extração de informação das imagens
que são usadas um uma rede PNN. Os resultados alcançados no trabalho foram
satisfatórios com acuracia de 95% na classificação das rochas.

Algoritmo não supersionado foi investigado em [3] para analise de similaridade
entre lâminas petrográficas. Um total de 5700 imagens de rochas de um banco de
dados dividido em 19 tipos de rochas foram utilizas. Todos os experimentos foram
realizadas com base no modelo de cores RGB e a transformada de cor CIELAB que
vem sendo aplicada em diversos trabalhos de classificação em lâminas. Os parâme-
tros foram determinados por meio de métodos de processamento digital de imagens.
Foram extraidos da imagem 41 parametros. Técnicas de redução de dimensiona-
lidade e clusterização foi aplicada ao dado para analisar a similaridade entre as
lâminas. O algoritmo k-means obteve resultados satifatórios. O trabalho também
faz uso de técnica supervisionada para analise. A transforma de cor em espaços
diferente também foi usada no trabalho proposto em [28], mas com o classificador
SVM (Support Vector machine. Quatro tipos de rochas diferentes de lâminas foram
analisadas juntamente da Analise de Componentes principais (PCA) visando uma
redução da dimensionalidade do espaço de caracteristicas dos dados de entrada do
modelo SVM.

Outras técnicas de machine learning foram aplicadas em classificações de elemen-
tos de uma lâmina petrográfica. Como o trabalho de [29] que visou a classificação de
minerais utilizando o KNN e Random Forest(Floresta de Aleatória) para classificar
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17 tipos de minerais e parametros de textura da imagem. Este trabalho se diferencia
dos demais, citados anteriormente, por utilizar lâminas com polarização cruzada.

Redes neurais Feedforward foram utilizadas em [30] para separar o poro da matriz
em uma imagem de lâmina de petrografica. Ténicas tradicionais de processamento
de imagens digitais (PDI) foram comparadas com as RNNs e a superioridade das
RNAs deixou em evidencia a eficiência da IA para solução de problemas em lâminas
delgadas.

A utilização das lâminas polarizada e não polarizada para a classificação de
minerais em lâminas foi proposta por [31]. No trabalho foi desenvolvido um modelo
de rede neural artificial (RNA) para identificar minerais através de um mecanismo
em 2 etapas denominado pelos autores de classificador em cascata. Na primeira
etapa foi utilizado uma abordagem utilizando apenas as cores RGB da imagem. Em
uma segunda etapa parametros de texturas foram utilizados para construir o modelo
de RNA.

No trabalho proposto em [32] diferentes tipos de polaridades nas imagens foram
utilizadas para classificação de lâminas carbonaticas. Uma rede convolucional foi
implementada para classificar 13 tipos diferentes de minerais. Este trabalho traz
uma nova abordagem ao problema da classificação de lâminas, pois faz uso de dois
tipos de imagens, a imagem de polarização cruzada e a imegem não polarizada,
no modelo. Foram implementadas redes convolucionais independentes de acordo
com o tipo de polarização. O resultado final leva em conta a probabilidade de ser
determinada classe em cada tipo de rede diferente.

A classificação de lâminas em rochas sedimentar, vulcanica e metamorfica foi
proposta por [33]. O principal diferencial deste trabalho está relacionado a uma
comparação entre modelos de redes complexas, a saber: GoogLeNet,VGG16 e Mo-
bilenetV2 e ShuffleNetV2. Cada rede foi testada com 3 otimizadores diferentes, o
RMSprop, SGD e Adam. Apesar dos parametros das arquiteturas utilizadas terem
sido definidos manualmente, os resulatdos apresentados foram satisfatorios.

2.2 Visão Computacional e Redes Profundas

A inteligência artificial pode ser definida como: "É a ciência e engenharia de fazer
máquinas inteligentes, especialmente programas de computador inteligentes. Está
relacionado à tarefa semelhante de usar computadores para entender a inteligência
humana, mas a IA não precisa se limitar a métodos biologicamente observáveis"[34] .
A IA é a área de estudo com maior abrangência, dentro dela existe o aprendizado de
máquina, técnicas de deep learning e visão computacional, como pode ser observado
na imagem 2.1.

A visão computacional (VC) está preocupada em dar ao computador a capaci-
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Figura 2.1: Diferença de Inteligência Artificial, Aprendizagem de máquina e Deep
Learning

dade de processar e analisar conteúdos visuais como 2D, vídeos e imagens 3D. Dentro
das técnicas de Visão Computacional temos técnicas que usam somente o conceito
de IA, outras usam conhecimento mais aprofundados. A VC usa os mapeamentos
de imagem e padrão para encontrar soluções de problemas e a utilização de imagem
como principal fonte da informação faz com que seja uma área específica da IA.

Os trabalhos de classificação de imagens durante muitos anos foram realizados
através de métodos tradicionais de VC baseado em features para extrair informações
de textura nas imagens. Muitos destes métodos eram utilizados juntamente de
algoritmos de ML como o SVM, florestas aleatórias (RF) e redes neurais artificiais
(ANNs). No entanto, uma das principais desvantagens de tal abordagem tradicional
é que o desempenho do modelo de ML escolhido é influenciado fortemente pela
qualidade dos recursos de imagem extraídos, Muitas vezes estes recursos extraídos
são sensíveis a várias condições, como a luz e a orientação do objeto dentro da
imagem, além de ruído e outros fatores impossibilitando uma melhor generalização
dos modelos de ML.

Dentro os modelos de ML mais utilizados é possível citar as redes neurais artifi-
ciais (RNAs), que tem suas primeiras publicações na década de 40 mas com poucos
avanços até 2011. Entretanto, em 2011 surgiram as redes neurais convolucionais
(CNNs), mais especificamente é possível citar uma rede denominada Alexnet para
classificação das imagens fazendo o ressurgimento das RNAs com novas arquiteturas
e modelos com muito mais camadas de processamento, ou seja, as redes neurais de
aprendizado profundo (Deep learning). Entretanto, cabe ressaltar que isto só foi
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possível graças ao aumento das quantidades de dados, assim como o treinamento
acelerado por meio de GPU, arquiteturas de rede maiores e mais profundas e avali-
ação adequada dos métodos de aprendizado de máquina [35].

Figura 2.2: Comparação entre a técnica de extração de features seguida do
machine learning tradicional e Redes convolucionais

Os algoritmos de aprendizado profundo (deep learning) são técnicas de aprendi-
zado de representação em vários níveis que permitem que módulos não lineares sim-
ples transformem representações da entrada bruta em níveis mais altos de represen-
tações abstratas, com muitas dessas transformações produzindo funções complexas
aprendidas. A pesquisa de deep learning foi inspirada nas limitações dos algoritmos
de aprendizado convencionais, especialmente sendo limitados ao processamento de
dados em forma bruta, e nas técnicas de aprendizado humano, alterando os pesos
das conexões neurais simuladas com base em experiências, obtidas de experiências
anteriores.

O ressurgimento das redes neurais e a evolução da visão computacional estão
diretamente relacionadas, o aumento da capacidade computacional foi o responsá-
vel pela ampla utilização das técnicas de redes neurais nos últimos 10 anos, tais
algoritmos se tornaram muito popular a solução de aplicativos baseados em visão
computacional.

Antes do uso de deep learning (DL) e deep convolutional neural networks
(CNN)[23] a abordagem tradicional era a maneira mais comum de lidar com tarefas
de visão computacional, porém atualmente as redes CNNs são as mais utilizadas
para estes tipos de tarefas i[36], Na imagem 2.2 é possível visualizar uma compa-
ração das técnicas tradicionais e CNN para solução de problemas de classificação,
detecção de objetos e rastreamento de objetos em imagens.

2.3 Redes Convolucionais

As Redes Neurais Convolucionais (CNN) foram as responsáveis pela evolução da
visão computacional nos últimos anos e incluem diversas aplicações detecção de
objetos, segmentação, localização e muito mais nos últimos anos.[37].
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A rede CNN é uma arquitetura de aprendizado profundo e é inspirada na estru-
tura do sistema visual de um cérebro humano. As CNNs são comprovadamente os
melhores algoritmos de ML para entender as informações disponíveis na imagem e
são consideradas o modelo ideal para as várias tarefas relacionadas à imagem, como
classificação, classificação e localização, detecção de objeto e segmentanção instan-
ciada. As CNN tem como base a operação matematica de convolução de matrizes,
ou seja, as CNNs ou ConvNet são redes neurais que usam convolução no lugar da
multiplicação geral da matriz em pelo menos uma de suas camadas [14]. A CNN é
uma rede do tipo feed forward que surgiu para aplicação em imagens e é dominante
quando se trata de aplicações envolvendo a VC.

Nos últimos cinco anos, métodos baseados em Deep Convolutional Neural
Networks (DCNNs) mostraram melhorias de desempenho impressionantes para pro-
blemas de detecção e reconhecimento de objetos. Tomando a tarefa de classificação
como exemplo, a taxa de erro dos 5 principais sistemas de visão no conjunto de da-
dos ImageNet [23] caiu de 25% para 2,25% nos últimos cinco anos. Isso foi possível
devido à disponibilidade de grandes conjuntos de dados anotados, uma melhor com-
preensão do mapeamento não linear entre imagens de entrada e rótulos de classe,
bem como a acessibilidade das Unidades de Processamento Gráfico (GPUs).

Uma rede Convolucional típica é composto basicamente de 3 etapas: Camadas
Convolucionais, Camada de pooling e Fully-Connected conforme pode ser visuali-
zado na imagem 2.3.

Figura 2.3: Arquitetura da rede CNN

2.3.1 Camada Convolucional

A primeira etapa de uma CNN é a convolução, essa é a mais importante para
a rede tanto que dá o nome a técnica. O uso dos filtros aleatórios capazes de
adquirirem pesos é o parâmetro mais importante da cnn. A convolução é a operação
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de somatório do produto entre duas funções, ao longo da região em que elas se
sobrepõem, em razão do deslocamento existente entre elas. No caso das cnn uma
operação entre a imagem e o filtro. O cálculo da convolução contínua é dada pela
integral deste produto, desde que as funções sejam integráveis no intervalo:

(f ∗ g)(x) =
∞∫

−∞

f(u).g(x− u)du (2.1)

usando cálculo discreto chegamos na função seguinte

(f ∗ g)(k) =
j=0∑
k

f(j).g(k − j)du (2.2)

nas redes neurais convolucionais o somatório é feito em duas dimensões x e y.

(f ∗ g)(x, y) =
i=∞∑
j=−∞

j=∞∑
i=−∞

f(i, j).g(x− i, y − j) (2.3)

A representação matricial é demontrada pela figura 2.4, onde um vetor input
realiza a operação de convolução com o kernel, chegando aos valores do pixel de
destino.

Figura 2.4: Representação da operação de convolução entre imagem e kernel

A utilização da convolução em 2 dimensões é a extração de informação nas ima-
gens, que pode ser considerada como uma matriz de 1 ou mais canais e se é realizada
a operação de convolução com o filtro chamada de kernel dentro do contexto das
CNN. Esses kernels são geralmente pequenos em dimensionalidade espacial, mas eles
varrem toda a imagem devido ao parametro x descrito na equação 2.1. Quando os
dados atingem uma camada convolucional, a camada envolve cada filtro na dimensi-
onalidade espacial da entrada para produzir um mapa de ativação 2D. Esses mapas
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de ativação podem ser visualizados, como visto na 2.5. À medida que deslizamos
pela entrada, o produto escalar é calculado para cada valor naquele kernel.

Figura 2.5: Mapa de características de uma CNN com o dataset Cifar10 . fonte:[1]

Devido ao processo de back-propagation a rede aprenderá qual dos kernels que
tem as maiores respostas quando veem um recurso específico em uma determinada
posição espacial da imagem de input da rede.

Após uma CNN ser treinada ela possui camadas ocultas cujos neurônios corres-
pondem a possíveis representações abstratas sobre os recursos da imagem de entrada,
conforme foi demonstrada na imagem 2.5.

2.3.2 Camada Pooling

Uma camada de pooling recebe cada saída do mapa de características da camada
convolucional e prepara um mapa de características condensados. Por exemplo,
cada unidade na camada de pooling pode resumir uma região de 2 × 2 neurônios na
camada anterior. Um procedimento comum para o pooling é conhecido como pool
máximo (ou Max-Pooling). No Max-Pooling, uma unidade de pooling simplesmente
gera a ativação máxima na região de entrada conforme ilustrado no diagrama a
seguir:

Figura 2.6: Exemplo de dropout em uma rede neural

A operação de convolução aumenta a quantidade de feature do modelo de forma
significativa e a operação de pooling tem como objetivo diminuir esse número sem
perder informações relevantes adquiridas pelos mapas de ativação. Os métodos de
pooling do valor máximo e do valor médio são os mais usados nas CNNs devido à sua
eficiência computacional. Além de diminuir a quantidade de informações, a camada
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de pooling nas CNNs também tem como objetivo obter invariância para mudanças
na posição ou condições de iluminação, robustez à desordem e compacidade de
representação. Como o polling sintetiza as saídas de grupos vizinhos de neurônios
no mesmo mapa de kernel, ele aumenta assim a invariância para distorções nas
entradas.

2.3.3 Fully conection

As camadas Fully conection (FC) também conhecida como camada totalmente co-
nectada são colocadas após todas as camadas Convolucionais. A FC mapeia os
dados extraídos pelas ultima camada da CNN achatando em um único vetor de
valores, O extrator de recursos consiste em camadas convolucionais e operações de
pooling, enquanto o classificador é composto por uma ou mais camadas conectadas.
A camada totalmente conectada (FC) opera em uma entrada achatada onde cada
entrada é conectada a todos os neurônios. Se presentes, as camadas FC geralmente
são encontradas no final das arquiteturas CNN e podem ser usadas para otimizar
objetivos, como pontuações de classe, ou seja, cada neuronio da camada ultima
camada FC pode representar uma probabilidade de que um determinado recurso
pertença a um rótulo.

2.3.4 Camada de output do classificador

As possíveis funçoes de ativação são:
As funções de ativação linear e sigmóide são inadequadas para tarefas de classi-

ficação multiclasse.
Softmax pode ser pensado como uma versão suavizada da função argmax que

retorna o índice do maior valor em uma lista. Como implementar a função softmax
do zero em Python e como converter a saída em um rótulo de classe. A função
softmax pode ser expressa da seguinte forma:

f(xi) =
exi∑N
j=1 e

xj

(i = 1, 2, ..., N) (2.4)

onde xi são os valores de entrada da camada softmax e o valor de saída f(xi)
representa a probabilidade de que o amostra pertence à i-ésima categoria.

Essa informação de que a saída da softmax é probabilidade de ser a classe é
muito relevante pro estudo em questão, a classe é definida de acordo com a maior
probabilidade do modelos de uma classe.
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2.3.5 Dropout

É um mecanismo para evitar A superaprendizagem (ou overfitting) em redes neurais,
em especial as redes profundas. A técnica do dropout consite em descartar uma
unidade, ou seja, removê-la temporariamente da rede, juntamente com todas as
suas conexões de entrada e saída. Esse esquecimento temporario acontece de forma
aleatória 2.7. Dropout é uma técnica para melhorar as redes neurais reduzindo
o overfitting. O aprendizado de retropropagação padrão cria co-adaptações frágeis
que funcionam somente para os dados de treinamento[38], mas não generalizam para
novos dados. O esquecimento aleatório dos neuronios reduz o superaprendizagem
no treinamento, melhorando assim o processo de generalização dos modelos DN.

Figura 2.7: Exemplo de dropout em uma rede neural

2.4 Métrica de avaliação do modelo

Um Geralmente as métricas mais comumente utilizadas para avaliação de um modelo
são feitas através da matriz de confusão apresentada na figura ?? e listadas a seguir:

acuracia =
TP + TN

TP + TN + FP + FN
(2.5)

precisao =
TP

TP + FP
(2.6)

recall =
TP

TP + FN
(2.7)

F1score = 2 ∗ preciso ∗ recall
preciso+ recall

(2.8)

Além dessa métricas apresentadas existe a curva ROC (Receiver Operating Cha-
racteristic) que pode ser utilizada para avaliar a performance de um classificador
para diferentes limiares de classificação [39]. A curva ROC mede a Taxa de Falso
Positivo (TFP) e a Taxa de Verdadeiro Positivo (TTP) para cada limiar de classi-
ficação possível.O Cálculo para obter os valores do TFP e TTP são descritas pelas
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equações a seguir.

FPR =
TP

TP + FN
(2.9)

TPR =
FP

FP + TN
(2.10)

Quanto maior o limiar, maior a taxa de verdadeiro positivo (TP) e de taxa
de falso positivo (FP). No caso extremo em que todos os exemplos são colocados
na classe positiva, vemos que ambas as taxas chegam a 100%, enquanto no outro
extremo, ambas ficam em 0%.

Quanto mais próxima a curva estiver do canto superior esquerdo, melhor é a
predição do modelo, dado que ele teria 100% de TPR e 0% de FPR. A linha tracejada
indica qual seria curva de uma classificador que prevê classes de forma aleatória, e
serve como um baseline de comparação 2.8.

Figura 2.8: Curva roc do dado de Validação dos retrabalhados

Devido o fato do AUC avaliar tanto a taxa de TP quanto de FP é uma excelente
métrica para avaliação de modelos gerados por dados desbalanceados, o mesmo vale
para a métrica de precisão. Logo, a AUC é a escolha ideal de para um problema de
desbalanceamento.

2.5 Data Aumentation

Apesar dos benefícios descritos do uso das redes convolucionais para solucionar pro-
blemas em imagens, cabe salientar que para a técnica funcionar de forma eficiente
se faz necessário um conjunto de dados grande para treinamento e a ausência deste
tipo de dataset faz com que as redes CNNs tenha dificuldades no aprendizado de
recursos necessários, resultando assim em métricas baixas.

Para construir modelos confiáveis de Deep Learning, o erro de validação deve
continuar a diminuir com o erro de treinamento. Sendo assim, em casos em que
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Figura 2.9: Demonstração de uma imagem após algumas operações para aumentar
o conjunto de dados

o dataset do treinamento é muito pequeno, é importante o uso de técnicas para
aumentar a quantidade de dados. Uma das técnicas mais comumente utilizada
para esta finalidade é o Data Augmentation, que visa a criação de um conjunto
de dados aumentado a partir do próprio conjunto de treinamento, gerando assim
um dataset mais abrangente de possíveis pontos de dados, minimizando a distância
entre o conjunto de treinamento e validação, bem como quaisquer conjuntos de testes
futuros.

Existem 2 formas de aumentar o dado: (i) através de manipulação básicas e (2)
abordagem de deep learning. Em operações básicas é possível fazer uso de filtragem
com kernel, transformações geométricas, transformada de cor, mistura de imagens
e apagar pedaços da imagem de forma aleatória. Já em relação a abordagem deep
learning é possível citar a rede GAN data aumentation, aprendizado de máquina
adversário e transferência de estilo neural.

Na pesquisa apresentada nesta tese não foi utilizada nenhuma técnica deep le-
arning como ferramenta de aumento do dataset. Apesar do data aumentation ter
o foco na solução do problema de conjuntos de dados limitados, também pode ser
usado como ferramenta para a correção do desbalanceamento entre as classes. Na
2.9 é possível visualizar algumas operações básicas para aumentar o conjunto de
dados , como: zoom, mudança da iluminação e flip na imagem.
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2.6 Auto-ML

O aprendizado de máquina (ML) alcançou sucessos consideráveis nos últimos anos
e um número cada vez maior de disciplinas depende dele, esse sucesso se deve as
ferramentas como Google, Facebook, Microsoft e Amazon. No entanto, esse su-
cesso depende crucialmente de especialistas em aprendizado de máquina humana
para executar as seguintes tarefas de pré-processamento , engenharia de feature ,
treinamento do modelo e avaliação dos resultados.

Dentro deste contexto surgiram as ferramentas denominadas Auto Machine lear-
ning (Auto-ML) que pode ser entendida como um conceito geral que abrange diversas
técnicas para aprendizado automatizado de modelos, incluindo pré-processamento
automático de dados, pesquisa de arquitetura e seleção de modelo. Atualmente, as
estruturas do AutoML oferecem uma alternativa atraente. Para o iniciante, eles
removem muitas das barreiras da implantação de modelos de ML de alto desempe-
nho, por outro lado, para o especialista, eles oferecem o potencial de implementar as
melhores práticas de ML incluindo estratégias para seleção de modelos, ensembling,
ajuste de hiper parâmetros, engenharia de recursos, pré-processamento de dados, di-
visão de dados etc. Isso permite que os especialistas dimensionem seu conhecimento
para muitos problemas sem a necessidade de intervenção manual frequente.

Figura 2.10: Overview automl adaptado:[2]

As ferramentas de AutoML teve sua disseminação de uso a partir do ano de 2015
com o surgimento de algumas bibliotecas implementadas na linguagem Python, como
H2O AutoML auto-sklearn e Auto-WEKA, pycaret [40] e também com algumas
diferenças entre si.

Auto-WEKA teve seu início em 2015, mas a sua implementação disfundida é a
2.0 [41] em 2017. O auto-weka 2.0 utiliza a otimização bayesiana para a escolha
do melhor modelo de machine learning. O auto-sklearn é a biblioteca de auto-ml
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mais difundida [42] faz a escolha do modelo ideal dentro das opções da biblioteca
sklearn [43].O H20 também é um framework bastante conhecido [44] e realiza a
busca aleatória dos hiperpametros e se diferenciando das demais bibliotecas por usar
modelos em boosting que não estão presentes no sklearn. Outro framework de auto-
ml em redes profundas é o Auto-PyTorch, uma ferramenta focada especificamente
em NAS [10].

O Auto-PyTorch versão 0.0.2 usa a estrutura do PyTorch e uma otimização
multi-fidelidade para pesquisar os parâmetros da melhor arquitetura (por exemplo,
tipo de rede, número de camadas, função de ativação). É possível citar também
o AutoKeras que é uma ferramenta open-source de AutoML, cuja biblioteca em
python é capaz de criar redes neurais profundas de forma otimizada, Todas as ver-
sões citadas anteriormente são gratuitas, entretanto existem as versões de grandes
empresas da área de tecnologia que são pagas como por exemplo o Google Automl,
azure AutoML e Sagemaker da AWS. Tanto as versões proprietárias quanto as open-
souce tem como objetivo fazer com que o machine learning se torne mais acessível,
melhorar a eficiência dos sistemas de aprendizado de máquina e acelerar a pesquisa
e o desenvolvimento dos algoritmos de Inteligência Artificial.

Dentre todas as ferramentas citadas, neste trabalho, para realizar a tarefa de
busca eficiente da melhor arquitetura optamos por usar o Autokeras por se tra-
tar principalmente de uma ferramenta de código aberto e apresentar também pro-
priedades como menor complexidade computacional, desempenho e facilidade de
implementação. O Autokeras tem a busca baseada no morfismo direcionado pela
otimização Bayesiana que é considerada como uma ferramenta matemática para en-
contrar o extremo de uma função caixa preta sem calcular derivadas. No nosso caso,
queremos encontrar o desempenho máximo em função dos parâmetros do modelo.
Em vez de derivadas, uma distribuição de consultas sobre a função é usada junto
com uma função de decisão para determinar o próximo ponto de consulta. Com o
resultado de uma consulta, o algoritmo tenta aprender a distribuição probabilística
subjacente do desvio do extremo da função. Em um trade-off entre exploração e
explotação, os métodos bayesianos são muito adequados para funções que são caras
para avaliar. Os principais passos do algoritmo de busca são:

1. Gere a próxima arquitetura usando a função de decisão
2. Treine a arquitetura gerada e observe o desempenho
3. Atualize a distribuição de probabilidade subjacente aprendida
Como já foi sugerido, a maior parte do tempo pode ser ganha no passo 2 porque

você não quer treinar todos os modelos do zero. Foi isso que fez explodir os tempos
de treino nas primeiras tentativas. Para resolver isso, os autores usaram o morfismo
em nível de grafo, onde eles transformam uma rede pai em uma rede filha de tal
forma que a operação de mutação ainda pode alcançar um desempenho comparável.
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Em seguida, a rede filha continua a treinar ainda mais. Anteriormente, o morfismo
em nível de camada já era explorado. No entanto, devido às não linearidades na
rede, qualquer alteração de uma única camada pode ter um grande impacto em
toda a rede. No AutoKeras, eles melhoraram isso encontrando e transformando
sistematicamente todas as camadas que são influenciadas pela mutação de camada
única. Durante a busca da arquitetura perfeita, cada avaliação de uma combinação
de hiper parâmetros envolve um processo caro de treinamento e teste do modelo
de aprendizado de máquina, como os modelos são treinados usando placas GPU
com alta capacidade que envolve um custo computacional alto. Sendo assim, as
propriedades únicas da otimização bayesiana nos motivam a explorar sua capacidade
de guiar o morfismo da rede para reduzir o número de redes neurais treinadas e para
tornar a busca mais eficiente, reduzindo assim as horas de processamento.

Por fim, podemos concluir que tanto as versões proprietárias quantos as open-
souce de algoritmos de AutoMl tem como objetivo fazer com que o machine learning
se torne mais acessível, melhorar a eficiência dos sistemas de aprendizado de máquina
e acelerar a pesquisa e o desenvolvimento dos algoritmos de Inteligência Artificial.

2.7 Modelos de Classes Únicas

Comumente em soluções práticas de classificação de conjuntos de dados por meio de
inteligência artificial, exemplos rotulados estão disponíveis para apenas uma classe
ou de forma diferentes entre as classes gerando o desbalanceamento entreelas. Pro-
blemas com o conjunto de dados onde o número de amostras não rotuladas é grande,
ou onde as classes são desbalanceadas aumenta o tempo para a construção de mode-
los de Aprendizado de máquina eficientes para tarefa de classificação, especialmente
se considerarmos modelos de múltiplas classes.

Neste ponto, uma das alternativas para resolver o problema de classificação é
a utilização da classificação do dado utilizando modelos de uma classe, ou seja, o
classificador é ajustado em um conjunto de dados de treinamento que possui apenas
exemplos da classe normal. Uma vez preparado, o modelo é usado para classificar
novos exemplos como normais ou não normais (também conhecidos como outliers
ou anomalias).

A classificação de uma classe (OCC) é um tipo específico de tarefa de classificação
multi ou binária feita apenas para uma classe. As outras amostras de classe não
estão disponíveis ou não são adequados em número para treinar um classificador
mais tradicional que não seja OCC. Nos modelo de classe única, o classificador de
uma classe tem a tarefa de especializar o modelo para os dados normais e prever
se os novos dados são normais (ou seja, não sendo da classe especialista) ou um
outlier/anomalia (perntence a uma classe nova nunca vista ou está fora do padrão
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em relação aos dados vistos pelo modelo).
Nesta dissertação, o modelo é treinado de forma a se especializar em uma classe

onde a classe 1 é treinada com dados de uma única litologia, enaquanto a classe zero
é treinada com outras litologias. Dada a natureza da abordagem, as classificações
de uma classe são mais adequadas para aquelas tarefas em que os casos positivos
não têm um padrão ou estrutura consistente no espaço de recursos, dificultando
que outros algoritmos de classificação aprendam um limite de classe. Em vez disso,
tratando os casos positivos como discrepantes, permite que classificadores de uma
classe ignorem a tarefa de discriminação e, em vez disso, concentrem-se em desvios
do normal ou do que é esperado.

A utilização de modelos OCC não é uma técnica nova, no entanto a aborgagem
em modelos de redes neurais profundas e redes convolucionais são relativamente re-
centes. Comparadas a outras técnicas de classificação, as abordagens discriminativas
para classificação de uma classe não foram bem exploradas na literatura em redes
profundas.

A One-Class Classification CNN (OCC-CNN) visa aprender a representar um
problema de classe com CNNs treinadas ponta a ponta de forma discriminativa.

Esta técnica aplicada no trabalho em questão e tem como objetivo as seguintes
contribuições, trazer uma nova abordagem para uma classificação de uma classe utili-
zando dados de imagens de lâminas petrográficas. Ou seja, através de experimentos,
buscamos mostrar que a abordagem proposta é superior quando comparadas a ou-
tras abordagens baseadas em modelos tradicionais de redes CNN para a classificação
de múltiplas classes.

A obordagem foi proposta neste trabalho tem como base o conhecimento a cerca
do dataset disponível para a pesquisa, o dado utilizado tem um alto grau de com-
plexidade e foi construído ao longo de diversos anos para projetos distintos e com
classificação de diversos profissionais, ademais as imagens podem apresentar estru-
turas de mais de uma litologia, gerando classificações distintas de acordo com o
profissional e o projeto que foi desenvolvido.

Outra vantagem da abordagem está relacionado ao fato de que o número de
litologias não são fixos e podem mudar de acordo com o projeto. Logo se julgar
necessário a inclusão de uma nova classe no modelo é possivel acrescentá-la sem
interferir nas demais classes avaliadas e o grau de especialização e confiabilidade da
classe é diferente, pois cada classe foi criada com um modelo diferente. Fazendo com
que o aumento de imagens dos dataset para uma única classe é possivel retreinar o
modelo e aumentar as métricas da classe escolhida. Outra vantagem é a utilização
de dados com o conjunto de dados de treinamento muito pequenos que não é possivel
utilizar para o treinamento de uma classe e utilizar para um modelo multiclasse.

Durante a inferência o modelo atribui uma probabilidade de ser a classe e de não
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ser a classe a qual o modelo se especializou.Alguns algoritmos tradicionais foram
utilizados para a solução de problemas de uma única classe como Suport Vector
Machine, Descion Tree, PCA, modelos estátisticos, mais recentemente técnicas de
redes neurais autoenconder.

Muitas aplicações práticas do aprendizado supervisionado são problemas de
aprendizado de conceito, ou seja, problemas que envolvem a separação de um con-
junto de dado usando o conceito de pertencer ou não a uma determinada classe
[45].

A biblioteca scikit-learn fornece vários algoritmos comuns de classificação de uma
classe destinados ao uso na detecção de valores discrepantes ou de anomalias e na
detecção de alterações, como SVM de uma classe, floresta de isolamento, envelope
elíptico e fator de discrepância local. A solução de problemas de classe única e detec-
ção de anomalias são problemas antigos na literatura de aprendizagem de máquina
que nos últimos anos vêm recebendo atenção para aplicações em redes profundas.

2.8 Docker

Durante o desenvolvimento do projeto foi verificado a importância do uso de alguma
ferramenta capaz de facilitar a criação de um ambiente compatível com as diversas
aplicações necessárias para o desenvolvimento do trabalho. Sendo assim, optamos
por utilizar o container Docker, que é uma tecnologia lançada em 2013 como um
Docker Engine de código aberto. O Docker é uma plataforma aberta que pode ser
usada para construir, distribuir e executar aplicativos em um ambiente de forma
portátil, capaz de migrar o ambiente entre diversos computadores em poucos minu-
tos. Ele também facilita as instalações das bibliotecas para melhor performance em
GPU para treinamento de redes neurais profundas na linguagem Python. Uma delas
é o cuDNN que é uma biblioteca de GPU projetada para acelerar o aprendizado das
redes neurais profundas. Como o cuDNN é uma biblioteca na plataforma CUDA, ela
oferece flexibilidade para trabalhar com qualquer linguagem de programação padrão.
Além disso, por fornecer portabilidade para as estruturas de aprendizado profundo
mais usadas, como Caffe, Torch, TensorFlow, o cuDNN é amplamente usado em
aprendizado profundo em GPUs compatível com o ambiente de forma rápida.

De uma forma mais especifica, o Docker apresenta estruturas conhecida como
container e imagem. As imagens podem existir sem contêineres, por outro lado, um
contêiner precisa executar uma imagem para existir. Portanto, os contêineres são
dependentes de imagens e os usam para construir um ambiente de tempo de execu-
ção e executar um aplicativo. Do ponto de vista mais prático, um container é uma
máquina virtual reduzida que funciona independentemente de um sistema operacio-
nal onde uma aplicação específica ou serviço é executado. Um container do Docker
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é gerado de uma imagem, que é o resultado da aplicação ou do serviço empacotado.
Ele pode conter um sistema operacional inteiro ou aplicações pré-instaladas. O
Docker é usado para criar, executar e implantar aplicativos em contêineres. Quando
você executa uma imagem do docker usando o comando docker run, o processo é
chamado de container e você tem uma cópia da imagem do docker que é ativada.

No projeto em questão a utilização do Docker é realizada por conta do problema
de versionamento entre o cuda e a biblioteca tensorflow. O cuda é uma plataforma
de computação paralela, criada para que desenvolvedores possam usar de forma mais
precisa e livre o alto potencial de processamento paralelo proporcionado por uma
placa de vídeo. Para a utilização da biblioteca autokeras alguns obstáculos foram
levantados, como por exemplo, a preparação de ambiente de processamento para o
uso das bibliotecas necessária de acordo com os drives necessários. Com o objetivo
de sanar problemas de incompatibilidade de cuda driver, cuda toolkit e versão do
tensorflow compatível com a biblioteca autokeras optou-se pelo uso das imagens
docker disponíveis no site da biblioteca tensor flow.

Um desafio dos ambientes de desenvolvimento de aprendizado de máquina em
python é que eles contam com frameworks e kits de ferramentas de aprendizado de
máquina de código aberto complexos e em constante evolução, e ecossistemas de
hardware complexos e em constante evolução.

Durante o desenvolvimento deste trabalho, conforme as arquiteturas dos modelos
de redes neurais no Autokeras foram ficando mais complexas, máquinas mais robus-
tas precisaram ser utilizadas. Sendo assim, o uso do docker foi fundamental pois
permitiu a transferências de modelos de uma máquina para outra sem se preocupar
com problemas de versionamento, que é um dos grandes problemas quando se está
trabalhando com as bibliotecas de machine learning no python.

Na prática o benefício do uso de docker em ambientes de machine learning está
na capacidade de reprodução dos resultados sem perda de precisão tanto de modelos
quanto para análise de dados. O trabalho em questão tem o objetivo de criação de
modelos capazes de auxiliar o trabalho de geocientista, para isso ter ambiente de fácil
utilização em diversos dispositivos é essencial. Ou seja, podemos dizer que sem a
utilização do docker, para isso acontecer seria necessário a replicação da instalação
de diversas bibliotecas do python e versão de API da NVIDIA, o que demanda
muito tempo e recursos humanos. Já com o docker em poucos minutos o ambiente
de treinamento é replicado em outro ambiente de trabalho.

A evolução dos algoritmos de estrutura de aprendizado de máquina, assim como
uso de código aberto evoluem muito rapidamente. Com surgimento de novos versi-
onamentos em uma velocidade assustadora; as dependências da estrutura de apren-
dizado de máquina, geram a necessidade de driver de GPU que precisa ser alinhado
com o compilador de GPU usado para compilar as bibliotecas de GPU. Devido à alta
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Figura 2.11: Esquema ilustrativo do uso de container para modelos de machine
learning

complexidade de uma grande quantidade de software de aprendizado de máquina
de código aberto, quando você move seu código para a máquina de um colaborador
ou um ambiente de cluster, você introduz vários pontos de falha. Na figura 2.11
é possível observar que mesmo controlando as alterações no código de treinamento
e na estrutura de aprendizado de máquina, há alterações de nível inferior que po-
dem não ser consideradas, resultando em experimentos com falha. Tal problema foi
enfrentado no decorrer do trabalho proposto.

Em seguida são apresentados alguns comandos básicos para a utilização do Doc-
ker. Estes comandos são fundamentais para se iniciar qualquer definição e treina-
mento de modelos de redes neurais deep learning.

• docker attach – Anexar padrões locais de entrada, saída e streams de erro para
um container em execução

• docker commit – Criar uma nova imagem a partir das mudanças de um con-
tainer

• docker container – Gerenciar containers

• docker images – Listar images

• docker ps – Listar containers

• docker pull – Puxar uma imagem ou repositório a partir de um registro

• docker push – Empurrar uma imagem ou repositório para um registro
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• docker rm – Remover um ou mais containers

• docker rmi – Remover uma ou mais images

• docker run – Executar um comando num novo container
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Capítulo 3

Modelos e Experimentos

3.1 Base de dados

As lâminas delgadas também conhecidas como lâmina petrográficas ou seção del-
gada é uma ferramenta importante para o entendimento de um sistema petrolífero
que possibilita entender a rocha em escala microscópica. A preparação laboratorial
de uma amostra de lâmina delgada de rocha é realizada através de uma monta-
gem de seção de rocha sobre uma lâmina de vidro, de espessura milimétrica. Essa
montagem possibilita a obtenção de dados em escala sub milimétrica, baseados,
principalmente, nas propriedades ópticas e químicas dos materiais amostrados. A
visualização dos dados da lâmina petrográficos é realizada através da captura da
aquisição da imagem multicanal de seção delgada geológica por meio de diferentes
formas de iluminação, podendo ser usada polarização diferente, a fim de se destacar
características diferentes na imagem. A luz polarizada plana (PPL) mostra a cor
geral do cristal. A luz polarizada cruzada (XPL) em várias orientações permite que
o ângulo de extinção e a birrefringência sejam avaliados [46].

O dataset usado na pesquisa é composto de lâminas delgadas de rochas car-
bonáticas do pré-sal brasileiro. As imagens que foram utilizados nesta pesquisa
foram cedidas pelo Cenpes e pertencem a diversos poços, profundidades e bacias
de exploração. Isto faz com que o treinamento dos modelos não seja direcionado
a nenhuma área de exploração específica. A heterogeneidade das bacias brasileiras
gera ao trabalho maior complexidade, os dados recebidos

As imagens são de polarização plana (PPL) para classificação de litologias di-
ferentes. Esta é a primeira etapa da identificação da sedimentologia litológica de
uma rocha, para a descrição de um ambiente deposicional[47]. As classes das ro-
chas carbonáticas a serem identificadas neste trabalho está em linha com o trabalho
proposto por [6] para os carbonatos das Bacias Brasileiras. As imagens utilizadas
apresentam diferentes tamanhos e foram adquiridas no espaço de cores RGB e sal-
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vas no formato de arquivo Tiff, jpeg e png. As imagens foram obtidas em várias
profundidades pertencentes a diferentes poços de reservatórios carbonáticos. Os
reservatórios estão localizados no campo petrolífero do pré-sal brasileiro. A classi-
ficação foi realizada por diferentes sedimentologistas de carbonatos. Uma descrição
do processo de análise e aquisição dos dados é apresentado na figura 3.1.

Figura 3.1: Descrição do processo de análise e aquisição dos dados. Adaptdao de [3]

Os modelos implementados tiveram o objetivo de classificar as seguintes classes
de rochas carbonáticas: esferulitito, grainstone, estromatolito e laminito. Estes tipos
de rochas são compostos por sedimentos carbonáticos e esses sedimentos tendem a se
formar e ser depositados in situ, com enormes volumes de material calcário fornecido
pela morte, desintegração ou digestão de matéria vegetal e animal. Inicialmente
buscou-se entender e verificar a presença de todas as classes a serem utilizadas no
dataset. Na tabela 3.1 pode ser visualizado a quantidade de amostras do dataset
para cada litologia analisada.

Tabela 3.1: Quantidade de amostras de imagens utilizadas no trabalho

Litologia Quantidade de amostras
Esferulitito 242

Retrabalhado 243
Estromatolito 201

Laminito 309
Total 995

Através da tabela 3.1 é possível observar que a quantidade de amostras por
classes, com exceção do laminito apresentam um número de amostras similares.
Entretanto, a quantidade de imagens do dataset utilizado é bem reduzido quando
comparados a outros trabalhos envolvendo tarefas de classificação em visão compu-
tacional utilizando as redes CNNs.
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Vale ressaltar que um dos grandes problemas em modelos de Redes Neurais (isto
é válido para qualquer tipo de arquitetura) está relacionado a poder de generalização
dos modelos, ou seja, uma vez que o modelo de RNN foi treinado qual a acurácia
deste modelo quando avaliado em amostras não vistos durante o treinamento. Den-
tro deste contexto, um conjunto de dados foi separado para esta finalidade. Este
conjunto apresenta características de um poço diferente ao utilizado no treinamento.
Na tabela 3.2 pode ser visualizado o número de amostras para cada classe deste con-
junto de dados.

Tabela 3.2: Quantidade de amostras de imagens para generalização do modelo
treinado

Litologia Quantidade de amostras
Esferulitito 80

Retrabalhado 80
Estromatolito 66

Laminito 103

3.2 Metodologia

A metodologia para alcançar os objetivos deste trabalho pode ser divididas em 4
etapas fundamentais:

• Pré-processamento

• Definição da imagem docker

• Auto-ML One-Class

• Processo de comparação de probabilidades

A primeira etapa do workflow consiste no pré-processamento das imagens e a
padronização delas, uma vez que o dataset apresenta imagens de diferentes forma-
tos e tamanho variados. A estratégia definida para a padronização das imagens foi
realizada inicialmente definindo uma região de interesse (RI) da imagem a ser anali-
sado. através da definição desta RI foi possível retirar também o material que fica ao
entorno da rocha, que consiste na lâmina de vidro onde a amostra é montada. Após
a definição da RI, um corte é realizado na imagem utilizando o pixel do centro da
imagem como referência como pode ser visualizado na imagem 3.4. A partir desse
centro foi definido a coordenada x máximo e mínimo, também y máximo e mínimo e
por fim, um corte foi definido de tamanho variados de 800 x 800, 1000x1000 e 1400
x 1400 pixels.
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Figura 3.2: Pré processamento das imagens

A etapa seguinte foi a escolha de um ambiente compatível para desenvolvimento
de um modelo de machine learning. A NVIDIA disponibiliza imagens docker para
o desenvolvimento compatível para treinamentos de modelos complexos de apren-
dizagem. O TensorFlow NGC Container que é o container utilizado na pesquisa
é otimizado para aceleração de GPU e contém um conjunto validado de bibliote-
cas que habilitam e otimizam o desempenho da GPU. Esse contêiner também pode
conter modificações no código-fonte do TensorFlow para maximizar o desempenho
e a compatibilidade, e software para acelerar cargas de trabalho de ETL (DALI,
RAPIDS), treinamento (cuDNN, NCCL) e inferência (TensorRT).

A imagem de contêiner especifica para o tensorflow contém a fonte completa da
versão NVIDIA do TensorFlow em /opt/tensorflow. Ele é pré-construído e instalado
como um módulo Python do sistema. Existem duas versões do contêiner em cada
versão, contendo TensorFlow 1 e TensorFlow 2, respectivamente. Na pesquisa o
tensorflow 2 foi utilizado pois a biblioteca autokeras só é compatível com versões de
tensorflow acima 2.3 e somente python 3.

O NVIDIA TensorFlow Container é otimizado para uso com GPUs NVIDIA
e contém o seguinte software para aceleração de GPU :CUDA, cuBLAS, NVIDIA
cuDNN, NVIDIA NCCL (otimizado para NVLink),RAPIDS, Biblioteca de carrega-
mento de dados NVIDIA (DALI),TensorRT e TensorFlow com TensorRT (TF-TRT).

A terceira etapa da metodologia proposta está relacionada a definição do modelo
de redes neurais. Geralmente, a escolha da melhor arquitetura a ser utilizada para
um determinado conjunto de dados é um trabalho árduo quando se trata de redes
neurais de aprendizado profundo. Sendo assim, optou-se pela utilização da biblio-
teca AutoKeras visando encontrar um modelo de melhor desempenho para os dados
analisados e seus respectivos hiper parâmetros. Alguns parâmetros do AutoKeras
foram modificados durante a busca pela melhor arquitetura de rede. estes parâme-
tros foram: aumento do conjunto de dados, número de tentativas (Trials), métrica
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alvo, número de épocas, arquitetura da rede e função de ativação.
Trial é a quantidade de tentativas de morfismo da biblioteca do modelo de auto-

keras, épocas é um termo usado em aprendizado de máquina e indica o número de
passagens de todo o conjunto de dados de treinamento que o algoritmo de apren-
dizado de máquina concluiu. Os conjuntos de dados geralmente são agrupados em
lotes, o tamanho desse lote é definido como batch. A capacidade computacional
é um limitador para o tamanho do lote, quando menor o tamanho do batch mais
lento é o treinamento, lotes muito grandes podem diminuir as métricas dos modelos
desenvolvidos. Além desses parâmetros a biblioteca autokeras permite escolher a
utiliza ]ao ou não das técnicas de aumento de dados, fixar operações de aumento ou
deixar essa escolha por conta do algoritmo.

Para problemas de classificação existem problemas binários onde existem 2 clas-
ses e o resultado pode ser uma classe ou outra, por exemplo ser cachorro ou ser gato.
Também existem os problemas de classificação multiclasse que envolve a classificação
de uma amostra de objeto desconhecida em uma das muitas categorias de objetos
predefinidas. O modelo proposto no trabalho é um modelo de classificação de uma
classe, onde a resposta é ser ou não da classe treinada como classe 1. Os problemas
de uma única classe podem ser entendidos também como detecção de anomalias.

Figura 3.3: Primeira abordagem do modelo one-class
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Dentro deste contexto de modelos one classe duas abordagens foram testadas.
A primeira abordagem, onde 4 modelos one-classe diferentes foram implementados
para classificação de cada classe de lâmina petrográficas de carbonato. Estes modelos
são:

• Modelo de classificação de retrabalhado

• Modelo de classificação de Estromatólito

• Modelo de classificação de Esferulitito

• Modelo de classificação de Laminito

Ou seja, cada classe foi treinada com dados da classe analisada e dados das
demais classes. Como por exemplo, vamos analisar a classe Retrabalhado, ou seja,
o modelo one-class da classe Retrabalhado apresentavam todos os dados do dataset
analisado, onde a classe Retrabalhado foi rotulado de 1 (um) e todas as demais
classes foram rotuladas de 0 (zero). Ao final do treinamento foi gerado então um
modelo especialista na classe grainstone. este procedimento foi repetido para todas
as demais classes estudadas.

Já na segunda abordagem também foram desenvolvidos 4 modelos diferentes
para classificação de cada classe, porém a divisão das classes nos modelos definidos
foi diferente da abordagem anterior conforme pode ser visualizado a seguir:

• Modelo de classificação de Estromatólito e Esferulitito

• Modelo de classificação de retrabalhado

• Modelo de classificação de Laminito

Nesta abordagem, inicialmente as classes Estromatólito e Esferulitito foram trei-
nadas juntas, ou seja, buscou-se separar estas duas classes das demais, pois como
elas possuem características similares poderia de alguma forma confundir o classi-
ficador mesmo utilizando o modelo one-classe. De uma maneira mais detalhada é
possível dizer que todas as imagens de Estromatólito e Esferulitito foram considera-
das da classe 1 e as demais foram consideradas 0. Uma vez que foi gerado o modelo
que separa estas classes das demais, foi definido outros dois modelos para definição
das classes Retrabalhado e Laminito. Sendo assim, neste ponto do trabalho temos 3
modelos especialistas em Estromatólito e Esferulitito, outro modelo para Grainstone
e um modelo para Laminito. Finalmente foi gerado um quarto modelo responsável
então para separar as duas classes iniciais (Esferulitito e Estromatólito). Este quarto
modelo foi definido para se especializar na classe estromatólito, foi escolhido está
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Figura 3.4: Segunda abordagem do modelo one-class

classe pois o para o modelo se especializar devido à dificuldade de especialização
usando apenas a imagem

Um dos desenvolvimentos principais que desempenharam um papel crucial no
surgimento das redes conhecidas como reder profundas foi as GPUs permitindo ace-
lerar o treinamento das redes de arquiteturas bem complexas citeWITTEN2017417.
A GPU se tornou um dos hardwares mais usados em soluções para aplicativos de
aprendizado profundo [48]. Logo, para o treinamento das redes CNNs e obtenção
de um bom desempenho do modelo é necessário o uso de um equipamento potente
com placas GPUs com capacidade de processamento elevada.

Neste trabalho, todos os modelos implementados para gerar os resultados des-
critos nesta dissertação só foi possível devido ao uso de placas GPUs, ou seja, todo
o processamento foi realizado utilizando uma máquina disponibilidade pelo Centro
Brasileiro de Pesquisas Físicas (CBPF) denominado SciMining com 32 núcleos de
processamento; 4 terabytes de disco rígido; 500 gigabytes de disco de estado só-
lido (para armazenamento do sistema operacional); 128 gigabytes de memória RAM
(expansível até 1 tera); oito placas de vídeo RTX 3080.

O quarto é último ponto a ser discutido da metodologia está relacionado na
definição da classe resposta para modelos one class. Nas metodologias 1 e 2 foram
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desenvolvidos 4 modelos de classe única. Uma das grandes questões neste ponto
do trabalho está relacionado a definição, dentre os resultados desses modelos, o
resultado. Sendo assim, para ambas as metodologias se optou por definir que a
maior probabilidade dentre os outputs dos modelos especialistas pertence a classe
resultado. Na figura 3.5 pode ser visualizado como foi feita esta definição para uma
das abordagens utilizadas.

Figura 3.5: Imagem demonstrativo do resultado do modelo proposto

Outro ponto a ser destacado, é que foi utilizado na camada de saída dos modelos
implementados a função sigmoide. Uma função sigmoide não é uma função de
densidade de probabilidade (PDF), pois integra ao infinito. No entanto, corresponde
à função de probabilidade acumulada da distribuição logística. Logo, em relação à
interpretação dos resultados, mesmo que o sigmoide não seja um PDF, dado que
seus valores estão no intervalo [0,1], é possível interpretá-los como um índice de
confiança.

Figura 3.6: Abordagem classificação multiclasse para comparação de modelos.

Por fim, é possível ressaltar que a abordagem proposta nesta dissertação de mo-
delo one-class ainda está em fase inicial de pesquisas. A maioria dos modelos de
classificação em Visão computacional fazem uso da abordagem multiclasse, onde
um conjunto de dados formados por e três ou mais classes servem como input para
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um modelo de classificação e a saída deste modelo contém a quantidade de neurô-
nios relacionados a quantidade de classes. Dentro deste contexto e afim de validar
os resultados obtidos com a metodologia proposta foi implementado um modelo
multiclasse com o dataset analisado. Um esquema do modelo multiclasse pode ser
visualizado na figura 3.6.
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Capítulo 4

Resultados e Discussão

Neste trabalho, duas abordagens foram implementadas para a classificação de litolo-
gia em imagens de lâminas de carbonato. Um modelo multiclasse foi utilizado a fim
de comparação dos resultados. Neste seção estão apresentados todos os resulatdos
obtidos com a metodologia proposta. Para obter o desempenho geral dos modelos
definidos e verificar a eficiencia do processo de treinamento da rede neural todos
os resultados apresentados aqui foram obtidos com um conjunto de validação. Este
conjunto pertence a um poço diferente dos demais que foram utilizados durante o
treinamento.

4.1 Primeira abordagem modelo one-class

O primeiro modelo a ser analisado é o modelo da classe laminito. A classe litológica
de laminito é a que mais se diferencia das demais. No treinamento foram utiliza-
das 309 imagens de lâminas de laminito e para a obtenção da melhor arquitetura
foram testados 100 modelos diferente (trials=100). A arquitetura do melhor modelo
enocntrada pode ser visualizado na figura 4.1.

Como pode ser observado o modelo foi treinado com imagens de 450 por 450
pixeis, ou seja, a imagem original foi cortada e redimensionado para permitir um
treinamento de arquiteturas mais complexas. Algumas operações de aumento de
rotação e flip foram analisados. Um ponto relevante é que para o conjunto de
dados estudado foi utilizada a xception como rede de melhor performace para a
solução do problema. Apesar do uso de uma rede complexa nenhuma transferência
de aprendizado foi realizada na utilização do autokeras. Em relação a especialização
da classe laminito, a arquitetura encontrada utilizando as imagens desta classe pode
ser visualizado na figura 4.1. E a distribuição do grau de exitação do neuronio de
saída da inferência do conjunto de dados da validação pode ser visualizado na figura
4.2

Analisando a figura 4.2 é possível perceber que a função sigmoide utilizada na
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Figura 4.1: Esquema demonstrativo do melhor modelo especializado na classe
laminito

Figura 4.2: Distribuição de probabilidades da classe alvo laminito

última camada do modelo, essencialmente tenta empurrar os valores de Y para os
extremos. Esta é uma qualidade muito desejável quando tentamos classificar os
valores para uma classe específica. Já o gráfico de violino é semelhante ao boxplot
e mostra a densidade de probabilidade dos dados em valores diferentes, geralmente
suavizados por um estimador de densidade do kernel. O gráfico violino para a classe
laminito apresenta 3 pontos diferentes que foram marcados com os números 1,2 e
3 para evidenciar certas caracteristicas do gráfico. No ponto 1 da figura analisada
podemos observar o valores de probabilidades baixos próximo de zero. Logo, temos
uma quantidade maior de dados que não são da classe do laminito. O centro do
gráfico violino demostrado pelo ponto 2 tem poucas imagens o que demostra que a
rede não tem dúvida sobre a definição da classe. Já o ponto 3 é a região que foi
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classificado como laminito.
O segundo modelo desenvolvido foi o modelo especialista da classe retrabalhado.

A imagem utilizada para especialização da rede tem tamanho 400 x 400 pixels. Com
processos de aumento do dataset por meio da técnica de flip e ajuste de contraste,
como observado na figura 4.3.

Figura 4.3: Esquema demonstrativo do melhor modelo especializado no
retrabalhado

A quantidade de tentativas para o modelo de classificação retrabalhado foi de
100 tentativas (trials). Ao analisar a capacidade de especialialização da rede desen-
volvida pelo trabalho observamos um grau de achatamento na região 2 da figura 4.4
menor que o verificado na classe de laminito mas ainda elevado.

Figura 4.4: Distribuição de probabilidade da classe alvo retrabalhado

A proxima arquitetura analisada está relacionada ao modelo de estromatolito,
figura 4.5. A imagem input do modelo tem tamanho 600 por 600 com operação de
aumento dos dados através da operação de flip. Os modelos tem imagens maiores
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que os modelos anteriores, essa escolha foi realizada devido a dificuldade de termos
um modelo eficiente especialista na classe de estromatolito.

Figura 4.5: Esquema demonstrativo do melhor modelo especializado na classe
estromalito

A distribuição de probabilidade do estromatolito pode ser visualizado na figura
4.6, onde é possível identificar que a forma do gráfico violino se difere dos demais
apresentado anteriormente no estudo. Isto ocorreu poque o modelo referente a classe
estromatolito não conseguiu se especializar na classe analisada.

Figura 4.6: Distribuição de probabilidade da classe alvo estromatolito

O mesmo ocorreu na análise da classe esferulitito conforme pode ser visualizado
na figura 4.7. O gráfico apresenta o centro da distribuição (ponto 2) dos dados
com pouco achatamento, a base é onde tem valores próximos a zero está com uma
quantidade de dados grandes, mostrando a dificuldade de especialização da classe es-
ferulitito. Na figura 4.8 é apresentada a arquitetura de especialização do esferulitito
pelo mesmo motivo que o estromatolito foi realizado um redimencionamento para
600 por 600, as operações realizadas para aumento do dado foram flip e rotation
com a resnet como modelo de base.

Na abordagem apresentada nesta seção, quatro modelos independentes foram
definidos para cada classe analisada. Conforme foi possível observar nos gráficos
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Figura 4.7: Distribuição de probabilidade do esferulitito

Figura 4.8: Esquema demonstrativo do melhor modelo especializado no esferulitito

apresentados anteriormente os modelos referentes as litologias estromatolito e esfe-
rulitito não tiveram um bom desempenho. O melhor modelo foi obtido para a classe
laminito. Isto fica mais evidente na matriz de confusão gerada para avaliar todos os
modelos e apresentada na figura 4.9. A legenda para as classes na figura apresentada
é: Classe 0 para esferulitito, classe 1 para estromatolito, classe 2 para retrabalhado
e classe 2 para laminito.

Através da matriz confusão apresentada é possível verificar a dificuldade dos mo-
delos em se especializar em determinadas classes. A acurácia obtida na anlise dos 4
modelos foi de aproximadamente 42%. Acreditamos que esta dificuldade seja princi-
palmente devido ao conjunto de validação utilizado, pois o mesmo contém imagens
de outros poços e estas imagens não foram vistas durante o treinamento. Com esta
abordagem é possível que os modelos implementados não conseguiram capturar ca-
racteristicas relevantes para ter um grande poder de generalização. Entretanto, é
importante destacar que o modelo foi bem treinado, uma vez que as curvas ROC
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Figura 4.9: Matriz confusão final segundo abordagem 1

Figura 4.10: Curvas Roc dos 4 modelos da estrátegia 1

para cada classe para o conjunto de teste (conjunto utilizado como validação durante
o treinamento) apresentam valores para AUC maiores que 70% conforme pode ser
visualizado na figura 4.10.

4.2 Segunda abordagem Modelo one-class

A segunda abordagem proposta visou corrigir alguns problemas que foram identiif-
cados durante o desenvolvimento deste trabalho, ou seja, um melhor entendimento
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das classes esferulitito e estromatolito. Sendo assim, os modelos de classes únicas
para as classes Laminito e retrabalhado são os mesmo citados anteriormente, pois
tiveram bons resultados. E uma nova abordagem foi implementada visando a es-
pecialização das classes mais problemáticas (estromatolito e esferulitito). Para esta
implementação foram consideradas as classes estromatolitoo e esferulitito como alvo
e as demais como não alvo. A arquitetura deste modelo pode ser visualizada na
figura 4.11. O modelo base foi uma rede resnet50 com aumento do dataset por meio
de flip, contraste e translação.

Figura 4.11: Esquema demonstrativo do melhor modelo especializado no
estromatolito com esferululitito

Figura 4.12: Distribuição de probabilidade do esferulitito

A distribuição de probabilidade desse modelo de união de classe é dada pela
figura 4.12, que tem um grau de achatamento na região central. Isso mostra que
o modelo conseguiu diferenciar as 2 classes utilizadas em conjunto das demais. No
gráfico apresentado também fica evidente que a classe laminito tem as formas bem
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Figura 4.13: Matriz de 3 classes segundo a metologia 2

mais definidas. Isto já era esperado, uma vez que a classe laminito é muito diferente
das demais.

O resultado deste modelo é uma matriz confusão de 3 classes apresentada na
figura 4.15, A acurácia obtida por este modelo foi de 77% . Entretanto, este resul-
tado não atende aos objetivos deste trabalho, uma vez que temos 4 classes a serem
identificadas. Sendo assim, por meio do conhecimento acerca do dataset e conversa
com especialistas de sedimentologia, optou-se por definir uma classe especializada
em estromatolito. Entendemos que a classe esfeulitito apresenta algumas caracte-
rísticas estruturais que não podem ser evidenciadas a partir das imagens utilizadas
(PPL).

De uma maneira mais específica, a estratégia adotada neste ponto do traba-
lho para separar as duas classes foi considerar como classe alvo o estromatolito, as
demais classes como não alvo e excluir todas as imagens de esfeutlitito do treina-
mento. O modelo especializado para a classe estromatolito pode ser visualizado na
figura 4.14. O modelo base é uma resnet50 mas se difere da anterior por não ter
nenhuma operação de aumento. Esta observação é um ponto a ser discutido em
trabalho futuros, pois pode indicar que as operações para aumentar o conjunto de
dados utilizadas na metodologia anterior tenha dificultado a separação destas duas
classes. A matriz confusão referente a esta abordagem pode ser visualizada em 4.15.
A acurácia média obtida foi de 70% e com exceção da classe 0 (esferulitito) as de-
mais classes obtiveram mais de 70% de acuracia quando analisadas isoladamente.
Assim como aconteceu na metodologia da abordagem 1, os modelos responsaveis
por separar estas duas últimas classes também foram bem treinados. Os valores da
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Figura 4.14: Esquema demonstrativo do modelo especialista em estromatolito da
segunda abordagem

Figura 4.15: Matriz de 4 classes segundo a abordagem 2

AUC para o conjunto de teste (conjunto utilizado como validação durante o trei-
namento) também apresentaram valores superiores a 70% conforme apresentado na
figura 4.16.
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Figura 4.16: Curvas Roc para as classes estromatolito e esferulitito utilizando a
abordagem 2.

4.3 Comparação de Resultados

A fim de validar os resultados obtidos através da metodologia on-class para o pro-
blema abordado nesta dissertação foi implementado também um modelo de classi-
ficação de múltiplas classes (conforme explicado na metodologia), uma vez que este
modelo é o mais utilizado em visão computacional. O número de trails para encon-
trar a melhor arquitetura foi 50 e cada modelo foi investigado por no máximo 50
épocas. A rede utilizada como ponto de partida para o treinamento foi a resnet152
com transferência de aprendizado. Esta rede é bem mais profunda quando compa-
rada aos modelos anteriores, ouseja, o treinamento foi bem mais difícil e precisou de
estruturas de redes mais complexas. A arquitetura encontrada pode ser visualizada
na figura 4.17. A arquitetura escolhida pela ferramenta autokeras apresenta uma
estrutura de aprendizado residual para facilitar o treinamento. As operações de
aumento do dado de treinamento como flip e o contraste também foram utilizado.

Figura 4.17: Esquema demonstrativo da melhor arquitetura para o modelo
multiclasse

Na figura 4.18 pode ser visualizado a distribuição de probabilidades para o mo-
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delo multiclasse. Ao analisar a distribuição de probabilidade de ser cada classe
observou-se que os valores são bem dispersos, com poucos valores acima de 0.7.

Figura 4.18: Distribuição de probabilidade do modelo multiclasse

O resultado obtido com este modelo multiclasse e com os dados de validação
pode ser visualizado na matriz confusão apresentada na figura 4.19. A acurácia
média obtida foi de 33%, um valor bem abaixo quando comparados aos modelos
implementados tanto na abordagem 1 quanto na abordagem 2.

Figura 4.19: Matriz de confusão para o validação em outros poços
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A acurácia média obtida foi de 33%, um valor bem abaixo quando comparados
aos modelos implementados tanto na abordagem 1 quanto na abordagem 2. A única
classe que teve acuracia acima de 70% foi a classe do laminito. Este resultado de
apenas 33% de acuracia, comprova a superioridade da metodologia proposta nesta
dissertação.
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Capítulo 5

Conclusão e trabalhos futuros

Neste trabalho foi proposto a utilização do modelo de classe única como uma ferra-
menta para a generalização de dados geológicos de imagens de lâmina petrográficas.
Apesar de ser pouco investigada na bibliografia esse tipo de modelo teve resultado
satisfatório para construção de uma solução para o problema proposto. Apesar dos
resultados satisfatórios a solução proposta apresenta maior complexidade, pois foi
desenvolvido 4 modelos utilizando duas abordagens diferentes e um modelo a título
e comparação, totalizando 7 modelos diferentes implementados.

A abordagem 2 foi a que teve o melhor resultado no trabalho apresentado. Ape-
sar disso acredita-se que ao aumentar o tamanho da imagem da lâmina analisada
como input da rede, a primeira abordagem também terá resultados satisfatórios e
talvez consiga eliminar a ambiguidade existente entre a classe de Esferulitito e es-
tromatólito, tendo um erro de classificação menor que apresentado no estudo atual.

Em relação ao modelo multiclasse utilizado para comparação foi possível obser-
var que a metodologia one-class proposta nesta dissertação apresentou resultados
superiores. Tanto a abordagem 1, quanto a abordagem 2 tiveram um desempenho
muito melhor que o modelo multiclasse desenvolvido.

Alguns hiper parâmetros do Autokeras ainda precisam ser mais bem avaliados,
como por exemplo, a função de ativação utilizada. Apesar da mesma ser amplamente
utilizada em modelos one class, é preciso verificar com cuidado o problema do vanish
gradient, ou seja, problemas quando os gradientes se tornam muito pequenos fazendo
com que o gradiente se aproxime de zero e a rede não consegue mais atualizar seus
pesos sinápticos interrompendo assim o processo de aprendizagem.

Por fim, cabe ressaltar que os modelos de classe única se mostraram bastante
eficaz para soluções de problemas de classificação litológicas, devido à incerteza
do dado para classificação. Os modelos apresentaram métricas superiores quando
comparados ao modelo tradicional de múltiplas classes.

Os problemas que encontramos nos problemas de classificação convencionais,
como a definição do erro, dados de treinamento atípicos, medição da complexidade
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de uma solução, maldição da dimensionalidade, generalização do método, também
aparecem na classificação de uma classe. Alguns problemas tornam-se ainda mais
proeminentes. Como na classificação convencional, os dados de duas classes estão
disponíveis, o limite de decisão é suportado de ambos os lados por objetos de exem-
plo. A maioria dos classificadores convencionais assumem classes de dados mais ou
menos equilibradas e não funcionam bem quando uma classe é severamente suba-
mostrada ou mesmo completamente ausente. Como na classificação de uma classe
apenas uma classe de dados está disponível, apenas um lado do limite pode ser
determinado. É difícil decidir com base em apenas uma classe o quanto o limite
deve se encaixar em cada uma das direções ao redor dos dados. É ainda mais difícil
decidir quais recursos devem ser usados para encontrar a melhor separação entre a
classe de destino e a classe discrepante.

Como próximos passos da pesquisa é possível destacar alguns pontos relevantes:

• A utilização de imagens com tamanho superior aos analisados nesta disserta-
ção, para treinamento dos modelos;

• Utilização da combinação de lâmina polarizada e não polarizada combinadas
formando uma imagem RGB com 6 canais;

• Aumento do dataset para treinamento do modelo;

• Identificar lâminas petrográficas que apresentem padrão incomum

• Tendo como base a arquitetura encontrado por meio da técnica de auto ma-
chine learning testar a utilização de transferência de aprendizado nas redes
complexas.

47



Referências Bibliográficas

[1] YU, D., WANG, H., CHEN, P., et al. “Mixed Pooling for Convolutional Neural
Networks”. pp. 364–375, 10 2014. ISBN: 978-3-319-11739-3. doi: 10.1007/
978-3-319-11740-9_34.

[2] “automl”. https://www.automl.org/. Accessed: 2022-06-18.

[3] HABRAT, M., MŁYNARCZUK, M. “Search of visually similar microscopic rock
images”, Computational Geosciences, v. 19, pp. 127–136, 02 2015. doi:
10.1007/s10596-014-9459-2.

[4] NANJO, T., TANAKA, S. “Carbonate Lithology Identification with Generative
Adversarial Networks”. 01 2020. doi: 10.2523/IPTC-20226-ABSTRACT.

[5] GIRESSE, P. “8 - Present Oceanic Deposition”. In: Giresse, P. (Ed.), Tropical and
Sub-Tropical West Africa, v. 10, Developments in Quaternary Sciences,
Elsevier, pp. 61–81, 2008. doi: https://doi.org/10.1016/S1571-0866(08)
80010-3. Disponível em: <https://www.sciencedirect.com/science/
article/pii/S1571086608800103>.

[6] TERRA, G., SPADINI, A., FRANÇA, A., et al. “Classificação de rochas carbo-
náticas aplicável às bacias sedimentares brasileiras”, Boletim de Geocien-
cias - Petrobras, v. 18, pp. 9–29, 01 2010.

[7] “aapg”. https://wiki.aapg.org/Thin_section_analysis. Accessed: 2022-06-
22.

[8] LIU, H., REN, Y.-L., LI, X., et al. “Rock thin-section analysis and iden-
tification based on artificial intelligent technique”, Petroleum Science,
2022. ISSN: 1995-8226. doi: https://doi.org/10.1016/j.petsci.2022.03.011.
Disponível em: <https://www.sciencedirect.com/science/article/
pii/S1995822622000607>.

[9] FOLK, R. L. “Practical petrographic classification of limestones”, AAPG Bulle-
tin, v. 43, pp. 1–38, 1959.

48

https://www.automl.org/
https://www.sciencedirect.com/science/article/pii/S1571086608800103
https://www.sciencedirect.com/science/article/pii/S1571086608800103
https://wiki.aapg.org/Thin_section_analysis
https://www.sciencedirect.com/science/article/pii/S1995822622000607
https://www.sciencedirect.com/science/article/pii/S1995822622000607


[10] DUNHAM, R. J. “Classification of Carbonate Rocks According to Depositional
Texture1”. In: Classification of Carbonate Rocks—A Symposium, Ameri-
can Association of Petroleum Geologists, 01 1962. ISBN: 9781629812366.
doi: 10.1306/M1357.

[11] FILOSA, M., MASSARI, L., FERRARO, D., et al. “A meta-learning algorithm
for respiratory flow prediction from FBG-based wearables in unrestrained
conditions”, Artificial Intelligence in Medicine, v. 130, pp. 102328, 2022.
ISSN: 0933-3657. doi: https://doi.org/10.1016/j.artmed.2022.102328.
Disponível em: <https://www.sciencedirect.com/science/article/
pii/S0933365722000938>.

[12] WANG, J., MA, Y., ZHANG, L., et al. “Deep Learning for Smart Manufac-
turing: Methods and Applications”, Journal of Manufacturing Systems,
v. 48, pp. 144–156, 01 2018. doi: 10.1016/j.jmsy.2018.01.003.

[13] KAKANI, V., NGUYEN, V. H., KUMAR, B. P., et al. “A critical re-
view on computer vision and artificial intelligence in food industry”,
Journal of Agriculture and Food Research, v. 2, pp. 100033, 2020.
ISSN: 2666-1543. doi: https://doi.org/10.1016/j.jafr.2020.100033. Dispo-
nível em: <https://www.sciencedirect.com/science/article/pii/
S2666154320300144>.

[14] GOODFELLOW, I., BENGIO, Y., COURVILLE, A. Deep Learning. MIT
Press, 2016. http://www.deeplearningbook.org.

[15] KRIZHEVSKY, A., SUTSKEVER, I., HINTON, G. E. “ImageNet Clas-
sification with Deep Convolutional Neural Networks”. In: Pereira, F.,
Burges, C., Bottou, L., et al. (Eds.), Advances in Neural Informa-
tion Processing Systems, v. 25. Curran Associates, Inc., 2012. Dis-
ponível em: <https://proceedings.neurips.cc/paper/2012/file/
c399862d3b9d6b76c8436e924a68c45b-Paper.pdf>.

[16] VALENTÍN, M. B., BOM, C. R., COELHO, J. M., et al. “A deep residual con-
volutional neural network for automatic lithological facies identification
in Brazilian pre-salt oilfield wellbore image logs”, Journal of Petroleum
Science and Engineering, v. 179, pp. 474–503, 2019.

[17] DE OLIVEIRA, L. A. B., CUSTÓDIO, L. F. N., FAGUNDES, T. B., et al.
“Stepped machine learning for the development of mineral models: Con-
cepts and applications in the pre-salt reservoir carbonate rocks”, Energy
and AI, v. 3, 2021.

49

https://www.sciencedirect.com/science/article/pii/S0933365722000938
https://www.sciencedirect.com/science/article/pii/S0933365722000938
https://www.sciencedirect.com/science/article/pii/S2666154320300144
https://www.sciencedirect.com/science/article/pii/S2666154320300144
http://www.deeplearningbook.org
https://proceedings.neurips.cc/paper/2012/file/c399862d3b9d6b76c8436e924a68c45b-Paper.pdf
https://proceedings.neurips.cc/paper/2012/file/c399862d3b9d6b76c8436e924a68c45b-Paper.pdf


[18] CRISTOFARO, R. A. L., LONGHIN, G. A., WALDMANN, A. A., et al. “Ar-
tificial Intelligence Strategy Minimizes Lost Circulation Non-Productive
Time in Brazilian Deep Water Pre-Salt”, OTC Brasil, 2017.

[19] CRISTOFARO, R. A. L., LONGHIN, G. A., WALDMANN, A. A., et al.
“Synthetic geochemical well logs generation using ensemble machine lear-
ning techniques for the Brazilian pre-salt reservoirs”, Journal of Petroleum
Science and Engineering.

[20] BRAGA, I., OLIVEIRA, I., PUGA, J., et al. “DEEP LEARNING APPLICA-
TION FOR SEISMIC FACIES CLASSIFICATION OF THE BRAZILIAN
PRE-SALT CARBONATES: AN APPROACH BASED ON CONVOLU-
TIONAL NEURAL NETWORKS”. 01 2019.

[21] CHANG, H.-C., KOPASKA-MERKEL, D., CHEN, H.-C. “Identification of
lithofacies using Kohonen self-organizing maps”, Computers Geoscien-
ces - COMPUT GEOSCI, v. 28, pp. 223–229, 03 2002. doi: 10.1016/
S0098-3004(01)00067-X.

[22] SAPORETTI, C. M., DA FONSECA, L. G., PEREIRA, E., et al. “Machine le-
arning approaches for petrographic classification of carbonate-siliciclastic
rocks using well logs and textural information”, Journal of Applied Ge-
ophysics, v. 155, pp. 217–225, 2018. ISSN: 0926-9851. doi: https://
doi.org/10.1016/j.jappgeo.2018.06.012. Disponível em: <https://www.
sciencedirect.com/science/article/pii/S092698511630667X>.

[23] HARALICK, R. M., SHANMUGAM, K. “Computer Classification of reservoir
sandstone”, Department of Electricak Engineering and the University of
Kansas Center for Research, 1973.

[24] THOMPSON, S., FUETEN, F., BOCKUS, D. “Mineral identification using
artificial neural networks and the rotating polarizer stage”, Computers
Geosciences, v. 27, pp. 1081–1089, 11 2001. doi: 10.1016/S0098-3004(00)
00153-9.

[25] MARMO, R., AMODIO, S., TAGLIAFERRI, R., et al. “Textural identification
of carbonate rocks by image processing and neural network: Methodology
proposal and examples”, Computers Geosciences, v. 31, pp. 649–659, 06
2005. doi: 10.1016/j.cageo.2004.11.016.

[26] MŁYNARCZUK, M., GÓRSZCZYK, A., ŚLIPEK, B. “The application of
pattern recognition in the automatic classification of microscopic rock
images”, Computers Geosciences, v. 60, pp. 126–133, 2013. ISSN:

50

https://www.sciencedirect.com/science/article/pii/S092698511630667X
https://www.sciencedirect.com/science/article/pii/S092698511630667X


0098-3004. doi: https://doi.org/10.1016/j.cageo.2013.07.015. Dispo-
nível em: <https://www.sciencedirect.com/science/article/pii/
S0098300413002112>.

[27] WEI, X., QIN, X., RONG, C., et al. “Image Classification Recognition for
Rock Micro-Thin Section Based on Probabilistic Neural Networks”, Ap-
plied Mechanics and Materials, v. 602-605, pp. 2147–2152, 08 2014. doi:
10.4028/www.scientific.net/AMM.602-605.2147.

[28] TIAN, Y., GUO, C., LV, L., et al. “Multi-color Space Rock Shin-section Image
Classification with SVM”. pp. 571–574, 05 2019. doi: 10.1109/ITAIC.
2019.8785477.

[29] BORGES, H. P., DE AGUIAR, M. S. “Mineral Classification Using Machine
Learning and Images of Microscopic Rock Thin Section”, Advances in Soft
Computing, v. 42, n. 2, pp. 63–76, nov. 2019.

[30] ALKAMIL, E., ABBAS, A., ALMUBARAK, H. “Integrating Digital Image
Processing and Machine Learning for Estimating Rock Texture Charac-
terization from Thin Section”. 11 2019. doi: 10.2118/197780-MS.

[31] IZADI, H., SADRI, J., BAYATI, M. “An intelligent system for mineral
identification in thin sections based on a cascade approach”, Compu-
ters Geosciences, v. 99, pp. 37–49, 2017. ISSN: 0098-3004. doi: https:
//doi.org/10.1016/j.cageo.2016.10.010. Disponível em: <https://www.
sciencedirect.com/science/article/pii/S0098300416305702>.

[32] SU, C., XU, S.-J., ZHU, K.-Y., et al. “Rock Classification in Petrographic Thin
Section Images Based on Concatenated Convolutional Neural Networks”,
2020. doi: 10.48550/ARXIV.2003.10437. Disponível em: <https://
arxiv.org/abs/2003.10437>.

[33] LI, D., ZHAO, J., MA, J. “Experimental Studies on Rock Thin-Section Image
Classification by Deep Learning-Based Approaches”, Mathematics, v. 10,
n. 13, 2022. ISSN: 2227-7390. doi: 10.3390/math10132317. Disponível
em: <https://www.mdpi.com/2227-7390/10/13/2317>.

[34] MCCARTHY, J. WHAT IS ARTIFICIAL INTELLIGENCE?

[35] WITTEN, I. H., FRANK, E., HALL, M. A., et al. “Chapter 10 - Deep
learning”. In: Witten, I. H., Frank, E., Hall, M. A., et al. (Eds.),
Data Mining (Fourth Edition), fourth edition ed., Morgan Kaufmann,
pp. 417–466, 2017. ISBN: 978-0-12-804291-5. doi: https://doi.org/

51

https://www.sciencedirect.com/science/article/pii/S0098300413002112
https://www.sciencedirect.com/science/article/pii/S0098300413002112
https://www.sciencedirect.com/science/article/pii/S0098300416305702
https://www.sciencedirect.com/science/article/pii/S0098300416305702
https://arxiv.org/abs/2003.10437
https://arxiv.org/abs/2003.10437
https://www.mdpi.com/2227-7390/10/13/2317


10.1016/B978-0-12-804291-5.00010-6. Disponível em: <https://www.
sciencedirect.com/science/article/pii/B9780128042915000106>.

[36] “CS231n: Convolutional Neural Networks for Visual Recognition”. http://

cs231n.stanford.edu. Accessed: 2020-03-13.

[37] BASHA, S. S., DUBEY, S. R., PULABAIGARI, V., et al. “Impact of fully
connected layers on performance of convolutional neural networks for
image classification”, Neurocomputing, v. 378, pp. 112–119, feb 2020. doi:
10.1016/j.neucom.2019.10.008. Disponível em: <https://doi.org/10.
1016%2Fj.neucom.2019.10.008>.

[38] SRIVASTAVA, N., HINTON, G., KRIZHEVSKY, A., et al. “Dropout: A Simple
Way to Prevent Neural Networks from Overfitting”, Journal of Machine
Learning Research, v. 15, pp. 1929–1958, 06 2014.

[39] SAMMUT, C., WEBB, G. I. Encyclopedia of Machine Learning. Springer
Publishing Company, Incorporated, 2011. ISBN: 0387307680.

[40] “Pycaret”. https://pycaret.org/. Accessed: 2022-06-18.

[41] KOTTHOFF, L., THORNTON, C., HOOS, H., et al. “Auto-WEKA 2.0: Au-
tomatic model selection and hyperparameter optimization in WEKA”,
Journal of Machine Learning Research, v. 18, pp. 1–5, 03 2017.

[42] FEURER, M., KLEIN, A., EGGENSPERGER, K., et al. “Efficient and Robust
Automated Machine Learning”. In: NIPS, 2015.

[43] PEDREGOSA, F., VAROQUAUX, G., GRAMFORT, A., et al. “Scikit-learn:
Machine Learning in Python”, 2012. doi: 10.48550/ARXIV.1201.0490.
Disponível em: <https://arxiv.org/abs/1201.0490>.

[44] “h20”. https://docs.h2o.ai/h2o-tutorials/latest-stable/index.html.
Accessed: 2022-06-18.

[45] JAPKOWICZ, N., MYERS, C., GLUCK, M. “A Novelty Detection Appro-
ach to Classification”, Proceedings of the Fourteenth Joint Conference on
Artificial Intelligence, 10 1999.

[46] https://www.zeiss.com/microscopy/int/cmp/rwm/21/
adapts-registration/zeiss-axioscan-digital-archive.html.
Accessed: 2021-11-19.

52

https://www.sciencedirect.com/science/article/pii/B9780128042915000106
https://www.sciencedirect.com/science/article/pii/B9780128042915000106
http://cs231n.stanford.edu
http://cs231n.stanford.edu
https://doi.org/10.1016%2Fj.neucom.2019.10.008
https://doi.org/10.1016%2Fj.neucom.2019.10.008
https://pycaret.org/
https://arxiv.org/abs/1201.0490
https://docs.h2o.ai/h2o-tutorials/latest-stable/index.html
https://www.zeiss.com/microscopy/int/cmp/rwm/21/adapts-registration/zeiss-axioscan-digital-archive.html
https://www.zeiss.com/microscopy/int/cmp/rwm/21/adapts-registration/zeiss-axioscan-digital-archive.html


[47] R.MARMOA, S.AMODIOB, R.TAGLIAFERRID, et al. “Textural identifica-
tion of carbonate rocks by image processing and neural network: Metho-
dology proposal and examples”, Computers Geosciences, v. 31, pp. 649–
659, 2005.

[48] JEON, W., KO, G., LEE, J., et al. “Chapter Six - Deep learning with GPUs”.
In: Kim, S., Deka, G. C. (Eds.), Hardware Accelerator Systems for Arti-
ficial Intelligence and Machine Learning, v. 122, Advances in Computers,
Elsevier, pp. 167–215, 2021. doi: https://doi.org/10.1016/bs.adcom.2020.
11.003. Disponível em: <https://www.sciencedirect.com/science/
article/pii/S0065245820300905>.

53

https://www.sciencedirect.com/science/article/pii/S0065245820300905
https://www.sciencedirect.com/science/article/pii/S0065245820300905

	Lista de Figuras
	Lista de Tabelas
	Introdução
	Objetivos
	Separação do trabalho

	Fundamentos Teoricos para desenvolvimento do trabalho
	Revisão Bibliográfica
	Visão Computacional e Redes Profundas
	Redes Convolucionais
	Camada Convolucional
	Camada Pooling
	Fully conection
	Camada de output do classificador
	Dropout

	Métrica de avaliação do modelo
	Data Aumentation
	Auto-ML
	Modelos de Classes Únicas
	Docker

	 Modelos e Experimentos
	Base de dados 
	Metodologia 

	Resultados e Discussão
	Primeira abordagem modelo one-class 
	Segunda abordagem Modelo one-class 
	Comparação de Resultados

	Conclusão e trabalhos futuros
	Referências Bibliográficas

