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Resumo da Dissertação apresentada à COPPE/UFRJ como parte dos requisitos
necessários para a obtenção do grau de Mestre em Ciências (M.Sc.)

PREVISÃO DE SÉRIES TEMPORAIS DE ESFORÇOS EM RISERS
FLEXÍVEIS DURANTE A FASE DE INSTALAÇÃO POR MEIO DE REDES
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Projetos offshore de instalação de dutos flexíveis desempenham um papel re-
levante na conectividade entre poços e plataformas. A elaboração desses projetos
envolve simulações numéricas para analisar o comportamento dos equipamentos,
com foco especial nos dutos flexíveis. Nestas simulações, frequentemente, os car-
regamentos ambientais originados pelas ondas do mar são modelados de maneira
determinística, conhecida como modelagem por ondas regulares, devido à sua efici-
ência computacional. No entanto, essa abordagem é uma simplificação substancial
em comparação com o movimento real das ondas, que é melhor representado por
uma modelagem com ondas irregulares. Este trabalho propõe uma metodologia que
torne viável o uso de modelagem com ondas irregulares em análises de instalação,
com o emprego de redes neurais artificiais. Especificamente, redes neurais convo-
lucionais são treinadas com dados gerados pela solução da simulação dinâmica do
modelo em elementos finitos para um curto intervalo de tempo. O modelo desen-
volvido foca na modelagem da tração no topo do duto e na touchdown zone para
diversas configurações que ocorrem durante a instalação de um duto flexível do tipo
lazy wave. Além disso, o modelo funciona para diferentes condições ambientais, o
que proporciona uma considerável redução no tempo de simulação.
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TIME SERIES EFFORTS PREDICTION IN FLEXIBLE RISERS DURING THE
INSTALLATION PHASE THROUGH CONVOLUTIONAL NEURAL

NETWORKS
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December/2023
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Department: Civil Engineering

Offshore projects for flexible pipe installation play a relevant role in connecting
wells to platforms. The development of these projects involves numerical simulations
to analyze the behavior of equipments, with a particular focus on flexible pipes. Of-
ten, environmental loadings generated by ocean waves are modeled deterministically,
known as regular wave modeling, due to its computational efficiency. However, this
approach is a substantial simplification compared to the actual motion of waves,
which is better represented by modeling with irregular waves. This work proposes
a methodology to make the use of irregular wave modeling feasible in installation
analyses, employing artificial neural networks. Specifically, convolutional neural
networks are trained with data generated from short length finite element-based
numerical simulations. The developed model focuses on modeling the tension at the
top of the pipe and the touchdown zone for various configurations that occur during
the installation of a laze wave flexible pipe. Additionally, the model is adaptable to
different environmental conditions, providing a substantial reduction in simulation
time.
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Capítulo 1

Introdução

Dutos �exíveis apresentam uma atuação crucial na indústria de óleo e gás com

diferentes funções numa plataforma de petróleo, como no transporte de óleo �riser

de produção � ou gás, e também na injeção de compostos químicos e água para

manutenção da qualidade do poço (BAI , 2014). Desta forma, é de grande interesse

preservar a integridade desses equipamentos, tanto ao longo de sua vida útil, assim

como durante as operações de instalação de equipamentos submarinos. No contexto

brasileiro, à medida que a exploração de petróleo ocorre em águas cada vez mais

profundas, como exempli�cado na Figura1.1, os dutos �exíveis enfrentam desa�os

ainda mais complexos devido às condições ambientais adversas a que estão expostos.

Figura 1.1: Evolução da profundidade dos campos de exploração da Petrobras (PE-
TROBRAS, 2021).

Como explicado porBAI (2014), esse tipo de duto é considerado �exível de-

vido sua baixa rigidez �exional quando comparada com a axial. Isto ocorre como

consequência da composição dessas estruturas, que são formadas por camadas de

aço, as quais garantem alta rigidez axial e resistência ao duto; e de polímeros, que

são responsáveis pela estanqueidade e integridade do escoamento do �uído interno.

Sua �exibilidade permite que tais dutos sejam submetidos a curvaturas mais agudas
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quando comparados aos dutos rígidos, o que facilita seu transporte e instalação, de

forma a reduzir esses custos (CHAVES, 2015).

No contexto da instalação de dutos �exíveis, o procedimento engloba sua imer-

são na água e seu assentamento de forma controlada no leito marinho, tal como

representado na Figura1.2, mediante o emprego de uma embarcação instaladora.

Nesse cenário, o equipamento �ca sujeito a cargas ambientais derivadas da ação das

correntes e das ondas, cujo efeito pode resultar em consideráveis níveis de tração,

compressão e curvatura ao longo da sua extensão. Em circunstâncias extremas, essa

condição pode culminar até mesmo na ruptura do componente devido a elevados

níveis de tração, que podem levar a ruptura do duto, ou na formação da "gaiola de

passarinho"oriunda de compressões excessivas, Figura1.3, entre outros problemas.

Dessa maneira, é justi�cada a relevância de um estudo aprofundado através da aná-

lise numérica a �m de estruturar as operações de instalação de modo a assegurar

devidamente a integridade do duto �exível.

Figura 1.2: Ilustração do lançamento do duto. Adaptado deBAI (2014).

Figura 1.3: Exemplo de falha de formação da gaiola de passarinho (BECTARTE e
COUTAREL , 2004).

Os sistemas submarinos apresentam uma notável complexidade, o que resulta em
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um desa�o de modelagem matemática. Nesse contexto, os métodos numéricos emer-

gem como ferramentas altamente pertinentes para enfrentar esse desa�o e alcançar

soluções e�cazes. A indústria usa análises dinâmicas globais usando o método dos

elementos �nitos (MEF).

A análise dinâmica da instalação de dutos �exíveis pode ser conduzida utilizando

a modelagem de onda regular (determinística) ou onda irregular (aleatória). Ambas

abordagens têm como objetivo a obtenção da resposta estrutural dos dutos em vir-

tude do movimento da embarcação instaladora, quando esta é exposta às in�uências

das cargas ambientais, especialmente das ações das ondas do mar.

Nas análises determinísticas, as ondas do mar são modeladas como uma senoide

simples, com amplitude, frequência e fase única (JOURNÉE e MASSIE, 2000). Este

tipo de modelagem é utilizado devido ao seu baixo custo computacional, simples

pós-processamento.

Para aproximar de maneira mais precisa o comportamento real e estocástico das

ondas do mar, na análise aleatória, as ondas são representadas como a soma de

um grande número de componentes de ondas senoidais, cada uma com amplitude e

frequência distintas, e uma fase aleatória (JOURNÉE e MASSIE, 2000). A natureza

estocástica desse método demanda uma avaliação estatística dos resultados obtidos

para que possam ser devidamente interpretados. Outro problema é o maior custo

computacional para realizar tal estudo. Este custo está relacionado a necessidade

de se efetuar simulações numéricas mais longas de forma a obter uma estabilidade

nas estimativas estatísticas (NAESS e MOAN, 2012).

O MEF representa uma relevante ferramenta numérica para abordar desa�os

físicos complexos (BATHE , 2006), direcionado à resolução de equações diferenciais

parciais. Em essência, este método constrói um modelo ao discretizar espacialmente

o corpo contínuo em questão. Essa discretização resulta em elementos menores in-

terconectados, que se comunicam mutuamente através de nós, de modo a aproximar

o comportamento contínuo do sistema real.

No contexto da análise de dutos �exíveis, o MEF desempenha o papel de discre-

tização espacial dos dutos em elementos de viga 3D não-lineares. Ao mesmo tempo,

o leito marinho é modelado com a utilização de molas não-lineares, como descrito

por MOURELLE (1993). Os movimentos da embarcação devido ao efeito das ações

ambientais são impostos ao modelo através de movimentos prescritos no topo do

riser. Sua aplicação é especialmente vantajosa durante a fase de concepção da ins-

talação e do próprio projeto do duto. No entanto, é importante ressaltar que seu

custo computacional pode ser elevado, especialmente nas análises aleatórias. Diante

deste cenário, recentemente algumas estratégias para acelerar estas análises têm

sido investigadas. Nesse contexto, surge a abordagem de empregar Redes Neurais

Arti�ciais (RNA) com o intuito de mitigar esse desa�o.
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Redes neurais constituem uma forma de modelagem intrínseca ao campo do

aprendizado de máquina, conforme destacado porSAMUEL (1959). Esse domínio

se concentra na concepção de métodos que capacitem computadores a aprender

e executar tarefas sem necessidade de programação explícita. Esse processo de

aprendizado se desencadeia mediante a exposição dos algoritmos a dados, o que

permite o computador discernir e internalizar os padrões subjacentes no processo

chamado de treinamento da rede neural. Uma vez concluído tal treinamento, a rede

se torna apta a produzir resultados para uma computação de dados de maneira

e�caz.

Em termos de análise estrutural, uma metodologia chamada de híbrida combina

o uso do MEF com o uso de redes neurais arti�ciais (GUARIZE, 2004). O método

híbrido, no contexto de estruturas submarinas, envolve a execução e obtenção dos

resultados de uma análise dinâmica usando o MEF para um segmento limitado do

domínio de tempo de interesse, conforme ilustrado na Figura1.4. A partir dos

dados obtidos, uma rede neural é treinada, habilitando-a a predizer as respostas de

interesse para a totalidade da série temporal, o que resulta em uma notável economia

computacional quando contrastada com a simulação integral para todo o domínio

de tempo por meio do MEF.

Figura 1.4: Modelo Híbrido MEF-RNA (GUARIZE et al., 2007).

1.1 Dutos �exíveis

Na década de 1950, oInstitut Français du Pétrole (IFP) concebeu o pioneiro projeto

de um duto �exível (COMBINED OPERATIONS , 2015) utilizado no transporte de
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combustíveis entre a França e a Inglaterra pelo Mar do Norte, em contrapartida

aos tradicionais dutos rígidos. A distinção central entre essas categorias reside na

maleabilidade �exível dos dutos �exíveis, que é aproximadamente 100 vezes maior,

como observado porVIGNOLES (2002). Tal �exibilidade reforça a e�ciência e a

economia das operações de instalação, o que gera vantagens logísticas ao simpli�car

o transporte em comparação com aquele referente aos dutos rígidos.

Os dutos �exíveis são constituídos por várias camadas, como exempli�cado na

Figura 1.5, cujo projeto é condicionado por diversas variáveis, tais como: tempera-

tura, profundidade de operação e natureza do �uido transportado. Cada camada

apresenta características distintas, das quais as principais são discutidas porVIG-

NOLES (2002); ZHANG e XIN (2022):

Figura 1.5: Exemplo das camadas constituintes de um duto �exível (API , 2008).

Camada intertravada

Con�gurada com um per�l geralmente em forma de "S", representado na Figura1.6.

Sua principal função é contrapor o colapso das camadas intermediárias diante de

uma redução na pressão interna do duto.

Figura 1.6: Exemplo típico do per�l de uma camada intertravada (API , 2008).

Camada plástica interna

Uma camada polimérica de caráter estanque, cujo propósito principal é prevenir a

fuga do �uido interno em direção às camadas mais externas do duto.

Armadura de pressão

Esta camada tem por função resistir ao aumento de pressão externa, como por efeitos

de esmagamento, assim como sustentar a pressão interna do duto. Seu per�l pode
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ser visto na Figura1.7.

Figura 1.7: Per�l em Z de uma armadura de pressão (API , 2008).

Armadura de tração

Aqui, a camada é composta por duas camadas de um número determinado de arames

enrolados contra-helicoidalmente, geralmente de formato retangular. Sua função

primordial é conferir à estrutura tanto rigidez axial quanto resistência à torção.

Capa externa

Camada polimérica mais externa ao duto, cujo principal objetivo é resguardar o

duto contra a exposição do ambiente externo e dos efeitos corrosivos da água do

mar.

1.2 Revisão bibliográ�ca

Nesta seção, o objetivo é explorar os principais estudos que moldaram o contexto

desta pesquisa. Inicialmente, traça-se um breve histórico que discorre sobre a evolu-

ção das redes neurais, fundamentais para prever os esforços em dutos �exíveis neste

trabalho. Em seguida, foca-se nos trabalhos que se destacam pela adoção da mo-

delagem híbrida, visando prever as séries de esforços especí�cas nesses dutos. Esse

percurso culmina nos modelos mais recentes gerados por meio dessa abordagem, os

quais se valem de redes neurais mais complexas e com capacidade aprimorada de

generalização.

Na trajetória das produções acadêmicas das redes neurais, o trabalho deMC-

CULLOCH e PITTS (1943) assume um papel relevante e precursor. Neste estudo,

os autores empreendem uma abordagem baseada em testes lógicos que buscam emu-

lar o comportamento dos neurônios humanos. Outro estudo que desempenhou um

papel importante na criação da primeira rede neural arti�cial, conhecida comoPer-

ceptron, originou-se no campo da psicologia, com as contribuições deHEBB (1949).

Sua teoria postula que a conexão entre neurônios se fortalece por meio de estímulos

recorrentes nas células neurais. Nesse contexto, em 1958,ROSENBLATT (1958)

apresenta o primeiro modelo em que os parâmetros doPerceptron são ajustados

com base nos dados de entrada para as categorias a serem classi�cadas.
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Apesar dos progressos no treinamento de modelos matemáticos inspirados no

funcionamento do cérebro humano, oPerceptron demonstrou-se limitado ao mapea-

mento de funções lineares, conforme demonstrado porMINSKY e PAPERT (1969).

Essa restrição resultou em um declínio no interesse pelo desenvolvimento de redes

neurais ao longo da década de 1970. No entanto, a década de 1980 presenciou a

consolidação da técnica de ajuste de parâmetros por meio do algorítimo debackpro-

pagation1, principalmente devido as investigações deRUMELHART et al. (1986),

WERBOS (1974) e LECUN (1985). Esses estudos evidenciaram uma notável capa-

cidade desse modelo em abordar desa�os de elevada complexidade.

Os avanços na área de inteligência arti�cial continuaram na década de 1990, com

o desenvolvimento de sistemasfuzzy, redes neurais e máquinas de vetor de suporte,

o que consolidou esse campo da ciência e engenharia como um todo (GUARIZE,

2004).

Os primeiros avanços na modelagem híbrida, que une redes neurais arti�ciais

tipo dense fully connected2, com simulações a partir do MEF, aplicada à análise

estrutural remontam aos primeiros anos do século XXI. No contexto dessa evolução,

GUARIZE (2004) concebeu uma rede neural que previu com sucesso a resposta da

tração na extremidade superior de linhas de ancoragem. Com base em uma por-

ção reduzida dos dados da resposta, o modelo híbrido proposto demonstrou notável

habilidade ao prever a série temporal completa. Os parâmetros de entrada da rede

foram as séries temporais dos movimentos nos três graus de liberdade de transla-

ção da embarcação:heave, sway e surge. Os resultados apresentados no estudo se

revelaram promissores, com uma redução aproximada de 20 vezes no custo com-

putacional. É relevante observar que essa abordagem híbrida foi aplicada em um

contexto ambiental especí�co, o que implica que a adoção desse método em outro

cenário requereria a capacitação de uma nova rede neural com os dados pertinentes

à nova situação. Nesse percurso, em 2007,GUARIZE et al. (2007) estenderam essa

metodologia para uma con�guração deriser em lazy wave.

Já em DE PINA et al. (2013) foi utilizada uma rede neural com modelagem

NARX � Nonlinear autoregressive exogenous model� em que além das séries

temporais dos três graus de liberdade de translação, é utilizada a retroalimentação

dos valores alvo, no caso a série temporal tração de topo, daí o nome autorregressivo.

Aqui, o modelo foi aplicado tanto para linhas de ancoragem, quanto para um duto

1A técnica de backpropagationé empregada para ajustar os parâmetros de uma rede neural,
em que propaga-se o erro calculado entre as saídas do modelo e os valores desejados, de forma a
retroceder da camada de saída até a camada de entrada(LECUN et al., 1998a).

2Um modelo matemático composto por uma série de estruturas chamadas de neurônios que
são organizados em camadas. Em cada neurônio, uma operação matemática é realizada, na qual
a entrada é multiplicada por parâmetros especí�cos e somada a um número denominado de viés.
Essa con�guração proporciona uma rede densamente interligada, visto que os dados de sáida de
uma cada são os de entrada da camada seguinte(GOODFELLOW et al., 2017).
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�exível em con�guração lazy wave. Os resultados foram positivos, de forma que o

NARX apresentou um erro menor quando comparado com os modelos puramente

exógenos � aqueles cuja entrada da rede são dados diferentes daquele da resposta.

Vale notar que, novamente, adense fully connected neural networkfoi treinada

apenas para uma condição ambiental especí�ca (caso de carregamento), não sendo

possível seu uso para outro cenário sem um treinamento especí�co para este.

CHRISTIANSEN et al. (2011) utilizaram modelos híbridos que foram aplicados

na análise estrutural de turbinas eólicas. Porém,CHRISTIANSEN et al. (2013)

focaram na análise de fadiga de dutos �exíveis em que um modelo híbrido com

uma capacidade maior de generalização no que tange as condições ambientais foi

proposto. No trabalho em questão, a rede neural é treinada para prever a resposta

dinâmica da estrutura a partir das séries temporais dos movimentos nos seis graus

de liberdade da embarcação e da retroalimentação, ou seja, da inserção nos dados de

treino dos valores passados da série temporal da resposta. O treinamento é feito com

dados obtidos para diferentes combinações de altura signi�cativa e período de pico

de onda. Desta forma, a rede é capaz de prever a resposta para diferentes condições

ambientais, porém, além disso, o modelo confeccionado também foi capaz de prever

de forma satisfatória condições ambientais não vistas durante o treinamento da rede.

Com isso, foi obtido um modelo híbrido com relevante capacidade de generalização e

com grande potencial de redução no tempo de simulação. Vale notar que foi utilizada

apenas uma direção de incidência de onda para gerar os dados; ou seja, caso haja a

necessidade de modelagem de fenômenos com uma onda de incidência diferente, um

novo treinamento da rede se faz necessário para tal direção.

CHRISTIANSEN (2014) marcou o ponto de partida para investigações direcio-

nadas à utilização de tais modelos híbridos na previsão de respostas dinâmicas em

distintos pontos de um duto �exível utilizando uma única rede neural (até então,

redes distintas eram desenvolvidas para cada parâmetro de resposta de interesse)

. A rede neural proposta utiliza como entrada a resposta dos dois primeiros nós

mais próximos do topo da estrutura, com o objetivo de prever a mesma resposta em

diferentes nós do duto, distantes dos dois primeiros. O autor testou a posposta para

linhas �exíveis em con�guração de catenária livre elazy wave. Vale ressaltar que

foram utilizadas redes neurais convolucionais e recorrentes no trabalho em questão.

O trabalho deCHAVES (2015) representou um avanço na proposta de um modelo

híbrido NARX. Além de prever a tração na extremidade superior do duto �exível em

con�guração de catenária livre, o estudo também abordou a previsão da curvatura

da estrutura na área próxima ao enrijecedor3. Ambos os cenários demonstraram

resultados positivos. Posteriormente,CORTINA (2016) e CORTINA et al. (2018)

3Elementos confeccionados em material elastomérico que visam proteger o duto �exível de
curvaturas excessivas nas regiões próximas à sua extremidade.
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adotaram uma abordagem metodológica semelhante para modelar tração e momento

�etor na região de topo e doTouchdown point(TDP) 4 do duto rígido. Essa meto-

dologia foi aplicada para as con�guração em catenária livre elazy wave. Enquanto

os resultados para a região de topo foram muito satisfatórios, o mesmo não ocorreu

na região do TDP, devido aos consideráveis efeitos não lineares na região, o que

sugere desa�os a serem enfrentados.

SILVA (2021) propôs um modelo, denominadoLengthNet, que destaca-se por

sua habilidade em prever padrões ao longo da extensão de uma região de interesse,

ao longo doriser �exível, em contraposição a um único ponto. Essa abordagem

busca incorporar as sutilezas físicas do problema e estabelece conexões entre os nós

da malha do modelo numérico no domínio espacial e temporal. A robustez desse

modelo é solidi�cada pelo uso de diferentes posições do duto e suas respostas cor-

respondentes para treinar a rede neural. Além disso, o modelo foi determinado com

a capacidade de generalização, i.e, prevê respostas para diferences condições ambi-

entais daquelas vistas no treinamento. Como resultado, oLengthNet surge como

uma ferramenta notável, capaz de não apenas prever com precisão, mas também

reduzir signi�cativamente o tempo computacional necessário para conduzir análises

complexas.

Na maioria dos estudos anteriores, as redes neurais foram confeccionadas para

se ajustarem a condições ambientais especí�cas e/ou eram modelos autoregressivo,

o que demandava o retreinamento da rede caso fossem necessários resultados para

diferentes cenários. No sentido de continuar para um emprego mais geral de um

modelo híbrido, RODRIGUES (2022) introduz uma abordagem de caráter mais

abrangente. Em sua pesquisa, ele emprega determinadas condições ambientais para

gerar dados por meio das tradicionais simulações pelo MEF, os quais são usados

para treinar a rede neural. Com os pesos da rede ajustados, esta se torna capaz

de prever as respostas de interesse em condições ambientais não abordadas durante

o treinamento. O autor optou por utilizar redes neurais com a arquiteturaLong

Short-Term Memory Network (LSTM), tendo como objetivo a previsão da tração

e do momento �etor na extremidade superior do duto, para a análise da fadiga da

estrutura. A metodologia produziu resultados promissores, com uma discrepância,

no cálculo da vida de fadiga no topo derisers �exíveis, de cerca de1% para o

cenário de catenária livre e 2,5% para o caso delazy wave, ao mesmo tempo em que

acelerou signi�cativamente o processo computacional, sendo aproximadamente 122

e 152 vezes mais rápida do que as simulações tradicionais, respectivamente.

4Primeiro ponto de contato do duto suspenso no leito marinho.
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1.3 Escopo do trabalho

Como pode ser visto, a modelagem híbrida já foi bem utilizada na modelagem di-

nâmica de linhas de ancoragem, principalmente, dutos �exíveis e dutos rígidos em

sua con�guração �nal de operação, i.e, depois da instalação. Nos estudos menciona-

dos, resultados promissores foram adquiridos, com uma relevante queda do tempo

computacional sem perda signi�cativa de qualidade dos resultados.

Esta dissertação pretende utilizar redes neurais, focando sua aplicação nas aná-

lises de instalação derisers �exíveis. A metodologia desenvolvida aqui é aplicada

para várias etapas encontradas durante a instalação de um duto �exível em con�-

guraçãolazy wave. Com isso, a metodologia é aplicada em con�gurações não usuais

e desa�adoras, com uma dinâmica altamente não-linear. Ademais, além de ilustrar

que a modelagem desenvolvida é capaz de prever para diferentes valores de período

de pico e altura signi�cativa de onda (casos de carregamento), como já feito nos

estudos anteriores, ele também é capaz de realizar predições para diferentes direções

de incidência de onda. Para tal, diferente dos trabalhos mencionados que utilizaram

a arquitetura de rede multicamadas, o presente trabalho utiliza redes convolucio-

nais que são consideradas pela literatura técnica como aptas a tratar problemas em

que haja dependência espacial/temporal entre os resultados. Há de se notar que

este é exatamente o caso das séries temporais encontradas na análise dinâmica de

estruturas.
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Capítulo 2

Risers �exíveis e sua instalação

No contexto dos empreendimentos de exploração de petróleo em ambientes maríti-

mos, a instalação de dutos �exíveis emerge como uma etapa de signi�cativa relevân-

cia. O ponto central dessa fase reside na conexão entre o poço e a plataforma, o que

proporciona a capacidade de iniciar ou continuar a produção do poço interligado.

Além disso, a instalação visa manter a integridade do duto no período de instalação

e ao longo de toda a sua vida útil. O sucesso dessa operação viabiliza a extra-

ção de recursos, mas também garante a operação segura e e�ciente da infraestrutura

o�shore. Portanto, uma compreensão aprofundada das complexas interações que re-

gem esse processo é crucial para garantir a operacionalidade contínua e a segurança

da infraestrutura submarina.

A instalação de dutos pode ser estruturada em três fases básicas, conforme in-

dicado porORLANDO (2019): a Conexão Vertical Direta (CVD), o lançamento do

duto e a operação depull-in. A etapa da CVD refere-se, em linhas gerais, na ligação

do duto ao poço (DEL'SARTO , 2019). Já o lançamento, envolve o assentamento

controlado do duto no leito marinho por parte da embarcação de instalação, en-

quanto esta segue o percurso que conecta o poço na plataforma petrolífera. Por �m,

a operação depull-in refere-se à ação de transferir a extremidade superior do duto

na plataforma. Quando a extremidade superior e inferior do duto são conectadas a

plataforma e ao poço, respectivamente, a instalação � interligação � é considerada

concluída.

A con�guração �nal, com o duto já conectado na plataforma, pronto para operar,

pode apresentar diferentes formatos, como pode ser observado na Figura2.1, cujas

principais características são (BAI , 2014):

ˆ Catenária livre ( free-hanging ): Este é o tipo mais simples, visto que é

constituído, basicamente, pelo duto suspenso da plataforma ao leito marinho.

Como não há outros elementos envolvidos, ao contrário do que acontece nas

outras con�gurações, a instalação do duto �exível neste caso é simples e re-
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lativamente barata. Contudo, a catenária livre é apropriada para operar em

condições ambientais não muito severas e lâminas d'água menores do que as

consideradas ultra-profundas, maiores que 1500m (ARAÚJO et al., 2017), de-

vido às elevadas cargas envolvidas e a tendência da ocorrência de �ambagem

no TDP. Essas desvantagens acontecem porque a catenária simples é alta-

mente sensível aos movimentos da embarcação em que o duto está conectado,

de forma a gerar ampli�cações dinâmicas consideráveis no sistema.

ˆ Lazy wave e steep wave : Basicamente, nessas duas con�gurações, módulos

de �utuação � boias � são instalados ao longo de um trecho da linha. Além

de aliviar o peso da estrutura, o que diminui a carga aplicada no suporte da

plataforma, o efeito das boias desacopla o movimento da embarcação daquele

do TDP. Ademais, desta forma, este tipo de con�guração é menos suscetível

à �ambagem.

ˆ Pliant wave : Essa con�guração é semelhante alazy wavee steep wave, con-

tudo, diferentemente, há uma ancoragem no TDP. Portanto, a tração da ca-

tenária é transferida para âncora e não para o TDP. Além dessa vantagem,

a plaint wave contém os mesmos pontos positivos que as duas con�gurações

anteriores, porém, é comumente usada apenas nos casos em que alazy waveou

a steep wavenão sejam viáveis, pois sua instalação é consideravelmente mais

complexa quando comparada com as outras con�gurações apresentadas.

ˆ Lazy-s e steep-s : Nessas duas con�gurações há um módulo de �utuação

submerso instalado no campo. Com isso, é necessária a construção prévia da

estrutura que acomodará a boia. Na catenária �nal, o duto é acomodado na

boia, o que gera um formato parecido com a con�guração emlazy wave. Como

pode ser visto, é preciso que, durante a instalação, o duto seja assentado no

módulo de �utuação, o que torna a operação de instalação mais complexa. Por

isso, sua utilização é apenas indicada quando alguma outra não for possível.
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Figura 2.1: Con�gurações de catenária de dutos �exíveis, adaptado deBAI (2014).

Nos campos do pré-sal na Bacia de Santos, a aplicação de dutos em con�guração

lazy waveé comumente empregada (DE OLIVEIRA et al.). Isso se deve à sua

habilidade em atenuar os efeitos da fadiga nas armaduras de tração, uma vez que

a presença de �utuadores resulta em uma redução dos níveis de tensão efetiva na

porção superior da estrutura, além de minimizar os efeitos dinâmicos na região

do TDP. Embora esses benefícios sejam relevantes, essa con�guração acarreta em

operações de instalação mais complexas, quando comparadas com a instalação de

dutos em um arranjo de catenária simples.

A instalação dos dutos é realizada por meio de embarcações conhecidas comoPi-

pelay Support Vessels(PLSVs), que são responsáveis pelo armazenamento, manuseio

e lançamento das linhas e outros equipamentos submarinos. O armazenamento pode

ser efetuado por meio de cestas, conforme exempli�cado na Figura2.2, dispostas no

porão das embarcações. Estas cestas, de formato circular, acomodam os dutos de

maneira horizontal e segura, evitando curvaturas excessivas nas estruturas. Uma

alternativa utilizada é o armazenamento por bobinas (ver Figura2.3), localizadas

no convés dos navios, o que possibilita o armazenamento vertical. A capacidade

de armazenamento das bobinas é menor em comparação com as cestas, no entanto,

oferece uma maior �exibilidade operacional e de carregamento (ORLANDO, 2019).
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Figura 2.2: Exemplo de cestas de armazenamento (MDL , 2023a)

Figura 2.3: Bobinas de armazenamento (OE OFFSHORE ENGINEER, 2019)

Cada projeto de instalação demandará soluções especializadas, as quais serão

determinadas pela con�guração do sistema e pelos equipamentos necessários. No

entanto, de maneira geral, o processo de instalação pode ser categorizado em dois

principais tipos: o Horizontal Lay System(HLS) e o Vertical Lay System (VLS)

(ORLANDO, 2019). No HLS, a linha é lançada horizontalmente, enquanto os traci-

onadores1 são dispostos numa posição aproximadamente horizontal, como ilustrado

na Figura 2.4. Para efetuar ooverboarding2, é utilizada uma calha, Figura2.5, que

1Elementos encarregados de suportar o peso das linhas durante o seu processo de recolhimento
ou lançamento (ORLANDO , 2019).

2Operação em que um duto ou algum outro equipamento é posicionado para fora da embarcação
(ORLANDO , 2019).
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auxilia na manutenção de uma curvatura segura para o duto durante a manobra.

Já no VLS, representado na Figura2.6, o lançamento ocorre verticalmente por meio

de uma torre de lançamento. Além da inclinação, o lançamento de dutos �exíveis

pode ser feito em diferentes posições do navio. Na Figura2.7 observa-se um navio

cujo lançamento é feito pelo costado da embarcação, o que pode ser inferido pela

posição da torre de lançamento. Quando esta está posicionada na região central da

embarcação o lançamento é feito através domoonpool, Figura 2.8, que é um buraco

no meio do convés, que forma uma espécie de piscina.

Figura 2.4: Detalhe de um tensionador horizontal, adaptado deMDL (2023b).

Figura 2.5: Detalhe de uma calha, adaptado deMDL (2023b).
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Figura 2.6: Ilustração de um PLSV com destaque da torre de lançamento. Adaptado
de WIKIPEDIA e BASTOS (2020).

Figura 2.7: Foto de embarcação com lançamento pelo costado da embarcação (SI-
NAVAL , 2013).

Figura 2.8: Representação de ummoonpool (GET SCIENCE & TECHNOLOGY ,
2016).

.

Este trabalho foca nas análises de instalação derisers �exíveis na con�guração
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lazy wave. Durante o lançamento de dutos, cuja con�guração élazy wave, a medida

que a estrutura é assentada no leito e os módulos de �utuação são incorporados,

observa-se uma redução na tração na região superior doriser. Essa diminuição de

tração, combinada com os movimentos impostos pela embarcação, pode resultar em

efeitos indesejáveis, como fenômenos compressíveis, a qual pode vir a causar efeitos

de �ambagem que pode levar à formação de gaiola de passarinho no duto. Para

sua atenuação, frequentemente é necessário adicionar pesos mortos na linha �exível,

que podem ser cachos de amarras ou peças metálicas usinadas. A introdução de

pesos mortos acarreta um aumento na complexidade do projeto de instalação, pois

demanda a determinação do seu volume adequado e a de�nição do momento para sua

colocação e remoção, com base nos limites estruturais do duto �exível. Geralmente,

sua instalação é feita com os módulos de �utuação numa profundidade intermediária,

de forma que, para continuar a operação de lançamento, o duto �exível é recolhido

até que a boia chegue na altura de mesa de trabalho. A partir daí, prossegue-se o

lançamento, com a instalação do restante dos �utuadores, e posteriormente ocorre

a retirada o peso morto. Por �m, a navegação continua (junto com o assentamento

da estrutura no leito marinho) até a posição de realização dopull-in.

É importante ressaltar ainda a relevância da con�guração do momento de insta-

lação do último �utuador. Nesse momento especí�co, a tração na parte superior do

duto atinge seu valor mínimo ao longo da instalação, o que torna uma con�guração

crítica devido aos efeitos compressivos já mencionados.

A Figura 2.9 ilustra fases importantes durante o lançamento de umriser �exível,

que podem ser identi�cados como:

(a) Instalação de peso morto (IPM) : Nesta etapa, uma fração da quantidade

total de �utuadores está conectada na linha e o peso morto é instalado para

contrabalancear o empuxo presente. O trecho com boias (assim como do

colar em que o peso morto é conectado) se encontram numa profundidade

intermediária.

(b) Último �utuador instalado (UFI) : Com a presença do peso morto no duto

�exível, procede-se à instalação do último �utuador, em que ele se encontra na

região domoonpool. Nessa con�guração especí�ca, o ângulo de inclinação no

topo do riser, geralmente, é menor em comparação com as etapas anteriores

(a) e (b), situando-se em torno de1o. Em virtude do considerável empuxo

gerado, nesta disposição especí�ca, observa-se que os níveis de tração atingem

seus valores mais baixos ao longo de todo o processo de lançamento.

(c) Desinstalação do peso morto (DPM) : Con�guração em que prepara-se

a desinstalação do peso de forma a viabilizar o procedimento da instalação.
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Aqui, os �utuadores e peso morto se encontram numa profundidade maior do

que aquela da etapa de IPM. Devido a relativa grande quantidade de linha

suspensa junto com o peso morto, a tração de topo doriser alcança seu maior

valor ao longo do lançamento.

Figura 2.9: Ilustração das principais etapas de instalação de um duto em con�gura-
çõeslazy wave.
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Capítulo 3

Redes Neurais Arti�ciais

3.1 Redes Neurais de Propagação Direta ( Feed-

forward Neural Network )

As Redes Neurais Arti�ciais, um modelo matemático inspirado no funcionamento do

cérebro biológico, têm a capacidade de representar funções matemáticas contínuas,

desde que sejam adotadas con�gurações com camadas su�cientes, conforme discutido

por HORNIK et al. (1989). O crescimento relevante da capacidade computacional

tem proporcionado a aplicação prolí�ca de redes neurais em uma diversi�cada gama

de campos, o que abarca desde a economia até a engenharia (ABIODUN et al.,

2018).

Um arranjo amplamente reconhecido dessas redes é a arquitetura de multicama-

das, que será analisada ao longo desta seção. Nesse formato, as redes se estruturam

em camadas sucessivas, cada uma composta por unidades neurais, denominadas

neurons (neurônios), ilustrados na Figura3.1. Para cada unidade de neurônio, a

saíday é calculada por

y = h

 

b+
nX

i =1

x i wi

!

(3.1)

em queb é o viés do neurônio;x i é a i-ésima entrada;wi é o i-ésimo peso;y é a

saída e, por �m, h(� ) é a função de ativação. Na Figura3.2, observa-se as funções

de ativação normalmente utilizadas (assim como suas derivadas) que são: função

degrau, função sigmoid, função tangente hiperbólica e função linear reti�cada. O

modelo original de Rosenblatt, oPerceptron, utilizava a função degrau, a qual,

basicamente, ativa ou desativa o neurônio. Contudo, com o passar do tempo, essa

função caiu em desuso, devido ao fato de ser descontínua, o que torna os métodos

de otimização numérica mais instáveis e por ser capaz de representar somente dados

linearmente dependentes. Dessa forma, as funções sigmoide (Figura3.2b) e tangente
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hiperbólica (Figura 3.2c) tornaram-se mais populares, pois são contínuas, o que

facilita os processo de otimização numérica. Nos últimos anos, a função linear

reti�cada, ReLu (Figura 3.2d) tornou-se bastante popular, principalmente em redes

neurais profundas1.

...

x1

x2

xn

w1

w2

wn

b

y

Figura 3.1: Neurônio arti�cial mais simples.

(a) Função degrau. (b) Função sigmoid.

(c) Função tanh. (d) Função relu.

Figura 3.2: Funções de ativação.

Com o passar do tempo, arquiteturas de redes neurais foram sendo testadas

e propostas, até chegar nas redes multicamadas (aquelas contém pelo menos três

camadas). Estas redes são detalhadas no item3.1.1. O aprendizado dessas redes

com muitas camadas ocultas é comumente chamado de aprendizado profundo. Além

1Redes neurais profundas são aquelas apresentam muitas camadas e/ou alguma estrutura não
convencional (diferentes ou derivadas de neurônios simples) como nas redes convolucionais e recor-
rentes (SCHMIDHUBER , 2015).
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disso, essa arquitetura é normalmente chamada defeedfoward, pois os dados �uem da

camada de entrada até a de saída. A adição de camadas intermediárias, em conjunto

com a utilização de funções de ativação não lineares, torna este tipo de arquitetura

capaz de representar problemas de cunho não-linear (EVSUKOFF, 2020).

3.1.1 Redes neurais multicamadas

Essa arquitetura apresenta várias camadas, sendo uma de entrada, pelo menos uma

camada escondida e uma camada de saída, as quais estão representadas na Figura

3.3 por (0), (1) e (2), respectivamente. Em cada camada estão presentes as estrutu-

ras neurons (representadas pelos círculos), que também são chamadas de nós, que

interligam uma camada na outra, visto que o dado de saída de um nó é o dado de

entrada da camada seguinte.

Figura 3.3: Exemplo de rede multicamadas.

Como forma de entender melhor a maneira que a rede gera sua resposta a partir

do dado de entrada, será utilizada a rede da Figura3.3 como exemplo. A entrada

de cada nó da primeira � no caso, única � camada escondida é dada pela Equação

(3.1). Ao levar em conta todos os neurônios, esta equação pode se reescrita como:

u (1) = h(1) (W (1) x + b (1) ) (3.2)

em queu (1) é o vetor de saída da camada (1), no qual cada elemento é a saída dos

respectivos nós;x é o vetor de entrada, que pode ser interpretado como o vetor de
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saída da camada anterior;b (1) é o vetor com os viéses aplicados a cada nêuron da

camada;h(1) (� ) é a função de ativação eW (1) é a matriz dos pesos, dados por:

W (1) =

2

6
6
6
6
6
4

w1
1;1 w1

1;2 � � � w1
1;n

w1
2;1

. . .
...

...
. . .

...

w1
m;1 � � � � � � w1

m;n

3

7
7
7
7
7
5

;

ondem é o número de neurônios da camada (1) en a dimensão do vetor de entrada

x. Cada elementow1
ij representa o peso que liga o i-ésimo nó da camada escondida

com o j-ésimo nó da camada de entrada.

Finalmente, os dados de entrada da camada (2) são os dados de saída de (1),

com isso, a saída (no presente como um vetor escalar) de (2) é dado por:

ŷ = u(2) = h(2) (W (2)u (1) + b (2)): (3.3)

Desta forma, é possível generalizar as equações (3.2) e (3.3) de forma que a saída

da v-ésima camada é dada por:

u (v) = h(v)(zv) = h(v)(W (v)u (v� 1) + b (v)) (3.4)

em quev 2 [1; 2; 3; :::V], sendoV a camada de saída da rede neural;u (v) é vetor de

saída da camadav de uma rede neural e queu0 o vetor dos dados de entrada da

rede;b (v) é vetor do viés da camadav em que eb (0) um vetor nulo. Além disso,W (v)

é a matriz que contém os pesos dav-ésima camada. Assim, pode ser visto que uma

rede neural é um encadeamento de funções ao longo das camadas, e é dependente

dos dados de entrada e de seus parâmetros � pesos e vieses. Portanto, a rede neural

pode ser pensada com uma função aproximadora

ŷ = f̂ (x; p); (3.5)

p = [ p1; p2; : : : ; pA ]T contém osA parâmetros da rede (pesos e vieses). Esta modela-

gem dey = f (x) a partir de f̂ (x; p) é feita por meio da calibração dep, no processo

conhecido, de forma geral, como o treinamento da rede que visa se aproximar de

uma funçãof (x).

3.1.2 Treinamento de Uma Rede Neural

Redes neurais são, em sua maioria, modelos de aprendizado supervisionado, em

que o processo de aprendizado se fundamenta na comparação entre a resposta da

rede, ŷ ou f̂ (x; p), e os dados reais a serem modelados,y , a partir dos dados de

entrada, x. Nesse contexto, o treinamento da rede busca encontrar valores ótimos
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dos parâmetros,p, de forma a minimizar o erro entrêy ey. Uma abordagem comum

para otimizar esses parâmetros é o uso do gradiente descendente, um algoritmo de

otimização de primeira ordem amplamente empregado na minimização da função de

erro (RODRIGUES, 2022). Em problemas de regressão, o erro quadrático médio, é

calculado por:

E(x tr ; p) =
1
N

NX

i =1

(yi � f̂ (x i ; p))2; (3.6)

em que N é o número de registros utilizados para calibrar a rede ex tr são os

dados de entrada presentes na fase de treinamento. Ressalta-se queE(x tr ; p) é uma

função dex tr , visto que o erro, utilizado como função a ser minimizada, é calculado

apenas com os valores dey e ŷ obtidos a partir dos registros presentes emx tr .

Essa questão emerge a possibilidade de a rede ser sobreajustada em relação ax tr , o

que prejudica sua capacidade de generalização. Ou seja, prejudica sua capacidade

de obter resultados satisfatórios a partir de dados de entrada diferentes daqueles

presentes no seu treinamento, i.e, emx tr .

Para superar o problema do sobreajuste é utilizado o recurso de dividir a base

de dados disponível; essa divisão está ilustrada na Figura3.4. O conjunto de dados

de treino, como já mencionado, é aquele utilizado para o cálculo do erro durante a

otimização dos parâmetros do modelo. Os dados contidos no conjunto de validação

servem para comparar os valores reais com aqueles obtidos na saída do modelo e são

utilizados para a otimização dos hiper-parâmetros de um modelo (GOODFELLOW

et al., 2017). No casos de uma rede neural, os hiper-parâmetros podem ser o número

de camadas escondidas, o número de neurônios em cada camada, entre outros. Por

�m, os dados de teste são utilizados para estimar a capacidade de generalização do

modelo ao comparar seu desempenho quando aplicado a dados nunca vistos antes

pelo modelo, seja na fase de treino, seja na fase de validação (GOODFELLOW et al.,

2017).

Figura 3.4: Separação do conjunto de dados entre treino, validação e teste.

Portanto, a fase de treinamento de uma rede neural constitui-se de um problema
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de otimização, que visa encontrar os valores dep que minimizem, no caso, a Equação

(3.6). No contexto de redes neurais, o algoritmo mais utilizado para resolver esse

problema é o gradiente descendente (GOODFELLOW et al., 2017).

3.1.3 Gradiente Descendente

O gradiente descendente é um método de otimização estudado desde o século XIX

(EVSUKOFF, 2020). No contexto de redes neurais, ele é aplicado de forma a oti-

mizar os parâmetros de interesse com o objetivo de minimizar a função de erro, ou

também chamada de função de custo. Para isso, a ferramenta usa o gradiente da

função de custo em função dos parâmetros a serem otimizados que é dado por:

r p E =
�

@E
@w1

; :::;
@E

@wm
:::;

@E
@bn

� T

(3.7)

em queE = E(x tr ; p), wm e bn são o m-ésimo e n-ésimo peso e viés da rede neural,

respectivamente. Logo, o gradiente é um vetor que contém as derivadas parciais

da função de interesse em relação a seus parâmetros. Mais do que isso, o vetor

gradiente mostra a direção em que a função de interesse, no casoE, cresce mais

rapidamente (GOODFELLOW et al., 2017). Desta forma, �r p E indica a direção

em que a função erro decai mais rapidamente.

O algoritmo do gradiente descendente utiliza a direção que o gradiente fornece

para atualizar, iterativamente, os parâmetros da rede. A equação

w
0

m = wm � �
@E

@wm
(3.8)

resume o funcionamento do algoritmo. Neste caso, ainda na Equação (3.8), o peso

wm é atualizado para um valorw
0

m . Este novo valor do peso é dado pelo valor da

iteração anterior,wm , subtraído da derivada parcial deE em relação awm multipli-

cada pela taxa de aprendizado,� , que é um número real positivo. Finalmente, ao

generalizar para todos os parâmetros, o método do gradiente descendente pode ser

escrito por:

p
0
= p � � r p E (3.9)

em que os parâmetrosp são atualizados parap
0

até que r p E seja nulo, isto é,

quando for encontrado um mínimo local ou global da função de custo.

Como pode ser observado, é preciso calcularE(x tr ; p) para cada iteração. Con-

tudo, quanto maior o número de registros presentes na base de dados de treino, maior

o custo computacional para a execução da otimização. Como forma de superar este

problema, visto que, para problemas reais,x tr pode possuir bilhões de registros,

o método gradiente descendente estocástico é utilizado (EVSUKOFF, 2020).
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Ele pode ser pensado como uma adaptação do gradiente descendente em que, para

cada iteração,E(x tr ; p) é calculado com subgrupos de valores coletados dos dados

de treino, escolhidos aleatoriamente. O processo de otimização feito dessa forma é

mais rápido, por mais que possa a levar a uma minimização de menor qualidade,

porém, boa o su�ciente em grande parte dos casos (GOODFELLOW et al., 2017).

Exemplo: Neurônio simples com uma entrada

Como forma de ilustrar o processo de otimização, será utilizado um modelo simples,

ilustrado na Figura3.5, de um neurônio, com um valor de entrada e saída, e tangente

hiperbólica como função de ativação.

Figura 3.5: Perceptron com um valor de entrada e saída.

Para este exemplo, a rede possui dois parâmetros

p = [ w b]T :

Dessa forma, ao aplicar a Eq. (3.9), tem-se que

"
w

0

b
0

#

=

"
w

b

#

� �

"
@E
@w
@E
@b

#

A Figura 3.6mostra o resultado das iterações do gradiente descendente clássico e

o estocástico para o exemplo em questão, sobrepostas no cálculo deE para diferentes

valores dew e b, de forma a gerar as curvas de nível mostradas. Foram feitos 1000

registros para uma rede comw = 5 e b = 1 como valores corretos. Além disso,

w0 = 6 e b0 = 0; 8 para os valores iniciais do processo de iteração. Como pode ser

observado, quando são utilizados todos os dados de treino a convergência se dá de

forma mais suave. Já pelo gradiente estocástico, os parâmetros são alterados de

forma aleatória, porém também converge-se para a região de mínimo.
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Figura 3.6: Processos de interações ao longo do domínio dos parâmetros.

Com isso, foi mostrado como a função de custo é otimizada e os parâmetros

de uma rede neural são encontrados. Contudo, parte relevante deste processo é o

cálculo dos gradientes. Para isso, no contexto de redes neurais, é relevante detalhar

o processo de retropropagação.

3.1.4 Algoritmo de retropropagação

Como foi visto na sessão anterior, para otimizar os parâmetros de uma rede neural

é necessário o cálculo do gradiente do seu erro em relação a esses parâmetros. Aqui,

então, que atua a retroprograpação. Este algoritmo é, basicamente, uma aplicação

da regra da cadeia como forma de cálculo do gradiente (EVSUKOFF, 2020). Como

o nome sugere, os dados, durante a execução do algoritmo de otimização, �uem da

camada de saída até a primeira camada escondida da rede. Isto é, o erro da saída é

propagado para as camadas mais super�ciais da rede durante a aplicação da regra

da cadeia e cálculo dos gradientes.

Para de�nir o algoritmo matematicamente, cujo processo pode ser visto com

mais detalhes emEVSUKOFF (2020), começa-se com a de�nição da regra da cadeia

vetorial:

r p E = r u ( V ) E
�

@u (V )

@p

�
(3.10)

sendo, novamente,V a última camada da rede. Aqui, vale a pena relembrar que

p = [ p1; p2; : : : ; pA ]T é o vetor que contém todos os parâmetros da rede, sendoA

o seu número total. Jár u ( V ) E é o gradiente da função de erro,E, em relação à

camada de saída. Por �m, o jacobiano
h

@u ( V )

@p

i
é dado por
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�
@u (V )

@p

�
=

2

6
6
6
6
6
4

@u( V )
1

@p1
@u( V )

1
@p2

� � � @u( V )
1

@pA
@u( V )

2
@p1

. . .
...

...
. . .

...
@u( V )

N
@p1

� � � � � � @u( V )
N

@pA

3

7
7
7
7
7
5

; (3.11)

sendoN a dimensão do vetor de saída da última camada.

Ao de�nir � (V ) = r u ( V ) E, tem-se que a variação dos parâmetros da V-ésima

camada é dado por:

� p (V ) = � � r p ( V ) E = � � � (V )

�
@u (V )

@p (V )

�
: (3.12)

De forma análoga, a variação dos parâmetros da i-ésima camada é dado pela

equação

� p (i ) = � � � (i )

�
@u (i )

@p (i )

�
; (3.13)

em que� (i ) pode ser pensado como o erro da camadai , já que ele é o gradiente do

erro em relação ao vetor de saída da mesma camada.

O cálculo de

� (i ) = r u ( i ) E (3.14)

pode ser feito a partir das informações do erro da camada vizinha mais rasa, ou seja,

a camadai � 1. Isto é feito a partir de � (i � 1) que é dado por

� (i � 1) = r u ( i � 1) E (3.15)

que, pela regra da cadeia exposta na Equação (3.10), pode ser rescrita da forma

� (i � 1) = r u i E
�

@u (i )

@u (i � 1)

�
: (3.16)

Ao substituir a Equação (3.14), tem-se, �nalmente

� (i � 1) = � (i )

�
@u (i )

@u (i � 1)

�
: (3.17)

Desta forma, a Equação (3.17) correlaciona as derivadas parciais da função de

custo em relação aos parâmetros de camadas adjacentes. O que é, basicamente, o

objetivo do algoritmo de retropropagação, em que esse erro� é propagado da camada

de saída até a primeira camada.

Para �nalizar a formulação matemática do algoritmo, a Equação (3.13) pode ser

ainda mais simpli�cada, visto que, a partir da Equação (3.4) e pela regra da cadeia,
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�
@u (i )

@p (i )

�
=

�
@u (i )

@z(i )

� �
@z(i )

@p (i )

� T

:

Nota-se que o jacobiano
h

@u ( i )

@z( i )

i
é uma matriz diagonal, cuja diagonal principal pode

ser dada pelo vetor

h0(i ) =

"
@u(i )1

@z(i )1

� � �
@u(i )

n ( i )

@z(i )
n ( i )

#T

(3.18)

que é, basicamente, a derivada da função de ativaçãoh(� ) da camadai . Além disso,

n(i ) é o tamanho do vetor de saída da respectiva camada.

Com isso, a Equação (3.13) pode ser reescrita da forma

� p (i ) = � i

�
@z(i )

@p (i )

� T

(3.19)

em que� i é chamado de gradiente local, sendo calculado por

� i = � � � i � h0(i ) (3.20)

cujo operador� é o produto de elemento por elemento dos vetores que estão sendo

multiplicados.

Por �m, a Equação (3.17) pode ser reescrita como

� (i � 1) = � (i )

�
@z(i )

@u (i � 1)

� T

= � (i )W (i )T : (3.21)

Desta forma, a variação dos pesos durante o processo de calibração da i-ésima

camada é dado por

� W (i ) = � � u (i � 1)T � (i ) ; (3.22)

enquanto os vieses são calculados por

� b (i ) = � � � (i ) : (3.23)

No treinamento de uma rede neural, este algoritmo é repetido iterativamente.

Quando ele é aplicado em toda a base de dados de treinamento, diz-se que uma

época foi concluída. Sua convergência pode ser dada, tradicionalmente, de duas

formas: ao atingir o número máximo de épocas ou quando um erro su�cientemente

pequeno é obtido para cada função de custo.

Normalmente, na primeira iteração, os parâmetros são iniciados com valores

aleatórios e pequenos (HAYKIN , 2009), de forma que a capacidade de modelagem
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da rede varie dependendo de como os parâmetros foram inicializados.

Importante ressaltar nestas duas últimas subseções que esses algoritmos formam

a base fundamental sobre os quais algoritmos mais complexos e especí�cos se ba-

seiam.

É importante destacar que o algoritmo discutido aqui serve como a base para

implementações comumente utilizadas, sendo um exemplo proeminente o algoritmo

Adam (RODRIGUES, 2022). Neste, a taxa de aprendizado (� ) é adaptada indi-

vidualmente para cada peso da rede e ao longo do processo de treinamento, em

contraste com o método clássico do gradiente descendente. Essencialmente, o al-

goritmo Adam integra as vantagens de dois outros algoritmos fundamentados no

gradiente descendente: oAdaptive Gradient Algorithm (AdaGrad) e o Root Mean

Square Propagation(RMSProp) (KINGMA e BA , 2017).

3.2 Redes neurais convolucionais

Redes neurais convolucionais são redes de aprendizado profundo que apresentam

uma operação de convolução em pelo menos uma de suas camadas. São muito

úteis na análise de dados que apresentam uma topologia em formato sequencial,

como séries temporais (topologia 1-D) e imagens (topologia 2-D) (GOODFELLOW

et al., 2017). Sua criação foi inspirada no estudo realizado porHUBEL e WIESEL

(1962) sobre o funcionamento do sistema oftalmológico de mamíferos. A conclusão

do estudo foi que as primeiras estruturas neurais em contato com imagens têm uma

resposta signi�cativa para padrões de luminosidade especí�cos e simples, como lis-

tras. Outros tipos de padrões mais complexos causam respostas mais tímidas, o que

indica uma especialização dos neurônios, em que cada um é dedicado em reconhecer

padrões especí�cos. Este comportamento também surge nas redes convolucionais,

em que camadas da rede apresentam uma certa especialização para reconhecer pa-

drões nas imagens (SENOL, 2020).

Desta forma, redes convolucionais são um dos exemplos mais bem sucedidos

de um modelo matemático inspirado em mecanismos biológicos e apresenta ótimos

resultados principalmente na área de processamento de imagens. Do ponto de vista

matemático, a operação de convolução apresenta um papel central na compreensão

e emulação dos fenômenos biológicos descritos acima.

A maioria do uso de redes convolucionais está relacionado com problemas de

classi�cação de imagem.LECUN et al. (1998b) desenvolveram um dos primeiros

modelos de redes convolucionais que foi chamado de LeNet-5. Neste trabalho, o

modelo visa classi�car as imagens do conjunto de dados MNIST, que se constitui

de mais de 60 mil imagens de dígitos manuscritos. O LeNet-5 já apresentou bons

resultados. Outras arquiteturas para problemas de classi�cação de imagem foram
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feitas ao longo dos anos, sendo um campo robusto de estudos. Contudo, também é

pesquisado o uso de redes neurais convolucionais para a modelagem de problemas

sequenciais, como nos trabalhos deKALCHBRENNER et al. (2014) e ZHAO et al.

(2017).

3.2.1 Camada de Convolução

No contexto de redes neurais, a camada de convolução tem por objetivo extrair

informações ou padrões da série de dados a ser analisada, de forma que tais padrões

estejam re�etidos na série convolucionada a ser calculada. Esta extração é feita

por meio dos �ltros � ou kernels � que varrem a série de dados que sofrerão a

convolução, conforme ilustrado na Figura3.7 onde é aplicada uma convolução para

uma série temporal com sete registros. O �ltro varre a série de dados, da esquerda

para direita, de forma a calcular o produto escalar entre os pesos do �ltro e o trecho

correspondente da série. Este processo gera uma nova série de dados convolucionada.

Ademais, a série gerada é ainda acrescida de um viés e uma função de ativação é

aplicada no vetor.

Figura 3.7: Exemplo de convolução para série temporal simples.

Do ponto de vista matemático, a convolução discreta pode ser expressa por meio

de:

a = Wx (3.24)

em quea é o resultado da convolução;x é a série a ser convolucionada eW é a matriz

que contém os pesos do �ltro distribuídos ao longo das diagonais da matriz. Desta

forma, W é uma matriz esparsa chamada de matriz de Toeplitz, como destacado

por EVSUKOFF (2020). Essa estrutura mostra o compartilhamento de parâmetros

da rede ao longo dos dados. Isto é, os pesos são aplicados ao longo de toda série

de dados, sendo esta uma das principais características das camadas de convolução
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e uma das diferenças em relação as multicamadas, em que os elementos matriz de

peso,W , são totalmente conectados com os neurônios das camadas adjacentes, visto

que W não é esparsa, de forma que essas redes tenham muito mais parâmetros que

as rede convolucionais (EVSUKOFF, 2020).

Além disso, o compartilhamento de parâmetros desempenha um papel impor-

tante na habilidade dos �ltros em extrair informações relevantes. Ao aplicar os

mesmos valores de pesos em toda a extensão da série de dados, os �ltros se es-

pecializam na identi�cação de características especí�cas (EVSUKOFF, 2020). Por

exemplo, eles podem destacar-se na detecção de mudanças abruptas ou barreiras

em séries temporais, conforme exempli�cado na Figura3.8. Nessa representação,

é utilizado um �ltro [1; 1; � 1; � 1]T que resulta em uma série convolucionada que

evidencia o momento em que ocorre a transição nos dados. Este mecanismo de com-

partilhamento de parâmetros confere aos �ltros uma capacidade de generalização,

permitindo-lhes aprender padrões relevantes em diferentes partes da série temporal.

Figura 3.8: Exemplo de convolução na identi�cação de saltos.

Como destacado porEVSUKOFF (2020), na prática, a implementação matricial

é ine�ciente, e as bibliotecas já implementadas utilizam outros tipos de algoritmos

para o cálculo da convolução. Neste trabalho, todas as redes neurais desenvolvi-

das serão feitas por meio de código emPython com o suporte, principalmente, da

biblioteca TensorFlow (ABADI et al., 2015) mantida pelo Google.

Por �m, a saída da camada convolucional,u, é dada por:

u = h(b+ Wx) (3.25)

em queh(� ) é a função de ativação eb é o viés.

Como foi dito para a arquitetura multicamadas, as redes convolucionais podem

ser pensadas como uma funçãôf (x; p) = ŷ que se aproxima def (x) = y, em

que p são os parâmetros da rede. Para observar este ponto de vista, é interessante

compreender uma rede convolucional simples, ilustrada na Figura3.9. Aqui, há uma
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camada de convolução, seguida de um neurônio, sendoŷ a saída da rede.

Figura 3.9: Exemplo de arquitetura de uma rede convolucional.

A saída da camada de convolução é dada por:

u = h(1) (b(1) + Wx) (3.26)

em queh(1) (� ) e b(1) são a função de ativação e viés da primeira camada, respecti-

vamente. Além disso, tem-se que

ŷ = h(2) (b(2) + W u) (3.27)

em queh(2) (� ) e b(2) são a função de ativação e viés da segunda camada, respecti-

vamente.

Logo, ao substituir a Equação (3.26) em (3.27), obtém-se que

ŷ = h(2) (b(2) + W [h(1) (b(1) + Wx]): (3.28)

Ou seja, a rede é, basicamente, uma função que depende dos dados de entrada

e dos parâmetros, pesos e vieses, que são calibrados durante a fase de treinamento

da rede, de forma a obter quêf (� ) � f (� ).

Para além dos parâmetros ajustados, existem hiperparâmetros especí�cos que

podem ser con�gurados para introduzir diferentes abordagens de convolução.

Primeiramente, é interessante destacar tanto a quantidade quanto as dimensões

individuais dos �ltros empregados nas camadas de convolução. Cada �ltro origina

uma saída convolucional, cujas dimensões são determinadas pelo tamanho corres-

pondente do �ltro.

Em seguida, temos o deslocamento, conhecido comostride, que de�ne o intervalo

pelo qual a janela de convolução se desloca. Por exemplo, na Figura3.7, o �ltro se

move um elemento à direita, o que indica um valor destride igual a 1.

Adicionalmente, é possível estender o tamanho da série sujeita à convolução,

ilustrado na Figura 3.10, onde zeros são adicionados às duas extremidades do vetor

de dados originais; essa técnica é referida comopadding.
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Por �m, tem-se a dilatação, denominadadilation em inglês, que controla a se-

paração entre os pontos onde o �ltro é aplicado na série de dados original. Por

exemplo, com uma dilatação igual a 1, o produto escalar dos �ltros é calculado com

um salto entre os índices da série de dados original.

Figura 3.10: Esquema de aplicação da convolução para para um tamanho de kernel
3, 6 passos epadding = 1.

3.2.2 Redes neurais convolucionais na modelagem de séries

temporais

Como já mencionado, as redes convolucionais têm alcançado destaque na resolução

de desa�os de processamento de imagem. No entanto, a operação de convolução,

que incorpora aspectos topológicos dos dados, tem conferido a essas redes uma

aplicabilidade signi�cativa na análise de séries temporais. A maneira de como a

rede irá efetuar as previsões depende dos dados de entrada.

A primeira forma de modelagem seria pelos chamados modelos autoregressivos.

Para compreendê-los, imagina-se uma série temporal,x(t). O objetivo da rede neural

é prever o valor dex no futuro, ou seja, para instantes de tempo maiores ou iguais

a t. Para tal, o vetor de entrada da rede neural é dado por

x = [ x(t � � t); : : : ; x (t � N � t)]T (3.29)

em que� t é a discretização temporal em quex é discretizado eN é um número

inteiro que representa o número de atrasos � valores discretos dex(t) � utilizados

na predição. Ou seja,x é um trecho dex que será utilizado para preverx no instante

de tempot, conforme exempli�cado na Figura3.11, em que o vetor de entrada sofre a

convolução e gera uma nova série convolucional para cada �ltro presente na camada

de convolução. Esses dados são vetorizados � concatenados � em um único vetor

na camada de achatamento e a saída da rede é a previsão do valor dex no instante

t, x̂ (t).
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Figura 3.11: Exemplo de rede com auto regressão.

Outra con�guração de modelagem acontece quando os dados de entrada são

séries temporais diferentes daquela que será prevista. Isto é, a série que se pretende

modelar é dependente de outras séries temporais. Para isso, pensa-se no registro do

tensor de entrada

X =

2

6
6
4

x1(t) x2(t) : : : x i (t)
...

... : : :
...

x1(t � N1� t1) x2(t � N2� t2) : : : x i (t � N i � t i )

3

7
7
5 (3.30)

em que contémi séries temporais, cada uma com seu respectivo atraso e� t. As

séries temporaisx1, x2 : : : , x i são exógenas ay � série que visa ser prevista � mas,

de alguma maneira, o fenômeno registrado pory pode ser modelado a partir desses

dados exógenos. A Figura3.12 exempli�ca uma rede cuja entrada é composta por

séries exógenas. Neste caso, as séries são dadas pela entrada e o �ltro de convolução

passa por elas. Após isso, os dados �uem da camada de entrada até a de saída, em

que, �nalmente, é feita a previsão dey no instante t.

Figura 3.12: Exemplo de rede com regressão com dados exógenos à série a ser
modelada.
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Neste trabalho, este tipo de modelagem será utilizada, uma vez que serão utili-

zadas séries temporais dos movimentos da embarcação que são impostos no topo do

riser para fazer a previsão de esforços ali e em outros pontos do mesmo.
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Capítulo 4

Análise de Instalação de Dutos

Flexíveis

Durante a fase de lançamento de um duto �exível, ocorre seu assentamento contro-

lado sobre o leito marinho, de forma a conectar sua extremidade inferior ao poço e

a extremidade superior à plataforma. Nesse percurso, a estrutura é sujeita tanto a

esforços estáticos, decorrentes principalmente da geometria de lançamento e de seu

próprio peso, quanto a esforços dinâmicos, originados pelas in�uências do ambiente

marinho, incluindo as ondas e as correntes. O objetivo da engenharia de análise de

instalação é modelar matematicamente o sistema submarino nas diferentes etapas

do processo de instalação, de forma a veri�car a sua integridade estrutural ao longo

de todo o processo.

Uma problemática relevante reside no possível excesso de tração que pode ocor-

rer na linha �exível durante as fases de instalação. Essa situação tem o potencial

de resultar no rompimento da linha �exível ou no deslizamento da estrutura ao

longo das esteiras do tensionador. Tais picos de tração podem emergir, por exem-

plo, em circunstâncias de mar agitado, em que a ampli�cação dinâmica do sistema

é elevada. De igual forma, trações excessivamente baixas (compressão) também

acarretam complicações, pois podem induzir a �ambagem do duto. Por último, a

integridade do produto também está relacionada à sua curvatura. Se a con�gura-

ção da catenária não for bem planejada durante a fase de projeto e as condições

ambientais se mostrarem desfavoráveis, há a possibilidade de surgirem curvaturas

excessivas no duto �exível, o que compromete a integridade de suas camadas.

Na prática, recorre-se a simulações numéricas dinâmicas onde oriser é modelado

por elementos de viga 3D não-lineares, o contato solo-riser é representado por molas

não-lineares e a principal fonte de excitação é resultado dos movimentos impostos

pela embarcação no topo da linha.

Portanto, para efetuar tais análises numéricas e interpretar seus resultados de

maneira precisa, é importante compreender certos conceitos, especialmente aqueles
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relacionados aos carregamentos ambientais e à análise global.

4.1 Análise Global

Como mencionado anteriormente, no contexto da análise numérica aplicada à ins-

talação de dutos �exíveis, é prática comum adotar uma abordagem que envolve a

representação da estrutura de interesse por meio de elementos de viga tridimensio-

nais e não-lineares (MOURELLE , 1993). Essa representação é realizada por meio

do MEF, com o uso de softwares comerciais especializados. Em geral, o sistema a

ser modelado compreende um duto �exível suspenso, conectado à embarcação ins-

taladora, conforme ilustra a Figura4.1, cuja equação do movimento no modelo de

elementos �nitos é expressa por (MOURELLE , 1993):

M•x (t) + C _x(t) + K (x)x(t) = F(t) (4.1)

em queM é a matriz de massa,C é a matriz de amortecimento eK (x) é a matriz

de rigidez não-linear do sistema. Além disso,x(t) é o vetor que contém os graus de

liberdade para cada nó presente no modelo. Por �m,F(t) é o vetor que representa

os carregamentos externos que atuam no sistema, tanto funcionais (peso próprio e

empuxo) quanto os ambientais.

Figura 4.1: Representação do modelo do duto conectado na embarcação instaladora.

No presente trabalho, as cargas ambientais são exclusivamente representadas

pelos movimentos da embarcação instaladora induzidos pelas ondas dor mar, não
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sendo levado em conta efeitos de corrente. Esses movimentos na conexão superior

da embarcação são incorporados ao vetorx(t) da Equação (4.1) como movimentos

prescritos. Em uma análise desacoplada, adotada neste trabalho, os movimentos

da embarcação são facilmente obtidos a partir dosResponse Amplitude Operators

(RAOs), que funcionam como funções de transferência capazes de gerar séries tempo-

rais de movimento, levando em consideração o correspondente espectro de densidade

de ondas (JOURNÉE e MASSIE, 2000). Os RAOs estabelecem uma relação entre

os seis graus de liberdade de uma embarcação, Figura4.2, e a onda incidente no

navio. No domínio da frequência, o espectro do movimento da embarcação para um

grau de liberdade especí�co, representada porSi (! ), é expresso por:

Si (! ) = [ RAO i (! )]2S(! ) (4.2)

ondeRAO i (! ) denota a função de transferência correspondente ao grau de liberdade

de interesse e a direção da onda incidente, enquantoS(! ) refere-se ao espectro de

onda associado a uma condição ambiental de curto-prazo (geralmente 3h) represen-

tado por uma altura signi�cativa de ondaHs e período de picoTp.

As séries temporais (domínio do tempo) utilizadas na simulação numérica são ge-

radas conforme a descrição presente no item4.2. Além disso, é importante observar

que, de forma rigorosa, além da amplitude, o RAO também incorpora informações

sobre as diferenças de fase entre as respostas. No entanto, convencionou-se o uso da

terminologia RAO para se referir especi�camente à amplitude da resposta.

Figura 4.2: Graus de liberdade de uma embarcação.

Além de resolver os deslocamentos ao longo de todos os nós estruturais do mo-

delo, osolver baseado em MEF também pode calcular outras respostas do duto, tais
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como: forças axiais internas, momentos �etores, curvaturas, entre outros. Observa-

se que estesolver integra numericamente um sistema de equações diferenciais não-

lineares, sistema este que pode ser bastante grande em função da estrutura analisada

e da discretização utilizada.

Para a análise de instalação, muitos modelos numéricos são preparados, repre-

sentando diferentes fases da instalação, e veri�cações estruturais são realizadas para

garantir a integridade do duto durante estas etapas. Naturalmente, a onda é o

principal impulsionador da excitação do sistema e estabelece a janela de instalação

(período de tempo em que a instalação pode ser realizada). Mesmo que condições

ambientais adversas devam ser evitadas antecipadamente, o projeto de uma opera-

ção de instalação exige muitas simulações numéricas variando con�gurações do duto

�exível (em diferentes fases) e várias condições ambientais de ondas de curto prazo

para de�nir uma janela de instalação viável.

O principal objetivo deste trabalho é desenvolver um procedimento e�ciente e

preciso baseado em RNA para acelerar e agilizar o projeto de um processo de insta-

lação. Pensando numa abordagem baseada em RNA, o modelo de MEF, conforme

descrito acima, pode ser visto como um sistema que recebe alguns dados de entrada

(séries temporais de movimentos da embarcação) e entrega como saída uma (ou mais)

série(s) temporal(is) de resposta(s) do duto (esforços, descolamentos etc.). Como

trata-se de um sistema dinâmico, é importante enfatizar que a resposta no tempot

não depende apenas dos inputs no tempot, mas também dos inputs anteriores em

tempos passados, o que induz o uso de uma rede convolucional.

4.2 Movimentos da Embarcação

Como discutido anteriormente, os movimentos da embarcação perante a ação das

ondas são bastantes importantes nas simulações numéricas relacionadas as análises

de instalação derisers �exíveis. Para sua obtenção parte-se da hipótese de que num

período de curto-prazo (poucas horas) as elevações da superfície do mar constituem-

se de um processo aleatório pseudo-estacionário Gaussiano, representado por uma

densidade espectral,S(! ).

SegundoDNV (2018), os dois espectros de onda mais relevantes são o Pierson

Moskowitz (PM) e o Jonswap. Estes espectros são, respectivamente, representados

por:

SP M (! ) =
5
16

:H 2
s ! 4

p:! � 5 exp

("

�
5
4

�
!
! p

� � 4
#)

(4.3)
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SJ (! ) = A 
 :SP M (! ):
 exp
nh

� 0;5
�

! � ! p
�! p

�io

(4.4)

onde Hs é a altura signi�cativa de onda;Tp o período de pico;
 é um parâmetro

de forma do pico;� é a largura espectral eA 
 é um fator de normalização em que

A 
 = 1 � 0; 287 ln
 . Além disso,! é a frequência do componente de onda;! p é a

frequência de pico, isto é, a frequência em que o espectro apresenta seu valor máximo

�pico�, que pode ser calculado por:

! p =
2�
Tp

: (4.5)

O fator � é dado por, em média, 0,07 para! � ! p e � = 0; 09 para ! > ! p (DNV,

2018).

A Figura 4.3 exibe o espectro PM para! p = 0; 53 rad/s e Hs = 7; 8 m. Como

pode ser visto, a região de maior amplitude se encontra em torno do período de pico.

Figura 4.3: Espectro de onda Pierson-Moskowitz para! p = 0; 53 rad/s e Hs = 7; 8
m.

Com o espectro de ondas em mãos, é possível obter a série temporal da eleva-

ção das ondas por meio da sobreposição deM componentes harmônicos através da

técnica de decomposição espectral (NAESS e MOAN, 2012). Esse procedimento per-

mite representar o processo estocástico das ondas do mar por meio da Transformada

Inversa de Fourier, expressa como:

� (t) =
MX

i =1

� ai cos(! i t + � i x + � i ) (4.6)

em que, � ai é a amplitude do componente de onda, em metros;! i é a frequência

da onda, em rad/s e� i é o componente de onda aleatório emrad, uniformemente
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distribuído, tal que � i 2 [0; 2� ]. Além disso,x é a posição de propagação da onda

com relação a um dado referencial de origem,� i é o número de onda que pode ser

calculado por:

� i =
! 2

i

g
(águas profundas): (4.7)

As amplitudes individuais das ondas são dadas por

� ai = 2
p

S(! i )� ! (4.8)

em que sucessivos valores de frequência são escolhidos para um dado espectro de

onda e� ! é o passo de discretização adotado na decomposição espectral.

É possível demonstrar (NAESS e MOAN, 2012) que as correspondentes séries

temporais dos movimentos da embarcação podem ser obtidas através dos RAOs, ou

seja:

x j (t) =
MX

i =1

RAO j (! i )� ai cos(! i t + � i x + � i + � j
i ) (4.9)

ondej é o grau de liberdade da embarcação,RAO j (! i ) é correspondente amplitude

do RAO na frequência! i e � j
i é o ângulo de fase doRAO associado à frequência! i .

As amplitudes e as fases dosRAOs são obtidos a priori por programas computaci-

onais especí�cos para esta �nalidade, por exemplo, WAMIT (WAMIT , 2023).

A descrição apresentada acima é conhecida na prática como representação de mar

irregular. Os resultados desta análise constituem-se de séries aleatórias e técnicas

estatísticas devem ser usadas para estimar seus valores característicos.

Para que haja uma estabilidade estatística nas respostas desta análise, usual-

mente as simulações devem ser longas, fato que aumenta o custo computacional

das simulações. Análises simpli�cadoras são obtidas através de simulações numéri-

cas onde os movimentos das embarcações são representados por harmônicos simples

(análise considerada como mar regular). Apesar de mais barata do ponto de vista

computacional, muitas vezes é difícil saber o nível conservadorismo presente nos

resultados de uma análise por mar regular.
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Capítulo 5

Modelagem proposta MEF-CNN

Ao realizar análises de ondas irregulares, são necessárias simulações extensas para

reduzir a incerteza associada à estimativa estatística das respostas. Este trabalho

busca otimizar o processo de solução para simulações numéricas via MEF associadas

à instalação de dutos �exíveis, mais especi�camente, dutos �exíveis na con�guração

lazy wave, utilizando uma modelagem por meio de Rede Neural Convolucional (CNN,

do inglêsConvolutional Neural Network) com o principal objetivo de reduzir tempo

computacional.

O modelo desenvolvido passa inicialmente por um treinamento com um con-

junto de dados den condições ambientais de curto prazo distintas, denominadas

C1; C2; :::; Cn , conforme mostrado na Figura5.1. Na verdade, cadaCi é composta

por três séries temporais que contêm os movimentos deheave, roll epitch da unidade

�utuante quando submetida à condição de onda de curto prazo de�nida porHs, Tp

e � .

Os dados de resposta calculados por meio de uma simulação numérica completa

baseada em MEF para cada condição ambiental devem ser utilizados para treinar

a rede neural. Observa-se que essas simulações baseadas em MEF não precisam

ser longas para os propósitos de treinamento da RNA. Uma vez que o modelo de

CNN passa por treinamento e otimização de seus pesos, ele adquire a capacidade de

prever séries temporais para simulações mais longas nas condiçõesCi , assim como

prever a resposta para outras condições ambientais de curto prazo distintas não

vistas durante a fase de treinamento.
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Figura 5.1: Ilustração da modelagem MEF-CNN proposta

As respostas do duto estudadas neste trabalho estão restritas à sua tração de

topo e à tração no TDP. Um modelo de CNN é desenvolvido para cada uma dessas

respostas. Basicamente, o vetor de entradaX para o modelo de CNN é fornecido

por:

X =

2

6
6
6
6
4

Z(t) � 1(t) � 2(t)

Z (t � � t) � 1(t � � t) � 2(t � � t)
...

...
...

Z (t � N � t) � 1(t � N � t) � 2(t � N � t)

3

7
7
7
7
5

(5.1)

em queZ(t), � 1(t) e � 2(t) representam os valores deheave, roll e pitch no tempo

t, respectivamente,� t denota a discretização da série temporal, eN representa o

número de pontos de dados anteriores ao tempot (ou seja, o número de atrasos) que

serão utilizados para prever a resposta desejada. Os parâmetros da CNN, o número

de atrasos e o comprimento da simulação das análises numéricas baseadas em MEF

usadas para treinar a rede neural arti�cial devem ser determinados por meio de uma

análise de tentativa e erro.

Como serão analisadas séries temporais, a qualidade do modelo será feita com a

utilização de duas métricas. Primeiramente, será observado o parâmetroR2, dado

por:
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R2 = 1 �
P

(r i � r̂ i )2

P
(r i � r )2

; (5.2)

em quer i é o i-ésimo valor da resposta,̂r i é o i-ésimo valor predito der , sendo este o

vetor que contém toda a série de resposta calculada pelo MEF. Por �m,r é a média

de r . A métrica em questão mede a proporção da variância der que é explicável

pelo modelo (MONTGOMERY et al., 2006). Logo, R2 avalia o desempenho da

rede neural em prever a resposta ao longo de toda a série dada. Porém, nesse tipo

de análise estrutural, o mais importante no contexto de projetos de instalação de

dutos são os valores extremos der (t). Portanto, também é importante que a rede

seja capaz de modelar tais grandezas satisfatoriamente. Os valores extremos são

estimados com base na correspondente estatística dos picos das séries temporais.

Como a resposta gerada é estocástica, os picos do sinal são tratados estatisti-

camente, de forma que o valor do pico extremo mais provável da série original é

comparado com aquele predito pela rede neural. Para tal, os picos são identi�cados

na série temporal de dados, Figura5.2a, e ajustados à uma distribuição de pro-

babilidade, Figura 5.2b. Com os picos modelados por meio desta distribuição de

probabilidades, pode ser identi�cado o valor do pico extremo mais provável, que é,

de forma geral, dado pela equação (NAESS e MOAN, 2012):

d [n(Fd(rp))n� 1f d(rp)]
drp

= 0; (5.3)

em queFd(rp) e f d(rp) são as funções de distribuição cumulativa e de densidade de

probabilidades da distribuição ajustada, respectivamente, en é o número esperado

de picos no tempo de duração da condição ambiental, neste trabalho assumido como

sendo igual a 3hr.

(a) Exemplo dos picos identi�cados numa série temporal.

(b) Ajuste dos picos na curva de densidade de probabilidade.

Figura 5.2: Exemplo dos picos identi�cados numa série temporal e do akiste de ima
disitribuição de probabilidades.
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Neste trabalho, os picos são ajustados por uma distribuição deWeibull de três

parâmetros � Weibull 3P �, cuja função cumulativa de probabilidades é dada por:

Fw(x) = 1 � exp

("

�
�

x � uw

� w

� � w
#)

; (5.4)

em que uw , � w e � w são os fatores de locação, escala e forma, respectivamente.

Estes parâmetros são estimados a partir de um método de ajuste. Neste trabalho

foi empregado o Método da Máxima Verossimilhança (ANG e TANG, 1975) a partir

da amostra de picos identi�cados na série temporal. Adicionalmente vale notar que,

para a Weibull 3P o valor extremo mais provável é dado por (SAGRILO et al.,

2012):

mpw3p = � w ln(n)
1

� w + uw : (5.5)

em que n é o número esperado de picos de�nidos anteriormente. A medida de

comparação utilizada aqui será o erro relativo, de�nido por:

Er =
m̂pw3p � mpw3p

mpw3p
(5.6)

onde m̂pw3p e mpw3p são os valores extremos estimados a partir das séries preditas

pela rede neural e calculada pelo MEF, respectivamente.
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Capítulo 6

Casos de estudo

Na fase inicial da pesquisa, buscou-se testar a metodologia proposta num problema

massa-mola de resposta não-linear, cujo processo e resultados podem ser visto no

ApêndiceA. Como os testes iniciais apresentaram bons resultados, buscou-se criar

um modelo de rede neural que visa prever a tração de topo de um duto �exível

para a etapa de instalação de peso morto (detalhada mais adiante). Essa etapa

foi escolhida por apresentar um comportamento dinâmico de maior di�culdade de

modelagem e, geralmente, por exibir condições restritivas de altura signi�cativas

de onda para as operações de instalação. Dessa forma, uma arquitetura de rede

bem sucedida em modelar a dinâmica desta etapa tende a funcionar para as demais

etapas de instalação de um duto �exível em con�guraçãolazy wave.

Ao longo de todos os casos de estudo, o ângulo de saída horizontal (azimuth)

do duto �exível foi considerado perpendicular à embarcação instaladora, conforme

ilustrado na Figura 6.1. Além disso, essa �gura também mostra a convenção dos

ângulos de incidência de onda na embarcação.

Figura 6.1: Convenção do ângulo de saída da linha e das direções de incidência de
onda.

Os dados empregados neste estudo são derivados da solução numérica do mo-

delo em elementos �nitos, obtidos através dosoftwarecomercialOrcaFlex (ORCINA,
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2023). A análise é conduzida de maneira desacoplada, em que os movimentos de
primeira ordem da embarcação são modelados a partir do RAO. A série temporal
estocástica das ondas é gerada a partir do espectro JONSWAP, considerando um
período de 3 horas e uma discretização temporal de �t = 0; 3s. Para o treinamento
do modelo, foram utilizados apenas os primeiros 1000 segundos dos dados, represen-
tando uma fração do total de 10800 segundos (3 horas) necessários para a simulação
completa do modelo em elementos finitos. Durante todo o estudo, os primeiros 600
segundos da série temporal foram alocados como dados de treinamento, enquanto os
400 segundos subsequentes foram reservados para validação. O restante dos dados
foi destinado para fins de teste.

Ao longo do processo de treinamento da rede, empregou-se o algoritmo de oti-
mização Adam (KINGMA e BA, 2017). Além disso, a função de custo selecionada
para a otimização foi o erro quadrático médio.

São empregadas séries temporais de roll, pitch e heave como os dados de entrada
do modelo.

Antes de serem introduzidos na fase de treinamento da rede, os dados são nor-
malizados a partir da equação

v0 =
v � mv

sv

; (6.1)

em que v é o vetor contendo o conjunto de dados a ser normalizado — no caso, roll,
pitch, heave e a resposta a ser predita; mv é a média, ou esperança, de v e sv é o
seu desvio padrão. Vale ressaltar que apenas os dados de treino são utilizados na
normalização para os cálculos de mv e sv.

O estudo preliminar foi dividido em quatro partes, que vão de uma rede mais
simples (Etapa 1) à mais complexa (Etapa 4):

• Etapa 1: Rede treinada apenas com uma condição ambiental específica. Ou
seja, a rede é capaz de modelar a série temporal da resposta para apenas um
conjunto de Hs, Tp e direção de onda (�);

• Etapa 2: Período de pico e direção de onda são mantidos fixos, porém, nesta
etapa, a rede será exposta à série temporal para diferentes alturas significativas
de onda (diferentes Hs);

• Etapa 3: Apenas a direção de onda é fixa. Nesta etapa, a rede neural é
generalizante para diferente valores de Tp e Hs;

• Etapa 4: A rede é treinada para diferentes valores de Hs, Tp e direção de onda
(�), sendo capaz de modelar o problema para diferentes condições ambientais.
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6.1 Configuração de instalação de peso morto
(IPM)

A representação do modelo em elementos finitos da etapa de instalação de peso morto
(IPM) pode ser vista na Figura 6.2. Nesta configuração, três tramos são modelados,
os risers intermediário e de fundo e a flowline, cujas características podem ser vistas
na Tabela 6.1. Em destaque na figura, há o colar de peso morto de 60ton, numa
profundidade de 944m. O ângulo de topo da catenária é de 4; 9o e a lâmina d’água
é de 2060m. Além disso, estão modelados 60 módulos de flutuação, cada um com
1; 8ton de empuxo. O modelo foi discretizado em aproximadamente 3000 elementos
de viga 3D e 3001 nós estruturais. Uma análise numérica baseada no MEF com
10800s de comprimento de simulação leva aproximadamente 10 horas num PC com
processador I7.

Figura 6.2: Configuração de instalação de peso morto.

Tabela 6.1: Propriedades dos tramos simulados para o passo de instalação de peso
morto.

Tramo OD ID Rigidez flexional Rigidez Axial Comprimento
[mm] [mm] [kNm2] [MN] [m]

Intermediário 313,6 158,3 65,6 801 952
Fundo 313,6 158,3 65,6 801 1140

Flowline 306,6 158,3 41,4 635 800
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6.1.1 Etapa 1: Hs, Tp e direção de onda constantes

Nesta etapa foca-se em modelar um único cenário ambiental. É utilizado Hs = 3; 5m,
Tp = 8s e direção de incidência de onda de � = 120o como parâmetros ambientais.

A Figura 6.3 ilustra a arquitetura da rede neural empregada para esta fase.
Devido à natureza deste objetivo, a rede é exposta a uma quantidade limitada de
dados, o que direciona a adoção de uma configuração simplificada para evitar o
sobreajuste.

A abordagem escolhida envolve a utilização de uma camada de convolução equi-
pada com três filtros de tamanho 10. Após a convolução, as séries temporais resul-
tantes de cada filtro são concatenadas em um único vetor que serve como entrada
para um nó simples, cuja saída representa a previsão gerada pela rede neural. Im-
portante destacar que a função de ativação empregada na camada de convolução
é a tangente hiperbólica (tanh), enquanto na camada final a função de ativação é
linear.

Figura 6.3: Configuração da rede neural para a etapa 1.

A determinação do tamanho adequado do número de atrasos na série temporal
dos dados de entrada (heave, pich e roll) representou uma etapa importante no
desenvolvimento deste estudo. Para tal, procedeu-se à exploração de diferentes
valores deste parâmetro, com o objetivo de otimizar o desempenho do modelo. Uma
síntese dos resultados obtidos para uma variedade de tamanhos de janelas de atraso
é fornecida na Figura 6.4.

Ao examinar os resultados, nota-se que o coeficiente de determinação (R2) para o
conjunto de treino e teste atinge seu ponto mais alto quando um atraso de 40 segun-
dos é aplicado. Entretanto, a partir desse ponto, ocorre uma queda no desempenho
nos dados de teste, ao passo que o desempenho nos dados de treinamento continua
a melhorar. Esse padrão sugere a possibilidade de sobreajuste, o que indica que
um atraso maior pode levar a uma adaptação excessiva aos dados de treinamento e
prejudicar a capacidade do modelo de generalizar para novos dados.
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No entanto, também observou-se o erro relativo associado ao pico extremo mais
provável na tração de topo. Nata-se que uma janela com 120 segundos apresenta
o melhor desempenho nesse contexto, o que contrasta com o desempenho inferior
observado com uma janela de 40 segundos.

Com base nesses resultados, o atraso com 120 segundos foi a escolha apropriada
para o modelo final desta etapa. Isso se justifica pelo seu melhor desempenho na
previsão do pico extremo mais provável, que detém o principal interesse em análises
de instalação, apesar dos indícios de sobreajuste. É relevante notar que nas próximas
etapas, a exposição da rede neural a um volume maior de dados deverá atenuar tal
efeito.

Figura 6.4: Resultados para diferentes tamanhos de atraso.

Para observar com maiores detalhes o desempenho da rede, a Figura 6.5 mostra
a comparação dos valores preditos com os valores obtidos por meio da simulação no
modelo de elementos finitos. Como pode ser visto, a rede demonstra uma capacidade
de prever, corretamente, os valores de tração de topo.

Figura 6.5: Tração de topo: CNN vs MEF para os dados de teste - Etapa 1

Além disso, ao analisar a capacidade de prever os picos, a rede neural também
apresenta uma capacidade de modelagem satisfatória, que pode ser observada na
Figura 6.6. Observa-se aqui que as distribuições cumulativas dos picos obtidas com
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os dados oriundos do modelo em elementos finitos e com aqueles obtidos através da
rede neural é praticamente coincidente.

Figura 6.6: Comparação da distribuição dos picos - Etapa 1.

Ao observar um trecho da resposta da série temporal, Figura 6.7, constata-se
que as respostas são satisfatoriamente semelhantes, apesar da ligeira diferença de
fase e amplitude em alguns momentos.

Figura 6.7: Série temporal - Tração de topo: CNN vs MEF.

Por fim, a rede neural apresentou uma capacidade satisfatória de modelagem da
tração de topo para uma condição ambiental específica, o que motiva a continuação
da pesquisa para gerar uma rede neural convolucional capaz de modelar a tração de
topo para diferentes alturas significativas de onda.

Observa-se que neste caso há uma redução relevante do tempo computacional
para a solução do modelo numérico em elementos finitos na simulação de cada con-
dição ambiental ao ser analisada, que cai de 10800s para 1000s, uma redução de 90,7
%.

6.1.2 Etapa 2: Tp e direção de onda constantes (�)

Agora, nesta fase, o período de pico permanece constante em Tp = 8s, assim como a
direção de incidência da onda, fixada em � = 120o. Em relação à altura significativa
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da onda, adota-se Hs = [2; 5 4; 0]m para o treinamento da rede neural. O objetivo é
que, ao término desta etapa, a rede neural proposta demonstre um nível mais elevado
de generalização em comparação à fase anterior, adquirindo uma maior capacidade
de redução do tempo computacional das simulações.

Durante a etapa de previsão (teste) da rede neural, abrange-se Hs =

[2; 5 3; 0 3; 5 4; 0]m, conforme ilustrado na Figura 6.8, o que implica em 12 horas
de tempo de simulação (3 horas para cada Hs).

Figura 6.8: Ilustração da divisão dos dados de treino e predição.

A Figura 6.9 apresenta um resumo dos resultados obtidos para as diferentes
alturas significativas de onda consideradas.

Figura 6.9: Tração de topo: CNN vs MEF para os dados de teste - Etapa 2.

É notável que a rede neural obteve êxito na modelagem para todos os casos ana-
lisados, inclusive para os valores de Hs que não foram previamente usadas durante
a fase de treinamento, a saber, 3,0m e 3,5m. A validade do modelo preditivo é sus-
tentada pela Figura 6.10, que evidencia uma elevada correlação de R2 = 0; 99 entre
os resultados da simulação por elementos finitos e as previsões fornecidas pela rede
neural para todos as condições de Hs avaliadas. Isso reforça a habilidade do modelo
em realizar previsões precisas e coerentes com os resultados obtidos por métodos
mais tradicionais.
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Figura 6.10: Tração de topo: CNN vs MEF para os dados de teste - Etapa 2.

No que tange a identificação dos picos da tração de topo, a Figura 6.11 mostra que
para todos os casos analisados a rede neural apresenta uma capacidade satisfatória
em modelar a distribuição dos picos de tração ao longo da série temporal, em que
apresente um erro relativo de aproximadamente 0; 5% no pior caso analisado.

Figura 6.11: Comparação da distribuição de probabilidade dos picos - Etapa 2.

Portanto, ao fim desta etapa, a rede neural convolucional mostrou-se competente
em modelar a tração de topo para diferentes valores de Hs o que também é exem-
plificado com a comparação de um trecho das duas séries temporais (resultado da
rede e cálculo do MEF) na Figura 6.12, em que ambos os dados estão praticamente
sobrepostos.
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Figura 6.12: Comparação da série temporal para Hs = 2; 5m; Tp = 8 e � = 120.

Com a modelagem proposta, que utiliza 1000s para cada um dos dois casos de
treinamento, observa-se uma redução significativa de 95% no tempo de simulação
quando for levado em conta a predição para as 4 condições ambientais.

6.1.3 Etapa 3: Direção de onda constante (�)

Na Etapa 3 o progresso em direção à generalização continua, com apenas a direção
de onda incidente mantida constante em � = 120o. A distribuição das condições
ambientais entre os conjuntos de treinamento e teste é exibida na Figura 6.13. Como
pode ser visto, foram usadas 6 condições ambientais (com simulações curtas pelo
MEF) para treino e 24 para o teste final.

Figura 6.13: Divisão dos casos de treino e teste para a etapa 3.

A configuração da rede se mantém a mesma das etapas anteriores, também
mantendo-se um atraso de 120 segundos dos dados de entrada. A Figura 6.14 mos-
tra a comparação entre os dados preditos pela rede e os resultados das análises do

54




	Lista de Figuras
	Lista de Tabelas
	Lista de Símbolos
	Lista de Abreviaturas
	Introdução
	Dutos flexíveis
	Revisão bibliográfica
	Escopo do trabalho

	Risers flexíveis e sua instalação
	Redes Neurais Artificiais
	Redes Neurais de Propagação Direta (Feed-forward Neural Network)
	Redes neurais multicamadas
	Treinamento de Uma Rede Neural
	Gradiente Descendente
	Algoritmo de retropropagação

	Redes neurais convolucionais
	Camada de Convolução
	Redes neurais convolucionais na modelagem de séries temporais


	Análise de Instalação de Dutos Flexíveis
	Análise Global
	Movimentos da Embarcação

	Modelagem proposta MEF-CNN
	Casos de estudo
	Configuração de instalação de peso morto (IPM)
	Etapa 1: Hs, Tp e direção de onda constantes
	Etapa 2: Tp e direção de onda constantes ()
	Etapa 3: Direção de onda constante ()
	Etapa 4: Generalização de todos os parâmetros ambientais

	Configuração em que o último flutuador foi instalado (UFI)
	Configuração de desinstalação do peso morto (DPM)

	Conclusões
	Sugestões para Trabalhos Futuros

	Referências Bibliográficas
	Modelo massa-mola-amortecedor
	Descrição do problema
	Generalização para diferentes alturas significativas de onda
	Generalização para diferentes alturas significativas de onda e período de pico



