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 A identificação de submercados desempenha um papel importante no contexto 

de avaliação de massa imobiliária, para eliminar a autocorrelação espacial, ou a 

heterocedasticidade dos resíduos em modelos lineares, tornando a inferência estatística 

mais confiável e permitindo uma melhor interpretação da formação dos preços 

imobiliários. Tradicionalmente realizado empiricamente, por técnicas de agrupamento 

ou por modelagem de resíduos espaciais aplicada a dados hedônicos de propriedades 

em uma determinada região, os estudos indicam que o uso de modelos de mineração 

de dados tem obtido resultados promissores para realizar essa tarefa de forma 

automática. Neste trabalho, considerando uma visão regionalizada e não individual da 

unidade imobiliária, propõe-se descobrir submercados a partir da detecção de 

comunidades em grafos formados pelos bairros de uma cidade. A partir das informações 

socioeconômicas e locacionais da cidade do Rio de Janeiro, forma-se uma rede 

composta por bairros, tendo a similaridade entre eles como pesos dos nós, onde as 

comunidades são identificadas a partir da modularidade dessa rede. A abordagem 

hierárquica para obtenção da estrutura da comunidade aqui utilizada permite diferentes 

cenários para a compreensão dos submercados, aspecto importante para os tomadores 

de decisão em uma área do conhecimento tão suscetível à incerteza. 
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The identification of submarkets plays an important role in the context of real 

estate mass appraisal, to eliminate spatial autocorrelation, or the heteroscedasticity of 

residues in linear models, making statistical inference more reliable and allowing a better 

interpretation of the formation of property prices. Traditionally carried out empirically, by 

grouping techniques or by spatial residual modelling applied to hedonic data from 

properties in a specific region, studies indicate that the use of data mining models has 

obtained promising results to carry out this task automatically. In this work, considering 

a regionalized and not individual view of the real estate unit, it is proposed to discover 

submarkets based on the detection of communities in graphs formed by the 

neighborhoods of a city. From the socioeconomic and locational information of the city 

of Rio de Janeiro, a complex network of neighborhoods is formed, and communities are 

identified based on this network's modularity. The hierarchical approach to obtaining the 

community structure used here allows different scenarios for understanding the 

submarkets, an important aspect for decision makers in an area of knowledge so 

susceptible to uncertainty. 
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1 Introdu­«o 

Segundo a IAAO [1], o valor de mercado de um imóvel é geralmente determinado 

por meio da aplicação de técnicas de avaliação em massa, que correspondem ao 

processo de avaliação de um grupo de propriedades em determinada localização e 

período, com a utilização de métodos padronizados e testes estatísticos. De acordo com 

DANTAS [2], os primeiros trabalhos de engenharia de avaliações no Brasil foram 

publicados em revistas técnicas de Engenharia, em São Paulo, entre 1918 e 1919. O 

autor cita alguns pontos notáveis dessa área de pesquisa no terreno nacional como o 

primeiro livro sobre o assunto, lançado em 1941 pelo engenheiro Luiz Carlos Berrini, a 

fundação do Instituto de Engenharia Legal/RJ em 1952, do Instituto Brasileiro de 

Engenharia de Avaliações de São Paulo em 1957, a realização do primeiro Congresso 

Brasileiro de Avaliações em 1974 e a publicação da primeira norma brasileira sobre o 

assunto NBR-502/77, atualmente substituída pela  NBR 14.653-1/2019 [3]. 

Conforme SILVA [4], essa determinação de valores deve ser fundamentada por 

uma metodologia que evite ao máximo o emprego de subjetivismo, visto o produto das 

avaliações adentrar em áreas sensíveis da sociedade, como cálculo de impostos e 

transações entre indivíduos, onde a ausência de imparcialidade tende a gerar conflitos.      

Visando eliminar a subjetividade humana e trazer maior celeridade e precisão ao 

processo de avaliação de massas de imóveis, modelos estatísticos e computacionais 

vêm sendo tema de pesquisas há mais de 30 anos [5].  

De forma a contribuir para a evolução no estudo da modelagem dos fenômenos 

que compõe a precificação de imóveis, este trabalho procura introduzir os conceitos das 

ciências de redes e grafos, com uma abordagem inédita na literatura de avaliações, 

através de uma tentativa de preencher a lacuna de modelagem da interdependência 

entre imóveis e suas características em um mercado imobiliário urbano. 

Conforme APPEL [6], os grafos são capazes de abstrair detalhes dos problemas 

ao descreverem características topológicas importantes com clareza. Ainda segundo a 

autora, quando a modelagem é feita através de técnicas tradicionais de representação, 

os resultados tendem a não capturar todos os padrões relevantes e presentes nos 

dados. Dessa forma, esse trabalho busca a extração de informações topológicas 

relevantes para o estudo da dinâmica de precificação imobiliária. 

 

1.1 Objetivos 

Através de dados descritivos do município do Rio de Janeiro à nível de bairros, 

pretende-se a criação de uma rede complexa ponderada e não direcional, tendo os 
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bairros como nós e a similaridade entre eles como pesos das arestas. A partir da rede 

criada, será realizada a extração de métricas e a detecção de comunidades, visando-se 

obter maiores informações do conjunto de dados originais. Através dessa metodologia, 

espera-se melhor descrever a formação de submercados e suas características, de 

forma a permitir uma melhor modelagem e a compreensão da dinâmica imobiliária. 

 

1.2 Justificativa 

De acordo com DANTAS [2], as avaliações técnicas de valores imobiliários são 

importante instrumento na sociedade, visando trazer justiça e informação nas 

transações envolvendo imóveis. Alguns serviços subsidiados por essas técnicas são: 

transações de compra, venda e locação, operações de garantias, prevenção de lavagem 

de dinheiro, decisões judiciais, taxação de impostos prediais, decisões sobre 

investimentos, balanços patrimoniais, operações de seguros, separações ou cisões de 

empresas, desapropriações amigáveis ou judiciais, entre outras. 

Tendo em vista essa ampla gama de fins para os quais a avaliação técnica 

imobiliária é necessária, o estudo e o aprimoramento de modelos encontra amparo na 

busca por justiça nas relações entre os indivíduos, além de trazer benefícios 

econômicos advindos da celeridade e da confiabilidade das mesmas. Avaliações 

precisas auxiliam na tomada de decisões e, com isso, empreendedores têm maiores 

chances de alcançarem sucesso em seus lançamentos, aumentando a oferta de 

edificações e reduzindo preços. Segundo TERRA [7], ao tornar novos empreendimentos 

vendáveis, o capital retorna ao investidor para que o mesmo atue em novos 

empreendimentos e, com isso, mais empresas poderiam atuar no setor com maiores 

taxas de sucesso, reduzindo o elevado déficit habitacional em nosso país. 

Este estudo auxiliará ainda na compreensão e valorização do uso de métricas 

de redes como uma estratégia para a melhoria da modelagem de fenômenos que 

possam ser representados por meio de grafos. Além de se obter mais informação dos 

dados, espera-se que a extração de atributos seja capaz de reduzir o espaço das 

variáveis originais, trazendo mais agilidade e permitindo trabalhar-se com problemas 

com pouca quantidade de registros. 

 

1.3 Estrutura do texto 

Esse texto seguirá a seguinte ordem lógica: 

¶ Capítulo 2: O mercado imobiliário. 

Nesse capítulo serão descritos todos os conceitos relevantes e 

necessários para a compreensão e delimitação do estudo, no que tange 
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o mercado imobiliário. Primeiramente serão descritos como os modelos 

preditivos vêm sido utilizados na literatura e normativas nacionais acerca 

do tema. Nesse subitem é definido o modelo de Regressão Linear 

Múltipla (RLM) como metodologia referêncial para estudos de avaliações 

de imóveis. Em seguida, será abordada a teoria estatística básica, 

necessária à compreensão desse modelo e a compreensão do principal 

ponto abordado nesse trabalho: a autocorrelação espacial. O tópico 2.6 

engloba uma revisão bibliográfica acerca dos trabalhos que abordam a 

autocorrelação espacial em modelagens preditivas com modelos RLM 

para o mercado imobiliário. Em seguida é apresentada a teoria hedônica, 

que embasa a utilização de modelos RLM para estudos do mercado 

imobiliário. Por fim, é realizado um comparativo da proposta deste 

trabalho com o que foi exposto nesse capítulo. 

¶ Capítulo 3: Redes complexas 

Abordagem e definição da teoria dos grafos e redes complexas, 

contemplando: histórico, propriedades e definições, importantes para a 

compreensão do restante do trabalho. 

¶ Capítulo 4: Extração de atributos 

Definições e diferenciação entre procedimentos de seleção, construção 

e extração de dados. Apresentação de alguns trabalhos da literatura que 

contemplam a extração de dados por meio da modelagem no formato de 

redes complexas de problemas diversos. 

¶ Capítulo 5: Metodologia 

Apresentação e descrição da região de estudo, seguida da formação da 

base de dados, tratamento preliminar e análise exploratória do conjunto 

de dados. Posteriormente é descrito o procedimento de criação da rede 

complexa a partir dos dados coletados, tendo os bairros como nós e à 

similaridade entre eles como arestas. Em seguida o processo de 

detecção de comunidades na rede criada é explicado. Por fim, são 

explicitadas as métricas extraídas a partir da rede criada. 

¶ Capítulo 6: Resultados e discussão 

Nesse capítulo a rede preliminar obtida, suas métricas e comunidades 

são analisadas e descritas. É realizado um estudo estatístico entre as 

métricas e comunidades, além de crítica aos resultados encontrados. 

Posteriormente a rede preliminar obtida e suas comunidades são 

validadas a partir da comparação com quatro novos cenários obtidos a 
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partir da variação dos limites de corte das similaridades, combinação 

linear dos atributos originais para a obtenção de seus componentes 

principais e a transformação do conjunto original para tornar a distribuição 

dos atributos mais próxima da distribuição normal ou Gaussiana. Para 

cada um dos novos conjuntos é ainda aplicado o método de agrupamento 

espectral nos componentes gigantes das redes geradas para a 

comparação com as comunidades detectadas. O mesmo procedimento é 

realizado então somente com as métricas das redes obtidas, visando 

identificar algum padrão no comportamento das mesmas nos diferentes 

cenários. 

¶ Capítulo 7: Execução da pesquisa 

Apresentação das ferramentas utilizadas na pesquisa. 

¶ Capítulo 8: Conclusão 

Resumo do trabalho realizado, principais achados, análise crítica e 

propostas de trabalhos futuros. 

¶ Capítulo 9: Referências bibliográficas 

Listagem das referências utilizadas nesse trabalho. 

¶ Anexos: 

Anexo I: Histórico da delimitação administrativa município Rio de Janeiro. 

Anexo II: Descrição detalhada das variáveis utilizadas nesse trabalho. 

Anexo III: Figuras de imagem de satélite sobreposta com delimitação 

administrativa do munícipio, contendo escala de cores das variáveis 

utilizadas nesse estudo. 

Anexo IV: Tabela com bairros e suas respectivas comunidades e 

métricas. 

Anexo V: Tabela com as comunidades dos bairros por cenário escolhido 

Anexo VI: Tabela com o comparativo entre as comunidades e os 

agrupamentos. 

Anexo VII: Tabela com os grupos obtidos a partir das métricas para cada 

cenário. 

Anexo VIII: Identificação dos nós da rede preliminar 
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2 O mercado imobili§rio 

Segundo REBELO [8], o mercado imobiliário pode ser descrito como um conjunto 

de segmentos de mercado distintos, mas inter-relacionados. Estes segmentos de 

mercado resultam da consideração do conjunto dos atributos estruturais e das 

características de localização dos produtos imobiliários por parte de compradores e 

vendedores, com alguma inelasticidade comportamental. A autora afirma, então, que é 

necessário conhecer os atributos que caracterizam os produtos imobiliários, bem como 

as condições subjacentes aos segmentos a que pertencem, no sentido de prever os 

seus níveis de preços. 

Para LUCENA [9], o preço final de cada característica dependerá do nível de 

demanda pela mesma. A dinâmica no composto entre renda e preferências individuais, 

segundo o autor, balizaria os indivíduos em suas decisões imobiliárias. O autor afirma 

ainda que cada habitante da cidade escolherá a localização ótima em que habitará com 

base nas amenidades e preços existentes nas vizinhanças. Sendo assim, as condições 

existentes nas outras localidades terão um impacto direto sobre a demanda por 

determinado local, tornando as diversas localizações de uma cidade interdependentes. 

De acordo com ARRAES e SOUSA [10], a função de demanda imobiliária tem 

como um dos principais componentes o preço, acerca do qual a literatura de economia 

urbana centra suas investigações. Na Microeconomia, segundo PINDYCK e 

RUBINFELD [11], são mais relevantes os preços relativos, isto é, os preços de um bem 

em relação aos demais, do que os preços absolutos (isolados) das mercadorias. O valor 

do imóvel é dedutível a partir de uma avaliação direta do bem, de uma avaliação do que 

aquele bem pode produzir de resultados, ou do simples preço de equilíbrio entre oferta 

e demanda [2].  

Os preços das unidades, que compõem o mercado imobiliário em um mesmo 

período temporal, são usualmente formados por atributos estruturais, locacionais e 

socioeconômicos [8, 10, 12, 13]: 

Å Estruturais: aquelas características pertencentes unicamente ao imóvel 

como ano de construção, número e tipo de cômodos, posição relativa à 

rua de acesso, benfeitorias como o material utilizado no piso, a presença 

de varanda etc. 

Å Locacionais: características derivadas diretamente da localização do 

imóvel como benfeitorias públicas, acesso à meios de transporte, 

unidades de saúde, escolas, praias, centros comerciais e outras de 

contexto geoespacial. 
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Å Socioambientais: características derivadas de proprietários e vizinhança 

como renda, desenvolvimento educacional, participação política e 

criminalidade; 

Há características que devem ainda ser levadas em conta no caso de análises 

de séries históricas ou de aspectos econômicos, como por exemplo, a política de crédito 

habitacional, inflação, entre outros. 

O valor de um imóvel em dado momento é único e seu valor se deduz de forma 

direta, composta pelo valor do terreno, construções e benfeitorias, com base na renda 

que se pode produzir ou pelo valor venal, estabelecido pela oferta e demanda do 

mercado. O objetivo de uma avaliação será, portanto, aproximar-se o máximo possível 

desse valor, sendo o grau de aproximação função da finalidade desejada [14].       

A NBR 14.653/2019 [3] define como valor de mercado a quantia mais provável 

pela qual se negociaria voluntariamente e conscientemente um bem, em uma data de 

referência, dentro das condições do mercado vigente. É este valor que se busca em 

uma avaliação. Quanto às metodologias aplicáveis para este fim, a mesma norma define 

o método comparativo direto de dados de mercado, quando é feita a identificação do 

valor de mercado através de tratamento estatístico de atributos comparáveis entre os 

elementos amostrais.  O método involutivo, quando o valor de mercado do bem é 

identificado a partir de um estudo de viabilidade de empreendimento hipotético, 

considerando aproveitamento que gere rendimento eficiente do bem. O método 

evolutivo, quando o valor de mercado é identificado a partir da soma dos componentes 

do bem, e o método de capitalização de renda, quando o valor do bem identificado a 

partir da capitalização da renda liquida prevista. A mesma norma orienta em seu item 

8.1.1 que, sempre que possível, o avaliador deverá preferir o método comparativo de 

dados do mercado.  

Para NEBREDA et al. [15], se utilizado de forma correta, o método comparativo 

tende a ser o método que melhor representa a realidade do mercado. Segundo 

TAVARES et al. [16], essa é a técnica mais apropriada para determinar o valor de um 

imóvel, motivos esses que levaram a escolha do método comparativo direto para fins de 

prosseguimento deste estudo. 

 

2.1 Modelos preditivos para mercados imobiliários 

WANG e LI [17], em uma revisão sistemática do estudo de modelos de predição 

de valores imobiliários entre os anos 2000 e 2018, identificam-se mais de 400 artigos, e 

definem o campo de estudo atual como uma combinação de algoritmos preditivos e 

sistemas de geoinformação.  
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Quanto ao uso de técnicas preditivas, há duas principais correntes de pesquisa 

nas avaliações de massas de imóveis: o uso de regressões baseadas em modelos 

hedônicos e técnicas de inteligência artificial BYEONGHWA e JAE [18]. A maioria dos 

estudos de avaliação de massa de imóveis foram realizados com modelagem hedônica, 

com métodos baseados em regressões lineares múltiplas [19, 20, 21, 22, 23] sendo, 

portanto, a metodologia referencial nessa linha de pesquisa. De forma simples, esses 

métodos são apropriados para uma estimativa direta do preço a partir das diversas 

características de um imóvel. No entanto, essas técnicas podem se tornar problemáticas 

ao lidar com aspectos como valores discrepantes, comportamento não linear dos dados, 

dependência espacial de atributos, descontinuidade nas equações que melhor 

descrevem os dados ou dados fuzziness.  

Visando contornar essas deficiências, dentre os modelos previstos na NBR 

14653-2/2019 [3], estão as adaptações de modelos de regressões lineares múltiplas e 

as redes neurais. No entanto, segundo KAUKO [24], as redes neurais impedem que se 

saiba a relação direta entre os valores de entrada e saída, tornando a análise da 

formação de preços mais complexa. Por essa razão, MCCLUSKEY et al. [25] afirmam 

que pelo custo-benefício e pela facilidade de compreensão, a abordagem proposta 

pelos modelos baseados em regressões lineares múltiplas supera a natureza ñcaixa-

pretaò propostas pelas redes neurais. Segundo KONTRIMAS e VERIKAS [22], ambas 

as técnicas mostram vantagens e desvantagens dependendo da qualidade dos dados 

e da existência de dependências entre as variáveis.  

Conforme visto, os modelos de regressões lineares múltiplas compõem a base 

da literatura especializada em avaliações imobiliárias, porém, devido as deficiências 

supramencionadas, faz-se necessário tratamento adequado do problema para garantir 

a confiabilidade no uso desse tipo de modelagem, o que será descrito nas seções 

seguintes, assim como alguns conceitos importantes acerca da modelagem hedônica e 

das regressões lineares múltiplas.  

 

2.2 Análise de regressão 

Os métodos de regressão surgiram há mais de dois séculos com Legendre 

(1805) e Gauss (1809), que exploraram o método dos mínimos quadrados com o 

objetivo de prever órbitas ao redor do Sol [26]. A análise de regressão consiste em um 

método estatístico que permite explicar satisfatoriamente como duas ou mais variáveis 

se relacionam. De modo geral, o objetivo de um modelo de regressão é determinar a 

relação entre uma variável aleatória ╨ ɴ ╡ e um vetor ● ●ȟȣȟ●▀  ɴ ╡
▀ , onde ╨ é 

chamada variável dependente e ● a independente ou explicatória. 
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Os modelos de regressão podem ser utilizados tanto com o objetivo inferencial, 

visando tirar conclusões a respeito da população a qual os dados pertencem, como o 

preditivo, visando criar-se um modelo capaz de fazer estimativas com um nível de 

precisão desejado. Isso significa dizer que os modelos preditivos assumem a existência 

de erros residuais. 

 

2.2.1 Termo de erro 

No caso de regressões não-determinísticas, ou estatísticas, para cada elemento 

do domínio da função, está associado não um único valor, mas: uma média e uma 

correspondente dispersão, ligadas a uma distribuição de probabilidade. Ou seja, para 

cada valor de ● está associado um valor determinístico médio mais um erro aleatório Ⱡ. 

Devido a várias razões, como a impossibilidade da modelagem de todos os 

atributos que influenciam na formação das variáveis dependentes, entre elas a própria 

aleatoriedade do comportamento humano, o valor de mercado de um imóvel pode ser 

considerado como uma variável aleatória, cuja estimação pontual é feita pela média dos 

preços nele praticados [2]. 

 

2.2.2 Intervalo de confiança 

É o intervalo para o qual pode-se afirmar, com determinada probabilidade, que 

o verdadeiro valor do parâmetro populacional está nele contido [2]. Essa estimação é 

feita geralmente utilizando-se a distribuição t de Student. Em resumo, os limites do 

intervalo de confiança são calculados por: 

 

 
Ὅ  ὢ  ὸ Ƞ  

Ὓ

Ѝὲ
 ȟ (1) 

 

onde:  

 ὢ é a média de ὲ elementos com desvio padrão S  

 ‌ é a significância considerada 

 ὸ Ƞ representa o ponto crítico da distribuição t de Student  

 

2.2.3 Teste de hipóteses 

Considera-se como hipótese uma afirmação condicional sobre a população. 

Geralmente, trabalha-se com duas hipóteses, uma nula Ὄ  e outra oposta, Ὄ , chamada 

de hipótese alternativa. Servem para rejeitar ou negar a influência de uma variável ou 

conjunto de variáveis independentes sobre a variável dependente.  
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Como exemplo, para a avaliação do parâmetro média ‘ , o teste unicaudal se dá 

quando a formulação da hipótese é do tipo: 

 

 Ὄȡ ‘  ‘Ƞ 

Ὄȡ ‘  ‘ έό  ‘  ‘Ƞ 
(2) 

 

Já o teste bicaudal ocorre na formulação da hipótese: 

 

 Ὄȡ ‘  ‘Ƞ
Ὄȡ ‘  ‘

 (3) 

 

Para a formulação do teste, é necessário o estabelecimento de uma distribuição 

de probabilidade e de um nível de significância Ŭ. O mesmo pode ser utilizado para 

avaliar a significância de parâmetros isolados, em conjunto, ou do modelo. 

 

2.2.4 Propriedades dos estimadores 

Conforme DANTAS [2], de forma simplificada, as propriedades desejáveis dos 

estimadores são a não tendenciosidade, a eficiência e a consistência. Um estimador é 

não tendencioso quando a sua distribuição amostral possui média igual ao parâmetro a 

ser estimado. Admite-se que para dois estimadores não tendenciosos de determinado 

parâmetro, aquele de menor variância é denominado estimador eficiente. Se o 

estimador se aproximar do verdadeiro valor do parâmetro, na medida em que a amostra 

cresce, o mesmo será consistente.  

Ocorre superajuste no modelo de regressão obtido que se molda muito bem ao 

conjunto de dados observados, no entanto, perde sua capacidade de generalização 

para novas predições, possuindo alta variância nos erros encontrados. Ocorre subajuste 

caso o modelo de regressão não seja capaz de capturar o comportamento do conjunto 

de dados, tornando-se enviesado. 

 

2.2.5 Conceitos importantes 

Alguns conceitos são importantes e devem ser levados em conta em análises de 

regressão, visando garantir a confiabilidade dos resultados, são, de forma simplificada: 

¶ Correlação: está relacionada ao grau de relacionamento entre duas 

variáveis, sem, no entanto, significar casualidade.  

¶ Pontos atípicos: descrito como outlier, que contém grande resíduo em 

relação aos demais que compõem a amostra. Esses pontos requerem 
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atenção pois podem alterar completamente a padronização dos dados e 

o ajuste do modelo de regressão. 

¶ Colinearidade: ocorre quando algumas variáveis assumidas como 

independentes são combinações lineares de outras, apresentando 

correlação entre si. 

¶ Heteroscedasticidade: quando a variância dos erros relacionados a cada 

observação não é constante. Quando a variância mencionada é 

constante, utiliza-se a terminologia homocedasticidade. 

¶ Linearidade dos parâmetros: Se pelo menos uma das derivadas parciais 

da função de regressão depende de pelo menos um dos parâmetros 

dessa função, então a mesma é não linear nos parâmetros DEMÉTRIO 

e ZOCCHI [27]. Relações não lineares (intrinsecamente lineares) podem 

ser linearizadas, contudo, modelos não lineares nos parâmetros 

(intrinsecamente não lineares) devem ser estimados por métodos não 

lineares. 

 

Serão abordados nesse trabalho somente os modelos de regressão linear. 

 

2.3 Regressão linear simples - RLS 

Supondo que a relação entre ὢ e ὣ é uma linha reta, e que cada observação ὣ, 

em cada nível de ὢ, é uma variável aleatória, então o valor esperado de ὣ para cada 

valor de ὢ é 

 

 %9ȿ8  ‍ ‍ ὼ ȟ (4) 

 

sendo: 

 ‍ o coeficiente linear onde a reta corta o eixo ὣ 

 ‍o coeficiente angular da reta 

 

Considerando o comportamento aleatório das variáveis, faz-se necessário 

acrescentar o termo de erro aleatório ‐ na equação acima. Dessa forma chegamos a 

equação da regressão linear simples: 

 

 ώ ‍  ‍ὼ ‐ȟὭ ρȟςȟȣȟὲ ȟ (5) 
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sendo os coeficientes linear e angular aqueles a serem determinados. Ao se estabelecer 

esse modelo, pressupõe-se algumas hipóteses básicas, como a relação entre ὢ e ὣ ser 

linear, o número de observações ser no mínimo maior do que o número de parâmetros 

estimados, a variável independente ser representada por números reais que não 

contenham nenhuma perturbação aleatória e os erros serem variáveis aleatórias com 

distribuição normal, com valor esperado nulo, variância constante e não correlacionados 

entre observações distintas. 

Observadas as hipóteses básicas para o caso da regressão linear simples, o 

Teorema de Gauss-Markov garante que o estimador de mínimos quadrados é o 

estimador não-enviesado de mínima variância. 

O Método dos Mínimos Quadrados Ordinários - MQO, foi publicado pela primeira 

em 1805 por Legendre, embora, credita-se a Gauss o desenvolvimento do método, por 

volta de 1795 [28]. Esse método minimiza a soma dos quadrados dos erros residuais, 

na forma 

 

 
ὗ ‐ ώ  ‍  ‍ὼ ȟὭ ρȟςȟȣȟὲ (6) 

 

A equação acima pode então ser resolvida através da obtenção do ponto mínimo 

da função. 

 

2.4 Regressão linear múltipla - RLM 

Os conceitos aplicados à regressão linear simples podem ser generalizados para 

as regressões lineares múltiplas, que consistem em uma metodologia estatística que 

utiliza a relação entre duas ou mais variáveis independentes (ex. características do 

imóvel) e uma variável dependente (ex. preço do imóvel).  

A equação que define a regressão linear múltipla é dada então por: 

 

 ώ ‍  ‍ὼ  ‍ὼ  ‍ὼ  ‐ ȟὭ ρȟςȟȣȟὲȟ  (7) 

 

para uma amostra n de observações e Ὧ variáveis regressoras, 

 

 ὼȟὼȟȣȟὼȟώȟὭ ρȟςȟȣȟὲȟ  (8) 
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e representada de forma mais conveniente, em sua forma matricial por: 

 

 ╨ ╧♫   Ⱡ , (9) 

 

 

Onde: 

 

 

╨   

ώ
ώ
ể
ώ

, ╧   

ρ
ρ
ể
ρ

ὼ
ὼ
ể
ὼ

ὼ
ὼ
ể
ὼ

Ễ
Ễ
Ệ
Ễ

ὼ
ὼ
ể
ὼ

, ♫   

‍
‍
ể
‍

 e  Ⱡ   

‐
‐
ể
‐

 , (10) 

 

 

de forma descritiva: 

╨ é um vetor ὲ ὼ ρ cujos componentes corresponde às ὲ respostas; 

╧ é uma matriz de dimensão ὲ ὼ Ὧ ρ  denominada como matriz do modelo; 

Ⱡ  é um vetor de dimensão ὲ ὼ ρ cujos componentes são os erros e 

♫ é um vetor Ὧ ρὼ ρ  cujos elementos são os coeficientes de regressão. 

 

No caso do método de mínimos quadrados, o objetivo é encontrar o vetor ♫ que 

minimiza 

 

 
ὗ ‐ ώ  ‍  ‍ὼ  ‍ὼ  ‍ὼ   (11) 

 

 

A equação acima será resolvida pela obtenção da derivada parcial da equação 

em direção a ♫ em seu ponto mínimo. Assim, 

 

 ‬ὗ

‬♫
‐‐ ╨ ╧♫╣╨ ╧♫

╨╣╨ ╨╣╧♫ ♫╣╧╣╨  ♫╣╧╣╧♫

╨╣╨ ♫╣╧╣╨ ♫╣╧╣╧♫ ȟ 

 

(12) 

 

 

 

 

 



13 

 

 

 

substituindo ╨╣╧♫ por ♫╣╧╣╨ , pois o produto resulta em um escalar, obtém-se 

 

 ‬ὗ

‬♫
╧╣╨ ╧╣╧♫ ȟ (13) 

 

onde, igualando-se a zero e alterando ♫ pelo vetor ♫ chega-se a equação: 

 

 ╧╣╧♫ ╧╣╨ (14) 

   

Sendo ╧╣╧  não singular, pode-se multiplicar os dois lados da equação pela 

matriz inversa. Assim, chegamos ao estimador de mínimos quadrados de ♫ para um 

modelo de RLM:  

 

 ♫ ╧╣╧ ╧╣╨ (15) 

   

As hipóteses básicas para o modelo RLS permanecem válidas, com atenção 

para o fato de que caso haja correlação exata entre as variáveis explicatórias do modelo, 

não haverá garantia de que a matriz ╧╣╧  seja não singular e, portanto, poderá ocorrer 

a não existência da sua inversa, impedindo a obtenção dos coeficientes da regressão. 

 

2.5 Análise das hipóteses básicas dos modelos RLS e 

RLM 

A partir da análise da teoria de regressões lineares, [2, 29] torna-se possível a 

compreensão de como as hipóteses básicas afetam os modelos de regressão, de forma 

a avaliar a relevância de cada uma delas. Deduções matemáticas e explicações 

aprofundadas das causas dos desdobramentos expostos nessa seção podem ser 

visualizados nos trabalhos dos autores supracitados. 

Começando pela utilização de regressões lineares em dados intrinsecamente 

não-lineares, pode-se inferir que possivelmente tal procedimento acarretará em um 

estimador enviesado, inconsistente e ineficiente devido ao ajuste deficiente da equação 

aos dados do problema. Uma alternativa possível, além do uso de modelos não lineares, 

é a linearização por meio de transformações simples de escala, quando possível. 
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A violação do pressuposto de ausência de multicolinearidade perfeita 

impossibilitará a estimação dos parâmetros. Já a presença de multicolinearidade forte 

não viola o pressuposto, contudo os erros padrão tornam-se grandes e os testes de 

significância individual (ὸ) tenderão a aceitar a hipótese nula. Quando presente alta 

multicolinearidade, torna-se ainda difícil retirar o efeito ñl²quidoò da varia­«o de uma 

variável explicativa sobre a média da variável dependente, tornando a explicação do 

fenômeno imprecisa.  A presença de multicolinearidade pode ser contornada para o uso 

de regressões. A existência de alguma correlação é esperada para quase toda variável, 

sendo dificilmente encontradas variáveis perfeitamente independentes no mundo real. 

O tratamento das mesmas pode ser realizado por meio da identificação da correlação 

de Pearson e da exclusão de variáveis com alta correlação. Em casos em que não seja 

possível a exclusão da variável, como o exemplo citado por DANTAS [2], em que uma 

amostra composta por glebas, possivelmente irá apresentar glebas maiores a uma 

distância maior do centro da cidade do que as de menor porte. Sendo que, neste caso, 

o modelo deve se restringir a predição de glebas distantes ou próximas ao centro da 

cidade. Dessa forma, as variáveis distância do centro e tamanho da gleba poderão ser 

utilizadas sem que a colinearidade entre elas afete o modelo. 

Caso ╧ seja estocástico, os estimadores serão viesados e inconsistentes e torna-

se necessário a utilização de outro estimador. Quando há variáveis que possuem 

incertezas associadas às suas pertinências como ambiguidades, informações 

incompletas ou incertezas nas definições de seus valores, as mesmas podem ser 

tratadas por meio da lógica Fuzzy como em [30]. 

A garantia de que o termo de erro terá média zero e de que os erros serão 

variáveis aleatórias com variância constante está parcialmente atrelada à correta 

especificação do modelo e à escolha das variáveis. Quando a média do termo de erro 

é igual a zero, supõe-se que o modelo está bem especificado e que as variáveis omitidas 

ou que não puderam ser incluídas no modelo e estão, portanto, presentes no termo de 

erro, possuem um efeito médio nulo sobre ╨. A violação desse pressuposto torna os 

estimadores de MQO tendenciosos e inconsistentes, porém mantém a eficiência dos 

estimadores. Outra consequência é a incorreta estimação da variância do erro e o 

consequente equívoco no cálculo dos intervalos de confiança, erros padrão e testes de 

hipóteses. 

O fato de os erros não apresentarem distribuição normal impossibilita a usual 

inferência estatística baseada na distribuição normal. Esse pressuposto é necessário 

apenas para os testes de hipóteses, ou seja, ele não influencia as propriedades dos 

estimadores de MQO. 
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Quanto aos outliers, os mesmos podem ser detectados e devem ser analisados 

e tratados à parte, procedendo ou não a sua remoção. A presença de pontos 

discrepantes altera a normalização ou padronização dos dados, além de enviesar o 

estimador, tornando-o ineficiente e inconsistente. 

Quando presente e identificada, a descontinuidade ou heterogeneidade nos 

dados pode ser tratada por meio de variáveis adicionais, de forma qualitativa. Isso 

ocorre por meio de uso de variáveis dicotômicas, capazes de adicionar ao modelo a 

informação binária do tipo atributo ñpresenteò ou ñnão presenteò. Na pratica, a introdução 

desse tipo de variável divide uma amostra em duas ou mais subamostras e igualmente 

em dois ou mais submodelos DANTAS [2].  

O pressuposto de ausência de autocorrelação no termo de erro assegura que 

não existe uma relação sistemática entre o termo de erro e a variável dependente. A 

violação desse pressuposto mantém as propriedades de não tendencioso e consistente 

dos estimadores de MQO, contudo eles não são mais eficientes e os testes estatísticos 

deixam de ser válidos. 

Um tipo especifico de autocorrelação que afeta os modelos de regressão, em 

especial aqueles relacionados a análise de valores imobiliários é a autocorrelação 

espacial. Autocorrelação espacial significa que os resíduos estão correlacionados no 

espaço, indicando que as duas observações que definem os elementos estão 

espacialmente correlacionadas. Autocorrelação espacial é o resultado de má 

especificação do modelo de regressão por motivo de ausência de variáveis espaciais 

que descreveriam a dependência espacial ou heterogeneidade espacial nos dados. 

O pressuposto de homocedasticidade garante que a dispersão dos diferentes 

níveis fixos de ╧ em torno da média é constante. A violação desse pressuposto mantém 

as propriedades de não tendencioso e consistente dos estimadores de MQO, contudo 

eles não são os mais eficientes e os testes estatísticos deixam de ser válidos. É difícil 

separar os efeitos espaciais dos não-espaciais, mas levar em conta a dependência 

espacial e a heterogeneidade espaciais pode reduzi-la. 

Portanto, resíduos espacialmente autocorrelacionados e heterocedasticidade 

tornam os coeficientes estimados inadequados para inferência pois o estimador torna-

se ineficiente e os erros de predição grandes. O efeito final é que os preços de 

propriedade previstos não são confiáveis [23]. Cabe então a este trabalho, a verificação 

da premissa de ausência de autocorrelação do erro. GONZALEZ e FORMOSO [31] 

concluem que a autocorrelação espacial é um dos principais problemas estatísticos nas 

análises econométricas realizadas sobre o mercado imobiliário, que ainda não foi 

solucionado. Sendo assim, esse trabalho irá focar no tratamento da autocorrelação 

espacial e da heterocedasticidade, dois efeitos espaciais inerentes a dados imobiliários.  
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2.6 Efeito da influência espacial em dados imobiliários 

Como visto na seção anterior, a presença de autocorrelação espacial afeta o 

modelo de RLM, devendo o mesmo receber tratamento adequado as peculiaridades de 

dados com influência espacial, como os dados imobiliários. Para melhor compreender 

como a autocorrelação espacial ocorre nesse tipo de problema, é importante a 

conceituação dos submercados imobiliários, áreas onde os mecanismos de formação 

dos preços e os fatores que afetam a oferta e demanda imobiliária são homogêneos, 

explicando a razão da dependência espacial dos resíduos [32].  

 

2.6.1 Submercados imobiliários e autocorrelação espacial 

A necessidade de delimitar submercados homogêneos ocorre na maioria, se não 

em todas as aplicações de RLM no campo das avaliações imobiliárias [33]. Em 1974, 

SCHNARE e STRUYK [34] foram um dos pioneiros a explorar a definição e a existência 

de submercados imobiliários. Os autores definem que o mercado imobiliário urbano é 

um conjunto de submercados distintos e compartimentados nos quais as influências de 

oferta e demanda peculiares tendem a resultar em diferentes estruturas de preço para 

cada submercado. Dessa forma, o espaço urbano deve então ser tratado como áreas 

irregulares e discretas, e não como funções contínuas, os submercados, no entanto, 

não precisam ser geograficamente contínuos [35]. 

RODRIGUES [36] conclui em seu estudo que os preços de imóveis sofrem 

influência dos preços dos imóveis vizinhos. Não só os preços, mas também as próprias 

características dos imóveis sofrem influência de imóveis vizinhos. BOURASSA et al. [19] 

afirmam que, caso o modelo não consiga capturar os efeitos espaciais, então os 

resíduos das propriedades pertencentes a um mesmo submercado serão 

correlacionados. Nesse ponto, cabe destacar que a autocorrelação espacial pode 

ocorrer então devido à suposição de erros correlacionados, motivada pela ausência de 

variáveis explicatórias de fenômenos espaciais, ou devido à suposição de erros 

correlacionados motivada pelo impacto do preço e características de uma propriedade 

nas propriedades adjacentes. 

 Definido o conjunto de características que compõem cada submercado, deve-

se proceder então ao levantamento de dados amostrais consistentes, tanto nos preços 

do mercado quanto nas características técnicas e econômicas dos imóveis que 

compõem esse submercado [37].  
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2.6.2 Tratamento de submercados em regressões lineares  

Os modelos de regressão linear calibrados nos submercados são 

mensuravelmente diferentes uns dos outros [35]. Para mitigar os efeitos da 

autocorrelação espacial em modelos de RLM, vários métodos são encontrados na 

literatura. No entanto, embora a base para a existência de submercados tenha sido 

amplamente reconhecida, não existe um método universalmente aceito para identificar 

submercados na literatura ou na prática [38]. 

Tanto RODRIGUES [36] quanto BOURASSA et al. [19] citam alguns métodos 

para lidar com a autocorrelação espacial presente nos submercados, como: incorporar 

variáveis extras (dummy) para identificar cada submercado, produzir equações 

específicas para cada submercado, ajustar valores preditos utilizando os erros obtidos 

para cada submercado, incorporar variáveis locacionais como distâncias a pontos de 

interesses e efeito do preço de imóveis vizinhos. Da mesma forma, PACE et al. [39] 

sugerem duas maneiras de lidar com dados espaciais. A primeira, de forma intuitiva, é 

modelar corretamente os coeficientes para as variáveis independentes. A segunda, é 

modelar a correlação dos resíduos explicitamente por meio de tratamento dos dados e 

de técnicas espaciais/estatísticas.  

BORST [35], afirma que a linha de pesquisa para obtenção de submercados 

imobiliários pode evoluir nas metodologias de detecção, pois muito pouco foi feito em 

termos de definição do número ótimo de segmentos, e que para a maior parte dos 

modelos publicados, a ênfase foi colocada na modelagem da estrutura dos erros 

espaciais ou do processo espacial, ou seja, o valor final estimado é o valor obtido por 

um modelo de regressão linear múltipla acrescido de uma correção com base na 

estrutura de erro local resultante do modelo, influenciado pelos valores dos imóveis 

próximos ao que se deseja estimar. Uma visão crítica sobre esse processo é que um 

padrão espacial no erro do modelo é uma indicação de especificação incorreta e oferece 

possibilidade de melhoria na precisão preditiva. 

Na tabela a seguir, podem ser visualizadas diversas abordagens para lidar com 

o problema da dependência espacial em RLM de 1988 até 2019: 

 

Tabela 1: Metodologias de identificação de submercados imobiliários 

Melhor Modelo Referência Ano de publicação 

Krigagem (Geostatistica) 

RLM (MQO) / dummies 

Matriz de pesos espaciais 

Krigagem (Geostatistica) 

Reg. localmente ponderada 

Continua na página seguinte... 

[40] 

[41] 

[39] 

[42] 

[43] 

- 

1988 

1997 

1998 

1998 

2001 

- 
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Continuação... 

RLM (MQO) 

RLM (MQO) / dummies 

Análi. superfície tendência 

Classif. e arvores de reg. 

Reg. localmente ponderada 

RLM (MQO) / dummies 

Matriz de pesos espaciais 

Matriz de pesos espaciais 

Krigagem (Geostatistica) 

Modelo hierárquico linear 

Matriz de pesos espaciais 

Redes neurais artificiais 

FinMixModel/Max.Post.M 

Krigagem (Geostatistica) 

Modelo hierárquico linear 

Reg. geo. ponderada/MBV 

PCA e K-means 

Reg. geo. ponderada 

Modelo hierárquico linear 

Reg. geo. ponderada 

Matriz de pesos espaciais 

Árvore decisão Fuzzy 

RLM (MQO) / dummies 

RLM (Alg. Genético) 

M5P e MARS 

RGPPCA/dbs clustering 

Krigagem (Geostatistica) 

 

- 

[44] 

[45] 

[46] 

[47] 

[48] 

[19] 

[49] 

[50] 

[51] 

[52] 

[53] 

[21] 

[54] 

[55] 

[56] 

[57] 

[58] 

[25] 

[59] 

[60] 

[36] 

[61] 

[62] 

[32] 

[63] 

[64] 

[65] 

- 

2002 

2003 

2003 

2003 

2004 

2005 

2006 

2006 

2007 

2007 

2007 

2009 

2010 

2010 

2011 

2011 

2012 

2013 

2013 

2014 

2015 

2017 

2017 

2017 

2018 

2018 

2019 

 

Pode-se ver que a literatura apresenta um maior número de publicações 

referentes a modelagem de resíduos ou processos espaciais como krigagem, análise 

de superfície de tendência, matriz de pesos espaciais, regressão localmente ponderada, 

regressão geograficamente ponderada e suas variantes, que a principio pareceria 

indicar que essa forma de tratar o problema tenderia a gerar melhores resultados.  

No entanto, diversas são as tentativas e êxitos em modelar corretamente os 

coeficientes para as variáveis independentes. NETO [44] utilizando atributos 

socioeconômicos e locacionais, afirma que não encontrou problemas de 

heterocedasticidade. BOURASSA et al. [19] concluem que nem o método matriz de 

pesos espaciais nem a krigagem tiveram uma performance tão boa quanto um modelo 

RLM com uma série de variáveis explicatórias definindo submercados a priori. 

BOURASSA et al. [55] afirma que o uso de submercados pré-definidos em um modelo 

RLM é levemente mais efetivo do que um modelo geoestatístico sem considerar 

submercados. 

Alguns autores descrevem ainda êxitos em se aliar uma modelagem mais efetiva 

dos submercados e um posterior tratamento dos resíduos. FIK et al. [46] obtiveram 

melhores resultados ao utilizar o método de análise de superfície de tendência com 

submercados previamente definidos. BOURASSA et al. [55], afirmam ter obtido o melhor 



19 

 

resultado em seu trabalho ao aliar o uso de submercados pré-definidos e um modelo 

geoestatístico.  

Idealmente, as informações seriam obtidas para cada unidade imobiliária, 

porém, o que ocorre na prática é que o avaliador fica restrito a forma como os dados 

estão disponíveis, além disso, algumas informações só fazem sentido ou só podem ser 

obtidas para regiões maiores. A delimitação da unidade de informação é, portanto, um 

ponto importante a ser discutido. A tabela 2 traz a delimitação utilizada por alguns 

autores na literatura, dos quais foi possível identificar a a forma de obtenção dos dados 

usada em suas publicações.  

 

Tabela 2: Unidades de informação na identificação de submercados 

Delimitação da área Referência Ano de publicação 

 

 

 

Setores censitários 

 

 

 

Códigos postais 

 

 

 

 

Áreas definidas pelo governo 

 

 

 

 

Áreas definidas por especialistas imobiliários 

[40] 

[41] 

[45] 

[47] 

[48] 

[55] 

 

[45] 

[59] 

 

[41] 

[45] 

[52] 

[54] 

[56] 

 

[46] 

[19] 

[59] 

 

1988 

1997 

2003 

2003 

2004 

2010 

 

2003 

2013 

 

1997 

2003 

2007 

2010 

2011 

 

2003 

2005 

2013 

 

Diversos são os trabalhos que procuram avaliar de forma crítica a delimitação 

das unidades de informação. NTANTAMIS [54] conclui que, por meio de técnicas 

estatísticas, podem ser reduzidos os números de submercados impostos por limites 

geográficos ou administrativos, tornando os novos limites mais significativos. 

BOURASSA et al. [41], concluiu que o uso de k-means e análise de componentes 

principais aplicado a unidades censitárias não demonstrou uma melhora significativa 

comparando a submercados previamente definidos por áreas governamentais. WU e 

SHARMA [58], utilizando k-means e análise de componentes principais, indicam que é 

possível a obtenção de submercados espacialmente contíguos sem comprometer a 

acurácia de modelos preditivos e a homogeneidade dos atributos. KESKIN e WATKINS 

[62] defendem que os submercados definidos manualmente por especialistas em 
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mercados imobiliários tendem a performar pelo menos tão bem quanto o uso de técnicas 

computacionais e estatísticas. LEISHMAN et. al [59] sugerem que quanto mais granular 

e reduzida for a área de informação, melhor serão os resultados ao se lidar com a 

autocorrelação espacial.  

Através da análise da forma como o tratamento de submercados em regressões 

lineares vem sido realizado na literatura, observa-se que apesar do tratamento de 

resíduos se mostrar uma ferramenta de grande utilidade, esse método só é necessário 

devido às deficiências na modelagem e definição dos parâmetros que influenciam nos 

preços dos imóveis. Além disso, foi verificado que o tratamento de resíduos retorna os 

resultados ainda melhores caso seja utilizado em conjunto com uma modelagem de 

coeficientes aperfeiçoada.  

Dessa forma, esse trabalho pretende contribuir para a evolução da modelagem 

de coeficientes, mais precisamente na definição dos submercados e os seus limites. 

Pretende-se ainda extrair do conjunto de dados, informações acerca da topologia 

correspondente ao inter-relacionamento entre os diferentes submercados.  

 

2.7 Modelagem hedônica 

O modelo de preços hedônicos parte da ideia de que o preço do bem é 

determinado em função das suas características [66]. O modelo é aplicado desde a 

década de 1920, com a contribuição de WAUGH [67]. Partindo-se da hipótese hedônica 

de que um produto é valorizado pela utilidade contida em cada um dos seus atributos, 

ROSEN [68] deýne a função hedônica de preços da seguinte maneira: 

 

 ▬◑ ▬◑ȟ◑ȣ◑▪  , (16) 

   

onde p é o preço do bem, e ◑░ , a i-ésima característica do bem, partindo do príncipio de 

que cada produto é composto por um pacote distinto de características, e, existindo 

variados produtos. Considerando a oferta e a demanda para cada característica em um 

mercado competitivo, o preço implícito de cada característica é dado pela primeira 

derivada da função (18) em direção à essa característica. Pelo modelo de ROSEN [68], 

o preço implícito é resultante de uma interação de mercado. Portanto, esse preço é 

interpretado como o quanto o preço de mercado do bem varia a partir de um acréscimo 

marginal na i-ésima característica. 

Devido às peculiaridades do mercado imobiliário, o modelo hedônico tem se 

mostrado de grande utilidade e vem sendo aplicado ao longo de vários anos para o 

estudo e a precificação de imóveis. O mercado imobiliário consiste em uma série de 
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imóveis apresentando elevado grau de heterogeneidade, pois dificilmente podem ser 

encontradas duas unidades imobiliárias iguais, que permitam uma comparação simples 

como seria feita por exemplo entre dois carros de mesma marca e ano. Cada imóvel 

possui uma série de características únicas, como por exemplo: área, layout interno, 

vista, localização, estado de conservação, etc. Dessa forma, raros serão os casos que 

permitam dispor de uma amostra estatística significativa para fins de avaliação partindo-

se de imóveis homogêneos. Sendo assim, a modelagem hedônica é capaz de contornar 

esse quadro, destrinchando cada unidade imobiliária em um conjunto de características, 

essas sim, comparáveis com toda a população de imóveis de determinada localidade. 

Na maior parte dos casos, a teoria hedônica dos preços é aplicada por meio da utilização 

de modelos de regressão linear múltipla, descrita nessa seção. 

 

2.8 Comparativo da proposta x literatura 

O estudo preditivo de valores imobiliários para o município do Rio de Janeiro por 

meio da teoria hedônica aplicada através de modelos de regressão lineares múltiplas 

foi realizado em [44]. Posteriormente, esse trabalho foi revisitado em [36], em função do 

fluxo de investimentos em infraestrutura, mobilidade urbana e segurança pública devido 

aos eventos esportivos sediados no munícipio (Copa do Mundo de Futebol de 2014 e 

os Jogos Olímpicos de 2016), além do maior acesso ao crédito imobiliário à época, o 

que gerou perceptível impacto no mercado de imóveis da cidade. 

NETO [44] utiliza 5.953 imóveis anunciados em 64 lançamentos no ano 2000 

para obter os valores médios de preços dos lançamentos de um empreendimento, 

gerando um total de 120 registros em sua base de dados. Além das características 

estruturais, o autor utiliza uma variável de acessibilidade, sendo essa definida pela 

distância do centro geográfico do bairro do imóvel ao centro geográfico do bairro Centro, 

e outras variáveis socioambientais como a quantidade de hospitais e casas de saúde 

no bairro, a quantidade de colégios, a quantidade de bancos, postos de gasolina, 

supermercados, garagens e estacionamentos e a quantidade de bares, restaurantes, 

cinemas, teatros, clubes e academias de ginásticas. O autor utiliza o modelo hedônico 

tradicional, por meio de regressão linear múltipla calibrada pelo erro médio quadrático. 

O autor consegue obter homocedasticidade dos resíduos por meio da utilização da 

forma funcional dupla logarítmica na equação de regressão. O trabalho conclui que as 

características locacionais e socioeconômicas mais relevantes para a estimação do 

preço são, na seguinte ordem: a distância ao centro da cidade, o índice de roubos, a 

quantidade de itens de utilidade e o lazer no bairro. 
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RODRIGUES [36] utiliza 91.091 anúncios na internet de propriedades usadas no 

município do Rio de Janeiro, anunciadas entre 2013 e 2014, reduzidas a 50.000 

observações após limpeza e tratamento dos dados. Além das variáveis estruturais, o 

autor utiliza como variáveis de acessibilidade a latitude e longitude do imóvel, e as 

distâncias entre cada imóvel e o centro da cidade, delegacia de Polícia Civil, favela, 

lagoa, principal logradouro, estação de metrô, praia, estabelecimento de saúde privado, 

estabelecimento de saúde público e estação de trem. Como variáveis socioambientais, 

o autor utiliza a média de anos de estudo, a quantidade de roubos por 100 mil habitantes, 

homicídios por 100 mil habitantes, o Índice de Desenvolvimento Humano, o percentual 

de alfabetização, a renda média por bairro e o percentual de ligação à rede pública de 

esgoto. O autor afirma ter sido incapaz de remover os efeitos da autocorrelação espacial 

através do uso de variáveis locacionais e socioambientais, sendo necessária a 

modelagem do erro residual por meio da introdução de uma matriz de pesos espaciais 

utilizando a média do preço das 100 propriedades mais próximas de cada um dos 

imóveis a serem avaliados, evidenciando a importância de se avaliar o impacto que as 

características dos imóveis exercem entre si. Em relação as variáveis utilizadas, o autor 

conclui que a localização é o fator de maior importância na precificação de um imóvel, 

tendo as seguintes medidas de acessibilidade uma maior influência na formação dos 

preços, nessa ordem: distância favela, distância praia, distância centro e distância 

logradouro principal. 

De forma crítica, pode-se analisar que, no tangente a autocorrelação espacial, 

as diferenças no tamanho do conjunto de variáveis, número de observações, 

tecnologias e fontes de dados disponíveis podem ter influenciado os resultados obtidos 

por RODRIGUES [36] e NETO [44].  

Este trabalho, alinhado com os estudos supracitados, propõe a visualização e 

definição de submercados para o município do Rio de Janeiro por meio da modelagem 

de redes complexas. Espera-se que seja possível a extração de métricas da rede criada 

de forma a enriquecer o conjunto de dados inicial e melhor descrever o mercado 

imobiliário por meio das suas interrelações entre submercados.  

Conforme visto nessa seção, a modelagem de submercados como meio de 

eliminar a correlação espacial dos dados ainda carece de formulações precisas na 

literatura devido a sua grande complexidade. Dessa forma, o problema acaba por ser 

tratado com uma modelagem de resíduos, assumindo que não há uma completa 

definição dos atributos que capazes de descreverem os fenômenos dos submercados. 

O trabalho em tela se diferencia de RODRIGUES [36] e NETO [44] por utilizar 

somente variáveis locacionais e socioeconômicas, sem adentrar nas questões 

estruturais. Este fato se deve à definição das regiões de estudo como bairros, sendo, 
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portanto, o conjunto de dados impróprio para análises à nível estrutural. Essa foi ainda 

uma forma de simplificar o problema, visto que esse trabalho se trata de uma formulação 

inédita para esse fim. 

Por fim, não há a pretensão de solucionar completamente o problema de 

definição de submercados, mas somente trazer mais uma forma de enriquecer a 

descrição desse fenômeno. Sendo assim, mesmo que não se elimine a necessidade de 

tratamento de resíduos, pode-se ainda obter melhores resultados com a combinação 

das duas técnicas, conforme FIK et al. [46] e BOURASSA et al. [55]. 
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3 Redes complexas 

De uma forma simplificada, um grafo consiste em um conjunto não vazio ὠ de 

vértices e um conjunto ὃ de arestas, com uma função que associa subconjuntos 

formados por dois elementos de ὠ com um elemento de ὃ, sendo vértices interpretados 

como os pontos finais de uma aresta.  

De acordo com BARABÁSI [69], o estudo dos grafos retoma ao ano de 1735, 

quando Leonard Euler, conhecido matemático de origem suíça, utilizou a modelagem 

por meio de grafos para a solução de um problema real. Königsberg, antiga capital da 

Prússia Oriental era uma prospera cidade mercantil. A cidade contava com sete pontes 

que, devido ao arranjo peculiar, deram origem ao seguinte enigma: ñPode algu®m andar 

pelas sete pontes sem nunca cruzar a mesma ponte duas vezes?ò. A Figura 1 mostra 

em sequência, a cidade em estudo, a simplificação do problema e o grafo obtido através 

da modelagem do mesmo. 

 

 

Figura 1: Modelagem por grafo de Königsberg [69] adaptada 

 

No exemplo acima, os nós seriam os pontos da cidade separados por rios e as 

arestas as pontes que interligam e permitem a passagem de pedestres por eles. 

Na época, Euler observou então que, caso exista um caminho que cruza todas 

as pontes, mas nunca a mesma ponte duas vezes, então os nós com número ímpar de 

arestas devem ser o ponto inicial ou o ponto final desse caminho. Observou ainda que 

um caminho que atravessa todas as pontes pode ter apenas um ponto inicial e um ponto 
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final e, portanto, esse caminho não pode existir em um grafo que possui mais de dois 

nós com um número ímpar de links. Considerando que o grafo criado possuía quatro 

nós, com um número ímpar de arestas, A, B, C e D, então nenhum caminho poderia 

satisfazer o problema. 

Grafos podem ainda ser direcionados ou ponderados, quando é atribuído para 

cada aresta, um valor ou orientação respectivamente. O grau de um nó é a medida do 

número de conexões realizadas por ele e é um indicador preliminar da importância 

desse nó. 

Geralmente, em se tratando de redes complexas, os vértices passam a ter a 

nomenclatura de nós, enquanto as arestas, ligações. Ainda, segundo o autor, 

determinamos a terminologia redes quando utilizadas no entendimento de sistemas 

complexos reais, ao contraste que o termo grafos está mais relacionado à discussão da 

representação matemática de redes. No entanto o mesmo ressalta que essa 

diferenciação raramente é utilizada e, muitas vezes, os termos redes e grafos são 

utilizados como sinônimos. 

 

3.1 Métricas básicas e definições 

Diversas métricas são descritas na literatura visando representar diferentes 

redes complexas e possibilitar a extração de características das mesmas. COSTA et al. 

[70] identifica mais de cem métricas utilizadas na caracterização de redes complexas, 

apresentando uma ampla gama dessas métricas em COSTA et al. [71]. 

Em se tratando de redes não-direcionais (não distinguem sentido entre as 

ligações de cada nó), algumas métricas e conceitos básicos merecem ser registrados, 

sendo eles: 

Grau:  

O grau de um nó é uma medida do número de ligações que o mesmo faz com 

outros nós adjacentes, estando ambos diretamente ligados, chamados vizinhos, 

onde Ὧ corresponde ao grau do i-ésimo nó da rede, o número total de ligações 

pode ser expresso pela soma dos graus L: 

 

 ὒ В Ὧ , (17) 

   

sendo que o fator ½ corrige a formula para que cada ligação entre dois nós não 

seja contada de forma repetida. 

 

Grau médio da rede: 
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O grau médio da rede corresponde à média dos graus que compõem a rede em 

estudo e sua fórmula é dada por: 

 

 ἂὯἃ В Ὧ  , (18) 

   

Distribuição de graus:  

A distribuição de graus ὴ de uma rede fornece a probabilidade de um nó, 

selecionado de forma aleatória, possuir um grau k, sendo ὴ uma probabilidade, 

deve então ser normailizada: 

 

 В ὴ ρ , (19) 

   

Então, para uma rede com N nós, a distribuição de graus corresponde ao 

histograma normalizado, dado por:  

 

 ὴ  , (20) 

   

onde ╝▓ é o número de nós com grau k.  

 

Matriz de adjacência:  

Computacionalmente, uma rede pode ser representada por uma matriz de 

adjacência. Uma matriz de adjacência é uma boa forma de representação 

matemática de uma rede. Sendo essa uma matriz simétrica, quando se trata de 

um grafo não-direcionado, e seus elementos: 

ὃȟ ρ se existe uma ligação entre os nós i e j. 

ὃȟ π se os nós i e j não estão conectados. 

Em uma rede ponderada, são estabelecidos pesos ύ para as ligações, sendo: 

ὃȟ ύȟ se existe uma ligação entre os nós Ὥ e Ὦ. 

ὃȟ π se os nós Ὥ e Ὦ não estão conectados. 

 

Esparsidade:  

O número máximo de ligações é dado por: 

 

 ὒÜ  , (21) 
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Uma matriz de adjacência é dita esparsa quando o número de ligações 

existentes é significativamente menor do que o número máximo de ligações 

possíveis entre os nós, ou L<<ὒÜ , BARABÁSI [69] afirma que a maioria das 

redes reais são esparsas. Sendo assim, é computacionalmente mais barato 

representar uma rede real como uma lista de conexões (duplas de nós 

conectados entre si). 

 

Autovalores e Autovetores:  

Na teoria dos grafos, os autovalores e autovetores de um grafo são definidos 

como sendo os autovetores e correspondentes autovalores da matriz de 

adjacência ὃȟ. 

 

Distância entre nós:  

A distância, ou comprimento do caminho entre dois nós, é igual à quantidade de 

ligações entre eles. O caminho mais curto entre nós é aquele no qual é possível 

conectar dois nós passando pelo menor número de arestas possível. O 

comprimento do caminho médio do grafo é igual a média entre as distâncias 

mínimas entre todos os pares de nós de uma rede. 

 

Diâmetro:  

O diâmetro da rede é igual ao maior caminho mais curto entre dois nós. 

 

Conectividade:  

Característica que reflete se existem caminhos possíveis para todos os pares de 

nós da rede. 

 

Subgrafo:  

Um subgrafo de um grafo é uma parte do grafo. Dado um grafo, se todos os 

vértices e todas as arestas do subgrafo pertencem ao grafo. 

 

 

Componente gigante:  

Componente gigante é um subgrafo conectado que contém a maioria dos nós da 

rede. 

 

Clique:  



28 

 

Considera-se um clique, um subgrafo que também é um grafo completo, ou seja, 

para cada vértice do subgrafo, existe uma aresta conectando este vértice a cada 

um dos demais vértices do subgrafo. Um clique maximal é um clique que não 

pode ser estendido ao se adicionar um ou mais vértices adjacentes, pois não 

existem vértices que se ligariam a todos os outros nós do clique definido. Um nó 

pode fazer parte de um ou mais cliques maximais. O conceito de maximal difere-

se de clique máximo, sendo o segundo o maior clique que pode ser formado 

dentro do grafo. 

 

Coeficiente de clusterização local:  

Varia de 0 e 1 e representa o quanto os nós vizinhos estão interconectados entre 

si. Sendo ὒ o número de ligações entre os ό vizinhos de um nó Ὥ, temos: 

 

 ὅ  , (22) 

   

sendo assim, ὅ mede a densidade de ligações local da rede. Quanto mais 

interconectados os vizinhos do nó Ὥ, maior é o seu coeficiente de clusterização 

local. Definimos ainda o coeficiente de clusterização médio como sendo: 

 

 ἂὅἃ В ὅ , (23) 
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4 Extra­«o de atributos 

LIU e MOTODA [72] definem: 

¶ Seleção de atributos: processo que consiste na escolha de um subconjunto de 

atributos do conjunto original, reduzindo-o de forma ótima por meio de um critério 

previamente definido. 

¶ Extração de atributos: procedimento por meio do qual novos atributos são 

criados a partir do conjunto original de atributos, utilizando alguma 

transformação, tendo como o objetivo a redução do espaço de atributos. 

¶ Construção de atributos: criação de novos atributos, descobrindo informações 

não contidas no conjunto original de atributos. Os novos atributos são ainda 

função dos atributos originais, no entanto, nesse caso, o espaço de atributos 

costuma ser aumentado.  

O aprendizado por meio de algoritmos pode ser alcançado de forma mais efetiva 

e eficiente ao se utilizarem somente atributos relevantes e não redundantes. Atributos 

irrelevantes ou redundantes podem reduzir a precisão e a compreensibilidade das 

hipóteses induzidas por algoritmos de aprendizado supervisionado, além de aumentar 

o custo computacional de processamento [73, 74, 75]. A seleção de atributos permite, 

por exemplo, a ordenação de atributos segundo algum critério de importância, a redução 

da dimensionalidade do espaço de busca de atributos e a remoção de variáveis 

contendo ruídos [74]. 

A partir da revisão do uso de algoritmos de otimização bioinspirados, XUE et al. 

[75] dividem o problema em dois objetivos: maximizar a acurácia do modelo e minimizar 

o número de atributos, sendo que, muitas vezes, tais objetivos entram em conflito, 

exigindo-se a obtenção de um equilíbrio entre eles. Dessa forma, a tarefa pode ser 

tratada como um problema multi-objetivo. O autor cita ainda algumas dificuldades nessa 

tarefa como a de um atributo pouco relevante poder ter a sua relevância aumentada de 

forma significativa caso seja utilizado em conjunto com outros atributos 

complementares. Em contraste, uma variável relevante pode se tornar redundante se 

utilizada em conjunto com outras variáveis. Sendo assim, a avaliação de variações de 

atributos de forma individual tende a não alcançar o subconjunto ótimo, devendo cada 

subconjunto de atributos ser avaliado integralmente. Dessa forma, as duas atividades 

principais na produção do conjunto ótimo devem ser a busca, explorando o espaço de 

soluções, e a avaliação, de forma a mensurar a qualidade de cada subconjunto. 

KHALID et al. [76] afirmam que a extração de atributos reduz a dimensionalidade 

de um problema por meio de uma transformação dos atributos originais de forma a criar 

atributos mais significativos. Os autores descrevem algumas das técnicas mais 



30 

 

utilizadas na seleção e extração de atributos, com o propósito de se analisar os pontos 

fortes e fracos dessas técnicas de redução dimensional, e chegam ao resultado de que 

a acurácia em problemas de classificação a partir de diversas técnicas de redução de 

dimensionalidade são altamente sensíveis ao conjunto e ao tipo de dados do problema. 

De acordo com MOTODA e LIU [78], as principais questões a serem 

solucionadas em se tratando da extração de atributos são: definir o tipo de 

transformação, podendo ser linear ou não-linear, supervisionada ou não-

supervisionada; definir como avaliar a performance da transformação, e definir qual o 

número ideal de atributos que melhor representa a informação necessária para a 

resolução do problema. 

 

4.1 Extração de atributos por meio de redes complexas 

CONQUE et al. [79] mostraram ser efetiva e robusta a abordagem de extração 

de atributos por meio de métricas de redes complexas em diversos algoritmos de 

predição na tarefa de classificação de sequências genômicas.  ANTIQUEIRA et al. [80] 

representou textos de estudantes do ensino médio como redes complexas de livre 

escala. A partir dessas redes, o autor extraiu métricas típicas como o grau dos nós, o 

coeficiente de aglomeração e o menor caminho. O estudo evidenciou a existência de 

correlação entre essas métricas e a nota atribuída por juízes humanos para esses 

textos. AMANCIO et al. [81] utilizou métricas de redes complexas em algoritmos de 

predição para avaliar a acurácia de máquinas de tradução de textos. SILVEIRA et al. 

[82], por meio da utilização de métricas de redes complexas como atributos, de forma a 

enriquecer a base de dados, conseguiram melhorar a performance de uma rede neural 

na caracterização do comportamento de usuários de redes sociais. BODE et al. [83], no 

campo da biologia, utilizou métricas de redes complexas na predição do tempo em que 

uma metapopulação irá perdurar no ambiente. MELO et al. [84] exploraram a 

possibilidade de predição do comportamento de times de basquete da NBA através de 

métricas de redes complexas. A Tabela 3 contém as métricas utilizadas por estes 

trabalhos. 
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Tabela 3: Métricas extraídas 

Métricas utilizadas Ref. 

Comprimento do caminho médio, coeficiente de 

clusterização, centralidade de grau, proximidade, 

centralidade de intermediação, centralidade de 

eficiência, grau médio, motifs, número de 

comunidades 

 

Grau entrada/saída, coeficiente de clusterização, 

caminho mais curto  

 

Grau entrada/saída, grau hierárquico comum, 

coeficiente de clusterização, grau entre/intra-

nível 

 

Grau, hub, autoridade, excentricidade, 

coeficiente de clusterização, closeness 

centrality, betweenness centrality, PageRank  

 

Assimetria, comprimento do caminho médio, 

centralidade de grau 

 

Coeficiente de clusterização, grau do nó 

 

 

[79] 

 

 

 

[80] 

 

 

[81] 

 

 

 

 

[82] 

 

 

[83] 

 

 

[84] 
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5 Metodologia 

Este trabalho propõem a criação de uma rede complexa a partir de dados 

locacionais e socioeconômicos do município do Rio de Janeiro. Essa rede terá os bairros 

como nós e a similaridade entre os bairros como os pesos das arestas.  

Os dados coletados serão analisados de forma analítica e empírica, sendo 

tratados visando a compreensão, descrição estatística, análise dos histogramas, 

normalização, correlação, detecção de outliers, exclusão de pontos não representativos, 

edição ou exclusão de registros incoerentes, combinações lineares entre variáveis, 

adequação aos recortes geográficos através de softwares de geoprocessamento e 

análise visual.  

A partir dos dados tratados, propõe-se o uso do cálculo da similaridade do 

cosseno como métrica para os pesos das arestas de ligação entre os nós. 

Posteriormente, é atribuída nota de corte estatística referente ao 3º quartil dentre a 

distribuição de similaridades. Após esse processo, a rede resultante passa pelo 

processo de detecção de comunidades, obtendo-se, portanto, os submercados a nível 

granular de bairros para o munícipio do Rio de Janeiro. A análise dos resultados será 

então realizada a partir dos dados representativos das comunidades obtidas, das 

métricas extraídas da rede e pelo comparativo com dados de valores venais obtidos 

para o munícipio em questão. 

O próximo passo será a realização de análise comparativa visando à validação 

dos resultados obtidos através da rede preliminar gerada. Para isso, serão propostos 

quatro novos cenários, por meio do processamento do conjunto de dados original. Os 

cenários serão propostos a partir dos dados originais, uma análise das componentes 

principais do conjunto de atributos originais, uma transformação para normalização dos 

dados e a combinação de uma análise de componentes principais com a normalização 

dos dados. Para cada um dos novos cenários, será realizado um estudo com variação 

do limite de corte de similaridade e, após definido o limite capaz de gerar a melhor rede, 

serão extraídas as métricas de cada uma dessas redes. 

 Para cada uma das redes, será então utilizado o método de agrupamento 

espectral para os seus componentes gigantes. Com isso, espera-se avaliar a robustez 

das comunidades obtidas em cada um dos cenários por meio da comparação com os 

agrupamentos obtidos. Por fim, será realizado o agrupamento utilizando somente as 

métricas extraídas, visando avaliar apossibilidade do uso das mesmas como forma de 

agregar conhecimento ao conjunto de dados original. Esse processo será descrito nas 

Seções 5 e 6. 
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Foram utilizadas para a execução dessa pesquisa a linguagem Python [85], as 

bibliotecas: NetworkX [86], Numpy [87], Pandas [88], Matplotlib [89] e Scikit-learn [90] 

para manipulação dos dados, análises estatísticas, geração das redes e métricas e 

plotagem de elementos gráficos. O software de geoprocessamento QGIS [91] foi 

utilizado na geração e edição de dados geográficos. Foi elaborada a visualização das 

redes por meio do software GEPHI [92]. A API Google Distance Matrix [93] foi utilizada 

para obtenção de distâncias entre pontos de interesse tendo como unidade de medida 

o tempo. 

 

5.1 A região estudada 

A região de estudo é o município do Rio de Janeiro-RJ. Segundo o IBGE [94, 

95], as características básicas da região de estudo podem ser vistas na Tabela 4. 

 

Tabela 4: Caracterização município Rio de Janeiro 

Dados Ano de publicação 

Área Total 

População 

PIB 

IDH 

1.200,255 km² 

6.718.903 hab.  

R$ 329.431.359,90 

0,799 

 

 

O município é o segundo mais populoso do Brasil, e detém também a segunda 

maior economia entre os municípios brasileiros, apesar de ocupar somente a 1229ª 

posição no quesito de área territorial. Apesar do seu Índice de Desenvolvimento 

Humano ser considerado alto, o município apresenta uma grande desigualdade, 

concentração de renda e pobreza. Importante ressaltar os inúmeros recortes naturais 

que compõem a região, devido à presen­a de corpos dô§gua, morros, montanhas, 

afloramentos rochosos, praias e matas, somados aos desníveis sociais, presença de 

favelas e áreas com presença de violência e poderes paralelos ao estado, a cidade se 

subdivide de forma fortemente heterogênea. Sendo assim, bairros muitas vezes 

limítrofes podem apresentar características totalmente distintas entre si. A Figura 2 

permite a visualização de alguns desses diferentes recortes. 
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Figura 2: Subdivisão em bairros sobre imagem de satélite Rio de Janeiro/RJ 

 

Atualmente, o município é subdividido em 33 regiões administrativas, 

englobando um total de 161 bairros. A subdivisão administrativa da forma como se tem 

hoje, iniciou-se em 1981, pelo Decreto n.º 3158 de 23 de julho de 1981. Desde então, 

inúmeras atualizações foram realizadas visando melhor retratar a diversidade de 

contornos da cidade e adequar as delimitações político-administrativas de forma a 

melhor fomentar as políticas públicas e as intervenções do governo. O ANEXO I traz 

informações acerca do histórico legislativo das subdivisões administrativas. 

A subdivisão territorial utilizada para esse trabalho foi aquela definida pela 

Prefeitura Municipal do Rio de Janeiro, por meio do Instituto Pereira Passos - IPP no 

ano de 2018 [96]. As divisões seguem às disposições legislativas constantes no ANEXO 

I. Alguns dados do Instituto podem diferir daqueles de outras entidades, devido às 

diferentes metodologias empregadas. Segundo o IPP, a área territorial do município é 

de 1.204,15 Km², diferente daquela informada na Tabela 3. Como motivos para isso 

temos que a metodologia adotada pelo IPP:  

¶ Inclui os acidentes hidrográficos (lagoas, rios etc.), as ilhas oceânicas e 

as da Baía de Guanabara. 

¶ Cálculos utilizam como referência a base cartográfica na escala 1:10.000 

gerada a partir de uma restituição aerofotogramétrica realizada em 1999.  

 

Embora existam algumas evidências de que áreas com delimitações menores 

para a coleta de informação, como os setores censitários, apresentem melhores 
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resultados LEISHMAN et al. [59], para este trabalho foi utilizada a delimitação por 

bairros, pois existe uma maior quantidade de informação para essa escala. 

A discussão deste trabalho se limitará ainda aos dados locacionais e 

socioeconômicos, já que a escala e os dados utilizados não comportam uma análise 

estrutural, como o número de quartos, a área da propriedade, entre outros. 

 

5.2 Formação da base de dados 

Segundo TRIVELLONE [97], dentre todas as variáveis que compõem o preço de 

um imóvel, aquelas relacionadas à localização espacial são as mais complexas de se 

analisar e de modelar. 

Visando tornar a comparação dos dados realista, o fator área territorial foi 

utilizado na normalização de alguns dos atributos, visto que para alguns bairros 

surgiriam distorções, como, por exemplo, altos registros de violência ou postos de 

trabalho poderiam se dar apenas pelo fato do bairro possuir uma maior extensão 

territorial, não se caracterizando como bairro comercial ou violento. 

Os dados coletados foram identificados e organizados de forma a garantir uma 

única identificação por bairro para cada registro, por meio de correção ortográfica e 

disposição em ordem com as nomenclaturas padronizadas. O bairro Vila Cosmos por 

vezes é registrado como Kosmos. O bairro São Cristóvão, mudou sua nomenclatura 

para Imperial de São Cristóvão. 

A maior parte das variáveis foram coletadas diretamente do armazém de dados 

do Rio de Janeiro, mantido pelo Instituto Pereira Passos [96], responsável por 

armazenar e compartilhar dados coletados e editados pela prefeitura municipal. De 

forma resumida, a Tabela 5 apresenta cada uma das variáveis utilizadas nesse estudo. 

Cabe ressaltar que essa seleção foi feita após um levantamento de 58 variáveis, tendo 

como critério de exclusão de 34 delas a apresentação de poucos registros, redundância 

de informação, irrelevância para o estudo ou interferência na formação de redes geradas 

de forma preliminar. Algumas dessas variáveis foram ainda unidas ou combinadas para 

gerar as variáveis utilizadas nesse estudo, como é o caso da V2: Percentual de área 

urbanizada que consiste em uma combinação das variáveis área urbanizada e área total 

do bairro. 
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Tabela 5: Descrição dos atributos selecionados 

Variável Descrição 

V1 

V2 

V3 

V4 

V5 

V6 

V7 

V8 

V9 

V10 

V11 

V12 

V13 

V14 

V15 

V16 

V17 

V18 

V19 

V20 

V21 

V22 

V23 

V24 

Densidade habitacional territorial 

Percentual de área urbanizada 

Grau de verticalização 

Percentual de área praças 

Percentual da área construída que é residencial 

Percentual de imóveis alugados 

Postos de trabalho ï comércio 

Postos de trabalho ï serviços 

Postos de trabalho ï indústria de transformação 

Densidade domiciliar (hab./domicílio) 

Percentual de domicílios recenseados ocupados 

Índice de desenvolvimento social 

Percentual de domicílios abaixo da linha de pobreza 

Percentual da população vivendo em favelas 

Homicídio doloso 

Roubo a transeunte 

Roubo de veículos 

Furto de veículos 

Menor Distancia centralidade tipo 1 

Menor Distancia centralidade tipo 2 

Menor Distancia centralidade tipo 3 

Distância praia for a da baía mais próxima 

Índice de balneabilidade 

Índice de transporte 

  

 

O ANEXO II deste trabalho contém a descrição completa e maiores informações 

necessárias a perfeita compreensão de cada uma das variáveis listadas na Tabela 5. A 

fim de enriquecer o conjunto de dados coletados, assim como realizar correções que 

poderiam vir a distorcer os resultados, foram realizadas algumas alterações nas 

variáveis coletadas, assim como a criação de novas variáveis, conforme descrito, de 

forma resumida, a seguir: 

 

¶ V1: Densidade habitacional territorial 

População residente dividida pela área territorial do bairro. 

¶ V2: Percentual de área urbanizada (%) 

  Área em hectares do item dividida pela área territorial do bairro. 

¶ V3: Grau de verticalização 

Área construída total (m²), dividida pela área urbanizada convertida de 

hectare para m², que por sua vez consiste na multiplicação das variáveis 

percentual área urbanizada x área territorial do bairro. 

Optou-se por utilizar somente a área urbanizada para refletir as 

características dessa área no bairro, visto que a utilização da área 

territorial total poderia gerar distorções em bairros pouco urbanizados. 

Dessa forma, esse atributo irá identificar aqueles bairros que possuem 



37 

 

grande volume de área construída em seu contexto urbano, refletindo em 

maior verticalização. 

¶ V4: Percentual de área praças (Coletada diretamente) 

¶ V5: Percentual da área construída que é residencial  

Área construída residencial (m²) dividida pela área construída total (m²).  

¶ V6: Percentual de imóveis alugados 

Quantidade imóveis alugados dividido pela quantidade total de 

domicílios. 

¶ V7: Postos de trabalho ï comércio (Coletada diretamente)  

¶ V8: Postos de trabalho ï serviços (Coletada diretamente) 

¶ V9: Postos de trabalho ï indústria de transformação (Coletada diretamente) 

¶ V10: Densidade domiciliar (hab./domicílio) 

  População residente dividido pela quantidade total domicílios. 

¶ V11: Percentual de domicílios recenseados ocupados (Coletada 

diretamente) 

¶ V12: Índice de desenvolvimento social (Coletada diretamente) 

¶ V13: Percentual de domicílios abaixo da linha de pobreza (Coletada 

diretamente) 

¶ V14: Percentual da população vivendo em favelas 

População vivendo em favelas dividida pela população residente no 

bairro. 

¶ V15: Homicídio doloso (n°)  

¶ V16: Roubo a transeunte (n°)  

¶ V17: Roubo de veículos (n°)  

¶ V18: Furto de veículos (n°)  

Para cada bairro foram utilizados os dados das delegacias 

correspondentes. No entanto, alguns bairros abrangem mais de uma 

área delimitada pelas Circunscrições Integradas de Segurança Pública 

[98]. Dessa forma, foi necessário realizar alguns ajustes. Para isso, 

optou-se por realizar uma média ponderada pela área do bairro 

correspondente a cada delegacia. Foi utilizado o software livre de 

geoprocessamento QGIS [91]. Utilizou-se dois arquivos em formato 

shapefile, um correspondente as delimitações de cada delegacia e outro 

correspondente as delimitações de cada bairro, obtidos respectivamente 

no Instituto de Segurança Pública [98] e armazém de dados [99]. Foi feita 
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a validação da topologia e ajuste do Datum1. O ajuste da topologia se fez 

necessário para permitir as operações geoprocessadas de recorte e 

união de elementos dos ñshapesò. Apenas o bairro de Copacabana 

apresentou problemas de topologia. Assim, a partir do recorte da camada 

contendo as delimitações das delegacias por meio dos ids dos bairros, 

ambas as camadas foram sobrepostas e se obteve os percentuais de 

área de cada bairro de acordo com a delegacia correspondente. Foi 

realizada ainda a união das delimitações da Lapa e Centro, visto que os 

registros originais não fazem a distinção entre estes bairros. A Figura 3 

ilustra esse processo. 

 

 

Figura 3: Operações de mesclagem e corte de vetores georreferenciados 

 

A partir do percentual de influência de cada DP em função de sua área de abrangência 

dentro de cada bairro, foi possível adequar as informações referentes à violência que 

pudessem ser utilizadas a nível de bairro. Uma crítica a esse processo é que há regiões 

                                                

1 Devido a irregularidade da superfície da Terra, diversos modelos 

matemáticos foram desenvolvidos para estudar o planeta. Assim, Datum é 

um modelo matemático aplicado a uma região. O Datum está diretamente 

associado ao Sistema de Coordenadas e deve ser  def inido  para 

realização de cálculos matemáticos. O Datum oficial utilizado no Brasil, 

definido  pelo IBGE - Instituto Brasileiro de Geografia e Estatística 

chama se SIRGAS 2000 Sistema de  Referência Geocêntrico para as 

Américas, ano 2000. Esse foi o Datum ut ilizado nas camadas de arquivos 

vetoriais tipo shap efile utilizados nesse trabalho .  



39 

 

onde a violência não ocorre de forma homogênea em todo o bairro, por exemplo em 

alguns locais próximos a favelas ou ruas mais vazias, costumam ocorrer mais crimes. A 

Tabela 6 apresenta os valores obtidos a partir da metodologia proposta. 

 

Tabela 6: Ponderação dos valores pelas áreas 

 

 

¶ V19: Menor Distancia centralidade tipo 1  

¶ V20: Menor Distancia centralidade tipo 2  

¶ V21: Menor Distancia centralidade tipo 3  

¶ V22: Distância praia for a da baía mais próxima 
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A partir dos estudos desenvolvidos pela Secretaria Municipal de 

Urbanismo da Prefeitura do Rio de Janeiro [99] e análise do trabalho 

realizado pelo Instituto de Estudos do Trabalho e Sociedade [100], foi 

utilizada a API Google Distance Matrix [93] para calcular a distância entre 

cada bairro e os pontos de interesse. No caso da V19, centralidade tipo 

1 se refere ao centro tradicional da cidade, com abrangência 

Metropolitana devido a presença de rodoviária, aeroporto, empresas, etc. 

Sendo assim, a distância de todos os bairros foi calculada em relação a 

esse bairro. 

Para a variável V20 foram calculadas as distancias referentes aos 

subcentros metropolitanos (Barra da Tijuca e Campo Grande), sendo 

cada bairro ligado a distância do subcentro mais próximo apenas. 

Para a variável V21, foram calculadas as distâncias referentes aos 

centros regionais (Tijuca, Botafogo, Bonsucesso, Bangu e São 

Cristóvão), sendo cada bairro ligado a distância do centro regional mais 

próximo apenas. 

A opção pela escolha da API do Google para esses cálculos, foi para 

levar em consideração os diferentes modais e estruturas do município. 

Considerou-se, portanto, o tempo de deslocamento em detrimento à 

distância percorrida entre dois pontos. Para obtenção deste tempo, são 

necessários alguns ajustes no algoritmo. Os parâmetros definidos foram 

então: traffic_model:  Tempo estimado como best guess, utilizando a 

média histórica ao calcular o tempo no tráfego como a melhor opção 

possível. Dessa forma, sabe-se que os valores ir«o ñesconderò regi»es 

com trânsito intenso, no entanto, poderá ser captada a diferença entre 

modais, sinuosidade ou velocidade das vias entre os pontos, não sendo, 

portanto, a alternativa ideal, mas trazendo uma aproximação melhor do 

que a o uso das distâncias em quilômetros apenas. 

Para cada par de bairros, foi medida a distância por meio de transporte 

público e por meio de automóvel individual utilizando a malha viária. 

Como distância, foi utilizada a média normalizada de cada modal. Dessa 

forma, pôde-se incluir nessa variável modais de alta velocidade, como 

Metrô, BRT e trens. 

Para V23, foi utilizada a distância de cada bairro até a praia fora da baía 

de Guanabara mais próxima, calculada conforme metodologia 

supracitada. 
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Conforme PAIXAO e LUPORINI [66] para ALONSO [101] e MUTH [102], 

o espaço urbano é estruturado a partir de um único centro da cidade 

(CBD ou Central Business District) onde se concentram os empregos e 

os serviços urbanos. Sendo assim, quanto mais distante for um bairro em 

relação ao CBD, menor será o preço da terra urbana, dado que maiores 

serão os custos de transporte (custos monetários e custo de 

oportunidade) nos deslocamentos cotidianos. Posteriormente, a literatura 

incluiu subcentros com FUJITA e OGAWA [103], dessa forma, diferentes 

regiões podem conter características de centralidade, atraindo 

empregos, deslocamentos e serviços. 

 

Segundo a Lei de Uso e Ocupação do Solo do município do Rio de 

Janeiro [104], extraímos do seu Artigo 56, que: ñEntende-se por 

centralidade urbana a qualidade de um espaço para o qual convergem e 

onde se articulam funções e fluxos estruturadores do ambiente urbano e 

que exerce atração sobre os demais espaços da cidade, em diferentes 

graus ou hierarquias, em relação:  I. à concentração e à diversidade de 

usos e atividades econômicas; II. à oferta de transportes e à 

acessibilidade; III. à disponibilidade de infraestrutura; IV. à concentração 

e à oferta de empregos; V. à oferta habitacional, incluindo a de interesse 

social; VI. à contribui­«o para a economia da cidade. ñ 

 

A metodologia proposta pela Secretaria Municipal de Urbanismo do Rio 

de Janeiro [99] consiste em utilizar dados socioeconômicos, sendo eles: 

Número de vínculos empregatícios, número de estabelecimentos e 

arrecadação de ISS - Imposto sobre serviços. Todos estes dados podem 

ser obtidos facilmente em qualquer cidade do país por meio da RAIS ï 

Ministério do Trabalho e Emprego e secretarias da fazenda. Outro dado 

utilizado foi o número de viagens atraídas, também facilmente 

encontrado em planos diretores de cidades pois, conforme a Lei Federal 

que disciplina diretrizes gerais da política urbana [105], o plano diretor é 

obrigatório para cidades com mais de vinte mil habitantes. 

 

A partir dessas variáveis, é proposto um indicador para cada uma delas, 

produzido a partir da normalização dos dados. A nota de centralidade de 

um bairro corresponde ao indicador, multiplicado por 100 e dividido pelo 

maior indicador correspondente aos dados coletados. A partir dessas 
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notas, pode-se hierarquizar as centralidades de acordo com os limites 

geográficos preestabelecidos. Para esse trabalho, optou-se por 

considerar as centralidades de níveis Metropolitanos, regionais ou locais, 

áquelas definida pelo IETS [100]. 

¶ V23: Indice de Balneabilidade 

Foi atribuída uma nota para cada praia considerando o somatório da 

qualificação informada pelo Instituto Estadual do Ambiente de cada ano 

no período entre 2010 até 2017 [106]. A escala escolhida variou de 1 a 

10, sendo atribuído o valor 1 a cada qualifica­«o ñP®ssimaò, subindo at® 

a nota 10, correspondente a qualifica­«o ñčtimaò. 

Para as praias dentro da baía, onde não é medida a balneabilidade, 

foram utilizadas as notas da praia de Botafogo, por estar em ponto de 

pouca circulação de águas dentro da baía de Guanabara e ser aquela 

com pior nota de balneabilidade. 

Para o bairro Urca, utilizou-se a média entre a praia vermelha e a praia 

da Urca. 

Para o bairro Ipanema, utilizou-se a média entre as praias do Arpoador, 

Ipanema e Diabo. 

Para o bairro Leblon, utilizou-se a média entre a medição e a praia de 

Ipanema, visto retratar melhor a divisa entre bairros e atividade balneária. 

Para o bairro São Conrado, utilizou-se a nota da praia do Pepino, pois a 

outra medição ocorre  em uma saída de esgoto, onde apenas parte da 

praia é severamente afetada. Essa medida  visou distinguir o bairro 

daqueles interiores à baia de Guanabara, visto se tratarem de realidades 

distintas. 

Para o bairro Barra da Tijuca, excluiu-se o registro do Quebra mar, por 

se tratar de pequena  extensão da praia onde a balneabilidade é 

bastante deteriorada devido a saída das águas da  lagoa da Tijuca, e tal 

ponto não corresponde à realidade da maior parte do bairro. 

Para o bairro Recreio dos Bandeirantes, excluiu-se os dados do canal de 

Sernambetiba, por se tratar de local pontual, de baixa balneabilidade, 

com difícil acesso a maior parte das  residências e com renovação de 

água favorável pelo sistema oceânico que tende a levar os despejos 

diretamente para alto mar, sem afetar de forma significativa a maior parte 

da área praiana do bairro. 

Sendo assim, as notas finais de cada bairro foram definidas como na 

Tabela 7: 
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Tabela 7: Índice de balneabilidade histórico por praia 

 

A presen­a de corpos dô§gua continentais, por ser marcante e, 

geralmente, agregarem em suas adjacências atributos estéticos, como 

pista de cooper, bares, etc, foram consideradas para a criação deste 

índice. Somente foi feito esse ajuste quando a presença de corpo dô§gua 

continental foi julgada relevante. Foram colocados em ordem 

decrescente os bairros com percentual de corpo dô§gua continental. Em 

análise qualitativa, somente o bairro Lagoa se enquadrou nesse quesito. 

Os outros bairros candidatos ou não apresentavam condições de lazer 

nas orlas de seus corpos dô§gua ou já possuíam alto índice de 

balneabilidade devido a presença de praias. Para o bairro Lagoa foi 

atribuído o índice 8, referente aos bairros limítrofes à baía de Guanabara. 

 

¶ V24: Índice de transporte 

Utilizando os dados de número de estações de Metro, trem, BRT e VLT, 

sendo o número de estações BRT = Número de estações Construídas+ 

Número de estações em Construção, utilizou-se peso 4 para bairros com 

Metro, peso 2 para bairros com BRT e peso 1 para bairros com trem. 

Dessa forma, foi criada uma única variável denominada índice de 

transporte.  

Optou-se por considerar também aquelas estações que estão em 

construção, pois o planejamento para a implantação dessas estações 

considerou corredores estratégicos, sendo  assim, as características 
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que levaram a implantação desse corredor em determinado bairro serão 

levadas em consideração independente do cronograma das obras. 

 

Variável dependente: 

Apesar de não ser o foco desse estudo a calibração de um modelo preditivo, foi 

levantado, por meio da Planta Genérica de Valores do munícipio do Rio de Janeiro 

[107], as estatísticas referentes aos valores imobiliários de cada bairro. Cabe 

ressaltar que os valores da PGV consistem em mais de 25.000 registros, pois são 

atribuídos valores para cada trecho de rua no munícipio. O valor venal da unidade 

imobiliária edificada, é dado pela multiplicação da área do imóvel pelos fatores de 

correção e pelo fator de Valor Unitário associado à sua tipologia construtiva 

conforme tabela constante na Lei. Dentre as tipologias, se encontram o valor 

Unitário Padrão: apartamento, casa, sala comercial, loja e terreno. Tendo em vista 

esse trabalho não adentrar nas características estruturais dos imóveis, foi utilizado 

somente a tipologia terreno, tendo em vista obter um parâmetro da precificação 

venal de cada bairro. Foram extraídas então as seguintes variáveis: valor venal 

médio do bairro, com seus respectivos valores mínimos, máximos, percentis 25, 75, 

desvio padrão e a contagem de registros.  

 

5.3 Tratamento preliminar dos dados 

Bairros Lapa e Centro:  

Foram unidos os registros dos bairros Lapa e Centro, visando aproveitar 

ao máximo o conjunto de informações disponibilizadas, visto que alguns 

atributos já estavam associados sem considerar a distinção entre esses 

bairros. 

Para a união dos registros foram utilizadas as seguintes operações: 

Variáveis unidas através da soma dos registros: População, total 

domicílios, Quantidade imóveis alugados, Postos de trabalho ï comércio- 

serviços-indústria de transformação, Número estações Metro, Número de 

estações de trem, Número de estações de BRT (Construídas), Número 

de estações de BRT (Em Construção), População em favelas. 

Variáveis unidas através da média ponderada pelas áreas de cada bairro: 

Densidade domiciliar, percentual domicílios abaixo da linha de pobreza. 

Para a variável IDS, manteve-se o registro do Centro, visto o valor da 

Lapa estar ausente. 
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Variáveis que foram disponibilizadas ou elaboradas considerando a 

região de forma conjunta e que não necessitaram modificações: Área 

Territorial dos Bairros (ha), área Favela/área Região Administrativa 

(próprio), Índice balneabilidade ponderado, Percentual domicílios 

recenseados ocupados, Homicídio doloso (n°), Roubo a transeunte (n°),

 Roubo de veículos  (n°), Furto de veículos  (n°), Menor Distancia 

centralidade tipo 1, Menor Distancia  centralidade tipo 2, Menor Distancia  

centralidade tipo 3, Distância praia for a da baía mais próxima. 

 

Bairros Bangu e Vila Kennedy: 

O registro referente ao bairro Vila Kennedy foi adicionado ao bairro 

Bangu.  Isso se deve a subdivisão do bairro de Bangu em 2017 [108]. 

Dessa forma, considerando a quebra histórica da região, visando o 

melhor aproveitamento dos dados, desconsiderou-se essa recente 

subdivisão para fins deste estudo. 

Variáveis unidas através da média ponderada pelas áreas de cada bairro: 

percentual área urbanizada (%), Densidade domiciliar (hab./domicílio) 

Variáveis unidas através da soma dos registros: População, total 

domicílios, Quantidade imóveis alugados, Número estações metro, 

Número estações trem, Número estações BRT (Construídas), Número 

 estações BRT (Em Construção), População favelas, Quantidade de 

domicílios em favelas. 

 

Bairro Rocinha: 

Foi observado índices de criminalidade muito baixos em local conhecido 

por haver violência. O registro foi então ajustado pela soma aos índices 

do bairro São Conrado, devido ao mesmo ser bairro limítrofe.  

Os atributos: Postos de trabalho ï comércio-serviçosï indústria de 

transformação apresentaram valores zerados. Acredita-se que tal fato se 

deva se deva a informalidade e indisponibilidade de registros 

administrativos na região. Para o seu preenchimento, optou-se pela 

média dos postos de trabalho dos bairros limítrofes: Gávea, São 

Conrado, Vidigal. 

 

Bairros Campo dos Afonsos e Vila Militar: 

Excluídos por se tratarem de área militar, não sujeita ao mercado 

imobiliário convencional. Embora haja nos dois bairros uma pequena 
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parcela de imóveis comerciáveis, os mesmos correspondem a 

ñresquíciosò de bairros vizinhos ou estão localizados na divisa entre 

bairros, sendo que nenhum dos imóveis encontrado para venda ou 

aluguel em algum desses bairros se enquadram dentro das 

características do bairro. Sendo assim, manter tais registros traria 

distorções ao conjunto de dados, visto que a maior extensão territorial se 

refere a aeroportos, quarteis ou a moradias destinadas unicamente a 

oficiais. 

 

Bairro Gericnó: 

Excluido por se tratar de área de presidio, com poucos dados e 

domicílios. Devido a essas características, optou-se por remover esse 

bairro para não impactar a normalização de dados, visto que muitos de 

seus atributos estão zerados. 

 

Bairro Grumari: 

Excluído por se tratar de área de reserva ecológica não comerciável. 

Mesmo existindo casas no local, as mesmas correspondem a 

autorizações especiais ou habitantes do local antes da demarcação da 

reserva ecológica no ano de 2001 [109]. 

 

Bairro Cidade Universitária: 

Excluído por se tratar de área não sujeita ao mercado imobiliário 

convencional. Havendo no local uma pequena comunidade e sendo 

composto em sua maior parte por área universitária. 

 

Bairro Joá: 

Os atributos densidade domiciliar e percentual de imóveis alugados 

estavam com valores zerados. Esses valores não correspondam a 

realidade. Para preenchê-los foram utilizados os valores do Bairro de São 

Conrado, por se tratar de bairro próximo, de divisa e características 

locacionais e construtivas semelhantes. 

 

Bairros Complexo do Alemão, Jacarezinho, Parque Columbia, Vasco da 

Gama: 

Assim como descrito para o bairro Rocinha, os atributos Postos de 

trabalho comércio- serviços e indústria de transformação apresentaram 
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valores zerados, possivelmente pela impossibilidade de registros 

administrativos e a informalidade na região. Para o preenchimento, 

optou-se pela média dos postos de trabalho dos bairros limítrofes de cada 

um dos bairros, sendo eles: 

Complexo Alemão: Olaria, Ramos, Bonsucesso, Higienópolis, Inhaúma, 

Engenho da Rainha. 

Jacarezinho: Maria da Graça, Manguinhos, Benfica, Rocha, Jacaré, 

Cachambi. 

Parque Columbia: Acari, Pavuna, Irajá. 

Vasco da Gama: Caju, Benfica, São Cristóvão. 

 

5.4 Análise exploratória dos dados 

Detecção de outliers: 

Foram analisados todos os registros em que houvesse, para cada 

atributo, mais de 3 desvios padrões de distância para a média do 

conjunto, para mais ou para menos. Essa etapa foi realizada após a 

remoção dos bairros descrita no tópico anterior. 

O atributo densidade territorial do bairro Caju necessitou ser corrigido, 

pois foi detectado um erro na fonte de dados, sendo esse corrigido após 

nova consulta acerca dos dados que haviam sido atualizados em outras 

fontes. 

Os bairros Centro, Barra da Tijuca e Campo Grande foram excluídos da 

base de dados, por apresentarem valores muito discrepantes. Atribui-se 

a esse fato a definição desses bairros como importantes centralidades, 

sendo esperado, portanto tal comportamento em seus conjuntos de 

dados. 

Número de estações de Metro e BRT foram substituídos por variáveis 

binarias do tipo contém ou não contém. Dessa forma, evitou-se que a 

dimensão do bairro influenciasse de forma tendenciosa na análise dessa 

variável. 

O registro de Paquetá para o percentual da população em favelas estava 

inconsistente em termos da população. Foi observado que o dado já foi 

coletado dessa forma, sendo necessária a correção através de nova 

pesquisa ao site da fonte de dados, que possibilitou a obtenção desse 

dado em outro campo de forma correta. As Tabelas 8, 9, 10 contém a 
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explicação levantada para cada um dos atributos que se mostraram 

discrepantes para cada registro. 

Tabela 8: Análise valores discrepantes I 
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Tabela 9: Análise valores discrepantes II 
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Tabela 10: Análise valores discrepantes III 
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Normalização dos dados: 

  Foram testadas as técnicas de padronização e normalização dos dados, 

optando-se pela segunda, visto que melhores resultados foram obtidos para essa 

técnica. Os dados foram todos normalizados então no intervalo [0,1], a partir da fórmula 

(26): 

 
ὢ

 ὢ  ὢ þ

 ὢ Ü  ὢ þ
 (26) 

   

Análise dos histogramas: 

Após todos os ajustes relatados, os histogramas apresentaram os 

formatos conforme Figura 4. 

 

Figura 4: Histogramas atributos (V1=0; V24=23) 

A partir da análise da Figura 4, pode-se notar que algumas das variáveis se 

aproximam da distribuição normal, mesmo que com algumas descontinuidades ou grau 

de assimetria, sendo elas: a densidade habitacional territorial (0), o percentual de 

imóveis alugados (5), a densidade domiciliar (9), o índice de desenvolvimento social 

(11), o percentual domicílios abaixo da linha de pobreza (12), roubo a transeunte (15), 

a menor distancia centralidade tipo 2 (19), a menor distancia centralidade tipo 3 (20), a 

distância praia fora da baía mais próxima (21). 

Pode-se observar ainda que há uma grande presença de variáveis que 

apresentam distribuição exponencial, sendo elas: o percentual de área urbanizada (1), 

grau de verticalização (2), percentual área praças (3), percentual da área construída que 

é residencial (4), postos de trabalho ï comércioïserviçosïindústria de transformação 

(6,7,8), percentual da população vivendo em favelas (13), índice de balneabilidade (22), 

índice de transporte (23). Para alguns dos atributos, pode-se atribuir esse 
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comportamento à presença das centralidades no contexto urbano, visto que os pontos 

com maior concentração de atividade econômica tendem a pressionar a verticalização, 

empregos e o investimento público. Como são poucas as centralidades, e devido a 

influência radial das mesmas, observa-se que os atributos tendem a decrescer conforme 

o bairro se afasta de uma centralidade urbana. Quanto a população vivendo em favelas, 

entende-se que uma característica peculiar do Rio de Janeiro é a presença de alguns 

poucos bairros dominados quase por completo por favelas, como é o caso por exemplo, 

da Rocinha e do Complexo do Alemão. Quanto ao índice de balneabilidade, há muitas 

descontinuidades a ponto de se aproximar de forma perfeita de uma distribuição 

exponencial, no entanto, percebemos uma pouca quantidade de bairros costeiros 

perante a quantidade de bairros no munícipio.  

As variáveis percentual domicílios recenseados ocupados (10), homicídio doloso 

(14), roubo de veículos (16) e furto de veículos (17) e menor distancia centralidade tipo 

1 (18) apresentaram distribuição próxima da constante, se aproximaram do aleatório ou 

possuíam assimetrias e descontinuidades em excesso, impedindo uma aproximação 

para os seus formatos nas distribuições mais convencionais. Percebe-se que as 

distribuições mais uniformes se devem quase sempre às variáveis ligadas a violência, 

geralmente em níveis altos, evidenciando que este fator está presente de forma 

generalizada em toda a cidade do Rio de Janeiro. 

 

Figura 5: Box-plot das variáveis utilizadas no estudo 

Na Figura 5, percebe-se a variação das médias, amplitudes, quartis e pontos 

discrepantes para cada uma das variáveis deste estudo. 

 

Análise de correlação entre os atributos: 
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Foi analisada a existência de correlação entre os atributos selecionados. Foi 

utilizado como critério de exclusão ou de tratamento das variáveis, àquelas que 

apresentassem entre si um coeficiente de correlação superior a 0,85.  

 

Figura 6: Coeficiente de correlação entre variáveis (V1=0; V24=23) 

Embora não tenham sido identificadas nenhuma correlação que 

ultrapassasse o limite estipulado de exclusão, foram analisadas todas as 

correlações que ultrapassam o valor de 0,5, cujas ocorrências são apresentadas 

a seguir: 

o 0,52: grau de verticalização (2) e postos de trabalho serviços (7) 

Á Centralidades e bairros comerciais tendem a apresentar melhores 

condições de transporte e infraestrutura. Com o passar do tempo, 

a demanda por esses locais aumenta, impulsionando a pressão 

imobiliária sob a região, acarretando a verticalização. 

o 0,68: grau de verticalização (2) e índice de desenvolvimento social (11) 

Á Em muitos dos bairros, observa-se que onde há maior atividade 

econômica, há também melhor índice de desenvolvimento. Além 

disso, áreas com uma melhor localização e infraestrutura, tendem 

a atrair uma maior demanda. Como o espaço é limitado, a 

pressão imobiliária leva à verticalização. 

o -0,72: grau de verticalização (2) e densidade domiciliar (10).  

Á O grau de verticalização reflete a alta demanda pelo espaço, e o 

consequente aumento do preço do m² da região. Dessa forma, os 

espaços verticalizados são reduzidos, o que leva a um número 

menor de moradores por unidade habitacional. 
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o -0,51: grau de verticalização (2) e distância praia fora da baía mais 

próxima (22) 

Á Reflete a maior demanda por espaços próximos às praias de boa 

balneabilidade. Quanto mais próximo dessas praias, maior a 

demanda, consequentemente, maior a verticalização do espaço. 

o 0,78: Postos de trabalho comércio (6) Postos de trabalho serviço (7)  

Á Reflete características de áreas comerciais, onde o comércio e o 

serviço se atraem mutuamente. 

o 0,56: Postos de trabalho comércio (6) Postos de trabalho ï indústria de 

transformação (8)  

Á Reflete as características de áreas comerciais.  

o 0,52: Densidade domiciliar (9) Homicídio doloso (14) 

Á Áreas com alta densidade domiciliar refletem regiões com custo 

mais baixo, onde subentende-se possuir menos presença do 

estado, policiamento, infraestrutura e oportunidades. 

o 0,67: Densidade domiciliar (9) Percentual domicílios abaixo da linha de 

pobreza (12) 

Á Áreas com alta densidade domiciliar refletem regiões com custo 

mais baixo. 

o -0,81: Densidade domiciliar (9) Índice de desenvolvimento social (11) 

o -0,72: Índice desenvolvimento social (11) Percentual domicílios abaixo da 

linha de pobreza (12) 

Á Regiões desvalorizadas refletem uma alta densidade domiciliar. 

No ANEXO II percebe-se que a composição do índice de 

desenvolvimento social leva em conta atributos relacionados 

diretamente à pobreza e a falta de infraestrutura.  

o -0,56: Percentual domicílios recenseados ocupados (10) Menor Distancia 

centralidade tipo 3 (20) 

Á Reflete a atração de demanda exercida pelas centralidades. 

o 0,56: Percentual domicílios abaixo da linha de pobreza (12) Percentual 

da população vivendo em favelas (13) 

Á Favelas são caracterizadas como regiões pobres. 

o 0,64: Homicídio doloso (14) Roubo a transeunte (15)  

o 0,64: Homicídio doloso (14) Roubo de veículos (16) 

o 0,55: Homicídio doloso (14) Furto de veículos (17) 

o 0,52: Homicídio doloso (14) Distância praia fora da baía mais próxima 

(21) 
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o 0,52: Roubo a transeunte (15) Furto de veículos (17) 

o 0,83: Roubo a transeunte (15) Roubo de veículos (16) 

o 0,64: Homicídio doloso (14) Roubo a transeunte (15)  

Á Como era esperado, ocorre grande correlação de diferentes 

tipologias de crimes em regiões violentas. Percebe-se que a 

variável roubo apresenta elevada correlação, expressando 

regiões com elevada violência, tendo em vista o roubo se 

diferenciar do furto justamente pelo uso de violência. 

o 0,79: Menor Distancia centralidade tipo 1 (18) e Menor Distancia 

centralidade tipo 3 (20) 

Á Descreve a elevada mobilidade entre centralidades. 

Característica esperada, tendo em vista ter sido utilizada a 

variável tempo de deslocamento e não distância entre 

centralidades. Os modais trem, Metrô e corredores rápidos de 

trânsito contribuem para esse índice de correlação. 

 

Análise geográfica qualitativa: 

 No ANEXO III foram plotadas as variáveis para cada bairro visando propiciar 

uma análise qualitativa que permitisse indicar, de forma preliminar, a presença de 

dependência espacial entre os atributos. A partir dessa análise, foi possível constatar 

novamente as conclusões obtidas por meio da análise pelo coeficiente de Pearson e 

dos histogramas descritas nessa seção. Na Figura 7, é possível ainda perceber como a 

variável dependente, preço venal médio se relaciona com os atributos estudados. 
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Figura 7: Preço venal médio por bairro 

As variáveis criadas, relacionadas a distância das centralidades e das praias, 

comprovaram a influência espacial que essas medidas possuem no restante do conjunto 

de dados. A identificação de pontos mais desvalorizados coincide com variáveis 

atreladas a baixa qualidade de vida e dificuldade de acesso de centralidades e praias, 

Figura 8. Por outro lado, pontos altamente valorizados coincidem com variáveis ligadas 

a alta qualidade de vida e facilidade de acesso as centralidades e praias. Também é 

possível notar como as variáveis ligadas a urbanização e a densidade acompanham a 

demanda por regiões mais valorizadas. 
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Figura 8: Quantidade homicídios dolosos proporcional à distancia das praias 

 

Pontos altamente valorizados, por outro lado, coincidem com variáveis ligadas a 

alta qualidade de vida e facilidade de acesso as centralidades e praias. Dessa forma, é 

possível notar como as variáveis ligadas a urbanização e densidade acompanham a 

demanda por regiões mais valorizadas. A Figura 9 ilustra esse fenômeno: 

 

 

Figura 9: Verticalização é maior próximo à praias e centralidades importantes 
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Registra-se aqui a possibilidade adicional de um estudo acerca da 

autocorrelação espacial dos atributos de forma quantitativa, como por exemplo por meio 

do índice global de MORAN [110], que visa identificar a magnitude da autocorrelação 

espacial entre as áreas, que não foi realizada nesse trabalho. 

 

5.5 Criação da rede complexa 

Conforme mencionado na Seção 2, o mercado imobiliário pode ser descrito como 

um conjunto de segmentos de mercado inter-relacionados [8, 9, 11]. O conceito de um 

submercado é baseado na ideia de bens substitutos. Imóveis com características 

semelhantes tendem a terem seus preços equalizados e serem bons substitutos entre 

si. 

Sendo assim, para a criação da rede complexa, foram definidos os bairros como 

nós e a similaridade entre eles como arestas. Como todos os bairros possuem, em maior 

ou menor grau, alguma similaridade entre si, foi utilizado um critério de corte, definido 

nessa seção, visando tornar a rede mais limpa e evitar que fosse totalmente conectada. 

Diversas métricas podem ser utilizadas como medidas de similaridade. Para este 

trabalho foi explorada a medida de similaridade do cosseno, pois é uma métrica de 

simples implementação e compreensão. Dados dois vetores ὺᴆ and ύᴆ de dimensão ὔ, à 

similaridade do cosseno entre eles é calculada conforme Equação 1: 

 

 
ὅέίίὩὲέὺᴆȟύᴆ    

ὺᴆ z ύᴆ

ȿὺᴆȿ ȿύᴆȿ 
    

В ὺ ύ

В ὺ В ύ

 
(24) 

 

Em síntese, a interpretação geométrica dessa métrica é o cosseno do ângulo 

entre os dois vetores. Sendo assim, quanto mais próximos forem entre si, menor o 

ângulo entre os vetores, e, consequentemente, maior será o valor do cosseno entre 

eles. Dessa forma, bairros com alta similaridade apresentarão pequenos ângulos entre 

si, considerando o hiperespaço de todos os atributos. O valor dos cossenos e das 

similaridades variam no intervalo [-1,1], no entanto, foram normalizados no intervalo 

[0,1], onde o valor 0 significa bairros ortogonais entre si, sem nenhuma similaridade, e 

1 bairros exatamente iguais. 

Após diversas tentativas experimentais por meio da variação do limite de corte 

para ligações por similaridade, a melhor partição foi obtida por meio do uso do 3º quartil 

do histograma de similaridades entre os bairros. O valor corresponde a uma similaridade 

de 0,89591, conforme apresentado no box-plot a seguir. 
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Figura 10: Box-plot similaridade entre bairros 

 

Verificou-se que para valores mais baixos de similaridade, a rede tende a ficar 

muito poluída e de difícil interpretação. Já para valores de corte muito altos, a rede 

perdia a conexão entre o componente gigante e os subgrafos, tornando a utilização da 

mesma ineficiente para avaliar a interrelação entre bairros e submercados. 

 

5.6 Detecção de comunidades 

De acordo com BARABÁSI [69], a estrutura de comunidades de uma rede 

complexa está entalhada em seu diagrama de arestas e nós, e comunidades podem ser 

definidas como subgrafos com alta densidade de conexões locais. Nesse estudo, as 

comunidades encontradas na rede serão tratadas como submercados imobiliários, 

sendo cada nó por si só a menor unidade possível para formação de um submercado. 

Na tarefa de detecção de comunidades, o número e tamanho de comunidades 

são incógnitas a uma primeira abordagem. Uma forma de defini-los é realizar a partição 

da rede por meio das modularidades de suas comunidades, que consistem em valores 

escalares no intervalo [-1, 1], medindo a densidade de ligações dentro e entre as 

comunidades. Em uma rede complexa ponderada, a modularidade é dada pela Eq. (28) 

NEWMAN [111]: 

 

 ὗ    ὃ ὧὧ‏  
ȟ

, (25) 
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onde ὃ  representa os pesos das arestas Ὥ e Ὦ, Ὧ é a soma dos pesos das arestas 

ligadas ao vértice Ὥ, ὧ  é a comunidade a qual o vértice Ὥ é atribuído, a função ɿόȟὺ é 

1 se ό ὺ e 0, caso contrário, e ά  πȢυ В ὃ . 

Assim, a modularidade permite a avaliação de uma partição de comunidade e 

oferece uma abordagem de otimização para detecção de comunidade: quanto maior a 

modularidade de uma partição de rede, melhor será a detecção de suas comunidades. 

Ainda assim, o número de partições cresce mais rápido do que exponencialmente com 

o tamanho da rede e os algoritmos precisam identificar as comunidades sem inspecionar 

todas as partições, como afirma BARABÁSI [69]. Para este trabalho, foi escolhido o 

método de Louvain, proposto por BLONDEL et al. [112] para se detectar comunidades. 

Trata-se de um algoritmo guloso baseado na otimização da modularidade de grafos 

ponderados. 

 

5.7 Extração de métricas e propriedades 

A partir da rede criada, foram extraídas métricas que pudessem ser atribuídas a 

cada nó e não à rede de forma geral. Dessa forma, foram escolhidas algumas das 

métricas disponíveis na biblioteca NetworkX [87], em linguagem Python [85], sendo 

essas identificadas abaixo. Todas as métricas e propriedades foram extraídas e 

normalizadas no intervalo [0,1]. 

Average neighbor degree:  

Consiste na soma dos graus dos nós vizinhos de cada um dos nós que compõem 

a rede, dividida pelo número de vizinhos. 

 

Degree centrality: 

Consiste na definição do grau de cada nó, conforme descrito na seção anterior. 

A interpretação de centralidade dessa métrica é a de que um nó é importante na 

rede caso tenha muitos vizinhos. 

 

Closeness centrality: 

Para cada um dos nós que compõem a rede, é calculada a distância mínima 

para todos os outros nós que podem ser alcançados partindo desse nó inicial. A 

métrica consiste na média dessas distâncias mínimas obtidas e é calculada para 

cada um dos nós.  

 

Betweenness centrality: 
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Para cada nó da rede, é calculado o número de caminhos mais curtos entre pares 

de nós que passam pelo nó em análise. Posteriormente a métrica é obtida pela 

fração desse número de caminhos mais curtos que passam pelo nó em análise 

pelo número total de caminhos mais curtos existentes na rede [113]. 

 

Harmonic centrality: 

Consiste no mesmo principio da métrica Closeness centrality com a única 

diferença de que, em seu cálculo, as distâncias mínimas são obtidas a partir de 

suas inversas. 

 

Number of cliques: 

Consiste na quantidade de cliques maximais para cada nó, conforme descrito na 

seção anterior. 

 

Clustering coefficient: 

Corresponde ao coeficiente de clusterização descrito na seção anterior. 

 

Eigenvector centrality: 

Corresponde ao cálculo da centralidade de um nó a partir da relevância dos nós 

vizinhos. A métrica para cada nó corresponde ao valor coincidente à sua posição 

no maior autovetor possível para o grafo [114].  
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6 Resultados e discuss«o 

6.1 Apresentação da rede preliminar obtida 

A figura abaixo mostra a rede obtida, utilizando-se o layout proposto por 

FRUCHTERMAN e REINGOLD [115]. Cada cor representa uma comunidade 

identificada por meio de sua modularidade e representa, portanto, um submercado. O 

tamanho dos nós corresponde ao grau dos mesmos. A identificação dos nós conta no 

Anexo VIII. 

 

 

Figura 11: Rede complexa com comunidades identificadas 

 

A detecção de comunidades retornou um total de 7 comunidades bem definidas. 

No entanto, dos 161 bairros, apenas 139 estão presentes na rede. O motivo é o de que 

muitos bairros não possuem similaridade alta com outro par. Enquanto em alguns casos 

isso pode demonstrar a necessidade de mera exclusão do registro, em outros é 

necessário um tratamento especial. Exemplos de bairros excluídos foram reservas 

ecológicas, bairros militares, universitários ou prisionais. (Respectivamente Grumari, 

Cidade Militar e Campo dos Afonsos, Cidade Universitária e Gericnó). Essa exclusão foi 

motivada pela constatação de que não há comércio imobiliário significativo nesses 

bairros.  
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Já outros bairros com alto grau de centralidade, como Centro e Barra da Tijuca 

foram considerados submercados isolados. Nesses casos, devido a intensa atividade 

imobiliária. Esses bairros tendem a não possuírem registros similares devido à alta 

presença de empregos, transportes e peculiaridades urbanísticas, fazendo deles 

outliers. Embora de grande importância para a cidade, as tentativas de incluir esses 

bairros na rede acabaram por resultar em limites de similaridade muito baixos, tornando 

a rede totalmente conectada e retirando a capacidade de interpretação da mesma. 

Outros bairros foram também considerados como submercados isolados, devido 

as suas peculiaridades, como a favela da Rocinha, a ilha de Paquetá ou o bairro de Alto 

da Boa Vista, isolado geograficamente. 

A Figura 12 permite a visualização geográfica dos bairros com as cores 

correspondentes às comunidades as quais foram categorizados. 

 

 

Figura 12: Localização geográfica das comunidades 

 

A Figura 12 mostra que não há necessariamente contiguidade espacial entre os 

submercados obtidos, conforme BORST [35]. As comunidades geradas serão discutidas 

no tópico 6.3. 
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6.2 Análise métricas e propriedades da rede preliminar 

A partir dos valores normalizados das métricas e propriedades extraídas, foi 

realizado um estudo estatístico visando compreender como elas se comportam dentro 

de cada uma das comunidades obtidas. A Figura 13 apresenta o resultado obtido. 



65 

 

 

Figura 13: Métricas e propriedades da rede 
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As comunidades 2 e 7 tiveram seus valores zerados para todas as métricas, pois 

tratam-se de comunidades de apenas dois nós interligados entre si cada. Observou-se 

grande semelhança entre os gráficos das métricas Eigenvector centrality e Degree 

centrality. Já os gráficos da Harmonic centrality e Closeness centrality essa semelhança 

foi ainda mais notável, o que era esperado, visto que ambas consistem em 

representações matemáticas distintas de uma mesma medida. 

Average neighbor degree: as comunidades 3, 1 e 6 apresentam, nessa ordem, 

os maiores valores dessa métrica. Como pode ser visualizado na rede, essas 

comunidades são as maiores da rede em número de nós. Além disso, seus nós são 

altamente conectados entre si e fazem também ligações com várias outras 

comunidades, motivo pelo qual a média dos graus vizinhos tende a ser alta. A 

comunidades 4, mesmo apresentando seus nós bastantes interligados entre si, possui 

somente 6 nós que não fazem ligações com outras comunidades e por isso, o grau dos 

vizinhos tem magnitude menor do que as outras comunidades. A comunidade 5 

apresenta-se também com poucos nós, no entanto, seus nós conectam-se com a 

comunidade 3, motivo pelo qual o grau médio dos vizinhos tende a ser mais alto. 

Degree centrality: novamente, a comunidades 3, 1 e 6 apresentam maiores 

valores. A comunidade 3 possui 48 nós e é a maior comunidade da rede, seguida pela 

comunidade 6 com 40 nós e a comunidade q com 29 nós. O motivo da comunidade 1, 

mesmo menor do que a comunidade 6, apresentar centralidade de grau maior, é que 

seus nós são amplamente conectados entre si e entre as comunidades 3 e 6.  As 

comunidades 4 e 5 apresentaram valores mais baixos por terem seus nós menos 

conectados entre si e entre outras comunidades. 

Closeness centrality e Harmonic centrality: Poucas diferenças são notadas entre 

os gráficos dessas duas métricas. Novamente, houve predominância das comunidades 

1, 3 e 6, porém, para essa métrica é mais difícil distinguir se existe uma hierarquia entre 

essas comunidades. Já a comunidade 5 apresentou uma diferença mais significativa 

para a comunidade 4, embora ambas apresentem valores mais baixos do que as 

comunidades 1, 3 e 6. 

Betweeness centrality: A comunidade 4 apresentou valores praticamente 

zerados, visto não estar conectada ao restante da rede, portanto, só leva em conta os 

caminhos mais curtos dentro da própria comunidade divididos por todos os caminhos 

mais curtos possíveis na rede. A comunidade 1, diferente das outras métricas, 

apresentou valores acima apenas da comunidade 4. A comunidade 5 mostrou 

comportamento próximo das comunidades 3 e 6, apesar de possuir menos nós menos 
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conectados. No entanto, a comunidade 5 também apresentou o desvio padrão mais alto, 

evidenciando que provavelmente alguns de seus n·s serve de ñatalhosò, enquanto 

outros nós presentes na comunidade 5 não fazem parte do caminho mais curto de outros 

nós. A comunidade 3 apresentou um valor máximo acima de todas as outras 

comunidades, o que pode significar um ou mais alguns poucos nós que fazem parte de 

muitos caminhos mais curtos. 

Number of cliques: As comunidades 4 e 5 apresentaram poucos cliques, 

tornando-se praticamente invisíveis no gráfico. A comunidade 3 se destacou 

apresentando maior valor máximo e também maior média, porém, com um desvio 

padrão alto, o que pode indicar que alguns poucos nós com valores extremamente altos 

possam estar dominando o comportamento dessa métrica. As comunidades 1 e 6 

apresentaram valores próximos entre si. 

Clustering coefficient: A comunidade 5 apresentou alto valor máximo porém 

baixa média e alto desvio padrão. Uma análise da rede leva a crer que esse fato se deve 

às conexões com a comunidade 3, levando que uns poucos nós alterem as estatísticas 

da comunidade de forma a descaracterizá-la. A comunidade 1 apresentou maior média 

e máximo, possivelmente pelas densidades de suas conexões internas e externas. A 

comunidade 4 também apresentou altos valores pois, apesar de não fazer ligações com 

o restante da rede, seus nós são altamente conectados entre si. 

Eigenvector centrality: Apresentou valores muito próximos da métrica Degree 

centrality com leve alternância de dominância entre as comunidades 1 e 3. Os valores 

da comunidade 5 foram mais baixos e deixaram de ser comparáveis com as outras 

comunidades conforme ocorria com a métrica Degree centrality. 

Na Figura 14 podem ser observadas as correlações entre as métricas extraídas. 

 

Figura 14: Correlação métricas 
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Os altos índices de correlação explicam o motivo de alguns dos gráficos serem 

tão similares entre si. Conforme já mencionado, as métricas Closeness e Harmonic são 

diferentes formulações matemáticas para uma mesma medida, explicando sua 

correlação perfeita.  

A Figura 15 mostra os histogramas obtidos para as métricas em estudo, para 

todos os nós da rede.  

 

 

Figura 15: Histogramas esquerda e box plot direita 

 

Percebe-se uma distribuição exponencial para as métricas Betweeness centrality 

(3) e Number of cliques (5) e, de forma aproximada, para as métricas Degree (1) e 

Eigenvector centrality (7). As métricas Closeness (2) e Harmonic centrality (4) se 

aproximam de um histograma normal com assimetria à direita ou positiva. A métrica 

Cluster coefficient (6) apresenta assimetria menos marcante. A métrica Average 

neighbor degree (0) apresenta um histograma indefinido, com alguns picos e muitos 

valores próximos ao valor máximo. 

A análise do box-plot permite avaliar a influência dos outliers nas métricas. Nas 

métricas Closeness (2), Harmonic centrality (4), e Cluster coefficient (6) os outliers se 

apresentam como valores muito baixos, possivelmente devido às comunidades que não 

se interligam ao componente gigante. Já nas métricas Betweeness centrality (3), 

Number of cliques (5) ocorre a presença de outliers de valores muito altos enquanto a 

maioria dos bairros apresentam valores baixos. 

A métricas Average neighbor degree (0), Closeness (2) e Harmonic centrality (4) 

Cluster coefficient (6) apresentaram medianas altas, embora somente a métrica (0) 

tenha seu histograma mais espalhado. As métricas Degree (1) e Eigenvector centrality 
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(7) apresentaram valores médios mais baixos e bem espalhados, sem a presença de 

outliers.  

 

6.3 Análise das comunidades preliminares 

Para cada um dos atributos foi gerada a média para os bairros de cada 

comunidade. Dessa forma, tornou-se possível visualizar o perfil de cada comunidade, 

conforme Figura 16. 

 

 

Figura 16: Média de cada atributo por comunidade 

 

A comunidade 1 possui 29 bairros, como Bangu e Realengo, com 

desenvolvimento social acima da média e que mais se diferencia das demais por seus 

altos valores de características relacionadas à violência. Apesar de estar relativamente 

próxima das centralidades da cidade, é a mais distante de todas as comunidades das 

praias e apresenta o menor percentual de casas alugadas, o que é uma evidência de 

desvalorização imobiliária. A Comunidade 2 é composta apenas pelos bairros de 

Botafogo e Tijuca e, embora separados geograficamente, ambos são centralidades 

regionais com bom índice de transporte e altos indicadores de emprego. A comunidade 

3 possui 48 bairros como Andaraí e Méier e pode ser considerada uma comunidade 

média porque não foram detectados valores extremos em aspectos bons ou ruins. A 

comunidade 4 possui 6 bairros distantes do CDB, como Camorim e Vargem Grande, 

que apresentam baixa densidade territorial, baixo desenvolvimento social e área 

construída, baixos valores de violência, sugerindo bairros isolados com baixa demanda 

de proprietários e urbanização incipiente. A Comunidade 5 possui 10 bairros das áreas 
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mais valorizadas da cidade, como Humaitá e Copacabana, e seu padrão médio revela 

uma área bastante urbanizada e economicamente ativa, com bom desenvolvimento 

social e bem localizada em relação às centralidades e praias. A comunidade 6 possui 

40 bairros, como Parada de Lucas e Manguinhos, e representa bairros densamente 

povoados. No entanto, apresenta mais edifícios comerciais do que residenciais e 

condições mais degradadas quando comparadas à comunidade 3, com baixo 

desenvolvimento social, alta violência e pobreza. A comunidade 7 é composta pelos 

bairros da Urca e Leme e se diferencia da comunidade 5 por apresentar características 

mais residenciais e ausência de transporte público coletivo além de algumas linhas 

normais de ônibus. 

Visando compreender a forma como os preços se comportam nos diferentes 

submercados, foi elaborado o gráfico da figura 17, de onde foram extraídos da Planta 

Genérica de Valores do Munícipio do Rio de Janeiro [107], os percentis 25, 50, 75 e 100 

dos preços das diferentes ruas de cada bairro que compõe cada comunidade. Esses 

valores foram colocados em ordem crescente para cada comunidade e posteriormente 

normalizados entre seus máximos e mínimos no intervalo [0,1]. 

 

 

Figura 17: Percentis PGV por comunidade obtida 

 

Na comunidade 1, percebe-se baixo valor de mercado na totalidade das ruas 

analisadas de forma homogênea, em todos os percentis. A comunidade 2, apresenta-

se como a terceira mais valorizada e ainda uma desigualdade maior entre os diferentes 

percentis, indicando locais da maior valorização dentro de seu território. A comunidade 

3 apresenta quase totalidade de seus bairros com valores baixos, similar a comunidade 
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1, no entanto, apresenta ainda uma parcela de bairros mais valorizados, sendo que, 

dentro desses bairros, as suas ruas possuem valores razoavelmente homogêneos. A 

comunidade 4 apresenta bairros pouco valorizados com pequena diferença de valor 

entre bairros e suas ruas. A comunidade 5 é a mais valorizada da rede, embora nota-

se, portanto, que é também a que apresenta maior desigualdade entre os percentis 

menos valorizados e aqueles de maior valor. A comunidade 6 é similar a comunidade 1, 

apresentando, no entanto, ligeira desigualdade entre os diferentes percentis em seus 

bairros mais valorizados. A comunidade 7 é a segunda mais valorizada da rede, e 

apresenta comportamento similar a comunidade 5, embora possua apenas dois bairros. 

 

6.4 Análise comparativa de novos cenários 

Visando analisar de forma mais aprofundada a rede obtida, foram realizados uma 

série de testes e tratamentos para entender o comportamento das comunidades, o 

impacto das métricas e das variações do limite de corte das similaridades. Foram 

geradas novas redes através da análise de componentes principais e da transformação 

de Yeo-Johnson [116], conforme elencado nos subtítulos dessa seção. 

Para definição do melhor limite de corte, visando escolher a melhor rede obtida 

para cada um dos cenários, foi utilizada o seguinte método: primeiramente foi 

estabelecido limite de corte igual a 0,5. Esse limite foi acrescido de um décimo até que 

o componente gigante começasse a apresentar qualquer desagregação. A partir do 

ponto em que o componente gigante começasse a ser reduzido em função de nós que 

passassem a compor subgrafos na rede, foi realizada análise lógica de incoerências, a 

partir de bairros que empiricamente são conhecidos por não haverem substitutos 

próximos. Dessa forma, caso bairros peculiares não tivessem sido removidos da rede, 

foi verificada a comunidade dentro do componente gigante com o menor número de 

componentes e, caso esse número ainda se apresentasse alto, o cenário era excluído. 

 Assim que a maior parte dos bairros com alta singularidade foram removidos do 

componente principal ou constassem em comunidades com quantidade de 

componentes compatíveis, os incrementos no limite passaram a ser realizados em 

centésimos, visando obter o ajuste fino da rede e eliminar a maior incidência de 

incoerências possível. Esse incremento foi realizado até o ponto em que o componente 

gigante apresentasse elevado grau de desagregação, onde a análise era encerrada. 

Cabe ressaltar que, com o aumento do limite, a tendência é de uma modularidade cada 

vez mais alta e comunidades cada vez mais definidas. No entanto, o limite máximo igual 

à 1,0 acaba por gerar uma rede totalmente desconectada, sem qualquer utilidade 

analítica para os fins desse estudo, impedindo ainda a verificação das interrelações 
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entre comunidades e bairros. Sendo assim, há de se comentar que a definição do limite, 

em última instância, possui certo grau de subjetividade e se apresenta atrelada à 

finalidade e o nível de agregação com que se pretende realizar a análise dos dados, 

além do conhecimento do especialista que esteja verificando a coerência das 

comunidades formadas. 

 

6.4.1 Conjunto original 

Nesse ponto o código utilizado no trabalho foi alterado visando automatizar o 

processo, havendo mudanças em algumas bibliotecas utilizadas, como a NetworkX 

[106] em detrimento ao cálculo anterior feito no software GEPHI [86]. Com isso, alguns 

valores foram alterados, fazendo com que os resultados anteriores necessitassem de 

ser descartados, visando uma comparação mais fidedigna para as análises posteriores. 

Foi constatado que do limite 0,50 a 0,80, nenhum bairro foi excluído da rede e 

dentre todos os testes, a menor comunidade obtida possuía 14 bairros, o que 

possibilitou descartar todas essas redes, tendo em vista de que esse fato faria com que 

bairros com baixíssima similaridade fossem substitutos entre si, a título de exemplo, o 

bairro Ilha de Paquetá deveria ter 13 substitutos, o que se sabe não ser verdade tendo 

em vista as peculiaridades desse bairro. 

Como a maior quantidade de bairros se concentra com similaridade próxima ao 

terceiro quartil ~0,89, a partir do limite 0,80, foi reduzido o intervalo incremental entre os 

cortes. Do intervalo 0,85 até o intervalo 0,89, foram constatadas algumas incoerências 

nas comunidades formadas, como, por exemplo, o bairro Maracanã como substituto do 

bairro Leblon. No entanto, no limite 0,89, a maioria das comunidades já apresentava 

melhor definição, embora fosse nítida a necessidade de um maior número de divisões. 

A partir do limite 0,90, tanto as comunidades do componente principal quanto 

aquelas fora dele tiveram melhoras em suas coerências, embora algumas 

inconsistências ainda tenham se apresentado, como por exemplo, a presença do bairro 

Alto da Boa Vista no mesmo grupo do que os bairros da Ilha do Governador e Méier. A 

partir do limite de 0,91, houve um salto de melhora, com a remoção de diversas 

incoerencias, e constatou-se que, até o limite 0,93, os bairros que estavam gerando 

inconsistências na rede foram sendo eliminados do componente principal a cada 

incremento do limite, gerando bons resultados. De 0,93 em diante, apesar do incremento 

constante da modularidade, o componente gigante apresentou desagregação, 

passando para um total de 102 para o limite de 0,95, contra os 152 nós do componente 

gigante inicial. Com isso, considerou-se que a perda da visualização das interrelações 

entre comunidades não justificaria a ampliação do limite de corte. De certa forma, o 
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esperado é que quanto maior o limite, maior a modularidade da rede e melhor a 

caracterização de cada subgrupo, no entanto, a partir do limite 0,94 em diante, 

entendeu-se que passou a se haver uma necessidade de sobrepesar a escolha entre 

comunidades mais bem definidas ou uma rede mais bem conectada, portanto que 

permitisse uma análise das interrelações entre comunidades. Dessa forma, foi 

considerada como a melhor rede aquela obtida a partir do limite 0,93, embora algumas 

incoerências tenham sido mantidas como os bairros Leblon e Maracanã na mesma 

comunidade, embora não ligados diretamente, indicando a existência um caminho de 

arestas e outros nós entre eles. A Tabela 11 apresenta um resumo dos testes 

realizados. A modularidade do componente gigante aumentou conforme o aumento do 

limite, demonstrando melhor definição das comunidades, conforme era esperado. a 

Tabela 11: Variação dos limites e resultados obtidos (conjunto original) 

 

Limite 

Inferior

Bairros fora do 

CG

Componente gigante

(CG)

Quantidade de comunidades 

no CG
Modularidade

0,50 -

Number of nodes: 152

Number of edges: 11319

Average degree: 148.9342

3 [34, 61, 57] 0.017

0,60 -

Number of nodes: 152

Number of edges: 10747

Average degree: 141.4079

3 [32, 60, 60] 0.029

0,70 -

Number of nodes: 152

Number of edges: 9256

Average degree: 121.7895

3 [62, 37, 53] 0.053

0,80 -

Number of nodes: 152

Number of edges: 6596

Average degree: 86.7895

4 [57, 14, 59, 22] 0.097

0,85 3 [1]

Number of nodes: 149

Number of edges: 4807

Average degree: 64.5235

6 [52, 10, 59, 2, 20, 6] 0.130

0,86 3 [1]

Number of nodes: 148

Number of edges: 4420

Average degree: 59.7297

5 [8, 58, 31, 13, 38] 0.143

0,87 3 [1]

Number of nodes: 148

Number of edges: 3967

Average degree: 53.6081

5 [53, 32, 35, 8, 20] 0.159

0,88 3 [1]

Number of nodes: 147

Number of edges: 3527

Average degree: 47.9864

5 [19, 25, 45, 7, 51] 0.179

0,89
1 [2]

5 [1]

Number of nodes: 145

Number of edges: 3041

Average degree: 41.9448

5 [58, 44, 26, 7, 10] 0.200

0,90
2 [2]

5 [1]

Number of nodes: 143

Number of edges: 2487

Average degree: 34.7832

5 [51, 54, 18, 7, 13] 0.224

0,91

1 [7]

2 [2]

11 [1]

Number of nodes: 130

Number of edges: 2020

Average degree: 31.0769

4 [52, 43, 28, 7] 0.247

0,92

1 [7]

2 [2]

12 [1]

Number of nodes: 129

Number of edges: 1605

Average degree: 24.8837

4 [44, 42, 32, 11] 0.279

0,93

1 [6]

2 [2]

16 [1]

Number of nodes: 126

Number of edges: 1175

Average degree: 18.6508

6 [32, 37, 11, 20, 16, 10] 0.321

0,94

1 [6]

1 [5]

1 [3]

2 [2]

20 [1]

Number of nodes: 114

Number of edges: 792

Average degree: 13.8947

7 [27, 34, 2, 19, 3, 19, 10] 0.384

0,95

1 [5]

1 [3]

4 [2]

34 [1]

Number of nodes: 102

Number of edges: 503

Average degree: 9.8627

9 [26, 4, 17, 5, 12, 10, 5, 2, 21] 0.476
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6.4.2 Análise de componentes principais (PCA) 

Foi realizada decomposição em componentes principais da base de dados 

original, de forma que a combinação linear dos atributos foi capaz de produzir 14 

componentes capazes de explicar 90% da variância do conjunto. A Figura 18 ilustra a 

forma como cada um dos componentes contribuí na explicação do conjunto de dados. 

 

 

Figura 18: Componentes principais obtidos 

 

Procedeu-se então aos testes de variação dos limites. O limite de 0,50 

apresentou componente gigante sem nenhuma desagregação e a menor comunidade 

com 26 componentes. O limite de 0,60 apresentou apenas a remoção de um único bairro 

do componente gigante, com a menor comunidade com 8 componentes. A partir do 

limite de 0,70, foi necessária análise mais aprofundada, tendo em vista o salto de 

redução no tamanho do componente gigante, com a perda de um componente contendo 

13 bairros, verificados como sendo os bairros da Ilha do Governador. Dessa forma, 

foram reduzidos os incrementos do limite para a casa dos centésimos. De 0,70 até 0,73, 

apesar de bons grupos formados, ainda havia a presença de incoerências em algumas 

poucas comunidades, como, por exemplo, a comunidade 2, que apresentava bairros 

como Tijuca, Leblon, Maracanã, Del Castilho entre outros, o que se sabe de antemão 

que não são substitutos próximos entre si. A comunidade 3 também apresentou algumas 

incoerências, unindo bairros como Urca, Jardim Botânico e Alto da Boa Vista. As outras 

comunidades apresentaram boa coerência. Para remover incoerências o limite foi 

aumentado progressivamente até 0,80, porém, foi constatada muita desagregação da 

rede e, embora alguns grupos com grande coerência tenham sido gerados, algumas 

incoerências não foram possíveis de serem removidas. Importante notar que a partir do 

limite de 0,75 em diante, houve divisão do componente gigante em dois grandes 
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componentes, sendo que já no limite 0,76, ambos possuíam exatamente o mesmo 

tamanho. Até o limite de 0,73 a rede ainda apresentava um número razoável de 

incoerências, no entanto, considerando a divisão do componente gigante, visando 

manter a comparabilidade com os outros cenários, o limite de 0,73 foi escolhido como a 

melhor rede gerada através da análise de componentes principais.  

A modularidade apresentou aumento proporcional ao aumento do limite, no 

entanto, após a divisão do componente gigante, houve impossibilidade de análise da 

modularidade, tendo em vista que a partir do momento em que coexistem componentes 

gigantes com tamanhos similares, não há como escolher qual dos dois será objeto da 

análise. 
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Tabela 12: Variação dos limites e resultados (conjunto PCA) 

 

*Resultado inválido, por haver dois CGôs com exatamente o mesmo tamanho. 

Limite 

Inferior

Bairros fora do 

CG

Componente gigante

(CG)

Quantidade de comunidades no 

CG
Modularidade

0,50 -

Number of nodes: 152

Number of edges: 1320

Average degree: 17.3684

4   [40, 26, 54, 32]  0.551

0,60 1 [1]

Number of nodes: 151

Number of edges: 811

Average degree: 10.7417

8   [19, 25, 13, 33, 17, 13, 23, 8]  0.645

0,70
1 [13]

7 [1]

Number of nodes: 132

Number of edges: 407

Average degree: 6.1667

9   [18, 25, 18, 17, 14, 8, 5, 16, 11]  0.716

0,71

1 [12]

1 [2]

9 [1]

Number of nodes: 129

Number of edges: 370

Average degree: 5.7364

9  [19, 24, 15, 17, 12, 8, 5, 17, 12]  0.728

0,72

1 [11]

1 [8]

2 [2]

11 [1]

Number of nodes: 118

Number of edges: 310

Average degree: 5.2542

7  [20, 25, 11, 19, 16, 12, 15]  0.712

0,73

13 [1]

1 [11]

1 [8]

1 [9]

2 [2]

Number of nodes: 107

Number of edges: 272

Average degree: 5.0841

7  [20, 26, 16, 15, 16, 11, 3] 0.720

0,74

1 [50]

1 [11]

1 [8]

1 [7]

1 [3]

1 [2]

18 [1]

Number of nodes: 53

Number of edges: 123

Average degree: 4.6415

4  [16, 16, 11, 10] 0.573

0,75

1 [48]

1 [11]

1 [8]

1 [7]

1 [3]

3 [2]

21 [1]

Number of nodes: 48

Number of edges: 112

Average degree: 4.6667

5  [3, 14, 6, 14, 11] * 0.576

0,76

1 [47]

1 [11]

1 [8]

1 [7]

1 [3]

1 [2]

22 [1]

Number of nodes: 48 

Number of edges: 102 

Average degree:   4.2500

5  [2, 12, 13, 10, 11]  0.592

0,77

1 [46]

1 [45]

1 [11]

1 [8]

1 [6]

1 [3]

4 [2]

25 [1]

Number of nodes: 46 

Number of edges: 92 

Average degree:   4.0000

4  [11, 12, 12, 11]  0.604

0,78

1 [39]

1 [11]

1 [8]

1 [6]

1 [3]

5 [2]

31 [1]

Number of nodes: 44 

Number of edges: 83 

Average degree:   3.7727

5 [7, 8, 9, 9, 11]  0.617

0,79

1 [38]

1 [11]

1 [7]

2 [3]

5 [2]

31 [1]

Number of nodes: 40 

Number of edges: 73 

Average degree:   3.6500

5 [9, 11, 9, 8, 3]  0.635

0,80

1 [18]

1 [17]

1 [11]

1 [7]

1 [5]

3 [3]

6 [2]

36 [1]

Number of nodes: 37

Number of edges: 65

Average degree: 3.5135

5  [10, 10, 10, 3, 4]  0.620
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6.4.3 Transformação de Yeo-Johnson (YJ) 

Visando tornar a distribuição do conjunto inicial de dados mais próxima a 

distribuição Gaussiana, foi realizada a transformação de Yeo-Johnson [116]. Os testes 

com os limites se iniciaram pelo limite de 0,50, onde foi verificada grande presença de 

incoerências nas comunidades. Para esse cenário, notou-se que as remoções dos nós 

do componente gigante ocorreu de forma gradual conforme o acréscimo do limite. Dessa 

forma, foi necessário reduzir os incrementos do limite para a casa dos centésimos já a 

partir do valor de 0,60, visando melhor compreender o comportamento da rede. Ao 

contrário do cenário com o PCA, os nós removidos ficaram em sua maioria isolados ou 

formaram comunidades pequenas quando fora do componente gigante. 

Apesar dos incrementos dos limites, foi observada a impossibilidade de eliminar 

completamente as incoerências em algumas comunidades. Em análise dessa 

ocorrência, observou-se que a medida que alguns bairros foram se ligando, 

inevitavelmente, acabavam por manter-se em uma mesma comunidade, bairros 

distintos, porém que, dentro dessa comunidade, o caminho entre esses bairros acabava 

sendo superior ao caminho médio dentro desta comunidade. Por esse motivo, optou-se 

por uma rede que preservasse a maior quantidade de nós possíveis com o menor 

número de incoerências. Foi escolhida então a rede formada a partir do limite 0,64, 

tendo em vista esta possuir uma maior modularidade e número de comunidades, sendo 

que, a partir do limite seguinte, foi constatada uma queda da modularidade devido a 

separação de um conjunto de bairros, observando uma tendência de subida posterior. 

Além disso, esse limite preservou uma grande parte dos nós e, tendo em vista que os 

limites superiores não foram capazes de eliminar as incoerências constatadas, foi 

entendido que essa seria a melhor escolha para esse estudo. 
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Tabela 13: Variação dos limites e resultados (conjunto YJ) 

 

 

6.4.4 Combinação de PCA + YJ 

Para o limite definido por 0,50 não houve remoção de nós do componente 

gigante. Ao elevar o limite para 0,60, verificou-se a o início do processo de 

decomposição do componente gigante, o que levou, por cautela, a investigar também o 

limite de 0,65, que por não ter trazido grande alterações, voltou-se ao incremento padrão 

previsto, para o limite 0,70. No limite 0,70 foram investigadas as comunidades formadas, 

onde foi verificado uma série de incongruências, porém, como já foi constatada nesse 

momento, a formação de comunidades coerentes, optou-se por reduzir o incremento do 

limite para um centésimo, permitindo melhor visualização da progressão da rede. O 

limite foi aumentado dessa forma até 0,77. Foi percebido, tanto na coerência dos bairros 

Limite 

Inferior

Bairros fora do 

CG

Componente gigante

(CG)

Quantidade de comunidades no 

CG
Modularidade

0,50
1 [2]

3 [1]

Number of nodes: 147

Number of edges: 877

Average degree: 11.9320

7 [13, 31, 10, 31, 43, 4, 15]  0.620

0,60
1 [2]

11 [1]

Number of nodes: 139

Number of edges: 480

Average degree: 6.9065

8 [11, 14, 21, 26, 32, 9, 14, 12]  0.700

0,61
1 [2]

14 [1]

Number of nodes: 138

Number of edges: 454

Average degree: 6.5797

9 [12, 14, 11, 20, 32, 4, 14, 5, 26]  0.709

0,62
2 [2]

14 [1]

Number of nodes: 134

Number of edges: 419

Average degree: 6.2537

9 [11, 21, 12, 18, 20, 4, 18, 15, 15]  0.721

0,63
2 [2]

16 [1]

Number of nodes: 132

Number of edges: 384

Average degree: 5.8182

8  [24, 14, 20, 11, 33, 4, 14, 12]  0.733

0,64
2 [2]

19 [1]

Number of nodes: 129

Number of edges: 359

Average degree: 5.5659

10 [12, 14, 3, 19, 32, 11, 8, 16, 3, 11] 0.739

0,65

1 [12]

3 [2]

22 [1]

Number of nodes: 112

Number of edges: 291

Average degree: 5.1964

8 [19, 13, 9, 11, 18, 9, 16, 17] 0.718

0,66

1 [12]

2 [3]

3 [2]

20 [1]

Number of nodes: 108 

Number of edges: 271 

Average degree:   5.0185

8 [19, 13, 21, 19, 12, 10, 8, 6]   0.719

0,67

1 [12]

1 [5]

2 [3]

4 [2]

27 [1]

Number of nodes: 94 

Number of edges: 235 

Average degree:   5.0000

9 [6, 9, 7, 13, 12, 8, 18, 5, 16]  0.738

0,68

1 [12]

1 [4]

2 [3]

5 [2]

28 [1]

Number of nodes: 92 

Number of edges: 203 

Average degree:   4.4130

7 [22, 9, 13, 13, 12, 8, 15]   0.764

0,69

1 [12]

2 [3]

6 [2]

34 [1]

Number of nodes: 88 

Number of edges: 184 

Average degree:   4.1818

8 [3, 9, 13, 12, 12, 7, 19, 13]  0.776

0,70

1 [12]

1 [7]

1 [3]

7 [2]

38 [1]

Number of nodes: 78

Number of edges: 155

Average degree: 3.9744

7 [6, 3, 15, 11, 12, 18, 13]  0.756
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presentes na rede, quanto no tamanho do componente gigante, que, juntamente com a 

modularidade, passaram todos a serem reduzidos após o limite de 0,74, sendo, 

portanto, esse limite o escolhido para fins comparativos com as outras redes geradas. 

Tabela 14: Variação dos limites e resultados (conjunto PCA + YJ) 

 

 

6.4.5 Comparativo dos resultados 

A partir das análises dos ensaios com os diferentes cenários e limites, foram 

escolhidas quatro redes, sendo uma para cada base de dados estudada. A Tabela 15 

permite um comparativo, em resumo, dos resultados obtidos, apesar de que, em um 

primeiro momento, não é possível afirmar, com base nesses resumos, qual foi a melhor 

rede obtida, procedendo-se então a análise dos bairros que compõe cada uma das 

comunidades em cada uma das redes. 

Limite 

Inferior

Bairros fora do 

CG

Componente gigante

(CG)

Quantidade de comunidades no 

CG
Modularidade

0,50 -

Number of nodes: 152

Number of edges: 1196

Average degree: 15.7368

5 [16, 15, 31, 32, 58]  0.563

0,60 3 [1]

Number of nodes: 149

Number of edges: 741

Average degree: 9.9463

7 [31, 11, 5, 30, 35, 24, 13]  0.639

0,65
7 [1]

1 [2]

Number of nodes: 143

Number of edges: 560

Average degree: 7.8322

9 [8, 29, 3, 12, 3, 41, 4, 13, 30] 0.663

0,70

12 [1]

1 [2]

1 [3]

Number of nodes: 135

Number of edges: 368

Average degree: 5.4519

9 [14, 11, 15, 21, 17, 12, 12, 17, 16] 0.725

0,71

1 [12]

2 [3]

3 [2]

13 [1]

Number of nodes: 115

Number of edges: 300

Average degree: 5.2174

8 [15, 14, 13, 20, 17, 9, 12, 15] 0.711

0,72

1 [12]

2 [3]

4 [2]

13 [1]

Number of nodes: 113

Number of edges: 271

Average degree: 4.7965

8 [16, 13, 11, 19, 17, 9, 14, 14]  0.729

0,73

1 [12]

2 [3] 

3 [2]

18 [1]

Number of nodes: 110 

Number of edges: 244 

Average degree:   4.4364

8 [11, 11, 15, 20, 17, 8, 15, 13] 0.745

0,74

1 [12]

2 [3] 

3 [2] 

19 [1]

Number of nodes: 109 

Number of edges: 223 

Average degree:   4.0917

8  [6, 12, 15, 19, 9, 18, 17, 13]  0.750

0,75

1 [11]

2 [3]

5 [2]

27 [1]

Number of nodes: 98

Number of edges: 200

Average degree: 4.0816

8  [10, 11, 21, 12, 5, 8, 16, 15] 0.748

0,76

1 [11]

1 [7]

2 [3]

5 [2]

31 [1]

Number of nodes: 87

Number of edges: 164

Average degree: 3.7701

7   [13, 11, 18, 14, 13, 11, 7]   0.747

0,77

1 [27]

1 [11]

1 [7]

2 [3]

6 [2]

50 [1]

Number of nodes: 52

Number of edges: 102

Average degree: 3.9231

6 [7, 9, 12, 4, 9, 11]  0.677
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Tabela 15: Comparativo entre as melhores comunidades obtidas 

 

 

Em termos de modularidade, o melhor resultado foi obtido pelo conjunto PCA + 

YJ, seguido por YJ, PCA e original. A rede com maior componente gigante foi obtida 

pela base YJ, seguida por original, PCA + YJ e PCA. O conjunto original foi o que 

necessitou de um maior limite para a obtenção da melhor rede, no entanto, esse fato se 

deve majoritariamente ao intervalo de distribuição dos seus valores, conforme pode ser 

verificado na Figura 20. A partir do conjunto original, foi obtida a rede que apresentou o 

maior número de arestas. 

Para uma melhor visualização dos resultados, foram primeiramente 

selecionadas as comunidades mais próximas entre si para cada um dos cenários dos 

componentes principais. Foram consideradas comunidades próximas como aquelas 

com o maior número de bairros presentes em ambos os cenários. Cada conjunto de 

comunidades similares recebeu uma cor e quando constatado que em algum dos 

cenários houve a partição de uma comunidade, as comunidades resultantes da partição 

receberam cores próximas da paleta da cor original da comunidade. Posteriormente, o 

mesmo processo foi realizado para os grupos de bairros removidos do componente 

gigante. Os bairros isolados ou singulares não receberão nenhuma cor. Os bairros que 

não fazem parte do componente gigante foram marcados com asterisco. As Tabelas 16 

e 17 apresentam os resultados dessa visualização, cuja análise pode ser subsidiada 

pelas tabelas do ANEXO V, onde constam os bairros identificados por suas 

comunidades numericamente. 

Limite 

Inferior

Bairros fora do 

CG

Componente gigante

(CG)

Quantidade de comunidades 

no CG
Modularidade

0,93

1 [6]

2 [2]

16 [1]

Number of nodes: 126

Number of edges: 1175

Average degree: 18.6508

6 [32, 37, 11, 20, 16, 10] 0.321

0,73

13 [1]

1 [11]

1 [8]

1 [9]

2 [2]

Number of nodes: 107

Number of edges: 272

Average degree: 5.0841

7  [20, 26, 16, 15, 16, 11, 3] 0.720

0,64
2 [2]

19 [1]

Number of nodes: 129

Number of edges: 359

Average degree: 5.5659

10 [12, 14, 3, 19, 32, 11, 8, 16, 

3, 11]
0.739

0,74

1 [12]

2 [3] 

3 [2] 

19 [1]

Number of nodes: 109 

Number of edges: 223 

Average degree:   4.0917

8  [6, 12, 15, 19, 9, 18, 17, 13]  0.750

ORIGINAL

PCA

YJ

PCA + YJ
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Tabela 16: Comparativos melhores comunidades por cenário 

 

 

 

BAIRROS ORIG. PCA YJ PCAYJ BAIRROS ORIG. PCA YJ PCAYJ

  Abolição   Gávea

  Acari   Glória *

  Água Santa   Grajaú

  Alto da Boa Vista * *   Guadalupe

  Anchieta   Guaratiba * *

  Andaraí   Higienópolis * * *

  Anil * * *   Honório Gurgel

  Bancários * *   Humaitá

  Bangu   Imperial de São Crist. *

  Barra de Guaratiba * *   Inhaúma

  Barros Filho   Inhoaíba

  Benfica   Ipanema

  Bento Ribeiro   Irajá

  Bonsucesso   Itanhangá * * * *

  Botafogo *   Jacaré * *

  Brás de Pina   Jacarepaguá * * *

  Cachambi   Jacarezinho

  Cacuia * *   Jardim América * *

  Caju * * * *   Jardim Botânico

  Camorim * *   Jardim Carioca * *

  Campinho * *   Jardim Guanabara * *

  Cascadura   Jardim Sulacap * *

  Catete   Joá *

  Catumbi *   Lagoa

  Cavalcanti   Laranjeiras

  Cidade de Deus * * *   Leblon

  Cidade Nova *   Leme *

  Cocotá * *   Lins de Vasconcelos * * *

  Coelho Neto   Madureira

  Colégio   Magalhães Bastos

  Complexo do Alemão   Mangueira

  Copacabana   Manguinhos

  Cordovil   Maracanã

  Cosme Velho *   Maré

  Cosmos   Marechal Hermes *

  Costa Barros   Maria da Graça

  Curicica * *   Méier

  Del Castilho   Moneró * *

  Deodoro *   Olaria

  Encantado   Oswaldo Cruz

  Engenheiro Leal   Paciência

  Engenho da Rainha * *   Padre Miguel

  Engenho de Dentro   Paquetá * *

  Engenho Novo   Parada de Lucas

  Estácio   Parque Anchieta

  Flamengo   Parque Columbia

  Freguesia Ilha do Gov. * *   Pavuna

  Freguesia  de Jacarep. *   Pechincha *

  Galeão * * *   Pedra de Guaratiba * *

  Gamboa *   Penha

  Gardênia Azul * * *   Penha
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Tabela 17: Comparativos melhores comunidades por cenário (Continuação) 

 

 

BAIRROS ORIG. PCA YJ PCAYJ

  Penha Circular

  Piedade

  Pilares

  Pitangueiras * *

  Portuguesa * *

  Praça da Bandeira

  Praça Seca * * *

  Praia da Bandeira * *

  Quintino Bocaiúva * *

  Ramos

  Realengo

  Recreio dos Bandei. * * * *

  Riachuelo

  Ribeira * *

  Ricardo de Albuquer.

  Rio Comprido *

  Rocha

  Rocha Miranda

  Rocinha * * * *

  Sampaio *

  Santa Cruz *

  Santa Teresa

  Santíssimo

  Santo Cristo * *

  São Conrado *

  São Francisco Xavier *

  Saúde *

  Senador Camará

  Senador Vasconcelos

  Sepetiba * *

  Tanque * * *

  Taquara * *

  Tauá * *

  Tijuca *

  Todos os Santos

  Tomás Coelho * *

  Turiaçu

  Urca *

  Vargem Grande * *

  Vargem Pequena * *

  Vasco da Gama *

  Vaz Lobo

  Vicente de Carvalho

  Vidigal * * * *

  Vigário Geral

  Vila Cosmos *

  Vila da Penha *

  Vila Isabel

  Vila Valqueire *

  Vista Alegre *

  Zumbi * *
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A partir da análise comparativa, foi possível observar que alguns bairros são 

característicos de algumas comunidades e que, independente da base utilizada, os 

mesmos se mantêm na comunidade. Pode ser constatado que algumas comunidades 

se repetem para diferentes bases, porém, em algumas delas, são encontradas fora do 

componente gigante, como é o caso dos bairros da comunidade que tem como 

referencial a região da Ilha do Governador e a comunidade formada por bairros do 

extremo da Zona Oeste, como Pedra de Guaratiba, Vargem Grande, Sepetiba, etc. 

Também pode-se notar que alguns bairros possuem grandes chances de serem 

excluídos, ou são excluídos do componente gigante em quase todos os cenários. Os 

únicos bairros excluídos de forma a não formar sequer um par com outros bairros em 

nenhum cenário foram Vidigal e Itanhangá. 

Na comunidade laranja escuro, formada pelos bairros característicos do Catete, 

Ipanema, Leblon, Copacabana, Flamengo e Maracanã, a presença do bairro Maracanã 

como característico dessa comunidade foi motivo de surpresa, no entanto, supõe-se 

que isso se deve a formação de uma cadeia de ligações que acaba tornando esse, um 

bairro de ligação com outras comunidades, visto essa comunidade estar sempre 

vinculada ao componente gigante para qualquer cenário, caracterizando-se 

provavelmente como bairro de transição para outras comunidades. Esse fato foi possível 

de ser constatado na visualização da rede preliminar gerada, conforme Figura 19: 

 

 

 

Figura 19: Maracanã como bairro de transição da comunidade 

 

Através da análise dessa comunidade para as diferentes bases, o cenário 

original apresentou-se como aquele com menor quantidade de incoerências e bairros 

com poucas similaridades. Tendo inclusive apresentado, em sua maioria, bairros de alto 

valor imobiliário na zona Sul da cidade, além de ter realizado a exclusão dos bairros 
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Tijuca e Botafogo, conhecidos por serem centralidades regionais importantes, formando 

ambos um subgrupo isolado do componente gigante. O PCA conseguiu subdividir essa 

comunidade, gerando maior riqueza de detalhes e incluindo uma maior quantidade de 

bairros que haviam sido excluídos, como, por exemplo, São Conrado, no entanto, outros 

bairros com pouca similaridade foram acrescidos a essa comunidade, como Thomaz 

Coelho e Inhaúma. 

A comunidade cinza, caracterizada pelos bairros da extrema Zona Oeste do Rio 

de Janeiro, foram bem captados por todas as redes, no entanto, somente naquelas em 

que a transformação YJ foram utilizadas, esse conjunto foi captado como uma 

comunidade dentro do componente gigante. Essas redes também incluíram o bairro de 

Paquetá nesse grupo. 

A comunidade em roxo escuro, caracterizada pelos bairros da Ilha do 

Governador também foi captada em todas as redes. No entanto, foi constatado que 

naquelas redes em que o PCA foi utilizado, essa comunidade encontrou-se fora do 

componente gigante. 

A comunidade em verde escuro, caracterizada pelos bairros de Jacarezinho, 

Complexo do Alemão, Parada de Lucas, Mangueira, Manguinhos, Barros Filho e Acari 

foi melhor caracterizada após o uso da transformada de YJ, tendo em vista que sua 

decomposição gerou subgrupos mais consistentes, separando bairros como Pavuna, 

Benfica, Bonsucesso e Penha, que apresentam melhores níveis de urbanização. 

A comunidade em roxo claro, caracterizada por bairros como Todos os Santos, 

Rocha, Riachuelo, Piedade, Engenho Novo, Encantado, Cachambi, Bento Ribeiro e 

Abolição apresentaram pequenas variações entre os diferentes cenários, sendo essas 

de difícil compreensão analítica dada a quantidade de bairros e o número de divisões 

das subcomunidades. 

De forma geral, pode-se constatar que tanto o PCA quanto o YJ trouxeram maior 

sensibilidade para a obtenção das comunidades. No entanto, ao mesmo tempo em que 

essa sensibilidade tornou possível a separação de comunidades permitindo a análise 

mais detalhada, o reduzido quantitativo de arestas tornou a obtenção de comunidades 

mais propensa a unir bairros com incoerências dentro de uma mesma comunidade, 

possivelmente dado o menor número de arestas. Esse fenômeno pode ser visualizado 

na Figura 20.  
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Figura 20: Histograma de similaridades e limite de corte 

 

Devido a um número maior de arestas no conjunto original, pode ter se tornado 

mais difícil para o algoritmo encontrar partições que não sejam fortemente evidenciadas 

por muitas ligações, evitando ligações com bairros incoerentes, embora o nível de 

detalhamento das comunidades ficasse reduzido pela maior dificuldade em realizar 

essas partições. 

 

6.5 Comparativo agrupamento x melhores comunidades 

Foi realizado agrupamento dos conjuntos de dados nos diferentes cenários por 

meio do método de agrupamento espectral, que é fundamentado no conceito de redes 

complexas, embora funcione bem para dados que não estejam originalmente na forma 

de grafos. Basicamente, esse algoritmo subtrai a matriz de grau dos nós pela matriz de 

adjacências, cujo resultado consistirá em uma Laplaciana, cuja diagonal corresponde 

aos graus do nós. Os autovalores e autovetores da matriz laplaciana contém 

informações utilizadas para realizar o agrupamento dos nós, que é realizado pelo 

algoritmo K-Means utilizando a distância euclidiana, considerando cada registro do 

conjunto de dados como um nó de uma rede complexa hipotética. 
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Os resultados foram então comparados visando ter como referência um 

algoritmo robusto a fim de se testar a eficiência da obtenção de comunidades por meio 

da rede. Foram utilizados os seguintes índices de validação de agrupamentos: 

¶ Davies-Bouldin [117], com valor mínimo igual a zero, sendo que valores baixos 

indicam melhores agrupamentos. 

¶ Silhouette Score [118], variando no intervalo [-1,1], onde o melhor valor é 1 e o 

pior -1, com valores próximos a zero indicando agrupamentos sobrepostos 

¶ Calinsky-Harabasz [119] cuja dinâmica é a seguinte: quanto maior for o índice, 

mais densos e bem separados serão os agrupamentos.  

Os resultados com testes de quantidades de grupos variando entre [2,20] foram 

normalizados no intervalo [0,1] de modo a permitir uma comparação direta e 

constam na Figura 21. 

 

 

Figura 21: Índices de validação por quantidade de grupos e cenários 

 

Para o conjunto original, foi verificado que no intervalo [10, 15] houve melhor 

convergência dos índices, tendo sido a quantidade de grupos igual a 11 definida como 

a mais apropriada. Para o conjunto PCA, o intervalo [5, 8] apresentou melhor 

convergência dos índices a quantidade de grupos foi definida igual a 5 grupos. Para o 

conjunto YJ, houve dúvidas quanto a melhor escolha, tendo em vista a brusca queda da 
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métrica Silhouette após o a quantidade de 5 grupos, considerando essa incerteza, 

optou-se por escolher a quantidade de grupos igual a 10, tendo em vista apresentar 

comportamento médio das métricas logo após um pico das métricas Calinsky-Harabasz 

e Silhouette e coincidir com o número de comunidades detectadas pelo método de 

Louvain. Para o conjunto PCAYJ houve dúvida na escolha entre os intervalos [3, 5] ou 

[14, 15], tendo ocorrido brusca queda de todos os índices após a quantidade de grupos 

igual a 5. Optou-se pela quantidade de grupos igual a 5 devido a convergência de dois 

dos índices e por estar mais próximo ao número de comunidades obtidas na rede. 

Quanto a análise dos bairros presentes nos grupos escolhidos e as comunidades 

obtidas nas seções anteriores, observou-se que para o conjunto original o agrupamento 

apresentou resultados muito melhores do que os da detecção de comunidades. O 

agrupamento uniu vários bairros similares no grupo 0 (roxo), importante ressaltar que 

muitos desses bairros estavam em comunidades diferentes. O agrupamento trouxe 

ainda melhor caracterização por meio do desdobramento de diversas outras 

comunidades e com isso foi capaz a remoção de muitas incoerências. O conjunto PCA 

foi de difícil análise, visto que tanto a detecção de comunidades quanto a obtenção de 

agrupamentos apresentaram diversas incoerências, embora alguns grupos e 

comunidades tenham sido bem definidos e coincidentes em ambos os resultados. Para 

o conjunto de dados YJ houve grande coincidência dos grupos e comunidades, sendo 

notado apenas pequenas divergências entre eles. Embora os grupos tenham sido bem 

definidos, em ambos os casos foram presenciadas algumas divergências dentro dos 

grupos e comunidades. Para o conjunto PCAYJ foi notada grande semelhança entre os 

resultados, embora, como o agrupamento chegou a um número menor de grupos, mais 

incoerências foram constatadas. Os resultados analisados podem ser visualizados no 

ANEXO VI. 

De forma geral um importante achado nessa seção foi de que, aparentemente, 

subdivisões em maiores números de grupos tendem a descrever melhor o conjunto de 

dados e, embora não seja a primeira escolha a partir dos resultados dos indices de 

agrupamento, pode-se perceber que, para todos os cenários, existe uma segunda 

tendência de melhora para os agrupamentos, ou seja, embora um número menor de 

agrupamentos tenha a tendência de obter melhores indices de agrupamento, os indices 

tendem a apontar uma segunda possibilidade de obtenção do número de grupos e, 

embora não tenham sido o intervalo de número de grupos escolhido para este trabalho, 

foi verificado analiticamente, que há a necessidade de partição do conjunto de dados 

em questão em um maior número de grupos, seja por conta das incoerências presentes 

em várias das comunidades obtidas ou mesmo por conta dos melhores resultados 
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obtidos a partir dos cenários com maior número de comunidades e grupos, como por 

exemplo, o agrupamento espectral para o conjunto de dados original. 

 

6.6 Avaliação do uso das métricas 

O experimento foi repetido, porém, o conjunto de dados original foi substituído pelas 

métricas de centralidade extraídas das redes. Nesse ponto, foi observada maior 

facilidade na escolha da quantidade de grupos, no entanto essa quantidade apresentou-

se baixa para todos os cenários o que, conforme descrito, trouxe pouca aplicabilidade a 

este estudo. 

 

 

Figura 22: Índices de validação por quantidade grupos e cenários métricas  

 

Foi observado que para o conjunto original a quantidade de grupos igual a 3 

gerou convergência razoável dos índices. Para o conjunto PCA a quantidade igual a 3 

foi a que apresentou melhor comportamento dentre os diferentes índices. Para o 

conjunto YJ e PCAYJ foi selecionado o número de grupos igual a 3, tendo em vista que, 

embora a quantidade de grupos igual a 2 tenha apresentado melhores índices, ambas 

trariam pouca informação para análise e uma quantidade de 3 grupos viria a gerar 
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melhor comparabilidade com os cenários anteriores. Os resultados obtidos podem ser 

visualizados no ANEXO VII. 

Em análise preliminar e, devido ao baixo número de grupos gerados, foi 

constatado que não traria nenhum ganho de informação a comparação com as 

comunidades e grupos obtidos a partir do conjunto de dados original. Sendo assim, foi 

realizada a comparação dos grupos obtidos apenas entre os cenários utilizando as 

métricas de centralidade. Não foi constatada nenhuma relação evidente entre as os 

grupos gerados entre os diferentes cenários. 
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7 Conclus«o 

Os conceitos acerca de submercados foram amplamente discutidos neste 

trabalho, por meio de pesquisa bibliográfica, desde a teoria acerca da sua formação, 

características, impacto sobre modelos de regressão lineares múltiplas e técnicas para 

o tratamento desse fenômeno em modelos preditivos. Esse trabalho se propôs então a 

identificar uma nova forma de descrição de dados imobiliários por meio da modelagem 

por grafos. A área de estudo foi o município do Rio de Janeiro e, como unidade mínima 

de informação considerou a delimitação oficial de seus bairros. A partir dos dados 

coletados, analisados e tratados por meio de técnicas estatísticas e de 

georreferenciamento, foi gerada a base de dados utilizada para as análises. Foi então 

calculada a similaridade do cosseno entre os conjuntos de atributos para cada um dos 

pares de bairros. Posteriormente, para a limpeza da rede, foi estabelecido um limite de 

significância para a remoção de ligações no grafo criado. Através desses 

procedimentos, obteve-se o grafo de estudo preliminar. Para esse grafo obtido, foi então 

realizada a detecção de comunidades por meio da otimização de suas modularidades, 

utilizando o método de Louvain, proposto por BLONDEL et al. [112].  

Posteriormente, foram realizados novos tratamentos no conjunto de dados 

iniciais, gerando quatro novos cenários de análise, sendo eles o cenário original, o 

cenário original após uma combinação linear de modo a obter seus componentes 

principais, o cenário original após aplicada a transformação de Yeo-Johnson [116] e um 

cenário combinando a aplicação de componentes principais e a transformação de Yeo-

Johnson [116]. Para cada um desses novos conjuntos de dados foram criadas redes, 

extraídas suas métricas e obtidas as suas comunidades por meio do método de Louvain. 

Foram ainda gerados agrupamentos nos componentes gigantes das redes por meio do 

método de agrupamento espectral, validado pelos índices de validação de cluster 

Davies-Bouldin [117], Silhouette Score [118] e Calinsky-Harabasz [119].  O melhor 

resultado encontrado foi para o agrupamento espectral com 11 grupos para a base de 

dados original. De forma geral, um importante achado nessa etapa foi que, 

aparentemente, subdivisões em números maiores de grupos sugerem ser mais 

adequadas para descrever o conjunto de dados em estudo e, embora não seja a 

primeira escolha a partir da análise dos índices de agrupamento, pode-se perceber que 

nesses índices existe uma segunda tendência de melhora para os agrupamentos, ou 

seja, embora um número menor de agrupamentos tenha a tendência de obter melhores 

índices de agrupamento, os índices tendem a apontar um segundo intervalo de 

admissibilidade para a obtenção do número ideal de grupos.  
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A partir das métricas extraídas das redes, foi repetido o processo descrito no 

parágrafo anterior, porém, o agrupamento espectral não gerou nenhum resultado que 

viesse a confirmar a utilidade dessas métricas, de forma isolada, para descrição do 

fenômeno de formação dos submercados. Tendo em vista um dos objetivos do trabalho 

ter sido o enriquecimento do conjunto de dados a partir da extração de métricas da rede, 

cabe ressaltar que, apesar de ter ocorrido a convergência dos índices de validação de 

agrupamentos, os grupos gerados não continham informações suficientes para que 

sozinhas, estas métricas indicassem a forma como as comunidades devessem ser 

obtidas. Não foi realizada, no entanto, a utilização conjunta das métricas com os dados 

iniciais, de forma a promover o enriquecimento dos atributos, sendo essa uma 

investigação que merece ser aprofundada futuramente para outros municípios, 

quantidade de grupos e bases de dados. 

A detecção de comunidades mostrou que, no geral, para manter componentes 

gigantes proporcionalmente grandes em relação ao número total de nós, é necessário 

abrir mão da detecção de um número maior de comunidades. Dessa forma, as 

comunidades obtidas não podem ser rotuladas diretamente como submercados. No 

entanto, apesar de não poderem ser utilizadas as comunidades diretamente como 

parâmetro único para a detecção dos submercados, as mesmas possibilitam uma 

análise de interrelação entre diferentes bairros e comunidades, trazendo ainda a 

possibilidade de, a partir do ajuste dos limites, detalhar mais ou menos o nível de 

desagregação pretendido. As comunidades obtidas mostraram-se razoavelmente 

heterogêneas e foi possível identificar o comportamento dos valores venais de cada 

bairro em função das comunidades a que pertenciam para a rede preliminar gerada, 

sendo, portanto, um indicativo da relevância das comunidades obtidas a partir desse 

estudo. Portanto, conclui-se que as comunidades obtidas, assim como os nós (bairros) 

que foram excluídos das redes por apresentaram baixa similaridade, foram 

consideradas como bons indicativos de submercados do município do Rio de Janeiro, à 

nível de granularidade de bairros, tendo em vista que um bairro poderia ainda ser 

dividido em inúmeros outros submercados.  

 Devido às limitações do conjunto de dados utilizado para este estudo, não foi 

possível testar os resultados na calibração de modelos de RLM. No entanto, foi possível 

mostrar resultados preliminares e apresentar a possibilidade de utilizar uma forma 

inovadora de se lidar com esse problema. Uma análise da literatura evidencia ainda que 

quase não há comparação dos resultados obtidos entre os trabalhos, devido à alta 

sensibilidade do problema com o conjunto de dados utilizado. Assim, a maioria dos 

estudos se restringe a comparar o resultado obtido a partir de múltiplas técnicas 

utilizadas para cada conjunto de dados.  



92 

 

Numa revisão crítica dos resultados, pode-se inferir também que a delimitação 

dos dados pode ter se mostrado na escala inapropriada para lidar com o problema de 

predição de massa imobiliária, visto que, usando a delimitação de bairro, são perdidos 

aspectos importantes como uma moradia com vista para o mar, ruas silenciosas, 

vizinhanças com altos níveis de ruído, estado de conservação, etc. No entanto, em uma 

escala menor, pode-se inferir que o número de variáveis necessárias para remover toda 

a variação local pode crescer muito e, rapidamente, sair de controle. Sendo assim, 

modelar as variáveis independentes corretamente não é uma tarefa fácil, tendo em vista 

que a habitação é um bem complexo [49, 120]. Outra questão importante é que os 

bairros são delineados de maneira subjetiva pelos governos e não há garantia de que 

eles representem os submercados imobiliários. Ao definir delimitações rígidas de 

submercados, também é possível que propriedades lado a lado possam ser avaliadas 

por diferentes equações calibradas. Cabe ressaltar que essas questões não invalidam 

a metodologia proposta, já que pode ser aplicada da mesma forma, mas para unidades 

de informação menores como setor censitário quando um conjunto de dados mais 

detalhado estiver disponível. 

A partir do exposto, podem ser propostos como trabalhos futuros a aplicação 

dessa metodologia em outros municípios e com diferentes graus de granularidade, 

tendo em vista que a comparação entre resultados pode trazer importantes 

contribuições tanto ao campo de estudo de avaliações imobiliárias quanto para 

avaliação da metodologia proposta nesse trabalho. A delimitação de submercados por 

meio da metodologia proposta, assim como a utilização das métricas obtidas pelas 

redes na calibração de modelos preditivos é outra possibilidade não explorada nesse 

trabalho, mas que carece de estudos para conclusões mais embasadas acerca dos 

benefícios dessa abordagem metodológica, a partir da comparação com outros modelos 

descritos na literatura e com a utilização conjunta das métricas extraídas e o conjunto 

de dados originais. Por fim, é sugerido ainda, caso haja disponibilidade de dados, estudo 

acerca da evolução dessas redes no tempo, possibilitando análises e acompanhamento 

de políticas de planejamento regional. Uma análise temporal por meio da evolução 

dessa rede poderia ainda explicitar atributos úteis para a modelagem da interrelação 

entre os bairros, mostrando como diferentes contextos de oferta e demanda impactam 

na forma como os bairros substitutos se comportam, seja por aumento de criminalidade 

em determinado bairro, políticas de financiamento imobiliário ou outros fatores que 

impactam na dinâmica imobiliária da região de estudo. 
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ANEXO I 

HISTÓRICO DELIMITAÇÃO ADMINISTRATIVA MUNICÍPIO RIO DE JANEIRO 

 

Decreto nº 3.157 de 23/07/81 delimita as primeiras 24 Regiões Administrativas. 

Decreto nº 3.158 de 23/07/81 delimita os bairros correspondentes às 24 RAs.  

Decreto nº 5.280, de 23/08/85, cria as 25ª e 26ª  RAs, alterando decretos 

anteriores. A XXXII RA Juliano Moreira ainda se encontrava em fase de 

regulamentação (Projeto de Lei no.1.603). Legislação relativa às alterações 

posteriores de limites de RAs e bairros e novas criações: Lei Complementar n.º 

17/92 (alteração de limites da RA e bairros correspondentes). Lei no. 1.995/93 

(alteração de limites da RA e bairros correspondentes). Decreto n.º 6011/86 

(criação) e Lei no 1.995/93 (delimitação da RA) Lei n.º 1.995/93 (criação do 

bairro). Lei n.º 2.055/93 (alteração de limites da RA e bairros). Lei Complementar 

n.º 17/92/Lei n.º 2.055/93 (alteração de limites da RA e bairros). Lei 

Complementar n.º 17/92 (alteração de limites da RA, inclusão do bairro Jacaré e 

da Comunidade Fernão Cardim - Decreto 17.525/99). Decreto n.º 5.280 de 

23/08/85, cria as 25ª e 26ª  RAs, alterando os decretos anteriores. Decreto n.º 

6.011/86 e Lei Complementar 17/92 (criação e delimitação). Decreto n.º 6.011/86 

e Lei Complementar 2.055/93 (criação e delimitação de RA e bairros). Decreto 

n.º 6.011/86 e Lei 2.119/94 (criação e delimitação de RA e bairros). Decreto n.º 

8.095/88 (retificação de limites) - Decretos 12.791/94 e 13.448/94 (delimitação 

 dos bairros). Lei n.º 2.652/98 (criação de RA). Decreto n.º 8.095/88 (retificação 

de limites -  RAs XVI e XVII). Lei n.º 2.672/98 (criação). Lei n.º 2.787/99, em fase 

de regulamentação (criação e alteração de limites). Lei n.º 2.654/98 (criação). 

Lei n.º 3.155/2000 (criação e alteração de limites da XI RA. Lei n.º 3.852/2004 

(criação e alteração de limites). Denominação revista pelo Decreto nº 28.302 de 

14 de agosto de 2007, passando a ser denominado bairro Imperial de São 

Cristóvão.Lei n.º 5.149/10 (retificação de limites- Cidade de Deus e Freguesia). 

Lei n.º 5.407/12 (cria o bairro) e Lei n.º 5.849/15 (retificação de limites - Lapa e 

Centro). Lei n.º 6.227/17 (cria o bairro pela subdivisão do bairro de Bangu). Lei 

Complementar nº111/2011 (Plano Diretor RJ - cria as Regiões de Planejamento). 
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ANEXO II 

DESCRIÇÃO COMPLETA VARIÁVEIS UTILIZADAS 

 

V1: Densidade habitacional territorial 

Fonte: 

IBGE. Dados Agregados dos setores censitários do Censo Demográfico 

2010; Resultados do Universo; via Banco Multidimensional de 

Estatísticas. Formatação dos dados por bairros e cálculo: IPP - DIC - 

Gerência de Estudos Habitacionais, com base em Censo Demográfico 

IBGE 2010 e Limite de Bairro IPP 2018. 

Calculo realizado a partir dos dados coletados: 

População residente dividido pela área territorial do bairro. 

V2: Percentual de área urbanizada (%) 

Fonte: 

PCRJ/ Secretaria Municipal de Meio Ambiente - SMAC - Mapeamento da 

cobertura vegetal e  do uso das terras do Município do Rio de Janeiro. 

(2014) 

 Calculo realizado a partir dos dados coletados: 

  Área em hectares do item divida pela area territorial do bairro. 

 Observações acerca da variável: 

A Resolução do Presidente do IBGE Nº 1/2005 estabeleceu o Sistema 

de Referência  Geocêntrico para as Américas (SIRGAS) como novo 

sistema de referência geodésico para o Sistema Geodésico Brasileiro 

(SGB) e para o Sistema Cartográfico Nacional (SCN), em substituição ao 

SAD 69. Sendo assim, todos os limites das foram projetados e suas áreas 

calculadas segundo estes parâmetros. Mapeamento da cobertura 

vegetal e uso das Terras realizado no ano de 2010, obtido a partir de 

interpretação visual das imagens do sensor WorldView-2 (Digital Globe). 

Foram utilizadas imagens de 2010, Pan-Sharpened cor natural e 

resolução espacial de 0,5 metros. As fontes de dados secundários 

(Sistema viário, hidrografia, limites municipais, divisões administrativas e 

curvas de nível) foram obtidas a partir da base cartográfica do Município 

do  Rio de Janeiro na escala de 1/10.000, Projeção Universal 

Transversa Mercator, Datum  Horizontal SAC69, do Instituto Municipal 

Pereira Passos. Mapeamento temático realizado na escala de 1/10.000 

pela Geoambiente Sensoriamento Remoto Ltda. As classes da legenda 
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do Mapeamento de Uso do Solo e Cobertura Vegetal Município do Rio 

de Janeiro ï 2011 seguem as referências do Manual Técnico de 

Vegetação Brasileira (IBGE, 1992) e do Manual Técnico de Uso da Terra 

(IBGE, 2006). 

V3: Grau de verticalização 

Fonte: 

PCRJ/ Secretaria Municipal de Meio Ambiente - SMAC - Mapeamento da 

cobertura vegetal e do uso das terras do Município do Rio de Janeiro. 

(2014) Secretaria Municipal de Fazenda - SMF - Cadastro do IPTU. 

(2018) Tabulação, Metodologia para Agregação e Cálculos: Instituto 

Municipal de Urbanismo Pereira Passos - IPP, Diretoria de Informações 

da Cidade - DIC. 

Calculo realizado a partir dos dados coletados: 

Área construída total (m²) dividida pela area urbanizada convertida de 

hectare para m², que por sua vez consiste na multiplicação das variaveis 

percentual area urbanizada x area territorial do bairro. 

Observações acerca da variável: 

Optou-se por utilizar somente a area urbanizada para refletir as 

caracteristicas dessa área no bairro, visto que a utilização da area 

territorial total poderia gerar distorções em bairros pouco urbanizados. 

Dessa forma, esse atributo irá identificar aqueles bairros que possuem 

grande volume de área construída em seu contexto urbano, refletindo em 

maior verticalização. 

 

V4: Percentual área praças: 

Fonte: 

Fundação Parques e Jardins - Diretoria de Planejamento - FPJ -SMAC. 

(2017) 

 Observações acerca da variável: 

Trata das áreas com utilização efetiva e já urbanizadas ou parcialmente 

urbanizadas  de praças, na Cidade do Rio de Janeiro. 

 

 

V5: Percentual da área construida que é residencial  

Fonte: 

Secretaria Municipal de Fazenda - SMF - Cadastro do IPTU. (2018) 

Tabulação, Metodologia para Agregação e Cálculos: Instituto Municipal 
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de Urbanismo Pereira Passos - IPP, Diretoria de Informações da Cidade 

- DIC. 

Calculo realizado a partir dos dados coletados: 

Área construída residencial (m²) dividida pela área construida total (m²). 

Observações acerca da variável: 

A área construida é somada a cada pavimento, podendo ser maior do 

que a área territorial do bairro. 

V6: Percentual de imóveis alugados 

Fonte: 

IBGE. Dados Agregados dos setores censitários do Censo Demográfico 

2010; Resultados do  Universo; via Banco Multidimensional de 

Estatísticas. Formatação dos dados por bairros: IPP - DIC - Gerência de 

Estudos Habitacionais, com base em Censo Demográfico IBGE 2010 e 

Limite de Bairro IPP 2018. 

 Calculo realizado a partir dos dados coletados: 

Quantidade imoveis alugados dividido pela quantidade total de 

domicílios. 

V7: Postos de trabalho ï comércio  

V8: Postos de trabalho ï serviços  

V9: Postos de trabalho ï indústria de transformação 

Fonte: 

Ministério do Trabalho e Emprego - MTE, Relação Anual de Informações 

Sociais ï RAIS. (2017) 

 Observações acerca da variável: 

A RAIS é um registro administrativo que expressa os vínculos formais em 

31/12 de cada ano, de preenchimento obrigatório por todos os 

empregadores (pessoas jurídicas e físicas)  brasileiros e contém uma 

expressiva quantidade de diferentes informações. 

 

V10: Densidade domiciliar (hab/domicílio) 

Fonte: 

IBGE. Dados Agregados dos setores censitários do Censo Demográfico 

2010; Resultados do  Universo; via Banco Multidimensional de 

Estatísticas. Formatação dos dados por bairros e  cálculo: IPP - DIC - 

Gerência de Estudos Habitacionais, com base em Censo Demográfico 

IBGE  2010 e Limite de Bairro IPP 2018. 

 Calculo realizado a partir dos dados coletados: 
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  População residente dividido pela quantidade total domicilios. 

V11: Percentual domicilios recenseados ocupados 

Fonte: 

  IBGE - Censo Demográfico 2010 - SIDRA, dados da Sinopse. 

 Observações acerca da variável: 

A categoria Particulares - ocupados - com entrevista realizada inclui os 

domicícilios  particulares  permanentes e os domicílios improvisados 

ocupados, com entrevista realizada. A categoria Particulares - ocupados 

- sem entrevista realizada inclui os domicícilios fechados  que tiveram o 

número de moradores estimado. 

V12: Indice desenvolvimento social 

Fonte: 

IBGE. Dados Agregados dos setores censitários do Censo Demográfico 

2010; Resultados do  Universo; via Banco Multidimensional de 

Estatísticas. Formatação dos dados por bairros e cálculo: IPP - DIC - 

Gerência de Estudos Habitacionais,  com base em Censo Demográfico 

IBGE 2010 e Limite de Bairro IPP 2018. 

 Observações acerca da variável: 

A metodologia de cálculo foi aquela proposta pelo Instituto Pereira 

Passos, e em breves linhas, comtempla 8 indicadores, sendo eles: 

1. Percentagem de domicílios particulares permanentes com 

forma de abastecimento de água adequada, ou seja, ligados à 

rede geral de distribuição; 

2. Percentagem de domicílios particulares permanentes com 

esgoto adequado, ou seja, ligados à rede geral de esgoto ou 

pluvial; 

3. Percentagem de domicílios particulares permanentes com lixo 

coletado diretamente por serviço de limpeza ou colocado em 

caçamba de serviço de limpeza; 

4.  Número médio de banheiros por morador:  numerador = nº de 

banheiros no domicílio particular permanente; denominador = nº 

total de pessoas no domicílio particular permanente; 

5. Percentagem de analfabetismo de moradores de 10 a 14 anos 

em relação a todos os moradores de 10 a 14 anos; 

6. Rendimento per capita dos domicílios particulares 

permanentes, expresso em salários mínimos de 2010; 
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7. Percentagem dos domicílios particulares, com rendimento 

domiciliar per capita até um  salário mínimo; 

8. Percentagem dos domicílios particulares, com rendimento 

domiciliar per capita superior a 5 salários mínimos; 

 

V13: Percentual domicilios abaixo da linha de pobreza 

Fonte: 

IBGE. Dados Agregados dos setores censitários do Censo Demográfico 

2010; Resultados do  Universo; via Banco Multidimensional de 

Estatísticas. Formatação dos dados por bairros: IPP - DIC - Gerência de 

Estudos Habitacionais, com base em Censo Demográfico IBGE 2010 e 

Limite de Bairro IPP 2018. 

V14: Percentual da população vivendo em favelas 

Fonte: 

IBGE. Dados Agregados dos setores censitários do Censo Demográfico 

2010; Resultados do  Universo; via Banco Multidimensional de 

Estatísticas. Formatação dos dados por bairros: IPP - DIC - Gerência de 

Estudos Habitacionais, com base em  Censo  Demográfico IBGE 

2010 e Limite de Bairro IPP 2018. 

 Calculo realizado a partir dos dados coletados: 

  População vivendo em favela dividido pela população residente no bairro 

V15: Homicídio doloso (n°)  

V16: Roubo a transeunte (n°)  

V17: Roubo de veículos (n°)  

V18: Furto de veículos (n°)  

Fonte: 

Instituto de Segurança Pública. (2017) 

Shapefile limites bairros IPP DataRio 

Shapefile CISP (ISP 2017) 

  

Calculo realizado a partir dos dados coletados: 

Para cada bairro foram utilizados os dados das delegacias 

correspondentes. No entanto, alguns bairros abrangem mais de uma 

área delimitada pela Circunscrições Integradas de Segurança Pública - 

CISP. Dessa forma, foi necessário realizar alguns ajustes. Para isso, 

optou-se por realizar uma média ponderada pela área do bairro 

correspondente a cada delegacia. Foi utilizado o software livre de 
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geoprocessamento QGIS. Utilizou-se dois arquivos em formato 

Shapefile, um correspondente as delimitações de cada delegacia e outro 

correspondente as delimitações de cada bairro, obtidos respectivamente 

no Instituto de Segurança Pública e armazém de dados. Foi feita a 

validação da topologia e ajuste do Datum. (Devido a irregularidade da 

superfície da Terra, diversos modelos matemáticos foram desenvolvidos 

para estudar o planeta. Assim, Datum é um modelo matemático aplicado 

a uma região. O Datum está diretamente associado ao Sistema de 

Coordenadas e deve ser  definido para realização de cálculos 

matemáticos. O Datum oficial utilizado no Brasil, definido  pelo IBGE 

(Instituto Brasileiro de Geografia e Estatística) chama se Ȥ SIRGAS 2000 

- Sistema de  Referência Geocêntrico para as Américas, ano 2000. 

Esse foi o Datum utilizado nas camadas de  arquivos vetoriais tipo 

shapefile utilizados nesse trabalho). O ajuste da topologia se fez 

necessário para permitir as operações geoprocessadas de recorte dos 

shapes. Apenas o bairro de Copacabana apresentou problemas de 

topologia. Assim, a partir do recorte da camada contendo as delimitações 

das delegacias por meio dos ids dos bairros, ambas as camadas  foram 

sobrepostas e obteve-se os percentuais de área de cada bairro de acordo 

com a  delegacia correspondente. 

 

Foi realizada ainda a união das delimitações da Lapa e Centro, visto que 

os registros originais não fazem a distinção entre os bairros. 

 

 



112 

 

 

 Observações acerca da variável: 

Projeção realizada pelo ISP, referente a Dezembro ou do último mês 

disponível no ano. O cálculo do taxa é feito a partir do total de incidências 

divido pelo número de habitantes  (projeção realizada pelo ISP) e 

multiplicado por 100 mil. As estatísticas produzidas baseiam-se na data 

em que foi confeccionado o Registro de Ocorrência.  Ressalta-se também 

que a distribuição geográfica das ocorrências criminais se dá a partir da 

circunscrição de delegacia onde o fato ocorreu, independentemente da 

delegacia onde o fato foi registrado. 

 

 

As Circunscrições Integradas de Segurança Pública - CISP, assim como 

as RISP, foram criadas pelo Decreto Estadual nº. 41.930, e caracterizam, 

segundo o novo modelo de integração geográfica, a menor instância de 

apuração dos indicadores de criminalidade. Constituem a esfera de 

integração territorial, em nível operacional, das companhias Integradas 
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da Polícia Militar do Estado do Rio de Janeiro - PMERJ com as 

Delegacias de Polícia da Polícia Civil do Estado do Rio de Janeiro ï 

PCERJ. As Áreas Integradas de Segurança Pública - AISP foram criadas 

através da Resolução SSP N. 263 de 27 de julho de 1999, como parte de 

uma política de segurança pública que tinha por objetivo estreitar a 

ligação entre as Polícias Civil e Militar, bem como destas com as 

comunidades abrangidas pelas AISP através da gestão participativa na 

identificação e resolução dos problemas locais de segurança pública. A 

atual divisão territorial do Estado do Rio de Janeiro, segundo o critério de 

Áreas Integradas de Segurança Pública, contempla um total de 39 AISP, 

conforme a Resolução SESEG nº. 478 de 11/05/2011. 

O estado do Rio de Janeiro está dividido em 7 RISP, segundo as 

seguintes abrangências territoriais: 

Å 1Û RISP Capital (Zona Sul, Centro e parte da Norte) 

Å 2Û RISP Capital (Zona Oeste e parte da Norte) 

Å 3Û RISP Baixada Fluminense 

Å 4Û RISP Grande Niterói, São Gonçalo e Região dos Lagos. 

Å 5Û RISP Sul Fluminense 

Å 6Û RISP Norte Fluminense e Noroeste 

Å 7Û RISP Regi«o Serrana 
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V19: Menor Distancia centralidade tipo 1  
V20: Menor Distancia centralidade tipo 2  
V21: Menor Distancia centralidade tipo 3  
V22: Distância praia for a da baía mais próxima 
 Fonte: 

A partir dos estudos desenvolvidos pela Secretaria Municipal de 

Urbanismo da Prefeitura do Rio de Janeiro e analise do trabalho realizado 

pelo Instituto de Estudos do Trabalho e Sociedade. 

Calculo realizado a partir dos dados coletados: 

Foi utilizada a API Google Distantce Matrix para calcular a distância entre 

cada bairro e os pontos de interesse. No caso da V39, centralidade tipo 

1 se refere ao centro tradicional da cidade, com abrangência 

Metropolitana devido a presença de rodoviaria, aeroporto, empresas, etc. 

Sendo assim, a distância de todos os bairros fi calculada em relação a 

esse bairro. 

Para a variávelV40 foram calculadas as distancias referentes aos 

subcentros metropolitanos (Barra da Tijuca e Campo Grande), sendo 

cada bairro ligado a distancia do subcentro mais próximo apenas. 

Para a variável V41,  foram calculadas as distancias referentes aos 

centros regionais (Tijuca, Botafogo, Bonsucesso, Bangu e São 

Cristovão), sendo cada bairro ligado a distancia do centro regional mais 

próximo apenas. 

A opção pela escolha da API do Google para esses cálculos, foi levar em 

consideração os diferentes modais e estrutura do município. Sendo mais 

importante o tempo de deslocamento do que a distância efetiva entre dois 

pontos. Os parâmetros definidos foram: traffic_model:  Tempo estimado 

como ñbest guessò, utilizando a m®dia hist·rica ao calcular o tempo no 

tráfego como a melhor opção possível. Dessa forma, sabe-se que os 

valores ir«o ñesconderò regi»es com tr©nsito intenso, no entanto, poder§ 

captar-se a diferença entre modais, sinuosidade ou velocidade das vias 

entre os pontos, não sendo portanto a alternativa ideal, mas trazendo 

uma aproximação melhor do que a o uso das distâncias em kilometros 

apenas. 

Para cada par de bairro, foi medida a distância por meio de transporte 

público e por meio de automóvel individual utilizando a malha viária. 

Como distância, foi utilizada a média normalizada de cada modal. Dessa 

forma, pôde-se incluir nessa variavel modais de alta velocidade, como 

metrô, BRT e trens. 
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Para V42, foi utilizada a distância de cada bairro até a praia fora da baía 

de Guanabara mais próxima, calculada conforme metodologia 

supracitada. 

Observações acerca da variável: 

A metodologia proposta pela Secretaria Municipal de Urbanismo do Rio 

de Janeiro [89] consiste em utilizar dados socioeconômicos, sendo eles: 

Número de vínculos empregatícios, número de estabelecimentos e 

arrecadação de ISS-Imposto sobre serviço. Todos dados podem ser 

obtidos facilmente me qualquer cidade do país por meio da RAIS ï 

Ministério do Trabalho e Emprego e secretarias da fazenda. O outro 

dados utilizado foi o número de viagens atraídas. Outro dado facilmente 

encontrado em planos diretores de cidades pois, conforme a Lei Federal 

que disciplina diretrizes gerais da política urbana [96], o plano diretor é 

obrigatório para cidades com mais de vinte mil habitantes. 

 

A partir dessas variáveis, é proposto um indicador para cada uma delas, 

produzido a partir da normalização dos dados. A nota de centralidade de 

um bairro corresponde ao indicador, multiplicado por 100 e dividido pelo 

maior indicador correspondente aos dados coletados. A partir dessas 

notas, pode-se hierarquizar as centralidades de acordo com os limites 

geográficos prestabelecidos. Para esse trabalho, optou-se pela 

classificação do IETS para fins de definir centralidades de níveis 

Metropolitanos, regionais ou locais. 

 

V23: Indice de Qualidade praia 

Fonte: 

  Boletins de balneabilidade do Instituto Estadual do Ambiente. (2017) 
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Calculo realizado a partir dos dados coletados: 

Foi atribuida uma nota para cada praia considerando o somatório da 

qualificação de cada ano  no período entre 2010 até 2017. A escala 

escolhida variou de 1 a 10, sendo atribuido o valor 1 a  cada 

qualifica­«o ñP®ssimaò, subindo at® a nota 10 correspondente a 

qualifica­«o ñčtimaò. 

 Observações acerca da variável: 

Para as praias dentro da baía, onde não é medida a balneabilidade, 

foram utilizadas as notas da praia de Botafogo, por estar em ponto de 

pouca circulação de águas dentro da baía de Guanabara e ser aquela 

com pior nota de balneabilidade. 

Para o bairro Urca, utilizou-se a média entre a praia vermelha e a praia 

da Urca. 

Para o bairro Ipanema, utilizou-se a média entre as praias do Arpoador, 

Ipanema e Diabo. 

Para o bairro Leblon, utilizou-se a média entre a medição e a praia de 

Ipanema, visto retratar melhor a divisa entre bairros e atividade balneária. 
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Para o bairro São Conrado, utilizou-se a nota da praia do Pepino, pois a 

outra medição ocorre  em uma saída de esgoto, onde apenas parte da 

praia é severamente afetada. Essa medida  visou distinguir o bairro 

daqueles interiores à baia de Guanabara, visto se tratarem de realidades 

distintas. 

Para o bairro Barra da Tijuca, excluiu-se o registro do Quebra mar, por 

se tratar de pequena  extensão da praia onde a balneabilidade é 

bastante deteriorada devido a saída das águas da  lagoa da Tijuca, e tal 

ponto não corresponde a realidade da maior parte do bairro. 

Para o bairro Recreio dos Bandeirantes, excluiu-se os dados do canal de 

Sernambetiba, por se tratar de local pontual, de baixa balneabilidade, 

com dificil acesso a maior parte das  residencias e com renovação de 

água favoravel pelo sistema oceanico que tende a levar os despejos 

diretamente para alto mar, sem afetar de forma significativa a maior parte 

da area praiana do bairro. 

Sendo assim, as notas finais de cada bairro foram definidas como na 

tabela abaixo: 

 

 

V24: Índice de transporte 

Fonte: 

CCR Barcas, MetrôRio, Supervia, BRT Rio, Instituto Municipal de 

Urbanismo Pereira Passos ï  IPP,  GeoOpenData - Cidade do Rio de 

Janeiro e SIURB - Sistema de Informações Urbanas. 

 Calculo realizado a partir dos dados coletados: 
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Utilizando os dados: Número de estações: metro, trem, BRT, VLT. 

Número de estações BRT = Número de estações Construidas + 

Número de estações em Construção. 

Utilizou-se peso 4 para bairros com metro, peso 2 para bairros com BRT 

e peso 1 para bairros  com trem. Dessa forma, as variaveis foram 

substituídas por uma única variavel a ser chamada  de Transporte em 

massa.  

 Observações acerca da variável: 

Optou-se por considerar também aquelas estações que estão em 

construção pois o  planejamento  para implantação dessas estações 

considerou corredores estratégicos, sendo  assim, as caracteristicas 

que levaram a implantação desse corredor em determinado bairro será 

levada em consideração independente do cronograma das obras. 
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ANEXO III 

ANÁLISE GEOGRÁFICA DOS ATRIBUTOS 

O gradiente de cores foi definido abaixo para possibilitar a visualização 

qualitativa de como as variáveis se distribuem geograficamente. 

 

 

Figura 23: Escala de gradiente de cores [0,1] 

 

Figura 9: V1 Densidade habitacional territorial 
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Figura 10: V2 Percentual de §rea urbanizada 

 
Figura 11: V3 Grau de verticaliza­«o 
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Figura 12: V4 Percentual §rea pra­as 

 
Figura 13: V5 Percentual da §rea construida que ® residencial 
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Figura 14: V6 Percentual de im·veis alugados 

 
Figura 15: V7 Postos de trabalho ï com®rcio 
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Figura 16: V8 Postos de trabalho ï servi­os 

 
Figura 17: V9 Postos de trabalho ï ind¼stria de transforma­«o 
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Figura 18: V10 Densidade domiciliar (hab/domic²lio) 

 
Figura 19: V11 Percentual domicilios recenseados ocupados 
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Figura 20: V12 Indice desenvolvimento social 

 
Figura 21: V13 Percentual domicilios abaixo da linha de pobreza 
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Figura 22: V14 Percentual da popula­«o vivendo em favelas 

 
Figura 23: V15 Homic²dio doloso 



128 

 

 

 

 
Figura 24: V16 Roubo a transeunte 

 
Figura 25: V17 Roubo de ve²culos 
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Figura 26: V18 Furto de ve²culos 

 
Figura 27: V19 Menor Distancia centralidade tipo 1 
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Figura 28: V20 Menor Distancia centralidade tipo 2 

 
Figura 29: V21 Menor Distancia centralidade tipo 3 
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Figura 30: V22 Dist©ncia praia for a da ba²a mais pr·xima 

 
Figura 31: V23 Indice de balneabilidade 
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Figura 32: V24 ĉndice de transporte 

 
Figura 33: PGV valor m²nimo por bairro 
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Figura 34: PGV m®dia por bairro 

 
Figura 35: PGV valor m§ximo por bairro 
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Figura 36: PGV desvio padr«o por bairro 
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ANEXO IV 

BAIRROS COM IDENTIFICAÇÃO DAS COMUNIDADES E MÉTRICAS REDE 

PRELIMINAR 

 

 

Bairros
Comun

idade

Average 

neighbor 

degree

Degree 

centrality

Closeness 

centrality

Betweenness 

centrality

Harmonic 

centrality

Number 

of 

cliques

Clustering 

coefficient

Eigenvector 

centrality

Abolição 2 37,5 0,222222 0,4384119 0,002340321 70,9 39 0,74482759 0,113093186

Acari 5 13,9 0,074074 0,3251144 0,001164546 52,035714 8 0,51111111 0,008706754

Água Santa 2 7 0,007407 0,2612658 0 37,65 1 0 0,000417227

Anchieta 0 34,93333 0,333333 0,4883576 0,018322099 80,983333 101 0,54545455 0,155473777

Andaraí 2 31,62162 0,274074 0,4743473 0,07385297 76,166667 58 0,52102102 0,115517716

Anil 2 33,86842 0,281481 0,4704908 0,024533427 76,983333 51 0,49786629 0,125800996

Bancários 2 33,88 0,185185 0,4208754 0,007845861 68,066667 28 0,58666667 0,07973277

Bangu 0 15,33333 0,022222 0,279567 0 42,685714 1 1 0,002554649

Barros Filho 5 12,5 0,044444 0,3128128 0,000263119 48,369048 3 0,73333333 0,003968608

Benfica 5 15,42857 0,051852 0,3384232 0,001164386 52,05 5 0,42857143 0,007214651

Bento Ribeiro 2 34,74545 0,407407 0,5284965 0,021116493 86,566667 183 0,51986532 0,19313396

Bonsucesso 5 15,5 0,02963 0,308642 0,000107068 46,45 2 0,66666667 0,004435931

Botafogo 1 1 0,007407 0,0074074 0 1 1 0 1,14087E-16

Brás de Pina 5 33,78947 0,422222 0,5485343 0,039280675 88,566667 166 0,46867168 0,190183781

Cachambi 2 36,58824 0,251852 0,4538853 0,004016351 73,65 78 0,69875223 0,124546201

Cacuia 2 20,6 0,074074 0,3260303 0,000426293 51,516667 4 0,75555556 0,017816165

Camorim 3 3,666667 0,022222 0,026455 5,52792E-05 4 2 0,66666667 1,52336E-12

Campinho 2 32,88889 0,466667 0,564589 0,041864235 91,566667 216 0,44546851 0,20699982

Cascadura 0 36,25641 0,288889 0,4743473 0,011161733 77,816667 74 0,60188934 0,140032723

Catete 4 4 0,007407 0,2030539 0 29,502381 1 0 1,15425E-05

Catumbi 5 30,38462 0,096296 0,400487 0,006637506 61,066667 9 0,5 0,037859029

Cavalcanti 0 37,19355 0,22963 0,4486075 0,012046348 72,816667 30 0,6688172 0,112290726

Cidade de 

Deus
2 42,57143 0,051852 0,3733572 2,01414E-05 56,4 2 0,9047619 0,029876958

Cocotá 2 20,77778 0,066667 0,3179691 7,36684E-05 49,933333 4 0,88888889 0,015715644

Coelho Neto 5 27,44444 0,066667 0,3507295 9,24819E-05 54,55 5 0,83333333 0,021563642

Colégio 5 32,40625 0,237037 0,4451567 0,010466485 72,983333 46 0,56451613 0,098686307

Complexo do 

Alemão
5 18,08333 0,088889 0,3782377 0,004469943 58,9 11 0,34848485 0,017645758

Copacabana 4 2,5 0,014815 0,1679837 0 24,942857 1 1 3,43138E-07

Cordovil 5 32,29545 0,325926 0,4967414 0,030281003 80,733333 103 0,49260042 0,136844137

Cosme Velho 2 20,28571 0,051852 0,3572245 0,00230791 54,266667 5 0,47619048 0,012603772

Cosmos 0 14,1 0,074074 0,3269512 0,007116557 52,202381 5 0,66666667 0,008268093

Costa Barros 5 22 0,074074 0,3507295 0,002012422 55,552381 6 0,48888889 0,018340743

Curicica 2 38,84211 0,140741 0,4208754 0,003787821 65,983333 14 0,61988304 0,071134749

Del Castilho 5 32,76923 0,096296 0,4018776 0,012275934 61,166667 6 0,73076923 0,041105517

Deodoro 0 27 0,118519 0,3770057 0,00761533 60,55 7 0,53333333 0,037380869

Encantado 2 37 0,266667 0,4666965 0,006195008 75,483333 50 0,65555556 0,134319343

Engenheiro 

Leal
0 39,89655 0,214815 0,4451567 0,002550121 71,816667 37 0,78325123 0,114578737

Engenho da 

Rainha
5 37,82353 0,251852 0,468586 0,006429188 75,066667 46 0,63101604 0,12682015

Engenho de 

Dentro
2 35,95833 0,355556 0,5032206 0,010765911 82,483333 103 0,57003546 0,175712325

Engenho Novo2 33,67241 0,42963 0,5537834 0,030495408 89,233333 167 0,47186933 0,196300002

Estácio 5 27,5 0,074074 0,3883917 0,002064443 58,9 4 0,53333333 0,026916388

Flamengo 4 3,75 0,02963 0,2595084 0,054183788 39,333333 4 0 0,00040045
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Freguesia Ilha 

do Governador
2 30,73684 0,140741 0,4089779 0,006838568 64,566667 14 0,57309942 0,055741574

Freguesia de 

Jacarepaguá
2 27,77778 0,066667 0,3697787 0,000822915 56,483333 3 0,69444444 0,02493895

Galeão 5 21,5 0,02963 0,3335468 8,59691E-05 50,635714 2 0,66666667 0,006497002

Gamboa 5 16,2 0,037037 0,3297457 0,000859672 49,933333 4 0,4 0,007307062

Gardênia Azul 2 34,6 0,037037 0,3733572 0 55,566667 1 1 0,016418883

Gávea 4 6,5 0,014815 0,24998 0 36,666667 1 1 0,000378196

Grajaú 2 22,42857 0,051852 0,3628236 0,027406982 54,933333 6 0,38095238 0,014474588

Guadalupe 0 33,19149 0,348148 0,4904269 0,030605851 81,816667 116 0,50231267 0,15197834

Guaratiba 3 3,666667 0,022222 0,026455 5,52792E-05 4 2 0,66666667 1,52336E-12

Higienópolis 5 26,16667 0,044444 0,3616898 0,000353114 54,4 3 0,46666667 0,015554185

Honório 

Gurgel
0 40,07692 0,192593 0,4286694 0,000929747 69,316667 27 0,85230769 0,104108688

Humaitá 4 13 0,02963 0,3232982 0,004929578 48,15 2 0,66666667 0,003716367

Inhaúma 5 35,28125 0,237037 0,4648223 0,009541852 74,066667 42 0,57459677 0,107802434

Inhoaíba 0 14,88889 0,066667 0,3260303 0,006821706 51,702381 4 0,72222222 0,007952912

Ipanema 4 2,5 0,014815 0,1679837 0 24,942857 1 1 3,43138E-07

Irajá 5 32,73684 0,140741 0,4178366 0,002003485 65,233333 16 0,70760234 0,059656873

Jacaré 5 34,55556 0,133333 0,4148414 0,015271696 65,233333 12 0,55555556 0,059275102

Jacarezinho 5 14,83333 0,044444 0,3404139 0,001668797 51,4 4 0,4 0,006159274

Jardim 

América
0 35 0,377778 0,5076348 0,020113851 84,483333 126 0,5145098 0,178012064

Jardim 

Botânico
4 11,71429 0,051852 0,3335468 0,015916992 50,7 5 0,33333333 0,00636892

Jardim 

Carioca
2 33,27027 0,274074 0,4574733 0,017604108 74,983333 69 0,56606607 0,120011418

Jardim 

Guanabara
2 30,16667 0,133333 0,4089779 0,002106168 63,65 19 0,69281046 0,052066337

Jardim 

Sulacap
0 17,75 0,059259 0,3260303 0,00050061 50,969048 4 0,57142857 0,011248914

Lagoa 4 5,5 0,014815 0,2462569 0 35,983333 1 1 0,000290701

Laranjeiras 4 14 0,044444 0,3297457 0,040859885 49,816667 4 0,33333333 0,00675182

Leblon 4 2,666667 0,022222 0,2044889 0,027197347 30,835714 2 0,33333333 1,15623E-05

Leme 6 1 0,007407 0,0074074 0 1 1 0 1,14087E-16

Lins de 

Vasconcelos
2 34,46154 0,288889 0,480252 0,019381816 77,65 42 0,54790823 0,134620059

Madureira 5 28 0,111111 0,3896995 0,003895214 61,233333 12 0,54285714 0,039722846

Magalhães 

Bastos
5 31,52381 0,311111 0,4724112 0,057793949 78,816667 72 0,47154472 0,124643058

Mangueira 5 22,71429 0,051852 0,3539472 0,000359013 54,216667 5 0,66666667 0,012908285

Manguinhos 5 13,6 0,037037 0,3102969 0,00010718 47,619048 2 0,8 0,003481753

Maracanã 2 14,8 0,037037 0,318845 0,031796103 47,816667 3 0,4 0,00711767

Maré 5 23,66667 0,111111 0,4089779 0,012334066 63,483333 11 0,35238095 0,029683683

Marechal 

Hermes
2 32,73333 0,444444 0,559134 0,041120893 90,233333 159 0,44237288 0,196912132

Maria da 

Graça
2 36,84 0,185185 0,430263 0,019344636 68,166667 15 0,65333333 0,092230703
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Méier 2 36,79167 0,177778 0,430263 0,013286816 67,666667 12 0,75 0,089942078

Moneró 2 27,26316 0,140741 0,3977345 0,003203468 63,066667 19 0,63157895 0,049440554

Olaria 5 35,55814 0,318519 0,5032206 0,017579125 80,733333 85 0,54374308 0,151048541

Oswaldo Cruz0 34,6 0,407407 0,5333675 0,022933728 86,9 153 0,51111111 0,192977493

Paciência 0 9,5 0,014815 0,2426431 0 36,385714 1 1 0,000467604

Padre Miguel 0 25,04762 0,155556 0,3651127 0,012863 61,302381 10 0,55238095 0,049784768

Parada de 

Lucas
5 26,93333 0,222222 0,4451567 0,037468292 72,316667 38 0,3954023 0,071210784

Parque 

Anchieta
0 36,82759 0,214815 0,4384119 0,011700678 71,15 32 0,67487685 0,104418298

Parque 

Columbia
5 17,8 0,037037 0,3316354 0,000387617 50,969048 3 0,6 0,006249972

Pavuna 5 25,4375 0,118519 0,3963724 0,004023048 62,316667 14 0,51666667 0,033822524

Pechincha 2 34,45833 0,177778 0,4286694 0,010829147 67,816667 23 0,69565217 0,081693786

Pedra de 

Guaratiba
3 3,666667 0,022222 0,026455 5,52792E-05 4 2 0,66666667 1,52336E-12

Penha 5 31,7 0,148148 0,4224115 0,007294777 66,65 16 0,51578947 0,056670309

Penha Circular5 31 0,192593 0,4434511 0,014987261 70,233333 40 0,52307692 0,07364112

Piedade 2 34,20755 0,392593 0,5213547 0,033875609 85,483333 133 0,50290276 0,182834227

Pilares 2 35,56818 0,325926 0,4925138 0,016099595 80,316667 67 0,55179704 0,156041779

Pitangueiras 2 31,92857 0,103704 0,3950196 0,001433429 61,483333 8 0,69230769 0,040873005

Portuguesa 2 34,25 0,266667 0,4556722 0,014730073 74,483333 81 0,60952381 0,120229773

Praça da 

Bandeira
2 28,125 0,059259 0,3561254 0,001471595 54,033333 3 0,78571429 0,023246167

Praça Seca 2 36,8 0,148148 0,4089779 0,002349299 64,9 21 0,67894737 0,072668844

Praia da 

Bandeira
2 30,96 0,185185 0,4255174 0,006583469 67,816667 40 0,62666667 0,074286634

Quintino 

Bocaiúva
0 37,5 0,192593 0,430263 0,005445101 69,316667 21 0,74461538 0,098392341

Ramos 5 27,21429 0,103704 0,393676 0,004527628 61,316667 11 0,52747253 0,033307493

Realengo 0 22 0,118519 0,3819826 0,011799525 61,485714 12 0,51666667 0,029293977

Riachuelo 2 37,5 0,251852 0,462963 0,007680786 74,483333 44 0,67736185 0,129689432

Ribeira 2 20,85714 0,051852 0,3128128 1,22843E-05 48,433333 2 0,95238095 0,012022991

Ricardo de 

Albuquerque
0 38,96667 0,222222 0,4486075 0,005442052 72,483333 21 0,70344828 0,116166157

Rio Comprido 2 40,5 0,148148 0,4163336 0,000889345 65,233333 5 0,85263158 0,081721108

Rocha 2 37,92105 0,281481 0,4782675 0,008641988 77,15 55 0,64722617 0,145686334

Rocha 

Miranda
0 38,87097 0,22963 0,4468754 0,002676231 72,65 48 0,74408602 0,120329585

Sampaio 5 35,88889 0,266667 0,4574733 0,017829584 75,4 40 0,55238095 0,12728403

Santa Teresa 2 7 0,007407 0,2612658 0 37,65 1 0 0,000417227

Santíssimo 0 15,55556 0,066667 0,3260303 0,000225264 51,702381 4 0,80555556 0,00825499

Santo Cristo 5 13,5 0,014815 0,3045809 0,000238247 44,433333 2 0 0,002134513

São Francisco 

Xavier
5 33,13043 0,17037 0,4468754 0,024754638 69,316667 21 0,47035573 0,071891312

Senador 

Camará
0 15,22222 0,066667 0,3197258 0,001089771 50,385714 3 0,61111111 0,009543524



138 

 

 

 

Bairros
Comun

idade

Average 

neighbor 

degree

Degree 

centrality

Closeness 

centrality

Betweenness 

centrality

Harmonic 

centrality

Number 

of 

cliques

Clustering 

coefficient

Eigenvector 

centrality

Senador 

Vasconcelos
0 15,55556 0,066667 0,3260303 0,000225264 51,702381 4 0,80555556 0,00825499

Sepetiba 3 3,666667 0,022222 0,026455 5,52792E-05 4 2 0,66666667 1,52336E-12

Tanque 2 37,22222 0,133333 0,4046879 0,000894494 63,733333 11 0,70588235 0,066470994

Taquara 2 21,16667 0,044444 0,3507295 0,000521416 53,066667 4 0,4 0,011296993

Tauá 2 35,20833 0,177778 0,4208754 0,00916548 67,733333 29 0,60869565 0,079863116

Tijuca 1 1 0,007407 0,0074074 0 1 1 0 1,14087E-16

Todos os 

Santos
2 38 0,185185 0,4239588 0,000733373 67,733333 20 0,79333333 0,095348461

Tomás Coelho5 38,79167 0,177778 0,4384119 0,002950777 68,9 15 0,69202899 0,090705156

Turiaçu 0 35,41176 0,125926 0,4061079 0,001328222 63,816667 6 0,83823529 0,061198108

Urca 6 1 0,007407 0,0074074 0 1 1 0 1,14087E-16

Vargem 

Grande
3 3,666667 0,022222 0,026455 5,52792E-05 4 2 0,66666667 1,52336E-12

Vargem 

Pequena
3 3 0,037037 0,037037 0,000276396 5 5 0,5 2,20809E-12

Vasco da 

Gama
5 7,75 0,02963 0,2937582 0,000419626 44,319048 3 0,16666667 0,002158351

Vaz Lobo 0 36,69048 0,311111 0,4822531 0,009475503 79,483333 93 0,60511034 0,153384496

Vicente de 

Carvalho
5 31,0625 0,118519 0,400487 0,000775642 62,816667 11 0,725 0,045909552

Vigário Geral 5 27 0,096296 0,3896995 0,001913976 60,566667 8 0,58974359 0,029384349

Vila Cosmos 0 35,74074 0,2 0,4270876 0,004734507 69,483333 21 0,7037037 0,095972244

Vila da Penha 0 40,84615 0,192593 0,4384119 0,00198516 69,483333 16 0,77846154 0,108426005

Vila Isabel 2 36,06667 0,222222 0,4556722 0,024259429 72,166667 29 0,68275862 0,107853838

Vila Valqueire2 32,55556 0,2 0,430263 0,002613665 68,983333 41 0,66666667 0,086651732

Vista Alegre 0 37,45946 0,274074 0,4762993 0,01256921 76,566667 51 0,62762763 0,138843065

Zumbi 2 22,3 0,074074 0,3424282 0,000332729 53,566667 5 0,82222222 0,019605712



139 

 

ANEXO V 

COMUNIDADES DOS BAIRROS POR CENÁRIO ESCOLHIDO 

 

Abolicao 2 Abolicao 0 Acari 9 Abolicao 7

Acari 1 Acari 1 Agua Santa 4 Acari 1

Agua Santa 2 Agua Santa 3 Alto da Boa Vista4 Agua Santa 2

Anchieta 3 Alto da Boa Vista3 Anchieta 0 Anchieta 3

Andarai 2 Anchieta 4 Andarai 4 Andarai 2

Anil 4 Andarai 0 Bancarios 5 Bangu 3

Bancarios 4 Bangu 5 Bangu 0 Barra de Guaratiba4

Bangu 5 Barros Filho 1 Barra de Guaratiba6 Barros Filho 1

Barros Filho 1 Benfica 1 Barros Filho 9 Benfica 5

Benfica 1 Bento Ribeiro0 Benfica 8 Bento Ribeiro7

Bento Ribeiro2 Bonsucesso 1 Bento Ribeiro2 Bonsucesso 5

Bonsucesso 3 Botafogo 2 Bonsucesso 8 Botafogo 6

Bras de Pina3 Bras de Pina1 Botafogo 4 Bras de Pina0

Cachambi 2 Cachambi 0 Bras de Pina7 Cachambi 7

Cacuia 4 Campinho 0 Cachambi 2 Camorim 4

Campinho 3 Cascadura 4 Cacuia 5 Cascadura 3

Cascadura 3 Catete 2 Camorim 6 Catete 6

Catete 0 Cavalcanti 4 Cascadura 8 Catumbi 1

Catumbi 2 Cidade Nova2 Catete 4 Cavalcanti 3

Cavalcanti 3 Coelho Neto1 Catumbi 9 Cidade Nova6

Cidade de Deus4 Colegio 1 Cavalcanti 0 Coelho Neto5

Cocota 4 Complexo do Alemao1 Cidade Nova4 Colegio 1

Coelho Neto3 Copacabana2 Cocota 5 Complexo do Alemao1

Colegio 3 Cordovil 1 Coelho Neto7 Copacabana6

Complexo do Alemao1 Cosme Velho3 Colegio 9 Cordovil 5

Copacabana0 Cosmos 5 Complexo do Alemao9 Cosme Velho2

Cordovil 3 Costa Barros1 Copacabana4 Cosmos 3

Cosme Velho2 Del Castilho 2 Cordovil 8 Costa Barros1

Cosmos 5 Encantado 0 Cosmos 0 Del Castilho 5

Costa Barros1 Engenheiro Leal4 Costa Barros0 Deodoro 3

Curicica 4 Engenho da Rainha2 Curicica 1 Encantado 7

Del Castilho 3 Engenho de Dentro0 Del Castilho 8 Engenheiro Leal3

Deodoro 5 Engenho Novo0 Deodoro 0 Engenho de Dentro7

Encantado 2 Estacio 2 Encantado 2 Engenho Novo7

Engenheiro Leal3 Flamengo 2 Engenheiro Leal0 Estacio 6

Engenho da Rainha3 Freguesia Ilha do Governador3 Engenho de Dentro4 Flamengo 6

Engenho de Dentro2 Freguesia de Jacarepagua6 Engenho Novo2 Gamboa 1

Engenho Novo2 Gavea 3 Estacio 4 Gavea 2

Estacio 2 Gloria 2 Flamengo 4 Gloria 6

Flamengo 0 Grajau 3 Freguesia de Jacarepagua3 Grajau 2

Freguesia Ilha do Governador4 Guadalupe 4 Gamboa 9 Guadalupe 5

Freguesia de Jacarepagua2 Honorio Gurgel4 Gavea 4 Guaratiba 4

Galeao 1 Humaita 3 Gloria 4 Honorio Gurgel0

Gamboa 2 Imperial de Sao Cristovao1 Grajau 4 Humaita 2

Gardenia Azul4 Inhauma 2 Guadalupe 7 Imperial de Sao Cristovao6

Gavea 0 Inhoaiba 5 Guaratiba 6 Inhauma 5

Grajau 2 Ipanema 2 Honorio Gurgel7 Inhoaiba 3

Guadalupe 3 Iraja 1 Humaita 4 Ipanema 6

Higienopolis1 Jacarezinho 1 Imperial de Sao Cristovao8 Iraja 5

ORIGINAL PCA YJ PCAYJ
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