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Este trabalho apresenta uma metodologia de análise de dados georreferenciados
referentes a situação socioeconômica da população. A metodologia é baseada na
utilização do algoritmo de agrupamento de dados fuzzy c-means (FCM), e o mape-
amento dos grupos em uma base cartográfica. O principal resultado do algoritmo
FCM é o cálculo, para cada registro, de um valor de pertinência fuzzy associado a
cada grupo. A visualização do resultado é feita no sistema Google Maps, juntamente
com um conjunto de softwares open source, ou seja, sem custo de licenciamento. A
metodologia de mapeamento e visualização, permite estabelecer um marco para o
monitoramento de impactos socioeconômicos, e nesse sentido, é mostrado um es-
tudo de caso aplicado às cidades de Niterói e São Gonçalo, com vistas ao maior
projeto individual da história da Petrobras, o COMPERJ (Complexo Petroquímico
do Rio de Janeiro). A contribuição deste trabalho reside em oferecer metodologia
para visualização de dados multivariados e georreferenciados, com ferramentas de
fácil acesso , à luz de uma análise exploratória espacial. Os resultados mostraram
uma metodologia capaz de embasar decisões que maximizem impactos positivos e
minimizem os negativos, em termos práticos, geograficamente são vistas regiões que
claramente são carentes de acesso a serviços públicos básicos, além de correlações
com indicadores de escolaridade e renda.
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This work presents a methodology of georeferenced data analysis related to the
socioeconomic characteristic of the population. The methodology is based on the use
of the fuzzy c-means (FCM) data clustering algorithm, and the mapping of clusters
on a cartographic base. The main result of the FCM algorithm is the calculus, for
each record, of a membership value associated to each cluster. The visualization of
the results is made using the Google Maps system, together with a set of open source
softwares, ie, without license costs. The methodology for mapping and visualization,
establishes a framework in monitoring socioeconomic impacts, and on that way,
it is shown a case study applied to the cities of Niterói and São Gonçalo, with
regard to the biggest individual project in the history of the Petrobras (main Brazil
oil company), the COMPERJ (Petrochemical Complex of Rio de Janeiro). The
contribution of this work lies in o�er a methodology to visualization of multivariate
and georeferenced data, with tools of easy access , to the light of an exploratory
spatial data analysis. The results showed a methodology capable to base decisions
in order to maximize the positive impacts, and minimize the negatives, in practical
terms, geographically there are regions that explicitly have deficient access to basic
public services, like water and garbage collection, so there are correlations with
income and schooling indicators.
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Capítulo 1

Introdução

Espaços urbanos encontram-se cada vez mais populosos: em 2008 foi quebrado um
recorde em que, pela primeira vez na história, a população mundial urbana igualou-se
à rural. Segundo estudo das Nações Unidas UNITED NATIONS DEPARTMENT
OF ECONOMIC AND SOCIAL AFFAIRS/POPULATION DIVISION (2007), a
população mundial aumentará 3.1 bilhões entre 2007 e 2050. A expectativa é de
que 70% da população mundial viva em grandes centros em 2050, principalmente
em países em desenvolvimento como, por exemplo, na América Latina e Caribe. No
Brasil, esse indicador já está em 84% 1, confirmando as tendências.

Nesse contexto, de um certo caos demográfico repentino, a motivação do autor é
a de estudar e propiciar um certo entendimento desses eventos, na esperança de que
ações sejam elencadas pelos órgãos competentes, no sentido de diminuir os impactos
negativos e maximizar os positivos, acarretando verdadeira melhora na qualidade
de vida geral.

Existem métodos e ferramentas capazes de estudar esse movimento em uma ve-
locidade compatível com a própria mudança? Segundo MENNIS e GUO (2009),
é urgente a necessidade de métodos para extração de informações desconhecidas e
inesperadas, a partir de dados georreferenciados, que invariavelmente são: de alta
dimensionalidade, complexidade e tamanho. No contexto desse desafio, duas áreas
de pesquisa estão em atividade: spatial data mining e geographic knowledge disco-
very, focando-se no desenvolvimento de teoria, metodologia e prática para extração
de informações úteis desses dados.

Em linhas gerais, esse estudo visa propor um método para extração de informa-
ções desconhecidas a partir de uma base de dados com referencial geográfico, tendo
como resultado a visualização de agrupamentos 2 sobre um mapa cartográfico. O
método é válido para qualquer base de dados georreferenciada, contudo o enfoque
dessa dissertação é dado para os dados censitários da população de Niterói e São

1Segundo censo do IBGE do ano 2000.
2Clustering, do inglês.
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Gonçalo. Um objetivo específico desse trabalho é o de mostrar a possibilidade de
um método que usa software “livre”, ou seja, sem custo de licenciamento, usando
imagens de satélite disponibilizadas pelo Google Maps.

PETERSON (2003), traz um pouco da história dos mapas e da própria inter-
net, explicando como a internet praticamente redefiniu a maneira de se trabalhar
com mapas. Hoje os mapas são imagens interativas e dinâmicas, se comparadas a
impressos estáticos e limitados às propriedades do papel.

A partir de dados georreferenciados, a metodologia tem início num trabalho de
base, que descobre agrupamentos independentemente do seu georreferenciamento,
treina-os como classes para criar um classificador geofuzzy, que somente agora, usa
as coordenadas do georreferenciamento para computar um vetor de fuzzificação,
que juntamente com uma malha de pontos de teste (que contempla toda a região
de estudo), torna um interpolador geofuzzy capaz de apontar o valor de pertinência
fuzzy à cada classe descoberta, para cada ponto da malha.

Numa segunda etapa, os vetores resultantes do interpolador geofuzzy, ganham
forma visual através de uma projeção de mapas de calor sobre o Google Maps.

Todos os detalhes dessa metodologia constam nos capítulos de Fundamentação
teórica e Método Proposto.

No capítulo 2 é mostrada a área de estudo, assim como a relevância do projeto
do COMPERJ .

No capítulo 3 é mostrado o que existe no campo científico e foi aplicado nessa
dissertação, assim como, um espaço para esclarecimento de termos.

No capítulo 4 será descrita toda a metodologia usada neste trabalho. As metodo-
logias matemáticas aqui apresentadas não consistem novidade no campo científico,
já que são todas idênticas às apresentadas e compiladas em EVSUKOFF et al.
(2004). A novidade apresenta-se no campo de visualização e consequente análise
exploratória de dados, que será descrita no capítulo 4.2.

Um caso de estudo será apresentado nos capítulos 5 e 6, usando dados socio-
econômicos do IBGE do ano de 2000, para as cidades de Niterói e São Gonçalo,
à luz do projeto do COMPERJ. As conclusões, no capítulo 7, e a motivação para
trabalhos futuros, no capítulo 8.

Serão apresentados os procedimentos seguidos para a instalação dos softwares,
assim como os seus pré-requisitos e o ambiente operacional 3 usado pelo autor. Todos
os softwares aqui usados não apresentam custo de licenciamento no meio acadêmico
ou para uso pessoal - para uso comercial, deve-se observar os contratos de licença
de cada software.

3Vide seção de anexos A.
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Capítulo 2

Área de estudo

Em 2006 foi anunciada a construção do Complexo Petroquímico do Rio de Janeiro,
o COMPERJ, trata-se do maior projeto individual da história da Petrobras, e está
sendo implantado na cidade de Itaboraí 1 , com previsão de entrada operacional
em 2012 . Na perspectiva de alavancar um grande crescimento econômico, as cida-
des próximas à Itaboraí formaram um consórcio entitulado CONLESTE (Consórcio
Intermunicipal de Desenvolvimento da região Leste Fluminense), que já conta com
os municípios: Itaboraí, São Gonçalo, Niterói, Cachoeiras de Macacu, Casimiro de
Abreu, Guapimirim, Magé, Maricá, Rio Bonito, Silva Jardim e Tanguá.

Esse empreendimento será um pólo de atração que estimulará a instalação de
diferentes indústrias na área, além de possibilitar a criação de mais de 200 mil
empregos diretos e indiretos. Um empreendimento dessa natureza gera impactos so-
ciais, econômicos e ambientais que precisam ser monitorados, logicamente no sentido
de maximizar os pontos positivos e diminuir os negativos 2.

Face a disponibilidade completa dos dados para duas cidades do CONLESTE,
somente as cidades de Niterói e São Gonçalo serão estudadas, tudo a luz de trei-
nar um método capaz de investigar a variabilidade dos dados dispostos num mapa
cartográfico.

Foram usados como base para essa dissertação os dados do IBGE do censo do
ano 2000 3, assim como os arquivos de mapas também disponibilizados pelo próprio
IBGE 4.

Para maiores especificações sobre formato de mapas e termos técnicos, vide Fun-
damentação Teórica.

1vide http://www.comperj.com.br/Util/pdf/rima.pdf visto em 12/Abril/2011
2vide http://www.firjan.org.br/lumis/portal/file/fileDownload.jsp?fileId=

2C908CE9215B0DC40121737C11980860 visto em 12/Abril/2011
3vide http://www.ibge.gov.br/home/estatistica/populacao/censo2000/ visto em

12/Abril/2011
4vide http://www.ibge.gov.br/mapas_ibge/bases.php visto em 12/Abril/2011

3

http://www.comperj.com.br/Util/pdf/rima.pdf
http://www.firjan.org.br/lumis/portal/file/fileDownload.jsp?fileId=2C908CE9215B0DC40121737C11980860
http://www.firjan.org.br/lumis/portal/file/fileDownload.jsp?fileId=2C908CE9215B0DC40121737C11980860
http://www.ibge.gov.br/home/estatistica/populacao/censo2000/
http://www.ibge.gov.br/mapas_ibge/bases.php


Capítulo 3

Fundamentação Teórica

Esse capítulo é dedicado a abordagem dos conceitos teóricos usados nesse trabalho,
ou seja, termos e axiomas já construídos no mundo científico e que foram usados
pelo autor.

3.1 Agrupamentos

O termo “agrupamento” denota amplo significado no campo científico, assim como
o seu original em inglês “Clustering” ou mesmo “Cluster analysis”. Na presente
dissertação, foi adotado o nome do termo em português “agrupamento”.

A análise de agrupamentos trata-se de um processo automático e não supervi-
sionado que divide (classifica) a amostra em grupos homogêneos. Existem diversos
algoritmos publicados nas mais diversas áreas que servem a esse fim. Assim, a sim-
ples tarefa de encontrar um algoritmo adequado ao estudo de caso desejado pode
tornar-se árdua. Vide GAN et al. (2007) para uma descrição dos algoritmos mais
básicos.

A complexidade ao lidar com agrupamentos já foi tema de dissertações da pró-
pria COPPE. SANTOS (2006) aborda análise multivariada para bases de dados
georreferenciadas com métodos de agrupamentos fuzzy, fazendo comparações entre
o método que usa lógica fuzzy e o método de Krigagem 1. DOS SANTOS (2009) faz
análise de agrupamentos para realizar mineração de textos, separando documentos
por conteúdos similares.

Na presente dissertação, o algoritmo adotado é o fuzzy c-means, que pertence
ao grupo de algoritmos para agrupamentos fuzzy, em que um mesmo ponto pode
pertencer a vários grupos ao mesmo tempo, obedecendo, obviamente, a um grau de
pertinência para cada grupo. Detalhes pertinentes a algoritmos de agrupamentos
que usam lógica fuzzy podem ser encontrados em MIYAMOTO (1998).

1do inglês “Kriging”
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Apesar da complexidade envolvida em analisar agrupamentos, a demanda por
esse tipo de atividade faz-se crescente, face ao contínuo aumento no volume de dados
que são gravados. O gargalo tecnológico não é mais no campo dos sensores, meios
de transmissão ou até mesmo meios de armazenamento - todavia meios eficientes
em extrair o essencial da informação dentro de uma grande massa de dados, de uma
forma automatizada, preferencialmente.

A análise de agrupamentos lida com a descoberta de estruturas e grupos de um
conjunto de dados , e para melhor proveito, dados multivariados. Assim sendo,
dificilmente alguém poderá afirmar que a descoberta de determinado grupo será
perfeita. De fato, ruídos ou imprecisões não podem ser completamente eliminados2.

A análise de agrupamentos calcula partições que devem obedecer, segundo
HOPPNER et al. (2000), às seguintes propriedades:

• Homogeneidade dos grupos, ou seja, dados do mesmo agrupamento devem ser
o mais similares possível.

• Heterogeneidade entre grupos, ou seja, dados pertencentes a agrupamentos
diferentes devem ser o mais diferente possível.

3.2 Agrupamento via fuzzy c-means

A seguir será apresentado o funcionamento do mecanismo de agrupamentos via
fuzzy c-means, com vistas ao que já existe no meio científico e foi aplicado nessa
dissertação.

3.2.1 Terminologia

Antes de descrever o algoritmo fuzzy c-means, abreviado por FCM, faz-se necessá-
ria uma breve definição de nomenclatura para facilitar o entendimento nos passos
seguintes.

Seja X = {x1, x2, . . . , xN} um conjunto de indivíduos a ser agrupado onde
xa, (a = 1, 2, . . . , N) é um indivíduo , x1, x2, . . . , xN são vetores reais no espaço
Euclidiano (nesse trabalho) Rp. Um elemento qualquer x ∈ Rp é um vetor de
componentes reais x1, x2, . . . , xp, isto é , x = (x1, x2, . . . , xp) ∈ Rp , ou seja , são
considerados N espaços p-dimensionais, sendo N tantos quantos forem os registros
do problema, e p tantos quantos forem os atributos.

Dois conceitos básicos usados para agrupamentos são: dissimilaridade ou medida
de distância e centro do grupo, do inglês cluster center. O agrupamento é feito atra-
vés da avaliação da proximidade dos dados. Indivíduos são colocados em um espaço

2Textos de grande ajuda na montagem dessa seção vieram de HOPPNER et al. (2000) e MIYA-
MOTO et al. (2008).
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topológico e sua proximidade é medida pela dissimilaridade entre dois indivíduos a
serem agrupados. A dissimilaridade entre um par arbitrário x, x′ ∈ X é denotado
por D(x, x′), o qual recebe um valor real, vide abaixo na fórmula 3.1.

A medida de dissimilaridades respeita:

D(x, x′) = D(x, x′), 8x, x′ ∈ X (3.1)

Sendo que a dissimilaridade mede o quão próximos estão dois objetos, um pe-
queno valor de D(x, x′) significa que x e x′ são próximos, ao passo que um valor mais
alto entre x e x′ indica maior distância. Nesse caso assume-se que x está próximo
dele mesmo, ou seja, D(x, x), como na fórmula 3.2.

D(x, x) = min
x′∈X

D(x, x′). (3.2)

Em se tratando de medida de distância, faz-se necessário lembrar o conceito de
métrica. Uma métrica m(x, y) definida no espaço S satisfaz três axiomas:

I/ m(x, y) � 0 e m(x, y) = 0, x = y;

II/ [simetria] m(x, y) = m(y, x);

III/ [restrição triangular] m(x, y) � m(x, z) +m(z, y).

Existem diversas medidas de distância. A mais tipicamente usada é a distância
Euclidiana - é esta a ser usada na presente dissertação.

3.2.2 Modelo de agrupamentos fuzzy

Nessa seção é assumida familiaridade aos conceitos básicos de lógica fuzzy, onde os
valores não se caracterizam puramente por 0 ou 1, todavia por funções de pertinência
que tornam a amostra mais próxima de 0 ou mais próxima de 1.

A estrutura apresentada aqui é devidamente analisada em riqueza de detalhes
por PAKHIRA et al. (2005) e GAN et al. (2007).

O modelo de agrupamentos fuzzy c-means, busca a minimização da função Jm,
definida como:

Jfcm(U, V ) =
cX

i=1

NX
k=1

(uki)mD(xk, vi), (m > 1) (3.3)

Para lidar com as funções de pertinência fuzzy, é assumida N � c como uma
matriz de pertinência U = (uki)(1 � k � N, 1 � i � c), onde uki assume um valor
real tal que uki ∈ [0, 1].

O chamado efeito de “fuzzificação” (do inglês �fuzzyness”), ou seja, a não-
linearidade necessária para gerar a fuzzificação vem de (uki)m na função 3.3.
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Lembrando que U é a matriz de pertinência, V é a matriz de centros de grupos
ou centroide (do inglês �centroid�), e m é o parâmetro de fuzzificação.

Algoritmo FCM : Procedimento básico do fuzzy c-means.

FCM1 [Gera valor inicial:] Gera c valores iniciais para os centros dos grupos �V =
(�v1, . . . , �vc).

FCM2 [Encontra U ótimo:] Calcula

�U = arg min
U∈uf

Jfcm(U, �V ). (3.4)

FCM3 [Encontra V ótimo:] Calcula

�V = arg min
V

Jfcm( �U, V ). (3.5)

FCM4 [Testa convergência:] Se �U ou �V é convergente, para; senão, vá para FCM2.

FCM Fim.

Como critério de convergência, no passo FCM4, podem ser adotados o seguintes
critérios:

I/ Fixado o valor de �, julgar que a solução U é convergente se

max
k;i
j �uki � ûki j< �

onde �U é a nova solução e Û era a solução ótima um passo antes do último.

II/ Fixado o valor de �, julgar que a solução V é convergente se

max
1≤i≤c

k �vi � v̂i k< �

onde �V é a nova solução e V̂ era a solução ótima um passo antes do último.

III/ Julgar que a solução é convergente quando o valor da função objetivo é con-
vergente.

Apesar dos critérios citados, é desejável limitar o número máximo de iterações
entre FCM2 e FCM4. Nesse trabalho, o número máximo de iterações estipulado foi
de 100.
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Vide MIYAMOTO et al. (2008), - segundoAlgoritmo FCM acima - as soluções
de FCM2 e FCM3 são dadas respectivamente por:

�uki =
24 cX

j=1

 
D(xk, �vi)
D(xk, �vj)

! 1
m−1

35−1

, (3.6)

�vi =
∑N

k=1(�uki)mxk∑N
k=1(�uki)m

. (3.7)

A fórmula 3.6 exclui o caso de xk = vi para o qual tem-se a solução óbvia uki = 1.
A partir de então a fórmula exata é:

�uki =

8>><>>:
�∑c

j=1

�
D(xk;�vi)
D(xk;�vj)

� 1
m−1

�−1
, (xk 6= vi),

1 (xk = vi)
(3.8)

3.3 Indicadores de validade dos grupos

Por se tratar de um processo automático, não-supervisionado, alguma medida de
validade faz-se necessária. Dado que não existem classes pré-definidas na amostra
de dados, surge a questão de como garantir a validade de um algoritmo de agrupa-
mentos.

Existem diversos critérios de validade para algoritmos de agrupamentos. De
modo geral, há uma divisão segundo os indicadores que fazem testes estatísticos e
os que fazem testes não-estatísticos. Segundo GAN et al. (2007), índices de validade
que fazem testes estatísticos podem: considerar a estrutura revelada face a um re-
flexo resultante de uma imposição externa, ou, valer-se apenas da estrutura inerente
dos próprios dados, sem comparações externas. Os que fazem testes não-estatísticos
usam critérios relativos, ou seja, aceitam o ajuste de um critério pré-definido na
busca do melhor agrupamento.

O índice Calinski-Harabasz (CH), vide CALI‹SKI e HARABASZ (1974), faz
testes estatísticos e vale-se apenas da estrutura interna para validar os agrupamentos.
O índice Xie-Beni (XB) usa critérios relativos, vide XIE e BENI (1991), assim como
o PBM, com um detalhada descrição em PAKHIRA et al. (2004).

O índice Calinski-Harabasz (CH) tem sua definição voltada para linhas ou traços
imaginários entre os grupos e matrizes de dispersão dentro de cada grupo.

Seja n o número de pontos no conjunto de dados e c o número de grupos, o CH
é definido por:

VCH = (n� c)Tr(B)
(c� 1)Tr(W ) , (3.9)

Onde Tr(B) e Tr(W ) são traços das matrizes B e W , respectivamente. B é a

8



matriz de distância entre os grupos, W é a matriz de dispersão dentro do mesmo
grupo.

Os traços de B e W são definidos como:

Tr(B) =
cX

i=1
j Ci j (zi � z)T (zi � z),

T r(W ) =
cX

i=1

X
x∈Ci

(x� zi)T (x� zi),

Onde z é a média do conjunto de dados inteiro e, zi a média do agrupamento
Ci.

Quanto maior o valor de CH, melhor a representatividade de partições segundo
o conjunto de dados estudado.

O índice Xie-Beni, definido por XIE e BENI (1991), e analisado por PAKHIRA
et al. (2005) introduziu um critério de validação fuzzy, baseado em funções que
identificam e separam as partições fuzzy e é definido como:

XB =
∑c

k=1
∑N

i=1 u
2
ki k xi � vk k2

N �mink 6=i k vk � vi k2 (3.10)

Na derivação inicial do índice XB é usada uma função objetivo fuzzy J2 , contudo
é recomendada uma modificação para Jm. O índice modificado é definido por:

XBm =
∑c

k=1
∑N

i=1 u
m
ki k xi � vk k2

N �mink 6=i k vk � vi k2 (3.11)

Seja para XB ou XBm , o número ótimo de agrupamentos é obtido minimizando
o valor do índice. Sendo que XB é uma função que decresce monotonicamente
quando c se aproxima de N , pode-se considerar que há somente um par (Uc,Vc)
para cada c = 2, 3, . . . , N�1 . Xie e Beni recomendam evitar esse efeito monotônico,
processando XB(Uc,Vc;X) como função de c, e então selecionar o ponto de início
do efeito monotônico como sendo o valor máximo de c, ou seja, cmax. Por isso o
valor ótimo de c é obtido pela minimização da função XB = (Uc,Vc;X) sobre
c = 2, 3, . . . , cmax.

O mais recente dos indicadores é o PBM, uma análise em profundidade desse
índice pode ser encontrado em PAKHIRA et al. (2004). O índice PBM é definido
por :

PBM(c) =
�1
c
� E1

Ec

�Dc

�2
, (3.12)
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onde c é o número e agrupamentos e,

Ec =
cX

k=1
Ek, (3.13)

tal que,

Ek =
NX

i=1
uki k xi � vk k, (3.14)

e,

Dc = cmax
k;i=1

k vk � vi k, (3.15)

N é o número total de pontos do conjunto, U(X) = [uki]c×N é uma matriz de
pertinência para os dados e vi é a matriz de centro do i-ésimo agrupamento. O
objetivo é maximizar o índice para obter o número de agrupamentos.

Observe nas tabelas 3.1,3.2,3.3,3.4, o resultado dos índices dado aos diferentes
valores do “parâmetro de fuzzificação” m para o conjunto dos dados de estudo,
acompanhe que o melhor valor para o indicador está em negrito.

Tabela 3.1: Resultado dos indicadores para m=1,4

c CH " XB # PBM "
2 671 0,55 0,22
3 819 0,36 1,44
4 714 1,63 1,87
5 706 2,39 2,1

Tabela 3.2: Resultado dos indicadores para m=1,6

c CH " XB # PBM "
2 424 1,37 0,06
3 691 0,37 0,94
4 553 3,13 1,01
5 444 3,17 0,97

3.4 Visualização

É preciso esclarecer alguns pontos sobre o termo “visualização”. Certos softwa-
res aliados a certos equipamentos podem produzir gráficos de altíssima resolução
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Tabela 3.3: Resultado dos indicadores para m=1,8

c CH " XB # PBM "
2 383 1,54 0,05
3 574 0,44 0,57
4 452 3,9 0,65
5 420 3,4 0,7

Tabela 3.4: Resultado dos indicadores para m=2

c CH " XB # PBM "
2 248 3,45 0,02
3 489 0,56 0,37
4 379 6,18 0,43
5 340 4,6 0,42

e qualidade extraordinária. Contudo, isso não significa que sejam úteis em mos-
trar informações - como, por exemplo, os jogos de computador. Por esse motivo,
o título deste capítulo foi nomeado “Visualização de dados georreferenciados” para
evitar confusões acerca do termo - “georreferenciados” porque os dados possuem
coordenadas geográficas.

O constante aumento no volume de dados gravados parece não ter fim. Estima-se
que o Yahoo possua 2PB 3 (dois petabytes) de informação 4. Outro gigante é o eBay
- cuja base de dados de data warehouse é estimada no tamanho de 6,5 PB de dados
5.

Uma pesquisa sobre as maiores bases de dados 6 do mundo relata volumes, quan-
tidades de acesso, número de clientes, enfim, uma gama de números gigantescos e
impensáveis há poucos anos.

Nesse contexto de largos volumes de dados, qual o papel da visualização? O
que a torna tão importante? Segundo John W. Tukey TUKEY (1977), “não há
nada melhor do que uma figura para fazer você pensar em questões que você tinha
esquecido de perguntar (mesmo que mentalmente)”. Enfim, identificar tendências,
padrões, validar modelos, apresentar resultados. O ofício da visualização é essencial
à análise exploratória de dados.

Segundo UNWIN et al. (2006), analisar dados é divertido, fascinante e desafiador.
E a capacidade computacional hoje permite lidar com grandes volumes de dados,

3O equivalente a 2048 terabytes
4http://bit.ly/dJA9md visto em 17/2/2011
5http://bit.ly/O0Wya visto em 17/2/2011
6http://bit.ly/9DzxNX visto em 17/2/2011

11

http://bit.ly/dJA9md
http://bit.ly/O0Wya
http://bit.ly/9DzxNX


antes inimagináveis.
A análise exploratória de dados (EDA) é devida a John W. Tukey (1915-

2000)MALLOWS (2006) que, sendo um visionário para a sua época, foi o primeiro
a trazer à ciência o termo “análise de dados”, em 1962. A partir dele, a estatística
passou para algo mais notório do que uma área de estudo matemática. A estatística
passou a ser ciência de estudo de variabilidades e incertezas e, nesse aspecto, auxiliar
em tomada de decisões.

Sob o aspecto prático, ferramentas para visualização de dados com serviços atra-
vés da internet cada vez mais substituem os aplicativos em PC segundo GRANELL
et al. (2010), onde um produto que já é comercializado permite análise geoespacial
de forma modular e toda a iteração se dá através da WEB. Em um estudo de caso
é mostrado um modelo de derretimento de gelo dos Alpes. Já existem sítios na
internet que permitem de forma gratuita o carregamento de seus próprios dados e
posterior visualização, publicação e compartilhamento em diversas formas de mídia
eletrônica7.

Apesar de o produto final tratar-se de uma visualização, as bases de cálculo obe-
decem a princípios estatísticos e, por sua vez, matemáticos, segundo THEUS (2005)
. Gráficos coloridos e sumarizações numéricas ou categóricas de vastos conjuntos
de dados, enfim, todo o ofício proposto pela EDA era praticamente inexecutável
antes do advento computacional. Vide figura 3.1 a ilustração do fluxo do processo
proposto pela EDA.

Figura 3.1: Ilustração do processo iterativo usado pelo EDA, segundo THEUS (2005)

Aplicado o método descrito na figura 3.1 à análise espacial, surge a ESDA (“Ex-
ploratory Spatial Data Analysis”) como uma extensão natural da EDA, natural-
mente para dados georreferenciados. Esse movimento abordado por diversos auto-
res, vide THEUS (2005), estabeleceu-se ao fim dos anos 80, justamente quando os
primeiros computadores “desktop” foram disponibilizados. Na presente dissertação,
foi usada metodologia exploratória apresentada por THEUS e URBANEK (2008)

7http://tableausoftware.com/public visto em 25/fev/2011
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juntamente com o projeto GHEAT, mantido por um grupo de desenvolvedores 8, e
o software Mondrian, desenvolvido pelo próprio Martin Theus.

3.5 Termos técnicos

IBGE. Trata-se do Instituto Brasileiro de Geografia e Estatística 9. O IBGE
realiza um censo demográfico da população a cada 10 anos, por esse motivo, os
dados usados nessa dissertação são do ano 2000, últimos dados disponíveis até então.
Muito além de dispor a base de dados, o IBGE publica mapas vetoriais, que podem
ser importados em diversos softwares através do formato shape file.

IDH. Trata-se do Índice de Desenvolvimento Humano, que serve a função de clas-
sificar países em diferentes graus de desenvolvimento humano, o indicador leva em
conta a expectativa de vida ao nascer, a educação e a renda. O IDH 10 é atualizado
anualmente, para os países membros das Nações Unidas.

Setor censitário. Trata-se de um polígono pré-definido pelo IBGE que cerca uma
determinada região geográfica para compor um número aproximado de 200 famílias,
é por esse motivo que pode-se observar claramente que os setores possuem tamanhos
de área desigual, ou seja, quanto maior a área do setor, mais esparsa e distribuída
está a sua população, e ao contrário, quanto menor a área do setor, mais aglutinados
estão os seus habitantes.

Heat Map. Ou mesmo, mapa de calor, trata-se de uma projeção em escala de
cores, revelando pontos “quentes” em transição para pontos “frios”, e vice-versa,
geralmente sobre um mapa cartográfico. Observar a legenda do mapa em questão,
que deverá obedecer uma escala de cores pré-definida.

Shape File. Trata-se de um formato de arquivo, que na sua composição carrega
todos os atributos necessários para plotar um determinado mapa. Foi esse o formato
usado para importar os mapas nesse trabalho. Esse tipo de arquivo também foi usado
em outros softwares durante o desenvolvimento da metodologia dessa dissertação,
como o ArcGIS11 em conjunto com o Google Earth, contudo, dificuldades foram
encontradas, direcionando as pesquisas para outros softwares.

8http://code.google.com/p/gheat/ visto em 22/fev/2011
9vide http://www.ibge.gov.br visto em 13/Abril/2011

10pt.wikipedia.org/wiki/índice_de_desenvolvimento_humano visto em 16 de Abril de 2011
11Software de propriedade da empresa ESRI, vide www.esri.com/software/arcgis-visto em 16

de Abril de 2011 - para mais informações
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API. Trata-se de uma sigla para Application Program Interface, no português,
Interface de Programação de Aplicações, e tem por função básica fornecer ao pro-
gramador uma camada de abstração a códigos em baixo nível, ou seja, mais pró-
ximos da linguagem da máquina do que da linguagem do humano. O Google
Maps disponibiliza um conjunto de API's - tanto gratuitas quanto pagas - que per-
mitem customizações incríveis nos mapas, vários exemplos podem ser vistos em
code.google.com/intl/pt-BR/apis/maps visto em 16 de Abril de 2011. Alterna-
tivas para não usar API's geralmente recaem em usar softwares prontos e fixados
para fins pré-definidos.
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Capítulo 4

Método Proposto

A metodologia proposta tem início na arte de agrupamentos (“Clustering”) aplicada
à amostra de dados escolhida.

A próxima fase da metodologia trata de treinar um modelo fuzzy baseado em
regras a partir dos dados de agrupamentos encontrados na fase anterior. Uma vez
que esse modelo esteja pronto, o próximo passo é criar uma malha artificial de
pontos, que obedeça ao modelo calculado no passo anterior.

O método recebe atributos quaisquer juntamente com a posição geográfica. Cada
tupla deve ser georreferenciada. Agrupamentos são descobertos. Cada agrupamento
gera uma visualização.

4.1 Classificador geofuzzy

A figura 4.1 retrata o esquema inicial da metodologia - nomeada “Metodologia fuzzy
espacial” - segundo EVSUKOFF et al. (2004) - que recebe X e tem como saída um
vetor de pertinência fuzzy v̂(t) e se divide em três etapas (agrupamento, classificação,
interpolação).

Observando a metodologia fuzzy espacial na figura 4.1, temos que :

I/ X = {x1, . . . , xN}, onde xa, (a = 1, 2, . . . , N) é um vetor de números reais no
espaço p-dimensional Rp, um elemento qualquer x = (x1, . . . , xp) ∈ Rp é uma
p-dimensão dos dados de estudo.

II/ C = {C1, . . . , Cc}, onde Cb, (b = 1, 2, . . . , c) é um vetor de números reais com
o resultado de um b-agrupamento descoberto pelo algoritmo FCM.

III/ y(t) = (y1(t), y2(t)), onde y(t) é um vetor de coordenadas de centro de polí-
gonos. Nesse trabalho um polígono representa um setor censitário, vide seção
3.5.
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Figura 4.1: Metodologia fuzzy espacial .

IV/ û(t) = v̂/Φ, onde û(t) é o vetor de fuzzificação dado pelo classificador geofuzzy.
Φ é a matriz de peso da base de regras fuzzy, que foi treinada pelo próprio
classificador.

V/ z(t) = (z1(t), z2(t)), onde z(t) é uma matriz de pontos de teste, ou simples-
mente uma grade de pontos, gerada para contemplar toda a região de estudo.

VI/ v̂(t) = û(t).Φ , finalmente, v̂(t) é o vetor de pertinência às classes C dado
pelo interpolador geofuzzy, onde cada ponto da grade z(t) recebe um valor de
pertinência fuzzy à classe Cb.

O algoritmo de agrupamentos descrito na seção 3.2.2 determina protótipos de
localidade, de parâmetros e matrizes de pertinência. No contexto deste trabalho, o
treinamento do classificador é feito com dados de agrupamentos. Contudo, esse não
é um pré-requisito imutável. É possível usar apenas um determinado atributo, assim
como qualquer conjunto de dados que não represente um agrupamento, tratar-se-ia
de uma abordagem monovariada.

Os agrupamentos gerados pelo FCM são usados como classes para treinar um
modelo fuzzy baseado em regras. Esse é o classificador denominado geofuzzy, que
calcula o vetor de pertinência para as classes C = {C1, . . . , Cc}, em referência a um
vetor de coordenadas y(t) = (y1(t), y2(t)) dado como entrada.

Cada coordenada yi(t) é descrita por uma partição fuzzy Ai = {Ai1, . . . , Ain},
onde Aij é um conjunto fuzzy e Aij ∈ Ai. BΘ = Ai ⊗Ai como mostrado na figura
4.2.

O classificador é fuzzy justamente para possibilitar a visualização das funções de
pertinência de forma compatível com o resultado dos agrupamentos.
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Figura 4.2: Construção de um conjunto fuzzy geográfico.

A base de regras fuzzy, relaciona conjuntos fuzzy à classe em regras como:

Se y(t) é BΘ , então classe é Cb com cf = ϕΘb (4.1)

O conjunto fuzzy BΘ, na regra 4.1, representa a combinação do conjunto fuzzy na
partição de cada coordenada e define a região geográfica. cf é o valor de confiança
na regra.

O peso de cada regra ϕΘb é processado com:

ϕΘb =
∑

t=1..N uΘ(t)vb(t)∑
t=1..N uΘ(t) (4.2)

onde uΘ(t) é a pertinência do registro t ao conjunto geográfico fuzzy BΘ, e vb(t) =
µCb

(x(t)) é a pertinência de dados censitários no registro t ao agrupamento Cb .
Para uma entrada y(t) = (y1(t), y2(t)), todas combinações de conjuntos fuzzy

em cada partição devem ser consideradas de modo que o modelo seja completo, ou
seja, produzirá uma saída para qualquer valor de entrada.

Lembrando que Aij ∈ Ai, cada componente uΘ(t) = µBΘ(t) do vetor de fuzzifi-
cação u(t) é processado como:

uΘ(t) = µA1i
(y1(t))µA2j

(y2(t)), i, j = 1..n (4.3)

O fator de confiança ϕΘb ∈ [0, 1] na regra 4.1 representa a certeza que pode-se
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ter na regra. Uma base de regras fuzzy comporta os fatores de confiança de todas
as regras. O valor ϕΘb representa o quanto o termo BΘ é relacionado a classe Cb no
modelo de base de regras. A base de regras é representada pela matriz Φ = [ϕΘb],
onde cada linha é relacionada a um conjunto geográfico fuzzy BΘ e cada coluna
relacionada a uma classe Cb. O peso da base de regras é a parte mais importante
do modelo baseado em regras fuzzy e é descrito a seguir.

O peso da base de regras é obtido a partir de um conjunto T ′ = {(y(t),v(t)), t =
1, . . . , N}, onde cada amostra t = 1...N é um par (y(t),v(t)), onde y(t) é o vetor
de coordenadas e v(t) = (v1(t)...vΘ(t)) é uma linha na matriz de partições calculada
pelo algoritmo FCM. Cada regra na base de regras é um submodelo que associa uma
classe para uma região de domínio correspondente.

Na última etapa, é gerada uma grade de pontos de teste z(t) = (z1(t), z2(t)) para
criar um mapa para cada agrupamento na região de domínio. A grade é representada
por T" = {(z(t), t = 1..M} , onde M é o número de pontos, e ng � ng = M , ng
será mostrado na seção de ajuste de parâmetros, assim como nf = n em Ai =
Ai1, . . . , Ain, ou seja, nf é o número de conjuntos fuzzy em um eixo de coordenadas.

O interpolador fuzzy espacial calcula o vetor de pertinência às classes v̂(t) =
(µC1(z(t)), ..., µCc(z(t))) para cada ponto da grade, onde µCb

(z(t)) é o valor de per-
tinência do ponto da grade de coordenadas z(t) para a classe Cb .

O vetor de fuzzificação û(t) é processado para cada ponto da grade usando a
função de pertinência da respectiva partição fuzzy, como na fórmula 4.3:

ûΘ(t) = µA1i
(z1(t))µA2j

(z2(t)), i, j = 1..n (4.4)

O vetor de pertinência às classes é calculado a partir do vetor û(t), e a matriz
de peso, da base de regras Φ. Usando o operador composto soma-produto para
inferência fuzzy, o vetor v̂(t) pode ser calculado como produto vetorial padrão:

v̂(t) = û(t).Φ (4.5)

A metodologia matemática descrita acima permite explorar largamente o uso de
dados multivariados, dado que as dimensões p são consideradas em sua totalidade e
não uma por vez.

4.2 Visualização de dados georreferenciados

No esforço de montar um método de ESDA, o diagrama 4.3 ilustra o fluxo completo
seguido nesta dissertação.

O fluxo começa no passo 1 com a aquisição dos dados de estudo, que devem
possuir georreferenciamento. No passo 2, são calculados agrupamentos FCM (vide
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3.2.2) para esses dados. No passo 3, um classificador geofuzzy é treinado com os
resultados dos agrupamentos para que, juntamente com uma grade de pontos de
teste(vide 4.1), permita a criação de um interpolador geofuzzy no passo 4.

Sendo a essência da metodologia focada entre os passos 1 e 4, os passos de 5 a
7 servem apenas para propiciar a visualização final dentro do Google Maps.
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Figura 4.3: Diagrama da metodologia completa aplicada na presente dissertação.
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São dois os tipos de visualização georreferenciada usados nesta dissertação: uma
que trabalha com escala de cores (em transições suaves) para mostrar as funções
de pertinência fuzzy, e outra que respeita os limites nominais geográficos. Uma
complementar à outra.

Para os exemplos de uso das ferramentas, será usada a base de dados das eleições
presidenciais dos EUA do ano de 2004 1, considerando as divisões distritais.
Trata-se de uma base com 70 atributos, entre eles: percentual de pobres, de fuman-
tes, de obesos, entre outros e, obviamente, de votos tanto para Bush quanto para
Kerry.

4.3 Google Heat Map (GHEAT)

Essa seção abrange os passos 5, 6 e 7 do diagrama 4.3, onde é implementado o
módulo gráfico do GHEAT. O projeto GHEAT é hospedado pela Google 2. Este serve
basicamente à funcionalidade de montar mapas de calor por sobre o mapa do Google
Maps. Neste trabalho, o GHEAT serve para a visualização de agrupamentos fuzzy
obedecendo a coordenadas geográficas e possibilitando a interação com o ambiente
cartográfico. Contudo, também não é pré-requisito imperativo; a origem dos dados
não necessariamente precisa ser um agrupamento.

Todo o ambiente operacional usado neste trabalho está descrito em A.1.
Informações sobre a operacionalização do GHEAT, que foram seguidas para este

trabalho, estão descritas em A.2.
Vide figuras 4.4, 4.5, 4.6, que mostram o percentual de votos para o candidato

Bush. Observe o efeito causado pelo aumento do nível de zoom, revelado com essa
sequencia de zoom. Quanto maior o zoom, mais esparsos ficam os pontos.

Na figura 4.6, os pontos já estão muito esparsos. Se é desejado obter-se mais
precisão em um nível de zoom mais detalhado, é fato que será necessária uma base
de dados que represente, também detalhadamente, a região em foco. No caso deste
exemplo, trata-se de uma base voltada para informações de um país inteiro.

Outro detalhe a se observar é que, para montagem dessa visualização, somente o
ponto central da região distrital recebeu o valor percentual de votos, sem nenhum dos
cálculos explicados no capítulo 4. A informação pode ser mostrada pura e simples,
ou com o resultado de um agrupamento.

Alguns pontos citados acima podem ser considerados como reais limitações da
ferramenta. O recurso não escala para níveis de zoom muito distantes. Na exigência
de um nível maior de zoom, a imagem tende a se dispersar. A solução alternativa,
nesse caso, seria atribuir valores a uma malha de pontos mais detalhada quanto seja

1http://www.personal.psu.edu/users/a/c/acr181/election.html visto em 22/fev/2011
2http://code.google.com/p/gheat/ visto em 22/fev/2011
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o nível de zoom desejado para o trabalho. Outra limitação conhecida deve-se ao
fato de que, para base de cálculo do classificador geofuzzy, as coordenadas usadas
são as do centro dos polígonos. Assim sendo, polígonos cuja urbanização não está
geograficamente no seu centro, mas sim num contorno, podem apresentar valores
de pertinência fuzzy no meio de uma floresta, por exemplo. Para evitar esse efeito,
basta atribuir as coordenadas espaciais ao exato ponto de ocorrência do evento.

Os recursos disponíveis no Google Maps são extensíveis à visualização propiciada
pelo GHEAT - o que traz bastante dinâmica e interatividade.

Figura 4.4: Percentual de votos para o candidato Bush. Zoom do Google Maps em
nível 4.
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Figura 4.5: Percentual de votos para o candidato Bush. Zoom do Google Maps em
nível 5.

Figura 4.6: Percentual de votos para o candidato Bush. Zoom do Google Maps em
nível 6.
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4.4 Mondrian

No intuito de complementar a análise de agrupamentos fuzzy, onde as transições
de estado dão-se de forma suavizada em escala de cores, foi adotado o software
Mondrian 3, desenvolvido e apresentado em THEUS e URBANEK (2008) e THEUS
(2002), onde é possível visualizar geograficamente os dados de forma pura e simples
obedecendo a todas as delimitações pré-existentes. Ademais, ele também plota
histogramas, gráfico em barras, matriz de correlações, além de recursos avançados
para problemas de alta dimensão: mosaic plots e parallel coordinates.

O software Mondrian foi desenvolvido em Java e, para sua instalação, basta
que a máquina hospedeira possua a máquina virtual Java 4. Assim, no prompt de
comando, basta digitar no local onde reside o arquivo Mondrian.jar:

> java -jar Mondrian.jar

Figura 4.7: Software Mondrian desenvolvido em Java por Martin Theus THEUS e
URBANEK (2008).

O Mondrian possui diversas funcionalidades para análise exploratória de dados.
Todavia, para lidar com mapas é pré-requisito a instalação do software estatístico
R 5, onde pode ser gerado o mapa em formato legível pelo Mondrian. Detalhes para
conversão de mapas para uso no Mondrian estão descritos em A.3.

Nas figuras 4.8 e 4.9, a projeção do percentual de votos para Kerry e Bush,
respectivamente, por distrito. Essas figuras foram geradas pelo Mondrian.

3http://mondrian.theusrus.de/, visto em 24/fev/2011
4http://www.java.com/ visto em 24/fev/2011
5http://www.r-project.org/ visto em 24/fev/2011
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Figura 4.8: Percentual de votos para o candidato Kerry, por distrito. Imagem gerada
com o software Mondrian - um aplicativo desenvolvido por Martin Theus no esforço
de realizar análise exploratória espacial de dados.

Figura 4.9: Percentual de votos para o candidato Bush, por distrito.
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Observe a sequencia de figuras 4.10, 4.11, 4.12, que mostram o atributo “Percen-
tual de Obesos” por região, primeiramente sozinho (figura 4.10), depois contrastando
com as regiões de maior votação para o candidato Kerry (figura 4.11), e logo após
com as regiões de maior votação para o candidato Bush (figura 4.12).

Figura 4.10: Percentual de obesos por região - a partir da base de dados de eleições
de 2004 dos EUA.

Figura 4.11: Percentual de obesos por região - destacando as regiões onde a maior
votação foi dada ao candidato Kerry.
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Figura 4.12: Percentual de obesos por região - destacando as regiões onde a maior
votação foi dada ao candidato Bush.
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4.5 Ajustes de Parâmetros

Seguindo o diagrama de metodologia usado nesta dissertação , vide 4.3, o ajuste
de parâmetros é possível em praticamente todas as etapas do processo. Iniciando
pela fase de agrupamentos fuzzy, aqui foi escolhido o FCM. Tratando-se de FCM,
é possível definir o parâmetro de fuzzificação conforme 3.3 e o padrão de distância
(nesse caso, foi usada a distância euclidiana). Ainda seguindo o quadro 4.3, na fase
de classificação é possível definir o algoritmo de classificação.

No esforço de atribuir maior destaque aos atributos mais importantes, Christian
Borgelt traz um estudo que dá pesos de influência para atributos BORGELT (2008)
e posterior seleção de melhores atributos BORGELT (2009) - uma interessante abor-
dagem face ao processo de agrupamentos fuzzy.

Na fase de interpolação, os ajustes básicos são: o número de pontos em um
eixo da grade, aqui definido por ng, e número de conjuntos fuzzy nf que melhor
representará o alvo do estudo. A saber, quanto maiores ng e nf, maior a demanda
de processamento.

Observe a sequencia de figuras 4.13, 4.14, 4.15 e 4.16 a seguir. Elas representam
o mesmo conjunto já mostrado em exemplos anteriores - um agrupamento gerado a
partir de três dimensões da base de eleições de 2004 dos EUA, mas com diferentes
ajustes de parâmetros.

A figura 4.13, ajustada para nf=10 e ng=30, mostra-se pouco conclusiva: insufi-
cientes são os pontos da grade para cobrir a área, além de diversos pontos apontando
para o mar; péssimo ajuste.

A figura 4.14 ganha mais pontos na grade (ng=100). Isso torna a visualização
melhor. Todavia, ainda são destacados pontos no mar; um baixo nf resulta em
baixa acurácia na visualização resultante.

A figura 4.15, com nf=25 e ng=30, mostra uma acurácia melhor devido a um
maior número de conjuntos fuzzy. Contudo, a resolução está muito baixa.

Na figura 4.16, observa-se claramente mais acurácia e mais resolução, se compa-
rada à figura 4.14.

Pode-se concluir que a resolução dos pontos é regulada pelo parâmetro ng, e a
precisão da imagem ajustada pelo parâmetro nf.
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Figura 4.13: Agrupamento 1. Imagem gerada com os seguintes parâmetros: nf=10
e ng=30.

.

Figura 4.14: Agrupamento 1. Imagem gerada com os seguintes parâmetros: nf=10
e ng=100.

.
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Figura 4.15: Agrupamento 1. Imagem gerada com os seguintes parâmetros: nf=25
e ng=30.

.

Figura 4.16: Agrupamento 1. Imagem gerada com os seguintes parâmetros: nf=25
e ng=100.

.
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Capítulo 5

Descrição da área de estudo

Em relação aos dois municípios de estudo, Niterói e São Gonçalo, algumas peculi-
aridades - vide tabela 5.1 - podem-lhes ser atribuídas segundo o censo do ano de
2000. Esses dados foram levantados e aqui ficam registrados para facilitar trabalhos
futuros.

Tabela 5.1: Peculiaridades dos dois municípios em estudo.

Característica Contagem
Aglomerados subnormais (favelas) 73

Penitenciárias, colônias penais, presídios, cadeias, etc 4
Asilos, orfanatos, conventos, hospitais, etc 7

Domicílios com esgotamento sanitário via vala, rio, lago ou mar 42118
Domicílios com lixo jogado em rio, lago ou mar 2488

No intuito de aglutinar a vastidão de dados do censo e facilitar as análises,
será usado um indicador capaz de classificar determinada microrregião segundo seu
potencial econômico como estando em: baixo, médio ou alto potencial. É o IPG
(Indicador de Potencial Geográfico), que é basicamente composto por três dimensões
- renda, escolaridade e acesso a serviços públicos - e segue os mesmos métodos do
IDH (Índice de Desenvolvimento Humano) . O IPG é calculado por:

IPGI(S)i = Si �min(Sj=1...m)
max(Sj=1...m)�min(Sj=1...m) (5.1)

No contexto acima, para atingir o IPG total do setor, basta:

IPG(S) =
∑t

i=1 IPGI(S)
t

(5.2)

Onde :
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• IPGI , índice de potencial geográfico do setor na categoria i;

• S é a designação para o setor em questão;

• i é o item de avaliação do setor em questão, representado por t={Renda,
Escolaridade, Acesso a serviços públicos};

• j , índice de posição do setor no cálculo;

• m é o número máximo de setores;

A classificação ocorre da seguinte forma:

Se 0, 75 <= IPG(S) <= 1 , entãoALTOPOTENCIAL
Se 0, 5 <= IPG(S) < 0, 75 , entãoMÉDIOPOTENCIAL
Se IPG(S) < 0, 5 , entãoBAIXOPOTENCIAL

A figura 5.1 mostra geograficamente a disposição do IPG para todos os setores
da área de estudo.
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Figura 5.1: Mapa de potencial geográfico por microrregião de acordo com os dados
do censo do IBGE do ano 2000.

33



A seguir, uma análise complementar é mostrada com o auxílio do software Mon-
drian, vide THEUS e URBANEK (2008). Observe que os atributos de estudo são
decompostos em várias figuras, como em 5.2, 5.5, 5.6 e 5.7, e alguns até mesmo mes-
clados que mostram uma variável principal e outra em destaque, como nas figuras
5.3 e 5.4. Nesse contexto, é possível explorar as variáveis em busca de informações
válidas ou que expliquem determinado comportamento.

Figura 5.2: Renda em salários mínimos das microrregiões em estudo, de verde escuro
(maior rendimento) a verde claro (menor rendimento).
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Figura 5.3: Renda em salários mínimos das microrregiões em estudo, de verde es-
curo (maior rendimento) a verde claro (menor rendimento). Em vermelho são 217
microrregiões com abastecimento de água precário, entre 0% e 11%.
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Figura 5.4: Renda em salários mínimos das microrregiões em estudo, de verde es-
curo (maior rendimento) a verde claro (menor rendimento). Em vermelho são as
microrregiões classificadas como alto IPG.
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Figura 5.5: Anos de estudo das microrregiões pesquisadas, de verde escuro (mais
anos de estudo) a verde claro (menos anos de estudo).
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Figura 5.6: Número de domicílios próprios (permanentes) declarados nas microrre-
giões em estudo, de verde escuro (maior número de residências próprias) a verde
claro (menor número de residências próprias).
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Figura 5.7: Percentual de residências com coleta de lixo nas microrregiões em estudo,
de verde escuro (maior percentual de coleta) a verde claro (menor percentual de
coleta).
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Figura 5.8: IPG da área de estudo, destacando em vermelho os aglomerados sub-
normais sobre a disposição do IPG em tonalidades de verde entre (0,1) no mapa
(”verde fraco”, ”verde forte”).

Explorando mais a fundo o IPG, podemos visualizar a disposição de aglomera-
dos subnormais, vide figura 5.8, por sobre a malha cartográfica da cidade de Niterói.
Observe a difusão dos pontos (destaque em vermelho) e, ao mesmo tempo, a sua con-
centração em áreas próximas de regiões em alto potencial, mostradas em tonalidades
de verde.

Observe que duas informações são mostradas simultaneamente na figura 5.8.
No canto superior direito, está um gráfico de barras indicando o valor do IPG já
categorizado segundo figura 5.1 - onde, no caso, está selecionada a categoria de
aglomerados subnormais, que é destacada no mapa e, ao mesmo tempo, dentro de
um histograma, localizado no canto inferior direito, onde é mostrada a distribuição
do IPG no intervalo (0,1) para toda a cidade.

Seguindo o mesmo modelo da figura 5.8, estão as figuras 5.9, 5.10 e 5.11, que
destacam em vermelho os setores baixo, médio e alto potencial, respectivamente.
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Figura 5.9: IPG da área de estudo, destacando em vermelho os IPG de baixo poten-
cial sobre a disposição do IPG em tonalidades de verde entre (0,1) no mapa (”verde
fraco”, ”verde forte”).
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Figura 5.10: IPG da área de estudo, destacando em vermelho os IPG de médio
potencial sobre a disposição do IPG em tonalidades de verde entre (0,1) no mapa
(”verde fraco”, ”verde forte”).
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Figura 5.11: IPG da área de estudo, destacando em vermelho os IPG de alto poten-
cial sobre a disposição do IPG em tonalidades de verde entre (0,1) no mapa (”verde
fraco”, ”verde forte”).
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Capítulo 6

Resultados e Discussões

Essa seção apresenta os resultados da aplicação da metodologia proposta como es-
tudo de caso em um conjunto de dados censitários reais, compostos de N=1925
microrregiões e p=5 número de atributos descritos na seção 6.1, compreendendo as
cidades de Niterói e São Gonçalo.

6.1 Base de dados - Análise Exploratória

Os dados socioeconômicos utilizados foram obtidos através do último censo rea-
lizado pelo Instituto Brasileiro de Geografia e Estatística (IBGE) no ano 2000 e
delimitados à região de estudo (Niterói e São Gonçalo), onde é mostrado o perfil
da população por municípios e por setores censitários com número de habitantes,
renda, escolaridade, esperança de vida, condições sanitárias, entre outros. Dada a
diversidade de informações, foi essencial um pré-processamento em diversas etapas
para se obter a base de análise. Os atributos elencados abaixo estão na mesma
ordem da figura 6.1:

1. Abastecimento de água, ou seja, proporção de domicílios usufruindo desse
serviço dentro do setor censitário.

2. Anos de estudo: média de anos de estudo dos entrevistados.

3. Coleta de lixo: proporção de domicílios usufruindo desse serviço dentro do
setor censitário.

4. Domicílio permanente: proporção das famílias que são proprietárias da própria
residência.

5. Renda em salários mínimos.

A figura 6.1 é uma matriz (scatterplot) dos dados sociais apresentados acima. Ob-
serve que as linhas 2. e 5. (anos de estudo e renda, respectivamente) possuem forte
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correlação. Grande parcela dos entrevistados (coluna 2.) possui entre 5 e 6 anos
de estudo, assim como uma minoria (coluna 5.) possui renda acima de 20 salários
mínimos.

Figura 6.1: Gráfico de projeção da base de dados sociais.

Os dados sociais na região proposta de estudo totalizaram 1925 setores censi-
tários que, no final, foram unidos às coordenadas (Latitude - Longitude) de centro
geográfico dos próprios setores do IBGE . Essa junção foi possível dada a existência
de um código único do setor censitário que pode unir os dados sociais à posição
geográfica.

Comparando renda e domicílio permanente, algumas peculiaridades chamam a
atenção como, por exemplo, a de os setores com maior índice de domicílio perma-
nente possuírem baixa renda, vide figura 6.2. Onde as linhas destacadas em vermelho
mostram os setores com maior índice de residências próprias, observe também que,
para os mesmos dados, a quantidade de anos de estudo é baixa, assim como coleta
de lixo e abastecimento de água precários. Esses dados revelam características de
comunidades de baixa renda, até mesmo porque, em geral, cada setor delimitado
pelo IBGE corresponde a cerca de 200 famílias. É claro que esse valor não é exato,
é apenas um parâmetro de ordem de grandeza dos setores. Assim, é praticamente
um “outlier” o valor média de residências permanentes estar na faixa de 800.

Enquanto os valores de domicílio permanente estão acima da média, a renda está
abaixo, vide figura 6.3.
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Figura 6.2: Gráfico de coordenadas paralelas destacando setores com maior índice
de residência própria. Observe que para os setores de maior renda, muito acima da
média, o domicílio permanente não é motivo de preocupação.

Figura 6.3: “Boxplots“ destacando a distribuição dos dados mostrados na figura 6.2.
Observe que os setores de maior renda estão muito acima da média.

Fazendo a analogia inversa à aplicada acima, também confirmamos a exposição
contrária. Basta ver na figura 6.4 que os setores com maior indicador de renda
possuem valores medianos de residência permanente.

Vide ”boxplots“ abaixo na figura 6.5, os valores muito acima da média na renda
não refletem o mesmo em domicílios permanentes.
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Figura 6.4: Gráfico de coordenadas paralelas destacando setores com maior renda.

Figura 6.5: “Boxplots“ destacando a distribuição dos dados mostrados na figura 6.4.
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6.2 Análise de agrupamentos FCM

A análise de agrupamentos FCM foi feita com o índice de validação Calinski-
Harabasz (CH) - esclarecimentos sobre outros indicadores vide Fundamentação Teó-
rica - para determinar o melhor número possível de agrupamentos nos dados. Como
pode ser visto na tabela 6.1, para diferentes valores de m o índice de validação indica
3 agrupamentos no conjunto de dados.

Tabela 6.1: Determinação do número de grupos.
m=1,4 m=1,6 m=1,8 m=2,0 Grupos
669,3856 418,6272 326,5833 273,4880 2
823,1671 690,6159 576,6409 490,5838 3
691,7058 552,7801 453,1482 381,9475 4
705,1710 535,6883 420,7233 284,9562 5

O valor do índice diminui quando o valor de m aumenta. Isso se deve ao fato
de que quanto maior o valor do parâmetro de fuzzificação, mais imprecisas são as
partições geradas.

É possível ver através das figuras 6.6, 6.7 e 6.8, a disposição das funções de
pertinência para diferentes valores de m.
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Figura 6.6: Gráfico de funções de pertinência para dimensões do IBGE do ano 2000,
usando FCM com o parâmetro de fuzzificação m=1.5.

Figura 6.7: Gráfico de funções de pertinência para dimensões do IBGE do ano 2000,
usando FCM com o parâmetro de fuzzificação m=1.8.
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Figura 6.8: Gráfico de funções de pertinência para dimensões do IBGE do ano 2000,
usando FCM com o parâmetro de fuzzificação m=2.
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Observe os valores calculados como centro dos grupos, vide tabela 6.2 consi-
derando 2 grupos, tabela 6.3 considerando o cálculo para 3 grupos e, tabela 6.4
simulando o caso de serem 4 grupos.

Os casos de teste para 2 e 4 grupos, constam aqui para uma avaliação mais
abrangente dos dados de estudo, e também serão mostrados os mapas correspon-
dentes, contudo vale ressaltar que o número escolhido como ideal nesse trabalho, foi
o de 3 grupos, o que consta na tabela 6.3.

Sobre a tabela 6.3 fica claro que o grupo 2 se caracteriza fortemente pelos maiores
salários, assim como, mais anos de estudo. O grupo 1, com as médias extremamente
baixas para serviços públicos básicos, mostra a evidência de ser o mais necessitado.
O grupo 3 se parece com o grupo 1, exceto que neste, os serviços públicos básicos
são atendidos em uma proporção bem maior.

Tabela 6.2: Valores de centro dos grupos, para 2 grupos.
dimensão grupo 1 grupo 2
Abastecimento de água 0,59 0,93
Anos de estudo 6,08 8,72
Coleta de lixo 0,71 0,95
Domicílio permanente 226,09 199,63
Renda (sal.min.) 4,01 7,56

Tabela 6.3: Valores de centro dos grupos, para 3 grupos.
dimensão grupo 1 grupo 2 grupo 3
Abastecimento de água 0,37 0,93 0,92
Anos de estudo 5,46 11,94 6,98
Coleta de lixo 0,54 0,97 0,94
Domicílio permanente 216,81 204,87 208,41
Renda (sal.min.) 3,1 15,76 4,13

Tabela 6.4: Valores de centro dos grupos, para 4 grupos.
dimensão grupo 1 grupo 2 grupo 3 grupo 4
Abastecimento de água 0,29 0,85 0,94 0,93
Anos de estudo 5,24 6,52 12,44 7,46
Coleta de lixo 0,44 0,91 0,98 0,95
Domicílio permanente 196,67 266,73 206,59 171,88
Renda (sal.min.) 2,94 3,7 17,6 4,72

Observe, a seguir, a disposição dos agrupamentos para 2 (figuras 6.9 e 6.10) , 3
(figuras 6.11, 6.12 e 6.13) e 4 (figuras 6.14, 6.15, 6.16 e 6.17) grupos, obedecendo à
função de pertinência fuzzy, representada na escala de cores [0,1].
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Figura 6.9: Visualização do agrupamento 1/2, calculado segundo a metodologia
explicada, para 2 grupos.

Figura 6.10: Visualização do agrupamento 2/2, calculado segundo a metodologia
explicada, para 2 grupos.
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Figura 6.11: Visualização do agrupamento 1/3, calculado segundo a metodologia
explicada, para 3 grupos.

Figura 6.12: Visualização do agrupamento 2/3, calculado segundo a metodologia
explicada, para 3 grupos.
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Figura 6.13: Visualização do agrupamento 3/3, calculado segundo a metodologia
explicada, para 3 grupos.

Figura 6.14: Visualização do agrupamento 1/4, calculado segundo a metodologia
explicada, para 4 grupos.
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Figura 6.15: Visualização do agrupamento 2/4, calculado segundo a metodologia
explicada, para 4 grupos.

Figura 6.16: Visualização do agrupamento 3/4, calculado segundo a metodologia
explicada, para 4 grupos.
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Figura 6.17: Visualização do agrupamento 4/4, calculado segundo a metodologia
explicada, para 4 grupos.
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6.3 Resultados da classificação

O classificador fuzzy espacial foi calculado a partir dos resultados obtidos através da
análise de agrupamentos, no objetivo de plotar cada agrupamento em um mapa do
Google Maps, sendo um mapa para cada grupo. Para tal feito, foram usados m=1.8
(parâmetro de fuzzificação), (nf)=25 e uma malha de 1225 (ng=35) pontos com es-
paços iguais entre si. Serão apresentados os resultados da aplicação da metodologia
proposta em um conjunto de dados censitários reais compostos de N=1925 micror-
regiões e p=5 atributos, descritos no capítulo 5 acima, compreendendo as cidades
de Niterói e São Gonçalo.

Na exposição dos resultados, serão considerados 3 agrupamentos, exatamente os
já mostrados nas figuras 6.11, 6.12 e 6.13. Serão exploradas as complementariedades
propiciadas pelo GHEAT e o Mondrian.

O agrupamento 1/3, conforme visto na figura 6.11, parece se encaixar no pro-
blema de abastecimento de água mostrado na figura 5.3. Vide figura 6.18 as duas
impressões lado a lado.

Figura 6.18: À esquerda, visualização do agrupamento 1/3 através do GHEAT, na
escala da função de pertinência fuzzy[0,1]. À direita, os setores censitários marcados
pelo indicador de abastecimento de água, também na escala [0,1], onde o valor
tendendo a 0 indica abastecimento precário.

Eis o ofício da análise exploratória de dados. Veja que a falta de água é, de fato,
grande influenciador nessa massa de dados, a ponto de influenciar praticamente
um agrupamento inteiro, ou seja, muito além da falta de água. Vide figura 6.19
a sobreposição das duas imagens da figura 6.18. Observe que, à exceção de uma
parte na região mais inferior do mapa, as demais regiões de alta pertinência ao
agrupamento 1/3 são de abastecimento de água precário.
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Figura 6.19: A sobreposição das duas imagens mostradas na figura 6.18.

O agrupamento 2/3, conforme visto na figura 6.12, parece se encaixar no perfil
de anos de estudo mostrado na figura 5.5. Vide figura 6.20 as duas impressões lado
a lado.

O agrupamento 2/3 possui uma baixa área em alta pertinência, assim como os
altos anos de estudo da população. Vide figura 6.21 a sobreposição das duas imagens
mostradas na figura 6.20.

Eis que a questão da água volta novamente quando citamos o agrupamento 3/3.
Esse último, diferentemente do 1/3, traz (exceção de uma região da parte inferior,
novamente) as regiões com abastecimento de água normal.

Observe novamente como o fator do abastecimento da água se mostra um indi-
cador de grande peso - vide figura 6.23, onde é mostrada a sobreposição das duas
imagens da figura 6.22.
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Figura 6.20: À esquerda, visualização do agrupamento 2/3 através do GHEAT, na
escala da função de pertinência fuzzy[0,1]. À direita, os setores censitários marcados
pelo indicador de anos de estudo, na escala entre 0 e 14 anos.

Figura 6.21: A sobreposição das duas imagens mostradas na figura 6.18.
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Figura 6.22: À esquerda, visualização do agrupamento 3/3 através do GHEAT, na
escala da função de pertinência fuzzy[0,1]. À direita, os setores censitários marcados
pelo indicador de abastecimento de água, também na escala [0,1], onde o valor
tendendo a 0 indica abastecimento precário.

Figura 6.23: A sobreposição das duas imagens mostradas na figura 6.22.
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Capítulo 7

Conclusões

Dois foram os tipos de visualização apresentados. Um deles foi a visualização propor-
cionada pelo projeto GHEAT onde, através da junção de códigos Python e HTML,
foi possível mostrar no Google Maps a disposição dos dados de diversos agrupa-
mentos, um de cada vez, obedecendo exatamente às mesmas coordenadas em que
os dados originalmente se encontravam. Outro tipo de visualização foi uma com-
plementar, não-fuzzy, que surgiu no meio deste trabalho a propósito de auxiliar nas
validações: trata-se do software Mondrian, desenvolvido por Martin Theus.

Dada a atual complexidade de implementação desses softwares e seu uso ainda
recente, uma área anexa foi dedicada a esse propósito - vide A - onde os detalhes de
implementação foram revelados, assim como o ambiente operacional em que foram
instalados os softwares e os requisitos necessários.

Foi usado largamente uma abordagem para dados multivariados, através do cál-
culo de agrupamentos com o algoritmo fuzzy c-means, que serviu de base para treinar
um classificador geofuzzy, assim como um subsequente interpolador geofuzzy, tendo
como resultante matrizes de pertinência fuzzy, que revelam a pertinência de cada
grupo a cada ponto. E para facilitar as análises, foram mostrados os valores de
centro de cada dimensão estudada, dentro de cada agrupamento.

Em função de a visualização ser a proposta da presente dissertação, um capítulo
foi dedicado inteiramente a ela - vide 4.2 - com exemplos de uso que permitem o
entendimento de atributos postos na matriz de um mapa geográfico, seja com os
recursos propiciados pelo GHEAT, que retratam a lógica fuzzy por trás do visual,
seja pelo Mondrian, que permite realizar uma análise complementar completa em
relação a todos os atributos que compuseram a análise primeira.

Foi mostrada a limitação da visualização do GHEAT, consistindo na falta de
escalabilidade, ou seja, manter a perspectiva fuzzy mesmo quando requisitado alto
nível de zoom. Também foi proposta uma solução alternativa à limitação, que
consiste em redefinir toda a área de estudo a uma região menor delimitada dentro
do espaço da região maior, aplicando toda a metodologia novamente à área menor.
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Foram mostrados nos mapas, regiões que são carentes de acesso a serviços públi-
cos básicos, assim como forte correlação com baixa renda e poucos anos de estudo,
foi mostrado que a região com os melhores indicadores sócioeconômicos é pequena, e
que, existe uma vasta área onde apesar de baixos indicadores de renda e escolaridade,
possui melhor acesso aos serviços públicos.
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Capítulo 8

Trabalhos Futuros

Muito embora o número de 3 agrupamentos mostrou bem a variabilidade dos dados
para o estudo de caso do COMPERJ, serão testados em profundidade outros índices
de validade de agrupamentos, pois além do CH , do XB e do PBM, já existem
indicadores mais recentes, voltados para lógica fuzzy e usando algoritmos genéticos.
Essa preocupação surge face a possibilidade de usar a metodologia para abrangência
de um conjunto de dados de maior volume, se comparado ao caso de estudo, tudo
no sentido de aprimorar a árdua tarefa de descoberta de número de grupos ideal.

Também com vistas a um aprimoramento da metodologia já apresentada, faz-
se necessário ajustar o processo realizado pelo GHEAT, para que escale melhor a
imagem para diferentes níveis de zoom, mantendo a sensação de transições de estado
suaves.

Sendo que logo mais, os dados coletados pelo IBGE a respeito do censo demo-
gráfico do ano 2010 estarão disponíveis, aplicar-se-á a metodologia para a mesma
região, no sentido de explorar as comparações possíveis nessa oportunidade.

A metodologia aqui proposta foi empregada com dados socioeconômicos de uma
população pertencente a duas cidades. Contudo, os dados poderiam ser, por exem-
plo, de furtos e roubos ligados a coordenadas geográficas, ou mesmo qualquer atri-
buto que venha a estar ligado a um referencial geográfico (x,y).

63



Referências Bibliográficas

BORGELT, C., 2008, “Feature Weighting and Feature Selection in Fuzzy Clus-
tering”. In: Proc. 17th IEEE Int. Conf. on Fuzzy Systems (FUZZ-IEEE
2008, Hongkong, China), pp. 838�844, Piscataway, NJ, USA. IEEE Press.

BORGELT, C., 2009, “Fuzzy Subspace Clustering”. In: Proc. 32nd Annual Conf.
of the German Classification Society (GfKl 2008, Hamburg, Germany),
pp. 93�103, Berlin, Germany. Springer-Verlag.

CALI‹SKI, T., HARABASZ, J., 1974, “A dendrite method for cluster analysis”,
Communications in Statistics, v. 3, pp. 1�27.

DOS SANTOS, C. K., 2009, Análise de Agrupamento em Coleção de Documentos:
Uma Abordagem Baseada na Detecção Espectral de Comunidades de Redes
Complexas. Tese de M.Sc., COPPE/UFRJ, Rio de Janeiro.

EVSUKOFF, A. G., GONÇALVES, F. T., BEDREGAL, R. P., et al., 2004, “Fuzzy
Classification of Surface Geochemistry Data Applied to the Determina-
tion of HC Anomalies”, IEEE Joint 2nd International Conference on Soft
Computing and Intelligent Systems.

GAN, G., MA, C., WU, J., 2007, Data Clustering: Theory, Algorithms, and Ap-
plications. First ed. Alexandria, Virginia, ASA-SIAM.

GRANELL, C., DÍAZ, L., GOULD, M., 2010, “Service-oriented applications
for environmental models: Reusable geospatial services”, Environ. Mo-
del. Softw., v. 25, n. 2, pp. 182�198. ISSN: 1364-8152. doi: http:
//dx.doi.org/10.1016/j.envsoft.2009.08.005.

HOPPNER, F., KLAWONN, F., KRUSE, R., et al., 2000, FUZZY CLUSTER
ANALYSIS : Methods for classification, data analysis and image recogni-
tion. 2nd ed. New York, NY 10158-0012, USA, JOHN WILEY & SONS,
LTD.

MALLOWS, C., 2006, “Tukey's Paper After 40 Years”, Avaya Labs Basking Ridge.

64



MENNIS, J., GUO, D., 2009, “Spatial data mining and geographic knowledge
discovery-An introduction”, ELSEVIER: Computers, Environment and
Urban Systems, v. 33, pp. 403�408.

MIYAMOTO, S., 1998, “An Overview and New Methods in Fuzzy Clustering”, Se-
cond International Conference on Knowledge-Based Intelligent Eletronic
System, v. 21-23, pp. 33�40. doi: 0-7803-4316-6/98.

MIYAMOTO, S., ICHIHASHI, H., HONDA, K., 2008, Algorithms for Fuzzy Cluste-
ring. Studies in FUZZINESS and SOFT COMPUTING. Berlin, Springer.
doi: 10.1007/978-3-540-78737-2.

PAKHIRA, M. K., BANDYOPADHYAY, S., MAULIK, U., 2004, “Validity index
for crisp and fuzzy clusters”, Pattern Recognition, v. 37, n. 3, pp. 487�501.
ISSN: 0031-3203.

PAKHIRA, M. K., BANDYOPADHYAY, S., MAULIK, U., 2005, “A study of some
fuzzy cluster validity indices, genetic clustering and application to pixel
classification”, Fuzzy Sets Syst., v. 155, pp. 191�214. ISSN: 0165-0114.

PETERSON, M., 2003, “Maps and Internet: An Introduction”. In: Maps and
Internet, pp. 1�16. Elsevier Science B.V.

SANTOS, R. C. P., 2006, Avaliação de Métodos Baseados em Sistemas Fuzzy para
Mineração de Dados Georeferenciados. Tese de M.Sc., COPPE/UFRJ,
Rio de Janeiro.

THEUS, M., 2002, “Interactive Data Visualization using Mondrian”, Journal of
Statistical Software, v. 7, n. 11 (11), pp. 1�9. ISSN: 1548-7660.

THEUS, M., 2005, “Statistical Data Exploration and Geographical Information
Visualization”. In: Exploring Geovisualization, pp. 127 � 142. Elsevier.

THEUS, M., URBANEK, S., 2008, Interactive Graphics for Data Analysis: Prin-
ciples and Examples. 1st ed. Chapman and Hall/CRC, 4th Floor, Albert
House, 1-4 Singer Street, London EC2A 4BQ, UK, CRC Press.

TUKEY, J. W., 1977, Exploratory Data Analysis. Addison-Wesley.

UNITED NATIONS DEPARTMENT OF ECONOMIC AND SOCIAL AF-
FAIRS/POPULATION DIVISION, 2007. “World Urbanization Pros-
pects: The 2007 Revision”. .

65



UNWIN, A., THEUS, M., HOFMANN, H., 2006, Graphics of Large Datasets:
Visualizing a Million (Statistics and Computing). Augsburg 86135, Ger-
many, Springer. ISBN: 0387329064.

XIE, X., BENI, G., 1991, “A Validity Measure for Fuzzy Clustering”, IEEE Tran-
sactions on Pattern Analysis and Machine Intelligence, v. 13, pp. 841�847.
ISSN: 0162-8828.

66



Apêndice A

Anexos

A.1 Ambiente operacional

Aqui é detalhado o ambiente operacional usado para implementação do GHEAT.
Todavia, essa não consiste na única forma possível. Para mais detalhes a respeito
de outras formas de se fazer a mesma implementação, leia a documentação provida
pelo próprio projeto 1.

A.1.1 Ambiente usado

• Notebook Dell Inspiron 1525, memória 2GB, processador Intel Core Duo CPU
T7250 @ 2.00GHz.

• Sistema operacional Ubuntu 10.04 (lucid) sob kernel Linux 2.6.32-22-generic.

• Sistema gráfico Gnome 2.30.2.

• Python 2.6.5.

• Aspen 0.8, provedor de serviços WEB para Python 2.

• Pygame 1.9.1, módulo para criação de jogos em Python 3.

• SQLite 3.6.22-1, SGBD (Sistema de Gerenciamento de Banco de Dados) , para
aplicações WEB 4.

• Navegador Mozilla Firefox 3.6.10.

• Conexão a Internet através de canal de 1Mbits.
1http://code.google.com/p/gheat/ visto em 22/fev/2011
2http://www.zetadev.com/software/aspen/ visto em 22/fev/2011
3http://www.pygame.org/wiki/about visto em 22/fev/2011
4http://www.sqlite.org/ visto em 22/fev/2011
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A.2 O GHEAT

Para usar efetivamente o recurso do Google Maps em linhas de código, é necessário
registrar uma chave junto ao Google Maps API 5. É necessário criar um código
HTML, segundo exemplo fornecido pela documentação do GHEAT, e mudar a parte
do código referente à chave do Google Maps API pela chave obtida.

A operacionalização do recurso ”GHEAT” dá-se pela inicialização do Aspen (o
python web server), vide figura A.1, onde é mostrado um exemplo de inicialização do
serviço que abre a espera por conexões na porta, 8080 no computador local. Aqui
neste exemplo, a porta 8080 já estava em uso por outro serviço e foi substituída
pela porta 8082. Essa substituição pode ser feita no arquivo “aspen.conf”, vide
documentação fornecida pelo projeto.

Figura A.1: Inicialização do python Web Server, "aspen".

Uma vez que o serviço aspen é iniciado, é preciso existir um código HTML, vide
figura A.2, que referencie a chave provida pela Google e a porta de serviço ouvinte
configurada no aspen. Código semelhante pode ser encontrado na própria docu-
mentação do projeto "GHEAT". O código também precisa de edição para indicar a
coordenada de centro da área de estudo, assim como o nível de zoom para abertura
padrão. Mais detalhes sobre a programação possível com as APIs do Google Maps
podem ser encontradas em 6.

O resultado é a página HTML criada para servir como interface para a leitura
do banco de dados previamente montado. A navegabilidade é a mesma provida pelo
Google Maps com zoom e movimentação horizontal e vertical. Contudo, torna-se
possível a visualização dos agrupamentos fuzzy como mapas de calor como uma nova
camada. É possível visualizar somente um agrupamento por vez - para analisar outro
agrupamento, é necessário rodar todo o procedimento novamente desde o início.

A exemplo da própria interatividade do Google Maps, as cores e os níveis de de-
5http://code.google.com/intl/pt-BR/apis/maps/signup.html visto em 22/fev/2010
6http://bit.ly/dP60hQ visto em 22/fev/2011
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Figura A.2: Pedaço de código fonte HTML responsável pela ligação entre o serviço
do Google Maps e o serviço do aspen.

talhe irão mudar conforme o nível de zoom ajustado, revelando a malha de pontos
que obedece ao agrupamento fuzzy em análise. Vide figura A.3, onde o Morro do
Pico, localizado na cidade de Niterói, é detalhado como exemplo em três diferen-
tes níveis de zoom ascendente em (a), (b) e (c), respectivamente. Observe que, a
cada nível de zoom, uma nova camada de imagens é gerada automaticamente pelo
GHEAT, lendo a mesma base de dados que foi configurada desde o início. Quanto
maior o número de pontos da malha configurada na etapa “Interpolação Fuzzy“,
mais tempo de processamento será necessário para a montagem desta camada. O
recurso de imagem provido pela Google continua sendo instantâneo como o usual,
e as cores vão sendo montadas depois - esse processo é visível. Todavia, uma vez
que a camada foi composta naquele nível de zoom, ela fica em uma área temporá-
ria previamente carregada para que, se novamente acessada, seja provida de forma
instantânea - e isso é válido para uma mesma sessão de serviço do GHEAT.

A.3 Conversão de mapas para o Mondrian

Inicialmente, é necessário possuir o arquivo do tipo ”Shape File”
(.SHP,.DBF,.SBN,.SBX,.SHX) da região de estudo. Esses arquivos são
públicos e podem ser obtidos através de órgãos governamentais como
o IBGE , por exemplo - vide ftp://ftp.cprm.gov.br/pub/digeop/ e
ftp://geoftp.ibge.gov.br/mapas/. É recomendada a leitura das pastas de
documentação providas pelos próprios mantenedores desses arquivos, visto que
lidar com esses arquivos, e até mesmo encontrar o desejado, pode ser uma tarefa
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Figura A.3: Exemplo de abertura de zoom para o ponto do Morro do Pico na cidade
de Niterói, com o nível de zoom aumentando de (a) a (c).

complexa.
Na posse do arquivo da região de estudo, é preciso convertê-lo ao formato do

Mondrian. Para tal, inicialmente abre-se o sofware R e:

• setwd(’caminho do shape file’)

• library(maptools)

• xx <- readShapePoly(”mapa.shp”)

• sp2Mondrian(xx, file=”mapa.txt”)

• plot(xx)

O arquivo “mapa.txt” pode ser aberto e explorado pelo Mondrian, vide figura
A.4, onde a área de estudo foi carregada.

A gama de combinações possíveis de análises auxiliares através do software Mon-
drian é limitada ao número de variáveis carregadas para estudo e seus cruzamentos
entre si. Na figura A.5 é tomado por exemplo um dos agrupamentos em estudo e
mostrado nas duas formas: (a) visualização gerada pelo GHEAT, proporcionando
zoom, movimentação e leitura de dados em linha através do Google Maps, (b) vi-
sualização gerada pelo Mondrian, respeitando a delimitação de setores censitários
definida pelo próprio IBGE . Observe que a imagem em (b) na figura A.5 reflete
os dados do agrupamento em si. Todavia, poderia ser o IPG, os anos de estudo ou
até mesmo a renda. Dessa forma, dimensões podem ser analisadas em separado,
descobrindo-se visualmente quais variáveis são mais influentes e em que regiões. O
intuito do Mondrian é justamente auxiliar na exploração e explotação dos agrupa-
mentos. Outro exemplo pode ser visto na figura A.6, onde a área de estudo mostra
o IPG já classificado em verde e, ao mesmo tempo, contrasta com um histograma do
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Figura A.4: Software Mondrian: demonstração do mapa da região de estudo (Niterói
e São Gonçalo) recém-carregada.

próprio IPG distribuído em 9 barras. A barra de valores mais baixos do indicador é
destacada, ao mesmo tempo, no histograma e no mapa. Para mais exemplos de uso
do Mondrian, vide http://mondrian.theusrus.de/.
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Figura A.5: Dados de um agrupamento fuzzy [0,1] mostrado pelo GHEAT (a) con-
trapondo com a visualização proporcionada pelo Mondrian (b).

Figura A.6: Área de estudo mostrando a disposição do IPG classificado em alto,
médio e baixo potencial, obedecendo escala em tons de verde. Destaque contrastando
em vermelho com os números mais baixos para o mesmo indicador.
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