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implementa e avalia um novo método de Clusteringlatdos baseado em Algoritmos
Genéticos, que é capaz de encontrar o Clusteringtooe o nimero apropriado de
clusters de um conjunto de dados sem a necessigagiee o usudrio forneca qualquer
parametro de entrada. Os resultados experimenéicos demonstram a eficacia do
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CAPITULO 1

INTRODUCAO

1.1 - Objetivo da Tese

O objetivo desta Tese é descrever as novas metpa®elpara Clusterizacdo de
dados, relacionando as sua vantagens e deficiéntasbém, comentamos as
metodologias tradicionais, destacando suas priscgaaacteristicas e conceitos. Além
disso, implementamos um algoritmo de Clusteringedds em Algoritmos Genéticos
que é eficaz na determinagdo do Clustering coeeto numero apropriado de clusters
para conjuntos de dados, fazendo sua avaliacdorespeito aos requisitos que um
algoritmo de Clustering ideal deve atender.

1.2 - Relevancia e Aplicagbes

Atualmente, maiores e maiores quantidades de dasims coletadas e
armazenadas em bancos de dados, aumentando admEgor métodos eficientes e
efetivos de andlise para fazer uso da informacadidzo implicitamente nos dados
(ANKERST et al, 1999).

Como dito por ESTERet al. (1998), muitas companhias tém reconhecido a
importancia estratégica do conhecimento escondidsuas grandes bases de dados.

GUHA et al. (1998) dizem que a riqueza de informagdo embwgidagrandes
bancos de dados pertencentes as corporacoes temladd um tremendo interesse
nas areas de descoberta de conhecimento e datg igmmneracdo de dados).

Data mining é uma etapa no processo de descoledanthecimento consistindo
de aplicagBes de andlise de dados e algoritmogsi®berta que, sobre limitacdes de



eficiéncia computacional aceitaveis, produz umamemacdo particular dos padrdes
sobre os dados (ESTERal, 1997).

HAN e KAMBER (2001) destacam que Clustering esth desenvolvimento
vigoroso, e que devido a grande quantidade de demletados nas bases de dados,
analise de cluster tornou-se um tépico altamerit® aem pesquisa na area de data
mining recentemente.

ZHANG et al. (1996) colocam que encontrar padrdes Uteis entdgsabases de
dados tem atraido consideravel interesse recentenemue um dos problemas mais
largamente estudados nesta area é a identificag@tusters em um conjunto de dados
multidimensionais.

A descoberta de conhecimento automatizada tormaagee mais importante em
banco de dados. Esta pode ser definida como o gsocedo trivial de identificar
padrées validos, novos, potencialmente Uteis, Bcipdlmente compreensiveis nos
dados (ESTERt al, 1997).

Uma das tarefas primarias de analise de dados mdalseade cluster, que é
destinada a ajudar um usuério a entender o agrumpame estrutura natural em um
conjunto de dados (ANKERSAt al,, 1999).

As areas de aplicacdo do problema de Clustering mdcipalmente, aquelas
onde se deseja agrupar dados. As metodologias wefihg tém sido, largamente,
utiizadas em numerosas aplicagfes, incluindo testimento de padrdes, andlise de
dados, processamento de imagens, e pesquisa dadmer€omo exemplos de
disciplinas interessadas no problema de Clusteppgemos citar: data mining
(mineragdo de dados), estatistica, engenharia,ndipaglo de maquina, medicina,
biologia, etc..

A grande vantagem do uso das técnicas de Clustéripge ao agrupar dados
podemos descrever de forma mais eficiente e eficazaracteristicas dos diversos
grupos, o que permite um maior entendimento douobmjde dados original, além de
possibilitar o desenvolvimento de esquemas de iftdagfo para novos dados.
Utilizando as técnicas de Clustering, podemos descos padrées de distribuicdo
global e correlagbes interessantes entre os aisbdbs dados que nao seriam
facilmente visualizadas sem o emprego de taisd@gsfHAN e KAMBER, 2001).

Alternativamente, Clustering pode ser usado comoa umtapa de
preprocessamento para outros algoritmos, tais caraxterizacéo e classificacdo, que
trabalhariam nos clusters identificados.



1.3 — Organizacdo do Texto

A Tese esta organizada da seguinte forma, no t@Rittrataremos sobre o que é
o problema de Clustering; suas aplicacdes; combiamas a semelhanca entre dados;
guais as metodologias tradicionais e quais asipaiscmetodologias mais recentes. No
capitulo 3, trataremos sobre Algoritmos Genéticoa @bordagem de Clustering
implementada na qual estes sdo utilizados. No wap#, veremos os detalhes da
implementacdo, os resultados experimentais obtidos avaliacgdo do método
implementado. No 5, teremos as conclusdes sobraballio realizado e os resultados
conseguidos. A seguir, as referéncias bibliogréfigae deram suporte ao trabalho

desenvolvido. E finalmente no apéndice, o codignefao programa implementado.



CAPITULO 2

CLUSTERIZACAO DE DADOS

2.1 — Introdugéo

No presente capitulo, trataremos sobre o que éblgma de Clustering; suas
aplicacdoes; como avaliamos a semelhangca entre dajflges sao as principais
metodologias mais recentes.

2.2 — O problema de Clustering

O verboto cluster significa, em inglés, agrupar. Clusterizacdopresente texto,
seria 0 ato de agrupar dados ou objetos.

Vamos utilizar um exemplo simples para termos uogia do que € o problema
de Clustering.

Suponha que fosse dado a vocé o conjunto de olgetdsgura 2.1. E fosse
pedido-lhe que agrupasse os objetos. Vocé, certapfenmaria quatro grupos, um de
retangulos, um de elipses, um de pentagonos e uriadgulos.
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Figura 2.1 — Conjunto de objetos



Essa tarefa é extremamente facil. Como vocé jaemnlas figuras e ja esta
familiarizado com elas (possuindo até nomes pars),eVocé estaria executando uma
classificacdo dos objetos segundo conceitos, qué j& possui, e que caracterizam
cada uma dessas figuras.

Agora, imagine que vocé nao tem nomes para egsaadie nem as conhece.

Para executar a mesma tarefa, vocé teria que percglais sdo os objetos
semelhantes e quais 0s com pouca semelhanca, mibdoeates em grupos diferentes e
aqueles no mesmo grupo. Aqui estariamos executandalusterizacao.

A clusterizacdo é uma tarefa prévia a classifica@@®vocé ndo possui classes,
como vai classificar um objeto?

A clusterizacdo permite determinar qual o numero gdgpos e 0S grupos
existentes num conjunto de objetos.

De posse destes grupos, é possivel analisar osretesnque compdem cada um
deles, identificando as caracteristicas comuns ssas elementos e, desta forma,
podendo criar um nome que represente esse grugmnadn, assim, uma classe.

Com a existéncia das classes, ao recebermos umalgetm que pertenca ao
universo considerado, somos capazes de classifibdrtetamente.

Entdo, o problema de Clustering é descrito conmehido um conjunto de dados,
de objetos, tentar agrupa-los de forma que os al@e®mejue compdem cada grupo
sejam mais parecidos entre si do que parecidososogementos dos outros grupos. E
colocar os iguais (ou quase) juntos num mesmo geigms desiguais em grupos
distintos.

Vejamos como o problema de Clustering é descritalgoms trabalhos:

e Segundo COLE (1998), o problema de Clustering éusca por aquelas
particbes que refletem a estrutura de um conjurgo objetos; é um
procedimento exploratério que busca por uma esautatural com relagéo
ao conjunto especifico. Este processo envolve ardes casos de dados, ou
objetos, em grupos, ou clusters, tal que os objgamiesmo cluster sdo mais
parecidos entre si do que em relacdo aos objet@itm cluster.

¢ HRUSCHKA e EBECKEN (2001) definem Clustering comendo uma
tarefa onde se busca identificar um conjunto fidieocategorias ou clusters
para descrever os dados. Uma descricdo genéricdjdtivo do Clustering
seria 0 de maximizar a homogeneidade dentro de dadeter enquanto se
maximiza a heterogeneidade entre clusters. A talef&lustering envolve a
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particdo do conjunto de objetos em uma colecaaldeosjuntos mutuamente
disjuntos.

e HAN e KAMBER (2001) dizem que Clustering é o praesle agrupar 0s
dados em classes ou clusters tal que os objetdsodd um cluster tem alta
similaridade em comparagao uns com 0s outros, A@srsito dissimilares
para objetos em outros clusters. Também comparassifidtacdo com
clusterizacdo escrevendo que ao contrario da fdagéio, Clustering néo
conta com classes predefinidas e exemplos de imeimta de classes
rotuladas. Por esta razdo, Clustering € uma formaaprendizado por
observacao, em lugar de aprendizado por exemplos.

e ANKERST et al. (1999) destacam que o propdsito escabrir clusters é
encontrar a particdo de um banco de dados deroyistl que os registros
gue tem caracteristicas similares sdo agrupadassjuisso, entdo, permite
gue as caracteristicas de cada grupo possam setates

e ZHANG et al. (1996) declaram que o Clustering ddodaidentifica lugares
aglomerados e escassos, e, consequentemente, réestobpadroes de
distribuicdo global do banco de dados. Além diss®,clusters derivados
podem ser mais eficientemente e efetivamente wsgals do que o conjunto
de dados original.

e HAN et al. (1997) descrevem Clustering como um @sso de descoberta
gue agrupa um conjunto de dados tal que a sinaddeidintracluster é
maximizada e a similaridade intercluster é minichiza Estes clusters
descobertos sdo usados para explicar as cardcserista distribuicdo de
dados.

2.3 — Definicdo Formal

Uma definicdo formal do problema de Clustering éoatrada em HRUSCHKA
e EBECKEN (2001):

Considerando a clusterizagdo de um conjuntm déjetosX = {Xi, X, ..., Xn}
onde cad¥; € 9 é um vetor d@ medidas reais que dimensionam as caracteristicas d
objeto, estes devem ser clusterizados em grupjstdisC = {C,, C,, ...,Cy}, ondek é

0 numero de clusters, de forma que tenhamos ageegoondicées respeitadas:



1. GuCGu..ul=X

2. G20, Vi 1<i<k

3. CnC=0,Vi#j,1<i<kel<j<k

Enfatizamos que, por essas condicbes, um objetqoée pertencer a mais de
um cluster (grupos disjuntos) e que cada clustergige ter ao menos um objeto

COLE (1998) ainda acrescenta que o valokgmede ser desconhecido. k&

conhecido, o problema é referido como o problemidestering.

2.4 — Aplicagbes

O problema de Clustering é de interesse em qualgrex em que se deseje
agrupar dados, sejam estes relativos as compragdds em um supermercado, as
especificagbes fisicas e quimicas de petroleos, siomas de doencas, as
caracteristicas de seres vivos, as funcionalidddegenes, aos documentos existentes
na Web, a composicdo de solos, aos aspectos danplade de individuos, as

transacdes bancarias realizadas por clientes dmnooo, etc. (Figura 2.2).

Figura 2.2 - Clusterizando

Assim, podemos citar como algumas disciplinas é@ssadas em tais técnicas:
data mining (mineragcdo de dados), estatistica,odil aprendizado de maquina,
psiquiatria, arqueologia, reconhecimento de padréedlises de mercado, engenharia,
medicina, marketing (analise de mercados), prooes#® de imagens, geologia,
arquivologia, geografia, psicologia, quimica, fsicestudos sociais, tecnologia de
banco de dados espaciais, etc. (COLE, 1998, HAMBIBER, 2001, GUHAet al,



1998, GUHAet al, 1999, GANTIet al, 1999, ANKERSTet al, 1999, AGGARWAL
et al, 1999, HANet al, 1997, AGRAWAL et al, 1998, ZHANGet al, 1996, NG e
HAN, 1994).

Conforme salientado por COLE (1998), Clusteringtiep@ara reducdo de dados
(reduzindo uma grande quantidade de dados para amera de subgrupos
caracteristicos), permitindo o desenvolvimento dmuemas de classificacdo e
sugerindo ou apoiando hipéteses sobre a estrubgrdatios.

Clustering também pode servir como uma etapa dagressamento para outros
algoritmos, tais como caracterizacéo e classifcagée iriam entdo operar nos clusters
detectados (HAN e KAMBER, 2001).

Tomemos alguns exemplos:

e COLE (1998) cita o trabalho na area de psiquiateian, que foi usado
Clustering para desenvolver uma classificacdo dprededo. Mereceu
destaque ainda o trabalho na area de engenhagiaititizou um algoritmo de
Clustering para criar uma hierarquia de especiieage projetos associados
as pontes existentes. Além disso, Cole ainda destactrabalho na area de
medicina, em que foi empregada a técnica de Ciongteomo método de
aquisicdo de conhecimento para diagnosticos aemsstipor sistemas
especialistas.

e HAN e KAMBER (2001) destacam que, na area de negg€ilustering pode
ajudar a descobrir grupos distintos nas bases ideted e caracterizar os
grupos de clientes baseado nos padrdes de corfndsiologia, ele pode ser
usado para derivar taxionomia de plantas e anirnatggorizar genes com
funcionalidade similar, e ganhar entendimento etnugsas inerentes em
populacdes. Acrescentam, ainda, que Clustering ppdkar na identificagéo
de areas de uso similar do solo nos bancos de dadwoisservacao da Terra, e
na identificacdo de grupos de proprietarios de mateis em seguradoras
com um alto custo médio de reivindicagdo, como &mhba identificagdo de
grupos de casas em uma cidade de acordo com adim@asa, o0 valor e a
localizacéo geogréfica.

e ANKERST et al. (1999) descrevem como aplicacdes: a criagdo deasnap
teméaticos em sistemas de informacdo geogréfica ghwsterizar espacos
caracteristicos; a detec¢cdo de clusters de obgtosistemas de informacgéo



geogréfica; e a clusterizacdo de base de dadosetel®dfy para descobrir
grupos de padrbes de acessos similares que podesspmnder a diferentes
padrdes de usuarios.

e GUHA et al. (1999) dizem que os clusters obtidos atravésusaesizacédo de
uma base de dados de clientes podem ser usadosagpacterizar diferentes
grupos de clientes, e estas caracterizagcdes poelenrsadas em marketing
direto e permitir que produtos especificos sejamec@tinados a clientes
especificos. As caracterizagcbes podem também smdasispara predizer
padrées de compras de novos clientes baseado riisstecluster a que eles
pertencem.

e GUHA et al. (1998) comentam que Clustering, em data miningna técnica

util para descobrir distribuicées e padrdes intaetes sobre os dados.

2.5 — Dificuldades para encontrar o Clustering etorr

Encontrar o melhor agrupamento para um conjuntolgjietos ndo é uma tarefa
simples.

Como HRUSCHKA e EBECKEN (2001) destacam, o probldm&ncontrar esse
melhor agrupamento é NP-completo e ndo é compuizoiente possivel encontra-lo,
a ndo ser qua (numero de objetos) k (nimero de clusters) sejam extremamente
pequenos, visto que 0 numero de particdes distimrague podemos dividir objetos

emk clusters aumenta aproximadamente como:

K" (2.1)
k!

COLE (1998) da um exemplo numérico a respeito:

Para clusterizar 25 objetos em 5 grupos, existdl®62684.974.110.751 maneiras
possiveis. E se 0 numero de clusters é desconhegidoisamos somar todas as
particbes possiveis para cada numero de clustérs gne 5 que fornece um valor
superior a 4 x 18 particdes possiveis.

Paran objetos que procuremos particionar lerolusters temos:



N(K) = E3°(C 1)m(k_ iy 2.2)

1
K=

E se formos clusterizar os dados emKlchisters temos:

> N(nk) (2.3)

i=1

ANKERST et al. (1999) escrevem que existem trés razdes intertahes para
explicar porque a efetividade dos algoritmos desteling é um problema. Primeiro,
guase todos os algoritmos de Clustering requerdoregapara os parametros de
entrada que sao dificeis de determinar, especitdmeara conjuntos de dados do
mundo real contendo objetos com muitos atributegu8do, os algoritmos sdo muito
sensiveis a estes valores de parametros, frequamterproduzindo particdes muito
diferentes do conjunto de dados mesmo para ajdstggmrametros significativamente
pouco diferentes. Terceiro, conjuntos de dadossrdai alta dimensdo tém uma
distribuicdo muito ampla que ndo pode ser revefamlaum algoritmo de Clustering

usando somente um ajuste de parametro global.

2.6 — Estruturas de dados

Para os algoritmos de Clustering poderem efetumtamefa € necessario que eles
utilizem estruturas de dados capazes de armazsmdjetos a serem processados ou as
informagdes sobre as relagdes entre estes.

Algoritmos de Clustering que trabalham com dadosaaenados na memodria
principal, tipicamente, usam uma das seguintesutesas de dados no seu

processamento.
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e matriz de dados—®  as linhas representam cada um lgje®® a serem
clusterizados e as colunas, os atributos ou caistitas de cada objeto.
Consideranda objetos cada qual comatributos, teriamos uma matrizx p

como a abixo:

X1 X X3 le

X1 Xy Xyg X0
X = X1 Xpp K3 0 Xy (2.4)

Xa X2 Xz o an_

e matriz de dissimilaridade —®  cada elemento da matepresenta a
distancia entre pares de objetos. Visto que amistéentre o objetd e o
objetoj é igual a distancia entre o objg¢te o objeta (essa, inclusive, € uma
das propriedades inerentes as medidas de simiarid@mo veremos
adiante), ndo é necessario armazenar todos asdistéentre os objetos.
Aqui, considerandon objetos a serem clusterizados, teremos uma matriz

guadrada de tamanimax n como a que segue:

0
d@) 0

D = d@) d@2 ©° (2.5)

_d(ﬁ;t) d(r‘1,2) d(r‘1,3) . 0]

Comd(i, j) representando a distancia ou dissimilaridadesemtobjetoi e 0j.
Como veremos mais a frente, as medidas de sinaitigicbu dissimilaridade
sd0 numeros positivos. Quanto mais proximo de foerd(i, j), mais similares
serdo os objetos.
Quando um algoritmo que trabalha com matrizes g&ndiaridade recebe uma
matriz de dados, ele primeiro transforma-a em uragizde dissimilaridade antes de

iniciar suas etapas de clusterizacao (HAN e KAMBE®GQ1).
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2.7 — Tipos de dados

Se estamos interessados em agrupar dados, é imeodefinir alguns tipos de
dados com os quais os algoritmos de Clusteringmddeque lidar.

HAN e KAMBER (2001) especificam que 0s objetos a&ese clusterizados
podem estar descritos por varidveis escaladas ¢envafos, varidveis binarias,
variaveis nominais, variaveis ordinais, variavegcadadas em propor¢do, ou ainda

combinacgdes desses tipos de variaveis (Figura 2.3).

Peso: 80 kg
Fumante: 0

Estado Civil: Casado
Folga Domingc

R

Figura 2.3 — Diversidade de variaveis

Vejamos uma breve descricdo de cada um desseslépasiaveis:

e Variaveis escaladas em intervalos—» sdo medidasnc@astiaproximadas
de uma escala linear, sdo medidas com unidade dikyg, etc.). Como
destacado por HAN e KAMBER (2001), a unidade deideedsada pode
afetar a andlise de Clustering, porque, dependdadonidade adotada, dois
objetos podem ter um valor de similaridade, em @ésrmuméricos, maior ou
menor. Em geral, quanto menor for a unidade, nsgod a faixa para aquela
variavel e assim um maior efeito na estrutura domento resultante. Um
exemplo simples, se um objeto tem para um detedmiafributo o valor de 2
km e outro objeto tem o valor de 5 km para essenmedributo, calculando a
diferenca entre esses dois atributos encontrariameslor de 3 km. Ja se
esses mesmos atributos estivessem em metros. iEssagh seria de 3000
m, que em termos numéricos é bem superior ao \@al@nteriormente
encontrado. Para resolver o problema da influéeianidade adotada é feita

uma normalizacdo. Veremos isto ao tratar das medidaimilaridade.
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e Variaveis binarias —»  esse tipo de variavel pode sten@ssumir 0s
valores zero ou um (0 ou 1). Quando a variavel ternalor igual a zero
significa que o objeto ndo possui determinada tariatica, e quando € igual
a 1 que ele a possui. As dissimilaridades entrédweis binarias sao
calculadas por métodos especificos, ndo sendo rigmtap as medidas
utilizadas para as variaveis escaladas em intexvalo

e Varidveis nominais—»  sdo uma generalizacdo ddéveds binarias. Elas
podem assumir valores pertencentes a um conjuntto fe pequeno de
estados possiveis. Como exemplo poderiamos tertamloeivii de uma
pessoa. Nas varidveis nominais ndo ha um ordenantd valores, nao
podemos dizer que “solteiro” é menor que “viivody gxemplo. Como nao
h& esse ordenamento, também ndo podemos utilizaedidas para variaveis
numericas.

e Varidveis ordinais—»  assemelham-se a uma variaveiinah, mas,
diferentemente, os estados que ela pode assumsugrasum ordenamento, e
esse possui algum significado. Podem ser discretasontinuas. Como
exemplo, podemos citar os dias da semana, aondegurida-feira” vem
antes da “sexta-feira”. Para avaliarmos a disgicidde destas variaveis,
utilizamos um procedimento parecido com o paraaagweis escaladas em
intervalos.

e Variaveis escaladas em proporcae» representam unthdangoositiva
em uma escala ndo linear, tal como uma escala erpalh seguindo
aproximadamente a formulaA€® ou Ae®, onde A e B sdo constantes
positivas. Nas bases de dados, sdo armazenadass ggznonstantes A e B,
evitando-se assim a perda da precisdo por arregd@mias e diminuindo-se o

espaco necessario para o armazenamento.

2.8 — Medidas de similaridade

Estamos interessados em formar grupos de objetiss @ elementos dentro de
cada grupo tém que ser mais similares entre siudoegn relacdo aos elementos de
grupos distintos.

Para conseguirmos isto, necessitamos quantifisemiridade entre os objetos.
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As medidas de similaridade fornecem valores nu@€rique exprimem a
“distancia” entre dois objetos. Quanto menor o wvdlesta, mais semelhantes serdo os
objetos e deverdo estes ficarem no mesmo cluseeroudro modo, quanto maior a
“distancia”, menos similares serdo 0s objetos ec@nsequéncia, eles deverdo estar em
grupos distintos.

COLE (1998) resume que para clusterizar objetos aderdo com sua
similaridade, deve-se definir uma medida de quaaimos dois objetos estdo, ou quao
bem seus valores se comparam. Uma pequena disErogos objetos deve indicar
uma alta similaridade. Assim, uma medida de disagmode ser usada para quantificar
dissimilaridade.

N&o ha uma medida de similaridade que sirva palastos tipos de variaveis que
podem existir numa base de dados.

Vejamos as medidas de similaridade ideais para tipdade variavel segundo
HAN e KAMBER (2001).

2.8.1 — Variaveis escaladas em intervalos

As medidas que sdo normalmente usadas para congmitdissimilaridades de
objetos descritos por tais variaveis daoclidiana Manhattane Minkowski

Como vimos no tépico anterior, a unidade da medsiala pode afetar a andlise.
Para evitar isso, devemos normalizar os dados. rAalzacéo faz com que todas as
variaveis tenham um peso igual. Ela pode ou ndasseta a critério do usuario.

Para normalizar os valores das variaveis, podenmwecter as variaveis
originais em variaveis sem medidas. A normalizaéaefetuada para cada variavel
(cada atributo dos objetos) através das seguitapa®

1. Calcular a média do desvio absolgo,

X, —mf‘) (2.6)

1
St :qulf _mf“"‘XZf _mf““"""

Os valoresqs axns sé@o os valores do atributgpara osn objetos a serem
clusterizados. Jax, € o valor médio do atribuffpisto é:
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m :i(xlf T Xt +"'+an) (2.7)
n

2. Calcular o valor normalizado:

A L (2.8)

St

onde o indicéf refere-se ao atributio do objetai.

Com ou sem a normalizacéo, a dissimilaridade (milasidade) entre os objetos
descritos por variaveis escaladas em intervalosceagputadas baseado na distancia
entre cada par de objetos.

COLE (1998), HAN e KAMBER (2001) destacam que asmdiilizada € a
distanciaEuclidiang que €é a distancia em linha direta entre os goistos que
representam os objetos.

Considerando objetos com apenas dois atributospstena Figura 2.4 a

representacéo da distanEiaclidiana

Yi

Vi

E (X - %)

Xi X

Figura 2.4 — Distancia Euclidiana

Matematicamente, do teorema de Pitdgoras, temos:

d(i’j):\/(yj_ﬁfi)er(xj_)(i)z (2.9)

Generalizando para dois objetos comtributos, temos:
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) N N e e (2.10)

A segunda medida de distancia mais usaddM@rghattanou “city-block” , que é
a soma dos médulos das diferencas entre todogibstas dos 2 objetos em questéo,

ou seja:

A, 1) = %0 = Xl + % = o]+ = %) (2.11)

Essa medida de similaridade é mais facilmente lealaudo que a anterior, mas
ela pode ndo ser adequada se os atributos est&tacimmados, pois ndo ha garantia da
gualidade dos resultados obtidos (COLE, 1998).

A distancia Minkowski € a generalizacdo das distancias anteriores. Ela é
representada por:

1
di, j)= Qm— Xl %0 = x| [, )gp\“)a (2.12)

ondeq € um inteiro positivo que no caso da distakaialidianaé igual a 2 e no da
city-blocké igual a 1.

Uma funcéo de distancia deve ser de tal forma quaay minimo que ela possa
assumir seja zero, isto é, ndo deve haver valoegatimos. Além disso, a funcao
necessita ser simétrica, pois a distancia do objeto objetoj tem que ser igual a
distancia do objetp ao objeta, ja que o “caminho” que liga os dois objetos éadm
Também é importante que a funcdo fornega o valar geando calculada a distancia
do objeto a si mesmo, o0 que equivale ao caso erteques dois objetos idénticos.

Adicionalmente, a funcédo de distancia deve regpeitdesigualdade triangular,
gue diz que ao considerarmos 3 objetos, a dist@ntia dois deles tem que ser menor
ou igual a soma das distancias entre esses detoslg o terceiro. Geometricamente, a
Figura 2.5 expressa esse conceito.
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AB < BC + C#

Figura 2.5 — Desigualdade triangular

Quando A, B e C sao colineares, temos a igualdade.

Essas trés medidas de distancias respeitam eggesitos, que podemos resumir
como:

1. d(,j)=0;

2. d(i,j)=d(,i);

3. d(i,))=0i=j;

4. d(i,j)<d(,h)y+d(h,j)

Em algumas andlises de Clustering ha interesseeaamrmeentar a importancia de
um atributo ou conjunto de atributos em relacdo d@®ais, nesse caso, atribui-se
pesos a cada um dos atributos. Isso pode ser feta todas essas medidas de

distancias. No caso da distanelankowskj temos:

1

d(i’ J) = (\Nl‘xil o le‘q +W2‘Xiz - ij‘q +'”+Wp‘xip - Xip‘q)a (2-13)

2.8.2 — Variaveis hinarias

Como dito anteriormente, tratar variaveis binadamo se elas fossem variaveis
escaladas em intervalos pode conduzir a resuleaysnosos.

Para calcular a dissimilaridade de duas varidve@rias, usamos uma matriz de
dissimilaridade entre os atributos dos objetos axomé mostra a Figura 2.6 (HAN e
KAMBER, 2001).
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1 0 Soma
1 q r g +r
Objetoi 0 S t S+t
Soma g +s r+t p

Figura 2.6 — Tabela para variaveis binérias

O que fazemos é avaliar o numero de atributos qasyem valor 1 em ambos 0s
objetos ), 0 numero de atributos que possuem valor 1 emaapen dos objetos (e
S —r para o objetd es para o objetg) e o nUmero de atributos que possuem valor
igual a zero em ambos o0s objetts (
Sendop o numero total de atributos, temos que:
p=q+r+s+t (2.14)
Quanto maior o niumero de atributos que divergemvattses (quantidades e
S), menos similares serdo 0s objetos, mais “distar@stardo os objetos, ou seja, esta
soma é diretamente proporcional a distancia ermstiEbetos.
A medida de similaridade é entdo calculada de umsasdguintes formas (HAN e
KAMBER, 2001):
e para variaveis binarias simétricas, que sédo aguelde os estados 0 e 1
séo igualmente importantes e tem 0 mesmo pesoce,igtdo ha relevancia
se escolhemos o valor 1 ou o 0 para representaal@lade do atributo,

utilizamos a seguinte expressao:

di,j) = ——+3 (2.15)
q+r+s+t

como exemplo de variavel binaria simétrica podenitzs 0 sexo da uma

pessoa, onde é irrelevante escolhermos 1 pardicsigrpessoas do sexo

masculino ou feminino.
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e para variaveis binarias assimétricas, que sao asjoede os estados 0 e 1
nao sao igualmente importantes, ou seja, 0s estédopesos distintos,

utilizamos a expressao:

. r+s
d@,j)=—— (2.16)
g+r+s
aqui a quantidade de atributos que possui 0 vglmalia 1 em ambos os
objetos € mais significativa do que a quantidadatdbutos que possui o
valor igual a 0 em ambos os objetos. Essa medidanéecida como

coeficiente de Jaccar(®.16).
2.8.3 — Variaveis nominais

A abordagem para variaveis nominais é parecidaa@afordagem para variaveis
binarias. Aqui, consideramos a quantidade de atrdbgue no objetd e no objetg
tem o mesmo valor (0 mesmo estadun),e a quantidade total de atributps,Assim,

calculamos a dissimilaridade entre dois objetosaceemdo

Note que podem ser usados pesos para aumentatoodefi.
2.8.4 — Variaveis ordinais

O tratamento de varidveis ordinais € bastanteasiraib das variaveis escaladas
em intervalos
Para um determinado atributoo calculo da dissimilaridade envolve os seguintes

passos:
1 — Trocamos cada valor de atribufo) (pela posicdo que este valor ocupa na

seqiiéncia dos estados possiveik (
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2 — Mapeamos cada valor de atributo em um nowvor \@ntido na faixa [0,0;
1,0]. Isto é feito para que cada atributo tenhaesmo peso. O mapeamento € feito
através de:

r, —1
m, -1

4 = (2.18)

onde, o indicé representa o objeto em questaoy & o nimero de possiveis estados
para a variavdl

3 — Entdo podemos calcular a dissimilaridade usapddquer das medidas de
distancias utilizadas com as variaveis escaladastmvalos, s6 que usamos o valor

dez; no lugar do.
2.8.5 — Variaveis escaladas por proporgéo

Para calcular a dissimilaridade entre objetos @#escpor variaveis escaladas por
proporgéo, usamos, normalmente, uma das abordagsgir:
e aplicamos uma transformacéo logaritmica ao valovat@ével de um dado
objeto s ), obtendo um novo valory; ) que pode ser tratado como uma

variavel escalada em intervalos, isto é,
Ve = Iog(xif) (2.19)

e tratarxs como um valor ordinal continuo e tratar sua @msigo ordenamento

como um valor escalado em intervalos.
2.8.6 — Combinacdes dos diversos tipos de variaveis
Para clusterizarmos uma base de dados que posewsal tipos de variaveis,
colocamos todas as variaveis diferentes em umalesmpatriz de dissimilaridade,

colocando todas em uma escala comum no intervalbadg, detalhes estdo em HAN e
KAMBER (2001).
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2.9 — Métodos de Clustering

O método ideal de Clustering deveria atender aosuirgeg requisitos
(AGRAWAL et al, 1998; ESTERet al, 1996; NG e HAN, 1994; HAN e KAMBER,

2001):

descobrir clusters com forma arbitraria - a forroa dlusters, considerando o
espaco Euclidiano, pode ser esférica, linear, aldag eliptica, cilindrica,
espiralada, etc.. Os métodos de Clustering baseadomedidas de distancia
Euclidiana ou Manhattantendem a encontrar clusters esféricos de tamanho e
densidade similares;

identificar clusters de tamanhos variados - cono dcima, alguns métodos
tendem a fazer os clusters com tamanho homogéneo ;

aceitar os diversos tipos de variaveis possivais métodos tém que ser
capazes de lidar com as variaveis dos tipos: elsskam intervalos, binérias,
nominais (categoricas), ordinais, escaladas em op¢dp, ou ainda
combinacdes desses tipos de variaveis;

ser insensivel a ordem de apresentacdo dos objetosmesmo conjunto de
objetos quando apresentado com diferentes ordehasnéeve fornecer os
mesmos resultados;

trabalhar com objetos com qualquer nimero de atdbdimensdes) - os
olhos humanos sdo bons para julgar a qualidadeldge@ings com até trés
dimensdes, os métodos devem manejar, com eficiéobjatos com altas
dimensdes e fornecer resultados inteligiveis;

ser escalavel para lidar com qualquer quantidadebjtos - uma base de
dados de grande porte pode conter milhdes de sb@®métodos devem ser
rapidos e escalonaveis com o numero de dimens@esnea quantidade de
objetos a ser clusterizado;

fornecer resultados interpretaveis e utilizaveigs- descricdes dos clusters
devem ser facilmente assimiladas, os usuarios aspgue 0s resultados dos
Clusterings sejam interpretaveis, compreensiveigilieaveis, é importante

ter representacdes simples;
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e ser robusto na presenca de ruidos - a maioria ases lle dados do mundo
real contém ruidos ou dados perdidos, desconhecid@srados, a existéncia
deles ndo deve afetar a qualidade dos clusterosbti

e exigir o minimo de conhecimento para determingparémetros de entrada -
os valores apropriados, sdo frequentemente, descidok e dificeis de
determinar, especialmente, para conjuntos de @bjetde alta
dimensionalidade e de grande nimero de objetos.al§ons métodos, 0s
resultados do Clustering sdo bastante sensivejgaaametros de entrada;

e aceitar restricbes - aplicacbes do mundo real podepessitar agrupar
objetos de acordo com varios tipos de restriccesmétodos devem encontrar
grupos de dados com comportamento que satisfacareaticOes
especificadas;

e encontrar o nimero adequado de clusters - encootraimero natural de
clusters de um conjunto de objetos € uma tarefail.diMuitos métodos

precisam de um valor de referéncia.

Como dito por AGRAWALet al. (1998), nenhuma técnica de Clustering corrente
atende a todos estes pontos adequadamente, embarabalho consideravel tem sido
feito para atender a cada ponto separadamentan,Akai métodos apropriados para
grandes quantidades de objetos e outros para pExjgeantidades; métodos em que o
namero de clusters tem que ser fornecido pelo issgaputros em que ndo ha essa
exigéncia; métodos mais adequados a clusters dwfesférica ou convexa e outros
em que a forma do cluster ndo é relevante; métodpazes de identificar clusters que
tenham tamanhos diversos e outros que necessitanogjelusters tenham tamanhos
semelhantes; métodos para dados categéricos; n¥tpam sofrem a influéncia de
“ruidos” e outros insensiveis a estes; métodos padbs espaciais; métodos para
espacos com elevado niumero de dimensdes, etc.

Uma classificagdo mais geral dos algoritmos de &lungt divide os algoritmos
em (HAN e KAMBER, 2001):

e Métodos por particionamento;

e Métodos hierarquicos;

e Métodos baseados em densidade;

e Métodos baseados em grades;
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e Métodos baseados em modelos.

Os métodos mais tradicionais de Clustering sdo ¢sdué por particionamento e
0s métodos hierarquicos. Os primeiros métodos pdicipmamento foram: o método
k-means que é de 1967, e os métodos PAM e CLARA, quedsdi990. Ja para os
meétodos hierdrquicos, os primeiros foram os métdBBIES e DIANA, que séo de
1990 (HAN e KAMBER, 2001).

Como destacado por HAN e KAMBER (2001), alguns algars de Clustering
integram as idéias de varios métodos de Clusteentfo, algumas vezes, é dificil
classificar um dado algoritmo como unicamente pedrdo a somente uma categoria
de método de Clustering. Além do que, algumas ailies podem ter critérios de
Clustering que requerem a integracdo das variasct&c de Clustering acima. Nas
sec¢bes seguintes, n0s examinamos cada um dos wiatmdos de Clustering em
detalhes. E também introduzimos alguns algoritmes sfio exemplos dos métodos
acima e que integram as idéias de varios métod@dudéering.

2.9.1 — Métodos por particionamento

Os algoritmos de Clustering por particionamentodein a base de dados &m
grupos, onde o numeto é dado pelo usuério, e, como EST&Ril. (1996) lembram,
esse dominio de conhecimento ndo € disponivelrpaitas aplicacdes.

Inicialmente, o algoritmo escollkeobjetos como sendo os centros Hoslusters.
Os objetos sao divididos entre bglusters de acordo com a medida de similaridade
adotada, de modo que cada objeto fique no clusterfgrneca o menor valor de
distancia entre o objeto e o centro do mesmo. Eiaté@dgoritmo utiliza uma estratégia
iterativa de controle para determinar que objemseh mudar de cluster de forma que
otimizemos a funcéo objetivo usada.

Apbs a divisdo inicial, ha duas possibilidades seoka do “elemento” que vai
representar o centro do cluster, e que sera aéngiarpara o calculo da medida de
similaridade :

e Ou utilizamos a média dos objetos que pertencemlustec em questéo,

também chamada de centro de gravidade do clussta. & a abordagem
conhecida comé&-means
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e Ou escolhemos como representante 0 objeto quecs@tes mais proximo
ao centro de gravidade do cluster. Esta abordageconBecida como
k-medoidse o elemento mais préximo ao centro é chamadoetioid

Essas abordagens séo Uteis pois evitamos a endimezagustiva de todas as
possiveis particdes como frisam HAN e KAMBER (2001).
A funcao objetivo mais utilizada para espacos @sre (GUHAet al,, 1999):

Kk
E=> Y lp-m| (2.20)

i=1 xeC;

Na equacaok é a soma do erro quadrado para todos o0s objetosseade dados,
p € 0 ponto no espaco representando um dado objatog o representante do cluster
Ci. Tanto p quanto m sdo multidimensionais. Essa funcdo objetivo regies a
distancia média de cada objeto ao seu respectiwesentante (ESTEBt al, 1998).
Ela também é conhecida como critério do erro quidra

Os algoritmos terminam quando ndo existem atribsigdessiveis capazes de
melhorar a funcéo objetivo (COLE, 1998).

Ao contrario dos métodos hierarquicos, que produzema série de
agrupamentos relacionados, métodos por particioman@oduzem um agrupamento
simples (COLE, 1998).

NG e HAN (1994) dizem que os clusters produzidos por mméodo por
particionamento sao de qualidade superior aos pidals por métodos hierarquicos, e
gue, por isso, o desenvolvimento de métodos pdicjparamento tem sido um dos
principais focos de pesquisa de analise de clystergendo muitos métodos de
particionamento descritos na literatura.

ANKERST et al. (1999) destacam que esses algoritmos sdo efsvosiimero
de clusterk puder ser razoavelmente estimado, se os clusterdes forma convexa e
possuem tamanho e densidade similares.

GUHA et al. (1998) colocam que os métodos por particionameritam fazer
osk clusters tdo compactos e separados quanto possigak trabalham bem quando
os clusters sdo compactos, densos e bastante deparas dos outros. Mas que,
guando existem grandes diferencas nos tamanhosneeg@s dos diferentes clusters,
como ilustrado na Figura 2.7, os métodos por pandenento podem dividir grandes
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clusters para minimizar a funcao objetivo. Na FigRr7 a funcdo objetivo € maior para
os trés clusters separados em (a) do que par&s<lusters em (b), onde o cluster
grande é dividido em 3 porc¢fes, uma das quaistadaraos dois clusters menores. A
reducdo da funcdo objetivo para (b) ocorre deviddado de que a leve reducéo na
funcdo objetivo relativa a partir o cluster gradbalanceada pela grande quantidade

de pontos que o cluster grande possui.

7
7

(@) (b)

Figura 2.7 - Divisdo de um cluster grande por d@gms de
particionamento.

HAN e KAMBER (2001) colocam que os mais bem cordexie geralmente
usados métodos de particionamento s&areans e o K-medoids suas variagdes.

2.9.1.1 — Técnica baseada em centrdide: o m&adeans

O algoritmok-meangoma um parametro de entraétae particiona um conjunto
de n objetos enk clusters tal que a similaridade intracluster test é alta, mas a
similaridade intercluster é baixa. A similaridade clusters é medida em respeito ao
valor médio dos objetos em um cluster, que podeistr como o centro de gravidade
do cluster.

O algoritmo k-meanstrabalha da seguinte forma, primeiro, ele, aléatmnte
selecion& objetos, cada um dos quais, inicialmente, reptase média do cluster.

Para cada um dos objetos remanescentes, é fditddacao ao cluster ao qual o
objeto é mais similar, baseado na distancia entobjeto e a média do cluster. Ele,
entdo, computa as novas médias para cada cluster.ppcesso se repete até que a

funcdo critério venha a convergir. Tipicamenteritédo do erro quadrado € usado.
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O procediment&k-meansé resumido na Figura 2.8. O algoritmo tenta ddtenm
k particbes que minimizam a fungdo do erro quadr&de.trabalha bem quando os
clusters sdo densos e compactos e bem separadodosneutros. O método é
relativamente escalavel e eficiente no processamgatgrandes conjuntos de dados
porque a complexidade computacional do algoritndérék.9), onden é o namero total
de objetosk € o numero de clusterst € o numero de iteragBes. NormalmeRte< n

et <<n. O método, freqlientemente termina num étimo local.

Algoritmo k-means — o algoritmdk-meangara particionamento
baseia-se no valor médio dos objetos no cluster.
Entrada: O nimero de clusterk, e a base de dados corbjetos.
Saida: Um conjunto de clusters que minimizam o critério do erro
guadrado.
Método:

1. Escolha arbitrariamenkeobjetos da base de dados como o

centros inicias dos clusters;

2. Repita

3. (re)atribua cada objeto ao cluster ao qual etol mais
similar, de acordo com o valor médio dos objetos no
cluster;

4, atualize as médias dos clusters, isto €, caicudor
médio dos objetos para cada cluster;

5. até que ndo haja mudanca de objetos de umrcheste
outro.

Figura 2.8 - Algoritmd-means

O métodok-meansentretanto, pode ser aplicado somente quandali hé um
cluster é definida. Isto pode ndo ser o caso eomalg aplicagfes, tais como quando
dados com atributos categdricos (nominais) estéiohgdos.

COLE (1998) comenta que a abordagemlporeans sensivel a particao inicial,
gerada pela escolha aleatéria dos centros iniciais.

A necessidade de o usuario ter que especiicar nimero de clusters, com
antecedéncia pode ser vista como uma desvantagemmét@do k-meansndo é
adequado para descobrir clusters com formas néeexas ou clusters de tamanhos
muito diferentes.

Além disso, ele é sensivel a ruidos, visto que @aaunimero de tais dados pode

influenciar, substancialmente, o valor médio.

26



Frequentemente, existem objetos que ndo seguemmpoctamento geral ou
modelo dos dados. Tais objetos, que sdo grosseitardi#erentes ou inconsistentes em
relacdo ao conjunto de dados remanescentes, samabs de ruidos (outliers). Os
ruidos podem ser causados por erros de medicae exeducdo. Também hé casos em
gue os ruidos podem existir devido a variabiliddds dados, como quando um objeto
tem um valor muito discrepante em relacdo aos demaas trata-se de um valor
correto (verdadeiro).

Muitos algoritmos tentam minimizar a influéncia dogdos ou elimin&-los. Isto,
entretanto, pode resultar em perda de informacgaoriante que esta escondida, pois o
gue é ruido para alguém pode ser um sinal para @assoa. Em outras palavras, 0s
ruidos podem ser de particular interesse, tais aoysaasos de fraudes, onde os ruidos
podem indicar atividades fraudulentas, justamenpterppresentar um comportamento
incomum. Assim, a tarefa de detecgéo e analiseiides € de bastante interesse, ela €
conhecida como mineragéo de ruidos (outliers miriidN e KAMBER, 2001).

Existem muitas variantes do métoklaneans Estas podem diferir na sele¢do das
k médias iniciais, no célculo da dissimilaridadenae estratégia para calcular a média
dos clusters. Uma estratégia interessante quedntgiitente produz bons resultados é
primeiro aplicar um algoritmo hierarquico aglomemtpara determinar o niumero de
clusters e para encontrar o Clustering inicial rdA@, usar realocacgéo iterativa para
melhorar o Clustering.

Outra variante dok-meansé o métodok-modes que estende o paradigma
k-meanspara clusterizar dados categéricos (nominais)tpmrar a média de clusters
com a moda, usando novas medidas de dissimilarigeata tratar com objetos
categoricos, e usando um método baseado em fragi@ara atualizar as modas dos
clusters. Os métoddsmeanse k-modespodem ser integrados para clusterizar dados
com misturas de valores numéricos e categoéricesltaado no métodk-prototypes

HAN e KAMBER (2001) citam um esforco recente emadsco algoritmo
k-meansque é baseado na idéia de identificar 3 tipoed®es nos dados: regibes que
sdo compressiveis, regides que devem ser mantdaemoria principal, e regides que
sdo descartaveis. Um objeto é descartavel se sdnmigsdo em um cluster é
verificada. Um objeto é compressivel se ele ndcescattavel, mas pertence a um
subcluster. Uma estrutura de dados conhecida conaocaracteristica de Clustering é
usada para resumir 0s objetos que tenham sidortes$os ou comprimidos (veremos
as caracteristicas de Clustering com mais detalbdalarmos do método BIRCH). Se
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um objeto ndo é descartavel nem compressivel, eal@aleve ser retido na meméria
principal. Para alcancar escalabilidade, o algaritte Clustering iterativo somente
inclui as caracteristicas de Clustering de objetmapressiveis e 0s objetos que devem
ser retidos na memdria principal, tornando um digor baseado em memobria

secundaria em um algoritmo baseado em memoriagainc

2.9.1.2 — Técnica baseada em objeto representativ@toddk-medoids

O algoritmo k-meansé sensivel a ruidos visto que um objeto com urarval
extremamente grande pode, substancialmente, distarmdistribuicdo de dados.

Para diminuir essa sensibilidade no algoritkhamedoids ao invés de utilizar o
valor médio dos objetos em um cluster como um poefieréncia, anedoidpode ser
usado, que é o objeto mais centralmente localiemdoaim cluster. Assim, o método de
particionamento pode ainda ser desempenhado noigioirde minimizar a soma das
dissimilaridades entre cada objeto e seu pontoémd@ correspondente. Isto forma a
base do métodik-medoids

A estratégia basica dos algoritmos de Clustekingedoidse encontrak clusters
em n objetos por primeiro, arbitrariamente, encontram abjeto representativo (0
medoid para cada cluster. Cada objeto remanescentestertiado com enedoidao
gual ele é mais similar. A estratégia, entao, tikamente, troca um dawedoidspor
um dos naomedoidsenquanto a qualidade do Clustering resultante laonmsela. A
qualidade é estimada usando uma funcdo custo qde andissimilaridade média entre
um objeto e anedoidde seu cluster. Para determinar se um objetonamid Orandom
€ um bom substituto para medoid corrente,O;, 0S quatro casos seguintes sSao
examinados para cada um dos objetos ndo meghoids,

e Caso 1:p pertence correntemente awedoidO;. Se O; é substituido por
Orandom COMO um medoid p esta mais préximo de algu@, i = j, entéop é
reatribuido &0.

e Caso 2:p pertence correntemente awedoidO;. Se O; é substituido por
Orandom COMO ummedoide p é mais proximo ®random €Ntaop reatribuido a

Orandom.
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e Caso 3p pertence correntemente aeedoidQ;, i = j. SeQ; € substituido por
Orandom COMO ummedoide p é ainda mais préximo @, entdo a atribuicdo
nao muda.

e Caso 4p pertence correntemente aeedoidQ;, i = j. SeQ; € substituido por
Orandom COMO ummedoide p é mais proximo &random €Ntaop € reatribuido a

Orandom

A Figura 2.9 ilustra os quatro casos. A linha aqardirepresenta a distancia entre
0 objeto e o centro de seu cluster antes da teotiaha pontilhada a distancia entre o
objeto e o0 novo centro (apds a troca). A cada temmpma reatribuicdo ocorre, com uma
consequente diferenca no erro-quadrBdue contribui para a fungéo custo. Portanto,
a funcdo custo calcula o valor da diferenca no-quadrado se medoidé substituido
por um objeto nasredoid O custo total de troca € a soma dos custos idogrpor
todos objetos ndoedoids Se o custo total é negativo, ent&y,é substituido ou
trocado comOrandom ViStO que 0 erro-quadrade seria reduzido. Se o custo total é
positivo, omedoidcorrenteO; € considerado aceitavel, e nada € mudado naédterag

Um tipico algoritmdk-medoids apresentado na Figura 2.10.

—a
O

®
O

® ® ®
p p
® (e ® ©® ©®
Oran om .....
‘ Orandom Orandom p Orandom
Caso 1 Caso 2 Caso 3 Caso 4

Figura 2.9 - Casos da fungéo custo.
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Algoritmo k-medoids — o algoritmok-medoidspara particionamento
baseia-se nmedoidou objetos centrais.
Entrada: O numero de clusterk, e a base de dados carbjetos.
Saida: Um conjunto dek clusters que minimizam a soma
dissimilaridades de todos o0s objetos aos seus dgedwis proximos.
Método:

1. Escolha, arbitrariamentie pbjetos da base de dados como ps

medoids inicias dos clusters;

2. Repita

3. atribua cada objeto remanescente ao clusteiogosdoid
mais proximo;

4, aleatoriamente, selecione um objeto que nag@esimo
medoid Orandom

5. calcule o custo totah, de trocar o medoi@; pelo objeto
Orandom

6. seS £ 0 entdo troqué®; por Orandompara formar o novo

conjunto de&k-medoids
7. até que ndo haja mudanca de objetos de umrcheste
outro.

Figura 2.10 — Algoritmd-medoids

HAN e KAMBER (2001) enfatizam que os métodos portipanamento
utiizando as abordagens pé&rmeanse k-medoidstrabalham bem para encontrar
clusters de forma esférica em bases de dados dmharpequeno a médio. E que para
encontrar clusters de formas complexas e paraediet conjuntos muito grandes de
dados, métodos baseados em particionamento presisagstendidos.

Sobre os métodos baseados lemedoids SHEIKHOLESLAMI et al. (1998)
afrmam que métodos baseados kimedoidsndo apresentam informacédo espacial
suficiente quando a estrutura dos clusters é cample NG e HAN (1994) declaram
gue estes métodos, comparados com outros métodgsrtieionamento, sdo mais
robustos a existéncia de ruidos (pontos que nagisélares aos demais pontos), e que
eles ndo dependem da ordem na qual os objetos xs@minados, além de serem
invariantes com respeito a translacdes e transfi@esaortogonais dos pontos de dados
e lidarem mais eficientemente com grandes conjutgatados.

O métodok-medoidsé mais robusto do que lemeansna presenca de ruidos
porque ummedoidé menos influenciado pelos ruidos do que a mésfigetanto, seu
processamento € mais custoso do que o do métadeans Ambos os métodos
requerem que o usuario especifitgie nimero de clusters (HAN e KAMBER, 2001).
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ESTER et al. (1995) declaram que em comparacdo com métddmeans
algoritmos de Clustering pdmedoidspodem ser usados nhdo somente em pontos ou
vetores para os quais a média é definida, mas tareb@ qualquer objeto para o qual
uma medida de similaridade entre dois objetos a.dad

No k-medoidsa distancia média de todos os objetos para ssedoidsé

minimizada.

2.9.1.3 — Métodos de particionamento em grandesshds dados: di-medoidspara
CLARANS

PAM (Partitioning around Medoids) foi um dos prinos algoritmosk-medoids
apresentados. Ele tenta determikgrarticbes para objetos. Depois de uma selecao
aleatoria inicial dek medoids o algoritmo repetidamente tenta fazer a melhoolba
de medoids Todos os pares possiveis de objetos sdo anaisadde um objeto em
cada par é considerado unedoide o outro um naomedoid A qualidade do Clustering
resultante é calculada para cada uma de tais cag@@s. Um objetd);, é substituido
pelo objeto que causa a maior reducao no erro-gdadrO conjunto dos melhores
objetos para cada cluster em uma iteragdo formaemoidspara a préxima iteracéo.
Para valores muito grandesmek, tal computacao torna-se muito custosa.

NG e HAN (1994) comentam que uma vez que nesdoidstenham sido
selecionados, cada objeto ndo selecionado é agruquad omedoidao qual ele é mais
similar. Todos os valores de dissimilaridade s&todacomo entradas para o algoritmo
PAM. Finalmente, a qualidade de um Clustering (i8ta qualidade combinada dos
medoidsescolhidos) é medida pela dissimilaridade médieeaimm objeto e anedoid
de seu cluster.

ESTEREet al. (1995) colocam que a complexidade de PAKXEk.(n - k)?), onde
t € o numero de iteracdes. Assim, € ébvio que oritigm PAM € ineficiente para
grande.

Segundo SHEIKHOLESLAMIet al. (1998), o algoritmo PAM compara um
objeto com o conjunto de dados inteiro para eneaontmmedoid assim ele tem um
tempo de processamento lento.

HAN e KAMBER (2001), e NG e HAN (1994) escrevem qu@ algoritmo
tipico de particionamentk-medoidscomo o algoritmo PAM é eficiente para pequenos
conjuntos de dados, mas nao é escalavel para graodgntos de dados.
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Para tratar com grandes conjuntos de dados, undméseado em amostragem,
chamado CLARA (Clustering LARge Applications) pasir usado.

A idéia por tras deste método é a seguinte: Acsittomar todo o conjunto de
dados em consideracdo, uma pequena por¢do dos @adoslhida como uma amostra
representativaMedoidssao entdo escolhidos da amostra usando o algotivb. Se
a amostra é selecionada de uma maneira aleatédavel, ela deve representar bem o
conjunto de dados originais. Os objetos represeotaimedoid¥ escolhidos seréo
bastante similares aqueles que seriam escolhidosodm o conjunto de dados. O
algoritmo CLARA realiza multiplas amostragens dmjooto de dados, para tentar
obter melhores aproximacdes; entdo aplica o algoriPAM em cada amostra, e
retorna seu melhor Clustering como resultado. Cesmerado, o algoritmo CLARA
pode tratar com maiores conjuntos de dados do @gootmo PAM. A complexidade
de cada iteracdo agora tornaéX&s’ + k (n - k)), ondes é o tamanho da amostfaé o
namero de clusters,reé o numero total de objetos.

A efetividade do algoritmo CLARA depende do tamadhcamostra. Note que o
algoritmo PAM busca pelos melhoresnedoidsentre um dado conjunto de objetos, ao
passo que o algoritmo CLARA busca pelos melhdresedoids entre uma amostra
selecionada do conjunto de dados. O algoritmo CLARA pode encontrar o melhor
Clustering se qualquenedoidamostrado ndo esta entre os melhd&resedoids Por
exemplo, se um objet® € um dosmedoidsnosk medoidsmelhores, mas ele ndo é
selecionado durante a amostragem, o algoritmo CLAR#Aca ira encontrara o melhor
Clustering. Isto é, portanto, uma perda de efi@@rdm bom Clustering baseado em
amostras nao ira necessariamente representar unClsbtering do conjunto de dados
inteiro se a amostra é tendenciosa (HAN e KAMBER)13.

ANKERST et al. (1999) comentam que ainda que a maioria dos tiguside
Clustering tradicionais ndo seja bem escalavel @ortamanho e/ou dimensdo do
conjunto de dados, um modo para superar este prab# usar amostragem em
combinagdo com um algoritmo de Clustering. Estarddgem trabalha bem para
muitas aplicacdes e algoritmos de Clustering. Aaiééaplicar um algoritmé somente
a um subconjunto da base de dados inteira. DotadsutleA para o subconjunto, nés
podemos entdo inferir um Clustering da base dedadeira que ndo difere muito do
resultado obtido pela aplicacdo Mleo conjunto de dados inteiro. Entretanto, isto néo
garante que o resultado do Clustedngealmente reflete os agrupamentos naturais nos
dados.
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ESTER et al. (1995) colocam que focalizar objetos represensantxiuz
significativamente o nimero de objetos a ser dlizstdo.

NG e HAN (1994) observam que, no caso do algoriGhdaRA, a qualidade de
um Clustering é medida baseada na dissimilaridagtiande todos os objetos em todo
0 conjunto de dados, e ndo somente daqueles obg$camostras.

HAN e KAMBER (2001) lembram que um algoritmo tiremedoidschamado
CLARANS (Clustering Large Applications based upomfNRlomize Search) foi
proposto, procurando combinar a técnica de amastragom o algoritmo PAM.
Entretanto, diferente do algoritmo CLARA, o algomt CLARANS néo se restringe a
alguma amostra em um dado tempo. Enquanto o algn@LARA tem uma amostra
fixa a cada estagio de busca, ja o algoritmo CLABABkecuta uma amostra com
algum grau de aleatoriedade em cada etapa da busca.

O processo de Clustering pode ser representado oamaocbusca em um grafo,
onde cada n6 € uma solugdo potencial, isto é, unoro dek medoids O Clustering
obtido apds substituir um simplewedoidé chamado de vizinho do Clustering corrente.
O numero de vizinhos a ser aleatoriamente tentadest&ito por um parametro
especificado pelo usuario. Se um melhor vizinhanéometrado (isto €, tem um erro-
quadrado menor), o algoritmo CLARANS move-se paradovizinho e o processo
comeca de novo; caso contrario o Clustering cogrgmbduz um 6timo local. Se o
otimo local é encontrado, o algoritmo CLARANS comepm novos nos selecionados
aleatoriamente na busca por um novo 6timo localalgoritmo termina apds um
determinado nimero de minimos locais ter sido énado, e retorna o melhor destes.

ESTER et al. (1995) escrevem que o algorimo CLARANS é um metde
Clustering baseado no algoritmo PAM com uma novea&gia de busca heuristica.
Esta estratégia ndo tenta todos os possiveis Ghgste mas somente um pequeno
namero deles, que sdo selecionados de uma forawdrde Na Figura 2.11, temos o
esboco do algoritmo CLARANS. Neste algoritn@®(um conjunto den objetos)k (o
namero de clusters) @ist (uma funcéo de distancia) sdo fornecidos pelorics@ao
algoritmo CLARANS requer ainda os parametmsnlocal (nimero de étimos locais
de Clustering) enaxneighbor(nimero de trocas de umedoide um ndanedoid para
controlar a estratégia de busca heuristica.

O algoritmo CLARANS tem se mostrado, experimentat@e mais efetivo do
gue ambos os algoritmos PAM e CLARA. Ele pode sada para encontrar o nimero

de clusters mais "natural® usando um coeficientsilleeta - uma propriedade de um
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objeto que especifica quanto o objeto verdadeirtangertence ao cluster. O algoritmo
CLARANS também permite a deteccdo de ruidos. Eamtet a complexidade

computacional de CLARANS é(n?), onden é o nimero de objetos. Além disso, a
gualidade de seu Clustering é dependente do métsdoo na amostragem. O
desempenho do algoritmo CLARANS pode ser melhomuorando estruturas de
dados espaciais, tais comRé-trees(HAN e KAMBER, 2001).

Para i de 1 aténumlocal faca
1) Crie aleatoriamente um conjunto inicialldmedoids
Enquanto maxneighbonéo se altera tentlazer
2) Selecione aleatoriamente um #ovedoidse um dos - k
nao-medoids
3) Calcule a diferen¢a da distancia média obtidanocar os
dois objetos selecionados;
Se a diferenca € menor do quer@ao
4) Troque anedoidselecionado e o ndoedoid
Fim do enquantg
5) Calcule a distancia média do Clustering corrente
Seesta distancia € menor do que a distancia do melho
Clusteringentéo
Faca o Clustering corrente como o melhor Clustering
Fim do para;

Figura 2.11 - Algoritmo CLARANS

SHEIKHOLESLAMI et al. (1998) comentam que o algoritmo CLARANS
requer que a informacao sobre todos os objetosada e dados seja carregada na
memoria, e seu tempo de execucdo é muito grandelguaxiste um numero muito
grande de objetos.

ESTER et al. (1995) colocam que o custo de I/O domina pesadantecusto da
CPU no algoritmo CLARANS. A andlise deles indicae qu operacdo mais cara do
algoritmo CLARANS ¢é o calculo da diferenca de dista (procedimento 3). Seu custo
€ O(n), isto é, ele necessita ler todas as paginas algosda cada tempo. Observa-se
ainda que este procedimento é chamado muito frégfilente, dependendo dek, e
da distribuicdo dos objetos da base de dados rg@sp

GANTI et al. (1999) afirmam que o resultado do algoritmo CLARRAN muito
sensivel a ordem de entrada.

34



AGGARWAL et al. (1999) acrescentam que o algoritmo CLARANS € um
meétodo para Clustering em espaco dimensional cHeicinda que o algoritmo
CLARANS usa um processo de subida da montanhacf(inibing) para encontrar o
melhor conjunto denedoids

SHEIKHOLESLAMI et al. (1998) salientam que o algoritmo CLARANS é o
primeiro método que apresenta técnicas de Clugtenin problemas de data mining
espacial e supera a maioria das desvantagens dodaséde Clustering tradicionais
em conjuntos de dados grandes. E que, por causaadaebordagem aleatéria, para
valores grandes de a qualidade dos resultados ndo pode ser garantida

ZHANG et al. (1996) afirmam que o algoritmo CLARANS pode nacaetrar
um minimo local real devido ao controle da buscafsifo por um parametro de
entrada.

Segundo GUHAet al. (1998), o algoritmo CLARANS pode necessitar deogar
passos sobre a base de dados, e o custo do tenpededo seria proibitivo para
bases de dados muito grandes. Um outro problensgrte em outros algoritmos de
Clustering por particionamento, é que o algoritmldARANS pode convergir para um
minimo local.

ESTERet al. (1996) frisam que o algoritmo CLARANS divide clest se eles
séo relativamente grandes ou se eles estdo préxdmcalgum outro cluster. Além
disso, o algoritmo CLARANS ndo tem nenhuma noc&gli@ta de ruido. Ao invés

disso, todos o0s pontos sdo assinalados amedoidmais proximo.

2.9.2 — Métodos hierarquicos

Segundo ESTER al. (1998), algoritmos hierdrquicos criam uma decongaos
hierarquica da base de dados. A decomposicdo dugcér € representada por um
dendrogramauma arvore que iterativamente divide a base deslam subconjuntos
menores até que cada subconjunto consista de somerbjeto.

Em tais hierarquias, cada n6 da arvore represemtzluster da base de dados.

O dendrogramgode ser criado de duas formas:

1. Abordagem aglomerativa (bottom-upy > parte-se fdlsas superiores
para a raiz. Comeg¢amos por colocar cada objetoeenpprio cluster (ou
seja, todos os objetos estdo separados), totalizaddisters. Em cada etapa,
calculamos a distancia entre cada par de clustestas distancias séo,
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geralmente, armazenadas em um matriz de distantiétrisa. Entao,
escolhemos 2 clusters com a distancia minima eanuovos. A seguir,
atualizamos a matriz de distancias. Este processtinoa até que todos 0s
objetos estejam em um Unico cluster (o nivel miédgsda hierarquia), ou até
que uma condicdo de término ocorra (AGRAW@LLal, 1998; NG e HAN,
1994; HAN e KAMBER, 2001);

2. Abordagem divisiva (top-down)—»  parte-se da raiarap as folhas.
Invertemos o processo por comecar com todos ogosbem um Unico
cluster. Em cada etapa, um cluster € escolhidovididh em dois clusters
menores. Este processo continua até que tenhaclasters ou até que uma
condi¢cdo de término aconteca (NG e HAN, 1994; HANMMIBER, 2001).

COLE (1998) comenta que os métodos aglomerativosnsds populares do que
0s métodos divisivos.

Na Figura 2.12 temos um exemplo de como os méth@oarquicos trabalham
(HAN e KAMBER, 2001). O método AGNES (AGglomeratil¢ESting) € um
exemplo do enfoque hierarquico aglomerativo e o odw@t DIANA (Dlvisive
ANAlysis) € um método hierarquico divisivo. Um camnjo de dados a ser clusterizado
possui 5 objetosd] b, c, d, €. Inicialmente, 0 método AGNES coloca cada objeto
um cluster proéprio. Os clusters sdo, entéo, jurtadtapa apos etapa, de acordo com
algum critério. Por exemplo, os clust&se C, podem ser juntados se um objeto em
Ci1 e um objeto enC, formam a distanci&uclidiana minima em compara¢cdo com
quaisquer 2 objetos de clusters diferentes. Estaabordagem “single-link”, na qual
cada cluster é representado por todos 0s objetatuster, e a similaridade entre dois
clusters € medida pela similaridade do par de dadas préximos pertencentes a
diferentes clusters. O processo de juntar cluseerepete até que todos os objetos sao,
eventualmente, agregados para formar um Unicceclust

No método DIANA, todos os objetos sao usados paradr um cluster inicial. O
cluster é partido de acordo com algum critérioctatho a distanci&uclidianamaxima
entre 0s objetos vizinhos mais proximos no clusBeprocesso de partir o cluster se
repete até que, eventualmente, cada novo clustéérocsomente um objeto simples.

Em contraste com algoritmos de particionamentogrifgos hierarquicos nao
precisam do numero de clustekscomo uma das entradas, 0 que é uma vantagem em

relacdo aos primeiros. Entretanto, uma condicdaédaino tem que ser definida
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indicando quando o processo de agregar ou divadalusters deve terminar, 0 que nem
sempre é facil determinar (SHEIKHOLESLAMit al, 1998), como destacam também
ESTER et al. (1996), ao observar que o problema principal cosn neétodos
hierarquicos tem sido a dificuldade de determinarametros apropriados para a
condicdo de término, de forma que ela seja peqoendiciente para separar todos 0s
clusters e, a0 mesmo tempo, grande o suficiente gpag nenhum cluster seja dividido
em duas partes. Exemplos de condicdo de térmirmboedagem aglomerativa sdo a
distancia criticalymin entre todos os clusters da base de dados, adiistrire os dois
clusters mais préximos que deve ser acima de umia déstancia limite, ou ainda

guando se obtém o nimero de clusters desejado.

AGNES

Etapa O Etapa 1 Etapa 2 Etapa 3 Etapa 4

T
%\\

>
—

D | | | |
Etapa 4 Etapa 3 Etapa 2 Etapa 1 Etapa 0

DIANA

Figura 2.12 — Métodos hierarquicos

ZHANG et al. (1996) dizem que os métodos hierarquicos néo rteetecontrar
os melhores clusters, mas manter junto o par maisinpo (ou separar 0 par mais
distante) de objetos para formar clusters. E tamtdimntam que a melhor estimativa
para a complexidade de um algoritmo préatico poodgthierarquico €Xn?). O que o
torna incapaz de ser eficiente pargrande, além dos custos de 1/0.

GUHA et al. (1999) colocam que os métodos hierarquicos podem s

inapropriados para clusterizar conjuntos de dadateado dados categoricos.
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Ainda segundo GUHAet al. (1998), as medidas usadas para distancia entre

clusters em métodos hierarquicos sdo como se segue:

Upead G C; )= —m)| (2.21)

dave(ci,cj):ﬁ > Sp-pf (2.22)
=F=-

,(C..C;)= max |p- pf (2.23)

dro(C:,C;)=  min_[p- pf (2.24)

peC;,p'eC;

ondem é a média para o clustér en; € o numero de pontos €n

Por exemplo, usando:

e dnean —® a cada etapa, o par de clusters cujos centroidles médias

sdo mais proximas sdo agregados.

e dnn —¥» 0 par de clusters agregados sao aqueles conbgpaiode pontos

mais proximo.

Estas distancias geralmente produzem o mesmo adsulie 0s clusters sao
compactos e bem separados. Entretanto, se osrslgéte proximos uns dos outros (ou
com ruidos entre eles) ou se suas formas e tamamdmssdo hiper esféricos e
uniformes, os resultados do agrupamento podemr\@dnd@naticamente. Por exemplo,
com o conjunto de dados mostrado na Figura 2. 7u&ndodmax Jave OU Omean COMO
medida de similaridade, obtemos clusters que sHula®s aqueles obtidos por
métodos por erro qguadrado mostrados na Figurab?.7 (

Considere agora o exemplo dos pontos de dadosgumaF2.13. Os clusters
alongados desejados sdo mostrados na Figura 2.13 (a
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(@) (b) (c)

Figura 2.13 - Clusters gerados por algoritmos Higiiéos.

Usando dmean cOmo a medida de similaridade, obtemos a divisdocldster
alongado, e por¢des pertencentes a vizinhancalukisrs alongados sdo agregadas. Os
clusters resultantes serdo como os mostrados neaRigl3 (b). De outra maneira, com
dmin como medida de distancia, os clusters resultadtescomo na Figura 2.13 (c). Os
dois clusters alongados que estdo conectados pelante estreita de pontos séo
agregados em um cluster Unico. Este efeito “coefeét uma desvantagem diy.
Basicamente uns poucos pontos localizados tal @predormando uma ponte entre os
dois clusters faz com que os dois sejam agrupadagmeunico cluster alongado.

Dessa discussao, se segue gue nem a abordagemabaseaentrdide (que usa
dmean NeM a abordagem com todos os pontos (baseadharabalham bem para
clusters de forma ndo esférica ou arbitraria. Urfeitde na abordagem baseada no
centréide é que ela considera somente um ponto cepresentativo de um cluster.
Para um cluster grande ou de forma arbitréria,eor@ides de seus subclusters podem
estar razoavelmente separados, assim causandsdodio cluster.

Ja a abordagem com todos o0s pontos considera tmipsntos dentro de um
cluster como representativos do cluster. Este owxtremo, tem sua propria
desvantagem, visto que ele faz o algoritmo de &gt extremamente sensivel a
ruidos e a ligeiras mudangas na posi¢cao dos pdetdados.

NG e HAN (1994) escrevem que 0s métodos hierargu@&m sido aplicados com
sucesso em muitas aplicacbes bioldgicas (na proddedtaxinomia de animais e

39



plantas) e que eles sofrem da fraqueza de quewhesa podem desfazer o que fizeram
previamente. Por exemplo, uma vez que um métodomaegativo agrega 2 objetos,
estes objetos irdo sempre estar em um mesmo clistama vez que um método
divisivo separa 2 objetos, estes objetos nuncasediaeagrupados no mesmo cluster.
HAN e KAMBER (2001) também concordam dizendo qué@ma esta rigidez seja til
porque ela conduz a custos computacionais men@esngo piorar 0 numero de
combinacBes de escolhas diferentes, estes métoilospodem corrigir decisfes
erradas. Os métodos hierarquicos, freqientememepnram dificuldades com
respeito a selecdo dos pontos a juntar ou sep#ssim, se as decisdes de juntar ou
separar ndo forem bem escolhidas em alguma etapamws obter clusters de baixa
gualidade.

Além disso, o método ndo é bem escalavel visto ajukecisdo de juntar ou
separar necessita examinar e avaliar um bom nidecodjetos ou clusters.

HAN e KAMBER (2001) colocam que existem duas abgeths para melhorar a
gualidade dos clusters gerados por métodos hiecasju

1. efetuar uma analise cuidadosa das liga¢desjdtbabcada diviséo;

2. integrar um método aglomerativo e realocacaeatit@, utiizando em

primeiro lugar o método hierarquico aglomerativoeertdo refinando o

resultado usando realocacéao iterativa.

Alguns destes métodos sdo apresentados nas subsaEgientes. O primeiro,
chamado BIRCH, comeca por particionar objetos tgelieamente usando estruturas
de arvores, e entdo aplica outros algoritmos dst@iimg para refinar os clusters. O
segundo, chamado CURE, representa clusters poremto numero fixo de objetos
representativos e entdo os encolhe em direcéo r@ooceo cluster por uma fracéo
especificada. O terceiro, chamado ROCK, junta eflgstbaseado em suas

interconectividades.

2.9.2.1 — BIRCH: Balanced Iterative Reducing ands€ring Using Hierarchies —
Clustering e Reducgéo lterativa Equilibrada Usandodfquias

GUHA et al.(1998) comentam que o método BIRCH representdani@sla arte
para Clustering de conjuntos de dados grandes.
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Eles resumem dizendo que o método BIRCH compremici@imente uma fase
de preclustering na qual regides densas de pomtosrepresentadas por resumos
compactos, e, entdo, um algoritmo hierarquico lthsean centrdide é usado para
clusterizar o conjunto de resumos (que € muito melaoque o conjunto de dados
original).

O método BIRCH é um método de Clustering hieramuictegrado. Ele
apresenta dois conceitos novos, caracteristica ladgteding CF) e arvore de
caracteristicas de clusterinGK-treg, que sédo usadas para resumir representacdes de
clusters. Estas estruturas ajudam o método dee@ihgta alcancar boa velocidade e
desempenho em bases de dados grandes. O métoddi BIR@mbém efetivo para
Clustering incremental e dinAmico conforme os olsietio sendo lidos.

Qualquer algoritmo de Clustering precisa de umaessmtacdo para os clusters
detectados nos dados. Uma representacédo sim@stedos 0os objetos em um cluster.
Entretanto, visto que um cluster corresponde anegido densa de objetos, o conjunto
de objetos pode ser tratado coletivamente atral@ama representacao resumida. N6s
iremos chamar tal representagdo resumida de unerckisa caracteristica de clustering
(GANTI et al, 1999).

Uma caracteristica de clusterinGH) € um resumo triplo sobre subclusters dos
objetos. Dado# pontos ou objetos@} de d dimensées em um subcluster, entdoFa

do subcluster é definida como:

CF =(N,LS,S9 (2.25)

ondeN é o numero de pontos em um subcludt&r,é um vetor que representa a soma

linear dosN pontos, isto é:

LS= ZOI (2.26)
e SSé a soma quadrada dos pontos de dados, isto é:

N
SS= ) 0? (2.27)

i=1
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Uma caracteristica de clustering é, essencialmemtesumario das estatisticas
para um dado subcluster: 0 momento zero, um e dipisubcluster de um ponto de
vista estatistico. Ela registra medidas cruciais @acomputacdo dos clusters e utiliza
uma armazenagem eficiente visto que ela resum®rEnacao sobre os subclusters de
objetos ao invés de armazenar todos os objetos.

Segundo GANTEt al. (1999),CFsséao eficientes por duas razdes. Primeiro, elas
ocupam muito menos espaco do que uma representagidificada. Segundo, o
calculo de medidas intra e interclusters usa@¥s € muito mais rapido do que
calculos envolvendo todos os objetos em clusters.

Uma CF-tree € uma arvore balanceada na altura que armazererageristicas
de clustering para um Clustering hierarquico, enéindice de memoria (GANTét al,

1999). Um exemplo é mostrado na Figura 2.14.

Nivel
CF CF, | - CFx Raiz
CFu CFiz2 | - CFk
Primeiro

| | Nivel

Figura 2.14 - Uma estrutu@F-tree

Pela definicdo, um né ndo-folha em uma arvore testehdentes ou filhos. Os
nés ndo-folhas armazenam as somas @&s de seus filhos, e assim resumem a
informag&o dos clusterings sobre seus filhos. @Wharee tem dois parametros: fator
de ramificagdoB, e limiar, T. O fator de ramificacdo especifica 0 nUmero maxdao
flhos por n6 ndo-folha. O parémetro limiar espea&ifo didmetro méaximo dos
subclusters armazenados nos nos folhas da &rvetes Hois parametros influenciam
no tamanho da arvore resultante.

O algoritmo BIRCH consiste de duas fases:

e Fase 1: E a fase de preclustering onde o métod&€BIBxplora a base de

dados inteira para construir un@-tree inicial na memaria, que pode ser
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vista como uma compressao multinivel dos dados, tgnta preservar a
estrutura de Clustering inerente aos dados (ANKE&SA, 1999).

e [Fase 2: ApGs a fase de preclustering, 0 método BIR@ta cada um dos
resumos de subclusters, os ndés folhas @B&-trege como pontos
representativos, e aplica um algoritmo de Clugjerselecionado para

clusteriza-los.

Para a fase 1, &F-tree é construida dinamicamente conforme os objetos sao
inseridos. Assim, o método é incremental. Um obgetaserido na entrada folha mais
proxima (subcluster), em uma operacao que, poleraite, requer um exame de todas
CFs existentes. Por isso, o0 método BIRCH organiza gamoclusters em um indice na
memadria. Para um novo objeto, a busca por um clagt@priado agora requer tempo
logaritmico no nimero de clusters em oposicdo aexpiracdo de tempo linear sem
0 uso de&CF-tree (GANTI et al, 1999).

Se o0 didmetro do subcluster armazenado em um hd, fapds a insercdo, €
maior do que o valor limite, entdo o no folha esgielmente, outros nés séo
separados, formando novo(s) cluster(s). Caso aanti objeto é absorvido pelo né.
ApGs a inser¢cdo dos novos objetos, a informacéceselb € passada atraves da raiz da
arvore. O tamanho daF-tree pode ser modificado alterando o limieSe o tamanho
da memoria que é necessaria para armaze@&i-taee € maior do que o tamanho da
memoria principal, entdo um valor limite menor paie especificado e @F-tree é
reconstruida. O processo de reconstrucao é efetuadbruindo-se uma nova arvore a
partir dos nos filhos da arvore velha. Assim, ocpeso de reconstruir a arvore é feito
sem a necessidade de releitura de todos os objstosé similar a separar nés na
construcdo dd@+-trees Portanto, para construir a arvore, os dados ténsgr lidos
apenas uma vez. Algumas heuristicas e métodosidénagresentados para tratar com
ruidos e melhorar a qualidade @B&-treepor exploracdes adicionais dos dados.

O tempo de execucdo para o algoritmo de preclogteddo método BIRCH
aumenta muito mais rapidamente com o aumento danfaondo conjunto de dados.
Isto € porque o0 método BIRCH explora a base desladi@ira e usa todos 0s pontos no
conjunto de dados para o preclustering (GUstAl, 1998).

Apbs aCF-tree ser construida, qualquer algoritmo de Clusterinjcomo um

algoritmo de particionamento tipico, pode ser usamin aCF-treena fase 2.
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Uma vez que os clusters sdo gerados, uma faselénaitulagem é executada na
qual utilizam-se os centréides dos clusters comuestes, cada ponto de dado é
atribuido ao cluster com a semente mais proxima.

Usar somente o centrdide de um cluster quandoeftistribuir os dados na fase
final pode ocasionar problemas quando os clustés t8@m tamanhos e formas
uniformes como na Figura 2.15 (a). Neste caso, cstvado na Figura 2.15 (b), na
fase de rotulagem final, um nimero de pontos net@lumaior é rotulado como
pertencendo ao cluster menor, visto que eles asii® proximos do centrdide do

cluster menor.

(b)

Figura 2.15 - Problema na rotulagem.

O método BIRCH trabalha bem para clusters esféeosonvexos de tamanho
uniformes. Entretanto, ele é inadequado quanddustecs sdo de tamanhos diferentes
(veja Figura 2.7), ou quando os clusters sdo n@oi@ss (veja Figura 2.13).

Ele ndo consegue distinguir entre clusters graregsequenos. Ele divide o
cluster maior enquanto junta os dois clusters nesnadjacentes a ele (Figura 2.7 (b)).

O método BIRCH tenta produzir os melhores clusteosn 0s recursos
disponiveis. Dada uma quantidade limitada de memgrincipal (tipicamente muito
menor do que o tamanho do conjunto de dados), wnaideracdo importante é
minimizar o tempo requerido para 1/0. Um ponto aielaado é que é desejavel ser
capaz de levar em conta a quantidade de tempo aisedio esta disposto a esperar
pelos resultados do algoritmo de Clustering (ZHANGal, 1996; HAN e KAMBER,
2001).

O método BIRCH aplica uma técnica de Clusteringtifagé: uma Unica

exploracdo do conjunto de dados ja produz um Clogtdéasico bom, e uma ou mais
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exploracdes adicionais podem (opcionalmente) seisadas para melhora adicional da
qualidade do Clustering. A complexidade de com@dalp algoritmo &Xn), onden é
0 numero de objetos a ser clusterizado.

Experimentos tém mostrado que a escalabilidade Igoritsno € linear com
respeito ao nimero de objetos e a boa qualidad&udtering dos dados. Entretanto,
visto que cada n6 em un@F-tree pode conter somente um numero limitado de
entradas devido ao seu tamanho, um n€Edree nem sempre corresponde ao que o
usuario pode considerar como um cluster naturéimAdisso, se os clusters ndo séo de
forma esférica, 0 método BIRCH ndo é eficiente pergle usa a no¢édo de raio ou
diametro para controlar a fronteira de um clustén outro ponto importante é que
para diferentes ordens dos mesmos dados de enttagade gerar clusters diferentes,
em outras palavras, ele é sensivel a ordem. (HANKAMBER, 2001;
SHEIKHOLESLAMI et al, 1998).

GANTI et al. (1999) comentam que o método BIRCH conta com gpesade
vetores muito pesadas, que sao definidas somenésgagos coordenados.

Ja ESTERet al. (1997) dizem que o método BIRCH é projetado pdijetos
pontuais, isto é, objetos sem extensao. E quesporele ndo é apropriado para bases de
dados espaciais, visto que em uma base de dadasiatspbjetos sdo, geralmente,
estendidos espacialmente com um ou mais atribufms espaciais. Por exemplo,
objetos em um sistema de informacgédo geogréaficamaae poligonos que representam
comunidades ou lagos com atributos ndo espaciai® ciwome, nimero de casas na
area, etc.

ESTERet al. (1997) acrescentam que para poder usar o métodCHBlpara
clusterizar objetos espaciais gerais, é necesgargformar os objetos em pontos em
algum espago caracteristico. Entretanto, ao utilessa transformacdo, algumas
relacdes espaciais entre os objetos seréo perdidas

ANKERST et al. (1999) salientam que o método BIRCH ndo poderartente
ser classificado como um método hierarquico ouattgionamento. O método BIRCH
constroi umaCF-tree que é uma estrutura hierarquica de dados e unmitaigode
Clustering arbitrario pode ser usado para clustens nés folhas daF-tree

ANKERST et al. (1999) colocam, também, que o método BIRCH podesado
como uma alternativa mais inteligente para amostnade dados de forma a melhorar

a escalabilidade dos algoritmos de Clustering.
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SHEIKHOLESLAMI et al. (1998), e ZHANGet al. (1996) informam que o
meétodo BIRCH é o primeiro algoritmo de Clusteringgosto na area de banco de
dados capaz de lidar efetivamente com ruidos (gotodados que ndo sao parte do
padréo).

ZHANG et al. (1996) destacam que a arquitetura do método BlIR&hbém
oferece oportunidades para paralelismo, e pardeajde desempenho dinamico e
interativo baseado no conhecimento sobre o conjdatdados, conseguido durante o
curso da execucgao.

ZHANG et al. (1996) afirmam, também, que o método BIRCH usaarmienos
mem0Oria, mas € mais rapido, mais preciso e menasiveé a ordem quando
comparado com o método CLARANS. Por outro lado, Ri&Pet al. (1996) observam
gue o ajuste apropriado dos parametros € imporpamntea eficiéncia de BIRCH.

2.9.2.2 — CURE: Clustering Using Representativedustering Usando Representantes

A maioria dos algoritmos de Clustering ou favorecelnsters com formas
esféricas e tamanhos similares, ou sao frageisresempca de ruidos. CURE vence o
problema de favorecer clusters com formas esfégcé@amanhos similares e € mais
robusto com respeito a ruidos.

O método CURE é um algoritmo hierarquico. Este rilgo interrompe a
criacdo de uma hierarquia de cluster se um nivediste dek clusters, ond& é um dos
varios parametros de entrada (ANKER&Tal, 1999).

O método CURE emprega um novo algoritmo hierarquieoClustering que
adota um meio termo entre as abordagens baseadantdide e baseadas em objetos
representativos (todos os objetos). Ao invés de wrsacentrdide Unico ou objeto para
representar um cluster, um namero fixo de pontpeesentantes do espago é escolhido.
Estes pontos representativos capturam a forma ens&a do cluster. Os pontos
representativos de um cluster sdo gerados seladorse inicialmente objetos bem
distribuidos pelo cluster e entdo encolhé-los owéylos em direcdo ao centro do
cluster por uma fracdo especificada, ou fator deoleimento. A cada etapa do
algoritmo, os dois clusters com o par de pontosesgmtativos mais proximos (onde
cada ponto no par é de um cluster diferente) sé@gados. Assim, somente pontos
representativos de um cluster sdo usados para tampua distancia aos outros

clusters.
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As etapas seguintes ddo uma nocao do espiritqgdataio CURE:

1.

2
3.
4

Extraia uma amostra aleatoi® dos objetos originais;

Particione a amostfem um conjunto de particoes;

Clusterize parcialmente cada particao;

Elimine os ruidos por amostragem aleatoria. 8ecluster cresce muito
lentamente, remova-o;

Clusterize os clusters parciais. Os pontos sgptativos caindo em cada
novo cluster formado s&o encolhidos ou movidos esc@b ao centro por
uma fracdo especificada pelo usuario, ou fator mleimento, «. Estes
pontos entdo representam e capturam a forma delus

Marque os dados com o rotulo do cluster cormedpate, assinalando cada
ponto de dado ao cluster contendo o ponto repEsentmais préximo ao

objeto.

Na Figura 2.16 temos um esquema de como 0 métodREGtAbalha.

: Clusterizar

Extrair uma . s~
Dados=> amostra — Particional — as particoes

ados :
aleatori a amostra parcialmente
. Rotular Clusterizar .
Clustering <= os dados = os clusters = Ertr?(;gzr
em disco parciais

Figura 2.16 - O algoritmo CURE.

Ter mais do que um ponto representativo por clystemite ao método CURE se

ajustar bem as geometrias de formas nao esféricas.

Como destacado por GUHAt al. (1998), a técnica empregada pelo método

CURE

alivia os defeitos da abordagem usando todgsatos como representativos e

da abordagem baseada em centréide. Ela habiltaémdm CURE a identificar

corretamente os clusters na Figura 2.13 (a), &imio os problemas com a fase de

rotulagem gque acontecem com o método BIRCH, panpke
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O método CURE € menos sensivel a ruidos. O enaihimou condensamento
de clusters ajuda a diminuir os efeitos dos ru{ttsN e KAMBER, 2001). Os ruidos
sdo tipicamente distantes da média e, ao encadhpoitos representantes em direcéo a
média, eles sdo afastados por uma distancia adidarmesma.

Portanto, o método CURE € mais robusto a ruidadestifica clusters tendo
formas nao esféricas e com larga variancia northméeEle € bem escalavel para base
de dados grandes sem sacrificar a qualidade doe@hg (HAN e KAMBER, 2001).

Para manusear grandes bases de dados, o método @UREEga uma
combinacdo de amostragem aleatéria e particionamgmeclustering): uma amostra
aleatoria extraida do conjunto de dados é primpadicionada, e cada particdo é
parcialmente clusterizada. Os clusters parciaisesdi@o clusterizados em um segundo
passo para produzir os clusters desejados.

GUHA et al. (1998) salientam que as amostras aleatérias t@&nteguamanhos
moderados para preservar a informagéo sobre a ¢e@whe clusters de forma precisa.
Eles assumem que cada cluster tem um certo tamaiioo, e usam saltos para
calcular a amostra de tamanho minimo para queogigeicha, com alta probabilidade,
ao menos uma fracdode cada um dos clusters.

O método CURE produz clusters de alta qualidadenmegiando existem ruidos
na base de dados. Ele identifica clusters de foonoagplexas e de diferentes tamanhos
e nao sofre o efeito ligacdo simples (single-liANKERST et al, 1999). O algoritmo
requer uma exploracdo da base de dados inteirgét@dm CURE usa um espaco que é
linear no tamanho da entrada e tem uma complexidadempo deXn? log. n). Para
dimensdes baixas (por exemplo, duas), a complexigade ser reduzida pan?).
Assim, a complexidade de tempo de CURE nao é miaqu# do algoritmo hierarquico
baseado no centrdide (GUHA al, 1998).

GUHA et al. (1998) afirmam que a qualidade dos clusters piliddazpelo
método CURE é muito melhor do que aquelas encoadrgubr outros algoritmos
existentes.

Uma andlise da sensibilidade mostrou que os pamdsnespecificados pelo
usuério, tais como o tamanho da amostra, o nunesejatlo de clusters e a fracdo de
encolhimento podem ser variados sem impactar mat@ualidade do Clustering, 0
ajuste dos parametros, em geral, ndo tem uma nefluésignificativa nos resultados
(HAN e KAMBER, 2001).
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Em relacdo ao fator de encolhimento, GUIdAal. (1998) esclarecem que o
método CURE se reduz ao algoritmo baseado em ddmtsé o fator de encolhimento
€ igual a 1, favorecendo clusters compactos e meaf@sférica. Enquanto que para o
valor 0, ele se torna similar a abordagem com tambogontos, favorecendo clusters
alongados. Dessa forma, os tipos de cluster it=mds por CURE podem ser
afinados.

GUHA et al. (1998) comparam o método CURE com o método BIRfi+¢&ndo
gue CURE difere, principalmente, do método BIRCH tpés motivos:

e A fase de preclustering do método CURE utiliza agasma amostra e ndo a

base de dados inteira;

e Para aumentar o ganho de velocidade, o método GQWRteiro particiona a

amostra aleatéria e clusteriza parcialmente ogaxgm cada particao;

e ao invés de um centréide unico, multiplos pontgwesentativos de cada

cluster sdo usados para rotular os objetos renmamescdo conjunto de
dados.

O método CURE ndo manuseia atributos categoéricasnigais) (HAN e
KAMBER, 2001). Para esse propdsito, os autores émado CURE desenvolveram o
algoritmo ROCK, que veremos a seguir.

2.9.2.3 — ROCK: Um algoritmo de Clustering robuséna atributos categoricos

O método ROCK (RObust Clustering using linKs) é algoritmo de Clustering
hierarquico aglomerativo alternativo que € adequadmara clusterizar atributos
categoricos. Como destacado por GUldAal. (1999), Algoritmos tradicionais que
usam distancia entre pontos para Clustering nao agopriados para atributos
categoricos e booleanos (binarios).

O método ROCK ndo somente gera clusters de melhalidgde do que os
algoritmos tradicionais, mas também exibe boa abkitidhde (GUHAet al, 1999).

O método ROCK usa um novo conceito de ligacdes paedir a
similaridade/proximidade entre um par de pontodatios, ao invés de distancias.

Ele mede a similaridade de dois clusters por coampar interconectividade
agregada de dois clusters contra 0 modelo de amectividade estatico especificado
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pelo usuario, onde a interconectividade de doistetsC; e C, é definida pelo nimero
de ligagbes cruzadas entre dois clusters, e lifpcdm) € o namero de vizinhos
comuns entre os dois pontpse p;. Em outras palavras, a similaridade entre clusters
baseada no numero de pontos dos diferentes clugtiersem vizinhos em comum
(HAN e KAMBER, 2001).

Da definicdo de ligacdo, segue-se que se a lig&cd@pande, entdo é mais
provavel que os dois objetos pertencam ao mesmstecl(GUHAet al, 1999).

O método ROCK constrdi inicialmente um grafo espats uma dada matriz de
similaridade de dados usando um limite de simdéal@ e o conceito de vizinhos
compartilhados. Ele entdo efetua um algoritmo deast€ting hierarquico no grafo
esparso.

As etapas envolvidas em Clustering usando o afgoriROCK s&o descritas,
esquematicamente na Figura 2.17.

Dados
Extrair Clucs(t)errrllzal Rotular
. . os dados
uma | = jgagdes | = :
amostra (|il’lkS) em disco %
aleatoria
Clustering

Figura 2.17 - O algoritmo ROCK.

ApGs extrair uma amostra aleatoria da base de dadoalgoritmo de Clustering
hierarquico que emprega ligagbes € aplicado nosopoaimostrados. Finalmente, os
clusters envolvendo somente os pontos amostradogass#los para atribuir os pontos
de dados remanescentes no disco aos clusters iapiasr

GUHA et al. (1999) salientam que a maioria dos trabalhosesiss somente usa
a similaridade entre pontos quando clusteriza-astoMjue a medida de similaridade
entre um par de pontos somente toma em conta egsticas dos pontos em relacdo a
si mesmos, ela € uma abordagem mais local parate@hgs Enquanto que a
abordagem baseada em ligagcdo adota uma abordagda glhra o problema de
Clustering. Ela captura o conhecimento global dostgs de dados da vizinhanca na
relacdo entre pares individuais de pontos. Assistp \que o algoritmo de Clustering
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ROCK utiliza a informagao sobre ligagdes entre psrquando faz decisbes sobre os
pontos a serem agregados em um cluster, ele é mbisto.

O algoritmo de Clustering de ROCK, com a computad#@® listas de vizinhos e
ligaces, tem um pior caso de complexidade de tesep@®n? + n.m,.m, + n°. log n),
ondemy € 0 nimero maximo de vizinhosy € nimero médio de vizinhosreé o
namero de objetos de entrada (GUEtal, 1999).

2.9.3 — Métodos baseados em densidade

A maioria dos métodos por particionamento clusterabjetos baseado na
distancia entre objetos. Tais métodos podem eraomnlificuldades para descobrir
clusters de formas arbitrarias.

ESTERet al. (1996) colocam que quando olhamos para conjurdaxbgtos tais
como os da Figura 2.18, nés podemos, facimentie orma ndo ambigua, detectar

clusters de objetos e ruidos ndo pertencenteslgugualos clusters.

25t

.........
------

Conjunto 1 Conjunto 2 Conjunto 3

Figura 2.18 - Conjuntos de objetos.

Os autores afirmam que a razdo principal porquer@dsnhecemos os clusters é
gue dentro de cada cluster n6s temos uma densidadebjetos tipica que é
consideravelmente maior do que fora dos clustdésnAlisso, a densidade de areas de
ruido é menor do que a densidade em qualquer dsterd.

Um método baseado em densidade clusteriza objedesatio na nocdo de
densidade.

Os métodos baseados em densidade sdo adequadatepewarir clusters com
forma arbitraria, tais como eliptica, cilindricaspgalada, etc. (HAN e KAMBER,
2001) e também podem ser usados para filtrar rufdlasa este método, um cluster é
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uma regiao que tem uma densidade mais alta deoebji que sua regido vizinha
(AGRAWAL et al, 1998), ou ainda, os clusters sdo como regidesadade objetos no
espaco de dados que sdo separados por regidesxdaeldasidade (que representam
ruidos). Estas regifes podem ter uma forma araitedos pontos dentro de uma regido
podem também estar distribuidos arbitrariamentem@®®dos ou crescem clusters de
acordo com a densidade da vizinhanca dos objetale @zordo com alguma funcéo de
densidade.

SHEIKHOLESLAMI et al. (1998) citam um algoritmo de Clustering nao
supervisionado para localizar clusters que consir@ funcdo de densidade que reflete
a distribuicdo espacial dos objetos. Esse algoritmalifica o problema de estimar a
densidade ndo paramétrica em duas maneiras. Rwinagite, ele usa validacdo
cruzada por selecionar a largura apropriada deeald#® convolugdo. Segundo, ele usa
diferenca de gaussianas, que permite obter mell@uosserings e livres da necessidade
de escolher um limiar de corte arbitrario. Esseon@ttambém encontra clusters de
forma arbitraria e ndo faz qualquer suposicao saldistribuicdo dos objetos. Ele tem
sido aplicado com sucesso ao problema de segmenti&or. Mas o algoritmo é
computacionalmente muito custoso, 0 que o tornaatigdvel para bases de dados
muito grandes.

ESTER et al. (1998) esclarecem que a idéia chave dos métocseadas em
densidade é que para cada objeto de um clusterizgnlanca, para algum dado raio
(Ep9, tem que conter a0 menos um numero minimo detaxbjMinPts), isto €, a
"densidade" da vizinhanga tem que exceder alguiteligps e MinPts sdo parametros
de entrada destes métodos, que sdo usados pama defiensidade minima para o
Clustering (GUHAet al, 1998). Os clusters sdo entdo encontrados porgasrde um
ponto arbitrario e, se sua vizinhanca satisfaz minmi de densidade, incluindo-se os
pontos em sua vizinhanca no cluster. O processuta® eepetido para 0s novos pontos
adicionados.

HAN e KAMBER (2001) escrevem que o algoriimo DBSCANum método
tipico baseado em densidade que cresce os cludéeracordo com o limiar de
densidade. Enquanto que o algoritmo OPTICS € urndoébaseado em densidade que
computa um ordenamento aumentado de Clusteringr@ise automatica e iterativa.

ANKERST et al. (1999) comentam que os métodos baseados em dimsida
aplicam um critério de cluster local e sdo muitgoylares para o propésito de data
mining. Em seguida, vamos rever rapidamente osdnét®BSCAN e OPTICS.
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2.9.3.1 — DBSCAN: Um método de Clustering baseatiodensidade e baseado em
regidoes conectadas com densidade suficientemeate al

O método DBSCAN (Density-Based Spatial Clustering Applications with
Noise) é um algoritmo de Clustering baseado emidkshs que ndo é baseado em
grade (ANKERSTet al, 1999).
O algoritmo cresce regides com densidade alta @iesuk nos clusters e
descobre clusters de forma arbitraria em basesdesdespaciais com ruido, podendo
separar este (SHEIKHOLESLAMit al, 1998; HAN e KAMBER, 2001).
Ele define um cluster como um conjunto maximo dent@® conectados
densamente (HAN e KAMBER, 2001).
O método DBSCAN encontra regides densas que sa@vaskgs por regides de
baixa densidade (regibes de ruidos) e agrupa cstosbpa mesma regido densa
(AGRAWAL et al, 1998).
A idéia basica dos métodos de Clustering baseadpslemsidade envolve um
nimero de novas definicbes. NOs, intuitivamenteesgntamos estas definicdes, e,
entdo, seguiremos com um exemplo. Para o propdsitasualizacdo, o exemplo esti
no espaco bidimensional e € usada a distdbe@idiana (HAN e KAMBER, 2001,
ESTERet al, 1996).
e A vizinhanga em um rai&cps de um dado objeto € chamada de vizinhanca
Epsdo objeto.

e Se a vizinhangc&ps de um objeto contém ao menos um nimero minimo,
MinPts de objetos, entdo o objeto é chamado um centro.

e Dado um conjunto de objetoB, nés dizemos que um objgpoé alcancavel
por densidade diretamente do objgtosep esta na vizinhanggpsdeq, eq
€ um centro.

e Um objetop é alcangével por densidade do objgteom respeito &pse
MinPts em um conjunto de objetoB, se existe uma corrente de objepas
..+Pny P1 =0 epn =p tal quep..1 é alcancével por densidade diretamentp; de
com respeito &pse MinPts para I<i <n, p; € D.

e Um objetop é conectado por densidade ao objgtoom respeito &ps e

MinPts em um conjunto de objetoB, se existe um objet® < D tal que
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ambosp e g sdo alcancaveis por densidade do obj@tmom respeito &pse
MinPts

Considere a Figura 2.19. S&asrepresentado pelo raio dos circulos, e, digamos
gueMinPts= 3. Baseado nas definicbes acima, temos que:

e Os pontos rotulado§), P, O, eR sdo centros visto que cada um esta em uma
vizinhangaEpscontendo ao menos trés pontos.

e Q é alcancavel por densidade diretamente MleM é alcancavel por
densidade diretamente Bee vice-versa.

e Q é alcancavel por densidade (indiretamentelP désto queQ é alcancavel
por densidade diretamente Mee M é alcancavel por densidade diretamente
de P. EntretantoP n&o é alcancavel por densidadeQlgisto queQ nao é
um centro (ndo tem o minimo de pontos na sua wnige), Assim, a
propriedade de ser alcangcavel por densidade é wtagdo assimétrica,
somente centros sdo mutuamente alcancaveis podaaasSimilarmenteR
e S sdo alcancgéaveis por densidadéddeO € alcancavel por densidadeRle

e O, R, eSséo todos conectados por densidade. Diferenterdarpeopriedade
de ser alcancavel por densidade, conectividadedposidade € uma relacao

simétrica.

Figura 2.19 - Alcance por densidade e conectivigemedensidade.

Um cluster baseado em densidade é um conjunto gdoshconectados por

bY

densidade que € um maximo com respeito a propeedt ser alcancavel por
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densidade. Todo objeto ndo contido em qualqueteslgsconsiderado um ruido (HAN
e KAMBER, 2001).

ESTERet al. (1996) escrevem que a nog¢ao de clusters e o talgoBBSCAN se
aplicam para espac@&siclidianosde duas e trés dimensdes, como para qualqueroespag
caracteristico de alta dimensdo. E que a forma idahanca € determinada pela
escolha da funcdo de distancia usada. Por exengplando usada a distancia
Manhattanem espacos de duas dimensdes, a forma da vizanBanetangular.

Eles salientam, ainda, que a abordagem trabalha goatquer funcdo de
distancia, de maneira que uma fungédo apropriada pedescolhida para alguma dada
aplicacéo.

O método DBSCAN ¢ aplicavel a qualquer base desladotendo dados de um
espaco metrico (isto €, bases de dados com umadute distancia para pares de
objetos) (ESTERt al, 1998).

O método DBSCAN encontra clusters verificando a@nkiancaEps de cada
ponto na base de dados, comecando por um objetcdddb Se a vizinhanc&ps de
um pontop contém mais do quBlinPts um novo cluster corp como um centro é
criado. O método DBSCAN, entdo, iterativamente teolebjetos alcancaveis por
densidade diretamente destes centros, que poddévemeounido de alguns clusters
alcancaveis por densidade. O processo termina quaechum novo ponto pode ser
adicionado a qualquer cluster (HAN e KAMBER, 2001).

O procedimento para encontrar um cluster é baseadato de que um cluster é
inequivocamente determinado por qualquer de seusse(ESTERet al,, 1998).

Se um indice espacial é usado, como WRrzee o método DBSCAN alcanca
melhor desempenho, obtendo a complexidade compuatdale O(n log n), onden é o
nimero de objetos da base de dados. Caso congtarié(n?) (SHEIKHOLESLAMI
et al, 1998).

Observa-se que o algoritmo € muito sensivel ao&nmros definidos pelo
usuario (HAN e KAMBER, 2001).

Segundo GUHA et al. (1998), tais parametros, por sua vez, sao difideis
determinar. Enquanto que, segundo ESHERI. (1996), o0 método DBSCAN somente
necessita de um parametro de entr&js( pois 0 outro seria fixo para todas as bases
de dados (para dados de duas dimensdes), e otmly@juda o usuario a determinar

um valor apropriado para este parametro.
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GUHA et al. (1998) afirmam que o algorimo DBSCAN também sod@
problema de falta de robustez que importuna osdnéthierarquicos de Clustering que
utilizam todos os objetos, qual seja, no caso d&irewma corrente densa de objetos
conectando dois clusters, ele pode acabar porrjostdois clusters. E como o método
DBSCAN néo desempenha qualquer etapa de prechsstdo e trabalha diretamente
sobre a base de dados inteira, ele pode incorrausto substancial de 1/O no caso de
bases de dados grandes.

Além disso, GUHAet al. (1998) sugerem que métodos baseados em densidade
usando amostragem aleatéria para reduzir o tamash@ntrada podem ndo ser
possiveis - a razdo para isto é que a menos guanmmnhos das amostras sejam
grandes, podem existir variagdes substanciais nsid#gle dos objetos dentro de cada
cluster na amostra aleatéria.

ESTERet al. (1996) colocam que o método DBSCAN é eficientemaepara
base de dados espaciais, e que ele é um dos ne#@stef algoritmos em bases de
dados grandes (ESTER al,, 1998).

AGRAWAL et al. (1998) comentam que algoritmos de Clustering dededos
na comunidade de banco de dados como os métod@3HBIBLARANS e DBSCAN
séo projetados para serem escalaveis, uma énfagaregente nos trabalhos anteriores
na literatura de estatistica e aprendizado de magéntretanto estas técnicas foram
desenvolvidas para descobrir clusters em um esgmgensional cheio. Assim, eles
dizem que ndo é surpresa que estes algoritmos @jam sfetivos em identificar
clusters que existem nos subespacos de um espaegaloe com muitas dimensdes.

Devido a natureza baseada em densidade do méto&LC AW, a insercdo ou
remocao de um objeto afeta o Clustering correnteeste na vizinhancga deste objeto.
Assim, como destacado por ESTER al. (1998), algoritmos eficientes podem ser
empregados para tornar o método DBSCAN um algoritteoClustering onde as
insercdes e remogdes de objetos ocorram de mameeaental.

O método DBSCAN é discutido ainda nas secbes degyironde ele é
comparado com um método de Clustering alternataseddo em densidade chamado
OPTICS.
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2.9.3.2 — OPTICS: Ordering Points To ldentify thieistering Structure — Ordenando
Pontos para ldentificar a Estrutura do Clustering

Ainda que o método DBSCAN possa clusterizar objesesdo dados os
parametros de entrad#ps e MinPts ele ainda deixa o usuario com a responsabilidade
de selecionar os valores dos parametros que irAduzo a descoberta de clusters
aceitaveis. Realmente, isto € um problema presamtenuitos outros algoritmos de
Clustering. Tais ajustes de parametros séo, gemtdmeempiricos e dificeis de
determinar, especialmente para conjuntos de daolosuwhdo real e de alta dimenséo.
A maioria dos algoritmos é muito sensivel aos emode tais parametros: ajustes
ligeiramente diferentes podem conduzir a Clusterohgs dados muito diferentes. Além
disso, conjuntos de dados reais de alta dimenséqudntemente tém muitas
distribuicdes diferentes, assim suas estruturaSlaierings intrinsecas podem néo ser
caracterizadas pelos parametros de densidade ¢tbbile KAMBER, 2001).

Para ajudar a vencer esta dificuldade, um métodandéise de cluster chamado
OPTICS foi proposto.

OPTICS é um algoritmo para o propésito de anakiseluster que ndo produz um
Clustering do conjunto de dados explicitamente; am@msnvés, cria um ordenamento
aumentado da base de dados representando suairestlet Clustering baseado em
densidade. Este ordenamento de cluster contémmiaf@o que € equivalente a
Clusterings baseados em densidade correspondamta &rga faixa de parametros de
ajuste. Ele é uma base versatil para andlise dstecluautomatica e interativa
(ANKERST et al, 1999).

Ao examinarmos o algoritmo DBSCAN, podemos facilteever que para um
valor constante d#inPts clusters baseados em densidade com respeito anaioa
densidade (isto é, um valor mais baixo pdEa9 estdo completamente contidos nos
conjuntos conectados por densidade obtidos coneitesp uma densidade mais baixa.
Lembre-se que o parametEps € o raio de vizinhanga. Portanto, de forma a mindu
um conjunto ou ordenar clusters baseados em déeesidademos estender o algoritmo
DBSCAN para processar um conjunto de valores d@énpeiros de distancia ao mesmo
tempo. Para construir os Clusterings diferentesiisameamente, os objetos devem ser
processados em uma ordem especifica, Esta ordesniosel um objeto que é
alcancavel por densidade com respeito aos menaiteses deEps tal que clusters

com maiores densidades (merpy ira ser terminado primeiro. Baseado nesta idéia,
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os dois valores precisam ser armazenados para algdeo -- distancia centro e
distancia alcancéavel (HAN e KAMBER, 2001):
e A distancia centro de um objepoé o menor valoEps'que fazp um centro.
Sep ndo é um centro, a distancia centrgdeindefinida.
e A distancia alcancdvel de um objefjocom respeito a outro objefm € o
maior valor entre a distancia centropmle a distanci&uclidianaentrep e q.
Sep ndo é um centro, a distancia alcancavel gnegq € indefinida.

A Figura 2.20 ilustra os conceitos de distanciatroer distancia alcancével.
Suponha qu&ps= 6mm eMinPts= 5. A distancia centro deé a distanciaps, entre
p e o quarto objeto mais proximo. A distancia aléae¢deq; com respeito @ € sua
distancia centro de (isto é,Eps= 3mm) visto que esta é maior do que a distancia
Euclidiana de p paraq;. A distancia alcancavel dg com respeito @ € a distancia
Euclidianadep parag visto que esta € maior do que a distancia cemtp d

distéancia centro disténcia de alcangahbilidade

Figura 2.20 - Terminologia de OPTICS.

Estes valores sdo usados da seguinte forma, oitalgo©OPTICS cria um
ordenamento dos objetos na base de dados, armédmeaditionalmente a distancia
centro e a distancia alcancavel adequada paraaigeito (ANKERSTet al, 1999).
Um algoritmo foi proposto para extrair clustersdze no ordenamento de informacao
produzido por OPTICS. Tal informagdo é suficientrapa extracdo de todos os
Clusterings baseados em densidade com respeitalgugu distanci&ps' que é menor
do que a distancips usada na geracéo da ordem (HAN e KAMBER, 2001).

O cluster ordenado de um conjunto de dados de tamamédio pode ser
representado graficamente, o que ajuda no seu dimerto. Métodos tém sido
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desenvolvidos para ver estruturas de Clusteringdades de alta dimensdo em varios
niveis de detalhes.

Por causa da equivaléncia estrutural do algoritn®®TIGS com o método
DBSCAN, o algoritmo OPTICS tem a mesma complexiddeeexecu¢do do método

DBSCAN, que é0(nlog n) se um indice espacial é usado (ANKERE&fTal, 1999).
2.9.3.3 — DENCLUE: Clustering baseado em fun¢dedistebuicdo de densidade

DENCLUE (DENSsit-based CLUstering) € um método des@ring baseado em
um conjunto de fungbes de distribuicdo de densid&iemétodo é baseado nas
seguintes idéias (HAN e KAMBER, 2001):

1. A influéncia de cada ponto pode ser formalmentelelada usando uma
fungcdo matematica, chamada uma fungcdo de influémpi®@ descreve o
impacto de um ponto de dado em sua vizinhanga;

2. A densidade global do espaco de dados pode sédelawla analiticamente
como a soma das funcdes de influéncia de todosmep de dados;

3. Clusters podem entdo ser determinados matem&tnta identificando os
atratores de densidades, onde atratores de dessiddd maximos locais da
fungdo de densidade global.

Sejamx ey objetos enFY, um espaco caracteristico delimensdes. A funcéo de

influéncia do objeto de dadoemx é uma funcao

fy:F' >R (2.28)

que é definida em termos de uma fungéo de inflaérasica

2.29
(0= fy(xy) (229
Em principio, a funcdo de influéncia pode ser uomgdio arbitraria que pode ser
determinada pela distancia entre dois objetos emvimmnhanca. A funcéo de distancia
d(x, y)deve ser simétrica, tal como a fungéo de dist&w@idiana Ela € usada para

computar a fungéo de influéncia de onda quadrada,

0, se dix,y)>o
fquard X ¥) = (x) (2.30)

1, caso contrario
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ou uma funcgéo de influéncia Gaussiana,

d(xy)*
2

foasdX Y)=€ 2 (2.31)

A funcdo de densidade de um objete F° é definida como a soma das fungées
de influéncia de todos os pontos de dados. Dadugetos,D = {x, ..., X}, a funcéo

de densidade paraé definida como

f(x)= o' (x) (2.32)

n
i=1

Por exemplo, a funcdo de densidade que resultaude@dd de influéncia

Gaussiana €,

d(xvxi )2

(2.dx)=e = (2.33)

i=1

Da funcéo de densidade, n6s podemos definir o gntedda funcéo e o atrator de
densidade, os maximos locais de funcdo de densglatal. Para fungédo de influéncia
continua e diferenciavel, um algoritmo subida dimaa@uiado pelo gradiente pode ser
usado para determinar o atrator de densidade dmojpmto de pontos de dados.

Um pontox é dito ser atraido por densidade por um atratatessidade’ se &
existe um conjunto de pontag Xi,... X tal quexo = X, X =X e o gradiente d®.; esta
na direcao de para O<i <k

Baseado nestas nocdes, ambos o cluster definidec@etro e o cluster de forma
arbitraria podem ser formalmente definidos. Um elustefinido pelo centro para um
extratorx é um subconjunto que é extraido por densidade yele a funcdo de
densidade para é ndo menos do que um limitecaso contrério (isto é, se seu valor de
funcdo de densidade € menos do fuesle é considerado um ruido. Um cluster de
forma arbitraria € um conjunto d&, cada um sendo extraido por densidade, com o
valor de densidade ndo menos do que um limikeonde existe um caminifo de cada
regido para outra, e o valor da fungdo de densigada cada ponto ao longo do
caminho ndo é menos do que

As principais vantagens que o algoritmo DENCLUE possuicomparagdo com

outros algoritmos de Clustering sao:
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1. Tem um sélido fundamento matematico e generalzaos métodos de
Clustering, incluindo os métodos baseados em Rartigs hierarquicos, e 0s
baseados em localidade, entretanto, resulta em amermo grande de
parametros de entrada (ANKERSH al, 1999);

2. Ele tem boas propriedades de Clustering parmmoms de dados com grande
guantidade de ruidos;

3. Ele permite uma descricdo mateméatica de clusterdorma arbitraria em
conjuntos de dados de alta dimenséo;

4. Ele usa células de grade que somente mantémmeféo sobre células da
grade que realmente contém pontos de dados, o ¢mena@ muito eficiente
(ANKERST et al, 1999). Ele gerencia estas células em uma esiruter
acesso baseada em arvore, e assim é significatiamanis rapido do que
alguns algoritmos influentes, tais como o métodoSBBN (por um fator
acima de 45). Entretanto, o método requer selegladosa do parametro de
densidade e do limite de ruido, ja que a selecataideparametros pode,
significativamente, influenciar a qualidade dostdus resultantes.

2.9.4 - Métodos baseados em grades

Os métodos de Clustering baseados em grades usameamtura de dados em
grade de multiresolugcdo. Ele discretiza (dividegspaco de objetos em um namero
finito de células que formam uma estrutura de gmaeual todas as operacdes de
Clustering séo efetuadas. A principal vantagentadebordagem é seu tempo de
processamento rapido, que é tipicamente indepemdenhimero de objetos de dados,
contudo dependente, somente, do nimero de célolasada dimensdo no espaco
discretizado (HAN e KAMBER, 2001).

O método STING é um exemplo tipico de um métoded#ds em grade que
coloca informacao estatistica armazenada nas sé€lalgrade.

Os métodos CLIQUE e WaveCluster sdo dois método€ldstering que sao
ambos baseados em grades e em densidade. WaveClusteriza objetos usando um
método de transformacdo wavelet. CLIQUE é um mépmda Clustering em espaco de
dados de altas dimensdes.
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2.9.4.1 — STING: STatistical INformation Grid — @eade Informacao Estatistica

O método STING €& um método usado para data minisgacl
(SHEIKHOLESLAMI et al, 1998).

O método STING é uma técnica de Clustering de raattiucdo baseada em
grade na qual a area espacial é dividida em célatasigulares. Existem, geralmente,
varios niveis de tais células retangulares cormesgudo a diferentes niveis de
resolucdo, e estas células formam uma estruturardpiéca: cada célula no nivel mais
alto é particionada para formar um nimero de Rlutaproximo nivel mais baixo. S&o
precomputadas e armazenadas Informacdes estatistar@siderando os atributos
numéricos dos objetos em cada célula da gradecftai® os valores: média, maximo,
minimo, variancia e tipo de distribuicdo). Estegap®etros estatisticos sao Uteis para
processamento de consultas, como descrito abaixdN (¢ KAMBER, 2001;
SHEIKHOLESLAMI et al, 1998).

Na estrutura hierarquica para Clustering de STIbESparametros estatisticos das
células dos niveis mais altos podem, facilmente,cemputados dos parametros das
células dos niveis mais baixos. Estes parametohgem: o parametro independente do
atributo, q (quantidade); e os parametros dependentes dotatnib (média),s (desvio
padréo),min (minimo), max (méximo), e o tipo de distribuicdo que o valoraldbuto
em cada célula segue, tais como normal, uniformporencial, ou nenhuma (se a
distribuicdo ndo é conhecida). Quando os dadosadegados na base de dados, os
parametrogy, m, s, min, maxdas células do nivel de baixo sdo calculadosadirente
dos dados. O valor da distribuicdo pode ser athibipelo usuario se o tipo de
distribuicdo € conhecido de antemdo ou pode sedmbpbr testes de hipdteses tais
como o testex’. O tipo de distribuicdo das células dos niveissnadios pode ser
computado baseado na maioria dos tipos de digtéibudas suas células dos niveis
mais baixos correspondentes com um processo idgdln limite. Se a distribuicdo das
células dos niveis mais baixos ndo esta de acanthocada um dos outros e cai no teste
limite, o tipo da distribuicdo da célula do nivelignalto € posto como sendo nenhuma.

As informacdes estatisticas sdo Uteis para prosaefsaesponder consultas. Os
parametros estatisticos podem ser usados de ciraabpxo no método baseado em
grade como se segue. Primeiro, determina-se a ead@adstrutura hierdrquica a partir
da qual o processo de consulta ira comecar. Estadzg tipicamente, contém um

pequeno numero de células. Para cada célula nadeaan@mrente, computamos o
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intervalo de confianga (ou faixa de probabilidadéngada) refletindo a relevancia da

célula para a dada consulta. As células irrelegast® removidas da consideracao
adicional. O processamento do proximo nivel maigsobaxamina somente as células

relevantes remanescentes. Este processo é remgéidque a camada mais baixa é
alcancada. Neste momento, se a especificacdo gal@og encontrada, as regides das
células relevantes que satisfazem a consulta $amadas. Caso contrario, os dados
gue caem nas células relevantes séo recuperadosesgados até que eles encontrem
0S requisitos da consulta.

O método STING oferece algumas vantagens em relagdooutros métodos

(HAN e KAMBER, 2001):

1. A computacdo baseada em grade é independentendalta visto que as
infformacdes estatisticas armazenadas em cada céfgeesentam a
informacéo resumida dos dados na célula da gnadiepéndente da consulta;

2. A estrutura de grade facilita o processamentmlgla e a atualizacéo
incremental;

3. A eficiéncia do método é a maior vantagem: cod@tSTING examina a base
de dados uma vez para computar 0s parametrosststatidas células, e
portanto a complexidade de tempo de geracdo detedued(n), onden é o
namero total de objetos. Apds gerar a estrutureatujgica, o tempo de
processamento da consultad¥ég), ondeg € o namero total de células da
grade no nivel mais baixo, que é geralmente muéonomdo quen, o que faz
0 método rapido (SHEIKHOLESLAMEet al, 1998).

Visto que o método STING usa uma abordagem de remdiucdo para
desempenhar andlise de cluster, a qualidade dae@hgs de STING depende da
granulosidade do nivel mais baixo da estruturgrdele. Se a granulosidade é muito
fina, o custo de processamento ira aumentar sulistaente; entretanto, se o nivel
mais baixo da estrutura de grade € muito grosseleopode reduzir a qualidade da
andlise de cluster. Por outro lado, o método, STH&G considera a relacdo espacial
entre os filhos e suas células vizinhas para oag@tr de uma célula pai. Como um
resultado, as formas dos clusters resultantes s#éticas, ou seja, considerando o
espaco bidimensional, todas as fronteiras dosetkisu sdo horizontais ou verticais, e
nenhuma fronteira diagonal é detectada. Isto pad|ur a qualidade e a precisdo dos
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clusters apesar do tempo rapido de processamentxiiaa (SHEIKHOLESLAMI et
al., 1998; HAN e KAMBER, 2001).

2.9.4.2 — WaveCluster: Clustering usando transfoamaNavelet

WaveCluster é um algoritmo de Clustering multireséb que primeiro resume
0os dados impondo uma estrutura de grade multidiovlsao espaco de dados. Ele,
entdo, usa a transformacdo Wavelet para transfoonespaco caracteristico original,
encontrando regides densas no espaco transforopaelsao os clusters.

Nesta abordagem, cada célula da grade resume ranag@o de um grupo de
pontos que mapeia a célula. Esta informacéo resusgdajusta a memaria principal.
Ela é usada pela transformacdo wavelet de mulirgdo e na andlise de cluster
subsequente (HAN e KAMBER, 2001).

No Em WaveCluster, os dados espaciais multidimaasosao considerados
como um sinal multidimensional, sobre os quais @eaa a transformacdo wavelet
(SHEIKHOLESLAMI et al, 1998).

Uma transformagcdo wavelet é uma técnica de provessa de sinais que
decompde um sinal em diferentes subbandas de fregqi@or exemplo, subbanda de
alta frequéncia e subbanda de baixa frequénciapo@elo wavelet pode ser utilizado
em sinais dal dimensfes aplicando uma transformacdo waveletnte dimensaal
vezes. Os dados séo transformados de forma a yaesedistancia relativa entre os
objetos nos diferentes niveis de resolucdo. Istmifee que os clusters naturais tornem-
se mais distinguiveis. Clusters podem, entdo,damtificados pela busca por regides
densas no novo dominio. As transformacfes wavatetusadas também para reducao
de dados por compressdo e para extrair caraatasistde sinais (imagens)
(SHEIKHOLESLAMI et al, 1998; HAN e KAMBER, 2001).

A transformacdo wavelet é util para Clustering perela oferece as seguintes
vantagens (HAN e KAMBER, 2001):

e Ela prové Clustering sem que se forneca o valon@wuoero de clusters)

Ela usa fitros em forma de chapéu que realca esgiihde estdo os clusters,
enquanto que, ao mesmo tempo, suprime informacaesfracas do lado de
fora das fronteiras do cluster. Assim, regifes a@em® espaco caracteristico
original atuam como atratores para pontos proxim@®mo inibidores para

pontos que estdo mais distantes. Isto significa apieclusters nos dados,
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automaticamente, sobressaem e limpam as regider@am deles. Assim,
outra vantagem € que a transformacdo wavelet padenaticamente resultar
na remogao de ruidos.

e A propriedade de multiresolugdo da transformacéwelea pode ajudar na
deteccéo de clusters em niveis variados de precisdo

e Clustering baseado em wavelet € muito rapido, cona womplexidade
computacional deXn), onden € o nimero de objetos na base de dados. A

implementacao do algoritmo pode ser feita de fquaralela.

As principais etapas do método WaveCluster sdo radest na Figura 2.21
(SHEIKHOLESLAMI et al., 1998).

Algoritmo WaveCluster

Entrada: Os vetores caracteristicos dos objetos de dados
multidimensionais.

Saida: Os objetos clusterizados.

Método:

1. Discretize (divida) o espaco caracteristicodenatribua os

objetos as células.

2. Aplique a transformacao wavelet no espaco aariatico.

3. Encontre os componentes conectados (clustesgudpandas
do espaco caracteristico transformado, em difesenteis.
Atribua rétulos as unidades.

Faca a tabela de correlagao.
Mapeie 0s objetos aos clusters.

S

Figura 2.21 — Algoritmo WaveCluster

A primeira etapa do método WaveCluster é discnetiz@spaco caracteristico,
onde cada dimens&dono espaco caracteristiab dimensional ira ser dividida em
intervalos. Entdo, os objetos serdo atribuidodasemidades baseado em seus valores
caracteristicos.

O ndmero (ou tamanho) destas células é uma quésfirtante que afeta o
desempenho do Clustering. Por causa da proprieds#sle multiresolugdo da
transformacéo wavelet, sdo considerados difereéateanhos de células bem diferentes
escalas de transformagéo.

65



Na segunda etapa, a transformagcdo wavelet ira phtada no espacgo
caracteristico discretizado.

O método WaveCluster detecta 0s componentes caosctano espaco
caracteristico transformado. Cada componente cadecé considerado como um
cluster. ExistirdA um conjunto de clusters corresigodo a cada resolucdo. Nas
resolucdes grosseiras, 0 nimero de clusters é menor

Subbandas médias (espacos caracteristicos) daoxinapgbes do espaco
caracteristico original em diferentes escalas, gjuelam a encontrar clusters em
diferentes niveis de detalhe.

Cada cluster sera numerado (rotulado). Na quasi@aedo algoritmo, o método
WaveCluster rotula as unidades no espaco cardmergpue estdo incluidas em um
cluster.

O método WaveCluster faz uma tabela de correlagé mpapear as unidades no
espaco caracteristico transformado nas unidadespaxo caracteristico original. Cada
entrada na tabela especifica a relagdo entre urlda céo espaco caracteristico
transformado e a(s) correspondente(s) célula(€s@aco caracteristico original. Entéo,
o rotulo de cada célula no espaco caracteristidginal pode ser facilmente
determinado. Finalmente, o método WaveCluster ifitenttodos os objetos cujos
vetores caracteristicos estdo naquela célulajra aslusters sao determinados.

O método WaveCluster é um algoritmo baseado emegeadm densidade. Ele
obedece a muitos requisitos de um bom algoritm&ldstering: manuseia conjuntos
de dados grandes eficientemente, descobre clustars forma arbitraria e com
estruturas complexas tais como concavas ou clust#rkados em diferentes escalas, e
nao assume qualquer forma especifica para os rdu&elEIKHOLESLAMI et al,
1998).

Além disso, ele tem éxito em lidar com ruidospgemnsivel a ordem de entrada
dos objetos a serem processados (SHEIKHOLESL&Mal, 1998), e ndo requer a
especificacdo de parametros de entrada tais comionero de clusters ou um raio de
vizinhanca, mas requer que se especifigue o numbercélulas de grade para cada
dimenséo, a transformacdo wavelet a usar e o nudeeaplicacdes da transformacao
wavelet (ANKERST et al, 1998).

SHEIKHOLESLAMI et al. (1998) destacam que no método WaveCluster, um
conhecimento prévio sobre o nimero exato de chisi@o € necessario, entretanto,

uma estimativa do numero esperado de clusters ajedaolher a resolucdo apropriada.
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Em estudos experimentais, o método WaveCluster reup@s algoritmos
BIRCH, CLARANS e DBSCAN em termos de eficiénciaelfade de Clustering. O
estudo também encontrou que o método WaveClustap@&z de manusear dados com
até 20 dimensdes (HAN e KAMBER, 2001).

SHEIKHOLESLAMI et al. (1998) afirmam que o método WaveCluster pode
lidar com qualquer base de dados espacial grange ele seria mais eficiente para os
casos onde o numero de células e o nUmero de die®d® espaco caracteristico sdo
baixos. Também, comentam que o tempo de proceskamhenmétodo WaveCluster é
pesadamente dominado pelo tempo de leitura dossddel@ntrada do disco. E que o
meétodo WaveCluster € a primeira tentativa de aplisgpropriedades da transformacéo

wavelet ao problema de Clustering em data minipgaal.

2.9.4.3 — CLIQUE: Clustering de espacos de altadgéo

O algoritmo de Clustering CLIQUE (Clustering In Q&fEintegra os métodos de
Clustering baseados em grade e em densidade. (Elepara clusterizar dados de alta
dimensao em grandes bases de dados (ANKEREI, 1999).

AGGARWAL et al. (1999) afrmam que CLIQUE esforca-se em descobrir
correlacdes interessantes entre os dados em \sulzsspacos do espaco de alta
dimensao original. Os parametros de entrada s&manho da grade e um limiar de
densidade global para clusters.

ANKERST et al. (1999) colocam que a maior diferenca de CLIQUEA martras
abordagens de Clustering é que este método tamleiectal automaticamente
subespacos de dimensionalidade mais alta tal qistecd de alta densidade existam
nesses subespacgos, ou como dito por AGRAWAL al. (1998), CLIQUE é um
algoritmo de Clustering que tem a habilidade deoetnar clusters embutidos em
subespacos de dados de alta dimensao.

O método CLIQUE é baseado no seguinte (HAN e KAMBEGO1):

e Dado um grande conjunto de pontos de dados mudtitiimnais, o espaco de
dados € geralmente ocupado ndo uniformemente pel®s de dados. O
Clustering de CLIQUE identifica as &reas escassdensas no espaco (ou
unidades), descobrindo os padrdes de distribuigébalgdo conjunto de

dados.
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e Uma unidade é densa se a fracdo do total de pdetasdos contidos nela
excede um parametro de entrada do modelo. No mé&botQUE, um cluster
€ definido com um conjunto maximo de unidades deosaectadas.

O método CLIQUE consiste das seguintes etapas (A@BRAet al, 1998):
1. Identificacdo de subespacos que contém clusters;
2. Identificagéo dos clusters;

3. Geracédo de descricdo minima para os clusters.

Vamos dar uma explanacdo intuitiva do modelo dest€fing com CLIQUE
(AGRAWAL et al, 1998).

O método CLIQUE busca automaticamente identificeam (geral varios)
subespacos de um espaco de dados de alta dimares@ermita melhor Clustering dos
pontos de dados do que o espaco original. Restangiisca somente a subespacos do
espaco original, ao invés de usar novas dimengiasekemplo combinacdes lineares
das dimensdes originais) € importante porque estaigdo permite uma apresentacao
mais simples e compreensivel dos resultados. Cada das dimensdes originais
tipicamente tem um significado real para o usuagoguanto até mesmo uma
combinacdo linear simples de muitas dimensées gexdeificil de interpretar.

Na abordagem baseada em densidade para Clusteringttddo CLIQUE, um
cluster é uma regido que tem uma densidade maigrodbs do que suas regides
vizinhas. O problema é identificar automaticamentgec6es dos dados de entrada em
um subconjunto dos atributos com a propriedadeegt@s projecdes incluam regides
de alta densidade.

Para aproximar a densidade dos pontos de dado&toalonCLIQUE particiona o
espaco de dados e encontra o numero de pontosegdem dentro de cada célula
(unidade) do particionamento. Isto é realizado jpeldicionamento de cada dimenséo
em um mesmo numero de intervalos de comprimental.igsto significa que cada
unidade tem o mesmo volume e, portanto, o niumerpodéos dentro dela pode ser
usado para aproximar a densidade da célula.

Uma vez que os subespacos apropriados sdo enams)timdarefa € encontrar
clusters nas projecbes correspondentes. Os poatdsdbs sdo separados de acordo

com os vales da fungdo de densidade. Os clustersusides de unidades de alta
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densidade conectadas em um subespaco. Para senplfi descricdo, o método
CLIQUE obriga que os clusters sejam hiper-retagyde eixos paralelos.

O método CLIQUE restringe a sua busca as célulasade de maiores
dimensionalidades na intersecdo das células densassubespaco, porque a
identificacdo do candidato a espaco de busca @dwmsam uma propriedade usada em
mineragdo por regras de associagcdo chamada prageiedpriori. Em geral, a
propriedade emprega conhecimento anterior de itensespaco de busca tal que
particbes do espaco podem ser podadas. A progeedalaptada para o método
CLIQUE, declara o seguinte: Se uma unidaddimensional é densa, entdo suas
projecdes no espacp 1) dimensional sdo. Isto €, dado um candidatma unidade
densaj dimensional, se n6s checamos suas -( 1) ésima células de projecdo e
encontramos alguma que nao é densa, entdo nés csmlmpm a unidad@ésima
dimensional ndo pode também ser densa. Portanttenps gerar unidades densas
potenciais ou candidatos no espggbmensional das unidades densas encontradas no
espaco j( - 1)-dimensional. Em geral, 0 espaco resultanteu#o menor do que o
espaco original. As unidades densas sdo entdo rea@amsi em ordem para determinar
os clusters (HAN e KAMBER, 2001).

Cada unidade em um subespatalimensional pode ser descrita como uma
conjuncdo de desigualdades porque ela é a intersted? semi-espacos de eixos
paralelos definidos pelod intervalos de uma dimensdo. Uma descricdo compacta
obtida cobrindo um cluster com um numero minimo mi&imos, possivelmente
retangulos sobrepostos e descrevendo o cluster soraainido destes retangulos.

O Clustering em subespaco € tolerante a valoredosrnos dados de entrada,
isto ocorre porque nos diversos subespacos sersprestum numero menor de
atributos do que no espaco original. Um ponto diodaconsiderado pertencer a um
subespaco particular se os valores dos atributsi® rseibespaco ndo estdo perdidos,
independente dos valores do resto dos atributtws pEymite que registros com valores
perdidos possam ser usados para Clustering conttadissl mais precisos do que
substituir valores perdidos por valores tomadosimia distribuicdo (AGRAWAL et
al., 1998).

A Ultima etapa do método CLIQUE gera uma descrig@oma para cada cluster
como se segue. Para cada cluster, ele determagidm rmaxima que cobre o cluster de
células densas conectadas. Ele, entdo, determima colvertura minima para cada
cluster (HAN e KAMBER, 2001).
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O método CLIQUE fornece resultados compreensiveisusuario final, ele é
insensivel a ordem de entrada dos dados e ndonmregualquer distribuicdo candnica
dos dados. Ele é escalavel linearmente com o tamaleh entrada e tem bom
escalonamento conforme o nimero de dimensdesutaisibdos dados é aumentado.
Entretanto, a precisdo do Clustering resultanteepedr degradada a custo da
simplicidade do método (AGRAWALet al, 1998; HAN e KAMBER, 2001).

AGGARWAL et al. (1999) fazem a observacdo que embora tal métodsapo
descobrir caracteristicas interessantes dos dad®spdo produz um Clustering na
definicdo aceita da palavra, visto que 0s pontas e&tdo particionados em grupos
disjuntos. Ao contrério, existe uma grande sobriggosentre as regides densas
descritas, devido ao fato que para uma dada retgésa todas suas projecdes nos
subespacos de dimensionalidades mais baixas s&értadensas.

AGGARWAL et al. (1999) salientam ainda que para muitas aplicagies
segmentacdo de mercado e andlise de tendénciapantigdo dos pontos € necessaria.
Além disso, as particdes possibilitam uma integg@&b mais facil dos resultados,
guando comparado a descrever regides densas coansohieposicao.

Em experimentos, AGGARWAEt al. (1999) encontraram que em média metade
dos pontos de clusters sdo considerados ruidos mpékmdo CLIQUE. Isto é
consequéncia da abordagem baseada em densidadgodtma, visto que areas de
menor densidade em um cluster podem ocasionar Iguasade seus pontos sejam
perdidos. Outra razdo é o fato de que clustere@@siderados como sendo regifes de
eixos paralelos. Tais regides, geralmente, oferaoman baixa cobertura do cluster de
entrada correspondente, especialmente, com a donelidade do cluster
aumentando. Portanto, uma percentagem significdtigapontos de dados relevantes é
erroneamente considerada como ruido por CLIQUE.s Eerescentam que a
percentagem pode ser diminuida ajustando os pa@smeé¢ entrada. Isto leva a uma
negociacao entre a qualidade de saida e o tempaegeicdo. Além do mais, o limiar
de densidade de uma unidade deve levar em contanera de intervalos em uma
dimensdo e a dimensionalidade do espaco. Portantayiacdo de um parametro de
entrada deve estar correlacionada com a variaciiowtoos parametros.
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2.9.5 — Métodos baseados em modelos

Os métodos baseados em modelos usam um modelocadaacluster. Eles
tentam otimizar a curva entre os objetos dadogweramodelo matematico.

Um algoritmo baseado em modelo pode descobrir elsistonstruindo uma
funcdo de densidade que reflete a distribuicdo cedpdos pontos de dados. Ele
também conduz a um modo de determinar automatitcen@mumero de clusters
baseado na estatistica padrdo, identificando rumboselatério e assim produzindo
métodos de Clustering robustos.

Tais modelos sao, frequentemente, baseados nai@@apue os dados sao
gerados por uma mistura de distribuicdes de pridmdies. Os métodos de Clustering
baseados em modelos seguem uma das duas prirabpatagens (HAN e KAMBER,
2001):

e abordagem estatistica;

e abordagem por rede neural.

Exemplos de cada abordagem sao descritas nesta seca

2.9.5.1 — Abordagem estatistica

O Clustering conceitual € uma forma de Clusterinmgaprendizado de maquina
que, dado um conjunto de objetos nédo rotuladoglyzram esquema de classificagao
sobre o0s objetos. Ao contrario dos Clusterings encionais, que primariamente
identificam grupos de objetos, o Clustering conegitealiza uma etapa adicional para
encontrar descricbes caracteristicas para cada,gamgle cada grupo representa um
conceito ou classe. Por isso, o Clustering cormleduum processo de duas etapas:
primeiro, o Clustering é realizado, seguido pelead®rizacdo. Aqui, a qualidade de
Clustering ndo é unicamente uma funcdo dos objetiidduais. Antes, ele incorpora
fatores tais como a generalidade e a simplicidadeddscricées conceituais derivadas.

Muitos métodos de Clustering adotam uma abordagstatigtica que usa
medidas de probabilidade na determinagcdo dos c¢omceu clusters. Descrigcbes
probabilisticas sdo, tipicamente, usadas parasepia cada conceito derivado.

O método COBWEB é um método popular e simples dest&iing conceitual
incremental. Seus objetos de entrada sdo des@uatopares de valores de atributos
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categoricos. O método COBWEB cria um Clusteringdnguico na forma de uma
arvore de classificacéo.

A Figura 2.22 mostra uma arvore de classificacda gdados de animais (HAN e
KAMBER, 2001).

Uma arvore de classificacdo difere de uma arvordedisdo. Cada n6 em uma
arvore de classificacdo refere-se a um conceitonéém uma descricdo probabilistica
daqueles conceitos que resumem 0s objetos cladsicabaixo do n6. A descricdo
probabilistica inclui a probabilidade do conceitopebabilidades condicionais da
forma PA = V; | Cy), ondeA =V; é um par de valores de atributo€eé a classe do
conceito. Contadores sdo acumulados e armazenadoada n6 para computacao das
probabilidades. Isto € diferente de arvores deséecique rotulam ramos melhor do
gue nos e usam légica melhor do que descritoresapilsticos. Para classificar um
objeto usando uma arvore de classificacdo, umaéuparcial € empregada para descer

a arvore ao longo de um caminho de melhores noés.

Animal
P(G)=1.0
P(escamasiy= 0.25

Peixe Anfibio |
P(CG) =0.25 P(G) = 0.25

P(escamas|=1.0 P(umidade|g) = 1.0

Figura 2.22 - Uma é&rvore de classificacao

O método COBWEB usa uma medida de avaliacdo emtatchamada utilidade
categorica para guiar a construcao da arvore.lidade categorica é definida como:

2

n
k=1

P(CK{ZZP(A :\/ij le)Z_Zi:ZP(A :Vij)z

n

(2.34)
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onden é o nimero de nds, conceitos ou categorias foronans particdo @, ..., Cy}
de um dado nivel da arvore. Em outras palavraijadé categérica € o aumento no
namero esperado de valores de atributos que poderoosretamente previstos para
uma dada particdo (onde este numero esperado ponds ao termd(C) vezes a
primeira parcela entre colchetes) sobre o nimgrerado de previsées corretas sem tal
conhecimento (correspondendo ao segundo termo @ltleetes).

A utilidade categdrica recompensa a similaridadeadtasse e a dissimilaridade
interclasse onde:

e a similaridade intraclasse é a probabilidRga = V;j|Cy).

e adissimilaridade interclasse € a probabilida@@|Ai = Vj).

Vamos olhar como o método COBWEB trabalha. O mét@ioBWEB
incorpora, incrementalmente, objetos em uma &arweeclassificacdo. O método
COBWEB desce a arvore ao longo de um caminho apoip atualizando as
guantidades ao longo do caminho, na busca do medispredeiro ou né para classificar
0 objeto. Esta decisdo é baseada na localidadeotari@pdo objeto em cada né e pelo
calculo da utilidade categoérica da particdo restdtaA colocacdo que resulta na mais
alta categoria deve indicar um bom hospedeiro pargeto.

O método COBWEB também computa a utilidade categddia particdo que
resultaria se um novo no fosse ser criado pargetcobsto € comparado a computacao
anterior baseada nos nés existentes. O objeto tép,enolocado em uma classe
existente, ou uma nova classe € criada para geatla na particdo com o mais alto
valor de utilidade categdrico. Note que o métodoB@EB tem a habilidade de
automaticamente ajustar o niumero de classes enpartigdo. Ele ndo precisa contar
com o usuario para prover tal parametro de entrada.

Os dois operadores mencionados acima sdo altarsentdveis a ordem de
entrada dos objetos. O método COBWEB tem dois mrasadicionais que ajudam a
fazé-lo menos sensivel a ordem de entrada. Esteess@arametros juntar e separar.
Quando um objeto é incorporado, os dois melhorepdueiros sao considerados para
juntar em uma simples classe. Além disso, 0 méABWEB considera separar 0s
flhos do melhor hospedeiro entre as categoriasenties. Estas decisbes sdo baseadas
na utilidade categdrica. Os operadores de juntaemarar permitem ao método
COBWEB desempenhar uma busca bidirecional, ondejunmtamento pode desfazer

uma divisdo preévia.
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O método COBWEB possui varias limitacdes. Primeiete é baseado na
suposicdo que as distribuicbes de probabilidade atobutos sdo estatisticamente
independentes entre si. Esta suposicédo €, entetath sempre verdadeira visto que a
correlacdo entre atributos frequentemente existémAdisso, a representacdo da
distribuicdo de probabilidade de clusters torndgoramo muito custoso para atualizar
e armazenar os clusters. Isto ocorre especialngrdado os dados tém um grande
namero de atributos, visto que suas complexidadetempo e espaco dependem nao
somente do nimero de atributos, mas também do oloeevalores para cada atributo.
Além disso, a arvore de classificacdo ndo é badalacena altura para os dados de
entrada, o que pode degradar a complexidade deterappaco dramaticamente.

O método CLASSIT é uma extensdo do algoritmo COBWiaBa Clustering
incremental de dados continuos (ou valores re&s).armazena uma distribuicdo
normal continua (isto €, média e desvio padrdod pada atributo individual em cada
ndé e usa uma medida de utilidade categdérica maddicque é uma integral sobre os
atributos continuos, ao invés de uma soma sobiitats discretos como no método
COBWEB. Entretanto, ele sofre de problemas sinsla@@s do algoritmo COBWEB e
assim nao é adequado para clusterizar bases ds glaawles.

Na induastria, AutoClass € um método de Clusteriogufar que usa analise
estatistica Bayesiana para estimar o niumero dedu$iAN e KAMBER, 2001).

2.9.5.2 — Abordagem por rede neural

A abordagem por rede neural para Clustering tendepeesentar cada cluster
como um exemplar. Um exemplar serve de protétipeldster e ndo necessariamente
corresponde a um exemplo de dado particular outabiovos objetos podem ser
distribuidos para clusters cujo exemplar € maidasirnaseado em alguma medida de
distancia. Os atributos de um objeto atribuido aalmster podem ser preditos dos
atributos do exemplar do cluster.

Nesta secdo, discutimos dois métodos notaveis at@adpem de rede neural para
Clustering. O primeiro € o aprendizado competitz@ segundo € a auto-organizacdo
de mapas caracteristicos, ambos envolvem unidadeais competindo.

O aprendizado competitivo envolve uma arquitetur@ralhquica de varias
unidades (ou neurdnios artificiais) que competenfod®a que o "vencedor leva tudo”
para o objeto que estd correntemente sendo amdeenb sistema. A Figura 2.22
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mostra um exemplo de um sistema de aprendizado etidivip. Cada circulo
representa uma unidade.

A unidade vencedora em um cluster torna-se atidicda por um circulo
cheio), enquanto as outras se tornam inativascéidds por circulos vazios). As
conexdes entre camadas sdo excitatorias, uma eniglmduma dada camada pode
receber entradas de todas as unidades do nivebroaiso abaixo.

A configuragédo de unidade ativas em uma camadasepta o0 padrao de entrada
para a prOxima camada mais alta. As unidades emcluster a um dado nivel
competem com as outras para responder ao padrdé gaila da camada de baixo.
Conexdes nas camadas sdo inibitérias, onde somemeunidade em algum dado
cluster pode estar ativa. A unidade vencedoraaapsipesos em suas conexdes entre as
unidades no cluster que irdo responder mais fortereos objetos futuros que sdo os
mesmos ou similares ao corrente. Se virmos os pamoe definindo um exemplar,
entdo, 0s novos objetos sdo atribuidos ao cluster @ exemplar mais proximo. O

namero de clusters e 0 nimero de unidades poecls&b parametros de entrada.

Camada 3
Clusters
Inibitérios

Camada 2
Clusters
Inibitérios

Camada 1
Unidades

(o)
de entrada T T T

Padrbes de entrada

Figura 2.22 - Uma arquitetura para aprendizado editiyo

No fim do Clustering (ou qualquer Clustering ematjercada cluster pode ser
pensado como uma nova caracteristica que detapienalregularidade nos objetos.
Assim, 0s clusters resultantes podem ser vistosocamn mapeamento das

caracteristicas dos niveis mais baixos para asteaisticas dos niveis mais altos.
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Com auto-organizacdo de mapas caracteristicos (F@MSlustering € também
efetuado possuindo varias unidades competindo gigito corrente. A unidade cujo
vetor de peso € mais proxima ao objeto correnteatee uma unidade vencedora ou
uma unidade ativa. Os pesos da unidade vencedorajisitados, e também daqueles
seus vizinhos mais préximos de foram que elas rigugais proximas do objeto de
entrada. SOMs assumem que existe alguma topologadenamento entre os objetos
de entrada, e que as unidades vao, finalmentemaseata estrutura no espago. A
organizacdo de unidades é dita formar um mapatesgistco. Supde-se que 0os SOMs
sejam parecidos com 0 processamento que ocorreérgbro e sdo Uteis para a
visualizacdo de dados de alta dimensédo em espaghsag e trés dimensoes.

A abordagem por rede neural para Clustering teteddigacdes tedricas com o
processamento real do cérebro. Pesquisas adicemdazem necessarias para fazé-la
prontamente aplicavel a grandes bases de dadosloded longo tempo de

processamento e dados complexos.
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CAPITULO 3

ESTRATEGIA IMPLEMENTADA

3.1 - Introducéo

Neste capitulo, trataremos sobre Algoritmos Geogtie a abordagem de

Clustering implementada na qual estes sao utilzado

3.2 - Pequena introdugéo aos Algoritmos Genéticos

Vamos descrever, brevemente, as bases dos AlgsritBenéticos, para um

melhor entendimento da abordagem de Clusteringemmgatada nesse trabalho.

3.2.1 — Algoritmos Genéticos

Algoritmos Genéticos sdo técnicas estocésticabusea e otimizacdo global,
poderosas e largamente aplicaveis, inspiradas eganismos naturais da evolugédo e
da genética. Foram introduzidos por John Hollangopularizados por um de seus
alunos, David Goldberg (LACERDA e CARVALHO, 199%stes algoritmos seguem
o principio da sele¢cédo natural e sobrevivéncia @is rapto, declarado em 1859 pelo
naturalista e fisiologista inglés Charles Darwin seo livro "A origem das Espécies".
De acordo com Charles Darwin, "Quanto melhor unividdo se adaptar ao seu
ambiente, maior sera sua chance de sobreviverae descendentes".

Otimizagéo € a busca da melhor solugcéo para urmndietalo problema. Consiste
em tentar varias solucdes e utilizar a informachltida neste processo de forma a

encontrar solugdes cada vez melhores.
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As técnicas de busca e otimizacao geralmente apaese

e Um espaco de busca, onde estéo todas as poseiuees do problema;

e Uma funcéo objetivo (que muitas vezes é adotadadantdo aptidao), que €
utilizada para avaliar as solugbes produzidas,cas®io a cada uma delas

uma nota.

Em termos matemdticos, a otimizacdo consiste enaraeh solucdo que
corresponda ao ponto de maximo ou minimo da funbfivo.

Os métodos tradicionais de otimizacdo sdo detesticiné, assim, sempre que 0S
utilizamos para resolver um problema, obtemos amaesolucdo. Ja os Algoritmos
Genéticos, pela sua caracteristica estocasticerpodornecer resultados diferentes.

Os Algoritmos Genéticos tentam encontrar a melholuggo para algum
problema por gerarem uma colecéo de solucdes paitepara o problema. Através da
aplicacdo de operadores especificos, melhores éedugdo geradas. Este processo
continua até que uma boa solucdo seja encontrasia atinja outro critério estipulado.

O principio basico na Computacdo Evolucionaria ¢oal estdo inseridos os
Algoritmos Genéticos) €: "Uma populacdo de estaguwomputacionais (no caso aqui,
0s cromossomos) evolui de forma tal que melhordemj@acdo média dos individuos
dessa populacdo ao ambiente".

O Algoritmo Genético Conceitual pode ser descraa p

Inicie a populacdo
Avalie a populacéo inicial
Faca_enquanto critério_de_parada ndo é satisfeito
[
Selecione solugdes para a proxima populacéo
Aplique operadores genéticos

Avalie nova populagéo
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A populagdo inicial é gerada aleatoriamente, € igwegarantiir uma boa
diversidade de individuos, que devem estar uniforemte distribuidos no espaco de
solucdes.

A avaliacdo € baseada na fungédo aptiddo ou adexmk¢éess Function). Ela
fornece uma medida da qualidade da solucéo poleadieve estar relacionada com a
funcdo objetivo; na maioria das vezes, ndo seatd propria fungdo objetivo como
funcdo aptiddo, pois esta deve ser de facil c4laidbo que seu valor € determinado
para cada individuo na populacdo. Outro ponto itapbe é o fato dos Algoritmos
Genéticos so resolverem problemas de maximizagdonapara resolver problemas de
minimizac¢ao, precisamos utilizar algo como a fungBetivo multiplicada por -1.

O critério de parada utilizado pode ser em fungdded alcancado um numero
fixo de geracdes, ou por ter sido encontrada urh&@o satisfatoria, ou por ter o
Algoritmo Genético estagnado e ndo se observar malhoria no valor de aptidédo

meédia, ou ainda, por ter alcancado um tempo deepsamento preestipulado.

3.2.2 - Terminologia

Os algoritmos Genéticos se utilizam, de forma nieiad, de termos utilizados

na biologia. Os termos mais importantes séo:

e Populacéo - E o conjunto de solugdes potenciais,

e Geragao - Cada passo do processo evolutivo.

e Cromossomo - E a estrutura de dados (uma seqisiznbolos) que codifica
uma solugdo para o problema, ou seja, um cromoss@meesenta um
simples ponto no espacgo de busca.

e Individuo - Um simples membro da populagdo. NosoAighos Genéticos, um
individuo é formado pelo cromossomo e sua aptidao.

e Gene - E um parametro (uma variavel) codificad@nomossomo.

¢ Alelo - Representa os valores que 0 gene pode assum

e Fenotipo - E a decodificagdo do cromossomo em marasido problema, é a
solucdo que o cromossomo representa.

e Genotipo - E a codificagdo da solucdo potenciatogo a solucéo ficara

registrada no cromossomo.
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3.2.3 - Representacdo dos parametros

Um Algoritmo Genético processa populagdes de creamses. Um cromossomo
€ uma estrutura de dados, geralmente vetor ouealieibits (cadeia de bits é a
estrutura mais tradicional), que representa umaiyessolucdo do problema a ser
otimizado. Em geral, um cromossomo representa unjuctm de parametros da
funcdo objetivo, cuja resposta serd maximizada imimimada. O conjunto de todas as
configuragbes que o cromossomo pode assumir forreauoespaco de busca. Se o
cromossomo representaparametros de uma funcdo, entdo o espaco de busoa
espaco da dimensdes.

A representacdo binéria é historicamente a mai®riapte, uma vez que foi
utiizada nos trabalhos pioneiros de Holland. Elfde usar e manipular, além de
simples de analisar teoricamente.

As alternativas a codificacdo binaria mais comuéias s

¢ Otimizagdo combinatdria: codificagdo em inteir@ 4[3 2 12];

¢ Otimizagdo em variavel continua: codificacdo enh+§&3 0,5 7,1 3,4].

Essas alternativas necessitam de operadores genégpeciais e uma atencdo

maior com as solucdes geradas.

3.2.4 - Operadores

3.2.4.1 - Selecéo

Inspirado no processo de selecdo natural de sems, v Algoritmo Genético
seleciona os melhores cromossomos da populacéda {@queles de alta aptidao) para
gerar cromossomos filhos (que séo variantes dos) pdiavés dos operadores de
cruzamento (crossover) e mutacdo. Uma populacéametiaria (também chamada de
mating pool) é utilizada para alocar os cromossgmaissselecionados (Figura 3.1).

A selecéo dirige a busca em direcado aos melhom®gdo espaco de busca.
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Transi¢ao entre populacdes

Selecao - Cruzamento - Mutacao

Seleca Cruzamento
Mutacao

"Mating Pool"

Figura 3.1 - Transi¢éo entre populacdes

3.2.4.2 - Cruzamento e Mutacao

Os operadores de cruzamento e mutacao sao ogpiEnoiecanismos de busca
dos Algoritmos genéticos para explorar regidesatgsecidas do espaco de busca.

O operador de cruzamento é aplicado a um par deosspomos retirados da
populacdo intermediéria, gerando dois cromossoitms.f Cada um dos cromossomos
pais tem sua cadeia de bits cortada em uma poaliedtdria produzindo duas cabecas
e duas caudas. As caudas sao trocadas gerandmuoscromossomos (Figura 3.2).

/N AN

[00010 1|10 1] [000101/010]

[0O1 0101010l [01 0101101

Figura 3.2 - Recombinagdo de material genético

O cruzamento é aplicado com uma probabilidade (@axeruzamento) a cada par
de cromossomos selecionados. Nao ocorrendo o cemrajros filhos serdo iguais aos
pais, isto permite que algumas solu¢bes sejamrpeskzes.
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ApGs a operagdo de cruzamento, o operador de moutdcaplicado, com
determinada probabilidade, em cada bit dos dbisdiil O operador de mutacao inverte
os valores de bits, ou seja, muda o valor de undéifL para O ou de 0 para 1. A
mutacdo melhora a diversidade dos cromossomos palagéo, além de poder
restaurar o material genético, eventualmente, gerndela acdo dos operadores sele¢céo
e cruzamento. Por outro lado, destréi informacattida nos cromossomos. Por isto,
deve ser utilizada uma taxa de mutacdo pequena,sof@sente para assegurar a
diversidade.

3.2.5 - Um exemplo simples

Para exemplificar o funcionamento do Algoritmo QG&wé vamos considerar o
seguinte problema: Maximizar a funcd®) = »¢, com espaco de solucéo definido
comox pertencente X ={01 2 ... 31}.

De antemao, ja sabemos que o resultado que deeacantrado é o niumero 31.
Aqui vamos apenas "simular" o que Algoritmo Geméfaria (Figuras 3.4 e 3.5).

A codificacdo adotada é a de cada cromossomo sepasio de uma cadeia
binaria de bits.

O tamanho da populacdo sera considerado de apemabvidluos, o que em
casos reais € muito pouco. Geralmente, o tamanhpodalagdo varia de 30 a 100
individuos.

A funcdo aptiddo usada serd a propria funcdo vbjetia escolha em problemas
reais é conveniente evitar funcdes que necessitemnd tempo de execugdo maior,
pois como recalcularemos esta fungéeezes pok geracbes (onde é o tamanho da
populacdo), o tempo total pode ser consideravel.

Como critério de selecdo, utilizaremos a regraadieta. Esta aloca um setor da
roleta (um circulo dividido em setores como em udfigp de pizza), proporcional a
aptidao relativa do individuo (2f; / f;), ondef; é a aptiddo do individuo (Figura 3.3).

Suponhamos que a populagéo inicial, gerada alaatente, seja a listada na
primeira coluna da Figura 3.4.

A solucdo que cada um dos cromossomos representastada na segunda
coluna da Figura 3.4, enquanto que o valor da ftwrag#idao de cada cromossomo

encontra-se na terceira coluna.
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Regra da roleta

e “Resolve” o problema do nimero
fracionério de descendentes;

e Aloca um setor da roleta
proporcional a aptidao relativa do
individuo (2x.f;./ Zf);

« "Roda" a roleta um niamero de
vezes igual ao numero de
individuos da populacao.

Figura 3.3 - Regra da roleta

f (x) i (x) Selecao

Populacao X fi(x) Z f x) fa(x) Regra da
Inicial* Roleta
01101 13 169 0,14 0,58 1
11000 24 576 0,49 1,97 2
01000 8 64 0,06 0,22 0
10011 19 361 0,31 1,23 1
Soma 1170 1,00 4,00 4
Média 293 0,25 1,00 1
Maximo 576 0,49 1,97 2

* Escolhida aleatoriamente.

Figura 3.4 — Executando o Algoritmo Genético.

A razdo entre o valor da fungdo aptiddo de cadan@ssomo e a soma das

aptiddes (quarta coluna da Figura 3.4) fornece t@ldp relativa de cada individuo.

Estes valores, quando expressos em termos perisemgaesentam a aptidao relativa

percentual (ndo mostrada na Figura 3.4). Assim, e@gamplo, a aptidao relativa

percentual do primeiro cromossomo € de 14%.

A roleta é entdo girada um numero de vezes iguailewero de individuos da

populacdo. Digamos que a aptidado relativa de umassomo seja proporcional a

25%, se tivermos uma populacéo de 100 individuosito provavel que ao girarmos a
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roleta 100 vezes, esse individuo seja selecionadtomo de 25 vezes, visto que 25%
da roleta pertencem a este individuo.

No nosso exemplo, como o segundo cromossomo daaFgd tem a aptidao
relativa igual a 0,49, é esperado que este cromusseja sorteado em cerca de 50%
das vezes que for girada a roleta (a probabilidést® ocorrer aumenta com o nimero
de rodadas da roleta, ou seja, com o0 numero dédnds da populagéo).

A penultima coluna da Figura 3.4 mostra o nUmerwealges que, teoricamente,
cada cromossomo deve ser sorteado, ele é dadagzdéla entre o valor da funcédo
aptiddo do cromossomo e a média das aptid@esi(e é equivalente a multiplicarmos
o valor da aptidao relativa pelo numero de crommssoda populacéo.

N&o ha como ser escolhido uma quantidade fracm@icada individuo. Assim,
consideremos que ao executarmos a selecdo pelalondtoroleta, cada individuo foi
escolhido o nimero de vezes que é mostrado naaldtdana da Figura 3.4.

Observemos (Figura 3.4) que, na selecdo, acabamesarthndo o terceiro
individuo e pegamos duas copias do segundo individu

Na primeira coluna da Figura 3.5 temos a populasgecionada. Sobre esta

realizamos o cruzamento e a mutagao.

"Mating Parceiro*  Mutago® Ponto de Nova y 100
Pool" Cruzamento* Populacao

011 1 2 - 4 01100 12 144
110E0 1 - 4 11001 25 625
1 00O 4 - 2 11011 27 729
121011 3 5 2 1004QJ1 17 289
Soma 1787
Média 447
Maximo 729

* Escolhida aleatoriamente.

Figura 3.5 — Continuando a executar o Algoritmo &tien.

A coluna “Parceiro” (Figura 3.5) mostra com quarapssomo o individuo ira

trocar material genético.
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As retas verticais (Figura 3.5), na coluna "Matkgol', mostram o ponto de
corte para o cruzamento, que foi escolhido aleateante e que aparece na quarta
coluna.

ApOGs o cruzamento, temos a aplicagdo da mutac@omluka “Mutacdo” exibe o
bit de cada cromossomo que foi escolhido para tegwvalor alterado. Suponhamos
gue somente um dos bits do quarto individuo teigltaescolhido, o ultimo.

O quadrado que envolve o Ultimo bit do quarto imdie, na coluna "Nova
Populacao", adquire o valor 1 devido a ocorréne@almutacao.

A coluna “Nova Populacdo” exibe os cromossomosdobtao final da aplicacao
dos operadores.

Do quadro anterior para este, podemos percebemqguee uma consideravel
melhora na adequacdo média da populacdo (cofgl); que passou de 293 para
447.

Se prosseguissemos com 0s passos do Algoritmo iGenégrificariamos que,
de geracdo em geracao, iriamos ter uma melhordetpuacdo meédia da populacdo até
atingirmos o ponto de estagnacéo, onde, praticanmdos os elementos da populacéo
seriam iguais ao valor 1 1 1 1 1, que equivaletaneno 31.

3.2.6 - Aplicacbes

Algoritmos Genéticos tém sido aplicados com sucassma grande variedade de
problemas de otimizacdo e busca. A area de materesse para os Algoritmos
Genéticos é aquela que envolve problemas de dificilizacdo, que se caracterizam
pela inexisténcia de técnicas para resolvé-losnQuga existe tal técnica, geralmente,
ela é mais rapida e mais precisa do que os AlgositGenéticos.

Alguns exemplos de utilizacdo bem sucedida de Algos Genéticos séo:

e Agendamento de horério;

¢ Alocagao de tarefas em sistemas multiprocessadores;

e Composicao musical,

e Controle de irrigagéao;

e Controle de sistemas dinamicos;

e Definicdo de estratégias de jogos;

e Desenvolvimento de controladores fuzzy para robdeeis;
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¢ Evolucéo interativa de imagens;

¢ Inducao e otimizagédo de bases de regras;

¢ Otimizagéo de trajetéria de robds moveis;

¢ Planejamento tatico;

¢ Projeto de circuitos eletronicos;

¢ Projeto evolutivo de Redes Neurais;

¢ Restauracgéo de energia em sistemas de distribui¢éo;
e Simulagéo de comportamento de precos;

¢ Simulacdo de modelos bioldgicos; e

e Telecomunicagoes.

3.2.7 - Demais consideragdes

Os Algoritmos Genéticos, praticamente, podem resafualquer problema de
otimizag&o.
Algumas vantagens dos Algoritmos Genéticos sdo ERBA e CARVALHO,
1999):
e Funcionam tanto com parametros continuos, comorefiis; ou uma
combinagéo deles;
e Realizam buscas simultdneas em vérias regides pacesde busca (pois
trabalham com uma populagdo e ndo com um Unicajpont
e Utilizam informagbes de custo ou recompensa e ndovatlas ou outro
conhecimento auxiliar;
eNd0 € necessario conhecimento matematico aprofondadol problema
considerado;
e Otimizam um numero grande de variaveis;
e Otimizam parametros de fungbes objetivos com sigesf complexas e
complicadas, reduzindo a incidéncia de minimosispca
¢ Adaptam-se bem a computadores paralelos;
e Trabalham com uma codificacdo do conjunto de paréses ndo com oS
proprios parametros;

e Fornecem uma lista de pardmetros 6timos e néo inmpées solucéo;
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e Trabalham com dados gerados experimentalmente e¢ok&#antes a ruidos e
dados incompletos;

e S30 faceis de serem implementados em computadores;

e SAo modulares e portéteis, no sentido que o metams evolucdo é separado
da representacdo particular do problema consideraskim, eles podem ser
transferidos de um problema para outro;

eS80 flexiveis para trabalhar com restricbes ari@géae otimizar multiplas
fungcdes com objetivos conflitantes;

e S0, também, facilmente hibridizados com outrasicés heuristicas.

Apesar dessas vantagens, os Algoritmos Genétiasaw eficientes para muitos
problemas. Sao bastante lentos e, nao raro, astéa avaliando a populacéo inicial,
enquanto muitos métodos tradicionais ja encontraxaolucdo. O principal campo de
aplicacdo dos Algoritmos Genéticos é em problemasiptexos, com mudltiplos
minimos e/ou Maximos e para 0s quais nao existalgmnitmo de otimizacao eficiente
conhecido para resolvé-los.

Para aplicar um Algoritmo Genético com sucessceralucdo de um problema é
necessario determinar o seguinte (COLE, 1998):

1. Como representar as possiveis solucdes, ouasefaificacdo cromossdémica

- A representacdo deve ser completa, isso €, el skr capaz de codificar
todas as possiveis solu¢cdes para o problema. @atamse o Algoritmo
Genético ndo pode representar a solucdo, ele paaEad encontra-la.

2. O que usar como funcéo de aptiddo que repredentan precisdo, o valor da
solucdo - A funcdo de aptiddo quantifica a adequalghcada cromossomo
como uma solucéo e € usada como base para setegfo0BMOSSOMOS para
a reproducédo. Cromossomos com altas aptiddes tésnamance de serem
selecionados, e, assim, passar seu material gen@rombinando via
cruzamento) para a proxima geracao. A funcdo deldaptprové a pressao
para o Algoritmo Genético evoluir sua populacdodinecdo a cromossomos
de maior aptiddo, e, claramente, o sucesso do ixlgmrGenético para o
problema é dependente da escolha da funcdo ded@pt@ cromossomo
representando a solucdo o6tima deve ter o valormeéga funcdo de aptidao
para o espaco de solucéo; solugdes proximas do deévem ter altos valores
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de aptiddo. Visto que os Algoritmos Genéticos tende reter o material

genético encontrado em cromossomos de alta aptad@sgolha apropriada da
funcdo de aptiddo ird aumentar a probabilidade elencdo do material

genético associado com a solucdo 6tima ou proxar@icha.

3. Quais operadores genéticos empregar - De acomica codificacdo adotada,
determinados operadores sdo mais apropriados dowjues. A pesquisa de
novos operadores tem sido uma das mais realizag@mante.

4. Os valores dos parametros que sao mais adequa@ssparametros dos
Algoritmos Genéticos influenciam, em muito, o ericorda solucéo, alguns
dos mais importantes s&o: o tamanho da popula¢gaoldabilidade de

aplicacédo dos operadores, o niumero de geracgdes, etc

As areas de pesquisa mais atuais se concentram em:
¢ Criacdo de outros métodos de sele¢éo;
¢ Desenvolvimento de outros tipos de cruzamento;
e Utilizacdo de Estratégias Adaptativas:
e Variacdo dos parametros do Algoritmo Genético derarexecucao;
e Espaco de solucéo variavel - diminuir o intervadonpitido as variaveis;
e Mutacdo - probabilidade de mutacdo decrescentenexg@lmente com
0 numero de geracgdes.
e Algoritmos Genéticos hibridos;

e Algoritmos Genéticos paralelos e distribuidos.

3.3 - Clustering com Algoritmos Genéticos

Como colocado por COLE (1998), os Algoritmos Gendtique tém sido feitos
para serem aplicados ao problema de Clusteringggaptar a representacao, a funcéo
de adequacéo, e desenvolver operadores evolugenadequados) sdo conhecidos
como Algoritmos de Clustering Genéticos (GCAS).

Como vimos no capitulo 2, o problema de ClusteéngP-completo, o nimero
de possiveis combina¢cdes em que podemos partidsmanbjetos enk clusters cresce
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rapidamente. Assim precisamos de um algoritmo compatencial para fazer buscas
em espacos de solucao grandes efetivamente.

Os Algoritmos Genéticos tém sido largamente emplegaem problemas em
varios dominios. O sucesso deles deve-se a suldéddiem cobrir um subconjunto
grande do espaco de busca.

Uma abordagem interessante € a descrita em HRUSGHEBECKEN (2001),
gue passaremos a considerar com mais detalhes.

HRUSCHKA e EBECKEN (2001) descrevem, em seu artigm, Algoritmo
Genético para andlise de cluster. Este é uma abeadagem para encontrar o
Clustering correto de um conjunto de dados. Eledasmd um esquema de codificacio
simples que conduz a cromossomos de comprimentetasda. A funcdo objetivo
maximiza a homogeneidade dentro de cada clustehetesogeneidade entre clusters.
Além disso, o Algoritmo Genético de Clusteringizditlo também encontra o nimero
correto de clusters de acordo com a largura deesdhmédia (Average Silhouette
Width). Os autores também desenvolveram operadyeréticos especificos que sdo
sensiveis ao contexto. Quatro exemplos sédo apaekentpara ilustrar a eficacia do

algoritmo proposto.

3.3.1 — Motivagao para o uso dos Algoritmos Genétiwo problema de Clustering

Algoritmos genéticos sdo, de maneira geral, efetem problemas de otimizacéo
global NP- completos e eles podem prover boas &efugub-6timas em tempo
razoavel. Assim, HRUSCHKA e EBECKEN (2001) acraditgue um Algoritmo
Genético de Clustering pode prover um caminho eacantrar o Clustering correto.

3.3.2 — Algoritmo Genético de Clustering

Como dito por HRUSCHKA e EBECKEN (2001), existenniag complicagcbes a
respeito da aplicacdo de Algoritmos Genéticos diackis para problemas de
Clustering. O uso do esquema simples que condunraossomos de comprimento
constante, geralmente, causa problemas de codificegdundante e insensividade ao
contexto. Assim, eles desenvolveram um Algoritmmédieo de Clustering (GCA) que

permite a utilizacdo de tais esquemas e evita tod@gus problemas.
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3.3.3 — Representagéo individual

Considerando que existemn objetos a serem clusterizados, um fendtipo é
representado como um arranjo (array) inteiro de dimansao comn(+ 1) elementos.
Como cada unidade de dado pode ser numerada dg & &simo elemento (iésimo
gene) de um genadtipo representa a iésima unidadadi®s ao passo que o Ultimo gene
representa o numero de clusters do gendétipo. Rorteada gene de um individuo tem
um valor sobre o alfabeto {1, 2, 3, 4, k},, ondek é o nimero maximo de clusters. Por
exemplo, considerando um conjunto de dados com}€tos poderia se obter o

seguinte cluster:

Genotipa:
21213/ 4,51 22 3 45 3 B R 1 4 |51]4/5|5|2]5
1 2 3 4 5 6 7 8 9 11 12 13 14 15 16 17 18 19 20 21

Isto significa que o cluster cujo rétulo é 2 é fado por 5 objetos,
correspondendo ao conjunto [1, 2, 7, 13, 20], duster cujo rotulo € 1 tem dois
objetos (6 e 14). O ultimo gene corresponde ao rurde clusters codificado na
solugdo, que é cinco. O primeiro problema com aesg de codificacdo simples
acima é que ele é altamente redundante (existemoBlossomos codificando a mesma
solucdo do problema original), isto €, a codificagédum-para-muitos. Considerando o
cromossomo acima, poderia se encontrar mais gesdtipe também corresponde ao

mesmo fendtipo como, por exemplo:

Genotipo:
33451234514432515113‘5
1 2 3 4 5 6 7 8 9 11 12 13 14 15 16 17 18 19 20 21

Genotipa:

44512345]25543121224‘5

1 2 3 4 5 6 8 9 1011 12 13 14 15 16 17 18 19 20 21
Genotipa:

55123451231154232335‘5

1 2 3 4 5 7 8 9 1011 12 13 14 15 16 17 18 19 20 21
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Genotipe:

111,23 4 5 13 2 3 4 2 2 1 5 3 |43 (4]|4|1] 5

1 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21

Portanto, o tamanho do espaco de busca com quelfot&® que trabalhar é
muito maior do que o espago original de solucdes.vBrdade, a fungédo custo do
problema de Clustering depende exclusivamente dapamento de objetos, e ndo do
rétulo do grupo, isto é, o que importa ndo é olodtlo cluster, mas os objetos que ele
contém.

Em adicéo, existe outro problema causado por estéicacdo quando aplicada
com os operadores genéticos tradicionais, que #sensividade ao contexto. Por
exemplo, se o gendtipdoi cruzado com o gendtippoos genotipos resultantes sao
SuUpostos serem iguais aos seus pais, 0 que refarasemesmo fendtipo. Mas isto
raramente acontece. Para perceber melhor o prgbleanaos aplicar o crossover de
dois pontos aos seguintes fenétipos;

Genotipe:

22222111113333:;44444‘4
1 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21

Genotipa:

44444333335555511111‘4
1 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21

Aplicando o cruzamento de dois pontos aos gend6pm§ como acima ilustrado
resultara nos seguintes genotipos:
Filho,:

2[alalalalaa] 2] 2] 2] 3 3§ 9§ 3 3 4 b b o a4
1 2 3 4 5 6 7 8 9 11 12 13 14 15 16 17 18 19 20 21

Filhoy:

412121223333 3 5 5559551 1 111 |4
1 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21
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Podemos observar que os filhos sdo diferentes de pais, isto €&, eles
representam diferentes fendtipos. Podemos verifiper o segundo filho representa
cinco clusters, ao passo que seus pais represeaiaente quatro. Estes problemas
acontecem quando usamos 0s operadores de cruzaementibacdo classicos, e eles
podem ser resolvidos pelo Algoritmo Consistente )(CBste algoritmo permite a
reorganizacdo dos genotipos. Vamos considerar mdtige G ondeG[i] representa o
rétulo de cluster para o gene* — e uma cadeia de caracteres (string) awd@r
comprimenton S. Entdo, o CA é como mostrado na Figura 3.6. Apflca este
algoritmo, o genatipo [1, 2, 3, 4, 5] acima regditao mesmo genotipo:

111,23 4 5 13 2 3 4 2 2 14 5 3 |43 (4]|4|1] 5

1 2 3 4 5 6 7 8 9 1011 12 13 14 15 16 17 18 19 20 21

1. Faca todos asgenes dé& iguais a zero;
2. Roétulo =1
3. Para =1 atén faca
SeJi] = 0 entédo
Aux = Gli];
Parg = 1 atén faca
Se @[j] = Aux e]j] = 0) entéo

G[j] = Rétulo;
il =1;
Fim do Se;
Fim do Para;
Ro6tulo = Roétulo + 1;
Fim do Se;
Fim do Para;

4. G[n+ 1] = Rétulo.

Figura 3.6 — Algoritmo Consistente.

Portanto, o CA permite ao Algoritmo Genético de stdung buscar em um
espaco onde existe somente um genotipo para dadentie fenotipo.
Os autores acreditam que € possivel melhorar ormgesdo do Algoritmo Genético de
Clustering usando operadores genéticos especfiias 0s problemas de Clustering.
Assim, eles empregam o esquema de codificacaoitdestias desenvolveram novos

operadores genéticos que sao orientados a grighoL,isensiveis ao contexto. Além
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disso, estes novos operadores genéticos ndo reguereplicacdo do CA mais.
Basicamente, o CGA desenvolvido € como descritigara 3.7.

Inicialize uma populagéo inicial de gendtipasabrios;
Avalie cada genotipo na populagéo;

Aplique uma normalizacao linear;

Selecione genotipos por selecdo proporcional;

Aplique cruzamento e mutagéo;

Substitua os gendtipos velhos por aqueles farsath 5;
Se a convergéncia é atingida, pare, se naoragapetapa 2.

NogohkrwbrE

Figura 3.7 — Algoritmo Genético de Clustering

3.3.4 — Funcgao Objetivo

HRUSCHKA e EBECKEN (2001) colocam que determinamimnero 6timo de
clusters em um conjunto de objetos é um dos aspentis dificeis no processo de
Clustering. A maioria das abordagens encontrad#@ematura de Clustering determina
0 numero correto de clusters de acordo com critgagigeado nos Clusterings dados.
Entretanto, o Algoritmo Genético de Clustering @aaio otimizar ndo somente 0s
Clusterings para um dado numero de clusters, ma®ta o nimero de clusters, isto é,
a funcdo objetivo deve maximizar a homogeneidadetradede cada cluster, a
heterogeneidade entre clusters, e também deversaioaquando a solugéo representa
0 numero correto de clusters.

O CGA emprega uma fungcdo objetivo baseada na krder silhueta média
(Average Silhouette Width). Em principio, este aatwfoi desenvolvido para escolher
0 numero correto de clusters considerando queeexigiferentes Clusterings a serem
avaliados. Entretanto, os autores acreditam qaeadstrdagem pode ser usada como a
funcdo objetivo para o CGA. Como Algoritmos Geraitrabalham em paralelo com
um certo niumero de solucdes, € possivel trabalbar gendtipos representando
diferentes Clusterings ambos em termos do numereluders e da estrutura de
Clustering em si mesma.

Basicamente, vamos considerar um objetogertencendo ao cluster A. Assim a
dissimilaridade média da * para todos os outros objetos de A é denotadaafppr
Agora, considere um cluster diferente, C, e vanasutar a dissimilaridade média de
“i ” para todos 0s objetos de C, que ira ser dengiadd(i, C). Depois de computar a
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d(i, C) para todos clusters C diferentes de A, seleciosanmenor destas, que ira ser
agui chamada b isto é:

b@i) = mind(i, C), C= de A. (3.1)

Este nimero representa a dissimilaridade idedo seu cluster vizinho. Agora
define-se a silhuetaiscomo:

s() =__ b{) — af) (3.2)
max {a(), b()}

Quando o cluster A contém somente um objeto, ceraidos que §(= 0, que é
a escolha mais neutra segundo os autores. Em aéidaoil ver que -k s() <1. A
funcdo objetivo é a média de)gfarai de 1 atén.

Isto implica que o melhor valor deacontece quando o valor da fungédo objetivo
€ tdo alta quanto possivel. De forma a melhoraromparacdo mutua entre o0s
cromossomos, uma normalizagdo linear é aplicadavalmses da fungcdo objetivo.
Primeiro, os valores da funcéo objetivo sdo ordesate forma crescente. Entdo, eles

sdo substituidos por:

F=__ R() [F(max) — F'(min)] (3.3)
Tamanho da populacéo

onde R{) é a posicdo do cromossoinono ordenamento, F'(max) € o valor mais alto da
funcdo objetivo, F'(min) é o menor valor da fungiijetivo, e tamanho da populacdo é

0 numero de individuos na populacao.

3.3.5 — Sele¢ao

Os individuos que fazem parte de cada geracaocetgmomnados de acordo com a
estratégia de selecdo da roleta. Como esta eséra#y permite valores negativos para
a funcdo objetivo, um namero constante igual a wordado a cada valor da funcéo
objetivo. Assim, percebe-se que o intervalo daisth média muda para<0s() < 2.

Além disso, uma estratégia elitista € usada, gae@pia do melhor individuo de cada
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geracao para a geracao seguinte. Entretanto, dgogeslores da funcéo objetivo serem
mostrados, a eles sdo somados uma constante igual a

O uso da estratégia elitista garante que os malhodé&/iduos em uma geracao
estardo presentes na geracdo seguinte. Caso oy genéticos eliminem bons
individuos, estes serdo repostos na populacdo nsegeliminando-se os piores
individuos dessa populagcédo. Geralmente supervisengopia-se) apenas o melhor

individuo.

3.3.6 — Operadores

Os operadores genéticos classicos ndo sdo adeqpadaso problema de
Clustering porque eles normalmente trabalham com comunto de genes sem
conexao. Em problemas de Clustering 0os genes &imoredos, isto €, genes de alelos
iguais significam que os objetos que eles repragepertencem ao mesmo cluster. Em
outras palavras, 0os grupos sdo os blocos de coastrde uma solucdo. Assim, €
necessario usar operadores que trabalham com gdgpgsnes, ao invés de com 0s
proprios genes. Estes operadores séo referidos cdemtados a grupos.

3.3.6.1 — Cruzamento

O operador de cruzamento combina junto pedagosnidemacdo vindo de

diferentes gendtipos e ele trabalha da seguintesfor

1. Selecione dois gendtipos (A e B);

2. Considerando que A represekialusters, escolhemos aleatoriamentl <
t < kj) clusters para copiar em B. Os grupos ndo mudael@sao mantidos e
os alterados tém seus objetos alocados ao cluséeteqn o centrdide mais
proximo. Desta forma o filho C é obtido.

3. Para obter o filho D, copiamos todos os clustaups rotulos foram
modificados pelos clusters copiados em B para D. Entdo os clusi&os
modificados de A sdo computados e eles sado copamd3. Os objetos que
nao pertencem a qualquer cluster sdo alocadosisierchjue tem o centroide

mais proximo.
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Para ilustrar este procedimento, vamos considesaiois genotipos seguintes,
onde o ultimo gene que corresponde ao numero decdy ndo é representado:

A
1{1] 2 21 4 5 1 2 5 4 B R b |3 |3 |4 2|4
1 2 4 5 7 8 9 1011 12 13 14 15 16 17 18 19
B
112])1] 2 3 21 2 4 4 2 B 2 211 |3 (2|1
1 2 3 4 5 7 8 9 1011 12 13 14 15 16 17 18 19

Podemos selecionar aleatoriamente, por exemplgrup®s 2 e 3 de A:
A

1112 3| 2 4 5 13 2 % 4 8B p 5 3 (3 |42 |4
1 2 3 4 5 6 7 8 9 101 12 13 14 15 16 17 18 19

11212 3 3 2214 2 4 4 2 8 2 2|1 |3 |2]1
1 2 3 4 5 6 7 8 9 101 12 13 14 15 16 17 18 19

Estes grupos modificam os grupos 1,2 e 3 em B,assopque o0 grupo 4 nao é
modificado:
A

1112 3| 2 4 5 13 2 % 4 8B p 5 3 |3 |42 4
1 2 3 4 5 6 7 8 9 1041 12 13 14 15 16 17 18 19

(=
N

1123/ 321244 2] 3 221321

1 2 3 4 5 6 7 8 9 1041 12 13 14 15 16 17 18 19

As posi¢coes sublinhadas serdo mudadas porque eldsngem aos grupos
modificados. Assim, temos o seguinte genotipo:
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00|23 2/ 0 0 O O 0 83 0 3 |3 |0]2]0
1 2 3 4 5 6 7 8 9 1041 12 13 14 15 16 17 18 19

N

Os genes completados com zeros indicam posi¢cdestequepotencial para
receber ou algum grupo ndo modificado de B ou &lesobjetos que serdo colocados
no cluster com centréide mais préximo. Por exemplgrupo 4 é mantido porque ele
nao foi mudado em B:

C

0/0[{2/3 2,0 00 2 4 4 8B 2 P 1313 (0|2]0
2 3 4 5 6 7 8 9 101 12 13 14 15 16 17 18 19

Os outros objetos (cujos alelos sdo zeros) sdocatis no cluster com o
centréide mais proximo, isto é para os clusters ®34. Considerando o filho D,
observamos que ele ird ser formado pelos grupos B,2e B, acrescido daqueles nao
modificados de A, isto €, os grupos modificado8dguando o filho C é formado) sao
copiados em D.

D

1121 2] 3] 3] 2 1 O 0 2 B 2 |2 11 |3 (2|1
1 2 3 4 5 6 7 8 9 101 12 13 14 15 16 17 18 19

N

Fazendo assim, observamos que todos os grupos s@io Anudados, entdo os
objetos remanescentes sao alocados ao clusteresumiide mais proximo.

3.3.6.2 — Mutagao

Existem dois operadores para mutacdo. O operadquel somente trabalha em
Clusterings formados por mais do que dois grupdig)ina um grupo escolhido
aleatoriamente e coloca todos os seus objetos lasters remanescentes que tem o
centréide mais préximo respectivamente. O operdialivide um grupo escolhido
aleatoriamente em dois novos grupos. O primeirp@mé formado pelos objetos mais
préximos ao centrdide, ao passo que o outro grdpongado por aqueles objetos mais
préximos do objeto mais distante do centroide. €efgeradores sdo adequados para
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problemas de agrupamento porque eles mudam os igEnéda menor maneira
possivel, isto é, dividindo grupos e eliminandorositcom a esperanca de encontrar
melhores solugBes para o problema a ser resolditbm disso, 50% dos gendtipos
sofrem cruzamento, 25% sofrem a mutacao do opefada25% sofrem a mutacao do
operador 2.

3.3.7 — Populagéo inicial

Populagdes iniciais tém sido usadas nos experimetdscritos pelos autores.
Basicamente, eles consideram uma populacdo forpad20 diferentes genétipos. O
primeiro genotipo representa dois clusters, o ssg@enotipo representa trés clusters,
o terceiro gendtipo representa quatro clustersimasucessivamente até que o Ultimo
representa 21 clusters, isto €, 0 nimero maximoudters é ajustado para ser igual a
21. Desta forma, cada gene de um gendtipo tem harace igual de ter qualquer valor
possivel pertencendo ao intervalo fit] ondenc é o nimero de clusters representado
pelo gendtipo.
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CAPITULO 4

IMPLEMENTACAO

4.1 — Introducao

Neste capitulo veremos os detalhes da implementagéo algoritmo,
consideracdes sobre este, os resultados experigmebta@os e a avaliagdo do método,
sendo esta a nossa principal contribuicdo em relacéécnica implementada. Assim,
ndo foram feitas modificacdes consideraveis no dwéta ndo ser em pontos que nao
estao bem detalhados no artigo de HRUSCHKA e EBECKIDO01).

4.2 — Linguagem

O programa foi desenvolvido em Delphi Enterprisage ¢ um ambiente de
desenvolvimento de software desenvolvido pela Bdrlaa verséo 5 (1999).

A linguagem adotada por Delphi € a Object Pascad § um conjunto de
extensdes orientadas a objetos para a linguageoalRzdrdo. Object Pascal € uma
linguagem de alto nivel, compilada, que suportasedvolvimento orientado a objeto
e o estruturado. Seus beneficios incluem: cédigib d& ler, compilacdo rapida e uso
de multiplos arquivos de unidades para programagétular.

Object Pascal tem caracteristicas especiais quertanp o ambiente RAD
(Desenvolvimento R4pido de Aplicacdo) e a estrudiasacomponentes de Delphi.

A maioria dos desenvolvedores em Delphi escreverapita seus codigos no
Ambiente de Desenvolvimento Integrado de DelphiE)IDDelphi trata de muitos
detalhes do ajuste de projetos e arquivos foraescomo a manutencéo de informacao
de dependéncia entre unidades. Delphi também cokstacdes na organizacdo do

programa que nao sao, estritamente falando, patespecificacdo da linguagem
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Object Pascal. Delphi faz respeitar certas conwngde nomes de programas e
arquivos que podem ser evitadas se o programastoitee fora do IDE e compilado
pela linha de comandos.

Delphi possui uma biblioteca de componentes visy&i€L) que € uma
hierarquia de classes - escrita em Object Paagaitla ao IDE de Delphi - que permite
desenvolver aplicacdes rapidamente. Usando a padet@mponentes de Delphi e o
Inspetor de Objetos (Ol), é possivel colocar coraptas VCL nos formularios e
manipular suas propriedades sem escrever codigo.

Delphi é um ambiente de programacdo bastante psalemrincipalmente nas
ferramentas de depuracdo - depuracdo é o proceskwalizar e consertar erros em
programas. O IDE de Delphi prové caracteristicadgjmiracdo, coletivamente referida
como o depurador integrado, que permite encontcarmgir erros em seus programas.
O depurador integrado € um depurador repleto dactaisticas que habilita o
desenvolvedor a: controlar a execucdo do programaijtorar os valores das variaveis
e itens nas estruturas de dados; modificar os esldos itens de dados enquanto
depurando.

Existem trés tipos béasicos de erros de programass em tempo de compilacao,
erros logicos e erros em tempo de execucao.

O depurador integrado pode ajudar a descobrir angtoss de tempo de
execucao e erros logicos. Por executar em locpéc#sos do programa e ver o estado
de seu programa nagueles locais, é possivel séar@niomo o programa se comporta
e encontrar as areas onde ele ndo esta se congmwadamo imaginado.

As razdes para a escolha de Delphi foram: o usonue linguagem baseada em
Pascal, que é de facil implementacédo; a exist@widepurador integrado, que facilita
em muito a deteccdo de erros; e a interface anliggw®mpleta que o programa
oferece, permitindo a exploragéo rapida do codigfmrnecendo informacdes sobre as

rotinas durante a digitagdo do cadigo.

4.3 — O programa

Apesar de todas as potencialidades das linguageestamlas a objetos, o
programa foi desenvolvido de forma estruturadandsaessencialmente, a linguagem

Pascal padrao.
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A interface do programa, também, & extremamentplesmfornecendo apenas o
valor da fungcéo objetivo do melhor individuo a cagaacdo, o melhor individuo no
final da dltima geracdo e possuindo uma barra dgrpsso que permite visualizar a
velocidade de execucédo do programa.

O cdbdigo fonte do programa, o arquivo formularia ®la do programa estdo no
apéndice no final da tese.

Os formularios sdo a parte visivel da maioria daosjeps em Delphi.
Normalmente, vocé projeta formuldrios usando amarfegntas visuais de Delphi, e
Delphi armazena uma descricdo dos formularios f@djs em arquivos de
formularios. Os arquivos de formularios (extens@M) descrevem cada componente
em seu formulario, incluindo os valores de todaprapriedades persistentes. Nao é
possivel especificar o arquivo de formulario atsadé programacao, simplesmente,
cria-se o formulario selecionando-se componentespaleta de Componentes e
personalizando estes (ajustando as propriedadesnéos com o Inspetor de Objetos)
de acordo com as necessidades.

Cada formulario em um projeto Delphi também tem wm@lade associada. A
unidade contém o cédigo fonte para todos os tratsdde eventos anexados ao
formulario ou aos componentes que ele contém. Umdade associada com um
formulario é algumas vezes chamada de uma unidedeilirio. Quando se salva uma
unidade formulario ou um projeto contendo formok&arndo salvados, Delphi solicita
um nome para cada unidade, que ele usa como o mmmarquivo unidade,
acrescentando a extenséo .PAS. O arquivo formuiécebe o mesmo nome, mas com
a extensdo .DFM (formulario Delphi). E possivelrugaalquer extensdo nos arquivos
unidades, mas Delphi espera a extensdo .DFM pararquivo formulério
correspondente.

N&o é possivel definir mais do que um formulariowena simples unidade. Isto é
porque cada um dos arquivos DFM pode somente desare simples formulario (ou
mddulo de dados).

Arquivos formularios podem ser salvos em format@itid ou em formato texto.

O codigo fonte do apéndice foi o utilizado nosdegtara os dados Ruspini, que
estdo contidos no mesmo. Como dito mais a frerdesedados tém somente dois
atributos. Para utilizar o cédigo com dados de maiaimensdes, basta modificar os
trechos do cbédigo em que hd o comentario "Altemrfosem utilizados dados de

maiores dimensfes". E para utilizar conjuntos d#goglacom maior ou menor namero
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de objetos, basta modificar o valor das constaMazCromo e TamCromo para:
namero de objetos + 1 (lembrando: cada cromossemautn gene para cada objeto e
mais um gene ao final que guarda o valor do narderalusters que o cromossomo
representa).

O programa foi construido conforme o descrito nigarde HRUSCHKA e
EBECKEN (2001). O Algoritmo Genético utilizado foidescrito em LACERD/Aet al.
(1999) com as modificacdes necessarias, até pamqueexto em questdo, ele esta
escrito na linguagem C.

O computador utilizado nos testes experimentaisufioi Pentium-s de 75 MHz
(setenta e cinco) e com 16MB de RAM.

Foram feitos testes com os conjuntos de dados:imugerados aleatoriamente e
dados de plantas Iris, os mesmos utilizados por HBHKA e EBECKEN (2001) em
seu artigo.

Devido ao tamanho da base de dados e do numerdridetes destes, néo
conseguimos fazer a avaliagdo para os dados desiCamicentados por Wisconsin no
computador utilizado, pois 0 processamento foiegmaimente lento.

Na proxima secdo comentamos sobre alguns impostaetalhes do programa e
nas secgdes seguintes fornecemos uma descricdo cmaipleta dos dados, dos

resultados obtidos pelos autores e o0s obtidos tredtaho.
4.4 — Consideracgdes sobre a implementacao
4.4.1 - Populagéao Inicial

A populacgéo inicial foi de 20 cromossomos como d@sao capitulo 3. Com
cromossomos representando de 2 a 21 clusters. deaeatir que tinhamos um
cromossomo para cada numero de clusters, foi feiaa rotina (function

GeracaoCorreta - descrita no cédigo fonte no apéngiara validar a populagéo inicial
gerada aleatoriamente.
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4.4.2 - Fungao Objetivo

Utilizamos a descrita no capitulo 3, usando a migd uclidianapara computar
a distancia entre os dados. Modificamos levememariée da normalizagdo linear, pois
no Algoritmo Genético de LACERDAt al. (1999) os cromossomos séo ordenados de
forma decrescente em relacdo a Funcédo Objetivotolidee a escolha de atribuir o
valor zero a $j, se o cluster A so tivesse um elemento.

Os valores de g(e cf) foram calculados utilizando como denominador meno
de distancias entre o objatoe os demais elementos, sendo que em relacao)anap

se considera a distancia do elemento a si mesmo.

4.4.3 - Selecéo

O método de sele¢do utilizada foi o da Roleta, seswmado a constante 1 a
Funcdo Objetivo como dito no capitulo anterior.nAlga estratégia elitista.

O programa tem a op¢do de se executar o algoriemoser usada a estratégia
elitista, mas quando ela ndo foi adotada, em geralgoritmo ndo encontrou a solugéo

Otima.

4.4.4 - Operadores

Os operadores foram aplicados da seguinte forndes aselecdo pelo método da
Roleta, nos 50% primeiros genoétipos selecionadplgamos cruzamento, nos 25%
seguintes aplicamos o operador de mutacdo 1, éltmaes 25% aplicamos o operador
de mutagcdo 2. Assim para os 20 cromossomos daggdautemos :

e Do primeiro cromossomo ao décimo: somente cruzament

e Do décimo primeiro ao décimo quinto: somente mugdga

e Do décimo sexto ao vigésimo: somente mutagéo 2.
Assim cada cromossomo soO tem a aplicagdo de uropiyadores possiveis.

No caso do cruzamento, para os dez individuos qcipares), foi feito o

cruzamento entre os elementos de cada par.
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4.4.4.1 — Operadores de Mutacao

Foram utilizados os dois operadores descritos tigoarO operador 1 s6 foi
utilizado em cromossomos que representavam maieideclusters. Para o operador 2
fixou-se o limite de 21 cromossomos, ou seja, @leléfinido de forma a somente ser
aplicado a cromossomos com menos do que o numedoaée clusters (21).

No operador de mutacdo 1, optou-se por renumeraclussers com rotulo
superior ao do cluster eliminado, e fazer a majio do nimero de clusters que o
Cromossomo representa na propria rotina de apticagéperador.

No caso do operador 2, verificamos se o clusteleado para ser dividido nao
possui somente um elemento, pois, nesse caso, @icacao ndo faria sentido.
Também a renumeracdo do cromossomo e a modifickgdmimero de clusters foram
feitas nas rotinas pertinentes com a aplicacagpeoaolor.

Tanto o operador 1 quanto o 2 usaram o centrois@loaacfes dos objetos que
pertenciam ao cluster eliminado e dividido respaatente. Sendo que o operador 2
também usa o objeto mais distante do centroide giidir os elementos. O centrdide
foi calculado da maneira usual, média dos atribudlestodos os cromossomos.
Lembrando que o centrdide é como um dos objetasispo ele tem 0 mesmo nimero

de atributos dos demais objetos.

4.4.4.2 — Operador de Cruzamento

No operador de cruzamento, apds sortearmos o nudeerdusters que serao
copiados em B, verificamos se o0s clusters escahglo diferentes entre si, para
respeitar o numero sorteado.

O novo operador de cruzamento definido no artighl@e)SCHKA e EBECKEN
(2001) ndo gera cromossomos filhos com inconsigtéewtre o nimero de clusters
registrado no ultimo gene e os realmente colocadssgenes dos objetos, como visto
no capitulo 3.

Ao final da aplicacdo do operador de cruzamentmjmeramos 0S CromoSSOMos
flhos porque isso facilta a execucdo do programajs poderiamos ter um
cromossomo formado por dois clusters rotulados de 3, por exemplo, e ao

sortearmos um cluster a eliminar ou a dividir npsradores de mutacao, teriamos que
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sortear 0 gene e ndo o cluster. Além disso, a ragercomecando em um e sendo
sequencial permite melhor entendimento do cromossymquestao.

Optamos por ficar com o proprio cromossomo pai casdilho gerado
representasse apenas um cluster, ficando com cssmmo A caso iSSO ocorra com o

filho C, e com o cromossomo B caso ocorra comnho .

4.4.5 - Saida do programa

O programa retorna, ao término de sua execucaaloo &a fungdo objetivo do
melhor individuo de cada uma das 199 geracdesprejlgmo, ele exibe o melhor
cromossomo obtido pelo algoritmo e a sua funcdetiobj(que é o da geracéo 200).

Obtida essa lista de valores, podemos verificargeal geracdao ocorreu pela
primeira vez o valor do cromossomo O6timo, e assitabelecer uma analise mais

detalhada dos resultados experimentais.

4.5 — Resultados Experimentais

A eficicia do método proposto é ilustrada por HRHBE e EBECKEN (2001)
apresentando os resultados obtidos em quatro miésreconjuntos de dados: Dados
Ruspini, Dados Gerados Aleatoriamente, Dados dedeCaenfrentados e Dados de
plantas Iris. HRUSCHKA e EBECKEN (2001) utilizaram nimero maximo de
geracdes como sendo igual a 200. A distancia Hamdidoi usada como a métrica para
calcular as dissimilaridades entre os objetos. ftesam 10 experimentos simulados
em cada conjunto de dados e a Figura 4.1 mostrasatados obtidos — considerando
o0 numero de geracbes até que o melhor valor daddurapjetivo foi primeiro
encontrado.

Na Figura 4.2, temos os dados obtidos nos expaaseia tese.

105



Desvio

Simulacéo 1 20 3 4 5 6 7 8 D 1Meédia .

Padrao
Ruspini 13/24|61|28|73(83|45|54|33|30| 44 22,8
Gerados

_ 14111/12|16|14(13| 4 | 12| 8 | 16| 12 3,7
Aleatoriamente

Dados de Cancer30 | 2717251262133 25|13| 39 26 7.5
Dados lris 3§16 8 | 27|19|17|22|27|32| 13| 22 9.1

Figura 4.1 — Numero de geragfes até que o maisalio da funcao
objetivo é encontrado - HRUSCHKA e EBECKEN (2001) .

_Desvio
Simulacéo 1 2, 31 4 5 6 71T 8 9 10 Méda  _
Padrao
Ruspini 42| 76| 13158 | 99| 53| 78 78 29 40 68,1 30,6
Gerados
11| 5| 11| 8| 14 9| 10 12 4§ 8 9.6 2.5
Aleat.

Dados Iris 151 28 14 20 18 18 P 8 |8 19 152 6|3

Figura 4.2 — Numero de geragfes até que o maisalio da funcao
objetivo é encontrado - obtido nos experimentotede.

4.5.1 — Exemplo 1 — Dados Ruspini

A primeira simulacdo foi feita com os bem conhesidtados Ruspini. Existem 75
objetos descritos por dois atributos {x, y}. O Garing correto é formado por quatro
grupos. O CGA encontrou o Clustering correto em iané&pos 44 geracdes nos
experimentos dos autores, com um valor da fungfivwbigual a 0,74.

Nos experimentos da tese, encontramos o0 mesmo palar a fungcdo objetivo. O

nuamero médio de geracdes foi de 68,1.

Segundo os autores, silhuetas maiores do quar@i¢am que uma estrutura forte tem
sido encontrada.
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4.5.2 — Exemplo 2 — 200 Objetos Gerados Aleatotiaene

A segunda simulacdo foi feita com 200 objetos descrpor duas varidveis
geradas aleatoriamente. Trés grupos foram construddem cada grupo os pontos
foram gerados de acordo com uma distribuicdo eaférdormal de duas variaveis com
vetor média m = (g m) e desvio padréo s para ambos x e y:

Grupo 1: 120 objetos,yw 0, iy = 10, s = 1,7.

Grupo 2: 60 objetos, o+ 20, j =12, s=0,7.

Grupo 3: 20 objetos, o+ 10, iy = 20, s = 1,0.

O CGA encontrou o Clustering correto em meédia af8s geracdes nos
experimentos dos autores com um valor de funcé&etiedjigual a 0,82, que indica que
uma estrutura forte foi encontrada.

Nos experimentos da tese, também obtivemos o mesioo para a funcéo
objetivo, e 0 nimero médio de geracdes foi de 9,6.

4.5.3 — Exemplo 3 — Dados de Cancer enfrentado$\smonsin

Cada objeto tem 9 atributos e um rétulo de classsociado (benigno ou
maligno). As duas classes sdo conhecidas com sEsdparaveis linearmente. O
namero total de objetos é: 699 (458 benignos er2dlignos), dos quais 16 tém uma
caracteristica perdida. Os autores removeram e$tesobjetos e usaram o0s
remanescentes ndo considerando o rétulo de cl@s$&GA encontrou dois clusters
apos 26 geragcdes com um valor de funcéo objetival & 0,59.

Segundo os autores, um coeficiente de silhueta ¢oy1; 0,70] indica que uma
estrutura razoavel foi encontrada. Entretanto, preaisdo de 95,9% foi obtida, que é
significativamente melhor do que os resultadosrdescem trabalhos anteriores.

N&o foi possivel realizar os testes para esse mmnfle dados, pois o tempo de
processamento foi extremamente longo devido a@étewnamero de objetos, niumero
de atributos e recursos computacionais disponiveis.

Até mesmo no trabalho de HRUSCHKA e EBECKEN (2004)tempo de
processamento para os dados de Céancer foi constteesmte maior do que para todos
0S outros conjuntos de dados.

Eles utilizaram um Pentium 233 MHz com 32 MB de meanRAM. Para os

dados Ruspini, o tempo de processamento foi deg@ndes, enquanto que para 0s
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dados de Céncer, o tempo de processamento foi mheBos e 4 segundos (184
segundos), o que significa um aumento de 6133,33%.

4.5.4 — Exemplo 4 — Bases de Dados de plantas Iris

Esta base de dados consiste de 3 classes (Sesysaolour e Virginica) com 50
exemplos de cada classe. Existem 4 atributos ¢(argucomprimento da pétala e da
sépala). A classe Setosa é linearmente separéavalatnais, ao passo que as classes
Versicolour e Virginica ndo séo linearmente sepgisAuma da outra. O CGA dos
autores encontrou somente dois clusters ap0s 22dgs em média, com um valor de
funcdo objetivo igual a 0,68 que indicaria que uesdrutura razoavel teria sido
encontrada. Entretanto, o CGA ndo encontrou o €lust correto. Realmente, o CGA
separou 0s objetos da primeira classe - Setosa -odtros. Para esse conjunto de
dados, os autores afirmam que trabalhos anteri@resncontrado, também, somente
dois clusters.

Nos experimentos da tese, também encontramos serderg clusters com o
mesmo valor relatado para a fungdo objetivo. Cormumero médio de geracdes de
15,2. O algoritmo apenas acertou a separacdo daeclinearmente separavel,

mantendo os demais objetos num mesmo cluster.

455 — Anélise dos resultados

Pelas Figuras 4.1 e 4.2, podemos perceber que @aralados gerados
aleatoriamente o algoritmo consegue encontrar gt€lng correto com 0s menores
nameros de geracao, e que o seu desvio padraceéar oe todos.

Isso decorre do fato dos clusters existentes natosdeaaleatérios serem
relativamente mais densos e espacados entre suelag demais, o que pode ser
percebido graficamente (Figuras 4.3 e 4.4) e palor\elevado obtido para a fungao
objetivo, 0,82.

Os clusters mais bem definidos dos dados aleat@oosgpensam o tempo de
avaliacdo maior que os cromossomos de 200 objetosssitam em relacdo aos 75
objetos dos dados Ruspini.
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Figura 4.3 - Dados gerados Aleatoriamente.

Em relacdo aos dados da Figuras 4.1 e 4.2 paradws dRuspini, podemos ver
gue os numeros de geragcfes variam muito, tendo eanecdo maxima 70 geracdes
(83 - 13) nos experimentos dos autores, isso oquorgue 0s clusters dos dados
Ruspini ndo sdo tdo bem definidos quanto os dogsdgerados aleatoriamente. Assim,
0 numero de geracdes até alcancar o valor maisdaltduncdo objetivo depende
fortemente da populacéo inicial sorteada.
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Figura 4.4 - Dados Ruspini

Para os dados Iris, a existéncia de uma classariiemte separavel da outra
possibilita encontrar o valor maximo para a fungietivo em um nimero de geracoes
relativamente mais baixo do que para os dados Ruseém de um desvio padrdo

também bem menor.
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A diferenca entre os dados obtidos pelos automssabtidos neste trabalho pode
ser devida a natureza aleatdria dos Algoritmos BE# e a alguns detalhes de
implementacdo ndo mencionados no artigo, para a®sdd&Ruspini, 0S autores
encontraram menores valores para a média de geracfara o desvio padrdo, em
compensacdo, para os dados gerados aleatoriamerngarae os dados Iris, 0sS
experimentos da tese encontraram os valores magsh@ara estas variaveis.

De qualquer forma, este trabalho conseguiu verificaficacia do método, pois
em todas as execucdes foi encontrado o valor mgarea funcdo objetivo.

4.6 — Avaliagdo do método implementado

Analisando o método em relacdo aos requisitos que método ideal de
Clustering deve atender, podemos fazer as seguotsgleracoes:

e O maior mérito do algoritmo proposto, segundo nosginido, € a
identificacdo do numero de clusters e do Clusteserg a necessidade de que
o usuario forneca qualquer pardmetro de entradenoGomos, isto é algo
raro nos algoritmos existentes, ou temos que dana referéncia do nimero
de clusters desejado, ou o algoritmo retorna umpaue clusters possiveis,
ou ainda definimos algum parametro que definirdliomite para considerar
0s objetos como pertencendo ou ndo a um determeiasker;

e O conjunto de dados gerados aleatoriamente indiea espeitado algum
limite, o algoritmo € capaz de identificar clustete tamanhos variados.
Acreditamos que seja devido a largura de silhueidianusada como fungéo
objetivo;

e O fato dos operadores e da fungdo objetivo trateim@om centroides e com
a distancia Euclidiana, tornam o algoritmo maio apidentificar clusters de
forma esférica;

e Da forma como esté definida a fungcédo objetivo, goitimo sé é capaz de
trabalhar com dados numéricos;

e Fizemos algumas avaliagbes variando a ordem dassdaderificamos que o

algoritmo € insensivel a ordem de apresentacambiesos. O que de certa
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forma era esperado devido a capacidade dos AlgusitGenéticos de
explorar diversas regides do espaco de busca amealnente.

O algoritmo é sensivel a presenca de ruidos cosfeerificamos nos testes
feitos, onde incluimos dados bem afastados dos islerhapresenca de
determinados ruidos faz com que o Clustering obsda completamente
equivocado. Isto se deve ao fato da fungdo objetivdos operadores
trabalharem com valores médios (centrdide), ondpigr® numero de tais
ruidos pode, substancialmente, influenciar o vaiédio;

O método nédo é bem escalavel, pois 0 cromossorsoecliaearmente com o
namero de objetos e os célculos envolvidos na mdetacdo da funcdo
objetivo requerem que para cada objeto se computistancia dele em
relagdo a todos os demais, isso para cada cromossomcada uma das
geracdes (ver comentario sobre os dados de Caiesnpém o aumento do
namero de atributos causa um aumento considerdeeltempo de

processamento, ja que o maior consumidor de tempigoritmo é o célculo

da funcéo objetivo;

A representacao utilizada no método é de facilrelteento e os resultados

séo apresentados de forma bastante simples.
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CAPITULO 5

CONCLUSOES

Neste trabalho apresentamos um estudo detalhadee smbproblema de
Clustering. Descrevemos o que é o problema de e€fingt suas aplicacbes, as
dificuldades para encontrar o Clustering corresoestruturas de dados utilizadas pelos
algoritmos de Clustering, os tipos de dados quesmoexistir nas bases de dados, as
medidas de similaridade adequadas a cada tipodie das métodos de Clustering.

O enfoque principal foi sobre as novas metodolod@a<£Ilustering, mas também
tratamos das abordagens tradicionais. Destacamgsrira@pais caracteristicas das
metodologias; 0s conceitos em que se baseiamvanésgens; suas desvantagens; e 0
uso mais adequado para as mesmas, inclusive foea@®mparacées em termos de:
eficiéncia dos algoritmos, precisdo, complexidadscalabilidade, flexibiidade para
lidar com tipos variados de dados, conhecimentovigpréxigido para utilizar os
meétodos, e robustez na presenca de ruidos e cagdoeh ordem de apresentacao dos
dados.

Como vimos, ainda € necessaria muita pesquisabéténms um método que seja
capaz de atender a todos o0s requisitos desejagess pm método de Clustering,
principalmente com respeito aos requisitos relados a escalabilidade, ao
conhecimento prévio necessario, a robustez nargr@sie ruidos, e a identificacdo do
nuamero apropriado de clusters.

O interesse nas técnicas de Clustering € crescert&, muitos trabalhos sendo
desenvolvidos. A pesquisa sobre o problema de é€2ingtvoltou a ter muito destaque
com o surgimento da area de data mining, razdo qpedh o enfoque em relacdo a
complexidade e a escalabilidade estdo sempre pessars trabalhos recentes.

Também as disciplinas em que tais técnicas podenut§eadas ampliam-se

cada vez mais.
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Parte dos desafios € identificar novas aplicac@®a ps técnicas existentes, e
desenvolver novas técnicas para dominios de afficaigadicionais e novos,
principalmente os ligados a internet.

Na segunda parte do trabalho, implementamos eam@di uma abordagem para
Clustering de dados baseado em Algoritmos Genétmas é capaz de encontrar o
namero de clusters e o Clustering correto parauobog de dados.

Os Algoritmos Genéticos tém se mostrado bastangés Gta resolugdo de
problemas de dificil solucao.

E crescente o interesse na utilizacdo de técniegsadas nos conceitos da
evolugcdo das espécies. Este interesse deu orig€ondputacdo Evolucionéria”, area
do conhecimento onde os Algoritmos Genéticos skiant As aplicacfes de tais
técnicas tém sido bastante amplas.

O método implementado veio, mais uma vez, confirrmahabilidade dos
Algoritmos Genéticos em lidar com problemas congsex

A principal vantagem da abordagem implementadanduaomparada a outras
metodologias de Clustering propostas na literatérgue ela é capaz de identificar o
namero de clusters e o Clustering de um conjuntalatids sem que seja informado
gualquer parametro de entrada, conforme demonspalds resultados experimentais
obtidos. Ela também atende a outros requisitos jdlese para os métodos de
Clustering, tais como a insensividade a ordem tla@a dos dados, por exemplo.

O método implementado mostra-se bastante promisgwincipalmente

Um caminho possivel para torna-lo mais escalaveltilar as técnicas de
amostragem presentes em muitos métodos de Clgst@irro, € a busca por fungdes
objetivos mais simples, ja que a funcdo objetivainé dos principais fatores que
limitam a escalabilidade devido ao seu calculoifese.

Essa busca por melhores critérios de Clustering p@inbém, dar ao Algoritmo
Genético de Clustering habilidade para identifddasters de formas arbitrarias.

E possivel, também, pesquisar implementacbes [arale Algoritmo Genético
de Clustering dividindo o algoritmo entre variosnmputadores que passariam a
trabalhar com pequenas subpopulacdes ao invésaénioa populacdo grande.

Tanto a area de Clustering de Dados quanto a daitiigps Genéticos estdo em

intenso desenvolvimento o que demonstra a atualidadrelevancia da presente Tese.
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APENDICE

CGA

A.1 - Arquivo CGA.pas

unit CGA;

interface

uses
Windows, Messages, SysULtils, Classes, Graphistr@ls, Forms, Dialogs,
Math,StdCtrls, ComCitrls;

const
{ O valor de MaxCromo tem que ser maior ou igudlamCromo }
MaxCromo = 76;
{ TamCromo-1 representa o niumero de objetos algsterizado }
TamCromo= 76;

{ MaxPop tem que ser, no minimo, uma unidade n@gue TamPop para permitir
a inclusdo do melhor individuo da geracao antério

MaxPop= 21,

TamPop= 20;

NumMaxClusters= 21;
MaxGeracao= 200;
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type
Cromossomo = array[0..MaxCromo-1] of shortint;

Individuo = Record
Cromo: Cromossomo;
FO: double;

Aptidao: double;
AptAcum: double;
end;

Populacao = array[0..MaxPop-1] of Individuo;

{ Alterar se forem utilizados dados de maioresatisdes }
Dados = array[0..TamCromo-2, 0..1] of Real;

TForm1 = class(TForm)
btnExeAG: TButton;
chkElitismo: TCheckBox;
memExibePCO: TMemo;
ProgressBarl: TProgressBar;
procedure btnExeAGClick(Sender: TODbject);

private

{ Private declarations }
public

{ Public declarations }

end;

Const

{ Dados Ruspini }

Exemplo: Dados = (

(4 ,53), (5, 63), (10,59), (9, 77), (13,49),
(13,69), (12,88), (15,75), (18,61), (19,65
(22,74), (27,72), (28,76), (24,58), (B),5
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(28,60),
(28,147),
(41,150),
(44,156),
(49,152),
(54,124),
(85,96),
(98,124),
(110,111),
(70,4),
(78,16),
(66,23),
);

var

(30,52),
(32,149),
(38,145),
(44,149),
(50,142),
(60,136),
(78,94),
(99,119),
(108,116),
(77,12),
(66,18),
(61,25),

Forml: TFormil;

P1,P2: Populacao;

(31,60),
(35,153),
(38,143),
(44,143),
(53,144),
(63,139),
(74,96),
(99,128),
(111,126),
(83,21),
(58,13),
(76,27),

PC,PA, Temp: "Populacao;

(32,61), (3,7

(33,154), 38,(51),
(32,143), 34,041),
(46,142), 47,049),
(52,152), 55,(55),
(86,132), 85,(15),

(97,122), (Gh),

(101,115)108,111),
(115,117§117,115),
(61,15), (69,15

(64,20), (69,2
(72,31), (6,3

{ Armazena o numero dos individuos selecionados }

sel: array[0..MaxPop-1] of integer;

{ Alterar se forem utilizados dados de maioresatisdes }

Centroides: array[1..NumMaxClusters, 0..1] of bleu

{ Numero de elementos em cada cluster }

elementos: array[1..NumMaxClusters] of integer;

implementation

{$R *.DFM}
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procedure Inicializa;
begin
with Form1.ProgressBarl do
begin
Max:= MaxGeracao;
Min:= 1;

end;

PA:= Nil;
PC:= Nil;

PA:= @P1;
PC:= @P2;
end;

function GeracaoCorreta(Cromoaux: Cromossomo):daon|
var
aux, ClusterJaRegistrado: boolean;
I, , kK, ClustersExistentes, Clusters : integer;
ListaClusters: array [1..NumMaxClusters] of shurt

begin
aux:= False;
ClusterJaRegistrado:= False;
ClustersExistentes:= 0;

Clusters:= Cromoaux[TamCromo-1];

for k:= 1 to NumMaxClusters do
ListaClusters[k]:= 0;

for i:= 0 to TamCromo-2 do
begin
{ Verificando se o Cluster ja foi armazenado}
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for ;= 1 to NumMaxClusters do
if (Cromoaux(i] = ListaClustersj])
then ClusterJaRegistrado:= True;
if (Not ClusterJaRegistrado)
then begin

ClustersExistentes:= ClustersExistentes + 1;

ListaClusters[ClustersExistentes]:= Cromogux[

end;

ClusterJaRegistrado:= False;

end;

if (ClustersExistentes = Clusters)

then aux:= True;

GeracaoCorreta:= aux;
end;

procedure Populacaolnicial;
var

I, ] integer;

begin

for i:= 0 to TamPop-1 do

begin
{ Namero de Clusters do Cromossomo }
PCAil.Cromo[TamCromo-1]:= 2 + i;

repeat
for ;= 0 to TamCromo-2 do
{ Os Rotulos dos Grupos comecam em 1}
PCAi].Cromo[j]:= Random(2+i) + 1;

until GeracaoCorreta(PC”[i]. Cromo);
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end;
end;

function Calcula_distancia_Objetos(objetol, objeintzger): double;
var

distancia: double;

begin
{ Alterar se forem utilizados dados de maioresatisdes }
{ Euclidiana }
distancia:= Sqgr(Exemplo[objeto1,0] - Exemplo[abj&0]);
distancia:= distancia + Sqr(Exemplo[objetol, Exemplo[objeto2,1]);
distancia:= Sqgrt(distancia);

Calcula_distancia_Objetos:= distancia;
end,;

function Calcula_a(Cromoauxi: Cromossomo; objatteger): double;
var
i, elementos_a: integer;

distancia_a, distancia_acum: double;

begin
distancia_acum:= 0.0;

elementos_a:= 0;

for i:= 0 to TamCromo-2 do
{ se o elemento i estd no mesmo cluster da@pbgntao calculamos
a distancia do objeto ao elemento i}
if (Cromoauxi[i] = Cromoauxi[objeto])
then begin

distancia_a:= Calcula_distancia_Objetos(eto;
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distancia_acum:=distancia_acum + distancia_a,;
elementos_a:= elementos_a + 1;

end;

elementos[Cromoauxi[objeto]]:= elementos_a,;

if (elementos_a > 1)

then elementos_a:= elementos_a - 1;

Calcula_a:= distancia_acum/elementos_a;

end;

function Calcula_c(Cromoauxi: Cromossomo; objetoster: integer): double;
var
i, elementos_c: integer;

distancia_c, distancia_acum: double;

begin
distancia_acum:= 0.0;

elementos_c:=0;

for i:= 0 to TamCromo-2 do

{ se o elemento i ndo estd no mesmo clusterjito, entdo calculamos

a distancia do objeto ao elemento i}

if (Cromoauxi[i] = Cluster)

then begin
distancia_c:= Calcula_distancia_Objetos(jetm);
distancia_acum:=distancia_acum + distancia_c;
elementos_c:=elementos_c + 1;

end;

Calcula_c:= distancia_acum/elementos_c;
end,;
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function FuncaoObjetivo(Cromoaux: Cromossomo): dieub
var
a, b, s: array[0.. TamCromo-2] of double;
c: array[0..TamCromo-2, 1..NumMaxClusters] of bley
minimo, soma: double;

i, J, Clusters: integer,

begin
for i;== 0 to TamCromo-2 do

a[i]:= Calcula_a(Cromoaux,i);

Clusters:= Cromoaux[TamCromo-1];

for i;== 0 to TamCromo-2 do
for j;:= 1 to Clusters do

c[i,j]:= Calcula_c(Cromoaux,i,));

for i;== 0 to TamCromo-2 do
begin

minimo:= 1e99;

for j;== 1 to Clusters do
if (Cromoaux[i] <> j)
then
if (c[i,j] < minimo)

then minimo:= c[i,j];

b[i]:= minimo;

end;

for i:= 0 to TamCromo-2 do
{ se elementos de a = 1, significa que s6 tgoprio elemento no cluster,
nesse caso a escolha mais neutra é s[il:= 0.0 }
if (elementos|i] = 1)
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then s[il:= 0.0
else s[i]:= (b[i] - a[i])/Max(a[i],b[i]);

soma:= 0.0;

for i-= 0 to TamCromo-2 do

soma:= soma + S[i];

FuncaoObjetivo:= soma/(TamCromo-1);
end,;

procedure AvaliacaoPop;
var

I integer,

begin
for i:= 0 to TamPop-1 do
PC[i].FO:= FuncaoObjetivo(PC"[i].Cromo);
end,;

procedure SortPop(i: integer);
var
J, ki integer;

aux: Individuo;

begin
for j;:= TamPop-2+i downto 0 do
fork:=0tojdo
if (PC/[k].FO < PC/k+1].FO)
then begin
aux:= PCNK];
PCAK]:= PC[k+1];
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PC/Nk+1]:= aux;
end,

end;

procedure Ranking;
var
minimo, maximo: double;

I integer,

begin
maximo:= PC"[0].FO;
minimo:= PCATamPop-1].FO;

for i:= 0 to TamPop-1 do
{ Como foi ordenado de forma decrescente deté@,que ser TamPop-1, sendo
o de maior FO se tornaria o de menor Aptidao}
PCAi].Aptidao:= (Tampop-i)*(maximo - minimo)&mPop;

end;

procedure Relatorio(k: integer);
begin

forml.memExibePCO.text:= forml.memExibePCO.text® valor da FO na
GERACAO '+IntToStr(k)+ ' foi: '+ FloatToStr(PCN®O)+ . *;

end;

procedure SwapPop;
begin

Temp:= PC;

PC:= PA,

PA:= Temp;

end;
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function Roleta: integer;
var
SomaAcum, n: double;

J: integer;

begin
SomaAcum:= PANTamPop-1].AptAcum;
n:= SomaAcum*Random,;
J:=0;

while (n > PAM[j].AptAcum) do
=i+

Roleta:=j;

end;

procedure Selecao;
var

i, k: integer;

begin

{ Soma +1 porque a selecao pelo método da Ro&ggermite FO negativas }

PANO].AptAcum:= PAM0].Aptidao + 1;
for i:= 1 to TamPop-1 do

PAMi.AptAcum:= PAN[i-1].AptAcum + PANi].Aptdao + 1;

{ Individuos selecionados }
for i:= 0 to TamPop-1 do
sel[i]:= roleta,;

for k:= 0 to TamPop-1 do
for i:z= 0 to TamCromo-1 do
PCAk].Cromoli]:= PAN[sel[k]].Cromo[i];
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end;

procedure Zera_Centroides;
var

I, ] integer;

begin
{ Alterar se forem utilizados dados de maioresatisdes }
for i:= 1 to NumMaxClusters do
forj;=0to 1 do
Centroidesi,j]:= 0.0;
end,;

procedure Soma_objetos(cluster, objeto: integer);
begin
{ Alterar se forem utilizados dados de maioresatisdes }

Centroides]cluster,0]:= Centroides|cluster,0] xefplo[objeto,0];
Centroides|cluster,1]:= Centroides|cluster,1]xefplo[objeto,1];

elementos|cluster]:= elementos|cluster] + 1;

end;

procedure Calcula_Centroide(cluster: integer);
begin

if (elementos|cluster] <> 0)

then begin

{ Alterar se forem utilizados dados de maiatiesensdes }

Centroides|cluster,0]:= Centroides|cluster @Jfeentos|cluster];

Centroides|cluster,1]:= Centroides|cluster leJfeentos|cluster];

end;
end;
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function Calcula_distancia_Centroide(cluster, abj@iteger): double;
var

distancia: double;

begin
{ Alterar se forem utilizados dados de maioresatisdes }
{ Euclidiana }
distancia:= Sgr(Centroides][cluster,0] - Exempitg¢to,0]);
distancia:= distancia + Sqr(Centroides|cluster Ekemplo[objeto,1]);
distancia:= Sqgrt(distancia);

Calcula_distancia_Centroide:= distancia,
end,;

function Identifica_cluster_mais_proximo(objeto,iero_Clusters: integer):integer;
var
J, I, maisproximo: integer;

distancia, auxdist: double;

begin
{ Alocando os objetos com zero nos Clusters magimos }
=1

{ Encontrando o primeiro grupo / Pulando o cludtse esse foi eliminado }
while (elementos]j] = 0) do
=i+ 1

maisproximo:= j;
{ Calculando a distancia em relacao ao primeiro}

distancia:= Calcula_distancia_Centroide(j,0bjeto)

for i:= j+1 to Numero_Clusters do
if (elementos[i] <> 0)
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then begin
auxdist:= Calcula_distancia_Centroide(i,abjet

if (auxdist < distancia)
then begin
maisproximo:= i;
distancia:= auxdist;
end;
end;

Identifica_cluster_mais_proximo:= maisproximo;

end;

procedure CrossOver;

var
i, kK, j, m, aux, maisproximo: integer;
NumeroClustersCopiar,NumeroClustersaModificarA,
NumeroClustersaModificarB: integer;
JaTem, EhNaoModificado, TudoUm: boolean;
FilhoC, FilhoD: Cromossomo;
distancia,auxdist: double;
ClustersCopiar: array[1..NumMaxClusters] of simbyt
ClusterBaModificar: array[1..NumMaxClusters] dibstint;
ClusterAaModificar: array[1..NumMaxClusters] diostint;

begin
k:=0;

while (k < 10) do

begin
for i:= 1 to NumMaxClusters do
begin
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ClustersCopiarf[i]:= 0;

ClusterBaModjficar([i]:= 0;

ClusterAaModificar[i]:= O;
end;

for i:= 0 to TamCromo-1 do

begin
FilhoCli]:= 0;
FilhoD[i]:= 0;
end;

NumeroClustersCopiar:= Random(PC/[k].Cromo[Taamb-1] - 1) + 1;
=1
ClustersCopiar[1]:= PC7[Kk].Cromo[Random(TamCm)];

while (j < NumeroClustersCopiar) do
begin
JaTem:= False;

aux:= PC/k].Cromo[Random(TamCromo-1)];

{ Verificando se o Cluster ja foi seleciongdo
fori:=1tojdo
if (ClustersCopiar[i] = aux)
then JaTem:= True;
if Not JaTem
then begin
=i+ 1
ClustersCopiar[j]:= aux;
end;
end;

NumeroClustersaModificarB:= 0O;

{ Criando lista de grupos que serdo modificaginsB}

for i:= 0 to TamCromo-2 do
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begin
JaTem:= False;

{ Verificando se o Cluster é um dos selecimsa}
for j;== 1 to NumeroClustersCopiar do

if (PCM[K].Cromo[i] = ClustersCopiarfj])

then begin

{ Verificando se o Cluster j& foi insevid
for m:= 1 to NumeroClustersaModificarB do
if (PCM[k+1].Cromoli] = ClusterBaModitar[m])

then JaTem:= True;

if Not JaTem

then begin
NumeroClustersaModificarB:= NumeroCéwsaModificarB + 1;
ClusterBaModificar[NumeroClustersaMadifB]:= PC/[k+1].Cromoli];
JaTem:= False;

end,;

end;
end;

{ Incluindo no FilhoC os grupos escolhidos d¢ A
for i:= 0 to TamCromo-2 do
{ Verificando se o Cluster é um dos selecimsa}
for j;== 1 to NumeroClustersCopiar do
if (PC/K].Cromo[i] = ClustersCopiarf[j])
then FilhoC[i]:= PC/[k].Cromoli];

{ Incluindo no FilhoC os grupos ndo modificadtesB }
for i:= 0 to TamCromo-2 do
begin

EhNaoModificado:= True;

{ Verificando se o Cluster é um dos modificad
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for j:= 1 to NumeroClustersaModificarB do
if (PCM[k+1].Cromoli] = ClusterBaModificg}]

then EnNaoModificado:= False;

if EhNaoModificado
then FilhoC[i]:= PC/[k+1].Cromo[i];
end;

{ Determinando os centroides dos Clusters gataram }

Zera_Centroides;

for i:= 1 to NumMaxClusters do

elementos[i]:= 0;

for i:= 0 to TamCromo-2 do
if (FilhoC[i]<>0)
then Soma_objetos(FilhoCJi],i);

for i:= 1 to NumMaxClusters do

Calcula_Centroide(i);

{ O objeto pertencera ao cluster com o cen&r@igis préximo }
for m:= 0 to TamCromo-2 do
if (FilhoC[m]=0)
then FilhoC[m]:= Identifica_cluster_mais_piog(m, NumMaxClusters);

{ Reordenando FilhoC }
for i:= 1 to NumMaxClusters do

elementos[i]:= 0;

j=0;

{ Usando o vetor de elementos para guardaroamzcdo da numeracdo dos cluster }

for i:= 0 to TamCromo-2 do

133



{ Se ndo colocamos nada ainda na posicadudtec do objeto i, definimos o seu
rétulo como sendo o préximo }
if (elementos[FilhoC]Ji]] = 0)
then begin
=i+ 1
elementos[FilhoCli]]:= j;

end;

FilhoC[TamCromo-1]:= j;

{ Renumerando os clusters }
for i:= 0 to Tamcromo-2 do
FilhoCl[i]:= elementos[FilhoC[i]];

NumeroClustersaModificarA:= O;

{ Criando lista de grupos que serdo modificagimsA}
for i:= 0 to TamCromo-2 do
begin

JaTem:= False;

{ Verificando se o Cluster é um dos selecimsa}
for j:== 1 to NumeroClustersaModificarB do
if (PCMk+1].Cromoli] = ClusterBaModificg}]
then begin

{ Verificando se o Cluster j& foi insevid
for m:= 1 to NumeroClustersaModificarA do
if (PC/K].Cromoli] = ClusterAaModificgm])

then JaTem:= True;

if Not JaTem
then begin
NumeroClustersaModificarA:= NumeroCarsbModificarA+1;

134



ClusterAaModificar[NumeroClustersaMaahif A]:= PC/[K].Cromoli];
JaTem:= False;
end,;
end,
end;

{ Incluindo no FilhoD os grupos modificados B¢
for i:= 0 to TamCromo-2 do
{ Verificando se o Cluster é um dos modificad
for j:== 1 to NumeroClustersaModificarB do
if (PC"k+1].Cromoli] = ClusterBaModificg}]
then FilhoD[i]:= PC/[k+1].Cromo[i];

{ Incluindo no FilhoD os grupos ndo modificadtesA }
for i:= 0 to TamCromo-2 do
begin

EhNaoModificado:= True;

{ Verificando se o Cluster é um dos modificad
for j:== 1 to NumeroClustersaModificarA do
if (PCM[K].Cromo[i] = ClusterAaModificar([)]
then EhNaoModificado:= False;

if EhNaoModificado
then FilhoD[i]:= PCA[k].Cromoli];
end;

{ Determinando os centroides dos Clusters gataram }

Zera_Centroides;

for i:= 1 to NumMaxClusters do

elementos]i]:= 0;
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for i:== 0 to TamCromo-2 do
if (FilhoD[i]<>0)
then Soma_objetos(FilhoDJi], i);

for i:= 1 to NumMaxClusters do
Calcula_Centroide(i);

{ O objeto pertencera ao cluster com o cen&r@igis préximo }
for m:= 0 to TamCromo-2 do
if (FilhoD[m] = 0)

then FilhoD[m]:= Identifica_cluster_mais_pmow(m, NumMaxClusters);

{ Reordenando FilhoD }
for i:= 1 to NumMaxClusters do

elementosi]:= 0;

:=0;

{ Usando o vetor de elementos para guardafoammacédo da numeracéo dos cluster

for i:= 0 to TamCromo-2 do
{ Se ndo colocamos nada ainda na posicadudtec do objeto i, definimos o seu
rétulo como sendo o préximo }
if (elementos[FilhoDJi]] = 0)
then begin
j=+1
elementos[FilhoDJi[]:= j;
end;

FilhoD[TamCromo-1]:= j;

{ Renumerando os clusters }
for i:= 0 to Tamcromo-2 do
FilhoD[i]:= elementos[FilhoDl[i]];
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{ Se o filho gerado s6 possui um cluster, aliegcartado }
TudoUm:= True;
for i:= 0 to TamCromo-2 do

if (FilhoC[i] <> 1)

then TudoUm:= False;

{ Copiando FilhoC para PC/[K]}
if Not TudoUm
then
for i:z= 0 to TamCromo-1 do
PCA[k].Cromoli]:= FilhoCli];

{ Se o filho gerado s6 possui um cluster, aliegcartado }
TudoUm:= True;

for i:= 0 to TamCromo-2 do
if (FilhoD[i] <> 1)
then TudoUm:= False;

{ Copiando FilhoD para PC"k+1]}
if Not TudoUm
then
for i:= 0 to TamCromo-1 do
PCA[k+1].Cromol[i]:= FilhoD[i];

{ Avanco de 2 em 2}
k= k+2;
end;
end;

procedure Calcula_Centroide_Clusters(ClusterElidonandivi: integer);
var

I integer,
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begin
Zera_Centroides;

for i:= 1 to NumMaxClusters do

elementos]i]:= 0;

for i:= 0 to TamCromo-2 do
{ N&o é necessario calcular o centrdide dotefusiminado }
if (PCAindivi].Cromol[i] <> ClusterEliminado)

then Soma_objetos(PC/[indivi].Cromoli], i);

for i:== 1 to NumMaxClusters do
Calcula_Centroide(i);
end;

procedure AlocaNoClusterMaisProximo(indivi,objeitdeger);
begin
{ O objeto pertencera ao cluster com o centréides préximo }
PCA[indivi]. Cromo[objeto]:= Identifica_cluster_msaproximo(objeto,
PCA[indivi].Cromo[TamCromo-1]);
end;

procedure Aplica_Mutacaol(individuo: integer);
var

i, ClusterAeliminar: integer;

begin

{ O operador de mutagéo 1 elimina um grupo esdolaleatoriamente,

ele somente pode ser aplicado a cromossomogpueEsentam mais de 2
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clusters }

if (PCAindividuo].Cromo[TamCromo-1] > 2)

then begin
{ Random retorna de zero a (NummaxClustergdy,isso é somado 1}
ClusterAeliminar:= Random(PC"[individuo].Crom@mCromo-1]) + 1;
{ Identifica os centrdides dos clusters, mepars 0 que sera eliminado }

Calcula_Centroide_Clusters(ClusterAeliminadjviduo);

{ Coloca os objetos do cluster eliminado nastErs que possuem o
centrdide mais proximo }
for i:= 0 to TamCromo-2 do

if (PCA[individuo].Cromo[i] = ClusterAeliming

then AlocaNoClusterMaisProximo(individuo,i);

{ Diminuindo o numero de Clusters }
PCAindividuo].Cromo[TamCromo-1]:= PC/[individliCromo[TamCromo-1] - 1;

{ Renumerando o cromossomo }
for i:= 0 to TamCromo-2 do
if (PCA[individuo].Cromo[i] > ClusterAeliming
then PC/[individuo].Cromo[i]:=PC"[individud}romoli] - 1;
end;

end;

procedure Calcula_Centroide_Cluster_Dividir(Clusteidido, indivi: integer);
var

I integer,

begin
Zera_Centroides;

for i;== 1 to NumMaxClusters do
elementos]i]:= 0;
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for i:= 0 to TamCromo-2 do
{ Nao é necessério calcular o centréide dosteis que nao foram divididos }
if (PC/indivi].Cromol[i] = ClusterDividido)
then Soma_objetos(ClusterDividido, i);

Calcula_Centroide(ClusterDividido);

end;

function IdentificaObj_maisdistante(individuo, GleDividido: integer): integer;
var
I, J, maisdistante: integer;

distancia, aux: double;

begin

=0

{ Usado para localizar o primeiro objeto que eece ao cluster dividido }
while (PC/[individuo].Cromo[j] <> ClusterDivididodo
=i+

maisdistante:= j;

{ Calculando a distancia do primeiro objeto ercaxho em relacdo ao centrodide }

distancia:= Calcula_distancia_Centroide(Clustadio,j);

for i:= j+1 to TamCromo-2 do
if (PC/individuo].Cromo[i] = ClusterDividido)
then begin

aux:= Calcula_distancia_Centroide(Clustendio,i);

if (aux > distancia)
then begin
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maisdistante:= i
distancia:= aux;
end,
end;

IdentificaObj_maisdistante:= maisdistante;

end;

procedure DivideElementos(indivi,objeto,ClusterDiid,obj_maisAfastado: integer);
var

distancia, aux: double;

begin
{ Calculando a distancia em relacdo ao centraitgo }

distancia:= Calcula_distancia_Centroide(Cluskedilo,objeto);

{ Calculando a distancia em relacéo ao objets adiatante }

aux:= Calcula_distancia_Objetos(obj_maisAfastaljeto);

{ Os que estdo mais distantes do centréide a&@ @ cluster novo }

if (aux < distancia)

then PC/[indivi]. Cromo[objeto]:= PC/[indivi].Croo[TamCromo-1] + 1,
end;
procedure Aplica_Mutacao?2(individuo: integer);
var

i, J, obj_maisdistante, ClusterAdividir: integer;

begin
{ O operador de mutagéo 2 divide um grupo esdolhieatoriamente,
ele somente pode ser aplicado a cromossomogpueEsentam menos de 21
clusters, pois varios sdo 0s arrays que usanrefsséncia }
if (PCAindividuo].Cromo[TamCromo-1] < 21)
then begin
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{ Random retorna de zero a (NumMaxClusterpa},isso € somado 1 }
ClusterAdividir:= Random(PC"[individuo].CromagmCromo-1]) + 1;

j=0;

{ Contando o numero de objetos contidos notetus ser dividido }
for i:= 0 to TamCromo-2 do

if (PCAindividuo].Cromo[i] = ClusterAdivid)r

then j=j+ 1,

{ S6 faz sentido dividir o cluster que tem n@isque um objeto }

if > 1)

then begin
{ Calculando o centréide do cluster a dividir
Calcula_Centroide_Cluster_Dividir(ClusterAdiv, individuo);
obj_maisdistante:= IdentificaObj_maisdistéintividuo,ClusterAdividir);

{ Colocando os objetos do cluster divididoraucluster definido pelo antigo
centréide ou no cluster cujo centrdide éemnehto que era mais distante do
antigo centroide }

for i:= 0 to TamCromo-2 do
if (PC[individuo].Cromo[i] = ClusterAdivid)
then DivideElementos(individuo,i,Clusterdidir,obj_maisdistante);

{ Aumentando o nimero de clusters que 0 cEsmMO representa }
PCAindividuo].Cromo[TamCromo-1]:= PCA[indilio].Cromo[TamCromo-1] + 1;
end;
end;
end;
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procedure Mutacao;
var

k: integer,;

begin
for k:= 10 to 14 do
Aplica_Mutacaol(k);

for k:=15to 19 do
Aplica_Mutacao2(k);

end;

procedure ImprimeOMelhor;
var

I: integer,;
begin
forml.memExibePCO.text:=

IntToStr(PC”[0].Cromo[0]);

for i:= 1 to TamCromo-2 do

forml.memExibePCO.text '® melhor é: ' +

forml.memExibePCO0.text:= forml.memExibePCO.tekt +

IntToStr(PC"[0].Cromoli]);

forml.memExibePCO0.text:= form1l.memExibePCO0.tekt@ valor da FO é: ' +

FloatToStr(PC"[0].FO);
end;

procedure TForml.btnExeAGClick(Sender: TObject);

var
Save_Cursor:TCursor,

I integer,
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begin
Save_Cursor := Screen.Cursor;

Screen.Cursor := crHourglass;

try
Randomize;
Inicializa;
Populacaolnicial;
AvaliacaoPop;
SortPop(0);
Ranking;
Relatorio(0);

for i:= 1 to MaxGeracao-1 do
begin

SwapPop;

Selecao;

Crossover;

Mutacao;

if (chkElitismo.State = cbChecked)
then PCA[TamPop]:= PANOI;

AvaliacaoPop;

if (chkElitismo.State = cbChecked)
then SortPop(1)
else SortPop(0);

Ranking;

Relatorio(i);

Forml.ProgressBarl.Position:=i;
end;

Forml.ProgressBarl.Position:= MaxGeracao;
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ImprimeOMelhor;

finally
Screen.Cursor := Save_Cursor;
end;
end,

end.

A.2 - Arquivo CGA.dfm

object Forml1: TForml

Left = 97

Top =110

Borderlcons = [biSystemMenu, biMinimize]

BorderStyle = bsSingle

Caption = 'CGA Ruspini’

ClientHeight = 159

ClientWidth = 446

Color = cIBtnFace

Font.Charset = DEFAULT_CHARSET

Font.Color = clwWindowText

Font.Height = -11

Font.Name = 'MS Sans Serif

Font.Style =[]

Icon.Data = {
0000010001002020100000000000E802000016000000280200000004000
00000100040000000000800200000000000000000000000000000000000
0000000080000080000000808000800000008000800080880808000C0OCO
C0000000FFO000FFO00000FFFFOOFFO00000FFOOFFOOFFBFBBEFFO00000
00000000000000000000000000000000000000000000000000000000000
000000000000000000000000000000000000000B8B8B3BIERWDO0000000
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000008B8B8B8B8B3B3B3000000000000008EOB800000000B8BB000000000
08E80008B8B8BBBBB000B8B000000000SESEO07B8B8BBBBBBBB300000000
8
E8E80607B3B8BBBBBBBBBB005000000ESESE07607B8BBBBBHERBI090000
008
E800E07607B8BBBB0000D9D05000000E8O0EEEEO7607BB0O0CEDH090000008
OEEEEEE0760009D9D9D9D9D050000060EEEEEEEEQ7609D9D3DP0900000
OE
EEEEEEEEEO70D9D9D9D9D9D05000000EEEEEEEEEEEOO9DODED®M090000
00E
EEEEEEEEEEEOD9D9D9D9D9D05000000EEEEEEEEEEEEO9DODED®M09000
000E
EEEEEEEEEEEOD9D9D9D9D9D050000000EEEEEEEEEEEQ9D9DID®09000
0000
OEEEEEEEEEEOD9D9D9D9D9D05000000000EEEEEEEEE09D9MDEDO090000
000
OOOOEEEEEEEOD9D900005959000000000000000EEEE09060689890000000
000000000000095959595959500000000000000000000D9998990000000
00000000000000D9595959590000000000000000000000@E®S9000000000
0000000000000000D95959000000000000000000000000EWDO00000000
0000000000000000000000000000000000000000000000000000000FFFF
FFFFFFFFFFFFFFEOO7FFFFOO0OOFFFCO0O003FF800001FFOBEOOD0007C000
0003C0000003C0000003C0000003C0O000003C0O000003COBCO000003C000
0003C0000003C0000003EO000003FO0000003F8000003FCBPBO00003FFED
0003FFFFO003FFFF8007FFFFCOOFFFFFEO1FFFFFFO3FFFHHFBIFFFFF}
OldCreateOrder = False
PixelsPerinch = 96
TextHeight = 13
object btnExeAG: TButton
Left=8
Top=8
Width = 73
Height = 25
Caption = 'E&xecuta’
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TabOrder =0
OnClick = btnExeAGClick
end
object chkElitismo: TCheckBox
Left = 88
Top=8
Width = 57
Height = 25
Caption = '&Elitismo’
Checked = True
State = cbChecked
TabOrder =1
end

object memExibePCO: TMemo
Left=8
Top =40
Width = 433
Height = 105
TabStop = False
Font.Charset = DEFAULT_CHARSET
Font.Color = clWindowText
Font.Height = -11
Font.Name = 'MS Sans Serif
Font.Style =[]
Lines.Strings = (

")

ParentFont = False
ReadOnly = True
ScrollBars = ssVertical
TabOrder = 2
WantReturns = False

end
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object ProgressBarl: TProgressBar
Left = 152
Top=8
Width = 289
Height = 25
Min=0
Max = 100
Smooth = True
Step=1
TabOrder = 3

end

end

A.3 - Janela do programa

A janela do programa aparece na Figura A.1, abaixo.

................................

Executa | ] Elitizmo

Figura A.1 - Janela do Programa
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