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À minha esposa, Mariana, pelo apoio incondicional e pela resiliência ao longo de

todos os anos dedicados a esse trabalho.

Aos meus familiares e amigos pela compreensão nos momentos em que estive ausente

e pelo suporte.

Aos meus orientadores, Ney Roitman e Daniel Alves Castello, pela paciência, ensi-

namentos e dedicação.

Aos professores Fernando Castro Pinto, Thiago Gamboa Ritto, além do meu orien-

tador, Daniel Alves Castello, pela permissão para o uso de computadores de alto

desempenho e de licenças de softwares comerciais no Laboratório de Acústica e
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Problemas inversos formulados sob a perspectiva Bayesiana combinam in-

formações a priori, modelos computacionais e dados experimentais, o que a torna

uma abordagem promissora para sistemas estruturais. Entretanto, a formulação

Bayesiana “padrão”exige a definição de uma função de verossimilhança, que, a de-

pender das variáveis adotadas e dados medidos, pode ser de dif́ıcil derivação. Nesse

contexto, a metodologia Approximate Bayesian Computation (ABC) oferece uma

alternativa eficaz que substitui a formulação expĺıcita da verossimilhança por uma

avaliação direta entre os dados numéricos e os dados medidos. Neste trabalho,

propõe-se uma estratégia de detecção de danos com base em seleção de modelos.

A proposta incorpora um esquema adaptativo para a tolerância dos critérios de

aceitação do algoritmo ABC-SMC Approximate Bayesian Computation - Sequential

Monte Carlo. A metodologia foi aplicada ao Benchmark Phase I da IASC-ASCE

e a uma viga de alumı́nio situada no Laboratório de Estruturas do Programa de

Engenharia Civil da COPPE/UFRJ. O objetivo é avaliar o desempenho da pro-

posta em fornecer diagnóstico acurados mesmo em cenários de incerteza, tais como

as incertezas associadas a parâmetros, ao modelo computacional e ao mecanismo de

dissipação de energia do sistema, assim como em situações de medição incompleta

e desconhecimento sobre a condição de integridade atual e pregressa do sistema. As

frequências naturais e formas modais foram as duas features adotadas para compor

as métricas de avaliação da discrepância entre os dados numéricos e observados.

Os resultados demonstram a capacidade da metodologia proposta em fornecer di-

agnósticos acurados mesmo em ambientes de incerteza paramétrica e epistêmica.
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Inverse problems governed by the Bayesian framework integrate prior informa-

tion, computational models, and experimental data, making this approach promis-

ing for structural systems. However, the traditional Bayesian formulation requires

defining a likelihood function. Depending on the chosen variables and the measured

data, this can be challenging. In this regard, the Approximate Bayesian Compu-

tation (ABC) methodology offers a compelling alternative by eliminating the need

for an explicit likelihood function, instead focusing on a direct comparison between

numerical and measured data. This work introduces a damage detection strategy

based on model selection. The approach features an adaptive scheme for determin-

ing acceptance criteria within the ABC-SMC (Approximate Bayesian Computation

– Sequential Monte Carlo) algorithm. The methodology was applied to the Bench-

mark Phase I of the IASC-ASCE, as well as to an aluminium beam located at the

Structures Laboratory of the Civil Engineering Program at COPPE/UFRJ. The

goal is to evaluate the effectiveness of the proposed strategy in delivering accurate

diagnostics even in scenarios laden with uncertainty, including uncertainties related

to parameters, computational models, and the system’s energy dissipation mecha-

nisms. It also addresses situations involving incomplete measurements and limited

knowledge regarding the current and past integrity conditions of the system. Natu-

ral frequencies and mode shapes were selected as key features to assess discrepancies

between numerical and observed data. The results illustrate the proposed method-

ology’s ability to provide accurate diagnostics, even in environments characterised

by both parametric and epistemic uncertainty.
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2.2.1 Estimação de parâmetros via ABC . . . . . . . . . . . . . . . 13

2.2.2 Seleção de modelos via ABC . . . . . . . . . . . . . . . . . . . 16

2.3 Structural Health Monitoring (SHM) . . . . . . . . . . . . . . . . . . 18
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5.9 Redu�c~ao progressiva da tolerância no caso 4 com m�etrica d! e ABC-

SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 115

5.10 Tempo computacional gasto no diagn�ostico do caso 4 com m�etrica d!

e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . . . 116

5.11 Distribui�c~ao a posteriori da redu�c~ao da rigidez no caso 5 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 117

5.12 Distribui�c~ao a posteriori da redu�c~ao da rigidez no caso 5 com m�etrica

d! e ABC-SMC adaptativo a partir da hip�otese 1 de calibra�c~ao. . . . 123

5.13 Distribui�c~ao a posteriori da redu�c~ao da rigidez no caso 5 com m�etrica

d! e ABC-SMC adaptativo a partir da hip�otese 2 de calibra�c~ao. . . . 125

5.14 Distribui�c~ao a posteriori da redu�c~ao da rigidez no caso 4 com m�etrica

dMAC e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . 130

5.15 Distribui�c~ao a posteriori da redu�c~ao da rigidez dos pavimentos 1 e 2,

no caso 4 com m�etrica dMAC e ABC-SMC adaptativo, com base na

parametriza�c~ao auxiliar. . . . . . . . . . . . . . . . . . . . . . . . . . 133

5.16 Distribui�c~ao a posteriori da redu�c~ao da rigidez dos pavimentos 3 e 4,

no caso 4 com m�etrica dMAC e ABC-SMC adaptativo, com base na

parametriza�c~ao auxiliar. . . . . . . . . . . . . . . . . . . . . . . . . . 134

xii



C.1 S��ntese da convergência param�etrica para an�alise C4D1 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 171

C.2 Evolu�c~ao da probabilidade dos modelos para an�alise C4D1 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 173

C.3 S��ntese da convergência param�etrica para an�alise C4D2 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 174

C.4 Evolu�c~ao da probabilidade dos modelos para an�alise C4D2 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 175

C.5 S��ntese da convergência param�etrica para an�alise C4D4 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 176

C.6 Evolu�c~ao da probabilidade dos modelos para an�alise C4D4 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 177

C.7 S��ntese da convergência param�etrica para an�alise C5D1 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 178

C.8 Evolu�c~ao da probabilidade dos modelos para an�alise C5D1 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 179

C.9 S��ntese da convergência param�etrica para an�alise C5D2 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 180

C.10 Evolu�c~ao da probabilidade dos modelos para an�alise C5D2 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 181

C.11 S��ntese da convergência param�etrica para an�alise C5D3 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 182

C.12 Evolu�c~ao da probabilidade dos modelos para an�alise C5D3 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 183

C.13 S��ntese da convergência param�etrica para an�alise C5D4 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 184

C.14 Evolu�c~ao da probabilidade dos modelos para an�alise C5D4 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 185

C.15 Tempo computacional gasto no diagn�ostico do caso 5 com m�etrica d!

e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . . . 186

C.16 S��ntese da convergência param�etrica para an�alise C5D1 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 187

C.17 Evolu�c~ao da probabilidade dos modelos para an�alise C5D1 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 188

C.18 S��ntese da convergência param�etrica para an�alise C5D2 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 189

C.19 Evolu�c~ao da probabilidade dos modelos para an�alise C5D2 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 190

xiii



C.20 S��ntese da convergência param�etrica para an�alise C5D3 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 191

C.21 Evolu�c~ao da probabilidade dos modelos para an�alise C5D3 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 192

C.22 S��ntese da convergência param�etrica para an�alise C5D4 com m�etrica

d! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . 193

C.23 Evolu�c~ao da probabilidade dos modelos para an�alise C5D4 com

m�etrica d ! e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . 194

C.24 Tempo computacional gasto no diagn�ostico do caso 5 com m�etrica d!

e ABC-SMC adaptativo. . . . . . . . . . . . . . . . . . . . . . . . . . 195

xiv



Lista de Tabelas

2.1 S��ntese dos artigos publicados entre 2004 e 2025 que aplicaram meto-

dologias SHM no Benchmark Phase I da IASC-ASCE. . . . . . . . . 28
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Cap��tulo 1

Introdu�c~ao

Estruturas civis constituem a base para o funcionamento da sociedade moderna,

uma vez que englobam in�umeros sistemas, tais como: edi�ca�c~oes, pontes, viadutos

e passarelas, plantas de explora�c~ao de �oleo e g�as do tipo o�shore e onshore, t�uneis,

barragens, etc. Propriet�arios e mantenedores desses sistemas possuem obriga�c~oes

legais quanto �a aplica�c~ao de programas de inspe�c~ao e manuten�c~ao permanentes haja

vista os riscos associados �a natureza de suas opera�c~oes e as repercuss~oes negativas

derivadas de um desempenho inadequado. O objetivo central de tais programas �e a

detec�c~ao de deteriora�c~oes estruturais em est�agio inicial de forma a garantir seguran�ca

adequada ao uso. Adicionalmente, espera-se que tanto os custos em obras de reparo

quanto das interdi�c~oes para os respectivos servi�cos de manuten�c~ao sejam inferiores

quando comparados a inverten�c~oes em est�agios mais avan�cados de deteriora�c~ao. Ou

seja, o potencial econômico da detec�c~ao antecipada e da preven�c~ao de acidentes, por

ruptura ou mau funcionamento, pavimenta as a�c~oes desenvolvidas nessa dire�c~ao.

O conceito de Structural Health Monitoring, abreviado por SHM, surgiu desse

contexto. Compreende o campo de pesquisa que re�une conhecimentos em ciências

mecânicas, processamento de sinais, sistemas de extra�c~ao e manipula�c~ao de dados,

projeto de ensaios experimentais entre outros. Pode ser entendido como o processo

de monitoramento cont��nuo de um sistema a �m de avaliar seu estado de integridade

estrutural. Adicionalmente, pode ser subdividido em outros campos de pesquisa tais

como Condition Monitoring1 (CM), Non-Destructive Evaluation2 (NDE), Statistical

Process Control3 (SPC) e Damage Prognosis4 (DP), [1].

Um dos grandes desa�os da aplica�c~ao do SHM em estruturas civis �e a singu-

laridade de cada sistema avaliado. Excetuando-se exemplos pontuais, estruturas

1termo em inglês associado a �area do conhecimento de equipamentos e metodologias para mo-
nitoramento cont��nuo de sistemas

2termo em inglês que compreende a �area de testes, ou inspe�c~oes, n~ao destrutivos
3termo em inglês que nomeia a �area de pesquisa para controle estat��stico de produtos e/ou

processos.
4segmento do SHM associado a detec�c~ao e gerenciamento de danos em sistemas.
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civis s~ao �unicas, haja vista que os requisitos geot�ecnicos, operacionais e ambientais

est~ao associados tanto ao seu uso quanto ao local onde est~ao constru��das. Sob esse

prisma, diferentemente dos prot�otipos desenvolvidos nas ind�ustrias aeroespacial e

automobil��stica, cada estrutura civil �e sua pr�opria baseline5, [2].

A inspe�c~ao visual, por exemplo, �e o m�etodo de inspe�c~ao n~ao destrutivo, Non-

Destructive Inspection (NDI), mais antigo e comumente utilizado na engenharia civil

em aplica�c~oes do SHM. Ainda nos dias atuais, �e adotada para levantar informa�c~oes

sobre as condi�c~oes de seguran�ca e desempenho operacionais de um sistema, como

por exemplo a Norma DNIT6 010/2024 - PRO7 para inspe�c~oes em pontes e viadutos

rodovi�arios no territ�orio brasileiro, [3]. Sua qualidade est�a associada �a experiência

e capacidade de observa�c~ao do inspetor, assim como ao detalhamento e precis~ao

do relat�orio elaborado a partir de desenhos as built8, fotogra�as e registros das

condi�c~oes veri�cadas in situ9. Entretanto, essa t�ecnica s�o pode revelar defeitos nas

superf��cies acess��veis ao pro�ssional, o que implica que tal metodologia n~ao deveria

ser utilizada isoladamente, [4].

Dentre as in�umeras metodologias de inspe�c~ao descritas na literatura para de-

tec�c~ao de defeitos, doravante denominados por danos, como por exemplo trincas e

�ssuras, destaca-se a metodologia baseada na dinâmica da estrutura. A ideia b�asica

na Vibration-Based Inspection (VBI) �e quanti�car as caracter��sticas dinâmicas do

sistema ao longo de sua vida �util, e.g.10, frequência natural, forma modal e taxa

de amortecimento, e utiliz�a-las como base para a detec�c~ao de danos estruturais. A

justi�cativa para ado�c~ao da VBI ancora-se na hip�otese de que o ac�umulo de danos

em um sistema de interesse leva a comportamentos operacionais distintos quando

comparados com sua condi�c~ao ��ntegra. Ademais, sua escolha n~ao depende do mate-

rial utilizado na constru�c~ao, i.e.11, aplica-se a estruturas de concreto, a�co ou mistas,

danos podem ser detectados em pontos n~ao acess��veis e/ou n~ao medidos durante a

inspe�c~ao e, por �m, o avan�co tecnol�ogico tornou vi�avel tanto a realiza�c~ao rotineira

de medi�c~oes de vibra�c~ao em locais remotos, atrav�es de computadores e sistemas de

extra�c~ao de dados port�ateis, como a transmiss~ao de dados pela internet.

Por outro lado, outro grande desa�o da aplica�c~ao do SHM em estruturas civis �e a

quest~ao da sensibilidade. Dados dinâmicos extra��dos do sistema estrutural, como as

formas modais, por exemplo, permitem a identi�ca�c~ao de um comportamento global,

5termo em inglês que no presente contexto pode ser entendido como padr~ao de compara�c~ao ou
referência.

6acrônimo da l��ngua portuguesa para Departamento Nacional de Infraestrutura Terrestre
7abrevia�c~ao para o termo \Procedimento".
8termo do inglês correntemente utilizado para se referir a ilustra�c~oes elaboradas da estrutura

na forma exata \como constru��da".
9termo do latim que pode ser traduzido livremente por \no local".

10express~ao do latim, exempli gratia, que pode ser livremente traduzida por \por exemplo".
11express~ao do latim, id est, que pode ser livremente traduzida por \isto �e", \ou seja", ou \em

outras palavras".
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no qual se espera altera�c~ao quando h�a dano. Entretanto, a depender da magnitude

da deteriora�c~ao e dos efeitos associados �as condi�c~oes ambientais e operacionais, pode

ser que esse novo comportamento, in
uenciado pelo dano, somente seja pass��vel de

observa�c~ao em frequências naturais de maior ordem. Como, em geral, a energia

fornecida em an�alises modais excita os primeiros modos de vibra�c~ao, �e necess�ario

que o diagn�ostico para identi�ca�c~ao de danos combine dados extra��dos do tipo VBI

com ensaios n~ao destrutivos de car�ater local, tais como inspe�c~ao visual, ultrassom,

radiogra�a, entre outros.

De um ponto de vista geral, �e poss��vel agrupar os m�etodos propostos para auxi-

liar a detec�c~ao de danos, a partir de informa�c~oes advindas de uma VBI, em m�etodos

baseados puramente em dados e m�etodos baseados em modelos computacionais. Os

m�etodos baseados em dados utilizam informa�c~oes extra��das de medi�c~oes experimen-

tais para detec�c~ao de eventuais danos. Sinais brutos de acelera�c~ao no tempo, bem

como propriedades derivadas da resposta dinâmica, como frequência natural e taxa

de amortecimento, s~ao alguns exemplos de informa�c~oes manipuladas para a tomada

de decis~ao. Nesse sentido, s~ao m�etodos de detec�c~ao mais diretos quando comparados

com os baseados em modelos computacionais. Por outro lado, devem lidar com um

volume expressivo de dados. J�a os m�etodos baseados em modelos computacionais

utilizam formula�c~oes inversas e m�etodos num�ericos de solu�c~ao, como o m�etodo de

elementos �nitos, na investiga�c~ao da integridade estrutural do sistema. Assim como

os m�etodos baseados em dados, os m�etodos via modelos computacionais, via de

regra, s~ao capazes n~ao s�o de detectar o dano, isto �e, identi�car sua existência e loca-

liza�c~ao, mas tamb�em de quanti�car sua magnitude. O ponto negativo normalmente

est�a associado ao elevado custo computacional. Ambos os m�etodos, no entanto,

compartilham o fato de que a sele�c~ao de features12 para an�alise �e uma das etapas

mais importantes do processo de detec�c~ao, uma vez que estabelece os crit�erios e as

caracter��sticas sob as quais a deteriora�c~ao produz maior in
uência no tocante ao

comportamento estrutural.

As formula�c~oes matem�aticas, que governam os fenômenos e permitem a cons-

tru�c~ao de modelos computacionais para simula�c~ao, invariavelmente, manipulam

determinadas informa�c~oes incertas ou desconhecidas em cen�arios reais, tais como

condi�c~oes de contorno e de dissipa�c~ao de energia. Em estudos de SHM, a quest~ao da

integridade estrutural pode ser adicionada a essa classe de informa�c~oes. A partir da

perspectiva de um problema inverso probabil��stico, �e comum que tais informa�c~oes

sejam tratadas como vari�aveis aleat�orias desses modelos, sob as quais a quanti�ca�c~ao

de incertezas �e necess�aria, [5]. Sendo assim, a aproxima�c~ao das predi�c~oes compu-

tacionais em rela�c~ao aos dados observados do fenômeno pode ser alcan�cada atrav�es

do processo de estima�c~ao e quanti�ca�c~ao das incertezas inerentes aos parâmetros

12palavra em inglês que, no presente contexto, pode ser traduzida para atributos.
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selecionados. Logo, aplica-se nesse caso o conceito de model updating13, [6].

A abordagem bayesiana �e uma das metodologias mais difundidas na literatura

quando da aplica�c~ao de problemas inversos probabil��sticos. Sob esse paradigma, os

valores estimados para os parâmetros alvo s~ao traduzidos por meio de uma fun�c~ao de

densidade de probabilidade (pdf)14 [7], que quanti�ca as regi~oes mais prov�aveis de

ocorrência de uma vari�avel aleat�oria dentro de seu respectivo dom��nio. Destacam-

se os seguintes pontos favor�aveis �a abordagem bayesiana: relativa facilidade na

implementa�c~ao de seus algoritmos; possibilidade de utiliza�c~ao de informa�c~oes a pri-

ori 15, e.g. resultados da literatura ou conhecimento do corpo t�ecnico na an�alise do

fenômeno de interesse; utiliza�c~ao para sele�c~ao de modelos e classes de modelos; e, se-

gundo [8{10], trata-se da metodologia mais indicada para atualizar o entendimento

de um fenômeno a partir de novos dados do sistema, desde que as cren�cas a priori

sejam racionais.

Haja vista os pontos positivos expostos, a detec�c~ao de dano em sistemas es-

truturais foi abordada neste trabalho a partir do uso de modelos computacionais.

Ademais, o conceito de model updating foi aplicado sob o paradigma do Teorema

de Bayes [7], em uma perspectiva de problema inverso probabil��stico, a partir de

um conjunto de propriedades modais extra��das da estrutura via processos do tipo

VBI. A seguir encontram-se breves coment�arios sobre a motiva�c~ao, a descri�c~ao dos

objetivos principais e a organiza�c~ao do trabalho.

1.1 Motiva�c~ao e Objetivos

Diversos m�etodos presentes na literatura formulam o problema inverso probabil��stico

a partir do conhecimento de dois estados do sistema estrutural, uma condi�c~ao sabi-

damente ��ntegra, ou inicial, e outra atual, como por exemplo [11, 12]. Por�em, sabe-se

que em estruturas reais �e dif��cil estabelecer a linha divis�oria entre o momento em que

o sistema se encontra sem e com dano. Adiciona-se a esta di�culdade a escassez de

informa�c~oes e de dados de ensaios dinâmicos (VBI) pregressos, independentemente

da condi�c~ao de integridade na qual o sistema opera.

Tomando-se o caso particular do Brasil, esse baixo n��vel de conhecimento pr�evio �e

comum em Obras de Arte Especiais (OAE)16. Sob essa perspectiva, OAE rodovi�arias

no territ�orio nacional, SANTOS et al. [13] relataram condi�c~oes de monitoramento e

manuten�c~ao preocupantes, especialmente no contexto de sistemas estruturais sob ju-

risdi�c~ao estatal. Esse trabalho motivou a elabora�c~ao de um manifesto, [14], por parte

13termo em inglês que pode ser traduzido livremente por \calibra�c~ao de modelo".
14acrônimo na l��ngua inglesa para Probability Density Function
15termo em latim que pode ser entendido como \�a primeira vista" ou \em princ��pio".
16termo utilizado pelo DNIT para pontes e viadutos.
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de diversas institui�c~oes de Engenharia Nacional, tais como a ABNT17, ABECE18 e

ABPE19, sobre a necessidade de melhoria na gest~ao dessas estruturas bem como do

aumento nas rubricas do or�camento p�ublico destinadas a servi�cos de inspe�c~ao e ma-

nuten�c~ao de OAE. Busca-se com essa medida a garantia da qualidade e seguran�ca no

uso desses sistemas, bem como a e�ciência no gerenciamento de eventuais desvios.
�E interessante destacar que o movimento em dire�c~ao a diagn�osticos de engenharia

que contemplem o uso e�ciente de recursos, e a garantia de uma opera�c~ao segura

por parte da sociedade, est�a alinhado com a Agenda 2030 [15] da Organiza�c~ao das

Na�c~oes Unidas (ONU) no que tange, pelo menos, aos Objetivos de Desenvolvimento

Sustent�avel (ODS) 1120 e 1221.

A partir do contexto exposto, o primeiro objetivo deste trabalho �e propor uma

metodologia de SHM capaz de contornar a ausência de informa�c~ao pr�evia sobre o

sistema de interesse.

Segundo WORDEN et al. [16], um dos axiomas22 do SHM estabelece que a iden-

ti�ca�c~ao de danos pressup~oe a compara�c~ao entre dois estados. Sob essa perspectiva,

o paradigma \Padr~ao"realiza a compara�c~ao com base em dados extra��dos da estru-

tura, a saber: um conjunto de dados y, extra��do recentemente de uma estrutura

em que h�a ind��cios de dano. Esse conjunto de dados �e denotado por y(d) ; e outro

conjunto de dados extra��do em um momento anterior, no qual se acredita que a

estrutura estivesse ��ntegra. Esse novo conjunto de dados �e denotado por y(I) . Nessa

nota�c~ao, os super��ndices �(I) e � (d) indicam as condi�c~oes ��ntegra e com dano, respec-

tivamente. Buscam-se modi�ca�c~oes em determinados parâmetros de um modelo m

de referência, calibrado com dados ��ntegros y(I) , de forma que a predi�c~ao do modelo

computacional ym seja su�cientemente pr�oxima de y(d) .

O paradigma \Proposto"parte do pressuposto da inexistência de um conjunto de

dados em um momento anterior e da impossibilidade de ciência quanto �a condi�c~ao

de integridade atual da estrutura. H�a dispon��vel apenas um conjunto de dados y

extra��do do sistema. Nesse contexto, a compara�c~ao entre dados de dois estados �e

substitu��da por uma compara�c~ao entre modelos concorrentes, em que ao menos um

modelo parte da hip�otese de estrutura ��ntegra, m(I) , enquanto outro postula uma

estrutura dani�cada, m(d) . Sendo assim, o diagn�ostico acerca da condi�c~ao do sistema

�e governado pelo modelo em que a predi�c~ao computacional ym seja su�cientemente

pr�oxima do conjunto de dados extra��do y. Ou seja, a partir de um mesmo conjunto

17acrônimo em português para Associa�c~ao Brasileira de Normas T�ecnicas.
18acrônimo para Associa�c~ao Brasileira de Engenharia e Consultoria Estrutural.
19acrônimo para Associa�c~ao Brasileira de Pontes e Estruturas.
20nomeado por \Cidades e comunidades sustent�aveis" esse ODS possui objetivo de tornar as

cidades e assentamentos humanos inclusivos, seguros, resilientes e sustent�aveis.
21nomeado por \Consumo e produ�c~ao respons�aveis" esse ODS possui objetivo de assegurar

padr~oes de consumo e produ�c~ao sustent�aveis, bem como o uso e�ciente dos recursos naturais.
22o termo �e utilizado pelo autor para designar verdades fundamentais.
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de informa�c~oes, busca-se acessar a condi�c~ao mais prov�avel do sistema, o que implica

na avalia�c~ao simultânea de cen�arios concorrentes. Essa abordagem surgiu a partir

do conceito de falseabilidade23 na pesquisa cient���ca, termo postulado por POPPER

[17] como resultado de sua investiga�c~ao sobre o problema da indu�c~ao24.

Abaixo encontra-se um croqui ilustrativo da mudan�ca proposta.

Conjunto de dados Modelo de referência (1.1)

Padr~ao:
�
y (I) ; y (d)

�
m

Proposta: y
�
m(I) ; m(d)

�

Modelo, no presente trabalho, �e abordado, preferencialmente, em termos de pa-

radigmas de comportamento e n~ao em termos dos parâmetros que o comp~oem. Por

exemplo, os coe�cientes de atrito �1 = 0:5 e � 2 = 0:6 n~ao constituem dois modelos

de atrito seco. Por�em, atrito seco e atrito viscoso, por sua vez, s~ao dois modelos

distintos de atrito. Nesse contexto, um dos desa�os centrais desta pesquisa est�a no

diagn�ostico de danos estruturais em meio a um cen�ario de incertezas de modelo.

De forma geral, a simula�c~ao de um fenômeno invariavelmente combina incertezas

param�etricas25 e incertezas epistêmicas26. Sendo assim, ao combinar os conceitos

adotados para modelo e incerteza, a incerteza de modelo est�a associada: (i) �as

condi�c~oes de contorno, (ii) aos mecanismos de dissipa�c~ao de energia, (iii) �a condi�c~ao

de integridade estrutural, (iv) �a ordem do modelo num�erico em elementos �nitos, sua

discretiza�c~ao, bem como (v) �as suas hip�oteses de formula�c~ao, como, por exemplo, as

hip�oteses de Euler-Bernoulli ou Timoshenko para um elemento �nito linear, entre

outros.

Suponha a an�alise de uma coluna em que se especula sobre a existência de dano.

A partir da presente proposta, inicialmente existem dois modelos concorrentes, um

na condi�c~ao ��ntegra m(I) e outro na condi�c~ao dani�cada m(d) . Ademais, suponha

que existam d�uvidas quanto ao mecanismo de dissipa�c~ao de energia da estrutura,

de modo que o sistema possa ser n~ao amortecido ou desenvolver amortecimento

proporcional de Rayleigh. Logo, adota-se um conjunto de modelos plaus��veis M =

23conceito introduzido por Karl Popper na d�ecada de 30 que, em termos b�asicos, se veri�ca como
a propriedade de uma asser�c~ao ser pass��vel de nega�c~ao. Por exemplo: \Todo homem �e mortal." �e
pass��vel de nega�c~ao, ao passo que \Deus existe." n~ao.

24pode ser entendido como a rela�c~ao entre o racioc��nio indutivo e o conhecimento. Em geral, o
racioc��nio indutivo implica em uma generaliza�c~ao das premissas anteriores. Por exemplo: \Socrates
�e homem." \Socrates �e mortal." \Logo, todo homem �e mortal."

25as incertezas param�etricas dizem respeito ao n��vel de conhecimento de determinada propriedade
do sistema, que podem variar entre observa�c~oes distintas. Por exemplo: a taxa de amortecimento
modal do sistema.

26as incertezas epistêmicas abordam o n��vel de conhecimento sobre o fenômeno em si. Por
exemplo: o mecanismo de dissipa�c~ao de energia do sistema.
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fm (I) ; m(I)
� ; m(d) ; m(d)

� g, tal que m(I) e m(I)
� partem da hip�otese de coluna ��ntegra n~ao

amortecida e com amortecimento proporcional, respectivamente, enquanto que m(d)

e m(d)
� postulam a existência de dano sob os mesmos paradigmas de amortecimento

das condi�c~oes ��ntegras. Nesse contexto, o diagn�ostico estrutural �e obtido por meio

da sele�c~ao do modelo que fornece respostas computacionais mais pr�oximas ao �unico

conjunto de dados y extra��do da estrutura.

Sob essa perspectiva, observa-se que o n�umero de modelos concorrentes pode

crescer na ordem de 2n , onde n representa o n�umero de paradigmas incertos, o

que tornaria a identi�ca�c~ao computacionalmente custosa. Uma forma de contornar

esse fato �e parametrizar o paradigma de comportamento. No exemplo anterior, �e

poss��vel estabelecer que os coe�cientes do modelo de amortecimento proporcional,

� e �, sejam parâmetros pass��veis de ajuste, de modo que o espa�co nulo f0g fa�ca

parte do dom��nio de busca param�etrica. Dado que D = �M + �K, em que M,

D e K representam as matrizes de massa, amortecimento e rigidez do modelo,

respectivamente, caso as predi�c~oes forne�cam os seguintes ajustes dos parâmetros

�̂ = 0 e �̂ = 0, a estrutura apresenta comportamento n~ao amortecido, ou seja,

D = 0. Caso contr�ario, a estrutura possui amortecimento proporcional. Sendo

assim, o n�umero de modelos candidatos reduzir-se-ia para M = fm(I)� ; m(d)
� g, no qual

a incerteza sobre a dissipa�c~ao de energia estaria incorporada nos valores ajustados

�̂ e �̂.

Cabe destacar que essa mesma estrat�egia pode ser utilizada para parametrizar

o dano. Por exemplo, suponha que determinado dano possa ser expresso por uma

redu�c~ao # do m�odulo de elasticidade ��ntegro da coluna. Logo, E(d) = #E (I) , em

que E(d) representa o m�odulo de elasticidade com dano e E(I) o respectivo valor de

referência na condi�c~ao ��ntegra. No cen�ario em que o dom��nio de busca # = f0; 1g

seja adotado, o n�umero de modelos concorrentes reduziria para M = fm#� g. O

diagn�ostico de estrutura ��ntegra sem amortecimento seria obtido a partir dos valores

ajustados#̂ = 1, �̂ = 0 e �̂ = 0.

Alguns pontos devem ser real�cados ap�os a proposta de modelos concorrentes no

diagn�ostico de danos estruturais: (i) a parametriza�c~ao, seja ela de uma vari�avel

desconhecida ou de um comportamento estrutural, �e abordada nesta pesquisa sob

uma perspectiva bayesiana, na qual existe uma distribui�c~ao de probabilidades para

a vari�avel de interesse, ao inv�es de um valor �otimo determin��stico; (ii) o limiar entre

a estrutura ��ntegra e sua condi�c~ao com dano deve ser estabelecido pelo analista, uma

vez que, no exemplo anterior, dado o dom��nio de busca param�etrica da redu�c~ao da

rigidez # = f0; 1g, qualquer valor # 6= 1 indica, por de�ni�c~ao, uma estrutura n~ao

��ntegra; e (iii) a plausibilidade inicial dos modelos concorrentes adotados para iden-

ti�ca�c~ao deve ser descrita por meio de uma fun�c~ao de probabilidade que estabele�ca

o grau de relevância rec��proca entre eles.
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O segundo objetivo est�a associado �a fun�c~ao de verossimilhan�ca quando da for-

mula�c~ao do problema inverso sob a perspectiva do Teorema de Bayes, [18, 19]. Nos

casos em que essa distribui�c~ao de probabilidades �e pass��vel de deriva�c~ao, podem ser

adotadas as metodologias cl�assicas de inferência estat��stica via paradigma bayesiano,

como realizado pelo pr�oprio autor em [20]. Contudo, quando sua formula�c~ao n~ao �e

diretamente poss��vel ou nenhuma aproxima�c~ao vi�avel se apresenta de modo direto,

deve-se optar por um m�etodo alternativo. Nesse contexto, o ABC27 �e uma meto-

dologia derivada do Teorema de Bayes na qual n~ao h�a necessidade da formula�c~ao

expl��cita da fun�c~ao de verossimilhan�ca.

Logo, o segundo objetivo �e propor melhorias ao m�etodo denominado Approxi-

mate Bayesian Computation Sequential Monte Carlo (ABC-SMC), [21] para que seja

utilizado como framework28 principal no processo de inferência de danos estruturais

sob a �otica do novo paradigma proposto.�E importante considerar que a intrata-

bilidade da verossimilhan�ca pode decorrer das propriedades modais dispon��veis nas

an�alises via problemas inversos. Essa quest~ao �e explorada na Se�c~ao 3.2.1.

Portanto, em s��ntese, s~ao objetivos principais deste trabalho:

I) Propor uma metodologia SHM em que o diagn�ostico da integridade estrutural

seja realizado por meio da sele�c~ao do modelo mais fact��vel dentre diversos

modelos concorrentes.

II) Propor melhorias no m�etodo ABC-SMC [21], mais precisamente, um re�na-

mento adaptativo na redu�c~ao do fator de tolerância, de forma a utiliz�a-lo como

ferramenta principal da detec�c~ao de danos.

A metodologia SHM proposta foi aplicada a dois sistemas estruturais de interesse,

uma viga e uma edi�ca�c~ao, de forma a avaliar o desempenho do diagn�ostico em

cen�arios distintos de an�alise.

O primeiro objeto de interesse �e uma viga de alum��nio, bi-apoiada, localizada

no Laborat�orio de Estruturas (LABEST) da COPPE. A partir de an�alises experi-

mentais realizadas pelo autor, [20], buscou-se identi�car a posi�c~ao e a magnitude

de pequenas massas acopladas ao longo do v~ao da viga, doravante designadas por

\anomalias". O cerne desta segunda classe de estudo foi avaliar o impacto nas res-

postas da metodologia adaptativa proposta ao ABC-SMC em rela�c~ao ao algoritmo

padr~ao postulado por [21], a partir de dados reais. O desempenho do ABC-SMC

em um contexto de medi�c~ao incompleta e aplica�c~ao de metodologias de expans~ao

modal tamb�em foi investigado. O termo \medi�c~ao incompleta"pode ser utilizado em

27acrônimo na l��ngua inglesa para Approximate Bayesian Computation.
28palavra na l��ngua inglesa que pode ser traduzida livremente por estrutura de trabalho.
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cen�arios em que, devido �a sua extens~ao, por exemplo, a estrutura n~ao possui sen-

sores instalados na totalidade de seu dom��nio, nem com densidade su�ciente, para

que seja poss��vel detalhar o comportamento global de todo o sistema estrutural.

A segunda estrutura corresponde a um benchmark29 para m�etodos SHM pro-

posto pela International Association for Structural Control (IASC) em parceria com

a American Society of Civil Engineers (ASCE), denominado Benchmark Phase I,

[22]. Trata-se de um modelo computacional de p�ortico espacial, calibrado a par-

tir de uma edi�ca�c~ao em escala reduzida constru��da na Universidade de Columbia.

Condi�c~oes de carregamento, cen�arios de dano e modelos computacionais com ordem

de grandeza distintos foram combinados em \Casos"cujo objetivo fundamental �e

avaliar a capacidade do framework proposto, i.e., combina�c~ao do ABC-SMC com

tolerância adaptativa e sele�c~ao de modelos para detectar, localizar e quanti�car os

danos impostos. De forma direta, �e uma prova de conceito.

Em comum est~ao objetivos ordin�arios em an�alises de processos estoc�asticos, tais

como: a convergência do m�etodo, no que tange �as vari�aveis aleat�orias e aos modelos;

a qualidade e limita�c~ao do diagn�ostico alcan�cado a partir da escolha de m�etricas de

compara�c~ao �unicas; e a existência de vieses e m��nimos locais.

1.2 Organiza�c~ao do Trabalho

O trabalho est�a organizado como segue.

O Cap��tulo 2 apresenta uma revis~ao bibliogr�a�ca que explora estudos desenvol-

vidos no campo da SHM, com especial interesse na utiliza�c~ao de modelos computa-

cionais, faz um levantamento da metodologia ABC e de suas variantes, e descreve

publica�c~oes que combinem essas duas �areas de pesquisa.

O Cap��tulo 3 aborda os principais aspectos te�oricos desenvolvidos no presente

trabalho, no qual a Se�c~ao 3.1 descreve os modelos matem�aticos que governam o

comportamento dos sistemas de interesse, ao passo que a Se�c~ao 3.2 apresenta e

detalha os fundamentos do m�etodo ABC. Nesse contexto, uma das contribui�c~oes

desta tese encontra-se na Se�c~ao 3.2.5, que estabelece o racional e o algoritmo derivado

da metodologia de adapta�c~ao da tolerância proposta �a variante ABC-SMC. Na Se�c~ao

3.2.6 s~ao descritas as duas m�etricas de compara�c~ao elegidas para a condu�c~ao das

inferências de dano e anomalia.

Os dois sistemas estruturais de interesse, brevemente apresentados acima, fo-

ram divididos em dois cap��tulos. A viga de alum��nio �e descrita no Cap��tulo 4 e o

Benchmark Phase I no Cap��tulo 5.

No contexto da viga de alum��nio: a Se�c~ao 4.1 detalha todo o aparato experi-

mental empregado na an�alise modal da estrutura, a Se�c~ao 4.2 apresenta as hip�oteses

29palavra na l��ngua inglesa que pode ser entendida como um padr~ao, uma referência.
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fundamentais e inputs do algoritmo ABC-SMC selecionado, e, por �m, a Se�c~ao 4.3

apresenta e discute os resultados alcan�cados.

De modo an�alogo, para o Benchmark Phase I: a Se�c~ao 5.1 aborda as carac-

ter��sticas e an�alises estabelecidas por JOHNSON et al. [22], a Se�c~ao 5.2 descreve as

informa�c~oes sobre parâmetros, m�etricas, premissas e modelos num�ericos escolhidos,

assim como os inputs do algoritmo utilizado no estudo do Benchmark Phase I e, por

�m, a Se�c~ao 5.3 detalhe e discute os resultados alcan�cados.

O Cap��tulo 6 aborda considera�c~oes sobre o desempenho do processo de inferência,

bem como perspectivas para trabalhos futuros.

O Anexo A condensa desenvolvimentos adicionais no que tange aos aspectos

te�oricos abordados durante o trabalho, o Anexo B apresenta em formato de tabelas

os valores estimados via identi�ca�c~ao estrutural para as propriedades modais do

Benchmark Phase I; e, para concluir, o Anexo C registra resultados adicionais do

Benchmark Phase I.
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Cap��tulo 2

Revis~ao Bibliogr�a�ca

O presente cap��tulo descreve trabalhos realizados nas �areas de Structural Health

Monitoring (SHM) e Approximation Bayesian Computation (ABC). No contexto

de SHM, especial aten�c~ao foi direcionada a pesquisas que propuseram m�etodos de

detec�c~ao de danos a partir de dados dinâmicos e modelos computacionais, model

updating. J�a para a abordagem bayesiana adotada, uma breve linha temporal foi es-

tabelecida a partir dos principais avan�cos propostos ao longo da hist�oria. Apesar de

n~ao se tratar de uma revis~ao sistem�atica da literatura, buscou-se cobrir a literatura

de forma a identi�car os pontos pass��veis de contribui�c~ao, bem como estabelecer a

posi�c~ao do presente trabalho no acervo pesquisado.

2.1 Calibra�c~ao e Sele�c~ao de Modelos Computaci-

onais

O conceito de ajuste de modelos foi inicialmente introduzido por volta da d�ecada de

1960 no âmbito da engenharia de controle e engenharia aeron�autica. Inicialmente

denominado por identi�ca�c~ao de sistemas, buscava o desenvolvimento de m�etodos

de modelagem computacional baseados em observa�c~oes do comportamento real dos

sistemas. Essa �area do conhecimento come�cou a receber aten�c~ao devido ao fato

de que apesar de grande esfor�co dedicado �a gera�c~ao de modelos computacionais

so�sticados, estes demonstravam pouca correla�c~ao quando tinham suas predi�c~oes

confrontadas com �as obtidas experimentalmente, [6].

Em 1971 ASTROM e EYKHOFF [23] introduziram alguns fundamentos desta

�area de pesquisa, onde a formula�c~ao do problema est�a associada: (i) aos dados de

entrada, inputs e sa��da, outputs do sistema de interesse; (ii) a classe dos modelos e;

(iii) a escolha do modelo que melhor represente o fenômeno analisado. O problema

de estima�c~ao de parâmetros passa a ser um problema de otimiza�c~ao quando o modelo

computacional �e calibrado a partir da minimiza�c~ao de uma fun�c~ao custo. Sobre esse
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prisma, in�umeras quest~oes s~ao suscitadas, tais como a existência de m��nimo global,

unicidade da solu�c~ao, in
uência ou n~ao do sinal de entrada na solu�c~ao, entre outras

quest~oes.

Os m�etodos denominados cl�assicos da estima�c~ao de parâmetros s~ao baseados em

aproxima�c~oes por m��nimos quadrados, metodologia formulada pelo matem�atico e

astrônomo Carl Friedrich Gauss [24]. Ao longo da hist�oria do conhecimento humano,

esse m�etodo vem sendo aprimorado para aplica�c~ao em diversos problemas. Nesse

sentido, STREJC [25] apresentou diversas formula�c~oes propostas para estima�c~oes

de parâmetros baseadas no m�etodo dos m��nimos quadrados.

A partir dos anos 1990, veri�cou-se grande evolu�c~ao nas tecnologias de hardware

e software favorecendo um aumento na capacidade de simula�c~ao computacional.

Neste cen�ario, a an�alise via m�etodo dos elementos �nitos, MEF, foi adotada em

larga escala por engenheiros e pesquisadores, sendo validadas a partir da compara�c~ao

entre os valores obtidos nas an�alises e observa�c~oes experimentais com os simulados

computacionalmente, [6]. A necessidade crescente de inferir o n��vel de con�an�ca

dos modelos computacionais adotados fomentou a aplica�c~ao de teorias estat��sticas,

probabil��sticas e estoc�asticas segundo OBERKAMPF e BARONE [26] e SCHWER

[27]. Abordagens que utilizam distribui�c~oes de probabilidade para as vari�aveis do

vetor de parâmetros ganharam espa�co frente as metodologias determin��sticas, [7].

Apesar de atrair a aten�c~ao da comunidade cient���ca mais recentemente, j�a em 1979,

ASTROM [28] apresentou um estudo completo dos m�etodos de maximiza�c~ao da

fun�c~ao de verosimilhan�ca e avalia�c~ao de erros dentro do conceito de estima�c~ao de

parâmetros em modelos computacionais.

O cen�ario mais atual dessa linha de pesquisa no campo da dinâmica de estru-

turas apresenta in�umeros trabalhos que prop~oem novas metodologias, tais como:

formula�c~oes h��bridas que unem o Teorema de Bayes, [18, 19], com algoritmos de

busca heur��stica, proposi�c~ao de novos algoritmos para sele�c~ao das amostras da Ca-

deia de Markov, avan�cos na aplica�c~ao do ABC1, formula�c~ao variante �a abordagem

Bayesiana cl�assica, entre outros. Destaca-se ainda, o fato de que muitas destas

abordagens foram aplicadas em estruturas de grande porte e complexas presentes

na ind�ustria, a saber: SHABBIR e OMENZETTER [29] ajustaram o modelo com-

putacional de uma passarela estaiada a partir da aplica�c~ao de um algoritmo baseado

no enxame de part��culas; SIMOEN et al. [11] dissertaram sobre a necessidade da

quanti�ca�c~ao de incertezas relativas a certos parâmetros dos problemas f��sicos, ao

mesmo tempo que apresentam um comparativo entre as abordagens determin��stica,

Bayesiana e Fuzzy em um problema de ajuste de modelo associado �a identi�ca�c~ao

de danos; e BEHMANESH e MOAVENI [30] aplicaram uma abordagem Bayesi-

ana hier�arquica para estimar o m�odulo de elasticidade do concreto e identi�car o

1do inglês Approximate Bayesian Computation
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dano simulado considerando os efeitos da varia�c~ao da temperatura e amplitude da

excita�c~ao dinâmica.

Outros estudos tamb�em foram publicados demonstrando os processos de es-

tima�c~ao de parâmetros e identi�ca�c~ao de danos a partir de ensaios com a estrutura

em opera�c~ao, [31{33], bem como combinaram o conceito Bayesiano de inferência

com aplica�c~ao de algoritmos heur��sticos, tais como algoritmos gen�eticos e de redes

neurais, com m�etodos de con�abilidade estrutural e an�alise de risco, entre outros,

para realizar o ajuste computacional, [34{36].

2.2 Approximate Bayesian Computation (ABC)

2.2.1 Estima�c~ao de parâmetros via ABC

A metodologia ABC pode ser entendida como uma inferência estat��stica baseada no

Teorema de Bayes que n~ao possui formula�c~ao expl��cita de uma fun�c~ao de verossi-

milhan�ca, tamb�em conhecida na literatura por likelihood-free methods. A estima�c~ao

de parâmetros ocorre em fun�c~ao da proximidade da resposta fornecida pelo modelo

computacional em rela�c~ao aos dados observados. Para maiores detalhes sobre a

metodologia ver item 3.2.1 deste documento.

Em 1997 TAVAR�E et al. [37] publicaram um dos primeiros artigos associados

a essa metodologia de inferência. O m�etodo foi aplicado na �area de conhecimento

denominada gen�etica populacional e teve como objetivo estimar o tempo decorrido

entre a demogra�a de um determinado tempo presente e um ancestral comum para os

seres humanos. Foram utilizados dados do cromossomo Y presentes em sequências de

DNA de pessoas de diferentes regi~oes do planeta. A aceita�c~ao dos valores estimados

para os parâmetros foi similar ao de METROPOLIS et al. [38].

Dois anos ap�os [37], PRITCHARD et al. [39] publicaram um estudo, tamb�em

na �area de gen�etica populacional, que consolidou a formula�c~ao mais b�asica dessa

metodologia, conhecida como \ABC aceita�c~ao-rejei�c~ao", ABC-REJ ou ABC-RS,

oriundos da l��ngua inglesa, a saber: rejection e rejection sampling respectivamente.

Nessa abordagem a aceita�c~ao dos valores para os parâmetros �e realizada em fun�c~ao

da distância da resposta fornecida pelo modelo computacional e os dados observados

medida a partir de uma fun�c~ao custo, ou fun�c~ao de discrepância. Caso a diferen�ca

entre os dados seja inferior a uma determinada tolerância os valores s~ao aceitos, caso

contr�ario descartados.

Uma das principais vantagens na utiliza�c~ao do ABC aceita�c~ao-rejei�c~ao �e a sim-

plicidade de aplica�c~ao dado que a fun�c~ao de verossimilhan�ca n~ao �e necess�aria e a

escolha dos valores dos parâmetros �e realizada a partir da compara�c~ao direta entre

os dados computacionais e observados. Entretanto, essa formula�c~ao sofre com baixa
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e�ciência na aceita�c~ao das valores estimados para os parâmetros, denominados de

amostras, causando elevado gasto computacional no processo de inferência.

De forma a diminuir a baixa e�ciência computacional dessa metodologia b�asica,

GILKS e BERZUINI [40] e CHOPIN [41] propuseram algoritmos que realizam

uma evolu�c~ao no processo de amostragem dos valores dos parâmetros. A partir

da hip�otese de que o conhecimento dos parâmetros aumenta ap�os um processo de

inferência, o objetivo dessas formula�c~oes �e realizar mais de uma etapa de estima�c~ao,

na qual a amostragem da segunda etapa ocorre a partir do dom��nio da fun�c~ao den-

sidade de probabilidade, pdf, a posteriori da etapa inicial e n~ao mais do dom��nio

param�etrico da pdf a priori.

Apesar de os algoritmos propostos por GILKS e BERZUINI [40] e CHOPIN [41]

utilizarem as abordagens baseadas em MCMC2, formulando as fun�c~oes de verossimi-

lhan�ca, introduziram o conceito de IS, importance sampling que denomima a t�ecnica

de amostrar parâmetros de um dom��nio obtido por algum processo anterior de in-

ferência de acordo com a proximidade que cada amostra fornece quando os dados

computacionais e observados s~ao comparados. IS �e uma das bases para in�umeros

algoritmos ABC presentes na literatura. Para maiores detalhes ver o Cap��tulo 3

deste documento.

O aumento da e�ciência computacional a partir da aplica�c~ao de IS nos processos

de inferência �e acompanhado de um vi�es imposto por essas amostras, o que pode

conduzir a solu�c~ao a regi~oes de m��nimos locais. Nesse contexto, a aplica�c~ao do IS

invariavelmente est�a associada a um kernel de perturba�c~ao, ou seja, uma fun�c~ao

que permita uma modi�ca�c~ao na amostra obtida do dom��nio dos parâmetros. Um

dos exemplos de kernel de perturba�c~ao �e a fun�c~ao densidade de probabilidade nor-

mal padr~ao centrada na amostra selecionada, largamente utilizada em processos de

random walk.

Nessa mesma �epoca, em 2002, BEAUMONT et al. [42] publicaram um estudo

aplicando a metodologia ABC aceita�c~ao-rejei�c~ao em gen�etica populacional. Os au-

tores propuseram a utiliza�c~ao da distância euclidiana como crit�erio de sele�c~ao das

amostras e atribu��ram pesos �as amostras selecionadas, i.e., os valores estimados para

os parâmetros do modelo. Apesar de o processo de inferência ocorrer sempre em

fun�c~ao do dom��nio param�etrico inicial, foi demonstrada uma melhora na e�ciência

computacional dentre os m�etodos ABC anteriores, [37, 39], quando comparada com

formula�c~oes baseadas em MCMC, [38, 43, 44].

A redu�c~ao na complexidade do processo de estima�c~ao de parâmetros advinda

da n~ao formula�c~ao expl��cita da fun�c~ao de verossimilhan�ca fomentou o desenvolvi-

mento de algoritmos que combinavam essa simplica�c~ao com a abordagem MCMC,

identi�cados frequentemente na literatura por ABC-MCMC, [45{47].

2do inglês Markov Chain Monte Carlo
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Em 2007, SISSON et al. [48], apresentaram um algoritmo ABC combinado com

a abordagem Sequential Monte Carlo, SMC, proposto por DEL MORAL et al. [49],

com objetivo de superar a baixa e�ciência computacional produzida pela grande

quantidade de itera�c~oes veri�cadas nos m�etodos ABC-REJ e ABC-MCMC. Nesse

algoritmo foi reintroduzido o conceito de popula�c~oes de amostras, que pode ser en-

tendido como o conjunto de amostras selecionadas, denominadas part��culas. Sendo

assim, de forma simpli�cada, o proceso de inferência passa a ter ao menos três con-

juntos de amostras aceitas, um obtido da distribui�c~ao inicial, pdf a priori, outro

constru��do pela pdf a posteriori, distribui�c~ao alvo, que constitui o objetivo da es-

tima�c~ao de parâmetros, e por �m um terceiro conjunto de amostras do vetor de

parâmetros que situa-se, em termos de informa�c~ao e no que tange ao processo em

si, entre as ditribui�c~oes a priori e a posteriori.

Para atingir esse objetivo, os autores propuseram uma forma de controlar a re-

jei�c~ao das amostras introduzindo um passo de reamostragem para cada amostragem

realizada, o que cunhou o m�etodo em ABC-PRC3. O algoritmo foi aplicado em um

estudo de epidemiologia da tuberculose e demonstrou alguns pontos positivos, a sa-

ber: risco diminuto de �car retido em regi~oes de baixa probabilidade, i.e., m��nimos

locais; elimina�c~ao de amostras com baixa aderência �a distribui�c~ao alvo, a pdf a pos-

teriori ; amostras com diversos n��veis de distância entre os dados computacionais e

observados, resultando em uma s�erie de valores para a tolerância; e a convergência

�a distribui�c~ao alvo sem a necessidade de etapas de burn-in.

Esse algoritmo estabeleceu conceitos fundamentais para uma nova gera�c~ao de for-

mula�c~oes ABC que foram propostas a partir de sua publica�c~ao. Diversas aplica�c~oes,

avan�cos e desenvolvimentos de sua metodologia podem ser encontrados na litera-

tura, [50{52]. Ainda nesse contexto, BEAUMONT et al. [53] demonstraram que o

ABC-PRC [48] poderia gerar um estimador enviesado da distribui�c~ao alvo e propu-

seram um novo algoritmo adaptativo baseado em PMC4 [54]. Coincidência ou n~ao,

pouco tempo depois dessa publica�c~ao [53], SISSON et al. [51] apresentaram algumas

modi�ca�c~oes na proposta original do ABC-PRC.

TONI et al. [21] publicaram em 2009 um algoritmo que combina o ABC-PRC pro-

posto [48, 51] com o processo de amostragem sequencial formulado por [49], tornando

a t�ecnica conhecida na literatura por ABC-SMC. Essa metodologia foi aplicada em

problemas governados por sistemas dinâmicos, tais como ecologia, biologia molecu-

lar e epidemiologia. O conceito inicial de importance sampling foi modi�cado de

forma a atender a dinâmica param�etrica imposta por problemas dessa natureza, ori-

ginando o SIS5. Assim como BEAUMONT et al. [42], BEAUMONT [50], os autores

3do inglês Partial Rejection Control
4do inglês Population Monte Carlo
5do inglês Sequential Importance Sampling
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utilizaram a distância euclidiana como fun�c~ao custo para a aceita�c~ao das amostras.

O algoritmo proposto demonstrou estimativas con��aveis sobre os parâmetros de in-

teresse nos diversos problemas testados, com razo�avel e�ciência computacional, e foi

expandido de forma a tamb�em ser capaz de selecionar modelos, ver Se�c~ao 2.2.2.

Ap�os a proposi�c~ao da metodologia ABC-SMC por TONI et al. [21], diversos

estudos foram publicados aplicando, aperfei�coando e expandindo suas diretrizes, tais

como [55{60], bem como combinando-o com a abordagem MCMC [52, 61{63], com

m�etodos de amostragem de eventos extremos,[64{67], m�etodos n~ao param�etricos,

ou seja, que demonstram independência ou n~ao utilizam estat��sticas descritivas para

medi�c~ao da diferen�ca entre dados computacionais e observados, [68, 69], entre outros

com as mais diversas aplica�c~oes [69{71].

Em geral, algoritmos similares ao ABC-SMC [21] apresentam, em maior ou me-

nor grau, caracter��sticas em comum, tais como: (a) necessidade de uma de�ni�c~ao

inicial do n�umero de popula�c~oes a serem utilizadas para chegar �a distribui�c~ao alvo;

(b) tolerâncias pr�e-de�nidas ou adaptadas em fun�c~ao de estat��sticas descritivas ou

su�cientes para cada popula�c~ao a ser amostrada, (c) distribui�c~oes pr�e-de�nidas para

amostragem sequencial SIS e (d) ausência de um crit�erio de parada baseado na apro-

xima�c~ao da popula�c~ao �a distribui�c~ao alvo.

A qualidade da metodologia ABC e suas variantes pode ser veri�cada haja vista

sua aplica�c~ao em diversos campos do conhecimento humano, tais como gen�etica

populacional [72], epidemiologia [73, 74], evolu�c~ao populacional e ecologia [75, 76],

estat��stica e machine learning, [77, 78], psicologia [79, 80], cosmologia [81, 82], entre

outros.

2.2.2 Sele�c~ao de modelos via ABC

A metodologia ABC tamb�em pode ser aplicada �a escolha do modelo mais adequado

para a descri�c~ao de sistemas f��sicos.

Em 2009, RATMANN et al. [83] propuseram um algoritmo baseado nas premissas

do ABC-MCMC que, a partir da discrepância entre os dados observados e simula-

dos, busca avaliar o desempenho de determinado modelo em reproduzir o fenômeno

de interesse. Esse desempenho �e avaliado em termos absolutos. Essa formula�c~ao foi

denominada ABC�, onde a letra grega �e um acrônimo para model uncertainty. A

discrepância �e modelada como uma vari�avel aleat�oria onde a adequa�c~ao de determi-

nado modelo �e medida a partir da pdf a posteriori condicional da discrepância em

fun�c~ao dos dados observados e modelo proposto. Esse algoritmo sofreu cr��ticas de

ROBERT et al. [84], onde os autores veri�caram que n~ao necessariamente os dados

observados possuem informa�c~ao sobre a discrepância, al�em de pontuar que a escolha

da distribui�c~ao de probabilidades da discrepância �e baseada no modelo e n~ao nos
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dados observados.

Neste mesmo ano, TONI et al.6 publicaram dois algoritmos ABC-SMC para

sele�c~ao de modelos em sistemas dinâmicos, a saber: ecologia, biologia molecular

e epidemiologia [21, 85], onde o processo de sele�c~ao de modelos e estima�c~ao de

parâmetros ocorre simultaneamente. Ainda em 2009, GRELAUD et al. [86] propu-

seram um algoritmo ABC capaz de selecionar modelos em problemas de biologia mo-

lecular classi�cados como do tipo Gibbs random �elds, que pode ser entendido como

um caso especial de processos de Markov onde as distribui�c~oes conjuntas condicio-

nais das vari�aveis aleat�orias s~ao estritamente positivas. Por �m, LEUENBERGER

e WEGMANN [87] reformularam o algoritmo proposto por BEAUMONT et al. [42]

de forma que al�em de realizar estima�c~ao dos parâmetros o m�etodo tamb�em possa

selecionar modelos via fator de Bayes.

ROBERT et al. [88] publicaram um trabalho em 2011 que apresenta uma s�erie

de argumentos que demonstram poss��veis falhas na abordagem ABC para sele�c~ao de

modelos quando da utiliza�c~ao de estat��sticas descritivas n~ao-su�cientes. Os autores

demonstraram que nesses casos o m�etodo nem sempre converge para o valor exato do

fator de Bayes, ��ndice utilizado para compara�c~ao entre modelos concorrentes. Esse

fato ocorre mesmo em casos onde estat��sticas descritivas su�cientes sejam adotadas

para redu�c~ao de dimens~ao do modelo. A conclus~ao foi de que ainda n~ao havia

valida�c~ao te�orica sobre a utiliza�c~ao do ABC para sela�c~ao de modelos.
�E importante ressaltar que esta �e uma potencial lacuna nessa �area de estudo

uma vez que para realiza�c~ao do presente trabalho n~ao foi encontrada publica�c~ao que

refuta todos os argumentos apresentados por ROBERT et al..

KOBAYASHI [89] apresentou em 2014 um m�etodo ABC-MCMC que combina

uma t�ecnica de amostragem denominada pseudo-marginal approach, proposta ante-

riormente por ANDRIEU e ROBERTS [90]. Essa formula�c~ao realiza saltos entre os

modelos concorrentes de forma que n~ao seja necess�ario igualar suas dimens~oes, o que

�e um dos pontos cr��ticos quando da sele�c~ao de modelos. Esse algoritmo foi aplicado

em problemas de �nan�cas, envolvendo retorno em opera�c~oes de câmbio onde os au-

tores realizaram avalia�c~oes te�oricas de convergência, uns dos pontos levandatos em

[88] sobre a sele�c~ao de modelos utilizando ABC.

Diversos outros algoritmos continuaram sendo propostos sobre esse tema dos

quais �e poss��vel citar: DIDELOT et al. [91] formularam um algoritmo ABC para

estimar a evidência do modelo mais apto, por�em de forma separada dos demais

modelos concorrentes, ou seja, ao contr�ario do proposto em [21]; e LEE et al. [92],

em 2014, utilizaram a m�edia da distribui�c~ao a posteriori dos parâmetros, estimada

via regress~ao linear, como m�etrica de avalia�c~ao da discrepância para sele�c~ao de

modelos em epidemiologia e infectologia.

6abrevia�c~ao para diversas locu�c~oes no latim, pode ser entendido por \e outros"ou \e outras".
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2.3 Structural Health Monitoring (SHM)

A presente se�c~ao introduz os conceitos fundamentais associados �a linha de pesquisa

sobre Structural Health Monitoring, cunhada por SHM e apresenta alguns trabalhos

publicados ao longo dos �ultimos 20 anos. Esse corte temporal se justi�ca na medida

em que DOEBLING et al. [93] apresentaram uma vasta revis~ao sobre m�etodos SHM

at�e 1998, e o per��odo que se seguiu, at�e 2005, foi dedicado �a busca dos primeiros

trabalhos sobre o benchmark utilizado nesta pesquisa. Sendo assim, a aplica�c~ao

de m�etodos likelihood-free em problemas de detec�c~ao de dano �e explorada na Se�c~ao

2.3.1 e diversos algoritmos de SHM propostos para detec�c~ao de danos no Benchmark

Phase I encontram-se descritos na Se�c~ao 2.3.2.

A seguir, apresentam-se alguns conceitos fundamentais adotados em SHM.

Em 1993, RYTTER [4] estabeleceu quatro n��veis de diagn�ostico de danos estru-

turais que uma metodologia SHM poderia fornecer. S~ao eles: detec�c~ao, localiza�c~ao,

avalia�c~ao e consequência. O primeiro n��vel, \detec�c~ao", indica que o m�etodo pro-

posto �e capaz de constatar a existência de danos estruturais, i.e., fornece uma res-

posta qualitativa do tipo bin�aria, sim ou n~ao. O segundo n��vel, \localiza�c~ao" avan�ca

sobre a condi�c~ao n~ao ��ntegra e aponta o local dani�cado, ao passo que o terceiro,

\avalia�c~ao", infere sobre a magnitude do dano, ou seja, quanti�ca sua extens~ao.

Por �m, o �ultimo n��vel, \consequência"estabelece que o m�etodo �e capaz de fornecer

prescri�c~oes sobre a seguran�ca do sistema a partir de sua condi�c~ao de integridade

estrutural.

Al�em das inspe�c~oes visuais e baseadas na dinâmica da estrutura (VBI), RYTTER

[4] aborda outras metodologias, tais como a emiss~ao ac�ustica, ultrassom, inspe�c~ao

por part��culas magn�eticas, radiogra�a e eddy current, tamb�em conhecida por cor-

rentes parasitas. Essas t�ecnicas de detec�c~ao se aplicam a defeitos super�ciais e, em

geral, identi�cam danos a partir da compara�c~ao dos efeitos de uma onda propagada,

campo magn�etico ou el�etrico, bem como radia�c~oes do tipo X e gama em dois cen�arios,

um anterior e um mais atual. Ademais, sugere o uso de vari�aveis estoc�asticas para

lidar com o problema da incerteza proveniente de erros de medi�c~ao, das condi�c~oes

de opera�c~ao e dos efeitos ambientais nas propriedades mecânicas das estruturas.

Segundo R.FARRAR e WORDEN [1], o dano estrutural pode ser entendido

como uma s�erie de modi�ca�c~oes introduzidas ao sistema que afetam negativamente

a opera�c~ao presente e/ou futura. Nesse contexto, o dano �e limitado a altera�c~oes nos

materiais e/ou em suas geometrias, incluindo mudan�cas em condi�c~oes de contorno

e conectividades. O structural health monitoring (SHM) �e visto como o processo

que combina etapas de monitoramento, realiza�c~ao de ensaios, identi�ca�c~ao de danos

e estima�c~ao de parâmetros de forma a avaliar o n��vel de seguran�ca operacional de

sistemas.
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No ano de 2007, WORDEN et al. [16] estabeleceram axiomas7 para o SHM,

dentre os quais destacam-se:

(I) todos os materiais possuem imperfei�c~oes e defeitos inerentes. A falha �e enten-

dida como o momento em que o sistema n~ao atende a um determinado crit�erio

de projeto. Sua condi�c~ao operacional �e inaceit�avel. O dano, por sua vez, �e

postulado como o momento em que h�a funcionamento adequado, por�em, fora

das condi�c~oes ideais de opera�c~ao. Logo, a evolu�c~ao tende a ocorrer no sentido:

imperfei�c~ao (defeito) ! dano ! falha;

(II) a identi�ca�c~ao de danos pressup~oe a compara�c~ao de dois estados do sistema.
�E a verdade mais b�asica do SHM, pois sempre ser�a necess�ario estabelecer um

baseline;

(III) sensores n~ao medem dano. Processamento de sinais e inferências estat��sticas

s~ao necess�arios para transformar o conjunto de dados em informa�c~ao sobre

dano. A partir das medi�c~oes y e da hip�otese de que o dano possa ser estimado

a partir de um escalar D, conclui-se que y = f(D), em que a fun�c~ao f(�), que

mapeia a resposta a partir de uma condi�c~ao operacional, �e desconhecida. A

detec�c~ao de danos �e realizada com base no aprendizado de \f "a partir dos da-

dos medidos y. Quest~oes como treinamento, dimensionalidade, compacta�c~ao

de dados e redu�c~ao de modelos surgem nessa an�alise;

(IV) sem a extra�c~ao de caracter��sticas adequadas do sistema, os efeitos do dano

podem ser ocultados por varia�c~oes nas condi�c~oes ambientais e/ou operacio-

nais. O fato tratado neste axioma �e que y = f(D) pode n~ao ser verdade, uma

vez que condi�c~oes operacionais podem provocar altera�c~oes nas medi�c~oes. Por

exemplo, dada a vari�avel temperatura T , �e poss��vel reescrever o comporta-

mento do sistema como y = g(D; T ). Sob essa perspectiva, deseja-se entender

a in
uência de D em y mesmo sabendo que altera�c~oes na medida de y po-

dem ser provocadas pela temperatura T . Logo, busca-se uma caracter��stica

do sistema que seja: de pequena ordem, fun�c~ao da integridade do sistema e

independente da temperatura;

A hip�otese fundamental de uma an�alise SHM �e que a ocorrência de dano mo-

di�car�a signi�cativamente um ou mais dos seguintes itens: a massa, a rigidez, a

dissipa�c~ao e o ac�umulo de energia do sistema. Essas altera�c~oes no comportamento

��ntegro, por sua vez, modi�cam as respostas dinâmicas extra��das experimentalmente,

[1]. Em um cen�ario em que o fenômeno �e bem mapeado, s~ao conhecidas as propri-

edades modais na condi�c~ao ��ntegra e h�a conhecimento das \caracter��sticas adequa-

7os autores tomam o termo \axioma"como sendo uma \verdade fundamental".
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das"citadas no axioma (IV), �e poss��vel identi�car os locais de dano por compara�c~ao

entre os dois estados, passado e atual, segundo o axioma (II).

O primeiro contraponto �e que o dano �e uma condi�c~ao local que pode n~ao in
u-

enciar de maneira relevante as frequências naturais mais baixas do sistema que, em

geral, s~ao medidas nos ensaios. O segundo est�a associado a falta de informa�c~ao pre-

gressa dos sistemas de interesse. Esses dois pontos s~ao grandes desa�os dos estudos

em SHM.

Os axiomas (II) e (III) s~ao parte das motiva�c~oes para o desenvolvimento de

modelos computacionais de predi�c~ao, que, por sua vez, invariavelmente, s~ao baseados

no m�etodo dos elementos �nitos e em algoritmos de identi�ca�c~ao. Do ponto de

vista dos algoritmos, R.FARRAR e WORDEN [1] sugerem agrup�a-los em supervised

learning, e catalog�a-los em group classi�cation e regression analysis, quando h�a

informa�c~ao pregressa do sistema em condi�c~ao ��ntegra e dani�cada, e unsupervised

learning em caso contr�ario. O n��vel de acur�acia desses modelos matem�aticos �e outra

di�culdade do SHM, uma vez que devem reduzir a incidência de respostas do tipo

falso positivo8 e, com maior ênfase, as respostas do tipo falso negativo9.

Sob a perspectiva dos modelos computacionais, se, por um lado, n~ao s~ao capazes

de reproduzir exatamente o comportamento do fenômeno real, observado nos pontos

de medi�c~ao, por outro, trazem informa�c~ao adicional para a identi�ca�c~ao de danos

em todos os demais graus de liberdade do sistema, haja vista a impossibilidade de

aloca�c~ao de sensores em todos os pontos da estrutura. Partindo da premissa de que

�e comum que altera�c~oes decorrentes de danos estruturais sejam inferiores �a diferen�ca

entre o comportamento real e o descrito pelo modelo anal��tico, �e necess�ario atenuar

ao m�aximo a in
uência da incerteza de modelo nos diagn�osticos fornecidos. A essa

diferen�ca entre a ordem do modelo num�erico e o fenômeno real �e dado o nome de

modelling error.

O axioma (IV) destaca o papel central das condi�c~oes operacionais e ambientais no

contexto de SHM, o que adiciona mais uma camada de complexidade nesse linha de

pesquisa. Segundo FRISWELL [94], esses efeitos s~ao particularmente especiais em

pontes e viadutos de concreto, onde a temperatura pode modi�car signi�cativamente

as propriedades de rigidez da estrutura.

Ap�os essa breve enuncia�c~ao de conceitos fundamentais, a partir dessa etapa,

s~ao descritos alguns trabalhos de SHM presentes na literatura que in
uenciaram o

desenvolvimento da presente tese.

8termo trazido da �area da sa�ude que se refere a erros de diagn�ostico em que se a�rma que existe
determinada patologia quando, na realidade, n~ao existe. A aplica�c~ao desse conceito em estudos de
SHM �e imediata.

9termo trazido da �area da sa�ude que se refere a erros de diagn�ostico em que se a�rma que n~ao
existe determinada patologia quando, na realidade, existe.�E um diagn�ostico mais cr��tico que o
falso positivo em termos de seguran�ca operacional.
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BROWNJOHN [2] descreve os avan�cos em diversas aplica�c~oes de algoritmos SHM

em estruturas civis, ao mesmo tempo em que relata casos analisados de pontes e edi-

�ca�c~oes. O autor apresenta o estado da arte e os futuros avan�cos nos segmentos de

instrumenta�c~ao, extra�c~ao de dados, sistemas de transmiss~ao e minera�c~ao de dados,

al�em de m�etodos para diagn�ostico. Nessa mesma linha de a�c~ao: AVCI et al. [95]

apresentam m�etodos tradicionais e oferecem uma revis~ao abrangente de algoritmos

de machine learning e deep learning utilizados na detec�c~ao de danos estruturais;

RABI et al. [96] adiciona �a revis~ao metodol�ogica conceitos associados a de�ni�c~ao

de limites de dano, detec�c~ao de corros~ao, aplica�c~ao de sensores e efeitos da tempe-

ratura; KATAM et al. [97] apontam novas perspectivas da �area de avalia�c~oes n~ao

destrutivas (non-destructive evaluation - NDE) via an�alise dinâmica; e MISHRA

et al. [98] abordam aplica�c~oes de tecnologia IoT10 sem �o no monitoramento de

pontes, edif��cios e outras estruturas civis, com o objetivo de fornecer um panorama

das solu�c~oes atuais e destacar lacunas para pesquisas futuras.

Em 2016, BIONDINI e FRANGOPOL [99] abordaram o SHM sob a perspectiva

do ciclo de vida de sistemas estruturais em deteriora�c~ao. Crit�erios gerais para for-

mula�c~ao da deteriora�c~ao foram introduzidos, com ênfase nos efeitos da corros~ao e

fadiga em estruturas de a�co e na corros~ao, induzida por cloretos, em estruturas de

concreto. O desempenho estrutural, que varia em fun�c~ao do tempo, foi investigado

a partir de um conjunto de indicadores probabil��sticos, ao passo que a vida �util foi

formulada com base em crit�erios de con�abilidade. Ademais, os autores chamaram

aten�c~ao a respeito dos impactos econômicos e sociais desencadeados pelos proces-

sos de envelhecimento e deteriora�c~ao de diversos sistemas estruturas, em especial,

as degrada�c~oes em pontes e redes de infraestrutura. Particularmente nesse tema,

DENG et al. [100] revisaram as principais causas e mecanismos de colapso de pontes.

Foram analisados os fatores comuns que resultam no colapso de pontes, classi�cados

em duas categorias amplas: fatores naturais, que incluem inunda�c~oes, eros~ao por

correnteza, terremotos, deslizamentos de terra, 
uxos de detritos, furac~oes, tuf~oes,

vento, entre outros; e fatores humanos, que englobam casos de projeto e m�etodos de

constru�c~ao imperfeitos, colis~oes, sobrecarga de ve��culos, incêndios, ataques terroris-

tas, falta de inspe�c~ao e manuten�c~ao, entre outros.

SIMOEN et al. [101] apresentaram um trabalho que combinou a abordagem

bayesiana para a detec�c~ao de dano com a quanti�ca�c~ao de incertezas em um processo

de model updating. A estrutura de interesse, uma edi�ca�c~ao de concreto armado

de sete pavimentos, foi constru��da e testada em escala real na mesa vibrat�oria na

Universidade da Calif�ornia em San Diego. Um dano progressivo foi induzido ao

submeter o modelo a um conjunto de registros hist�oricos de movimentos do solo

provocados por terremotos. A intensidade das amplitudes de deslocamento de base

10acrônimo na l��ngua inglesa para Internet of Things.
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foi imposta de maneira crescente. Em cada est�agio de dano, propriedades modais,

tais como frequências naturais e formas modais, foram identi�cadas por meio de

ensaios de vibra�c~ao de baixa amplitude. Esses dados foram inseridos no framework

bayesiano de atualiza�c~ao do modelo FEM11.

De modo geral, a abordagem adotada obteve sucesso em identi�car os danos

na estrutura de sete pavimentos e em quanti�car as incertezas correspondentes em

todos os cen�arios de dano propostos. O estudo veri�cou baixa sensibilidade na de-

tec�c~ao de danos em pavimentos superiores. Por outro lado, as informa�c~oes foram

adequadamente recuperadas para os pavimentos mais pr�oximos �a funda�c~ao, especi-

almente o primeiro. SIMOEN et al. [101] apontam que esse fato se deu em raz~ao do

n��vel de dano mais elevado e das maiores curvaturas modais nos primeiros andares

da estrutura.

BEHMANESH et al. [102] propuseram uma metodologia para mitigar os efeitos

delet�erios associados �a incerteza de modelos, modeling error. Utilizaram sele�c~ao de

modelos, sob uma perspectiva bayesiana, para identi�car dano em uma edi�ca�c~ao

de nove pavimentos, simulada numericamente com elementos de p�ortico plano.�E

interessante ressaltar que BEHMANESH et al. [102] de�niram uma fun�c~ao de veros-

similhan�ca que permite a identi�ca�c~ao de danos sem a necessidade de calibrar um

modelo de elementos �nitos de referência. Nesse sentido, os autores apresentaram

uma proposta para contornar um dos desa�os mais proeminentes da aplica�c~ao de

SHM em estuturas civis, a escassez de informa�c~ao pregressa.

Ao contr�ario das edi�ca�c~oes selecionadas nos trabalhos de SIMOEN et al. [101]

e BEHMANESH et al. [102], WANG et al. [103] investigaram o comportamento

dinâmico de edif��cios sim�etricos e assim�etricos e utilizaram suas caracter��sticas de

vibra�c~ao para desenvolver um m�etodo espec���co de detec�c~ao de danos em edif��cios

assim�etricos. Um dos primeiros passos dos autores foi modi�car o ��ndice de dano

tradicional baseado em energia modal de deforma�c~ao, a partir da decomposi�c~ao

das formas modais em componentes lateral e vertical para formar ��ndices de dano

espec���cos. Em seguida, combinaram esses ��ndices com o m�etodo de 
exibilidade

modal para obter um novo indicador de dano.

WANG et al. [103] avaliaram o desempenho da metodologia proposta por meio de

ensaios experimentais em um modelo de edif��cio assim�etrico em escala de laborat�orio.

Os autores conclu��ram que: (1) diferentemente do modelo de edi�ca�c~ao sim�etrica,

h�a acoplamento torcional nos dois primeiros modos do modelo assim�etrico, o que

favorece uma propaga�c~ao do efeito do dano aos demais elementos; (2) O m�etodo

que incorpora indicadores de dano espec���cos para componentes de forma modal

demonstrou-se adequado na detec�c~ao de danos em elementos horizontais e verticais

11acrônimo na l��ngua inglesa para Finite Element Model que pode ser traduzido livremente por
modelo em elementos �nitos.
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do modelo assim�etrico; (3) a utiliza�c~ao do novo indicador de dano tornou o processo

de localiza�c~ao de danos em edif��cios assim�etricos mais e�ciente, uma vez que eliminou

o incômodo do uso simultâneo de m�ultiplos ��ndices.

Sob uma perspectiva de algoritmos de SHM baseados em dados, data-driven,

DERAEMAEKER et al. [104] apresentaram um trabalho de detec�c~ao de danos com

base em an�alises modais do tipo OMA12, que fornecem respostas output-only13, sob

condi�c~oes ambientais vari�aveis. Metodologias como SSI14 e PSD15 foram utilizadas

para extra�c~ao de propriedades modais e informa�c~oes sobre o conte�udo em frequência

do comportamento do sistema.�E interessante destacar que, na segunda parte do ar-

tigo, os autores abordam a formula�c~ao e a remo�c~ao dos efeitos ambientais no caso em

an�alise, bem como apresentam uma breve revis~ao dos diferentes m�etodos propostos

na literatura que n~ao requerem a medi�c~ao de vari�aveis ambientais. S~ao destacadas

as similaridades entre todos esses m�etodos. Com aux��lio de um modelo de elemen-

tos �nitos, as caracter��sticas extra��das da estrutura, features, foram comparadas em

rela�c~ao a: sua sensibilidade �as condi�c~oes ambiente; sua robustez ao ru��do; e ao tempo

computacional associado.

Ainda no âmbito do OMA, WAGNER et al. [105] identi�caram as proprieda-

des modais de uma pequena e 
ex��vel p�a de turbina e�olica. Embora o componente

estivesse em condi�c~oes controladas, visto que estava no interior de um laborat�orio,

a an�alise modal tradicional n~ao foi vi�avel devido ao pequeno porte e �a alta 
exi-

bilidade da p�a. Nessa condi�c~ao, o OMA foi adotado para conduzir o experimento

a partir da gera�c~ao arti�cial de excita�c~ao de vento. Os parâmetros modais foram

adequadamente estimados com base na metodologia SSI.

A partir de dados experimentais e simulados de uma viga em balan�co, CURY

et al. [106] publicaram um trabalho no qual prop~oem uma metodologia de detec�c~ao

de danos em duas etapas: localiza�c~ao e quanti�ca�c~ao do dano. Na primeira etapa,

o m�etodo da energia de deforma�c~ao, Strain Energy Method (SEM), foi capaz de

recuperar o local do dano. Por�em, como tentativa de aumentar a precis~ao, os auto-

res adotaram duas estrat�egias de interpola�c~ao: splines c�ubicas e polinômios c�ubicos

Hermitianos. O objetivo foi gerar dados adicionais a partir de medi�c~oes experimen-

tais, a �m de de�nir melhor os limites das regi~oes dani�cadas. Ambas as estrat�egias

de interpola�c~ao apresentaram resultados semelhantes e aumentaram a precis~ao na

avalia�c~ao de danos. Na etapa de quanti�ca�c~ao do dano, adotou-se um m�etodo ba-

seado nas equa�c~oes do problema de autovalor, uma vez que as localiza�c~oes de danos

estruturais j�a haviam sido previamente de�nidas. Esta abordagem gera matrizes

12acrônimo em inglês para Operational Modal Analysis.
13termo em inglês que designa um tipo de resposta em an�alises modais na qual n~ao s~ao medidas

as excita�c~oes impostas �a estrutura, apenas as respostas em termos de vibra�c~ao.
14acrônimo para Stochastic Subspace Identi�cation
15acrônimo para Power Spectrum Density.
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esparsas, nas quais apenas algumas vari�aveis precisam ser avaliadas.

SILVA et al. [107] propuseram um novo m�etodo para aprimorar a avalia�c~ao e

quanti�ca�c~ao de incertezas na estima�c~ao de propriedades modais, por meio da com-

bina�c~ao da t�ecnica de identi�ca�c~ao estoc�astica de subespa�cos (SSI) com o bootstrap.

Para validar e comparar o desempenho do algoritmo proposto, os resultados obtidos

foram comparados com dois m�etodos j�a consolidados na literatura. Os resultados

mostram que a t�ecnica proposta foi mais robusta e precisa do que os demais m�etodos.

ALVES et al. [108] publicaram uma abordagem inovadora que utiliza aprendi-

zado de m�aquina quântico n~ao supervisionado, Quantum Machine Learning (QML).

A metodologia proposta envolve a extra�c~ao de caracter��sticas a partir de sinais bru-

tos de acelera�c~ao e sua codi�ca�c~ao em estados quânticos para an�alise subsequente

em um classi�cador quântico. Com base em treinamentos em cen�arios de integri-

dade conhecidos, avaliou-se uma fun�c~ao para identi�car desvios do comportamento

normal, com o objetivo de detectar potenciais anomalias estruturais. Foram con-

duzidas etapas de valida�c~ao por meio de testes em estruturas experimentais e em

escala real, al�em de uma investiga�c~ao dos aspectos de detec�c~ao, localiza�c~ao e quan-

ti�ca�c~ao de anomalias. Adicionalmente, o estudo evidencia os potenciais benef��cios

e limita�c~oes na compara�c~ao do desempenho entre as formula�c~oes quântica e cl�assica

de uma t�ecnica de clustering. Por �m, os autores fornecem re
ex~oes sobre futuras

explora�c~oes e inova�c~oes na interse�c~ao entre computa�c~ao quântica e a Engenharia

Civil.

2.3.1 ABC Aplicado �a Dinâmica de Estruturas e SHM

Apesar da metodologia ABC ter demonstrado pontos positivos no que tange a es-

tima�c~ao de parâmetros em problemas complexos em diversas �areas do conhecimento,

sua aplica�c~ao em dinâmica de estruturas e, mais particularmente, indenti�ca�c~ao de

danos estruturais ainda �e um campo a ser explorado. Existem diversos estudos

demonstrando e propondo algoritmos baseados no Teorema de Bayes atrav�es de si-

mula�c~oes de Monte Carlo e cadeias de Markov, [11, 12, 20, 30], conforme exposto

na Se�c~ao 2.1 deste documento. No entanto, os estudos que aplicam a metodologia

ABC nesse segmento do conhecimento s~ao escassos e bastante recentes.

Em 2018 ABDESSALEM et al. [109] publicaram um estudo no qual aplicaram a

abordagem proposta por TONI et al. [21] em problemas computacionais de dinâmica

de estruturas. O vetor de parâmetros foi modelado para estimar as vari�aveis f��sicas

associadas aos problemas dessa natureza, a saber: coe�cientes de rigidez e amorte-

cimento, massa entre outros. O algoritmo ABC-SMC foi aplicado com crit�erio de

parada de�nido a partir do n�umero de popula�c~oes e as m�etricas de erro quadr�atico

m�edio e distância euclidiana para avaliar a distância entre os dados observados e
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simulados. De maneira an�aloga, VAKILZADEH et al. [67] aplicaram o proposto

em [64] para estimar parâmetros em dois problemas de dinâmica estrutural. Entre-

tanto, neste �ultimo estudo, os autores utilizaram a metodologia ABC-SubSim para

selecionar o modelo mais apto a reproduzir o comportamento hister�etico do sistema

em an�alise. Ambos os estudos foram aplicados em dados simulados com modelos

computacionais de at�e 3 graus de liberdade.

Ainda em 2018, YANG e LAM [110] utilizaram dados dinâmicos, forma modal e

frequência natural, obtidos durante ensaios com vento em dois modelos em escala re-

duzida de p�ortico 3D e torre de transmiss~ao, para estimar parâmetros e inferir sobre

danos estruturais. O m�etodo proposto realiza uma modi�ca�c~ao no ABC-SMC, de-

nominado ASMC16, onde o crit�erio de aceita�c~ao passa a ser baseado em HASTINGS

[44]. Partes componentes, tais como enrijecedores e elementos de contraventamento,

foram removidos da estrutura de forma a simular os diversos cen�arios de dano avalia-

dos. A diferen�ca entre os dados observados e dados simulados em elementos �nitos �e

medida por uma combina�c~ao entre a discrepância das frequências naturais e formas

modais. O m�etodo foi capaz de identi�car a regi~ao da estrutura onde o dano foi

simulado, diminuindo o n�umero de falsos positivos.

A partir dos resultados expostos em [109], ABDESSALEM et al. [111] propuse-

ram modi�ca�c~oes no algoritmo original ABC-SMC [21], a saber: nova m�etrica de

pesagem das part��culas selecionadas, formula�c~ao adaptativa da tolerância na dife-

ren�ca entre os dados observados e simulados, al�em de uma nova etapa no processo

de amostragem, denominada nested sampling, ABC-NS; para estimar parâmetros

e selecionar modelos. O algoritmo foi capaz de recuperar os dados conhecidos das

vari�aveis, bem como os modelos utilizados, al�em de reproduzir satisfatoriamente

o comportamento dinâmico dos sistemas em an�alise. Adicionalmente, o algoritmo

demonstrou melhor desempenho no que tange a aceita�c~ao de part��culas durante a

evolu�c~ao das popula�c~oes quando comparado �a formula�c~ao original ABC-SMC de

TONI et al. [21].

Assim como VAKILZADEH et al. [67], FENG et al. [112] propuseram em 2020

algumas modi�ca�c~oes no algoritmo introduzido por CHIACHIO et al. [64], ABC-

SubSim, para identi�car danos estruturais em três modelos computacionais a partir

de dados modais. O modelo de dano desconsidera a perda na massa do elemento. De

forma resumida o processo conta com uma avalia�c~ao probabil��stica e uma estimativa

de valores �otimos. Nesse contexto, os autores avaliaram três modi�ca�c~oes no ABC-

SubSim, a saber: inclus~ao de uma etapa de estima�c~ao �otima para cada parâmetro

de interesse ap�os a aceita�c~ao de todas as part��culas de cada popula�c~ao; avalia�c~ao

de dois crit�erios de parada simultâneos onde um analisa a diferen�ca relativa entre

os res��duos das popula�c~oes enquanto o segundo estuda a diferen�ca em um mesmo

16do inglês Adaptive Sequencial Monte Carlo
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parâmetro entre popula�c~oes sucessivas. Nesse cen�ario, a interrup�c~ao ocorre quando

ambas tolerâncias s~ao atendidas; e, por �m, adi�c~ao de pesos a m�etrica de avalia�c~ao

da discrepância entre os dados observados e simulados, calculados em fun�c~ao da es-

timativa de valores �otimos para cada parâmetro na respectiva popula�c~ao. O m�etodo

proposto demonstrou ganho em e�ciência computacional nos três modelos simulados.

CASTELLO e RITTO [113] aplicaram a formula�c~ao ABC-REJ em um problema de

coluna de perfura�c~ao, onde quatro modelos de itera�c~ao broca-rocha foram adotados

para descrever o comportamento f��sico do componente, conhecido a partir de dados

extra��dos em campo, de forma a avaliar a adequa�c~ao de cada modelo e sua respec-

tiva in
uência na estabilidade global do sistema. Por �m, BEN ABDESSALEM

et al. [114] apresentaram uma aplica�c~ao do algoritmo desenvolvido em [111], neste

trabalho otimizado no que tange ao processo de amostragem, em duas aplica�c~oes

computacionais no contexto do SHM.

2.3.2 Benchmark Phase I da IASC-ASCE

A Tabela 2.1 apresenta uma s��ntese dos artigos publicados entre 2000 e 2025 que

aplicaram metodologias SHM no Benchmark Phase I da IASC-ASCE. Em termos

gerais, trata-se da primeira fase de um aparato experimental elaborado por um

grupo de trabalho associado �a International Association of Structural Control e �a

American Society of Civil Engineers, IASC-ASCE, cujo objetivo �e servir de padr~ao

para an�alises comparativas de desempenho entre metodologias SHM, [22]. Nesse

contexto, [115] apresentou uma revis~ao da literatura que abrange ambas as fases

desse padr~ao comparativo.

Detalhes sobre os \casos"e \danos"do Benchmark Phase I podem ser encontrados

na Se�c~ao 5.1 do presente trabalho ou no artigo publicado por JOHNSON et al. [22].

De forma expedita, os casos s~ao cen�arios, impostos ao modelo num�erico gerador dos

sinais de acelera�c~ao, que combinam classes de excita�c~ao dinâmica, diferentes ordens

de discretiza�c~ao em elementos �nitos e padr~oes distintos de distribui�c~ao de massas.

Os danos, por sua vez, constituem condi�c~oes de remo�c~ao completa ou parcial da

rigidez em determinados elementos estruturais, de forma a identi�car a capacidade

dos algoritmos no processo de detec�c~ao, localiza�c~ao e quanti�ca�c~ao do dano.

Os trabalhos selecionados, invariavelmente, combinam a identi�ca�c~ao de siste-

mas por meio de sinais com a predi�c~ao extra��da de modelos computacionais para a

detec�c~ao de danos estruturais. Dentre as metodologias de an�alise de sinais adota-

das, destacam-se: o �ltro de Kalman (KF), [116] e suas diversas variantes, tais como

vers~ao estendida [117] e adaptativa, [118]; a identi�ca�c~ao por subespaco estoc�astico

(SSI-Cov), [119]; modelos autorregressivos (AR), modelos de m�edia m�ovel (MA),

com suas combina�c~oes e variantes, tais como ARMA, [120] e AR-ARX, [121]; trans-
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forma�c~oes, como a Hilbert-Huang transformation (HHT), [122], wavelet transforma-

tion (WT), [123]; decomposi�c~oes tais como empirical mode decomposition (EMD),

[122], frequency domain decomposition (FDD), [124], entre outros.

Otimiza�c~oes do tipo m��nimos quadrados (LSE), [125], suas variantes e a pro-

grama�c~ao sequencial quadr�atica (SQP), [126], assim como t�ecnicas auxiliares, como

o natural excitation technique (NExT), [127], e algoritmos, como o eigen realiza-

tion algorithm (ERA), [128], s~ao amplamente combinados para a estima�c~ao dos

parâmetros estruturais e dos vetores de estado.

A abordagem por meio de um problema inverso probabil��stico �e comum quando

os autores adicionam �a an�alise modelos computacionais, por exemplo, em elemen-

tos �nitos, [34, 129, 130]. Nesse contexto, o paradigma bayesiano �e frequentemente

adotado, seja na constru�c~ao de distribui�c~oes de probabilidade por meio de proces-

sos MCMC, Markov chain Monte Carlo, entre os quais o algoritmo DRAM delayed

rejection adaptive Metropolis foi explicitamente mencionado [131], seja em um con-

texto de aprendizado de m�aquinas, bayesian learning, [132]. Cumpre destacar que,

apesar de ser mais frequente a proposi�c~ao de metodologias de detec�c~ao de danos

por meio de matrizes de rigidez, h�a uma s�erie de autores que utilizam matrizes de


exibilidade [118, 133, 134].

Em uma an�alise global dos trabalhos elencados na Tabela 2.1, �e poss��vel ressaltar

alguns pontos: (i) a hip�otese de comportamento linear el�astico, que independe da

severidade do dano estrutural, �e compartilhada pelos artigos avaliados; (ii) fato

an�alogo ocorre com a premissa de sistema dinâmico invariante no tempo. As poucas

exce�c~oes fazem parte da classe de metodologias destinadas ao monitoramento em

tempo real; (iii) em linhas gerais, a matriz de massa �e assumida conhecida e com

baixa in
uência na detec�c~ao de danos; (iv) condi�c~oes de dano signi�cativo, tais

como os casos 1 e 2, em cen�arios elementares, tais como os casos 1, 3 e 4, foram

localizados e quanti�cados adequadamente. Baixo n�umero de falsos positivos e falsos

negativos foi relatado, mesmo em presen�ca de ru��dos de medi�c~ao adicionados; (v)

por outro lado, em cen�arios mais complexos, tais como os casos 2, 5 e 6, que simulam

incertezas no modelo computacional, a quantidade de resultados falsos aumentaram

signi�cativamente; (vi) o problema de detec�c~ao e quanti�ca�c~ao do dano �e concebido

a partir da compara�c~ao entre uma condi�c~ao sabidamente ��ntegra, ou de referência

(baseline), com a condi�c~ao atual. Isso implica na dependência de informa�c~ao a priori

da estrutura.
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Tabela 2.1: S��ntese dos artigos publicados entre 2004 e 2025 que aplicaram metodologias SHM no Benchmark Phase I da IASC-ASCE.
Legenda: a coluna \Artigo"apresenta a cita�c~ao do trabalho em an�alise, \Descri�c~ao"aborda sucintamente os pontos principais da meto-
dologia aplicada no estudo, \Casos"e \Danos"apontam os casos e cen�arios de danos escolhidos pelos autores, segundo descri�c~ao exata
fornecida por JOHNSON et al. [22] e \Considera�c~oes"resumem as principais hip�oteses, resultados/conclus~oes e limita�c~oes do trabalho.

Artigo Descri�c~ao Casos Danos Considera�c~oes

[135] Estima�c~ao da matriz de 
exibilidade e identi�ca�c~ao ba-

seada na varia�c~ao em rela�c~ao �a condi�c~ao ��ntegra.

4 e 5 1 a 4 Identi�ca�c~ao a partir de medi�c~oes incompletas. Localiza�c~ao e quan-

ti�ca�c~ao do dano compat��veis, apesar de apresentar di�culdades na

identi�ca�c~ao por meio de modos de tor�c~ao. Informa�c~ao a priori da

estrutura.

[136] Estima�c~ao das propriedades modais a partir da

aplica�c~ao dos algoritmos NExT e ERA nos sinais ob-

servados e detec�c~ao de danos a partir de otimiza�c~ao via

m��nimos quadrados dos coe�cientes de rigidez

1 a 6 1 a 6 Identi�ca�c~ao satisfat�oria mesmo em cen�arios de incerteza de modelo

e de medi�c~ao incompleta. Houve propaga�c~ao da predi�c~ao de dano

para pavimentos adjacentes em C2, C5 e C6. Informa�c~ao a priori da

estrutura.

[124] Identi�ca�c~ao das propriedades modais via FDD (todos

os modos em x e y), reconstru�c~ao da condi�c~ao ��ntegra,

via otimiza�c~ao de ki =mi , a partir das propriedades com

dano; e detec�c~ao de dano atrav�es do DIM apenas com

1o modo em x e y.

4 1 a 6 H�a presen�ca de falsos positivos para D3 a D6. N~ao houve varia�c~ao na

predi�c~ao entre D4 e D5. N~ao explora modos de vibra�c~ao torcional,

bem como casos com incerteza de modelo C2 e C5.

[129] Utiliza o Teorema de Bayes para inferir sobre a matriz de

densidade espectral a partir de coe�cientes de redu�c~ao

da rigidez das matrizes dos elementos.

1 a 6 1 a 6 O m�etodo �e capaz de localizar e quanti�car adequadamente todos

os cen�arios de dano. Por outro lado, apresenta problemas de falsos

positivos nos casos C2, C5 e C6 devido �a incerteza de modelo. In-

forma�c~ao a priori da estrutura.

[126] Identi�ca�c~ao de parâmetros de um modelo em espa�co de

estados via Filtro de Kalman, ERA e otimiza�c~ao SQP;

em seguida, inferência das propriedades dinâmicas e de-

tec�c~ao de danos via compara�c~ao entre a estrutura de

referência e a atual.

1 a 6 1 a 6 Apesar da medi�c~ao incompleta no caso 6, foi poss��vel localizar regi~ao

com dano. O primeiro modo de tor�c~ao no caso 6 dano 6 n~ao foi

identi�cado, assim como n~ao houve varia�c~ao signi�cativa na predi�c~ao

entre os danos 4 e 5. Informa�c~ao a priori da estrutura.
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Continua�c~ao da Tabela 2.1

Artigo Descri�c~ao Casos Danos Considera�c~oes

[130] Detec�c~ao de dano em duas etapas a partir de abordagem

probabil��stica (Teorema de Bayes). Identi�ca�c~ao das

propriedades modais e, em seguida, detec�c~ao de dano

via modi�ca�c~oes na rigidez.

1 a 6 1 a 6 Al�em da detec�c~ao e quanti�ca�c~ao adequada dos danos nos casos ado-

tados, o m�etodo �e capaz de identi�car a face do p�ortico no qual o

dano se encontra. Nos casos 3D assim�etricos, foram adotados 12

parâmetros para o dano e 4 para as fachadas.

[137] Metodologia de detec�c~ao de dano via altera�c~oes na ma-

triz de rigidez a partir de algoritmo que aplica RLS

adaptativo.

1, 3 e 4 1 a 4 Dano detectado e quanti�cado satisfatoriamente em simula�c~ao de mo-

nitoramento em tempo real, em condi�c~ao de varia�c~ao suave e abrupta

entre o cen�ario ��ntegro e dani�cado. Tempo de convergência consi-

derado satisfat�orio. Pass��vel de paraleliza�c~ao. Por outro lado, n~ao

foram explorados os casos com incerteza de modelo.

[122] Combina HHT e EMD para identi�ca�c~ao de frequências

naturais, amortecimentos e formas modais. A detec�c~ao

do dano via diferen�ca entre rigidez ��ntegra e dani�cada.

1 e 2 1 e 2 O m�etodo adotado foi capaz de detectar e quanti�car adequadamente

os danos nos cen�arios adotados, apesar de serem os mais simples

propostos por [22]. Foi utilizada informa�c~ao a priori da estrutura.

[120] Identi�ca�c~ao com modelo ARMA para s�eries temporais

com integra�c~ao de nova feature nos coe�cientes do mo-

delo AR.

1 e 2 1 a 4 O m�etodo n~ao �e capaz de quanti�car a extens~ao do dano. Os indica-

dores localizam sua regi~ao a partir de crit�erio n~ao detalhado sobre a

diferen�ca relativa entre seus valores em cada v~ao.

[125] Generaliza�c~ao do SNLSE para detec�c~ao e quanti�ca�c~ao

de dano em condi�c~oes de medi�c~ao incompleta e inputs

desconhecidos.

1 1 adap-

tado.

Dano detectado e quanti�cado adequadamente em simula�c~ao de di-

agn�ostico em tempo real em duas condi�c~oes inspiradas no dano 1

descrito por [22]. M�etodo mais est�avel numericamente que o EKF.

[121] Aplica�c~ao de modelo AR-ARX em medi�c~oes de resposta

dinâmica. Utiliza as t�ecnicas PCA, Fuzzy c-means e

aprendizado n~ao supervisionado para an�alise de sensibi-

lidade e compress~ao de dados.

5 1 a 5 Foram adotados 5 cen�arios ��ntegros e 15 para diagn�ostico estrutural.

O estudo n~ao reportou falso positivo, por�em alguns cen�arios de dano

n~ao foram identi�cados adequadamente. Houve um falso negativo.

[119] Utiliza�c~ao de m�etodo SSI-Cov e otimiza�c~oes com SQP

para identi�ca�c~ao das propriedades modais e estima�c~ao

de coe�cientes de dano por pavimento.

4 1 a 3 O diagn�ostico de dano foi adequado para os três cen�arios avaliados.

N~ao houve avalia�c~ao dos impactos da incerteza de modelo, nem de

medi�c~ao incompleta.
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Continua�c~ao da Tabela 2.1

Artigo Descri�c~ao Casos Danos Considera�c~oes

[127] Identi�ca�c~ao direta dos coe�cientes de rigidez e de amor-

tecimento a partir do desacoplamento entre andares.

Combina algoritmos NExT e ERA com otimiza�c~oes de

m��nimos quadrados.

5 1 a 6 N~ao recorre a propriedades modais para a detec�c~ao do dano. Crit�erio

baseado no desvio padr~ao em rela�c~ao �a m�edia da con�gura�c~ao de

referência. Apesar de diagnosticar falsos positivos em D1, D2 e D5,

foi capaz de detectar e quanti�car adequadamente o cen�ario D6.

[118] Constru�c~ao da matriz de 
exibilidade atrav�es da oti-

miza�c~ao dos coe�cientes do polinônio da FRF via

m��nimos quadrados. Matriz de massa desconhecida.

Crit�erio de dano baseado nos ��ndices ULS e ULS curva-

ture.

1 1,2 e 4 O m�etodo identi�cou satisfatoriamente as frequências naturais para

o modelo 12DOF. Por�em, os resultados para o modelo 120DOF n~ao

foram descritos. N~ao houve quanti�ca�c~ao de dano.

[128] Combina�c~ao dos algoritmos NExT e ERA para identi-

�ca�c~ao das propriedades modais. Modos de vibra�c~ao

s~ao escolhidos em fun�c~ao do grau de equivalência com a

estrutura e ocorrem para cada DOF formulado.

2 e 5 1 a 6 Apesar das incertezas inerentes ao modelo resultarem em diagn�osticos

de falsos positivos e falsos negativos, os danos foram localizados e

quanti�cados adequadamente. O m�etodo mostrou melhor desempe-

nho do que [126, 129, 136] porque atingiu resultados similares a partir

da sele�c~ao de apenas dois modos.

[116] Aplica�c~ao do Filtro de Kalman em duas etapas:

(i) estima�c~ao do vetor de estados via recurs~ao com

parâmetros estruturais conhecidos ad hoc; e (ii) es-

tima�c~ao recursiva para atualiza�c~ao do vetor e dos

parâmetros baseada em (i).

6 1 a 4 Existem 18 parâmetros estruturais desconhecidos, 16 de rigidez (4

por pavimento) e 2 do amortecimento proporcional. A detec�c~ao, lo-

caliza�c~ao e quanti�ca�c~ao da redu�c~ao da rigidez nos quatro cen�arios

adotados foram satisfat�orias, apesar de medi�c~oes incompletas e incer-

tezas de modelo.

[34] Identi�ca�c~ao baseada em model updating por meio de

um problema inverso probabil��stico. O Teorema de

Bayes, modi�ca�c~oes no algoritmo de busca heur��stica

ABC e o m�etodo BFGS s~ao utilizados para inferir sobre

os coe�cientes da matriz de massa, de rigidez e da co-

variância do erro.

4 1 e 6.

Demais

adapta-

dos.

O processo conta com 37 parâmetros a serem identi�cados. Mesmo

em presen�ca de medi�c~ao incompleta, a quanti�ca�c~ao e detec�c~ao de

dano ocorreram satisfatoriamente. Apresentou alguns diagn�osticos

imprecisos devido ao ru��do adicionado �as medi�c~oes. N~ao avaliou

cen�arios com incertezas de modelo.
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Artigo Descri�c~ao Casos Danos Considera�c~oes

[134] Identi�ca�c~ao da matriz de 
exibilidade para c�alculo de

deslocamentos est�aticos. Otimiza�c~ao dos coe�cientes de

rigidez atrav�es do algoritmo Cuckoo de busca heur��stica.

4 adap-

tado.

2 e 4.

6 adap-

tado.

Foram adotados três cen�arios de ru��do adicionado, i.e. 0%, 3% e 5%.

O diagn�ostico de dano foi alcan�cado em todas as an�alises propostas.

O ru��do de 5% provocou falsos positivos signi�cativos no cen�ario de

danos mais brando. N~ao foram estudados casos com incertezas no

modelo.

[131] Sele�c~ao de modelos MEF candidatos por meio de uma

abordagem probabil��stica que combina MCMC via al-

goritmo DRAM para detec�c~ao de dano. Avalia�c~ao das

predi�c~oes fornecidas por meio de an�alise de con�abili-

dade.

2 adap-

tado.

1 e 2. Foram selecionados cinco parâmetros desconhecidos: m�odulo de elas-

ticidade e rigidez dos enrijecedores (um �unico para cada pavimento).

N~ao h�a localiza�c~ao nem quanti�ca�c~ao de dano, apenas an�alise da

equivalência de frequências naturais e formas modais nos cen�arios

adotados.

[117] Extens~ao do algoritmo EKF para estima�c~ao concor-

rente de parâmetros estruturais e inputs desconheci-

dos. Solu�c~ao recursiva utiliza otimiza�c~ao baseada em

m��nimos quadrados para os parâmetros do vetor de es-

tados.

1 �Integro Apesar do cen�ario de medi�c~ao incompleta e adi�c~ao de ru��do na ordem

de 10% RMS, o m�etodo estimou adequadamente os coe�cientes de

rigidez e amortecimento para estrutura ��ntegra. N~ao houve avalia�c~ao

sobre danos estruturais, bem como incerteza no modelo. Condi�c~ao

avaliada possui 4DOF.

[132] Extra�c~ao dos parâmetros modais com MODE-ID e de-

tec�c~ao de dano em duas etapas: treinamento e predi�c~ao,

a partir do Bayesian learning combinado com ARD

prior.

1 a 5 1 a 6 O processo passa por uma etapa de detec�c~ao que fornece as regi~oes

mais prov�aveis para uma quanti�ca�c~ao posterior. A partir de um

crit�erio ad hoc, todos os cen�arios foram adequadamente diagnosti-

cados, bem como a fachada na qual se localizam. N~ao houve falsos

diagn�osticos.
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Artigo Descri�c~ao Casos Danos Considera�c~oes

[138] Identi�ca�c~ao de parâmetros da estrutura e do vetor de

estados em cen�ario de monitoramento em tempo real.

A matriz de massa �e desconhecida. Proposi�c~ao de um

EKF adaptativo.

1 1 e 2 Doze parâmetros de interesse foram estimados: massa, amorteci-

mento e rigidez, um para cada pavimento. Embora no cen�ario de

medi�c~ao incompleta e no modelo 4DOF, a metodologia foi capaz de

capturar satisfatoriamente a varia�c~ao da rigidez ao longo do monito-

ramento. O desempenho foi comparado com o de outros algoritmos

existentes na literatura. N~ao houve avalia�c~ao de incertezas de mo-

delo.

[123] Identi�ca�c~ao formulada em três etapas: (i) aplica�c~ao de

�ltro gaussiano, (ii) estima�c~ao das propriedades modais

via wavelet (SWT) e (iii) interpola�c~ao spline na FRF.

3 2 Sinal utilizado concatena condi�c~ao ��ntegra e dani�cada, respectiva-

mente. O m�etodo apresenta predi�c~ao adequada para as frequências

naturais na condi�c~ao adotada. N~ao h�a localiza�c~ao nem quanti�ca�c~ao

de danos. N~ao h�a avalia�c~ao de incertezas de modelo.
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Cap��tulo 3

Aspectos Te�oricos

O Cap��tulo que se inicia aborda os aspectos te�oricos fundamentais desenvolvidos

ao longo do trabalho. Exclu��ndo-se a Se�c~ao 3.2.5, na qual uma das contribui�c~oes

do autor est�a descrita, todas as demais se�c~oes revisitam formula�c~oes matem�aticas j�a

consolidadas da literatura. Sendo assim, a Se�c~ao 3.1 explora as equa�c~oes governantes

do problema e a Se�c~ao 3.2 descreve como essas equa�c~oes foram manipuladas sob uma

perspectiva de problema inverso probabil��stico.

3.1 Equa�c~oes Governantes

A presente se�c~ao detalha as equa�c~oes governantes dos sistemas dinâmicos, bem como

formula�c~oes matem�aticas adotadas no desenvolvimento de an�alises de detec�c~ao de

dano e de anomalia estrutural. A Se�c~ao 3.1.1 desenvolve a equa�c~ao de movimento a

partir de hip�oteses simpli�cadoras, tais como sistema linear e invariante no tempo.

Efeitos de dissipa�c~ao de energia por amortecimento s~ao incorporados ao comporta-

mento global da estrutura, o que conduz o problema cl�assico de autovetor e autovalor

a uma formula�c~ao em espa�co de estados. As propriedades modais de frequência na-

tural, taxa de amortecimento e forma modal s~ao extra��das dessa an�alise espectral.

Por sua vez, a Se�c~ao 3.1.2 aborda uma t�ecnica de expans~ao modal que pode ser uti-

lizada em cen�arios de escassez de informa�c~ao espacial. Essa metodologia foi adotada

na identi�ca�c~ao de anomalia estrutural na viga de alum��nio apresentada na Se�c~ao

4.3.4.

3.1.1 Dinâmica Estrutural

A equa�c~ao que governa o movimento de um sistema dinâmico com NDOF graus de

liberdade, DOF1, pode ser formulada de acordo com a Equa�c~ao 3.1, [139, 140].

1acrônimo na l��ngua inglesa para Degree Of Freedom, pode ser traduzido diretamente por grau
de liberdade. Invariavelmente est�a associada ao m�etodo dos elementos �nitos.
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M •u(t) = a(u(t); _u(t)) + F(t) (3.1)

onde M 2 R NDOF �N DOF representa a matriz de massa do sistema, F 2 RNDOF o vetor

de for�cas atuantes no sistema, u 2 RNDOF o vetor posi�c~ao, (_�) e ( •�) denotam a

primeira e segunda derivadas, respectivamente, e a indica o operador que descreve

o comportamento das for�cas de dissipa�c~ao e restaura�c~ao do fenômeno.

No caso de sistemas lineares, as for�cas de restaura�c~ao podem ser formuladas

como fun�c~oes em uma matriz de rigidez, denominada K 2 RNDOF �N DOF , e igual a

(�1)Ku. As for�cas de dissipa�c~ao, por sua vez, podem ser postuladas de diversas

formas, dentre elas est�a a hip�otese de que o amortecimento �e viscoso e dependente

da velocidade_u(t). No caso mais simples, sistema linear n~ao amortecido, o problema

espectral de autovalor e autovetor �e obtido a partir da proposi�c~ao de uma solu�c~ao

do tipo u(t) = � � e j! t para a equa�c~ao diferencial homogênea, como segue:

M •u(t) + Ku(t) = 0;

K� = M � 
 (3.2)

onde � 2 R NDOF �N DOF indica a matriz que cont�em as formas modais do sistema,

! 2 R NDOF �N DOF representa a matriz diagonal contendo as frequências naturais

n~ao amortecidas do sistema, ao passo que 
 2 RNDOF �N DOF �e a matriz espectral,

que cont�em o quadrado da frequência natural !2i , com i = 1; � � � ; N DOF , a vari�avel

j =
p

�1 denota o n�umero complexo e ej! t a fun�c~ao exponencial fun�c~ao do tempo.

Por outro lado, em um sistema linear amortecido, o modelo dinâmico pode ser

reescrito de acordo com a Equa�c~ao 3.3.

M •u(t) + D _u(t) + Ku(t) = F(t) (3.3)

onde D 2 RNDOF �N DOF representa a matriz de amortecimento viscoso do sistema em

an�alise.

Devido a elevada incerteza na modelagem do amortecimento em estruturas, fo-

ram selecionados três cen�arios b�asicos de amortecimento, a saber: (i) o elemento

estrutural �e n~ao amortecido, i.e., D = 0, (ii) os modos possuem a mesma taxa de

amortecimento, que �e constante, e (iii) o amortecimento �e viscoso e proporcional,

[140].

A formula�c~ao da matriz de amortecimento para o cen�ario (ii), ou seja, amorteci-

mento constante, �e governada pela Equa�c~ao 3.4.

D =
�

~�
�1

� T
2 � 
 1=2 ~�

�1
(3.4)
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onde ~� representa a matriz modal orto-normalizada em rela�c~ao a matriz de massa,

� �e uma constante positiva que representa o valor da taxa de amortecimento modal,

tal que � 2 R com � > 0, e (�) T e (�) �1 indicam as opera�c~oes de transposi�c~ao

e invers~ao da vari�avel em an�alise. J�a para o cen�ario (iii), amortecimento viscoso

proporcional, a matriz D pode ser de�nida conforme a Equa�c~ao 3.5.

D = �M + �K (3.5)

onde � 2 R e � 2 R s~ao constantes positivas. Destaca-se neste ponto que tanto

as vari�aveis que comp~oem os modelos de amortecimento, bem como a escolha pelo

modelo mais representativo, descritos anteriormente pelos cen�arios (i), (ii) e (iii),

est~ao entre os parâmetros considerados desconhecidos. As Se�c~oes 4.2 e 5.2 detalham

como as vari�aveis e modelos descritos nesta Se�c~ao foram utilizados para identi�ca�c~ao

de anomalias e detec�c~ao de danos.
�E necess�ario realizar manipula�c~oes com as matrizes da Equa�c~ao 3.3 para con-

siderar o amortecimento na solu�c~ao do problema espectral por meio do espa�co de

estados. Esse passo �e alcan�cado mediante reorganiza�c~ao das matrizes presentes na

Equa�c~ao 3.6 em novo sistema de equa�c~oes, [140].

A =

"
K 0

0 �M

#

; B =

"
D M

M 0

#

; r(t) =

"
u(t)

_u(t)

#

; s(t) =

"
F(t)

0

#

(3.6)

onde as matrizes A e B, bem como os vetores r(t) e s(t) representam simples ma-

nipula�c~oes alg�ebricas dos objetos presentes na Equa�c~ao 3.3.

Novamente, ao se adotar o caso particular da solu�c~ao homogênea da Equa�c~ao

3.3, e substituir r por uma solu�c~ao ad hoc do tipo r = 	 e � t , obt�em-se um novo

problema espectral dado por:

A r + B _r = 0;

(A 	 + � B	) e � t = 0;

A	 = �� B 	 (3.7)

onde 	 2 R 2NDOF �2N DOF representa a matriz complexa das formas modais e � 2

R2NDOF �2N DOF a matriz com os polos complexos da solu�c~ao.

Os dois problemas de SHM desenvolvidos pressup~oem que os elementos estru-

turais prism�aticos atendem �as hip�oteses de Euler-Bernoulli, formalizadas posterior-

mente por Navier, no que tange �a equa�c~ao da linha el�astica. Sendo assim, indepen-

dentemente da magnitude do dano, ou anomalia, de interesse, o comportamento do
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material �e linear e a estrutura se mant�em no contexto de pequenos deslocamentos.

A solu�c~ao do problema foi alcan�cada com aux��lio do M�etodo dos Elementos Finitos

via programa�c~ao em ambiente Python e Matlab.

3.1.2 Expans~ao Modal

A t�ecnica de expans~ao modal, abordada sucintamente nesta se�c~ao, possui o objetivo

de estimar o valor das formas modais em pontos n~ao medidos, a partir da combina�c~ao

da estrutura do modelo com as medi�c~oes das formas modais em determinados pontos.

Sob essa perspectiva, h�a o intuito de diminuir a in
uência negativa que medi�c~oes

incompletas podem exercer quando da calibra�c~ao de um modelo computacional com

dados medidos em campo.

Dentre as diversas metodologias dispon��veis para a execu�c~ao da expans~ao modal,

adotou-se o Processo de Expans~ao por Redu�c~ao Equivalente do Sistema (SEREP2)

[141, 142].

Em termos gerais, o principal objetivo �e expandir a forma modal, dos graus de

liberdade medidos via sensor, denotados pelo sub��ndice \md", para os omitidos,

denotados pelo sub��ndice \om", atrav�es da seguinte equa�c~ao:

� xpd = C � md (3.8)

onde � xpd 2 RNDOF �N b representa a matriz expandida das formas modais correspon-

dentes aos Nb modos de vibra�c~ao de interesse, C 2 RNDOF �N md representa a matriz

de transforma�c~ao SEREP, dada por C = � � y
md , em que � = �(�) 2 R NDOF �N b

corresponde �a matriz computacional das formas modais dos modos de interesse,

� md 2 RNmd �N b representa as formas modais computacionais associadas aos graus

de liberdade medidos, e �ymd �e a respectiva pseudo-inversa. Um aspecto importante

da expans~ao modal via SEREP �e a condi�c~ao de que o n�umero de graus de liberdade

medidos seja maior que o n�umero de modos de vibra�c~ao de interesse, i.e., Nmd � N b.

O Anexo A.1 apresenta a deriva�c~ao da matriz de transforma�c~ao C.

Por �m, �e interessante veri�car, portanto, que alguns modos de vibra�c~ao, o i-

�esimo por exemplo, possuem forma modal resultante da combina�c~ao de informa�c~ao

experimental e computacional, atrav�es do vetor �(i)xpd . Sob a perspectiva de um

problema inverso via Teorema de Bayes, objeto da pr�oxima se�c~ao, esse fato adiciona

um n��vel extra de complexidade na constru�c~ao da fun�c~ao de verossimilhan�ca a ser

utilizada na detec�c~ao do dano ou anomalia estrutural.

2acrônimo na l��ngua inglesa referente a System Equivalent Reduction Expansion Process
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3.2 Problema Inverso e Teorema de Bayes

A presente Se�c~ao introduz conceitos fundamentais de um problema inverso sob uma

perspectiva probabil��stica que �e governada pelo paradigma bayesiano. Dessa forma,

a Se�c~ao 3.2.1 apresenta sucintamente as bases da abordagem bayesiana cl�assica,

atrav�es do Teorema de Bayes, e avan�ca nos conceitos de modelos de observa�c~ao,

formula�c~ao da fun�c~ao de verossimilhan�ca e estimadores para o vetor de parâmetros

desconhecidos de interesse. A Se�c~ao 3.2.2 descreve as bases do Approximate Baye-

sian Computation (ABC), bem como os primeiros algoritmos propostos dessa linha

de pesquisa. As t�ecnicas que resultaram na proposi�c~ao do ABC-SMC, m�etodo que

combina a aproxima�c~ao bayesiana com um procedimento de amostragem sequencial,

s~ao detalhadas na Se�c~ao 3.2.3. Cabe destacar que o ABC-SMC foi o framework3

adotado para o processo de identi�ca�c~ao conduzido neste trabalho. A Se�c~ao 3.2.4

expande a abordagem ABC-SMC para problemas onde h�a diversos modelos candida-

tos, i.e., problemas inversos com sele�c~ao de modelos. Por �m, a Se�c~ao 3.2.5 detalha

e explora a contribui�c~ao desta tese ao algoritmo ABC-SMC. A proposta consiste de

uma metodologia de adapta�c~ao cont��nua do limite de tolerância que �e utilizado pelo

m�etodo para aproximar a distribui�c~ao a posteriori das vari�aveis aleat�orias.

Antes de avan�car sobre os aspectos te�oricos do paradigma bayesiano, uma res-

salva �e importante. Apesar de existirem diferen�cas conceituais entre \m�etodo"e

\algoritmo", ao longo do texto, esses termos s~ao invariavelmente intercambi�aveis

para citar o ABC, MCMC, PMC, SMC4, entre outros.

3.2.1 Abordagem Bayesiana Cl�assica

Na abordagem bayesiana todos os parâmetros desconhecidos de um sistema f��sico,

tais como propriedades dos materiais, carregamentos, condi�c~oes de contorno e

v��nculos, s~ao modelados como vari�aveis aleat�orias, abreviadas por \v.a."por sim-

plicidade. A incerteza associada aos parâmetros �e descrita por fun�c~oes de densidade

de probabilidade, pdf. Em geral, denota-se o conjunto de vari�aveis aleat�orias de

uma an�alise pelo vetor aleat�orio � 2 R N � , onde N� indica sua dimens~ao. De forma

an�aloga, as informa�c~oes obtidas do sistema de interesse, atrav�es da observa�c~ao ou

medi�c~ao, s~ao reunidas no vetor y 2 RN y . Deforma�c~oes, frequências naturais, ace-

lera�c~oes ou tens~oes s~ao alguns exemplos de dados pass��veis de extra�c~ao via an�alise

experimental.

Partindo-se da hip�otese que o fenômeno pode ser formulado por meio de um

3palavra de origem inglesa que pode ser traduzido livremente por \m�etodo"ou \ferramenta"no
presente contexto.

4Acrônimos na l��ngua inglesa de m�etodos para inferência estat��stica: Approximate Bayesian
Computation (ABC), Monte Carlo Markov Chain (MCMC), Population Monte Carlo (PCM) e
Sequential Monte Carlo (SMC).
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operador do problema direto dado por A(�), �e necess�ario estabelecer um modelo de

observa�c~ao que associe os dados medidos com os simulados. Um candidato �a modelo

de observa�c~ao �e descrito na Equa�c~ao 3.9, [7].

y = A(�) + e y (3.9)

onde o operador A : RN � 7! R N y fornece as predi�c~oes computacionais an�alogas

�as obtidas via observa�c~ao ou experimenta�c~ao, esse conjunto de predi�c~oes �e deno-

minado ym 2 RN y , tal que A(�) = y m , onde o super-��ndice \m"denota modelo

computacional. Por �m, o termo ey 2 RN y representa o vetor de vari�aveis aleat�orias

de erros de medi�c~ao, o qual cont�em erros de processamento de sinais, imprecis~oes

num�ericas, erros de medi�c~ao em si, entre outros. Em nota�c~ao matem�atica diz-se

que ey � � ey (ey ) onde, em geral, �e assumida propriedade \iid", o que signi�ca que

as vari�aveis aleat�orias ey = fe y1; ey2; :::ey(i) gT , onde i = N y , s~ao independentes e

identicamente distribu��das.

A escolha pelo modelo de observa�c~ao com erro aditivo, descrito na Equa�c~ao 3.9,

implica em assumir verdadeira a hip�otese que o operador A(�) �e capaz de simular

perfeitamente o sistema de interesse a menos de um termo aleat�orio aditivo, i.e.

ey = y � A(�). Logo, atrav�es de medi�c~oes, �e poss��vel inferir sobre o vetor de

vari�aveis aleat�orias por meio da aplica�c~ao do Teorema de Bayes, [18, 19], descrito

pela Equa�c~ao 3.10.

�(� jy) =
�(y j�) �(�)

�(y)
(3.10)

onde �(y j�) �e a fun�c~ao de verossimilhan�ca, �(�) a distribui�c~ao a priori, tamb�em

conhecido por prior do vetor �, �(y) a densidade de probabilidade do vetor de

dados experimentais y e �(� jy) �e designada por distribui�c~ao a posteriori, posterior

ou, em alguns cen�arios, distribui�c~ao alvo.�E v�alido destacar que, sob a perspectiva

de algumas metodologias ABC, �e comum atribuir a nomenclatura distribui�c~ao alvo

tamb�em �as densidades de probabilidade estimadas para popula�c~oes intermedi�arias,

de acordo com o exposto na Se�c~ao 3.2.3.

A pdf �(y) �e denominada verossimilhan�ca marginal e seu c�alculo n~ao �e imediato.

Entretanto, diversos algoritmos adotados para estimar �(� jy), [38, 43], contornam

a di�culdade de inferir sobre �(y), tratando-o apenas como uma constante de nor-

maliza�c~ao. A densidade a priori �(�) traduz o n��vel de conhecimento inicial sobre

os parâmetros que comp~oem o vetor �. A fun�c~ao de verossimilhan�ca, por sua vez,

avalia a probabilidade da medi�c~ao dos valores y dado que o vetor de parâmetros

seja conhecido, i.e. � = � � .

A partir da hip�otese que o vetor de parâmetros e o vetor de erro de medi�c~ao s~ao

independentes, a fun�c~ao de verossimilhan�ca pode ser formulada pela Equa�c~ao 3.11
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[7].

�(y j �) = � ey (y � A(�)) (3.11)

onde �ey (y � A(�)) representa a fun�c~ao densidade de probabilidade do erro aditivo

ey avaliada no argumento y � A(�).

Demonstra�c~ao. Para a deriva�c~ao da fun�c~ao de verossimilhan�ca, suponha inicial-

mente que a Equa�c~ao 3.9 assuma a forma:

Y = Y m + E (3.12)

onde Ym e E representam duas vari�aveis aleat�orias, em que ym e e s~ao suas re-

aliza�c~oes, e �Ym e � E as respectivas densidades de probabilidade, tal que Ym �

� Y m (ym ) e E � � E(e).
�E poss��vel abordar essa formula�c~ao sob uma perspectiva condicional, ou seja,

dada uma realiza�c~ao da vari�avel aleat�oria, Ym = y m , chega-se ao fato de que Y =

ym + E.

Logo, Y = g(E), em que g �e uma fun�c~ao cont��nua que mapeia g : RNE 7! R NY .

Sendo assim, a partir da Equa�c~ao 3.13 [143], estima-se a pdf de Y da seguinte forma:

� Y (y) = � E(g�1 (y))

�
�
�
�

d
dy

g�1 (y)

�
�
�
� (3.13)

onde g�1 (y) �e a inversa de g, dada pela Equa�c~ao 3.14, e y uma realiza�c~ao de Y .

g�1 (y) = y � y m (3.14)

Substituindo-se a Equa�c~ao 3.14 na Equa�c~ao 3.13, tem-se:

� Y (y) =� E(y � y m )

�
�
�
�

d
dy

(y � y m )

�
�
�
�

=� E(y � y m ) (3.15)

Como se trata de uma abordagem condicional, �e necess�ario reescrever a Equa�c~ao

3.15:

� Y (yjym ) = � E(y � y m jym ) (3.16)

Entretanto, a partir da hip�otese de que Ym e E s~ao vari�aveis aleat�orias indepen-

dentes, ent~ao �E(ejym ) = � E(e). Adicionalmente, sabe-se que e = g�1 (y) = y � y m .

Logo:
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� Y (yjym ) = � E(y � y m ) (3.17)

O vetor de dados observados �e composto por diversas vari�aveis aleat�orias y =

fY i g, tal que i = f1; � � � ; N y g, todas independentes e identicamente distribu��das.

Idem para o vetor de dados simulados ym = fY m
i g e para o vetor de erro aditivo

ey = fE i g.

Por �m, sabe-se que ym = A(�), ou seja, dada uma realiza�c~ao � � obt�em-se

A(� � ) = y m �
. Portanto, �e poss��vel reescrever a Equa�c~ao 3.17:

� y (yj�) = � ey (y � A(�)) (3.18)

�

Portanto, em cen�arios nos quais as vari�aveis de interesse observada e predita

estejam relacionadas pela Equa�c~ao 3.9 a deriva�c~ao da verossimilhan�ca �e realizada

como descrito acima. No entanto, h�a situa�c~oes em que a distância entre o fenômeno

de interesse e seu modelo est�a fundamentada em caracter��sticas que n~ao obedecem ao

modelo de observa�c~ao proposto, como o Modal Assurance Criterion (MAC). Nessas

condi�c~oes, deve-se adotar outro modelo de observa�c~ao ou recorrer a metodologias

likelihood-free como o ABC, apresentado na Se�c~ao 3.2.2.

Adicionalmente, veri�ca-se que a inferência sobre a distribui�c~ao a posteriori, via

Teorema de Bayes, leva em considera�c~ao a discrepância entre os valores experimen-

tais e as predi�c~oes num�ericas, y � A(�), atrav�es da quanti�ca�c~ao da fun�c~ao de

verossimilhan�ca.

A partir do conhecimento de �(� jy), �e poss��vel calcular estat��sticas das vari�aveis

aleat�orias que comp~oem o vetor de parâmetros, bem como obter estimadores pon-

tuais. O valor esperado �e um exemplo de estat��stica descritiva usualmente ado-

tado como estimador pontual para �, Equa�c~ao 3.19. Por�em, h�a na literatura

diversos estimadores pontuais, tais como: Maximum A Posteriori (MAP), dado

por �̂ MAP = argmax f�(� j y)g; o estimador de m��nimos quadrados, dado por

�̂ MQ = argmin
�

[y � A(�)] T [y � A(�)]
	

; o estimador de m�axima verossimilhan�ca,

dado �̂ ML = argmax f�(y j �)g, onde o sub-��ndice \ML"�e um acrônimo na l��ngua

inglesa para Maximum Likelikood, entre outros.

E(�) =
Z

� � �(� jy) d� (3.19)

Integrais como as veri�cadas na Equa�c~ao 3.19 s~ao comuns quando da formula�c~ao

probabil��stica de problemas inversos, [7, 144, 145], e an�alises de quanti�ca�c~ao de

incertezas, [146]. Ademais, s~ao integrais de dif��cil, ou at�e mesmo imposs��vel, solu�c~ao

anal��tica, onde o mapeamento realizado pelo operador entre o vetor de parâmetros
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� 2 R N � e as predi�c~oes y 2 RN y �e, em geral, n~ao linear.

A partir da metodologia de amostragem aleat�oria [43], conhecida como m�etodo

de Monte Carlo, foram desenvolvidas diversas formula�c~oes para contornar esse pro-

blema, tais como o algoritmo de Metropolis [38], Metropolis-Hastings [44], Amos-

trador de Gibbs [147], DRAM [148], entre outros. Essas ferramentas comp~oem as

metodologias MCMC, [149].

De forma simpli�cada, a resolu�c~ao de integrais a partir do m�etodo de Monte

Carlo pode ser entendida como se segue, [150].

Demonstra�c~ao. Suponha uma fun�c~ao h(x), cont��nua e diferenci�avel no intervalo

(a; b), onde deseja-se calcular sua integral. Considere ainda existir uma pdf p(x)

no mesmo dom��nio de h(x) onde p(x) = h(x) = 0, 8x =2 (a; b). Logo, tem-se:

Z b

a
h(x) dx =

Z b

a

h(x)
p(x)

� p(x) dx; tomando g(x) =
h(x)
p(x)

=
Z b

a
g(x) � p(x) dx

= E(g(x)) no qual x � p(x)

(3.20)

Portanto, dadas Na amostras da vari�avel aleat�oria x, a medida que Na ! 1,

veri�ca-se que E(g(x)) !
Rb

a h(x) dx. Logo:

Z b

a
h(x) dx �

1
Na

NaX

i=1

g(xi ); x � p(x) (3.21)

�

3.2.2 Introdu�c~ao ao ABC

Designado por Approximate Bayesian Computation, o ABC �e um m�etodo oriundo do

paradigma bayesiano que tem por objetivo inferir sobre vari�aveis desconhecidas sem

a formula�c~ao rigorosa da fun�c~ao de verossimilhan�ca. Pode ser aplicado em diver-

sos problemas, sobretudo nos quais existe di�culdade na proposi�c~ao de modelos que

representem, com �delidade, o fenômeno estudado. Explora a e�ciência computaci-

onal em executar modelos e amostrar n�umeros pseudo-aleat�orios com o objetivo de

comparar, de forma direta, conjuntos de dados, tais como observa�c~oes experimentais

e seus respectivos valores simulados, i.e., as predi�c~oes do modelo computacional. A

partir dessa perspectiva, considera�c~oes sobre o modelo de observa�c~ao, a distribui�c~ao

de probabilidades que governa o vetor ey do erro de medi�c~ao, bem como seu n��vel

de dependência em rela�c~ao ao vetor de parâmetros �, entre outras, s~ao irrelevantes.
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Segundo RUBIN [151], �e poss��vel amostrar diretamente da distribui�c~ao alvo

quando da an�alise de problemas onde os dados observados possuem baixa dimens~ao

e s~ao discretos. Logo, a distribui�c~ao a posteriori pode ser estimada sem a formula�c~ao

expl��cita da fun�c~ao de verossimilhan�ca e nenhuma aproxima�c~ao.

Entretanto, as hip�oteses de baixa dimensionalidade e dom��nio discreto s~ao pouco

fact��veis na an�alise de sistemas f��sicos reais. Em cen�arios onde os dados observa-

dos devem ser tratados como cont��nuos, por�em sua dimensionalidade preserva-se

reduzida, a compara�c~ao entre os dados observados e simulados deve ser realizada de

acordo com o descrito na Equa�c~ao 3.22.

d(y; y m ) � � (3.22)

onde d : RN y �N y 7! R representa a m�etrica de compara�c~ao entre os dados observados

e as predi�c~oes fornecidas pela simula�c~ao computacional e � 2 R de�ne o limiar de

adequa�c~ao da discordância entre as informa�c~oes, i.e. a tolerância. Caso a dimens~ao

de y seja elevada, �e poss��vel avaliar a discrepância a partir de estat��sticas descritivas,

tais como valor esperado e desvio padr~ao, como segue: d (s(y); s(ym )) � �, onde

s(�) representa a estat��stica adotada.

A adequa�c~ao do m�etodo ABC para dom��nios cont��nuos deu origem ao denomi-

nado ABC-REJ5, ou ABC-RS6, resumidamente descrito no Algoritmo 1.

Algorithm 1 ABC-RS, [37, 39, 42]

input: �, y, d, A e �(�)
1: Amostrar � � � �(�).
2: Calcular ym = A(� � ).
3: if d(y; y m ) � � then
4: aceitar � �

5: end if

onde o asterisco (�)� representa uma realiza�c~ao de uma vari�avel ou vetor aleat�orio.

O resultado extra��do do Algoritmo 1 aproxima-se da distribui�c~ao alvo para

uma tolerância � e um n�umero Np de part��culas aceitas no processo de estima�c~aon
� (1) ; ::: ; � (N p )

o
, conforme Equa�c~ao (3.23).

�(�jd(y; y m ) � �) � �(�jy) (3.23)

Um dos pontos negativos da aplica�c~ao do ABC-RS em problemas reais est�a na

sua elevada taxa de rejei�c~ao, ou seja, o n�umero de amostragens �e muito superior

ao de part��culas aceitas Na � N p. Esse fato pode estar associado �a diferen�ca

na magnitude entre os dom��nios da prior e da posterior, bem como �a magnitude

5abrevia�c~ao para rejei�c~ao.
6acrônimo na l��ngua inglesa para Approximate Bayesian Computation Rejection Sampling.
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da tolerância entre os dados observados e simulados. A baixa e�ciência na etapa

de amostragem imp~oe elevado gasto computacional para que o algoritmo possa se

aproximar da distribui�c~ao alvo.

De forma a aumentar o n�umero de part��culas aceitas e garantir a convergência

�a distribui�c~ao alvo, MARJORAM et al. [45] propuseram o ABC-MCMC7, descrito

sucintamente no Algoritmo 2.

Algorithm 2 ABC-MCMC, [45]

input: �, y, d, A e �(�)
1: Adotar � i tal que i = 1, �(� 1) > 0 e d(y; y m ) � �.
2: Obter � � � q(�j� i )
3: Calcular ym = A(� � )
4: if d(y; y m ) � � then

5: Calcular � = min
�

1;
�(� � ) q(� i j�

� )
�(� i ) q(� � j� i )

�

6: u � U(0; 1)
7: if � > u then
8: � i+1 = � �

9: else
10: � i+1 = � i

11: end if
12: end if

onde q : RN � 7! R N � representa a distribui�c~ao conhecida como proposal no MCMC,

que pode ser sim�etrica [38, 43], ou n~ao [44], � 2 R e u 2 R parâmetros da etapa

de amostragem do m�etodo e U : R 7! R representa a distribui�c~ao uniforme, para

vari�aveis cont��nuas, avaliada no dom��nio (a; b), com a 2 R e b 2 R.

A resposta do Algoritmo 2 �e uma cadeia de Markov com distribui�c~ao estacion�aria

dada por �(�jd(y; y m ) � �) que converge para a distribui�c~ao alvo. As desvantagens

do ABC-MCMC s~ao, em geral, iguais �as veri�cadas na estima�c~ao de parâmetros via

MCMC, tais como a necessidade de realizar a etapa de burn-in8, a possibilidade

da cadeia permanecer estagnada em regi~oes de baixa probabilidade e de escolher

adequadamente as distribui�c~oes a priori e proposal com objetivo de diminuir o gasto

computacional.

3.2.3 Metodologia ABC-SMC

TONI et al. [21] propuseram o m�etodo denominado ABC-SMC9 com o objetivo de

aproveitar os benef��cios provenientes do paradigma ABC, como, por exemplo, a faci-

7acrônimo na l��ngua inglesa para Approximate Bayesian Computation Markov Chain Monte
Carlo.

8etapa usual de descarte de amostras aceitas, denominadas part��culas, inicialmente com o intuito
de reduzir o vi�es que o estado inicial da amostragem pode impor �a cadeia.

9acrônimo na l��ngua inglesa para Approximate Bayesian Computation Sequential Monte Carlo.
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Figura 3.1: Ilustra�c~ao das densidades de probabilidade de uma vari�avel aleat�oria
x gen�erica obtidas para cada uma das sete popula�c~oes constru��das. Legenda: os
gr�a�cos compartilham o eixo vertical, que representa o dom��nio de uma vari�avel
aleat�oria x gen�erica e teve seus valores suprimidos para facilitar a visualiza�c~ao; os
n�umeros na horizontal de 1 a 7 indicam a popula�c~ao; e as linhas cont��nuas azuis
indicam as distribui�c~oes de probabilidade estimadas para a respectiva popula�c~ao,
f� 1; ::: ; � 7g.

lidade de sua implementa�c~ao computacional, bem como reduzir os pontos negativos

associados aos m�etodos derivados, tais como o ABC-RS e ABC-MCMC introduzidos

na Se�c~ao 3.2.2.

A formula�c~ao do SMC10, proposta por DEL MORAL et al. [49], permitiu

uma importante modi�ca�c~ao na abordagem ABC. Ao inv�es de atingir a distri-

bui�c~ao alvo a partir da distribui�c~ao a priori, buscam-se distribui�c~oes intermedi�arias,

f� 1; ::: ; � r ; ::: ; � N r �1 g com o objetivo de convergir paulatinamente para a distri-

bui�c~ao alvo, � N r , onde r 2 N indica a popula�c~ao de interesse e Nr o n�umero total

de popula�c~oes constru��das no processo de inferência. A Figura 3.1 apresenta uma

ilustra�c~ao das densidades de probabilidade de uma vari�avel aleat�oria x gen�erica ob-

tidas para cada uma das sete popula�c~oes constru��das. As popula�c~oes 1 a 6 s~ao

consideradas intermedi�arias e a de n�umero 7 fornece a distribui�c~ao-alvo.

A t�ecnica IS11, bem como sua generaliza�c~ao SIS12 [49, 152], constituem o cerne da

aplica�c~ao de m�etodos ABC-SMC, [76, 85]. De forma simpli�cada, essa abordagem

visa contornar o problema de amostrar de distribui�c~oes de probabilidades que sejam

dif��ceis para tal ou que sejam conhecidas pontualmente. Ambas as metodologias s~ao

explicadas a seguir.

Entretanto, antes �e necess�ario de�nir alguns termos que ser~ao utilizados ao longo

de todo o trabalho: amostra �e o nome dado a uma realiza�c~ao de um vetor aleat�orio,

ou vari�avel aleat�oria, por meio de um sorteio; part��cula �e a designa�c~ao de uma

10acrônimo na l��ngua inglesa para Sequential Monte Carlo.
11do inglês Importance Sampling
12do inglês Sequential Importance Sampling
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amostra que atendeu, satisfatoriamente, a um teste l�ogico do tipo passa ou n~ao

passa, como o proposto por METROPOLIS e ULAM [43] por exemplo; e popula�c~ao

�e o conjunto formado por um n�umero Np de part��culas.

Uma das formas de aplicar o IS �e ilustrada a seguir.

Suponha que seja do interesse calcular
R

h(x)p(x)dx, onde p(x) �e uma pdf dif��cil

de se obter amostras. Nesse caso, procura-se uma nova distribui�c~ao de probabilidade,

por exemplo f(x), que aproxime p(x), tal que p(x) = 0 ! f (x) = 0; 8x. Sob essa

perspectiva, obt�em-se:

Z
h(x)p(x)dx =

Z
h(x) �w(x) f (x)dx; onde �w(x) =

p(x)
f (x)

= E[h(x) �w(x)]
(3.24)

onde x � f (x) e �w �e conhecida como a fun�c~ao de pesos entre p(x) e f (x). De forma

an�aloga ao feito para a Equa�c~ao 3.21, a integral 3.24 pode ser estimada segundo a

Equa�c~ao 3.25, [150].

Z
h(x)p(x)dx =

1
Na

NaX

i=1

h(x i ) � �w(x i ); x � f (x) (3.25)

De forma an�aloga ao veri�cado anteriormente, quanto maior o n�umero Na de

amostras de x extra��das, mais acurada a aproxima�c~ao �e.

O anexo A.2 deste documento apresenta outra forma de realizar a t�ecnica de IS

para o c�alculo de integrais.

Ressalta-se neste ponto que a aproxima�c~ao de p(x) realizada por f (x) ocorre

pontualmente, a partir de part��culas amostradas de x � f (x). Sendo assim, o

processo inicia com a estima�c~ao pontual dêf (x) e, em seguida, de p̂(x), de acordo

com a Equa�c~ao 3.26, [49, 152].

f̂ (x) =
1

Na

NaX

i=1

� x i (x); p̂(x) =
1

Na

NaX

i=1

�w(x i ) � � x i (x) (3.26)

onde � representa a medida denominada Delta de Dirac, [153], tal que:

Z
h(x)� x0 (x)dx = h(x 0) (3.27)

Diversas s~ao as t�ecnicas dispon��veis para realizar a amostragem de distribui�c~oes

estimadas pontualmente. A t�ecnica weighted bootstrap, por exemplo, pode ser ado-

tada, segundo os passos descritos no algoritmo 3.

onde A = max( �w).

Por�em, para obter distribui�c~oes intermedi�arias, �e necess�ario avan�car com as
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Algorithm 3 Weighted bootstrap, [150]

1: Amostrar x � f̂ (x).
2: Gerar amostras iid u � U(0; 1).
3: if u � �w=A then
4: Aceitar x
5: end if

amostragens para al�em da primeira popula�c~ao. Nesse contexto, segundo a abor-

dagem proposta pela t�ecnica SIS, a pdf de uma popula�c~ao �e estimada atrav�es de

amostras que foram obtidas da popula�c~ao anterior e transformadas segundo uma

fun�c~ao de transi�c~ao, procedimento an�alogo ao realizado na etapa de aceita�c~ao de

uma inferência via MCMC. A Equa�c~ao governante dessa estima�c~ao sequencial est�a

detalhada em 3.28, [49].

� r (� r ) =
Z

� r�1 (� r�1 ) � K r (� r j� r�1 ) d� r�1 (3.28)

onde K : RN � 7! R N � representa a densidade de probabilidade condicional res-

pons�avel por transformar a amostra obtida da popula�c~ao anterior. Conhecida na

literatura por Markov kernel, ou transitional kernel, a distribui�c~ao K det�em a res-

ponsabilidade de diminuir o vi�es da popula�c~ao anterior na inferência das popula�c~oes

seguintes. Em geral, �e largamente adotada na literatura para conduzir processos do

tipo random walk atrav�es das distribui�c~oes normal ou uniforme.

Dadas as bases para a constru�c~ao de popula�c~oes de maneira sucessiva, passa-se

ent~ao a descri�c~ao do procedimento formulado para o ABC-SMC [21].

Para atingir a distribui�c~ao alvo �e necess�ario que a inferência explore o espa�co

param�etrico de �(�) de forma a encontrar um sub-conjunto S � R N � tal que a

predi�c~ao do modelo computacional atenda a tolerância. Portanto, a constru�c~ao

de popula�c~oes intermedi�arias f�1; ::: ; � r ; ::: ; � N r g imp~oe a de�ni�c~ao, a priori, de

um conjunto de tolerâncias tal que, f�1 � � � � � r � � � � � N r � 0g. Ou seja, � deve

ser um conjunto de valores mon�otonos n~ao crescentes. Logo, �e poss��vel estimar as

distribui�c~oes intermedi�arias segundo a Equa�c~ao 3.29.

� r (� j d(y; A(�)) � � r ) ; r = 1; : : : ; N r : (3.29)

Ap�os a constru�c~ao de uma popula�c~ao, pesos s~ao atribu��dos a cada part��cula que

a pertence, �w(i)
r , onde i = 1; ::: Np. Esses pesos podem ser interpretados como

massas de probabilidade porque, independente da popula�c~ao,
P Np

i=1 �w (i)
r = 1; 8r.

Nesse contexto, no caso da primeira popula�c~ao, o peso atribu��do a cada part��cula

componente �e igual, ou seja, �w(i)
1 = 1=Np com i = 1; ::: N p. A partir da segunda

popula�c~ao em diante, os pesos da popula�c~ao anterior in
uenciam o peso atribu��do a
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part��cula em an�alise, conforme de�nido pela Equa�c~ao 3.30.

�w (i)
r (� (i)

r ) =
�(� (i)

r )
P Np

j=1 �w (i)
r�1 K r (�

(i)
r j� (j)

r�1 )
(3.30)

Portanto, descrevem-se agora, sucintamente, as etapas do ABC-SMC proposto

por TONI et al. [21].

O processo se inicia a partir da constru�c~ao da primeira popula�c~ao em fun�c~ao da

prior. Amostras s~ao obtidas �� � �(�) e caso atendam a tolerância d(y; A(� � )) � � 1

s~ao aceitas. Essas duas etapas se repetem at�e que sejam aceitas Np part��culas. Ao

t�ermino da primeira popula�c~ao s~ao atribu��dos os pesos a cada part��cula componente.

Cabe destacar que esse procedimento �e similar ao ABC-RS. Logo, ABC-SMC !

ABC-RS para r = 1.

A constru�c~ao da segunda popula�c~ao �e iniciada a partir de amostragens da pri-

meira popula�c~ao �� � � 1(�j� 1). Em seguida as amostras s~ao transformadas, ou

perturbadas, de acordo com o kernel de transi�c~ao ��� � K 2(�j� � ) e caso atendam a

tolerância d(y; A(� �� )) � � 2 s~ao aceitas. As etapas de amostragem, perturba�c~ao e

avalia�c~ao do erro, descritas acima, s~ao repetidas at�e que sejam aceitas Np part��culas.

Ao t�ermino da segunda popula�c~ao, s~ao atribu��dos os pesos a cada part��cula compo-

nente, conforme de�nido pela Equa�c~ao 3.30. As demais popula�c~oes s~ao constru��das

igualmente �a segunda popula�c~ao, at�e que se atinja o n�umero Nr de popula�c~oes de

interesse.

Cumpre destacar que a formula�c~ao original proposta por TONI et al. [21], de-

nominada ABC-SMC padr~ao ao longo deste trabalho, n~ao estabelece um crit�erio de

parada, apesar de fornecer op�c~oes para de�nir o vetor de tolerâncias � = f�r g, com

r = 1; ::: ; N r . Sendo assim, em primeira an�alise, surgem ao menos duas quest~oes

sobre a distribui�c~ao a posteriori da �ultima popula�c~ao, a saber: (i) ser�a poss��vel atin-

gir N r popula�c~oes?, e (ii) caso seja, �N r resulta em uma pdf adequada para an�alise?

Essas e outras quest~oes a respeito do ABC-SMC s~ao desenvolvidas ao longo dos

Cap��tulos 4 e 5 deste trabalho.

Por �m, a Figura 3.2 apresenta um esquema ilustrativo que descreve as etapas

b�asicas do ABC-RS, Figura 3.2a, enquanto a Figura 3.2b e o Algoritmo 5 detalham

os passos fundamentais do ABC-SMC.

3.2.4 Sele�c~ao de Modelos

Em diversos fenômenos f��sicos, h�a mais de um modelo ad hoc13 dispon��vel para

formula�c~ao matem�atica. Nesse contexto, o modelo pode ser integrado ao processo

de inferência como uma camada adicional de incerteza, i.e., um novo parâmetro

13express~ao latina que pode ser traduzida livremente por \para este �m"ou \com essa �nalidade".
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(a) Ilustra�c~ao esquem�atica das etapas do ABC-RS.

(b) Ilustra�c~ao esquem�atica das etapas do ABC-SMC.

Figura 3.2: Desenho esquem�atico das principais etapas do procedimento de aceita�c~ao
do ABC-RS, Figura 3.2a e ABC-SMC, Figura 3.2b. Nota: As amplitudes das distri-
bui�c~oes foram omitidas para maior clareza do croqui. Legenda: �� e � �� represen-
tam a primeira e a segunda amostras sorteadas aleatoriamente na mesma popula�c~ao,
respectivamente; r indica o n�umero da popula�c~ao constru��da; d a m�etrica de com-
para�c~ao adotada para medir a distância entre o conjunto de dados experimentais y
e sua contraparte computacional ym = A(�); K refere-se ao n�ucleo de transi�c~ao; e
� �e a tolerância. As cores s~ao consistentes entre os dois esquemas e correspondem a
cada estrutura ABC.

incerto M = fM 1; ::: ; M kg a ser estimado.

Neste sentido, uma forma de escolha �e baseado no Princ��pio da Parsimônia14,

[154]. De forma resumida, �e um crit�erio de simplicidade que prop~oe a escolha, den-

tre os modelos que ajustam adequadamente os dados observados, o que possua o

menor n�umero de parâmetros. Existem diversos m�etodos propostos para selecio-

14denominado na literatura por Occam's razor
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nar modelos, e.g., m�etodos baseados em teste de hip�oteses, em maximiza�c~ao da

verossimilhan�ca, na teoria da informa�c~ao, entre outros, [155].

A sele�c~ao de modelos a partir do paradigma bayesiano pode ser realizada por

meio do fator de Bayes [156], ilustrado na Equa�c~ao 3.31.

B12 =
�(yjM 1)
�(yjM 2)

=
P (M 1jy) P (M 2)
P (M 2jy) P (M 1)

(3.31)

onde B12 representa o fator de Bayes, Mk representa o modelo avaliado com k = 1; 2

e �(yjM k) descreve a pdf de y dado o k-�esimo modelo. P (:) de�ne uma fun�c~ao de

densidade de probabilidade de uma vari�avel aleat�oria discreta, tamb�em denominada

massa de probabilidade. Sendo assim, P (Mk) descreve a distribui�c~ao a priori de

M k e P(M k jy) sua posterior.

Apesar de simples, a estima�c~ao do fator de Bayes est�a associada ao c�alculo de in-

tegrais de elevada dimens~ao, do tipo
R

�(yjM 1; �) P (M 1j�)d�. Outra possibilidade

�e a utiliza�c~ao do crit�erio de informa�c~ao bayesiano, BIC15, que pode ser simpli�cado

por uma aproxima�c~ao logar��tmica do fator de Bayes, [155].

Cabe destacar neste ponto que, por simplicidade de nota�c~ao, o vetor de

parâmetros � �e utilizado indistintamente para os M k modelos candidatos, inde-

pendentemente da quantidade de vari�aveis desconhecidas que cada um possui.

O m�etodo proposto por TONI et al. [21] �e capaz de manipular o modelo como

uma vari�avel aleat�oria hier�arquica no processo de inferência, a partir de uma pequena

modi�ca�c~ao no ABC-SMC descrito na Se�c~ao 3.2.3, explicada a seguir.

Para a constru�c~ao da primeira popula�c~ao, inicialmente amostra-se um modelo

candidato M � � P (M k) e, em seguida, um vetor de parâmetros associado a ele,

� � � �(� j M � ). Caso � � atenda �a tolerância d(y; A(� � ; M � )) � � 1, M � e � � s~ao

aceitas. Essas etapas se repetem at�e que sejam aceitas Np part��culas. A partir

da segunda popula�c~ao as etapas s~ao similares, amostra-se M� � P (M k) e � � �

�(� j M � ). Em seguida, perturba-se a amostra por meio do kernel de transi�c~ao

� �� � K r (� j � � ). Caso � �� atenda �a tolerância d(y; A(� �� ; M � )) � � r , aceitam-se

M � e � �� . O processo de pesagem ocorre em fun�c~ao do respectivo modelo, conforme

estabelecido pela Equa�c~ao 3.30. Veri�ca-se, portanto, que a estima�c~ao de parâmetros

ocorre simultaneamente a escolha do modelo. O Anexo A.3 apresenta o Algoritmo

5 que descreve os passos fundamentais do ABC-SMC padr~ao combinado com as

contribui�c~oes do autor.

Ao t�ermino do processo de inferência, a evidência de cada modelo �e dada segunda

uma perspectiva frequentista, de acordo com a Equa�c~ao 3.32.

n�umero de ocorrências de um modelo
n�umero total de part��culas da popula�c~ao

=
NM k

Np
(3.32)

15do inglês Bayesian information criterion.
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Sendo assim, o resultado da Equa�c~ao 3.32 pode variar ao �nal da constru�c~ao de

cada popula�c~ao, por exemplo, em fun�c~ao da magnitude da tolerância e do n�umero

de parâmetros. Entretanto, ao �nal da inferência via ABC-SMC, �e esperado com-

portamento assint�otico para as densidades de massa de probabilidade a posteriori

P (M k j y).

Apesar de apresentar abordagem simples no trato de problemas de sele�c~ao de

modelos, �e necess�ario destacar a ausência de provas formais sobre a convergência do

ABC quando da sele�c~ao de modelos, [84, 88]. Nesse sentido, este trabalho recomenda

uma estrat�egia simples para investigar a convergência das probabilidades a posteriori

dos modelos P(Mk jy) nos Cap��tulos 4 e 5, al�em de propor uma estrat�egia adaptativa

para alcan�car a distribui�c~ao alvo, conforme descrito em seguida, na Se�c~ao 3.2.5.

3.2.5 Tolerância Adaptativa

A tolerância desempenha papel fundamental no desempenho da inferência via ABC-

SMC, tanto no que concerne a busca no dom��nio de �(�), atrav�es do caminho im-

posto por � = f� r g, com r = 1; ::: ; Nr quanto na acur�acia da distribui�c~ao a posteri-

ori da �ultima popula�c~ao, �(�j� N r ). Apesar de n~ao proporem um crit�erio de parada,

TONI et al. [21] estabelecem formas para avan�car progressivamente na redu�c~ao das

tolerâncias, tais como, por exemplo, por meio de fun�c~oes das tolerâncias anteriores.

Sob essa perspectiva, �e poss��vel de�nir uma m�etrica de redu�c~ao conforme a

Equa�c~ao 3.33.

� r = � 1 � p r�1 (3.33)

onde p denota o fator de avan�co tal que p 2 R j p 2 ]0; 1[, �1 2 R, e � 1 > 0, representa

a tolerância da primeira popula�c~ao e r 2 N indica o n�umero da popula�c~ao. A Figura

3.3a ilustra o processo de redu�c~ao proposta.

De acordo com inicialmente proposto por TONI et al. [21] e descrito na Se�c~ao

3.2.3, a tolerância deve ser um conjunto mon�otono n~ao crescente. Demonstra-se

abaixo que �(p; r) �e uma sequência decrescente, o que atende ao requisito imposto.

Demonstra�c~ao. Dado que 0 < p < 1, veri�ca-se p2 < p. Logo, ao substituir n = 2,

pn < p n�1 e multiplicar por p chega-se a pn+1 < p n . Ao adotar n + 1 = r, com

r � 1 chega-se a pr�1 > p r . Por de�ni�c~ao, � r = � 1 � p r�1 , tal que �1 > 0. Logo,

� 1 pr�1 > � 1 pr e, portanto, �r > � r+1 . �

A escolha de um fator de avan�co su�cientemente pequeno, p ! 0, implica que

� r ! 0. Adicionalmente, a constru�c~ao de diversas popula�c~oes, r � 1, induz pr�1 !

0, o que implica �r ! 0.

50



A Equa�c~ao 3.33 indica que o analista controla a suavidade com que as densi-

dades intermedi�arias �r se aproximam da densidade alvo ao t�ermino do processo.

Tal controle �e fornecido pelo fator de avan�co. A depender da escolha de p, podem-

se obter popula�c~oes onde as taxas de aceita�c~ao, Np=Na raz~ao entre o n�umero de

part��culas e o n�umero de amostras, sejam consideravelmente menores que as veri�-

cadas em popula�c~oes anteriores. Dada uma escolha ad hoc p ! 0, veri�ca-se que a

sequência produzida tende a zero mais rapidamente, �r ! 0, ou seja, a partir de um

n�umero menor de popula�c~oes constru��das, quando comparada com outra sequência

obtida por uma escolha de p ! 1. A Figura 3.3c apresenta um gr�a�co, na escala

logar��tmica, onde �e poss��vel veri�car esse padr~ao.

Uma redu�c~ao aguda da tolerância, p ! 0, produz inferências mais breves, entre-

tanto, pode ocasionar saltos na regi~ao de busca e conduzir a solu�c~oes em m��nimos

locais, ou ainda, resultar em interrup�c~oes por ine�ciência computacional, cen�arios

tais que Np=Na ! 0 em uma popula�c~ao. Por outro lado, uma redu�c~ao branda,

p ! 1, fornece suavidade na transi�c~ao entre regi~oes de busca e diminui as chances

de uma solu�c~ao de m��nimo local, por�em, implica inferências mais longas, dado que

ser~ao constru��das mais popula�c~oes intermedi�arias. Portanto, inspirado no M�etodo

da Bisec�c~ao, m�etodo para estimar zeros de fun�c~ao, o valor adotado para o fator de

avan�co foi p = 0; 5. Esse fator fornece uma boa rela�c~ao acur�acia-custo computacional

como demonstrado ao �nal desta Se�c~ao.

Contudo, mesmo em condi�c~oes de an�alise em que se prevê e�ciência compu-

tacional, h�a momentos em que a magnitude da tolerância imp~oe baixas taxas de

aceita�c~ao. Neste ponto, s~ao poss��veis alguns cen�arios, a saber: (i) a tolerância al-

can�cada pela inferência �e da mesma ordem do erro veri�cado nos dados experimen-

tais, (ii) a tolerância �e inferior ao erro experimental, ou (iii) a inferência estagnou

em um m��nimo local. Excluindo-se (i), cen�ario almejado em problemas inversos de

estima�c~ao de parâmetros, (ii) e (iii) s~ao condi�c~oes de ine�ciência computacional e

devem ser evitados. Nesse contexto, prop~oe-se uma estrat�egia adaptativa de mo-

di�ca�c~ao da tolerância que possui o objetivo central de redirecionar (ii) e (iii) ao

desfecho (i). A metodologia �e explicada a seguir.

Suponha que seja identi�cado um baixo ��ndice de aceita�c~ao na popula�c~ao r,

inferior a 10 % por exemplo. Ent~ao, realiza-se uma primeira tentativa de adapta�c~ao

da tolerância, indicada por �(bwdj1)
r , onde o super-��ndice \bwd"�e uma abrevia�c~ao

para backward16, tal que �r�1 > � (bwdj1)
r > � r . A partir desse ponto, a inferência �e

reiniciada, ou seja, retorna-se a constru�c~ao da popula�c~ao r do in��cio. Caso a condi�c~ao

de baixo ��ndice de aceita�c~ao permane�ca, nova adapta�c~ao da tolerância �e feita, de

tal forma que �r�1 > � (bwdj2)
r > � (bwdj1)

r > � r . A Figura 3.3b apresenta um croqui

ilustrativo deste processo.

16palavra em inglês que pode ser traduzida livremente por para tr�as.
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Portanto, a j-�esima adapta�c~ao da tolerância pode ser calculada de acordo com

a Equa�c~ao 3.34.

� (bwdjj)
r = � r�1 �

�
1 + (p � 1) q j

�
(3.34)

onde q 2 R j q 2 ]0; 1[ �e o fator de retorno de�nido pelo analista e j = 1; ::: ; Nbwd

de�ne o n�umero de adapta�c~oes sucessivas na mesma popula�c~ao. Do ponto de vista

de e�ciência computacional, �e necess�ario adotar um limite Nbwd de vezes em que o

processo de adapta�c~ao da tolerância �e realizado.

Demonstra-se, abaixo, que o processo de adapta�c~ao na redu�c~ao da tolerância

mant�em a propriedade de uma sequência mon�otona n~ao crescente das tolerâncias do

ABC-SMC proposta por TONI et al. [21].

Demonstra�c~ao. A de�ni�c~ao p 2 ]0; 1[ implica que (p�1) < 0. Tamb�em por de�ni�c~ao,

dado q 2 ]0; 1[ e j � 1, tem-se que qj > 0. Logo, (p � 1) q j < 0, e por extens~ao

1 + (p � 1) q j < 1. Portanto, � r�1 > � (bwdjj)
r .

Ademais, dado que qj > q j+1 , demonstrado para Equa�c~ao 3.33, e sabendo que

(p�1) < 0, ent~ao (p�1) q j < (p�1) q j+1 . Sendo assim, 1+(p�1) qj < 1+(p�1) q j+1 ,

e portanto �(bwdjj)
r < � (bwdjj+1)

r .

Por �m, como qj > 0, ent~ao qj+1 > 0. Fazendo j = j + n, com n 2 Z, vê-se

que qj+n > 0. Logo (p � 1) q j+n < 0 e 1 + (p � 1) q j+n < 1. Portanto, da de�ni�c~ao,

chega-se a �r�1 > � (bwdjj+n)
r . �

A escolha de um fator de retorno su�cientemente pequeno, q ! 0, implica que

qj ! 0 e com isso (p � 1) q j ! 0, o que acarreta � (bwdjj)
r ! � r�1 . Adicionalmente, a

realiza�c~ao de diversas redu�c~oes da tolerância, j � 1, tamb�em implica �(bwdjj)
r ! � r�1 .

Assim que a taxa de aceita�c~ao retorne a n��veis aceit�aveis, e a popula�c~ao r seja

�nalizada, suponha que na�j-�esima tentativa de adapta�c~ao, o processo de redu�c~ao

da tolerância �e retomado com um novo fator de avan�co, �p, que �e dado pela Equa�c~ao

3.35.

�p = 1 + (p � 1) q �j (3.35)

Como o fator de avan�co atualizado �e maior do que o anterior, essa estrat�egia

induz uma taxa de redu�c~ao da tolerância mais suave ap�os o processo de adapta�c~ao

proposto. Esse comportamento pode ser observado ao se comparar as três curvas

presentes na Figura 3.3c. A palavra suave, portanto, denota uma redu�c~ao na qual

o Log �r (�p) possui coe�ciente angular inferior ao presente em Log �r (p).

O pseudoc�odigo apresentado no Algoritmo 4 fornece uma vis~ao integrada do

esquema de tolerância adaptativa proposto a ser incorporado no ABC-SMC.
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(a) Croqui da redu�c~ao da tolerância.

(b) Croqui da adapta�c~ao da tolerância. (c) Logaritmo da tolerância.

Figura 3.3: Esquema ilustrativo do m�etodo de adapta�c~ao da tolerância proposto
para ser incorporado no algoritmo ABC-SMC. As Figuras 3.3a e 3.3b demonstram
o processo de redu�c~ao e adapta�c~ao da tolerância, respectivamente, e a Figura 3.3c
fornece uma vis~ao geral do comportamento da tolerância, ao longo do processo
de inferência, em uma an�alise com três cen�arios distintos. No primeiro cen�ario,
identi�cado por c��rculos verdes abertos, o fator de avan�co permanece constante para
todas as popula�c~oes, p = 0; 5 (sem adapta�c~ao). No segundo, asteriscos amarelos,
o mecanismo de ajuste �e acionado na popula�c~ao r = 5 e fornece um novo fator
de avan�co, �p = 0; 65, que �e mantido at�e o t�ermino da an�alise. Por �m, no �ultimo
cen�ario, c��rculos azuis, h�a duas adapta�c~oes da tolerância, em que a primeira ocorre
na popula�c~ao r =, gerando o fator intermedi�ario �p1 = 0; 65, enquanto a segunda
adapta�c~ao ocorre na popula�c~ao r = 8, na qual se alcan�ca o fator �nal de redu�c~ao
�p 2 = 0; 9.

Algorithm 4 M�etodo Adaptativo da Tolerância
input: j, p, q, Nbwd , � r�1

1: if <Forward Schedule> then
2: Calculate �r = � r�1 � p and set j = 0
3: else
4: Update j = j + 1
5: if j � N bwd then
6: Set p = [1 + (p � 1) q j ] and calculate �r = � r�1 � p
7: Return: � r

8: else
9: Return: key = False

10: end if
11: end if

Antes de prosseguir para a descri�c~ao dos sistemas de interesse, deve-se primeiro

analisar a in
uência do fator de retorno q na distribui�c~ao a posteriori, estimada ao

�nal da inferência via ABC-SMC. Assim sendo, a Figura 3.4 apresenta as respostas

de um exemplo computacional de estima�c~ao do coe�ciente de rigidez k de uma mola

el�astica.
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Para o primeiro cen�ario, adota-se o seguinte modelo de observa�c~ao, y1 =

A(�) + e 1, tal que e1 � N (0; 0; 6 � k true ). J�a para o segundo cen�ario adota-se

que y2 = A(�) e 3
2, em que e2 � LN (0; 0; 1), onde a nota�c~ao LN indica distribui�c~ao

de probabilidade log-normal. Em ambos os casos: a distribui�c~ao a priori de k �e

dada por uma uniforme, k � U(0; 1000) N; o operador A(�) = k true � x, em que

ktrue = 500 N; a tolerância inicial �e da ordem de �1 / 10 6; o n�umero m�aximo de

popula�c~oes constru��das e o de chamadas consecutivas do processo de adapta�c~ao da

tolerância na mesma popula�c~ao valem Nr = 30 e Nbwd = 2, respectivamente; o fator

de avan�co foi �xado em p = 0; 5 e a taxa de aceita�c~ao m��nima Np=Na = 10%.

Pode-se observar que a estima�c~ao da densidade a posteriori �e fortemente in
u-

enciada pelo fator q, porque ele auxilia o fator de redu�c~ao p a gerenciar a celeridade

com que o dom��nio do parâmetro �e explorado. Nesse sentido, ao passo que q ! 1,

a adapta�c~ao da tolerância �e menos relevante, o que favorece o alcance de uma dis-

tribui�c~ao a posteriori com o n�umero de popula�c~oes constru��das pr�oximo a uma

inferência sem adapta�c~ao. No entanto, se a regi~ao possuir baixa taxa de aceita�c~ao,

chamadas consecutivas da adapta�c~ao ser~ao realizadas e o crit�erio de parada pode ser

acionado, o que resulta, como consequência direta, em uma distribui�c~ao a posteriori

pouco informativa. Esse comportamento �e observado em todas as Figuras de 3.4

para q = 0; 9.

Por outro lado, quando q ! 0, a adapta�c~ao �e acentuada, o que demanda a

constru�c~ao de diversas popula�c~oes para alcan�car uma distribui�c~ao a posteriori equi-

valente a uma inferência sem adapta�c~ao. Esse fato implica, necessariamente, em um

custo computacional, relativo �a predi�c~ao, maior.�E poss��vel constatar esse padr~ao a

partir da an�alise das curvas q = 0; 1 em todas as Figuras de 3.4.
�E evidente, portanto, que a escolha do fator de retorno �e fun�c~ao de um compro-

misso entre desempenho computacional e acur�acia. Problemas com n��vel de incerteza

menor, como o cen�ario 1, Figuras 3.4a e 3.4b, podem justi�car o uso de q ! 1, como

por exemplo q = 0; 7, uma vez que pequenas adapta�c~oes na tolerância permitem o

avan�co da inferência. Contudo, em cen�arios mais incertos, como o cen�ario 2, Figuras

3.4c e 3.4d, pode ser necess�aria uma explora�c~ao mais suave do dom��nio, o que torna

v�alida a escolha de q ! 0, como, por exemplo, q = 0; 3.

Uma abordagem conveniente �e assumir q = 0; 5, independentemente das carac-

ter��sticas do problema. A partir da hip�otese de escassez absoluta de informa�c~ao, ao

adotar q = 0; 5, divide-se o espa�co de busca em dois, de forma que s�o h�a duas op�c~oes

para encontrar o objeto de interesse, por exemplo, ou �a esquerda ou �a direita. No

presente caso, a �nalidade �e selecionar amostras �� ou � �� , que atendam a restri�c~ao

d(y; y m ) � � (bwdjj)
r , tal que �(bwdjj)

r �e o ponto central entre (�r�1 ; � r ), para j = 1,

bem como �(bwdjj+1)
r o �e no dom��nio (� r�1 ; � (bwdjj)

r ) para j � 1. O compromisso entre

o desempenho computacional e acur�acia pode ser veri�cado nas Figuras 3.4b e 3.4d,
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nas quais a curva q = 0; 5 fornece a segunda melhor estimativa da distribui�c~ao a

posteriori em ambos os cen�arios do exemplo computacional de estima�c~ao do coe�-

ciente de rigidez k da mola. Esse mesmo argumento �e v�alido para a escolha inicial

p = 0; 5.

(a) Logaritmo da tolerância no cen�ario 1. (b) Distribui�c~oes a posteriori no cen�ario 1.

(c) Logaritmo da tolerância no cen�ario 2. (d) Distribui�c~oes a posteriori no cen�ario 2.

Figura 3.4: Resultados do exemplo ilustrativo adotado para explorar a in
uência
do fator q na estima�c~ao da densidade a posteriori. Legenda: As Figuras 3.4a e 3.4b
mostram o logaritmo da tolerância e as estima�c~oes da densidade a posteriori em um
cen�ario de erro gaussiano aditivo, dado por y1 = A(�)+e 1, com e1 � N (0; 0:6 k true ),
as Figuras 3.4c e 3.4d detalham as mesmas caracter��sticas para o problema governado
por y2 = A(�) e 3

2, no qual o erro segue uma distribui�c~ao lognormal, e2 � LN (0; 0:1).
Para ambos os cen�arios, o operador A(�) corresponde �a equa�c~ao da mola F (x) =
ktrue � x.

Por �m, �e v�alido ressaltar a necessidade de estabelecer um limite, i.e. Nbwd = 2,

para o n�umero de adapta�c~oes consecutivas da tolerância na mesma popula�c~ao.

3.2.6 M�etricas de Compara�c~ao

A escolha da m�etrica de compara�c~ao d(y; ym ), a ser usada na Equa�c~ao 3.23, desem-

penha papel fundamental no processo de inferência via ABC-SMC.
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Conforme descrito na Se�c~ao 3.2.2, em contextos onde a dimensionalidade dos

vetores y e ym pode tornar o c�alculo da m�etrica d(:) proibitivo computacionalmente,

�e poss��vel adotar estat��sticas descritivas s(�), de forma que d(s(y); s(ym )).

Por exemplo, suponha uma an�alise modal na qual foram aplicados dez im-

pactos atrav�es de um martelo em um ponto �xo, com medi�c~oes em três ou-

tros pontos �xos. Deseja-se estimar do primeiro ao sexto modo de vibra�c~ao

da estrutura. Nesse cen�ario, ao inv�es do vetor de dados observados y possuir

10(impactos) � 3(acelerômetros) � 6(modos de vibra�c~ao) = 180 valores, �e poss��vel

tomar a m�edia das 10 � 3 = 30 estima�c~oes pontuais para cada um dos modos de

vibra�c~ao de interesse. Sendo assim, a dimens~ao reduz-se a 6 valores. Cabe destacar

que outros estimadores pontuais de tendência central podem ser adotados, como a

mediana e a moda.

Nesse contexto, duas m�etricas foram consideradas para estima�c~ao de parâmetros

nos dois sistemas de interesse. Os valores adotados no vetor y referem-se aos valores

m�edios estimados durante o processo de an�alise modal dos sistemas de interesse.

A primeira m�etrica �e a distância euclidiana da diferen�ca relativa entre as

frequências naturais, estimada segundo a Equa�c~ao 3.36.

d! =

vu
u
t

N !X

i=1

�
! i � ! m

i

! i

� 2

(3.36)

onde ! i corresponde �a i-�esima frequência natural experimental, apresentada na Ta-

bela 4.1, !m
i = ! m

i (�) corresponde �a i-�esima frequência natural fornecida pelo mo-

delo computacional para uma amostra do vetor de parâmetros �� ou � �� e N! indica

o n�umero de frequências naturais utilizadas no somat�orio.

A segunda m�etrica baseia-se no Modal Assurance Criterion (MAC), calculado

com a i-�esima forma modal medida �(i)md , mostrada na Tabela 4.1, e na i-�esima forma

modal fornecida pelo modelo computacional �(ijm) , conforme descrito na Equa�c~ao

3.37.

dMAC =
N fmX

i=1

h
1 � MAC

�
� (i)
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� (ijm)
�
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(3.37)

Onde Nfm indica o n�umero de formas modais adotadas na m�etrica e (�)H representa

o operador hermitiano. �E poss��vel destacar alguns aspectos positivos da m�etrica

de compara�c~ao dMAC . O primeiro refere-se ao fato de que cada termo da soma

na Equa�c~ao 3.37 pertence ao intervalo (0; 1), o que signi�ca que todos os termos
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apresentam a mesma ordem de grandeza. O segundo aspecto �e a sinergia com

estrat�egias de expans~ao modal, muito comuns em cen�arios de identi�ca�c~ao de danos,

cen�arios nos quais �e poss��vel adotar formas modais expandidas �(i)
xpd em dMAC .

Alguns pontos merecem aten�c~ao quando da escolha das m�etricas de distância

mostradas nas Equa�c~oes 3.36 e 3.37. Conforme mostrado na Se�c~ao 3.2.1, observa-se

que a constru�c~ao da distribui�c~ao de verossimilhan�ca �e fun�c~ao das premissas sobre o

erro de medi�c~ao e da rela�c~ao desse erro com o modelo computacional.

No contexto da escolha do modelo de observa�c~ao dado pela Equa�c~ao 3.9, i.e.,

erro aditivo, a verossimilhan�ca pode ser estimada para compara�c~ao das frequências

naturais, por exemplo, porque, tanto os valores medidos, quanto os computacionais,

! m
i , podem ser armazenados em um vetor do tipo y = f!1; ! 2; : : :g e A(�) = y m =

f! m
1 ; ! m

2 ; : : :g, respectivamente. Ademais, tomada como conhecida a distribui�c~ao do

erro ey , e dado que ey = y � y m , chega-se a �(yj�) = � ey (y � y m ), Equa�c~ao 3.11.

Por outro lado, uma m�etrica de distância baseada no MAC depende das for-

mas modais medidas �(i)md e das formas modais computacionais �(ijm) de maneira

espec���ca, o que di�culta a formula�c~ao de uma fun�c~ao de verossimilhan�ca para este

problema de inferência. Em uma an�alise detalhada, percebe-se que a Eq. 3.37 n~ao

est�a alinhada ao modelo de observa�c~ao com erros aditivos, uma vez que n~ao h�a

separa�c~ao alg�ebrica direta entre medi�c~oes e simula�c~oes. Em cen�arios como esse, a

ado�c~ao de estrat�egias likelihood-free, como o ABC, �e uma escolha adequada.

3.2.7 Aspectos do ABC-SMC em Aplica�c~oes de SHM

Nesta se�c~ao, s~ao abordadas algumas considera�c~oes sobre a aplica�c~ao da metodologia

ABC-SMC no que tange a problemas de SHM.

Propriedades modais identi�cadas em ensaios do tipo SIMO17, MIMO 18, OMA19,

entre outros, s~ao utilizadas durante processos de model updating com o objetivo de

inferir dano estrutural. �E sabido que existem incertezas inerentes ao processo de

identi�ca�c~ao modal, que podem ocorrer tanto na extra�c~ao quanto na manipula�c~ao

dos dados, bem como na estima�c~ao pontual dos parâmetros modais.�E comum, nes-

ses casos, que sejam calculadas estat��sticas descritivas como m�edia e desvio padr~ao e

um modelo probabil��stico dos dados seja estabelecido, de forma a subsidiar a etapa

de inferência subsequente realizada com modelos computacionais. Do ponto de vista

do paradigma bayesiano, esse modelo �e conhecido como distribui�c~ao de verossimi-

lhan�ca, ou seja �(yj�) na simbologia adotada.

Entretanto, no caso de m�etodos likelihood-free, como o ABC-SMC, n~ao h�a uma

formula�c~ao expl��cita da densidade de probabilidade de verossimilhan�ca. Toda a

17acrônimo em inglês para o termo Single Input Multiple Output.
18acrônimo em inglês para o termo Multiple Input Multiple Output.
19acrônimo em inglês para o termo Operational Modal Analysis.
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incerteza associada aos parâmetros modais identi�cados deve ser introduzida: nas

tolerâncias de constru�c~ao das popula�c~oes, �r ; na distribui�c~ao a priori para o vetor de

parâmetros incertos �(�). Ou seja, podem ser adotadas densidades de probabilidade

pouco informativas, tais como a distribui�c~ao normal com desvio padr~ao elevado ou

a distribui�c~ao uniforme com dom��nio associado ao n��vel de incerteza veri�cado na

etapa de identi�ca�c~ao das propriedades modais; ou ainda pode ser inclu��da no kernel

de transi�c~ao K(�j� � ), atrav�es da escolha de sua densidade de probabilidade, como

descrito para a pdf a priori.

A detec�c~ao de danos estruturais por meio de ABC-SMC apresenta as mesmas di�-

culdades encontradas por outras metodologias. Entre os maiores desa�os, destacam-

se a quest~ao associada �a magnitude do dano, que pode ser t~ao baixa que varia�c~oes

normais na opera�c~ao e nas condi�c~oes ambientais escondam seus efeitos no compor-

tamento global do sistema, e tamb�em o problema da menor sensibilidade do dano

na avalia�c~ao de modos de vibra�c~ao de baixa ordem, que, eventualmente, pode levar

a diagn�osticos incorretos. A de�ni�c~ao do limiar entre uma estrutura ��ntegra e com

dano, assim como a formula�c~ao e parametriza�c~ao do dano, por exemplo, permane-

cem sendo uma premissa ad hoc do analista em cada caso de interesse. Nos sistemas

estruturais utilizados na presente pesquisa, foram adotadas diferentes formula�c~oes

para identi�ca�c~ao do dano. No caso da viga de alum��nio, desenvolvido no Cap��tulo

4, foram utilizadas duas vari�aveis aleat�orias para mapear a posi�c~ao Xm e a magni-

tude Mm da massa. Para o caso da edi�ca�c~ao, analisado no Cap��tulo 5, uma vari�avel

aleat�oria # mapeia a redu�c~ao do m�odulo de elasticidade de uma coluna espec���ca. A

partir da classi�ca�c~ao proposta por RYTTER [4], �e poss��vel veri�car que, no estudo

da viga, Xm localiza e Xm quanti�ca o \dano", que, nesse caso, �e melhor designado

por uma anomalia. A detec�c~ao do dano �e obtida por meio da sele�c~ao de modelos que

partam da premissa de sua existência. No caso da edi�ca�c~ao, a localiza�c~ao foi de�-

nida a partir da formula�c~ao do dano, uma vez que as vari�aveis aleat�orias de redu�c~ao

da rigidez # mapeiam elementos espec���cos da estrutura. A detec�c~ao e quanti�ca�c~ao

s~ao obtidas a partir do diagn�ostico da vari�avel para cada elemento, de tal forma que,

se # = 1, n~ao h�a dano detectado no respectivo elemento. Caso contr�ario, se # 6= 1,

h�a dano com magnitude dada pelo valor de #. Portanto, a formula�c~ao do dano

impacta diretamente o modo como o diagn�ostico �e fornecido pelo ABC-SMC e deve

ser adotada com base nas investiga�c~oes e caracter��sticas espec���cas da estrutura e

do problema de SHM de interesse.

Por outro lado, a metodologia ABC-SMC facilita a formula�c~ao bayesiana em pro-

blemas nos quais a verossimilhan�ca �e de dif��cil formula�c~ao, tais como em cen�arios

de expans~ao modal, ou quando da utiliza�c~ao do MAC como m�etrica de compara�c~ao

entre os dados observados e simulados. Por se tratar de um processo estoc�astico, a

escolha adequada dos hiper-parâmetros do kernel de transi�c~ao K(�j�� ), bem como
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do n�umero de part��culas aceitas, Np, para constru�c~ao da popula�c~ao, reduz a pos-

sibilidade de permanência em regi~oes de m��nimos locais. Ademais, o diagn�ostico �e

fornecido a partir de uma densidade de probabilidades para as vari�aveis aleat�orias

adotadas, o que fornece maior robustez quando comparado a valores �otimos obtidos

por um m�etodo determin��stico como o m�etodo dos m��nimos quadrados, por exemplo.

Por �m, �e necess�ario abordar sobre a escolha da tolerância �nal e o crit�erio de

parada da inferência.

Em cen�arios onde a m�etrica de compara�c~ao d(y; ym ) �e governada por uma pro-

priedade modal extra��da do sistema, como por exemplo as frequências naturais, uma

escolha adequada �e estabelecer como crit�erio de parada a popula�c~ao na qual �r seja

pr�oxima ao desvio padr~ao experimental. Essa premissa ancora-se no fato de que a

medida experimental incorpora incertezas param�etricas e epistêmicas inerentes ao

processo de medi�c~ao e �a natureza do sistema. Sendo assim, tolerâncias computaci-

onais inferiores a esse valor de referência s~ao esp�urias.

No caso contr�ario, onde a m�etrica de compara�c~ao n~ao �e governada por uma

propriedade modal extra��da diretamente do sistema, como o MAC por exemplo, que

combina informa�c~oes computacionais e experimentais, n~ao h�a uma referência direta

a seguir para a de�ni�c~ao da tolerância �nal.

Por se tratar de uma avalia�c~ao do desempenho do ABC-SMC padr~ao, postu-

lado por [21], bem como do ABC-SMC adaptativo, que contempla a proposta de

adapta�c~ao autom�atica da tolerância detalhada na Se�c~ao 3.2.5, no presente trabalho,

o crit�erio de parada �e baseado em uma busca exaustiva, na qual a e�ciência com-

putacional �e o fator limitante. Entretanto, cabe destacar que as tolerâncias �nais

obtidas na utiliza�c~ao da frequência natural s~ao superiores �as veri�cadas experimen-

talmente.
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Cap��tulo 4

Identi�ca�c~ao de Anomalia na Viga

de Alum��nio

O presente Cap��tulo detalha o trabalho desenvolvido com base nos dados extra��dos

de uma viga de alum��nio situada no Laborat�orio de Estruturas, LABEST, do Pro-

grama de Engenharia Civil da COPPE/UFRJ. Trata-se de um processo de inferência

estat��stica no qual os algoritmos ABC-SMC proposto por TONI et al. [21], dora-

vante denominado ABC-SMC padr~ao, e o ABC-SMC adaptativo, ou seja, com a

adapta�c~ao da tolerância proposta na Se�c~ao 3.2.5, foram utilizados para conduzir a

identi�ca�c~ao de anomalia estrutural. Nesse sentido, a Se�c~ao 4.1 introduz o sistema

estrutural e os cen�arios adotados. A Se�c~ao 4.2 descreve as premissas fundamentais

e os inputs adotados para os algoritmos ABC-SMC. Por �m, a Se�c~ao 4.3 apresenta

e discute os resultados obtidos na identi�ca�c~ao de anomalias na viga de alum��nio.
�E importante destacar que este cap��tulo �e composto de trabalhos publicados

pelo autor ao longo da pesquisa para essa tese, a saber: a introdu�c~ao do sistema

estrutural descrita na Se�c~ao 4.2, assim como os resultados e a discuss~ao, detalhados

na Se�c~ao 4.3, encontram-se publicados em SOUZA et al. [20] e DE SOUZA et al.

[157], respectivamente.

4.1 Aparato Experimental

Esta se�c~ao apresenta o aparato experimental ensaiado para detec�c~ao de anomalias

estruturais. A Se�c~ao 4.1.1 fornece detalhes da viga de alum��nio e descreve os equi-

pamentos utilizados, enquanto a Se�c~ao 4.1.2 apresenta a metodologia de ensaio e os

resultados obtidos quanto �as propriedades modais do sistema.
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