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1. Introdução 

Os avanços da área de Tecnologia da Informação (TI) possibilitaram o 

armazenamento em meio digital de grande quantidade de dados textuais de diversas 

naturezas. A presença da Internet como meio de comunicação e como fonte de dados 

tornou ainda maior o volume de textos acessíveis por meio de sistemas computacionais. 

Surgiu assim um ambiente universal em que a informação textual pode ser heterogênea, 

transmitida em grandes volumes, em curtos períodos de tempo, e ainda ser atualizada a 

todo instante. Transações que antes eram registradas principalmente em papeis agora 

são, em sua maioria, armazenadas em formas digitais. Em consequência desses fatores, 

pode-se dizer que a sociedade moderna enfrenta um problema de sobrecarga de 

informação digital. 

A gigantesca massa de informação disponível nos conduz a um paradigma, ou 

mesmo a um paradoxo muito interessante relacionado ao conhecimento na sociedade 

moderna: o mais informado não é aquele que possui a maior quantidade de informação, 

mas aquele que dispõe dos melhores recursos para obter, analisar e empregar 

eficientemente a informação disponível (OLIVEIRA, B. V., 2008). Os dados em 

repositórios de informação podem ser vistos como minas de conhecimentos que se 

forem adequadamente exploradas (ou analisadas) permitem a extração de informações 

valiosas para diversas atividades. 

Mineração de textos (WEISS et al., 2010; WEISS et al., 2005) é um ramo de 

pesquisa que possui relações estreitas com a área de mineração de dados (HAN e 

KAMBER, 2006) e tem despertado o interesse de muitos pesquisadores nos últimos 

anos. Um dos motivos é a crescente necessidade de se manipular de forma eficiente e 

automática os grandes repositórios de textos disponíveis localmente ou online, tendo em 

vista que a análise, a localização (seleção) e o acesso a esses dados de forma 

exclusivamente manual tornam-se inviáveis neste contexto de sobrecarga de 

informação. Resumidamente, pode-se dizer que métodos de mineração de textos 

realizam um processo de análise de textos para extrair informação que seja útil para 

determinados fins (WEISS et al., 2010; WEISS et al., 2005). 

Muitos métodos usados em tarefas de mineração de textos são adaptações ou 

aplicações diretas de métodos já utilizados na área de mineração de dados. É importante 

observar que os métodos de mineração de dados esperam dados numéricos com formato 
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bastante estruturado como entrada, entretanto, em mineração de textos os dados 

constituem informação textual com pouca, ou nenhuma, estruturação. Apesar dessa 

distinção, os métodos de mineração de dados podem ser adequadamente utilizados em 

tarefas de mineração de textos porque os textos podem ser processados e transformados 

em uma representação numérica.  

De forma geral, os métodos usados em mineração de textos têm sido aplicados 

de forma bem sucedida mesmo sem a consideração de propriedades específicas dos 

textos como conceitos gramaticais ou o significado das palavras. Informações 

estatísticas básicas, como o número de vezes que uma palavra ocorre em um 

documento, são extraídas dos textos e métodos de aprendizagem de máquina são 

aplicados. 

Mineração de dados e mineração de textos são áreas multidisciplinares e se 

baseiam em teorias, algoritmos e métodos derivados de diversas áreas como estatística, 

matemática, recuperação de informação, banco de dados e computação bioinspirada. A 

computação bioinspirada é uma das três categorias da grande área de Computação 

Natural, que surgiu da ideia de se inspirar em processos ou fenômenos observados na 

natureza em busca de novas soluções computacionais para problemas complexos. De 

forma geral, os métodos bioinspirados se baseiam em organismos vivos, seus processos 

e comportamentos que evoluíram por milhares de anos, como auto-organização, 

estratégias de sobrevivência e de adaptação (PRIOR et al., 2008). 

Como exemplo de métodos computacionais bioinspirados podem ser citados os 

algoritmos genéticos (AG) (HOLLAND, 1975), otimização por colônias de formigas 

(ACO, do inglês Ant Colony Optimization) (DORIGO, 1992), otimização por enxame 

de partículas (PSO, do inglês Particle Swarm Optimization) (KENNEDY e EBEHART, 

1995), redes neurais artificiais (RNA) (HAYKIN, 2001) e os sistemas imunológicos 

artificiais (SIA) (DASGUPTA, 1998). Um estudo divulgado recentemente que parece 

indicar novas possibilidades “ao se aprender com a natureza” investiga a capacidade das 

abelhas da espécie Bombus terrestris audax resolverem problemas complexos de 

roteamento (UNIVERSITY OF LONDON, 2010). Independente da ordem em que 

descobrem as flores, as abelhas encontram a menor rota até elas. Trabalhos como esses 

demonstram o grande interesse em aproveitar estratégias da natureza para a definição de 

metodologias inovadoras e eficazes com diversas aplicações. 
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Problemas tipicamente estudados em mineração de textos incluem a 

classificação (categorização) de documentos, a análise de agrupamentos, problemas de 

recuperação de informação e de sumarização automática. 

A sumarização automática de textos, ou sumarização automática (SA), que 

constitui o foco deste trabalho, é a tarefa na qual um computador simula a capacidade 

humana de geração de um sumário (resumo) de um documento de texto. O sistema que 

realiza esse tipo de tarefa é conhecido na literatura como sumarizador automático, ou 

simplesmente sumarizador. A SA se tornou uma abordagem de grande importância 

devido à diversidade do uso dos resumos e também devido ao problema da sobrecarga 

de informação. Indivíduos têm dificuldades não só na seleção, mas também na 

utilização de grandes volumes de dados textuais com o tempo que eles têm disponível. 

O uso intenso de manchetes dos jornais, sinopses das principais notícias e 

revistas especializadas que trazem diversos temas condensados evidencia a necessidade 

de se resumir textos. No meio acadêmico, estudantes podem se beneficiar de versões 

abreviadas de obras literárias para assimilar em períodos de tempo reduzidos os 

principais aspectos de determinado tema visando realizar provas de concursos e de 

vestibulares. Ao navegar pela web, um usuário pode reduzir o tempo e o esforço 

necessários para localizar e assimilar o que é essencial (PARDO e RINO, 2003a). 

Os estudos pioneiros de SA com mais destaque na literatura iniciaram-se no 

fim da década de 1950. Embora os esforços nesta área já contemplem mais de meio 

século, autores de pesquisas recentes sugerem que o desenvolvimento e a avaliação de 

sistemas de SA constituem um tema ainda promissor, tendo em vista a inexistência de 

um modelo genérico para a geração automática de sumários e as estratégias de avaliação 

da sumarização ainda se encontrarem em estágio de evolução (PARDO e RINO, 2003a; 

SPÄRCK JONES, 1997b; UZÊDA et al., 2010). Neste trabalho apresentamos uma nova 

metodologia que combina um algoritmo bioinspirado com outras estratégias para 

realizar a sumarização automática de textos em português. 

1.1. Objetivos e Contribuições 

O principal objetivo desta tese é a formulação de uma nova metodologia de 

SA, chamada Bio-Summ, que usa uma variação do algoritmo de agrupamento por 

enxame de partículas (PSC, do inglês particle swarm clustering) (COHEN e DE 

CASTRO, 2006), em combinação com outras estratégias para a sumarização de textos 
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em língua portuguesa. O algoritmo PSC original destina-se ao agrupamento de dados e 

é uma abordagem baseada no algoritmo PSO (KENNEDY e EBEHART, 1995).  

Uma das contribuições da presente tese é a disponibilização de uma nova 

metodologia para sumarização de textos em língua portuguesa. Além disso, a Bio-

Summ constitui uma proposta inédita de sumarização baseada em um método 

computacional bioinspirado de inteligência de enxames. Consequentemente, este 

trabalho também demonstra a aplicabilidade e flexibilidade dos métodos 

computacionais inspirados na natureza para resolver problemas de mineração de textos. 

Com isto, espera-se incentivar novas pesquisas de SA explorando o uso de métodos da 

computação bioinspirada. A tese também contribui com a proposta de uma versão 

modificada do algoritmo PSC que, de acordo com os experimentos conduzidos, 

contribuiu positivamente com os resultados do processo de sumarização da Bio-Summ. 

Outra contribuição relevante para a área de SA apresentada nesta tese é a 

proposta de uma nova métrica para determinação da relevância de sentenças, 

denominada adapted-Avg-TF-ISF, cuja descrição é apresentada no Capítulo 6. 

Os algoritmos que implementam a metodologia proposta foram programados 

em linguagem Java utilizando uma estrutura para o código que facilita a integração de 

outros métodos de sumarização ao sistema. Dessa forma, é disponibilizada uma 

plataforma conveniente para futuras pesquisas SA que oferece a possibilidade de se 

selecionar e configurar diferentes abordagens de sumarização em uma mesma interface 

de usuário. A versão atual do sistema implementado disponibiliza ao usuário cinco 

opções de metodologias para realizar a sumarização, sendo elas: Bio-Summ, FirstSents, 

RandomSents, K-Means e um método denominado GistSumm Simulado, que adota a 

metodologia do GistSumm
1
 (PARDO, 2002b), um dos sumarizadores cujo desempenho 

é comparado ao da Bio-Summ no Capítulo 7. A metodologia K-Means também pode 

ser considerada uma nova estratégia de SA que realiza a sumarização de forma similar à 

Bio-Summ, porém utilizando o algoritmo de agrupamento k-means (HARTIGAN e 

WONG, 1979) como método de agrupamento de sentenças em uma etapa intermediária 

do processo de sumarização. 

Outra contribuição desta tese é a disponibilização de quatro ferramentas de 

software utilitárias que podem ser aproveitadas em outras pesquisas de SA. Duas delas 

dão suporte ao uso do pacote de software ROUGE (LIN, 2004b), que é composto por 

                                                 
1
 <http://www.icmc.usp.br/~taspardo>, acessado em 15 de maio de 2012. 
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um conjunto de dados e de scripts em linguagem de programação Perl destinados ao 

cálculo automático de medidas de desempenho de sumarizadores automáticos. 

As métricas do pacote ROUGE são baseadas em estatísticas derivadas da 

comparação entre sumários gerados por sistemas de sumarização automática e sumários 

de referência. Para executar os scripts do referido pacote é necessário armazenar cada 

sumário em um arquivo formatado com alguns tags da linguagem HTML. Além disso, o 

usuário precisa elaborar um arquivo de configuração com detalhes de cada arquivo de 

sumário envolvido na avaliação. A preparação desses arquivos de forma manual para 

um processo de avaliação envolvendo um número extenso de sumários e sistemas exige 

tempo, esforço e, consequentemente, é propensa a erros. Com isto, pesquisadores de SA 

que adotam o pacote ROUGE poderão usufruir desses utilitários para configurar suas 

avaliações. Mais detalhes sobre as ferramentas utilitárias e sobre a estrutura e 

informações dos arquivos requeridos pelo pacote ROUGE são apresentados nos 

apêndices A e B. 

Também foi desenvolvido um segmentador sentencial que basicamente grava 

cada sentença do arquivo de texto fornecido como entrada em uma linha isolada no 

arquivo de saída. A outra ferramenta desenvolvida calcula a similaridade entre 

documentos de texto usando como métrica de similaridade a medida do cosseno 

(SALTON, 1989). Tais ferramentas podem ser executadas por meio de um menu 

horizontal (Utilitários) disponível no ambiente da Bio-Summ. As interfaces da 

ferramenta para cálculo da medida de similaridade (medida do cosseno) e do 

segmentador sentencial são apresentadas nos apêndices C e D respectivamente. 

1.2. Motivação 

O volume de textos disponíveis cresce de forma desmedida. A world wide web 

tornou-se um ambiente em que esse tipo de informação aumenta, se modifica e é 

disseminada de forma muito rápida. 

Empresas, entidades governamentais, instituições acadêmicas e indivíduos se 

veem diante do desafio de utilizarem seus repositórios de informação textual para a 

tomada de decisões em curtos períodos de tempo e buscarem os melhores resultados em 

suas atividades. No entanto, a análise e compreensão de toda informação disponível 

nesses repositórios é uma tarefa difícil. 

A sumarização de textos é uma das técnicas amplamente utilizadas para 

gerenciamento de documentos. Seu principal objetivo é reduzir a complexidade e o 
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volume das informações sem que se percam as qualidades essenciais originais (KUPIEC 

et al., 1995). Dessa forma, constitui uma proposta atraente ao problema da sobrecarga 

de informação textual em diversos contextos. 

No entanto, a tarefa manual de sumarização envolve esforço intelectual e 

familiaridade com o assunto. Apontar precisamente as questões importantes contidas 

nos argumentos do autor de um documento exige experiência e habilidades refinadas. 

Além disso, o produto de um sumarizador humano pode ser influenciado por sua 

fundamentação intelectual, postura e disposição (LUHN, 1958).  

A SA está entre as tarefas mais pesquisadas em processamento de língua 

natural (PLN), recuperação de informação (RI) e mineração de textos devido a sua vasta 

aplicabilidade para lidar com as dificuldades humanas de gerenciar o conhecimento 

disponível em grandes repositórios de informação textual. 

Embora existam vários sumarizadores disponíveis para textos em português, os 

estudos na área de SA para esse idioma só tiveram início mais de uma década após as 

pesquisas voltadas para outros idiomas como o inglês (PARDO e RINO, 2006). 

Diversos métodos de otimização utilizados em pesquisas de mineração de 

dados (AG, PSO, ACO, SIA, RNA) e métodos de redes complexas têm sido adotados 

em pesquisas de mineração de textos para resolver problemas relacionados a link 

analysis, extração de informação, classificação e agrupamento de documentos. Alguns 

desses métodos também foram explorados em pesquisas de SA (OLIVEIRA, B. V., 

2008). Entretanto, não há muitos trabalhos na literatura envolvendo métodos 

computacionais inspirados na natureza para a elaboração de metodologias de SA. 

Durante a elaboração desta tese, a única abordagem bioinspirada de SA para o idioma 

português do Brasil encontrada foi a NeuralSumm, proposta por Pardo et al. (2003), que 

se baseia no uso de um método de RNA. 

Além disso, devido à natureza complexa da tarefa de sumarização, muitos 

desafios ainda proporcionam espaço para pesquisas sobre SA. Os sumarizadores 

automáticos disponíveis ainda não são capazes de gerar sumários com as todas as 

características daqueles gerados por humanos, porém, estes não lidam de maneira 

eficiente com o tratamento de grandes volumes de informação. As estratégias de 

avaliação da SA também se encontram em evolução. Estes são apenas alguns dos 

fatores que tornam importantes e justificáveis pesquisas de SA, como a que se propõem 

no presente trabalho.  
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1.3. Organização da Tese 

O presente trabalho está organizado da seguinte maneira: o Capítulo 2 

introduz o tema de processamento de textos em língua natural, destacando as principais 

áreas de pesquisa relacionadas e aplicações. O objetivo do Capitulo 3 é fornecer uma 

visão geral dos conceitos e características da SA e apresentar uma breve revisão das 

principais pesquisas sobre esse tema. No Capítulo 4 são apontadas as questões 

relacionadas à avaliação da SA e as estratégias comumente utilizadas para este 

propósito. O Capítulo 5 introduz conceitos da área de computação bioinspirada, dos 

métodos de inteligência de enxames e descreve o algoritmo bioinspirado PSC, que é 

utilizado em uma versão modificada em uma etapa do processo de sumarização da 

metodologia aqui proposta. A apresentação da versão modificada do PSC, da métrica 

proposta para determinação da relevância de sentenças e a descrição da Bio-Summ são 

os temas principais do Capítulo 6. No Capítulo 7 a metodologia de avaliação utilizada 

para verificar a eficácia da Bio-Summ é descrita e os resultados são apresentados e 

discutidos. O Capítulo 8 apresenta as conclusões da tese. 

O Apêndice A descreve a formatação requerida pela ferramenta ROUGE de 

avaliação da sumarização para os arquivos de sumário e a ferramenta desenvolvida para 

converter arquivos de texto simples nesse formato. No Apêndice B é apresentado o 

formato do arquivo de configurações dos dados de entrada para a execução da 

ferramenta ROUGE e a ferramenta desenvolvida para geração desse arquivo. O 

Apêndice C apresenta uma ferramenta desenvolvida para calcular a similaridade entre 

documentos de texto por meio da métrica do cosseno. No Apêndice D é apresentada a 

ferramenta SENTENCIAL (SEgmentador seNTENCIAL) de segmentação sentencial, 

que gera, para cada arquivo de entrada, um arquivo com cada sentença identificada 

separada em uma linha. O Apêndice E apresenta um dos textos utilizados no estudo de 

caso conduzido para avaliar a Bio-Summ, o sumário manual de referência para esse 

texto e os sumários gerados por cada método de sumarização envolvido na avaliação 

apresentada no Capítulo 7. 
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2. Processamento de Textos 

Esta seção apresenta alguns conceitos relacionados aos estudos de 

processamento de textos, traçando um breve perfil das diferentes áreas de pesquisa e 

contextualizando as relações com o tema de sumarização automática (SA). 

2.1. Informação Textual 

Os textos constituem um tipo de informação que acompanha a humanidade há 

muitos séculos e tornaram-se indispensáveis para a manutenção e a caracterização de 

atividades sociais, culturais e científicas desenvolvidas. Eles podem estar presentes em 

processos de comunicação e ser utilizados para a construção de uma memória de longo 

prazo de diversas informações individuais, sociais, nacionais ou de toda cultura 

humana. Muitas descobertas e avanços da humanidade estão registrados na forma de 

textos, permitindo dessa forma a construção de repositórios ricos em diversos tipos de 

conhecimentos. 

Além da enorme quantidade de informação acumulada desde a origem da 

linguagem escrita, os meios de comunicação evoluíram e permitiram o registro e a 

transmissão dos textos em velocidade e volume jamais experimentados. As tecnologias 

da informação e comunicação (TIC) podem ser citadas como um dos principais fatores 

que contribuíram para o surgimento e o crescimento de um ambiente no qual a 

informação textual sobrecarrega a capacidade humana de lidar eficientemente com esse 

tipo de informação. 

A questão relevante é que em meio aos gigantescos repositórios de textos 

podem existir conhecimentos ou fragmentos de conhecimentos difíceis de localizar ou 

que não podem ser percebidos sem uma cuidadosa análise de relações complexas entre 

termos, expressões, documentos ou até mesmo entre diferentes repositórios de dados 

textuais. Por mais que os textos transmitam a essência da informação pretendida pelos 

autores, pode-se dizer, de forma resumida, que os conhecimentos presentes nos textos 

acabam sendo obscurecidos pela abundância de dados e de relações existentes nos 

repositórios textuais. 

Diversas pesquisas têm sido feitas há décadas para explorar o poder de 

processamento dos computadores com o objetivo de se criar sistemas que assumam ou 

que facilitem as tarefas de localização, análise e extração dos conhecimentos de 
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interesse presentes nos enormes repositórios digitais de textos. Além de possibilitar um 

ambiente com capacidade de armazenamento muito grande, os computadores permitem 

processar de forma automática ou semi-automática as informações de maneiras muito 

flexíveis. 

Na literatura, há várias designações para as áreas que pesquisam o tratamento 

de informação textual ou informação não estruturada por meio do uso de computadores 

e atualmente é difícil estabelecer fronteiras nítidas entre essas áreas. Para se 

compreender melhor as associações entre as tarefas de processamento e os termos que 

nomearam as áreas de pesquisa em que essas tarefas se concentravam, é conveniente a 

leitura de uma breve revisão de algumas pesquisas que estão associadas às origens do 

processamento de textos em língua natural. 

2.2. Da indexação à Mineração 

Os estudos de maior repercussão em processamento de textos tiveram seu 

início aproximadamente ao fim da década de 1950. Os principais assuntos abordados 

nessas pesquisas eram: gerenciamento de informação não estruturada (recuperação de 

informação - RI), desenvolvimento de linguagens artificiais para a programação de 

computadores (linguagens de programação de alto nível), sistemas de tradução 

automática e de comunicação com máquinas por meio de língua natural (processamento 

de língua natural – PLN) e SA (BAXENDALE, 1958; KONCHADY, 2006; LUHN, 

1958). 

A área de RI lidava inicialmente com os problemas de se gerenciar 

eficientemente coleções de textos. A criação automática de índices era uma questão de 

interesse (BAXENDALE, 1958): a elaboração de resumos e índices dos documentos 

representava aproximadamente 80% dos esforços em sistemas de consultas, os outros 

20% eram associados ao desenvolvimento dos mecanismos de recuperação de 

informação. 

A origem da área de PLN pode ser atribuída às primeiras investigações, 

realizadas na década de 1950 sobre o processamento de línguas naturais em 

computadores: a tradução automática de textos (SILVA et al., 2007). Entre os principais 

problemas pesquisados em PLN destacam-se os de compreensão e geração de língua 

natural. O termo PLN passou a ser associado às tarefas de análise e síntese de textos em 

língua natural e não somente à compreensão de textos, indicando, dessa forma, o 

crescimento das aplicações pesquisadas nesta área (KONCHADY, 2006). 
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Mineração de textos define um conjunto de abordagens computacionalmente 

programáveis baseadas na área de mineração de dados que tem por objetivo a 

descoberta ou a extração de padrões interessantes (ou conhecimentos) em bases de 

informação não estruturada em língua natural (BASTOS, 2006). 

Devido à sua grande aplicabilidade para resolução de diversos tipos de 

problemas de processamento de textos, a SA tornou-se objeto de estudos de áreas como 

RI, PLN e mineração de textos, e alguns autores definem a SA não só como uma tarefa 

ou função, mas como uma disciplina envolvendo vários aspectos (PARDO e RINO, 

2003a). Um fato interessante é que mesmo após meio século de estudos, a SA trata-se 

ainda de um tema em aberto. A seguir são apresentadas algumas das funcionalidades 

mais relevantes das áreas de mineração de textos, PLN e RI. 

2.3. Principais Funções de Processamento de Textos 

Dentre as funções mais destacadas nos estudos de mineração de textos, PLN e 

RI podem ser citadas a busca de informações, a extração de informação, a análise de 

agrupamentos (ou simplesmente agrupamento de dados), a categorização, o 

monitoramento, a SA, problemas de perguntas e respostas (Question and Answer) e uma 

funcionalidade muito discutida recentemente, denominada análise de sentimentos 

(sentiment analysis), (KONCHADY, 2006; LIU, 2008). 

A busca de informações promove uma interface na qual é possível realizar 

consultas a uma coleção de documentos. Espera-se que o resultado da consulta seja um 

conjunto de textos relevantes às pistas fornecidas pelo solicitante da busca. Como 

exemplo, pode-se citar as máquinas de busca disponíveis para a web. 

Na extração de informação, o objetivo principal é explorar padrões de uso de 

palavras presentes no texto de forma a associar atributos semânticos às palavras, tais 

como datas e nomes próprios. 

Na tarefa de agrupamento de textos, o objetivo é reunir os documentos em 

grupos baseando-se em alguma função de similaridade. Os resultados de uma busca por 

textos em grandes coleções podem ser mais facilmente analisados se eles forem 

organizados em grupos. 

A tarefa de categorização destina-se à classificação de documentos em 

categorias previamente definidas, como ocorre nos sistemas de detecção de spam para 

e-mails. 
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O monitoramento de informação é importante para rastrear conteúdos 

dinâmicos, tais como os disponibilizados em diferentes fontes de notícias. 

A SA é a técnica por meio da qual um computador simula a tarefa humana de 

criar uma versão condensada de um texto por meio da seleção ou generalização do seu 

conteúdo mais importante. Os resumos, aqui definidos como sumários, podem ser 

utilizados para transmitir a essência de um documento utilizando-se o mínimo de 

conteúdo textual possível. Como outro exemplo do uso de sumários tem-se a situação 

em que um leitor pode decidir se um documento deve ou não ser completamente lido, 

consultando previamente o sumário associado à versão completa. 

Em problemas de consultas em língua natural, a tarefa de perguntas e respostas 

classifica as perguntas fornecidas e recupera do texto as passagens consideradas 

respostas àquela categoria de pergunta. 

Frequentemente usada como sinônimo de mineração de opinião, a expressão 

análise de sentimentos está relacionada aos estudos sobre métodos computacionais de 

tratamento de opiniões, sentimentos e subjetividade em textos, sendo tema de grande 

interesse para aplicações voltadas a indivíduos, organizações e empresas. 

O objetivo principal da análise de sentimentos é relacionar emoções ou 

opiniões ao assunto (ou assuntos) de que se trata o texto. Com a análise de sentimento, 

opiniões valiosas disponíveis em documentos, principalmente na web, podem ser 

compreendidas em uma escala maior do que quando analisadas manualmente. As 

aplicações envolvem monitoramento de marcas e produtos, economia de recursos e 

esforço na análise de opiniões, busca de opiniões sobre produtos e serviços, busca de 

pontos de vista sobre assuntos e pessoas públicas, criação de um banco de opiniões que 

podem ser consultadas na web (LIU, 2008). 

É válido dizer que muitas dessas tarefas podem estar associadas. Como por 

exemplo, a SA pode ser utilizada com o objetivo de tornar mais eficientes outras tarefas 

de processamento de textos. Nos sistemas de recuperação de informação, estudos 

mostram que é possível obter melhores resultados ao utilizar índices elaborados a partir 

de sumários em vez de índices produzidos a partir de documentos completos. Outro 

exemplo de aplicação da SA é a redução dos custos com tempo de processamento e 

transmissão de dados. Neste caso, espera-se que ao utilizar o sumário em vez de sua 

fonte textual completa, o tempo de processamento e/ou o volume de dados a ser 

transmitidos em redes de computadores seja menor. 
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Deve-se observar que sempre que sumários são utilizados como substitutos dos 

documentos completos é importante que não haja degradação na qualidade dos 

resultados da aplicação. 

2.4. Resumo 

Nesta seção, temas e aplicações relacionados ao processamento de textos foram 

brevemente apresentados e contextualizados. Foram citados os primeiros problemas 

pesquisados e as principais áreas que surgiram em função das pesquisas envolvendo o 

uso de recursos computacionais para tratar informação textual, como mineração de 

textos, PLN e RI. Entre os problemas, ou funcionalidades, pesquisados nestas áreas 

estão a busca de informações, a extração de informação, a análise de agrupamentos, a 

categorização de textos, o monitoramento de informações, a SA, problemas de 

perguntas e respostas (Question and Answer) e um segmento relativamente novo, que 

trata da mineração (ou análise) de opiniões (ou de sentimentos) em documentos de 

texto. A SA pode ser utilizada como meio para se realizar outras funções de 

processamento de texto, mas também pode ser compreendida como a finalidade da 

composição ou emprego das outras funções. Esta afirmação parte da ideia de que 

sumários podem ser usados na busca ou na extração de informações de textos, podem 

representar grupos de documentos, servir como base de informações para sistemas de 

perguntas e respostas ou para resumir opiniões extraídas de textos. Por outro lado, 

estratégias diversas podem ser combinadas ou utilizadas de formas isoladas para a 

geração de sumários. Um exemplo é o uso de algoritmos de agrupamento, empregados 

para organizar as sentenças de um texto em grupos, para realizar a sumarização de 

textos. Esse uso dos algoritmos de agrupamento de dados constitui a estratégia da 

presente tese.  
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3. Sumarização Automática 

Nesta seção, o tema específico de sumarização automática (SA) é discutido 

com a intenção de contextualizar algumas definições já apresentadas e introduzir os 

principais aspectos considerados na SA como o tamanho e função pretendidos para os 

sumários, público alvo, características dos dados de entrada e das saídas. Uma 

arquitetura genérica de sumarizador automático é apresentada e são introduzidos os 

conceitos de abordagens, paradigmas e métodos, fornecendo sempre que possível uma 

associação desses conceitos com exemplos de pesquisas publicadas na literatura do 

tema. A seção é concluída com uma breve revisão da literatura de SA. 

3.1. Visão Geral da SA 

Representações simplificadas de informações estão presentes no cotidiano das 

pessoas de diferentes maneiras: fotografias representam a descrição resumida da 

percepção visual de uma cena observada por um fotógrafo; mapas sumarizam 

informações geográficas; placas de regulamentação de trânsito comunicam de forma 

resumida as obrigações, proibições e limitações que determinam o uso das vias; trailers 

e sinopses de filmes resumem informações sobre um filme. 

A sumarização é uma das tarefas de simplificação mais comuns na 

comunicação por meio de informação em língua natural. Quando um indivíduo conta o 

que ocorreu em uma reunião ou palestra, os comentários que alguém fez de outra 

pessoa, o tema principal de um filme ou de um livro ou quais são as últimas notícias de 

acontecimentos no mundo, ele certamente expressará de forma condensada as partes 

mais relevantes dessas informações (HUTCHINS, 1987). 

No contexto deste trabalho, o termo sumário está associado a resumos de um 

ou mais documentos de texto em língua natural. Dessa forma, sumarizar significa gerar 

uma versão reduzida de uma expressão textual, mantendo o conteúdo relevante e seu 

efeito pretendido em relação à determinada tarefa ou aos objetivos comunicativos do 

documento original. Os sumários podem ser utilizados para finalidades como: 

 Reduzir o tempo necessário para a leitura e a compreensão de 

documentos, atuando como substitutos dos textos completos; 
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 Facilitar mecanismos de busca e seleção de documentos em grandes 

repositórios de textos, nos quais sumários indicam resumidamente o 

conteúdo dos resultados de uma consulta; 

 Aumentar a eficiência de um sistema de indexação; 

 Facilitar o preparo de revisões; 

 Economizar recursos computacionais e reduzir o tráfego de dados 

transmitidos em redes de computadores (DE SMEDT et al., 2005); 

 Adequar textos para visualização em dispositivos portáteis (GARCIA, 

2005); 

 Extrair automaticamente informações a partir de repositórios textuais 

levando em conta interesses de usuário, localização espacial, informação 

temporal e disponibilidade de recursos (GARCIA, 2005). 

Entre os exemplos mais comuns de sumários estão os resumos (abstracts) de 

publicações científicas e relatórios, sinopses de filmes, manchetes de notícias em 

jornais, previsões meteorológicas e as descrições anexas a resultados de consultas 

online. 

A geração de sumários nem sempre é uma tarefa simples. Dependendo do 

tema, características e volume das informações da fonte textual, a elaboração manual de 

sumários de qualidade pode demandar grande quantidade de tempo, habilidades com 

sumarização e nível de conhecimento adequado sobre o tema abordado na fonte textual. 

Tais requisitos podem comprometer ou inviabilizar o uso de sumarizadores humanos em 

certas situações. Dessa forma, é comum que a sumarização humana seja influenciada 

por características subjetivas do indivíduo. 

A SA envolve o uso de técnicas computacionais para a produção de sumários 

de textos e pode ser vista como uma estratégia de redução de complexidade de 

informação não estruturada. Com o grande e crescente volume de informações 

disponíveis em formato digital, a SA tornou-se uma tarefa comum e importante, 

empregada como estratégia tecnológica para a geração de sumários para diferentes 

finalidades, como as descritas anteriormente nessa seção. Os sumários produzidos 

automaticamente (sumários automáticos) podem ser úteis mesmo que não apresentem a 

qualidade daqueles produzidos por humanos. 

Por ser uma tarefa de natureza complexa, as pesquisas sobre sumarização 

normalmente se baseiam em diferentes fatores relacionados ao processo de criação dos 
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sumários e aos dados envolvidos. Spärck Jones (1997a, apud HOVY e MARCU, 1998) 

destaca que os seguintes aspectos podem ser considerados para descrever os sumários: a 

entrada, o propósito e a saída. Como características das entradas a autora considera: 

i. Tipo do assunto – domínio da informação; 

ii. Gênero do texto – é verificado se o texto é, por exemplo, um artigo 

científico, uma notícia ou um relatório empresarial; 

iii. Forma – se o texto é estruturado ou não; 

iv. Tamanho da fonte – único documento ou múltiplos documentos 

(poucos, vários). 

Quanto aos propósitos da sumarização, Spärck Jones (1997a, apud HOVY e 

MARCU, 1998) considera: 

i. Situação – a sumarização consiste de uma parte de um sistema maior 

(sistemas de tradução, recuperação de informação) ou não; 

ii. Audiência – destinado a um determinado público-alvo ou genérico; 

iii. Utilização – o sumário será utilizado em tarefas como RI, classificação 

ou para que o usuário navegue pela informação original (HOVY e 

MARCU, 1998). 

Quanto às saídas a mesma autora considera: 

i. Completude – o sumário inclui todos os aspectos relevantes da fonte 

textual ou foca em alguns; 

ii. Formato – como o sumário será apresentado: tabelas, parágrafos ou 

graficamente; 

iii. Estilo – informativo, indicativo, agregativo ou crítico, etc. 

Yatsko et al. (2005) argumentam que a metodologia e os objetivos finais da 

sumarização podem ser usados para classificar um sumário (ou um sumarizador) de 

acordo com os seguintes critérios: 1) suas relações com as necessidades do usuário; 2) 

suas relações com os textos que se pretende sumarizar; 3) a função do sumário e 4) as 

metodologias de sumarização utilizadas. 

Mani (2001a) argumenta que há uma variedade de parâmetros que podem ser 

utilizados para caracterizar um sistema de sumarização e os sumários, e apresenta o 

seguinte conjunto de aspectos discutidos em vários estudos sobre SA: 

 Taxa de compressão – estabelece uma relação entre o tamanho do 

sumário e o tamanho da fonte textual. Como sumarizar envolve a 

redução no volume de informações, uma característica relevante a ser 
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considerada é o tamanho do sumário em relação ao texto fonte. A taxa 

de compressão é definida como a razão entre o tamanho do sumário e o 

tamanho da fonte textual. Este parâmetro pode ser especificado em 

termos percentuais ou como um valor integral. A unidade de medida 

pode ser especificada em número de bytes, de sentenças, de palavras ou 

de caracteres. Em geral, os sumarizadores automáticos permitem ao 

usuário definir o valor da taxa de compressão. 

 Audiência – focado nos interesses do usuário ou genérico. Um sumário 

genérico apresenta de forma resumida o que há de mais relevante no 

texto fonte enquanto um sumário focado nos interesses do usuário 

apresenta um resumo do conteúdo da fonte textual que está relacionado 

com informações de interesse do usuário. Como exemplo pode-se citar as 

anotações de uma palestra que são elaboradas pelo palestrante (sumário 

genérico) em contraste com aquelas feitas pelos espectadores (sumário 

focado nos interesses do usuário). 

 Relação com a fonte textual – extrato ou resumo. Sumários do tipo 

extrato são criados por meio da seleção, extração e justaposição de 

segmentos do texto fonte sem a reescrita dos mesmos. A justaposição dos 

fragmentos selecionados para a composição do sumário normalmente se 

dá mantendo a ordem em que eles ocorrem no documento original. 

Sumários do tipo resumo são gerados por processos de compreensão e 

de reescrita textual e podem conter passagens que não estão presentes no 

texto fonte. É a estratégia tipicamente utilizada por humanos quando 

descrevem com suas próprias palavras os aspectos mais relevantes ou de 

interesse percebidos no texto original. 

 Função – indicativo, informativo, crítico. Os sumários podem ser 

utilizados para indicar o tema principal contido na fonte textual (função 

indicativa) ou atuar como substitutos do texto original (função 

informativa). Sumários informativos são autocontidos, isto é, 

dispensam a leitura do texto original uma vez que estes devem reter a 

essência e a estrutura de sua fonte original. Os sumários indicativos são 

utilizados apenas como referência ao tema do texto original e não podem 

substituir a leitura deste, já que esse tipo de sumário não retém o 

conteúdo ou a estrutura presentes na fonte textual. Em sumários críticos, 



 

17 
 

a opinião do sumarizador sobre a fonte textual é considerada na 

elaboração do sumário. Desta forma, os sumarizadores assumem um 

papel de avaliador. Um sumário crítico apresentará consequentemente 

em seu corpo informações abreviadas da fonte original e também a 

opinião do crítico. 

 Coerência – coerente ou incoerente. Sumários do tipo resumo tendem a 

manter maiores níveis de coerência textual, isto é, o texto do resumo 

normalmente apresenta boa fluência em sua leitura, mantendo relações 

coerentes entre as informações que apresenta. Sumários do tipo extrato 

podem não apresentar boa coerência devido à justaposição de segmentos 

extraídos de diferentes partes do documento original, que não possuem 

uma relação de significados ou fluência textual entre si, não permitindo a 

conexão de ideias adjacentes durante a sua leitura. 

 Span – único documento de entrada ou vários documentos (sumarização 

multidocumento). Sumários podem ser criados a partir de um único 

documento fonte ou a partir de múltiplos documentos, como ocorre na 

sumarização multidocumento (SMD). Na SMD, o sumarizador 

identifica o que há de comum entre os documentos ou de diferente em 

um documento específico. 

 Idioma – monolíngue, multilíngue e cross-lingual. Um sumarizador 

monolíngue processa entradas somente em um idioma e o sumário é 

gerado no mesmo idioma da fonte textual. Sumarizadores multilíngues 

podem processar textos em vários idiomas, mas o sumário é gerado no 

mesmo idioma do texto fonte. Um sumarizador de idioma cruzado cross-

lingual apresenta a capacidade de processamento de várias línguas com 

geração do sumário em língua diferente do original. 

 Gênero – relatórios científicos ou técnicos, livros, contos, mensagens de 

e-mails, etc. Sumarizadores podem usar estratégias específicas para 

diferentes gêneros de textos como artigos científicos, relatórios técnicos, 

notícias em jornais, mensagens de e-mail e livros. Neste contexto, o 

termo gênero é utilizado simplesmente para indicar essas variedades na 

ausência de uma classificação padrão para elas. 
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 Mídia – a entrada pode consistir de texto, áudio, tabelas, figuras e 

diagramas e os sumários podem ser gerados em diferentes formatos. 

Atualmente, as pesquisas em SA tentam ampliar suas aplicações para 

outros tipos de informações. Com isso, os sumários podem ser criados a 

partir de diferentes tipos de mídia de entrada (texto, áudio, tabelas, 

figuras, diagramas, filmes, abstrações geográficas, etc.) e as saídas 

também podem ocorrer em diferentes mídias. Na sumarização 

multimídia, a entrada e/ou a saída consistem de uma combinação de 

diferentes tipos de mídia (MANI, 2001a). 

Além das características dos sumários, o processo de SA também é 

caracterizado em diferentes estudos. Spärck Jones (1998) descreve a SA como um 

processo que pode ser dividido em três etapas, apresentadas de maneira esquemática no 

contexto de uma arquitetura genérica de sumarizador automático (Figura 3.1): 

i. Análise – a partir do texto original são geradas representações internas 

que sejam significativas para o sumarizador; 

ii. Transformação ou refinamento – geração de um sumário da análise, 

ainda na representação do sumarizador; 

iii. Síntese – o sumário em língua natural é gerado. 

 

Figura 3.1: Modelo genérico do Processo de Sumarização 

Hovy e Marcu (1998) sugerem que para compreender melhor a SA, os 

seguintes aspectos devem ser considerados simultaneamente: 

 Abordagens – O processo de SA pode envolver questões de 

psicolinguística, linguística textual e linguística computacional; 
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 Paradigmas – Trata-se da estância teórica. Aborda as questões sobre 

preferências e possibilidades metodológicas como o uso de regras, 

estatísticas, processamento de língua natural, estratégias de recuperação 

da informação e Inteligência Artificial; 

 Métodos – módulos e algoritmos que implementam as abordagens e os 

paradigmas: frequência de palavras, posição das sentenças, generalização 

de conceitos, etc.; 

3.1.1. Abordagens 

Na literatura, existem várias definições relacionadas às abordagens de 

sumarização automática (SA). De acordo com Hovy e Marcu (1998), as abordagens 

definem um ponto de partida para a sumarização, o “ângulo de ataque” e as questões 

centrais que devem ser focadas. Neste contexto, os autores destacam como possíveis 

áreas para essa fundamentação da sumarização a psicolinguística, a linguística textual e 

a computação. Os autores citam dois estudos de psicolinguística que determinam 

abordagens de sumarização: os protocolos de sumarização de alta granulação dos 

profissionais de sumarização (KINTSCH e VAN DIJK, 1978) e as estratégias de fina 

granulação dos profissionais de sumarização (ENDRES-NIGGEMEYER, 1998). A 

abordagem dos protocolos de sumarização de alta granulação se baseia em estratégias 

como a exclusão de informações triviais ou redundantes e a determinação ou elaboração 

de sentença tópica. A abordagem das estratégias de fina granulação estabelece 

orientações ergonômicas e diretrizes de processamento, organização e seleção de 

informações para se estabelecer um processo de sumarização. 

Hovy e Marcu (1998) também estabelecem duas abordagens computacionais 

para a sumarização: a descendente (top-down) e a ascendente (bottom-up), que se 

baseiam, respectivamente, em processos guiados por critérios de usuário (query-

driven focus) ou em processos guiados por medidas genéricas de relevância dos 

elementos presentes no texto fonte (text-driven focus). Essas abordagens podem ser 

associadas à definição do aspecto de audiência de Mani (2001a). Ambas consideram as 

necessidades do usuário e a orientação necessária para o sistema sumarizador. Na 

abordagem descendente, a sumarização é guiada por informações de interesse do 

usuário. Neste caso, o sistema requer critérios específicos de interesse para focar a 

busca, como listas de termos relevantes ou gabaritos de características semânticas. Na 

abordagem ascendente, o usuário deseja um sumário com as informações mais 
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relevantes da fonte textual, e o sistema utiliza métricas de relevância genéricas como a 

frequência de palavras ou o grau de conectividade em grafos semânticos para classificar 

as informações da fonte textual. 

Mani e Maybury (1999) definem as abordagens de nível superficial, nível de 

entidade e nível de discurso. Os sistemas de nível superficial geram sumários 

baseando-se em características da superfície textual como a presença de termos 

relevantes, localização dos elementos no texto e palavras indicativas (cue words). Na 

abordagem de nível de entidade, os sistemas se baseiam na modelagem de relações 

semânticas, sintáticas e lógicas entre os elementos do texto. A abordagem de nível do 

discurso se baseia na modelagem da estrutura global do texto. 

Em Mani (2001a), são definidas as abordagens superficiais e profundas, de 

acordo com o nível de detalhes no espaço linguístico que é empregado na sumarização. 

Nas abordagens superficiais, não são exploradas características da linguagem além do 

nível sintático de representação. Os sistemas dessas abordagens geralmente produzem 

sumários do tipo extrato por meio da extração de sentenças. Nestes casos, algumas 

sentenças podem ser extraídas fora de seu contexto, o poderia ser resolvido por algum 

mecanismo de suavização no estágio de síntese, para reparar incoerências causadas por 

esse tipo de extração. De qualquer forma, os sumarizadores da abordagem superficial se 

limitam a extrair partes consideradas relevantes a partir do texto fonte, organizá-las e 

apresentá-las como um sumário. 

As abordagens profundas geralmente exploram ao menos o nível semântico da 

representação de sentenças e podem produzir sumários do tipo resumo, simulando, 

dessa forma, a reescrita integral do sumário. A fase de síntese normalmente envolve 

geração de língua natural a partir de uma representação em nível de discurso ou em 

nível semântico. Como os componentes semânticos de análise e de síntese podem exigir 

um nível muito alto de conhecimentos linguísticos, estas abordagens geralmente são 

codificadas para domínios específicos, tendo em vista que bases de conhecimentos 

extremamente genéricos frequentemente não estão disponíveis ou não podem ser 

criadas. 

Pardo e Rino (2006) também definem duas abordagens para a SA: a empírica 

(também definida como knowledge poor approach ou corpus-based) e a fundamental 

(também denominada knowledge-rich approach). A abordagem empírica adota técnicas 

de tratamento estatístico ou relacional de informações textuais por meio do 

reconhecimento de padrões extraídos de informações morfossintáticas ou de 
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distribuições numéricas. Estatísticas básicas são então empregadas para determinação da 

relevância e extração dos segmentos textuais. 

A abordagem fundamental simula a reescrita integral do sumário. Para isto, 

deve ocorrer a representação simbólica do conhecimento linguístico e textual e a 

utilização de raciocínio lógico baseado em técnicas simbólicas para a estruturação e a 

reescrita do sumário. Neste processo, são exploradas diversas características linguísticas 

e extralinguísticas tais como os objetivos comunicativos do autor ao escrever o texto, 

relações semânticas e retóricas. A escolha de uma linguagem eficaz para representar o 

conhecimento contido nos textos é fundamental para se atingir bons resultados. 

Algumas propostas da abordagem fundamental determinam a relevância dos 

elementos de um texto-fonte a partir de sua modelagem discursiva, pelo cálculo de uma 

medida de saliência das proposições. Aquelas com maior saliência representam 

informações mais relevantes e, portanto, são mais prováveis de serem incluídas no 

sumário. 

3.1.2. Paradigmas 

Segundo Hovy e Marcu (1998), os paradigmas definem o posicionamento 

teórico e as preferências metodológicas da sumarização. As estratégias metodológicas 

podem ser baseadas em métodos de PLN, Estatísticos, RI, extração de informação (EI) 

ou em métodos baseados em regras. Esses autores definem os paradigmas PLN/EI e 

RI/Estatístico. O paradigma PLN/EI tenta “entender” o texto para refazer a 

representação do conteúdo utilizando uma notação mais profunda e então manipular 

esta representação. Este processo é feito com o uso de regras para a análise e 

manipulação do texto em todos os níveis linguísticos. Uma das possíveis vantagens 

deste paradigma é a possibilidade geração de sumários do tipo resumo com alta 

qualidade (coerência e coesão textual). O ponto negativo é que este paradigma ainda 

necessita ser escalonado para obter um melhor desempenho na sumarização em 

domínios abertos. 

O paradigma RI/Estatístico requer grandes quantidades de textos e opera no 

nível léxico – uso da frequência de palavras, por exemplo – para a geração de sumários 

robustos do tipo extrato. É um enfoque bastante adequado para a geração de sumários 

guiada por interesses do usuário (query-oriented), porém, os sumários produzidos são 

de qualidade inferior (principalmente pela falta de coesão e coerência textual) e não se 

pode manipular a informação em níveis de abstração (HOVY e MARCU, 1998). 
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3.1.3. Métodos 

Os métodos implementam as diferentes abordagens e paradigmas e consistem 

dos módulos, algoritmos e processamento capazes de produzir os sumários. Os métodos 

mais comuns na área de SA podem ser definidos como extrativos, léxicos, baseados na 

representação do discurso, na frequência de palavras ou ocorrência de palavras/frases 

predefinidas. De forma intuitiva, definem-se os métodos extrativos como aqueles que se 

baseiam na extração de partes do texto fonte para a composição do sumário. Hovy e 

Marcu (1998) classificam de forma genérica os métodos extrativos como: 

 Baseados no posicionamento: 

o Método lead (EDMUNDSON, 1969); 

o Política de Posicionamento Ótimo (OPP, do inglês optimal 

position policy) de sentenças no texto (LIN e HOVY, 1997); 

o Método do título/cabeçalho (Title/heading) (EDMUNDSON, 

1969). 

 Baseados na ocorrência de frases indicativas nas sentenças: 

o Método das frases indicativas (Cue Phrases) (CRISTEA et al., 

2003; KUPIEC et al., 1995; TEUFEL e MOENS, 1997). 

 Baseados na frequência das palavras nos textos e nas sentenças: 

o Método TF-IDF, baseado na frequência do termo (TF, do inglês 

term frequency) e na frequência inversa do documento (IDF, do 

inglês inverse document frequency) (TEUFEL e MOENS, 1997); 

o Método TF-ISF, baseado na frequência do termo (TF) e na 

frequência inversa da sentença (ISF, do inglês inverse sentence 

frequency) (LAROCCA NETO et al., 2000); 

o Frequência de Palavras e/ou palavras-chave (BLACK e 

JOHNSON, 1988; EARL, 1970; LAROCCA NETO, 2002; 

LUHN, 1958). Como exemplos podem ser citados os métodos 

Key words (EDMUNDSON, 1969) e Average-Keywords 

(PARDO, 2005). 

 Baseados na coesão (relações entre elementos do texto): 

o Co-ocorrência de palavras (BUCKLEY e CARDIE, 1997; 

MITRA et al., 1997; SALTON et al., 1994); 
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o Geração de cadeias de co-referência (substantivos, identidade de 

eventos, relações parte/todo) entre (BALDWIN e MORTON, 

1998): 

 Termos de consultas e documentos; 

 Título e documento; 

 Sentenças; 

o Cadeias léxicas (BARZILAY e ELHAD, 1997; MORRIS e 

HIRST, 1991); 

o Métodos baseados em conectividade 

 Baseados na representação dos textos por meio de grafos 

(MANI e BLOEDORN, 1997; MIHALCEA, 2004; 

SALTON et al., 1997); 

o Saliência local e relações gramaticais (BOGURAEV e 

KENNEDY, 1997). 

 Baseados na estrutura do discurso do texto: 

o Teoria da Estrutura Retórica (RST, do inglês Rhetorical Structure 

Theory) (MANN e THOMPSON, 1988); 

o Representação do discurso para determinação das unidades 

textuais mais importantes (MARCU, 1997; ONO et al., 1994); 

o Análise retórica (parsing) (MARCU, 1998). 

 Baseados em EI (uso de modelos para seleção de conteúdo): 

o Modelos para RI conceitual (MAULDIN, 1991); 

o FRUMP “esboços de scripts de terrorismo, desastres naturais, 

visitas políticas…” (DEJONG, 1978); 

o Modelos para negócios (RAU e JACOBS, 1991); 

o Modelos para notícias (MCKEOWN e RADEV, 1995). 

Hovy e Marcu (1998) sugerem que a melhor forma de se definir uma estratégia 

de sumarização é aplicar os métodos apresentados de forma independente e então 

combinar as notas de relevância geradas por cada um para as sentenças. Entre os 

estudos que combinam diferentes métodos para a sumarização estão: 

 Os métodos baseados no uso da regra de Bayes apresentados nos estudos 

de Aone et al. (1997), Kupiec et al. (1995) e Teufel e Moens (1997); 
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 A combinação de métodos de aprendizagem como a técnica de regressão 

de análise discriminante (SCDF, do inglês Standardized Canonical 

Discriminant Function analysis), das regras C4.5 (QUINLAN, 1993) e 

de aprendizado indutivo, em um estudo apresentado por Mani e Bloedorn 

(1998); 

 O estudo de Marcu (1998), no qual o autor se baseia em um ajuste da 

análise retórica. 

É importante observar que a categoria de métodos baseados em frases 

indicativas (cue phrases in sentences) sugerida por Hovy e Marcu (1998) pode ser vista 

como uma variante dos métodos baseados em pistas (cue-based methods), que seria 

uma categoria mais abrangente de métodos que se baseiam na ocorrência de elementos 

pré-definidos para pontuar a relevância (ou saliência) de sentenças. Além disso, outras 

classes de métodos poderiam ser incorporadas àquelas apresentadas pelos autores, mas 

isso vai além dos objetivos desta tese. 

Grande parte dos trabalhos recentes em SA é baseada em métodos extrativos 

(GARCIA, 2005). Embora os sumários produzidos com o uso desses métodos 

frequentemente não sejam coerentes e/ou coesos, eles geralmente possuem boa função 

indicativa. O usuário pode utilizar os extratos para se informar rapidamente a respeito 

do assunto tratado em um texto, fazer escolhas (como filmes ou peças teatrais para 

assistir), agilizar a seleção de textos úteis para consulta em pesquisas acadêmicas, etc. 

Assim como ocorre nas definições de abordagens de SA, a literatura não traz 

classificações padronizadas de paradigmas e de métodos de sumarização. De fato, 

algumas pesquisas não entram em detalhes sobre paradigmas ou sobre métodos de SA 

de forma isolada, e consideram esses aspectos como sendo características de diferentes 

abordagens de sumarização. 

3.2. Revisão da Literatura 

As pesquisas pioneiras sobre SA são tão simples quanto antigas, tendo suas 

origens no fim da década de 1950, e lidavam em sua maioria com a sumarização de 

documentos técnicos. Tais pesquisas estavam associadas principalmente aos trabalhos 

de Luhn (1958) e de Edmundson (1969). 

Entretanto, as limitações tecnológicas daquela época impediram avanços 

consideráveis até os primeiros anos da década de 1980, quando ocorreram significativos 

aumentos no poder de processamento computacional, na disponibilidade dos 



 

25 
 

computadores e dos recursos de PLN: evoluções de hardware e ambientes de 

programação, disponibilização de gramáticas, léxicos e de grandes corpora digitais. 

Após essa evolução tecnológica, a área de SA recebeu mais atenção e segue despertando 

o interesse de vários pesquisadores. 

Em sua pesquisa realizada na IBM, Luhn (1958) propôs que a frequência de 

uma palavra em um texto pode ser usada como medida de sua importância. 

Posteriormente, muitas das ideias apresentadas por ele foram aproveitadas em outras 

pesquisas de SA. 

O primeiro passo da estratégia de Luhn (1958) é reduzir ao radical
2
 original 

palavras derivadas ou flexionadas deste, e eliminar do texto os termos considerados 

stopwords, que consistem de palavras sem conteúdo semântico relevante ao contexto de 

determinada tarefa de processamento de texto. Em seguida, é gerada uma lista de 

palavras significativas (palavras-chave) classificadas em ordem decrescente de 

frequência, utilizada como um índice de acesso à relevância dessas palavras. Esse índice 

é usado para calcular um fator de significância (ou de relevância) que reflete o número 

de ocorrências das palavras significativas em uma sentença e a distância entre elas 

devido à intervenção de palavras não significativas. Todas as sentenças são então 

ranqueadas de acordo com o valor de seus fatores de significância e são escolhidas 

aquelas com maiores pontuação para gerar um sumário, denominado auto-abstract. 

De acordo com Luhn (1958), quanto maior o número de palavras-chave 

encontradas próximas entre si no texto, maior é a probabilidade de que a informação 

transportada por essas palavras seja representativa da ideia principal do texto fonte. 

Embora a pesquisa de Baxendale (1958) não esteja diretamente relacionada 

com estratégias de sumarização, ela atraiu muita atenção na área de SA porque foi um 

dos primeiros trabalhos a explorar uma característica que é útil na busca por partes 

importantes de um texto: a posição da sentença. Baxendale (1958) sugere que a primeira 

e a última sentença de um parágrafo podem ser mais representativas do tema principal 

do texto. Os resultados de um experimento envolvendo duzentos parágrafos 

demonstraram que em 85% deles, a sentença tópica era a primeira e em 7% dos casos a 

sentença tópica era a última. Entretanto, em um estudo relacionado ao de Baxendale 

(1958), Donlan (1980) realiza experimentos com um conjunto de textos 

                                                 
2
 O radical de uma palavra é o conjunto de caracteres que está presente em todas as suas derivações. 
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contemporâneos e em seus resultados somente em 13% dos documentos as sentenças 

tópicas ocorrem no início dos parágrafos. 

Edmundson (1969) propôs princípios para o projeto de sumarizadores 

automáticos e explorou a combinação de características subjetivamente ponderadas na 

geração de extratos. Sua pesquisa explora as ideias de Luhn (1958), com o uso de uma 

variação da estratégia das palavras-chave (key method), e de outras estratégias como o 

método das palavras indicativas (cue words method), a presença de palavras do título 

nas sentenças (title method) e a localização das sentenças no texto e nos parágrafos 

(lead method e location method). As palavras indicativas, ou palavras pragmáticas, são 

previamente armazenadas em um dicionário constituído por três sub-dicionários: o de 

palavras de bônus (bonus words), contendo palavras positivamente relevantes, cuja 

presença aumenta a pontuação de relevância da sentença, o de palavras penalizantes 

(stigma words), contendo palavras negativamente relevantes, cuja presença diminui a 

pontuação da sentença e o de palavras neutras (null words), contendo palavras 

irrelevantes, cuja presença não altera a pontuação das sentenças. Após avaliar diferentes 

combinações dessas estratégias, Edmundson (1969) sugere que os melhores resultados 

foram obtidos pela aplicação conjunta dos métodos da localização (location), palavras 

indicativas (cue words) e do título (title). Os princípios propostos por Edmundson 

(1969) para a geração de extratos automáticos são: 

1. Detectar e utilizar todas as pistas de conteúdo e de formatação para 

determinação da importância relativa das sentenças que foram 

disponibilizadas originalmente pelo autor, editor e pelo tipógrafo. 

2. Empregar critérios que sejam mecanizáveis para seleção e rejeição, isto 

é, um sistema de pesos de recompensa para as sentenças desejadas e de 

pesos de penalização para as sentenças indesejadas. 

3. Empregar um sistema de parâmetros que possam ser modificados para 

permitir diferentes especificações para a geração dos extratos. 

4. Empregar um método que seja uma função de vários fatores linguísticos 

(sintáticos, semânticos, estatísticos, posicionais, etc.) (EDMUNDSON, 

1969). 

O trabalho de Earl (1970) apresenta uma variação do método de Luhn (1958) 

baseada na hipótese de que os substantivos mais frequentes de um texto são os mais 

representativos do conteúdo textual. De acordo com Earl (1970) os substantivos 
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poderiam indicar a progressão temática do texto, permitindo selecionar de forma mais 

precisa os segmentos de maior relevância para a composição de um sumário. 

Skorokhod'ko (1971) argumenta que é difícil estabelecer uma única estratégia 

eficiente para lidar com diferentes cenários de sumarização. Para alcançar bons 

resultados, o método de sumarização deve se adequar às características da fonte textual. 

A organização das seções e das subseções e o fluxo lógico das ideias podem variar 

bastante de um texto para outro. Em função disto, o autor propõe uma estratégia 

adaptativa que utiliza os relacionamentos entre as sentenças, verificados por meio da 

relação semântica das palavras dessas sentenças, para gerar uma representação gráfica 

do texto. Sentenças semanticamente relacionadas com muitas outras recebem maiores 

pesos e são as candidatas mais prováveis para extração e formação do sumário. 

Pollock e Zamora (1975) destacaram a importância de se restringir domínios 

para obter melhores resultados na geração de extratos. Eles desenvolveram um sistema 

para geração de extratos de artigos da área de química, com aproximadamente 20% do 

tamanho da fonte textual. O sumarizador proposto usa frases indicativas específicas em 

subdomínios de química para pontuar positivamente (método bonus word) ou 

negativamente (método stigma word) as sentenças candidatas à inclusão no sumário. 

Paice (1981) apresenta um método pragmático baseado nas estruturas 

comumente encontradas no texto que poderiam indicar a importância das sentenças. A 

presença das denominadas frases auto-indicativas (self-indicating phrases) indica que a 

sentença pode conter informação relevante ao tema do texto. 

Kupiec et al. (1995) propõem um sistema de sumarização baseado em técnicas 

de aprendizagem supervisionada. O sistema deve ser previamente treinado em relação a 

um corpus específico para determinar os atributos que serão usados para determinar a 

relevância das sentenças. 

A seleção de sentenças é baseada em um processo estatístico de classificação, 

realizado por um classificador Bayesiano. O treinamento determina os atributos 

potenciais por meio da comparação do conteúdo de cada texto com seus respectivos 

sumários, que foram elaborados manualmente. O valor dos atributos é usado para 

calcular a probabilidade que cada sentença possui de pertencer ao extrato. Kupiec et al. 

(1995) definiram um conjunto de atributos relevantes ao corpus utilizado (composto por 

textos de engenharia), constituído pelo comprimento da sentença, a presença de frases 

indicativas (cue pharases) e de palavras temáticas (thematic words), a localização da 

sentença no parágrafo e a presença de substantivos. As sentenças são ranqueadas de 
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acordo com suas probabilidades e aquelas com as maiores pontuações são selecionadas, 

levando em conta o tamanho desejado para o extrato. 

O trabalho de Kupiec et al. (1995) está entre aqueles considerados responsáveis 

por despertar grande interesse na exploração de técnicas modernas de extração baseadas 

em corpora na área de SA. 

Outra pesquisa em que a sumarização é tratada como uma tarefa de 

classificação é apresentada por Teufel e Moens (1997). Uma das principais diferenças 

em relação ao trabalho de Kupiec et al. (1995) é que o os sumários de referência 

utilizados por Teufel e Moens (1997) para o treinamento do sistema foram elaborados 

pelos próprios autores dos textos, diferentemente dos utilizados por Kupiec et al. 

(1995), que foram escritos por profissionais de sumarização. 

Barzilay e Elhad (1997) exploram a coesão léxica (ligações entre palavras) por 

meio do uso de cadeias léxicas como metodologia de sumarização. Eles assumem que as 

sentenças importantes são aquelas “atravessadas” por cadeias léxicas fortes.  

Segundo os autores, essa abordagem permite realizar a sumarização sem a 

necessidade de se estabelecer uma interpretação semântica completa da fonte textual. O 

método se baseia simplesmente na progressão dos tópicos ao longo do texto, que pode 

ser verificada por meio das cadeias léxicas. Os itens considerados para a composição 

das cadeias são apenas os substantivos e compostos nominais. 

O cálculo da força das cadeias léxicas é feito de maneira empírica, devido à 

inexistência de métodos formais com essa finalidade. Em seus experimentos, Barzilay e 

Elhad (1997) organizaram um corpus baseado em textos científicos e ranquearam, para 

cada texto, as cadeias em função de sua relevância aos tópicos principais. Para cada 

cadeia eles calcularam os seguintes atributos: comprimento da cadeia, distribuição no 

texto, densidade topológica do grafo das palavras (o diâmetro do grafo das palavras, 

sendo esse grafo formado por palavras que estão relacionadas entre si no texto), espaço 

coberto pela cadeia no texto e o número de repetições da cadeia. Os resultados obtidos 

indicaram que apenas o comprimento da cadeia (número de ocorrências dos membros 

da cadeia) e o índice de homogeneidade eram bons indicadores da força de uma cadeia. 

O índice de homogeneidade é calculado conforme a seguinte expressão: 

                            
                               

              
 (1) 

em que C representa uma cadeia léxica. 
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Com base no comprimento e no índice de homogeneidade, os autores definem 

uma função para calcular a nota das cadeias léxicas, de acordo com a fórmula abaixo: 

                                                (2) 

Ao ranquear as cadeias de acordo com suas notas, eles verificaram que as 

cadeias fortes eram aquelas que satisfaziam um “critério de força” definido pelos 

próprios autores, conforme a inequação abaixo: 

             (        )                            (3) 

em que notas(c) representa o conjunto das notas de todas as cadeias léxicas do texto. 

Para selecionar as sentenças, os autores destacam que foram utilizadas três 

heurísticas, sendo que a primeira e a segunda apresentaram, na maioria dos casos, os 

mesmos resultados, e quando os resultados foram distintos, a segunda heurística sempre 

apresentou melhores resultados. A terceira heurística, embora considerada 

intuitivamente mais complexa, foi a que exibiu os piores resultados. 

Hovy e Lin (1997) exploram a combinação de técnicas que utilizam 

informações semânticas com técnicas estatísticas para a definição de uma metodologia 

baseada na “equação”: “sumarização = identificação do tópico + interpretação + 

geração” (HOVY e LIN, 1997, p. 1). Os três termos da equação supracitada descrevem 

a arquitetura de um sumarizador denominado SUMMARIST, que ainda estaria em fase 

de desenvolvimento (SUMMARIST, 2012), para a geração de sumários do tipo extrato. 

Os autores destacam que, com a implementação dos módulos responsáveis pela 

realização dos estágios de “interpretação” e de “geração”, o sistema seria capaz de 

produzir sumários mais elaborados, do tipo resumo. 

Os métodos baseados em grafos atraíram o interesse de muitos pesquisadores, 

sobretudo por serem independentes de recursos específicos de língua e por apresentarem 

bom desempenho computacional. O LexRank (ERKAN e RADEV, 2004) e o TextRank 

(MIHALCEA e TARAU, 2004) são exemplos dessas estratégias de sumarização. 

Larocca Neto et al. (2000) apresentam uma metodologia para realizar as tarefas 

de agrupamento e de sumarização de documentos baseada na frequência inversa das 

palavras no texto. A tarefa de agrupamento é realizada por meio do algoritmo AutoClass 

(CHEESEMAN et al., 1988) em conjunto com técnicas Bayesianas para verificar a 

qualidade de uma solução candidata. 

No processo de sumarização, após uma etapa de pré-processamento, a 

metodologia proposta representa cada sentença como um vetor de pesos TF-ISF (Term 
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Frequency - Inverse Sentence Frequency) (LAROCCA NETO et al., 2000). A medida 

TF-ISF é similar à medida TF-IDF (Term Frequency - Inverse Document Frequency) 

(SALTON, 1988). No cálculo da TF-ISF, a noção de sentença é substituída pela noção 

de documento e o número de sentenças no documento substitui o conceito de número de 

documentos. O peso TF-ISF de uma palavra w em uma sentença s, denotado por TF-

ISF(w,s) é calculado de acordo com a expressão abaixo: 

  -                         (4) 

sendo que TF(w,s) é o número de vezes que a palavra w ocorre na sentença s e ISF(w) é a 

frequência inversa de w, calculada como: 

          (
| |

     
)  (5) 

sendo que |S| representa o número de sentenças da fonte textual e SF(w) é o número de 

sentenças em que w ocorre. 

A pontuação de relevância de cada sentença, denotada por Avg-TF-ISF(s), é 

calculada como a média aritmética entre os pesos TF-ISF(w,s) de todas as palavras w na 

sentença s, de acordo com a seguinte expressão: 

   -  -       
∑            

    
   

    
 (6) 

em que W(s) é o número de palavras na sentença s. A interpretação da métrica TF-ISF é 

similar à interpretação da TF-IDF: palavras que ocorrem frequentemente na coleção de 

sentenças tendem a possuir baixos valores TF-ISF e são consideradas menos relevantes. 

Além disso, as palavras que ocorrem com mais frequência em poucas sentenças tendem 

a possuir maiores valores TF-ISF e consequentemente expressariam os conceitos mais 

importantes do texto. 

Após o cálculo do valor Avg-TF-ISF(s) para cada sentença no documento, o 

processo chega à etapa final em que o sistema deve selecionar as sentenças mais 

importantes para a composição do sumário, isto é, aquelas com os maiores valores Avg-

TF-ISF(s). Neste passo, o sistema determina a sentença com o maior valor Avg-TF-ISF(s), 

denotado pelo valor Max-Avg-TF-ISF. Em seguida, a partir de um limite percentual que 

é definido pelo usuário sobre o valor Max-Avg-TF-ISF e do maior valor Avg-TF-ISF(s) 

(Max-Avg-TF-ISF), o sistema calcula a métrica denominada Threshold-TS-ISF 

conforme a seguinte expressão: 

         -  -                -              -   -  -    (7) 
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em que percentage-threshold é o limite percentual escolhido pelo usuário. Por fim, o 

sistema inclui no sumário todas as sentenças s com valores Avg-TF-ISF(s) maiores ou 

iguais ao valor Threshold-TS-ISF. 

Os sistemas sumarizadores GistSumm (GIST SUMMarizer) (PARDO, 2002b; 

2005) e NeuralSumm (NEURAL network for SUMMarization) (PARDO et al., 2003) 

foram desenvolvidos em pesquisas sobre SA voltadas à língua portuguesa do Brasil. 

De acordo com Pardo (2002b), a metodologia adotada pelo GistSumm simula o 

processo humano de sumarização. O GistSumm determina a sentença que melhor 

representa a ideia principal do texto fonte (sentença gist) e a utiliza em combinação com 

outros métodos estatísticos simples para selecionar as outras sentenças para compor o 

sumário. O GistSumm mede a relevância das sentenças por meio dos métodos 

estatísticos palavras-chave (keywords) (BLACK e JOHNSON, 1988) e média das 

palavras-chave (average keywords) (PARDO, 2002b), sendo que o segundo método é 

uma variação do primeiro. Ambos são calculados em função da distribuição de 

frequência das palavras no texto fonte. A hipótese sustentada por essas estratégias é que 

palavras mais frequentes (palavras-chave) geralmente indicam o tema principal de um 

texto. 

Segundo Pardo et al. (2003), o NeuralSumm pode ser considerado o primeiro 

sumarizador automático que adota uma rede neural do tipo SOM (Self-Organizing Map) 

(KOHONEN, 1982 apud PARDO et al., 2003b) para produzir sumários do tipo extrato. 

Após o treinamento da rede, esse sistema gera o sumário por meio de um processo de 

agrupamento de sentenças. 

O algoritmo de agrupamento é utilizado para gerar três grupos de sentenças 

assim definidos: sentenças essenciais, sentenças complementares e sentenças supérfluas. 

No extrato são incluídas prioritariamente sentenças associadas ao grupo “sentenças 

essenciais” e eventualmente são incluídas sentenças do grupo “complementares”. 

Sentenças do grupo “supérfluas” tendem a não ser incluídas no sumário. O agrupamento 

das sentenças é feito com base em um conjunto de estatísticas calculadas para cada 

sentença do documento fonte. Pelo fato do NeuralSumm necessitar de um processo de 

treinamento, o desempenho desse sistema é sensível à características (por exemplo, o 

domínio dos textos) do corpus usado no processo de treinamento. 

Garcia (2005) propõe uma arquitetura de “Sumarização Automática de Textos 

Consciente de Contexto” cujo principal objetivo é facilitar a adaptação de dados textuais 

em dispositivos móveis. Com o uso de informações contextuais fornecidas pelo 
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dispositivo (localização espacial, temporalidade e perfil de usuário) os sumários são 

gerados por meio de uma técnica extrativa. A metodologia, denominada conTXT, utiliza 

uma variação do método TF-ISF (LAROCCA NETO et al., 2000) que inclui valores 

derivados de informações contextuais à formulação original do método. 

A versão modificada do método TF-ISF inclui “índices de relevância 

adicional” de “Palavras-Contextuais” à formulação do cálculo de relevância de cada 

palavra: durante o cálculo da medida de relevância, caso a palavra em questão conste da 

relação de Palavras-Contextuais representativas do perfil do usuário e do contexto, a 

formulação da medida TF-ISF(w,s) apresentada em (4) é multiplicada simultaneamente 

pelo índice de relevância relacionado ao perfil e pelo índice de relevância relacionado 

ao contexto. Formalizando a definição do método TF-ISF adaptado, Garcia (2005) 

apresenta a seguinte expressão: 

  -                                           (8) 

em que TF-ISFcc é definido como TF-ISF consciente de contexto, IP(w) é o índice de 

multiplicação da palavra w atribuído pelo perfil e IC(w) é o índice de multiplicação da 

palavra w atribuído pelo contexto. A relevância das palavras que não constam da relação 

de Palavras-Contextuais (IP(w) = IC(w) = 0) é calculada diretamente pela equação (4), 

isto é, o valor original de relevância é mantido e sua contribuição original para a seleção 

ou não da sentença que a contém não é alterada. 

Kawamoto e Pardo (2010) descrevem um método baseado em aprendizagem de 

máquina para a redução de sentenças com o propósito de realizar sumarização. A 

abordagem baseia-se em características linguísticas (morfossintáticas, sintáticas e 

semânticas) e superficiais (posicionais e distribuições estatísticas) para gerar 

automaticamente (processo de aprendizagem) regras que produzam resultados 

satisfatórios. Os experimentos apresentaram resultados que surpreenderam os autores, 

atingindo valores de precisão próximos de 1 para uma das métricas ROUGE (LIN, 

2004b), que consiste de um conjunto de métricas de qualidade de sumários que tem sido 

cada vez mais utilizado na avaliação da SA. Esse nível de desempenho era esperado 

tendo em vista que o sistema foi treinado para reconhecer os padrões associados às 

informações mais relevantes dos documentos. Uma das desvantagens dos métodos 

baseados em treinamento é a necessidade de se treinar o sistema sempre que for 

necessário sumarizar textos de domínios ou gêneros diferentes. 
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Margarido et al. (2008) estudam a dinâmica das redes complexas quando 

utilizadas para representação de textos em aplicações de PLN. O objetivo principal é 

verificar quão estáveis são as redes complexas quando as métricas utilizadas para 

avaliá-las são consideradas. Eles realizam um experimento baseado na modelagem de 

autoria e os resultados indicam que as métricas utilizadas são bastante previsíveis. 

Margarido et al. (2008) concluem que o uso de redes complexas na área de PLN parece 

bastante promissor para novas pesquisas. 

Jorge e Pardo (2010) propõem um método de SA baseado na teoria discursiva 

CST (do inglês Cross-document Structure Theory) (RADEV, 2000), criada para 

relacionar múltiplos documentos que tratam o mesmo assunto ou que possuem tópicos 

relacionados. O sistema que implementa a metodologia (CSTSumm) é avaliado tanto na 

geração de sumários genéricos quanto na geração de sumários orientados por 

preferência. Os autores destacam que para realizar a sumarização os textos precisam ser 

previamente preparados com a inclusão de anotações CST. Além disso, eles sugerem 

que o método deve apresentar bons resultados não somente para textos em português. 

As pesquisas acima constituem apenas uma fração dos vários estudos que 

podem ser encontrados na literatura de SA. Embora os esforços na área contemplem 

mais de meio século de história, a necessidade de se tratar cada vez mais dados textuais 

em diferentes contextos e o crescente número de pesquisas na área de PLN indicam que 

o desenvolvimento e a avaliação de técnicas de SA ainda constituem temas promissores. 

Não há um modelo genérico para a geração automática de sumários, e as pesquisas 

sobre a avaliação da sumarização ainda oferecem espaço para investigações adicionais. 

Apesar da grande quantidade de estudos presentes na literatura sobre 

processamento computacional de textos, percebe-se que poucos deles envolvem o uso 

de algoritmos bioinspirados para a tarefa de SA. Além disso, durante a elaboração do 

presente trabalho, não foi encontrada nenhuma informação sobre pesquisas envolvendo 

o uso de métodos de inteligência de enxames para a sumarização de textos. 

3.3. Resumo 

Nesta seção foram apresentados e discutidos alguns dos principais conceitos e 

definições relacionados à sumarização. Foram abordados aspectos como a utilidade, a 

importância e as principais características da tarefa de sumarização, a definição de SA e 

algumas questões a se considerar em um processo de sumarização, levando em conta as 
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características da fonte textual e dos usuários finais dos sumários, contextualização e 

estratégias do processo de sumarização. 

Os sumários e sumarizadores foram caracterizados em função de aspectos 

como a taxa de compressão, audiência (sumários focados em interesses do usuário 

ou genéricos), relação com a fonte textual (sumários do tipo extrato ou resumo), 

função do sumário (indicativos, informativos ou críticos), coerência textual 

(coerentes ou não), número de documentos da entrada (sumarização mono 

documento ou multidocumento), idioma da entrada e da saída (sumarizador 

monolíngue, multilíngue ou cross-lingual), gênero (artigos, mensagens de e-mail, 

contos, relatórios, etc.) e mídia (imagens, tabelas, textos, etc.). 

Os extratos são definidos como sumários criados pela simples cópia e 

justaposição de conteúdo disponível na fonte textual. A geração de extratos pode ser 

feita com pouca ou nenhuma informação linguística por meio do uso de medidas 

estatísticas derivadas de características da superfície textual como a frequência de 

palavras no texto. Esse tipo de sumário muitas vezes apresenta problemas de coesão 

e/ou de coerência, devido à justaposição de sentenças selecionadas a partir de diferentes 

posições na fonte textual, mas pode apresentar boa função indicativa. 

Os resumos são sumários similares aos escritos por humanos, em que a 

informação presente no sumário não precisa estar necessariamente presente na fonte 

textual, sendo derivada de um processo sofisticado de condensação que envolve o uso 

de um profundo nível de conhecimentos linguísticos. A informação linguística seria 

utilizada para a representação e interpretação do conteúdo da fonte textual 

(interpretação e identificação das informações relevantes), criação de uma representação 

resumida (processos de generalização ou de abstração) e para a reescrita textual 

(processos de geração de texto em língua natural). 

Mani (2001a) define o processo de sumarização como sendo constituído pelas 

etapas de análise, transformação e síntese. Na análise são criadas representações 

internas da fonte textual que podem ser adequadamente manipuladas pelo sumarizador. 

Na transformação é gerado um sumário da informação produzida na análise. 

Finalmente, na síntese o sumário da etapa de transformação é usado para gerar um 

sumário em língua natural. 

Por não haver uma caracterização padronizada na literatura, foram utilizadas as 

definições de Hovy e Marcu (1998) para descrever a SA como uma área que pode ser 
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estudada de acordo com a perspectiva de diferentes abordagens, paradigmas e 

métodos. 

De forma geral, as abordagens de SA estabelecem a base do processo de 

sumarização e definem aspectos como o nível de conhecimento linguístico a ser 

utilizado na representação da fonte textual, na identificação dos tópicos relevantes e na 

geração dos sumários. Uma das principais questões associadas às abordagens de SA é o 

tipo de sumário a ser gerado.  

Os paradigmas estabelecem uma relação entre o posicionamento teórico e as 

preferências metodológicas que serão utilizadas na sumarização. Hovy e Marcu (1998) 

definem o paradigma baseado em PLN/EI que tenta entender o texto para reescrevê-lo 

de forma condensada, permitindo assim a sumarização em nível de abstração, e o 

paradigma estatístico, que opera em nível léxico para a geração de extratos robustos, 

mas com baixa qualidade devido à impossibilidade de manipulação de informações no 

nível de abstrações. 

A implementação das abordagens e paradigmas se dá por meio dos métodos de 

SA. Os métodos podem ser extrativos, léxicos ou baseados na representação do 

discurso, na frequência das palavras ou na ocorrência de elementos especiais nas 

sentenças. Métodos extrativos podem adotar diferentes tipos de informações para a 

seleção das partes do texto que serão utilizadas para a geração dos extratos. As 

principais estratégias de extração se baseiam na posição das informações no texto, 

presença de frases ou termos nas sentenças, no encadeamento das palavras ao longo do 

texto e das sentenças, na estrutura de discurso do texto e em técnicas de EI. Por fim, 

foram apresentadas nesta seção algumas das principais pesquisas sobre SA efetuadas 

nos últimos 50 anos. 
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4. Avaliação da Sumarização 

Nos últimos anos, muitas comunidades da área de recuperação de informação 

(RI) e de processamento de língua natural (PLN) têm demonstrado interesse pelo tema 

de sumarização automática (SA). Diversas oficinas sobre SA (WAS, 2000; 2001; 2002), 

seções especiais nas conferências promovidas por comunidades como ACL (Association 

for Computational Linguistics) (ACL, 2012), COLING (Conference on Computational 

Linguistics) (ICCL, 2012) e SIGIR (Special Interest Group on Information Retrieval) 

(SIGIR, 2012), esforços de avaliação promovidos pelos governos dos Estados Unidos 

como DUC
3
 (Document Understanding Conferences – 2001 - 2007) (DUC, 2007) e do 

Japão (FUKUSIMA e OKUMURA, 2001) contribuíram com os avanços tecnológicos 

da área e produziram vários sistemas online (MCKEOWN et al., 2002; RADEV et al., 

2001). 

Entre os trabalhos de mais destaque relacionados à avaliação da SA está o de 

Lin (2004b), que introduz um pacote de software, denominado ROUGE (LIN, 2004a), 

para cálculo automático de um conjunto de medidas para a avaliação da sumarização. A 

pesquisa de Lin (2004b) complementa o trabalho de Lin e Hovy (2003), que investiga o 

uso de n-gramas para avaliações de sumarização e a correlação destas com as avaliações 

humanas. No contexto do estudo de Lin (2004b), um n-grama é um termo (palavra ou 

radical de palavra) ou sequência de termos contíguos que ocorre nos textos. Tomando 

como exemplo a sentença “o garoto saiu”, têm-se três unigramas (ou 1-grama) (“o”, 

“garoto” e “saiu”), dois bigramas (ou 2-grama) (“o garoto” e “garoto saiu”) e um 

trigrama (3-grama) (“o garoto saiu”). Os resultados dos experimentos conduzidos por 

Lin e Hovy (2003) e Lin (2004b) sugerem que os valores calculados para as métricas 

propostas possuem boa correlação com os resultados das avaliações realizadas por 

juízes humanos com base no critério de informatividade dos sumários. 

Antes da ferramenta ROUGE não havia um processo sistemático de avaliação 

da SA com eficácia comprovada que pudesse ser facilmente aplicado em avaliações de 

larga escala. A comparação dos resultados de diferentes pesquisas não podia ser 

facilmente realizada, devido ao emprego de diferentes estratégias e medidas de eficácia 

nas avaliações. Esta seção tem por objetivo apresentar alguns dos principais conceitos e 

estratégias que foram sugeridos e utilizados nos últimos anos para a avaliação das 

                                                 
3
 Em 2008 as conferências DUC se tornaram um track sobre SA nas conferências TAC (TAC, 2008). 
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propostas de SA. A seção é encerrada com uma breve discussão sobre as principais 

características do pacote ROUGE. 

4.1. Avaliação da SA: Principais Conceitos e 

Estratégias 

Os objetivos das avaliações de um sumarizador automático podem envolver 

questões de usabilidade do sistema, desempenho computacional e de qualidade dos 

sumários produzidos. No desenvolvimento de um sumarizador, sempre que se modifica 

alguma característica metodológica que possa influenciar os resultados do processo de 

sumarização, é necessário repetir a avaliação, com a nova versão do sistema, para que 

sejam avaliados os impactos das mudanças. 

A avaliação da SA pode ser classificada de diferentes maneiras em relação às 

suas características metodológicas e outros aspectos. Spärck Jones e Galliers (1996) 

apresentaram as primeiras diretrizes gerais para as avaliações de sistemas de PLN. Suas 

definições apontam as principais características das avaliações e são amplamente 

referenciadas na literatura de SA. Segundo essas autoras, a caracterização da avaliação 

da SA se dá em função dos seguintes critérios: i) utilização dos sumários, ii) 

envolvimento de juízes humanos, iii) o que se deseja avaliar e iv) comparação com 

outros sistemas sumarizadores. 

Com base no primeiro critério, Spärck Jones e Galliers (1996) classificam as 

avaliações como intrínsecas e extrínsecas. Em uma avaliação intrínseca avalia-se o 

desempenho do próprio sumarizador levando-se em conta parâmetros como a coerência 

e a informatividade dos sumários produzidos. Neste caso, podem ser utilizados métodos 

automáticos de atribuição de notas ou o julgamento humano (MANI, 2001b; PARDO e 

RINO, 2003a). Na avaliação extrínseca, verifica-se a utilização do sumário produzido 

em outras tarefas de PLN. Neste caso, a qualidade do sumário é definida em função 

como este influencia a realização de tarefas como categorização de documentos, 

perguntas e respostas, recuperação de informação, verificação de relevância e 

compreensão da leitura (MANI, 2001b). 

Em relação ao critério (ii), a avaliação pode ser denominada online, quando 

juízes humanos estão envolvidos no julgamento dos sumários ou off-line quando não há 

intervenção humana, isto é, são empregados métodos automatizados. Avaliações online 

geralmente são custosas, pois, segundo Pardo e Rino (2003a): 
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 É difícil dispor de juízes humanos ou de especialistas em técnicas de 

sumarização em número suficiente para a avaliação; 

 Em uma avaliação robusta e de grande porte, o processo de julgamento 

se torna lento e complexo; 

 Diversos fatores influenciam os resultados, como a subjetividade no 

julgamento humano. Isto dificulta estabelecer as conclusões acerca dos 

resultados. 

Devido a essas dificuldades, a avaliação off-line, em geral, é preferível. Nesse 

caso, deve-se dispor de um sistema de avaliação com um processo coerente e eficaz de 

acordo com os objetivos da sumarização. 

De acordo com (iii), a avaliação pode considerar apenas as saídas dos sistemas, 

caracterizando uma avaliação black-box ou levar em conta os resultados intermediários 

do sistema, além do resultado final, caracterizando a avaliação glass-box. 

Em relação ao critério (iv), uma avaliação pode ser considerada autônoma 

quando se avalia de forma isolada os resultados de um sumarizador, ou comparativa, 

quando se compara os resultados de diferentes sumarizadores. 

4.1.1. Avaliações intrínsecas 

Nesse tipo de avaliação, o objetivo é verificar características como 

informatividade, fluência e clareza do sumário. Dessa forma, nas avaliações intrínsecas, 

a qualidade de um sumário está relacionada à quantidade de informação que o sumário 

preserva em relação ao conteúdo da fonte textual e ao atendimento de diferentes 

critérios linguísticos como coerência e coesão textual, correção ortográfica e gramatical. 

Os critérios linguísticos podem ser avaliados por humanos que atribuem notas de acordo 

com escalas de pontuação definidas em função dos critérios avaliados. 

O nível de informatividade pode ser avaliado por meio da comparação do 

sumário automático com sumários de referência ou com o texto original. Sumários de 

referência podem ser elaborados e classificados em função da forma de geração, de três 

formas: 

 Pelo próprio autor do texto: sendo definidos como sumários autênticos; 

 Por especialistas humanos em sumarização, os chamados sumários 

profissionais; 
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 Gerados por um processo de extração (manual ou automático) de 

sentenças relevantes do texto fonte, sendo estes denominados extratos 

ideais. 

É fundamental garantir que os sumários de referência sejam de qualidade ou o 

processo de avaliação pode ter sua validade comprometida. A informatividade também 

está diretamente ligada à taxa de compressão: quanto maior a taxa de compressão, 

menor será a informatividade e vice-versa. A avaliação da informatividade por juízes 

humanos é bastante influenciada por fatores como a competência de domínio do juiz. 

Consequentemente, os juízes devem possuir bom conhecimento do domínio da 

informação dos textos sumarizados. Além disso, outros fatores podem influenciar os 

resultados do julgamento, como a disposição e subjetividade dos indivíduos. Para 

atenuar problemas de subjetividade ou de concordância em relação aos julgamentos 

humanos, é importante que haja uma definição clara dos objetivos e dos parâmetros 

envolvidos na avaliação, além da preparação adequada dos juízes envolvidos. 

Entre as pesquisas que envolvem o julgamento humano dos sumários está a de 

Pardo (2002a), na qual o autor solicita a dez juízes humanos que atribuam notas a 

sumários automáticos de acordo com a preservação da ideia principal contida nos textos 

originais. As notas indicam se o sumário preserva, preserva parcialmente ou não 

preserva a ideia principal do texto completo. De acordo com Pardo (2002a), um sumário 

minimamente informativo deve transmitir ao menos a ideia principal de sua fonte 

textual relacionada. A pesquisa desse autor também adotou o julgamento humano da 

textualidade dos sumários, com base em aspectos linguísticos que promovem essa 

característica.  

A medida de conteúdo apresentada por Salton e Mcgill (1983) é utilizada para 

verificar a quantidade de conteúdo do sumário de referência presente no sumário 

automático. Seu cálculo é feito de forma manual (subjetiva) ou automática. 

Hovy e Marcu (1998) propõem o seguinte roteiro para avaliações que 

envolvem o uso de sumários de referência: i) definir a granularidade desejada (cláusula, 

sentença ou parágrafo); ii) estabelecer uma métrica de similaridade (sobreposição de 

palavras, sobreposição de várias palavras, sumários automáticos idênticos aos sumários 

de referência) compatível com a granularidade definida em (i); iii) calcular o valor da 

métrica de similaridade para cada unidade no sumário automático em relação à(s) 

unidade(s) mais similar(es) presentes no sumário de referência e iv) calcular as medidas 

precisão (precision) e cobertura (recall). 
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Considerando as sentenças como unidades de verificação, as medidas de 

Precisão e Cobertura podem ser calculadas para verificar a eficiência de sumarizadores 

extrativos de SA com base nas sentenças do sumário automático de sumários de 

referência. Este método pode ser utilizado adequadamente ao se avaliar sumarizadores 

extrativos utilizando sumários de referência do tipo extratos ideais, já que sumários do 

tipo resumo (tanto sumários automáticos quanto de referência) podem possuir 

sentenças bastante distintas em termos sintáticos, mas que transmitem a mesma 

informação sem perda de conteúdo informativo.  

A precisão P, calculada de acordo com a formulação (9), indica quantas 

sentenças do sumário de referência o sumário automático possui em relação a todas as 

sentenças que ele contém. A cobertura R, calculada de acordo com a expressão (10), 

indica quantas sentenças do sumário de referência o sumário automático possui em 

relação a todas as sentenças que ele deveria possuir. 

P = Nsasr / Nsa (9) 

R = Nsasr / Nsr (10) 

Nas expressões acima Nsasr é o número de sentenças do sumário automático 

presentes no sumário de referência, Nsa é o número de sentenças do sumário 

automático, Nsr é o número de sentenças do sumário de referência, P é a precisão e R a 

cobertura. 

Considerando eficiência como a capacidade de geração de sumários ideais, 

pode-se definir a métrica chamada medida-F (F-measure), que combina as medidas de 

precisão e cobertura, para o cálculo de um valor que descreve a eficiência média do 

sistema (11). 

medida-F = (2  P  R) / (P + R)  (11) 

Hovy e Marcu (1998) descrevem uma medita abstrata de informatividade 

denominada taxa de retenção (RR). A taxa de retenção é a razão entre a informação no 

sumário e a informação original: 

RR = (info in S) / (info in T)  (12) 

sendo que info in S é a quantidade de informação no sumário automático e info in T é a 

quantidade de informação na fonte textual. Os autores propõem tarefas que podem ser 

classificadas como métodos extrínsecos de avaliação para medir a quantidade de 

informação nos sumários e na fonte textual, como testes de perguntas e respostas (para 

avaliar a compreensão dos sumários) e tarefas de classificação (quão bem os sumários 

podem ser utilizados categorizar adequadamente os textos). 
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Em uma pesquisa sobre sumarização multidocumento, Radev et al. (2000) 

propõem um sumarizador chamado MEAD, baseado no agrupamento de documentos, e 

um processo de avaliação em que o parâmetro de qualidade é uma métrica calculada em 

função da utilidade e redundância das sentenças. Para calcular a medida de utilidade, 

eles pedem a juízes humanos para atribuírem notas em uma escada de 0 a 10 para todas 

as sentenças do texto fonte, observando a importância de cada uma destas na 

composição do sumário. A pontuação geral da medida de utilidade para o sumário 

automático é então calculada como a soma das notas de suas sentenças. O sumário é 

considerado informativo quando a pontuação geral é próxima da pontuação do sumário 

de referência. 

Os principais problemas das avaliações intrínsecas estão relacionados ao 

envolvimento de juízes humanos (preparação e estabelecimento de um processo 

sistemático bem definido que possa ser aplicado) e à preparação dos dados de referência 

que serão utilizados em avaliações de informatividade dos sumários automáticos.  

4.1.2. Avaliações extrínsecas 

Nas avaliações extrínsecas, os efeitos (ou a eficácia) da sumarização em outras 

tarefas podem ser determinados por meio de estratégias como (PARDO e RINO, 

2003a): 

 Verificação da eficiência de se executar instruções baseando-se na 

leitura dos sumários automáticos; 

 Utilidade dos sumários na localização de documentos relevantes às 

necessidades dos usuários a partir de uma grande coleção de textos 

(tarefa de RI); 

 Tarefas de perguntas e respostas: pede-se a juízes envolvidos na 

avaliação que respondam a perguntas relacionadas ao tema do texto 

fonte a partir da leitura do sumário automático associado. A 

informatividade do sumário é avaliada pela capacidade dos indivíduos 

responderem corretamente às perguntas. 

 Roteamento de documentos: tarefa de categorização de documentos; 

 Qualidade de relatórios ou de apresentações produzidas com base nas 

informações do sumário automático; 
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 Quando embutido em um sistema de PLN maior, o sumarizador pode 

ser avaliado em relação ao impacto de seu processo de sumarização no 

desempenho geral do sistema. 

Geralmente, as avaliações extrínsecas são online, o que as torna custosas. Além 

disso, esse tipo de avaliação não indica pontos de possíveis melhorias para os sistemas 

de SA, já que elas avaliam a eficácia das tarefas que utilizaram os resultados da 

sumarização, e não a eficácia dos sumarizadores propriamente ditos. Outra dificuldade 

em avaliações extrínsecas pode ser a criação de tarefas que modelem, de forma 

adequada, os contextos reais de utilização da sumarização e cujos parâmetros de 

verificação possam ser medidos. 

4.2. O Pacote ROUGE de Avaliação da Sumarização 

Segundo Lin e Hovy (2003), apesar dos vários esforços na área de avaliação da 

sumarização, até o ano de 2003 ainda não havia métodos eficazes, amplamente 

adotados, convenientes e de fácil repetição que pudessem ser adotados como suporte no 

desenvolvimento ou em comparações instantâneas entre diferentes metodologias de 

sumarização. A avaliação da sumarização normalmente envolvia o uso do julgamento 

humano de diferentes métricas como coerência, concisão, gramaticalidade, legibilidade, 

e conteúdo (MANI, 2001b). Tais características conduzem a um processo custoso e de 

difícil realização. Estes e vários outros problemas impulsionaram o desenvolvimento de 

várias pesquisas relacionadas a métodos de avaliação da SA. 

Saggion et al. (2002) propuseram três métodos de avaliação baseados em 

conteúdo que medem a similaridade entre sumários: a medida de similaridade do 

cosseno (SALTON, 1989), sobreposição de unidades (unigramas ou bigramas) e o 

método da maior subsequência comum (LCS, do inglês longest common 

subsequence). Entretanto, as comunidades da área de processamento automático de 

textos estavam interessadas em demonstrar o nível de correlação entre os resultados dos 

métodos de avaliação automáticos e os resultados de julgamentos humanos, o que não 

foi feito na pesquisa de Saggion et al. (2002). 

Lin e Hovy (2003) demonstraram que métodos semelhantes ao BLEU
4
 

(acrônimo para a expressão em inglês bilingual evaluation understudy) (PAPINENI et 

al., 2001), que se baseia em estatísticas de co-ocorrência de n-gramas, poderiam ser 

aplicados na avaliação de sumários. Com isto, Lin (2004b) introduziu o pacote 

                                                 
4
 Método utilizado na avaliação de tradutores automáticos. 
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ROUGE
5
 (Recall-Oriented Understudy for Gisting Evaluation) para a avaliação 

automática de sumários. O pacote ROUGE inclui vários métodos automáticos de 

avaliação que medem a similaridade entre sumários automáticos e sumários de 

referência elaborados por humanos. Lin (2004b) argumenta que os resultados de seus 

experimentos demonstram que a ferramenta ROUGE pode ser usada de forma eficaz 

para a avaliação automática de sumários, produzindo resultados similares ao julgamento 

de humanos. 

O pacote de software ROUGE calcula os tradicionais valores de precisão, 

cobertura e medida-F (combinação entre os valores de precisão e cobertura) para quatro 

tipos de métricas: ROUGE-N, ROUGE-L, ROUGE-W e ROUGE-S. Os valores 

calculados variam de 0 a 1 e estão associados ao nível de informatividade dos sumários 

gerados por um sumarizador em relação A sumários de referência. As métricas ROUGE 

foram utilizadas nas avaliações de sumarizadores automáticos em conferências 

internacionais como a DUC nos anos de 2004, 2005, 2006 e 2007, e continuam sendo 

adotadas em diversas pesquisas sobre SA (GARCIA, 2005; RIBALDO et al., 2012). A 

seguir, a ideia geral e informações sobre a formulação de cada uma das métricas 

ROUGE são apresentados. 

4.2.1. ROUGE-N 

De forma geral, o cálculo das métricas ROUGE considera o número de n-

gramas que ocorrem simultaneamente no sumário candidato e nos sumários de um 

conjunto de sumários de referência. A métrica ROUGE-N é (N = 1..9) é calculada de 

acordo com a seguinte expressão: 

         
∑ ∑                             

∑ ∑                        
 (13) 

em que n é o comprimento do n-grama, S é um sumário, R é o conjunto de sumários de 

referência, Count(gramn) é o número de n-gramas no conjunto de sumários de 

referência R, e Countmatch(gramn) é o número máximo de n-gramas que ocorrem 

simultaneamente em um sumário candidato S e no conjunto de sumários de referência R. 

De forma resumida, pode-se dizer que a equação (13) divide o maior número 

de n-gramas que co-ocorrem em um sumário candidato e no conjunto de sumários de 

referência pelo número total de n-gramas no conjunto de sumários de referência. 

                                                 
5
 Disponível para download em <http://www.berouge.com>. Acesso em 16 mar. 2011. 

http://www.berouge.com/
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A ROUGE-N é uma métrica baseada em cobertura, já que no denominador da 

equação (13) tem-se o número total de n-gramas que ocorrem no conjunto de sumários 

de referência. À medida que se aumenta o número de sumários de referência, aumenta-

se também o número de n-gramas no denominador da equação (13). Além disso, a 

inclusão de mais sumários no conjunto R torna o processo de avaliação mais realístico, 

pois naturalmente podem existir muitos sumários de boa qualidade para um mesmo 

texto. A inclusão de novos sumários de referência no conjunto R expande o espaço de 

sumários alternativos. 

Também é interessante observar que, como a soma no numerador envolve 

todos os sumários de referência, a equação dá mais peso aos n-gramas que ocorrem em 

múltiplos sumários de referências e, dessa forma, um sumário candidato que contém 

palavras compartilhadas por mais sumários de referência é favorecido pela métrica 

ROUGE-N. Essa característica também é desejável porque normalmente se prefere 

sumários candidatos que sejam mais similares ao consenso entre os sumários de 

referência. 

4.2.2. ROUGE-L 

Tomando como exemplo a métrica ROUGE-1, que verifica a co-ocorrência de 

1-gramas, a medida de cobertura reflete a quantidade de termos (1-gramas que são 

palavras ou radicais de palavras) em uma sentença X (de um sumário de referência) que 

também estão presentes em uma sentença Y (de um sumário candidato). A medida de 

precisão de 1-gramas é a proporção de termos em Y que também ocorrem em X. Tanto o 

cálculo da precisão de 1-gramas quanto o de cobertura contabilizam todos os termos 

comuns independente de suas ordens nas sentenças. 

A métrica ROUGE-L está relacionada ao método da maior subsequência 

comum (LCS, do inglês longest common subsequence) e considera a maior sequência de 

1-gramas que está presente tanto em uma sentença do sumário candidato quanto em 

uma sentença do sumário de referência. Uma característica importante dessa métrica é 

que os 1-gramas da sequência não precisam ocorrer obrigatoriamente de forma 

conseguinte no interior das sentenças analisadas, apesar da ordem de ocorrência ter de 

ser a mesma. Por creditar somente co-ocorrências de sequências de 1-gramas na ordem 

em que eles ocorrem na sentença, esta métrica captura naturalmente a estrutura da 

informação em nível de sentença. Para descrever o processo de pontuação de sentenças 

utilizado no cálculo da métrica ROUGE-L, serão consideradas as seguintes sentenças: 
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S1: “policial matou o terrorista” 

S2: “policial mata o terrorista” 

S3: “o terrorista mata policial” 

Tomando a métrida ROUGE-2, isto é N = 2, e utilizando a sentença S1 como 

sentença do sumário de referência, S2 e S3 como sentenças do sumário candidato, pode-

se dizer que S2 e S3 teriam a mesma pontuação no cálculo da métrica ROUGE-2, pois 

ambas possuem um bigrama (“o terrorista”) em comum com a sentença S1. Entretanto, 

é importante observar que sentenças S2 e S3 possuem significados muito diferentes. No 

caso da métrica ROUGE-L, a sentença S2 possui uma pontuação de 3/4 = 0.75 e S3 tem 

a pontuação de 2/4 = 0.5, tendo em vista que elas possuem como maiores subsequências 

comuns em relação à sentença S1, respectivamente, as subsequências (“policial o 

terrorista”) e (“o terrorista”). Consequentemente, de acordo com a métrica ROUGE-L, a 

sentença S2 é melhor que S3. 

A desvantagem do método LCS é que ele só conta o maior encadeamento 

principal de termos da sentença. Se houver mais de uma sequência de 1-gramas com o 

mesmo tamanho da maior sequência encontrada primeiro, a pontuação dessas não é 

considerada. Portanto, considerando adicionalmente a sentença candidata S4: “o 

terrorista policial matou”, e S1 como referência, o método usado pela ROUGE-L 

contabilizaria a pontuação ou da sequência “o terrorista” ou da sequência “policial 

matou”, mas não ambas. Dessa forma, S4 teria a mesma pontuação que S3. De forma 

diferente, a métrica ROUGE-2 irá preferir a sentença S4 à sentença S3. 

4.2.3. ROUGE-W 

A métrica ROUGE-W, definida como maior subsequência comum 

ponderada (weighted longest common subsequence), é uma variação da métrica 

ROUGE-L que inclui em seu cálculo uma ponderação que valoriza a ocorrência de 

termos que são conseguintes em uma sequência comum encontrada no interior das 

sentenças de referência e candidatas.  

Dessa forma, considerando uma sequência X encontrada em uma sentença de 

um sumário de referência e as sequências Y1e Y2 presentes em sentenças de um 

sumário candidato conforme a representação abaixo (com as palavras representadas por 

letras entre os pares de colchetes): 

X: [A B C D E F G] 

Y1: [A B C D H I K] 



 

46 
 

Y2: [A H B K C I D] 

Y1 e Y2 possuem a mesma pontuação para a métrica ROUGE-L (4/7  0.57). 

Entretanto, Y1 aparentemente é uma sentença mais indicada para ser utilizada no 

cálculo da pontuação do sumário candidato, já que as palavras que formam a maior 

subsequência comum em relação à sentença de referência X ocorrem de forma 

conseguinte em Y1. O cálculo da métrica ROUGE-W atribui maior peso às sentenças 

que possuem subsequências comuns e que possuem o maior número de palavras 

ocorrendo de forma conseguinte na formação da sentença. 

4.2.4. ROUGE-S 

A métrica ROUGE-S é calculada em função de estatísticas derivadas da co-

ocorrência dos denominados skip-bigramas (bigrama com salto). Um skip-bigrama 

consiste de qualquer par de palavras em suas ordens de ocorrência na sentença, com a 

possibilidade de lacunas arbitrárias entre as duas palavras, isto é, qualquer par que possa 

ser formado por palavras em suas ordens originais na sentença, independente de haver 

zero, uma ou mais palavras entre as palavras do par. A estatística de co-ocorrência de 

skip-bigrama mede a sobreposição desses skip-bigramas entre uma sentença candidata e 

um conjunto de sentenças de referência. Usando as sentenças S1, S2, S3 e S4 do 

exemplo anterior: 

S1: “policial matou o terrorista” 

S2: “policial mata o terrorista” 

S3: “o terrorista mata policial” 

S4: “o terrorista policial matou” 

Cada sentença possui   
  = (4! / (2! * 2!)) = 6 skip-bigramas. A sentença S1 possui os 

seguintes skip-bigramas (“policial matou”, “policial o”, “policial terrorista”, “matou o”, 

“matou terrorista” e “o terrorista”), S2 possui três skip-bigramas em comum com S1 

(“policial o”, “policial terrorista”, “o terrorista”), S3 possui um skip-bigrama em 

comum com S1 (“o terrorista”) e S4 possui dois skip-bigramas em comum com S1 

(“policial matou” e “o terrorista”). Considerando a sentença X de comprimento m de um 

sumário de referência e uma sentença Y de comprimento n de um sumário candidato, a 

métrica ROUGE-S, que é a medida-F entre as estatísticas de precisão e a cobertura de 

co-ocorrência de skip-bigramas entre as sentenças X e Y é calculada com base nas 

seguintes formulações: 

Rskip2 = SKIP2(X,Y) / C(m,2) (14) 
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Pskip2 = SKIP2(X,Y) / C(n,2) (15) 

Fskip2 = [(1 +  
2
)  Rskip2  Pskip2] / ( Rskip2 +  

2
  Pskip2) (16) 

em que SKIP2(X,Y) é o número de skip-bigramas em comum entre X e Y,  controla a 

importância relativa da precisão Pskip2 e da cobertura Rskip2, e C é a função combinatória. 

Utilizando a equação 16 com o parâmetro  = 1 e tomando S1 como referência, 

o valor da métrica ROUGE-S para a sentença S2 é 0.5, S3 é 0.167 e S4 é 0.333. Logo, a 

sentença S2 é melhor que S3 e S4, e S4 é melhor que S3. Uma vantagem do método que 

usa skip-bigramas em relação ao método utilizado pela ROUGE-2, é que no cálculo das 

métricas baseadas em skip-bigramas não é necessário que os bigramas comuns entre 

sentenças candidatas e de referência sejam formados por palavras conseguintes na 

estrutura das sentenças. Comparada à ROUGE-L, a métrica ROUGE-S considera em 

seu cálculo todos os pares de palavras que ocorrem na mesma ordem enquanto a 

ROUGE-L leva em conta apenas a maior subsequência comum. 

Tendo em vista a eficácia das métricas ROUGE em avaliações comparativas 

envolvendo diversos sistemas e sumários, a disponibilidade de um corpus gratuito de 

textos em língua portuguesa do Brasil com sumários de referência escritos 

manualmente, a eficácia da metodologia Bio-Summ é avaliada de acordo com os 

resultados calculados para as métricas ROUGE comumente publicadas em pesquisas de 

SA, o que facilita a comparação dos resultados aqui apresentados com de outros 

trabalhos. 

Em relação ao uso do pacote ROUGE, algumas dificuldades foram 

identificadas e tratadas durante o desenvolvimento dessa pesquisa. O pacote ROUGE é 

composto por um conjunto de scripts em linguagem Perl, que devem ser configurados 

para o processamento dos sumários candidatos e sumários de referência. Para configurar 

uma avaliação por meio da ROUGE, é necessário que os sumários utilizados 

(candidatos e de referência) adotem um formato de arquivo que permita ao software de 

avaliação identificar cada sentença em cada sumário.  

A formatação utilizada nesta pesquisa utiliza as tags da linguagem de marcação 

HTML para identificar as sentenças e o nome do arquivo. Além do formato dos 

sumários, a configuração de uma avaliação a ser conduzida por meio do pacote ROUGE 

requer um arquivo com a indicação da localização dos arquivos contendo os sumários 

automáticos de cada sistema para um determinado texto e a localização dos arquivos 
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contendo os sumários de referência associados. Esse arquivo pode ser formatado de 

acordo com um conjunto de tags XML reconhecidos pelos scripts da ROUGE. 

A configuração desses arquivos para uma avaliação envolvendo muitos 

sumários e/ou sistemas sumarizadores é uma tarefa propícia a erros e relativamente 

lenta. Além disso, caso seja necessário incluir novos sumários automáticos (inclusão de 

novos textos ou de novos sumarizadores) na avaliação, os arquivos precisam ser 

atualizados para refletir essas modificações. 

Em função das desvantagens de se preparar esses dados de forma manual, 

foram desenvolvidas duas ferramentas de software para auxílio na preparação de 

avaliações com o uso da ROUGE. Uma dessas ferramentas realiza a geração automática 

do arquivo de configuração das entradas necessário aos scripts da ROUGE, formatado 

segundo o padrão XML reconhecido, de acordo com os parâmetros fornecidos pelo 

usuário. A outra ferramenta é destinada à geração dos arquivos de sumários, formatados 

de acordo com o padrão HTML aceito pela ROUGE. Ambas utilizam interface gráfica e 

foram desenvolvidas em linguagem Java. As ferramentas de suporte para o preparo dos 

arquivos necessários nas avaliações utilizando o pacote ROUGE e os formatos dos 

arquivos gerados por elas são apresentados nos apêndices A e B. 

4.3. Resumo 

Esta seção apresentou os principais conceitos referentes à avaliação da SA. 

Uma coleção de diretrizes amplamente usadas na literatura para descrever as 

características e classificações dos aspectos envolvidos em um processo de avaliação foi 

apresentada. 

A caracterização da avaliação da SA pode ser feita em função da utilização dos 

sumários, do envolvimento de juízes humanos, do que se deseja avaliar e da 

comparação entre diferentes sumarizadores. Em relação ao propósito de utilização dos 

sumários, as avaliações podem ser intrínsecas ou extrínsecas. Uma avaliação intrínseca 

verifica o desempenho do próprio sumarizador em função de critérios como 

gramaticalidade e informatividade dos sumários produzidos. Uma avaliação extrínseca 

verifica a utilização do sumário produzido em outras tarefas de PLN. Neste caso, a 

qualidade do sumário é definida em função da influência dos resultados do sumarizador 

na realização de tarefas de categorização, perguntas e respostas, RI, verificação de 

relevância e compreensão da leitura (MANI, 2001b). 
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Quando há o envolvimento de juízes humanos na avaliação esta é dita online. 

As avaliações off-line não envolvem juízes humanos e tendem a ser preferidas nas 

avaliações em larga escala, pois podem eliminar algumas dificuldades resultantes da 

intervenção humana. Neste caso, são utilizados métodos automáticos de avaliação.  

Em uma avaliação em que se avalia apenas as saídas do sumarizador, é 

definida como avaliação black-box. Quando se consideram os resultados intermediários 

do sistema além do resultado final, a avaliação é considerada glass-box. 

Por fim, as avaliações podem ser comparativas, quando o desempenho de um 

sumarizador é comparado ao de outros sistemas, ou autônomas, quando o desempenho 

de um sumarizador é analisado de forma isolada. 

Durante os primeiros 40 anos da história da SA, a avaliação de sumarizadores 

automáticos era um processo bastante complexo. Diversos problemas dificultavam a 

realização de avaliações em grande escala que pudessem ser reproduzidas com 

facilidade e cujos resultados pudessem ser comparados aos de outras avaliações. Não 

havia uma metodologia amplamente empregada com facilidade de repetição e eficácia 

comprovada se comparada às avaliações humanas. Embora em alguns contextos uma 

avaliação humana pudesse apresentar resultados mais consistentes que os resultados 

calculados por ferramentas automáticas de avaliação, o envolvimento humano nem 

sempre é viável. 

Diversas medidas de qualidade para a avaliação automática da informatividade 

de sumários foram propostas, porém as pesquisas geralmente não indicavam a 

correlação dos resultados dessas avaliações com as avaliações feitas por humanos. 

As métricas ROUGE consistem de um conjunto de medidas estatísticas 

(precisão, cobertura e medida-F) calculadas com base na co-ocorrência de n-gramas 

entre sumários automáticos e sumários de referência escritos por humanos. Essas 

métricas foram propostas em 2004 e passaram a ser amplamente utilizadas em pesquisas 

e eventos sobre SA (LIN, 2004b; LIN e HOVY, 2003). Os valores das métricas 

ROUGE indicam do nível de informatividade que os sumários automáticos preservam 

em relação à informação contida em sumários de referência. De acordo com seus 

autores, os resultados de experimentos envolvendo as métricas baseadas em n-gramas 

para a avaliação da sumarização indicaram um elevado grau de correlação entre a 

avaliação fornecida pelas métricas ROUGE e as avaliações humanas. Dessa forma, as 

métricas ROUGE podem ser consideradas como bons indicadores da eficiência de 

sumarizadores.  
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5. Inteligência de Enxames e o Algoritmo 

PSC  

A metodologia de sumarização proposta nesta pesquisa baseia-se na 

combinação de diferentes métodos computacionais, sendo um deles uma variação do 

algoritmo de agrupamento por enxame de partículas (PSC) (COHEN e DE CASTRO, 

2006), que é um algoritmo de agrupamento de dados derivado de pesquisas sobre 

métodos computacionais inspirados na natureza. 

Esta seção tem como objetivo apresentar brevemente algumas características 

da computação bioinspirada e a ideia geral das metodologias baseadas em inteligência 

de enxames, que fundamentam o algoritmo PSC. Por fim, algumas características do 

PSC e seu pseudocódigo são apresentados. 

5.1. Inteligência de Enxames 

A computação inspirada na natureza ou computação bioinpirada é uma das 

categorias da grande área de Computação Natural (DE CASTRO, 2006) que utiliza 

fenômenos e características biológicas como fonte de inspiração para o 

desenvolvimento de soluções computacionais para diversas classes de problemas. 

Segundo Prior et al. (2008), a motivação para se estudar algoritmos 

bioinspirados baseia-se em três pilares: i) há uma grande necessidade de se buscar por 

soluções bioinspiradas inovadoras para a solução de problemas complexos; ii) os 

métodos inspirados na natureza têm demonstrado desempenho satisfatório e, em muitas 

situações, o melhor desempenho para a resolução de muitos problemas; iii) muitos 

problemas reais não podem ser resolvidos ou são intratáveis computacionalmente por 

métodos tradicionais. 

No fim da década de 1980, Beni e Wang (1989) cunharam o termo inteligência 

de enxames (SI, do inglês Swarm Intelligence) no contexto de sistemas robóticos 

celulares. Os sistemas de SI são constituídos de uma coleção de agentes interativos 

simples que são dispostos em um ambiente, e representam técnicas de inteligência 

artificial inspiradas em sociedades de seres vivos como grupos de formigas em busca de 

alimento, colônias de cupins que constroem complexas redes de ninhos, revoadas de 

pássaros migrando de uma região para outra, etc. 
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A área de SI pode ser subdividida em dois ramos. O primeiro é baseado nos 

estudos do comportamento de insetos sociais e as pesquisas focam o desenvolvimento 

de algoritmos utilizados para resolver problemas de otimização combinatória, 

agrupamento de dados, robôs coletivos, etc. (BONABEAU et al., 1999). O segundo 

ramo explora a habilidade que as sociedades humanas possuem de processar o 

conhecimento, tendo suas pesquisas focadas principalmente em algoritmos sócio-

cognitivos que realizam buscas em espaços contínuos. 

Embora esses ramos possam gerar abordagens que diferem nas suas sequências 

de passos e nas fontes de inspiração, eles apresentam várias semelhanças. Ambos se 

baseiam em uma população (colônia ou enxame) de elementos (indivíduos sociais, 

insetos ou partículas) com a habilidade de interagir (direta ou indiretamente) entre si e 

com o ambiente (PRIOR et al., 2008). 

O algoritmo de otimização por enxames de partículas (PSO) (KENNEDY e 

EBEHART, 1995) é uma das metodologias derivadas das pesquisas de inteligência de 

enxames, voltadas à simulação do comportamento social humano (PRIOR et al., 2008). 

O PSO considera uma população de indivíduos cujo comportamento social é o resultado 

das interações individuais. 

Apesar da versão original do PSO se basear em sistemas de partículas e no 

comportamento coletivo de sociedades de animais, o foco principal do algoritmo está na 

adaptação social do conhecimento. 

O PSO consiste de uma população de indivíduos em busca de soluções para um 

determinado problema. Os indivíduos aprendem a partir de suas próprias experiências 

passadas e da experiência dos outros. Eles têm a capacidade de se avaliar, de se 

comparar aos vizinhos e de reproduzir o comportamento daqueles vizinhos que são 

superiores. O comportamento desses indivíduos também é influenciado pelas diferentes 

possibilidades oferecidas pelo ambiente. 

O algoritmo PSO típico busca pelas melhores soluções em um espaço L-

dimensional que é definido por coordenadas de valores reais. Nesse tipo de problema de 

otimização, é comum que as variáveis da função a ser otimizada sejam representadas 

como um vetor que corresponde a um ponto no espaço de busca multidimensional. O 

espaço de busca é o conjunto de todos os vetores possíveis. Cada indivíduo pode ser 

projetado como um único conjunto de coordenadas válidas. Dessa forma, um conjunto 

de indivíduos corresponde a um conjunto de pontos ou partículas no espaço. 
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Diversas variações do algoritmo PSO podem ser encontradas na literatura. 

Uma delas é o algoritmo de agrupamento por enxames de partículas (PSC, do inglês 

Particle Swarm Clustering) (COHEN e DE CASTRO, 2006), cujas principais 

características são apresentadas na próxima seção.  

5.2. Agrupamento e Enxames: o Algoritmo PSC 

Uma estratégia muito empregada em atividades de análise de dados é a análise 

de agrupamento de dados (ou simplesmente agrupamento de dados), que é uma técnica 

utilizada para entender e extrair informações relevantes de grandes conjuntos de dados. 

A ideia básica dos métodos de agrupamento é tentar criar, a partir de um 

conjunto de dados, certo número de grupos de dados considerados similares em função 

de algum critério que possa ser quantificado a partir da representação dos dados. 

Um dos algoritmos mais citados em pesquisas sobre agrupamento de dados é o 

k-means (HARTIGAN e WONG, 1979), que se baseia em um método de 

particionamento para agrupar os dados submetidos ao algoritmo. 

Outro algoritmo proposto para realizar a análise de agrupamentos é o algoritmo 

de agrupamento por enxame de partículas (PSC) (COHEN e DE CASTRO, 2006), que 

constitui uma versão modificada do algoritmo de otimização por enxame de partículas 

(PSO). Uma das principais diferenças do algoritmo PSC em relação à versão original do 

PSO, é que o PSC cria um conjunto de partículas no espaço multidimensional dos dados 

e essas partículas tornam-se protótipos dos dados de entrada. No PSO, cada partícula é 

uma solução potencial para um determinado problema. 

Assim como ocorrem em outros algoritmos de inteligência de enxames, no 

PSC cada partícula é representada como um vetor de coordenadas numéricas reais, 

correspondente a um ponto em um espaço de atributos multidimensional L. O espaço de 

atributos de uma base de dados é um espaço arbitrário no qual cada entrada na base de 

dados é representada como um ponto no espaço L-dimensional, e cada dimensão 

corresponde a um atributo medido para aquela base de dados. Para cada partícula, além 

dos valores de suas coordenadas, são mantidas informações como sua velocidade atual e 

sua melhor posição até o momento. Tanto a velocidade das partículas quanto as 

melhores posições de cada uma delas também são representadas no algoritmo como um 

vetor de atributos numéricos com a mesma dimensão dos vetores que correspondem às 

partículas. 
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Para que o processo de agrupamento do PSC ocorra de acordo com uma 

perspectiva sócio cognitiva (isto é, para que o algoritmo seja influenciado pelo 

comportamento individual das partículas e também pelo o comportamento coletivo do 

conjunto de partículas), cada dado presente no conjunto de dados de entrada deve ser 

submetido ao enxame de partículas. A partícula que apresentar a maior similaridade 

com o dado analisado no momento se deslocará recebendo influência de: i) sua melhor 

posição até o momento (experiência local ou termo cognitivo); ii) da posição da 

partícula que mais se aproximou do dado sob análise (experiência global ou termo 

social); iii) de um novo termo, proposto por Cohen e de Castro (2006), denominado 

termo de auto-organização, associado aos procedimentos de deslocamento dos 

protótipos em direção aos dados de entrada, que é uma estratégia comum em sistemas 

auto-organizáveis (KOHONEN, 2001). 

Considerando um conjunto (enxame) de partículas X, constituído por m 

partículas x, X = (x1, x2, ..., xm), no qual xi representa a partícula i (i = 1, 2, ..., m), sendo 

que cada partícula xi correspondente a um vetor com dimensão n, de atributos 

numéricos a, isto é, x = (a1, a2, ..., an), com ak denotando o k-ésimo (k = 1, 2, ...n) 

atributo de um vetor x, a velocidade v de uma partícula i durante a iteração t do 

algoritmo PSC, denotada por vi é atualizada para a próxima iteração (t+1) de acordo 

com a seguinte expressão: 

vi (t +1) = . vi (t) + φ1 ( pi 
j 
(t) - xi (t) ) + φ2 ( g 

j 
(t) - xi (t) ) + φ3  ( y 

j
 - xi (t) ) (17) 

em que  indica o produto vetorial (ou produto externo) entre dois vetores, ω é o termo 

de inércia, que controla a taxa de convergência da partícula,   
 
    é o vetor contendo o 

histórico da melhor posição da partícula i em relação ao dado de entrada j,       é o 

vetor contendo a posição da melhor partícula na iteração corrente em relação ao dado de 

entrada j, e    é a representação vetorial do objeto (dado de entrada) j. A expressão 

também utiliza os vetores de pesos aleatórios φ1, φ2 e φ3 com o objetivo de influenciar 

respectivamente os termos cognitivo, social e de auto-organização. φ1 é o vetor de pesos 

estocásticos para a melhor posição individual, φ2 é o vetor de pesos estocásticos para a 

melhor posição geral e φ3 é o vetor de pesos estocásticos da distância da partícula em 

relação ao objeto de dado (COHEN e DE CASTRO, 2006). 

Durante o processo iterativo do PSC, a posição de uma partícula i, denotada 

por xi, é atualizada da iteração t para a iteração t +1 de acordo com a seguinte expressão: 

xi (t +1) = xi ( t ) + vi ( t + 1) (18) 
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Um ponto importante a observar é que o processo de otimização da posição das 

partículas ocorre de forma não supervisionada, isto é, não há uma função objetivo 

específica que é analisada pelo algoritmo em cada iteração. As partículas se deslocam 

no espaço vetorial baseando-se apenas em suas similaridades com os dados de entrada. 

Em cada iteração t, o algoritmo realiza os seguintes passos: 

1) Para cada dado submetido ao enxame de partículas, a partícula i que 

tiver apresentado a maior similaridade com o dado de entrada dentre 

todas as partículas do enxame é definida como partícula vencedora 

(identificada por partícula I, no algoritmo); 

2) A partícula vencedora é usada para atualizar o termo social (baseado na 

posição da partícula que mais se aproximou do dado até o momento), o 

termo cognitivo (histórico da partícula) e o termo de auto-organização 

(baseado no princípio de auto-organização); 

3) É verificado se houve partículas que não venceram durante a iteração e, 

caso isso seja constatado, a velocidade dessas partículas é atualizada na 

direção da partícula que mais venceu na iteração, denotada por xmost_win, 

conforme a seguinte expressão: 

vi ( t +1 ) =  . vi (t) + φ4  (xmost_win - xi (t) ) (19) 

em que xi representa uma partícula i que não venceu durante a iteração 

t, vi é a velocidade da partícula i,  é o termo de inercia,  é o produto 

vetorial e φ4 é um vetor de pesos aleatórios utilizado na atualização da 

velocidade de partículas que não venceram. Este procedimento é realizado 

para evitar que algumas partículas fiquem estagnadas. 

4) O termo de inércia é atualizado ( =   0.95) e retorna-se ao passo 1. 

O algoritmo encerra ao atingir o número máximo de iterações (max_it). 

Prior et al. (2008), apresentaram uma pesquisa em que o PSC foi utilizado para 

a realizar o agrupamento de documentos de texto em língua natural. Para medir a 

similaridade entre os documentos, os autores utilizaram a métrica do cosseno 

(SALTON, 1989), calculada de acordo com a expressão abaixo: 

                             
    

‖   ‖   ‖   ‖ 
 (20) 

em que va e v são os vetores representando dois objetos de dados, isto é, os vetores 

representando dois documentos de texto submetidos ao PSC, ‖  ‖  e ‖ ‖  são os 

valores da norma Euclidiana dos vetores e      corresponde ao produto interno entre 



 

55 
 

esses dois vetores. Os autores obtiveram resultados satisfatórios considerando as 

métricas de entropia e pureza (ZHAO e KARYPIS, 2004) dos grupos gerados pelo 

PSC, apesar do alto custo computacional do PSC. 

Na metodologia Bio-Summ, uma variação do PSC é utilizada para realizar o 

agrupamento das sentenças de um texto fonte em grupos de sentenças relacionadas. 

Tendo em vista que nos algoritmos tradicionais de processamento de textos a 

representação interna de sentenças pode ser a mesma adotada para a representação de 

documentos individuais, o uso proposto nesta tese para o PSC e de sua variação é 

adequado, isto é, pode-se adotar um mecanismo similar ao apresentado por Prior et al. 

(2008), sem a necessidade modificações de extensas na estrutura básica do PSC. O 

pseudocódigo do PSC é apresentado no Algoritmo 1. 

Algoritmo 1. Pseudocódigo do algoritmo PSC (adaptado de PRIOR et al., 2008) 

Procedimento [X] = PSC (data_set, max_it, n_part, , φ1, φ2, φ3, φ4, vmax , vmin) 

    y = data_set 

    Inicializar X // geralmente as partículas são inicializadas aleatoriamente 

    Inicializar vi // de forma aleatória com a restrição: vi  [vmax , vmin] 

    Inicializar disti 

    t 1 

    Enquanto t < max_it  faça 

        // Calcular similaridade entre os documentos e as partículas 

        Para j = 1 até N faça  // para cada dado 

            Para i = 1 até n_part  faça 

                dist i ( j ) = similarity ( y
j
 , xj ) 

            Fim para 

           // a partícula vencedora é selecionada (aquela com similaridade máxima em relação 

            // ao dado de entrada) 

            I  max(dist)  

            Se f (xI) < f (pI) então 

                pI = xI 

            Fim se 
            Se f (xI) < f (g

j
) então 

                g
j
 = xI 

            Fim se 

  vI ( t +1 ) = .vI (t) + φ1 (pI 
j 
(t) - xI (t)) + φ2 (g 

j 
(t) - xI (t)) + φ3  (y 

j
 - xI (t)) 

              vI  [vmax , vmin] 

              xI ( t + 1) = xI ( t ) + vI ( t + 1 ) 

        Fim para 
        Para i = 1 até n_part faça 

            Se (xi != win) então 

                vi ( t +1 ) = . vi (t) + φ4  (xmost_win - xi (t) )      vi  [vmax , vmin] 

                xi ( t + 1) = xi (t) + vi ( t + 1 ) 

            Fim se 

        Fim para 

          = 0.95 *  

          t t + 1 

    Fim enquanto 

Fim procedimento 
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5.3. Resumo 

A computação natural é uma área de pesquisa que envolve o uso e/ou 

simulação dos organismos e fenômenos da natureza para o desenvolvimento de soluções 

para diversos problemas. O grande número de pesquisas e formas de envolvimento dos 

aspectos naturais no desenvolvimento das soluções permite dividir esta área em 

diferentes categorias de pesquisa. Alguns autores classificam essas categorias em 

computação inspirada na natureza (ou computação bioinspirada), simulação e emulação 

da natureza por meio de computação e computação por meio de materiais naturais. A 

metodologia de sumarização proposta nesta tese, chamada Bio-Summ, utiliza uma 

técnica derivada de pesquisas da computação bioinspirada, que buscam inspiração na 

natureza para o desenvolvimento de técnicas para a resolução de problemas complexos. 

Entre as técnicas representantes da computação bioinspirada estão as redes 

neurais artificiais (RNA), a computação evolutiva, a inteligência de enxames (SI) e os 

sistemas imunológicos artificiais (SIA). As técnicas de SI são derivadas de pesquisas 

inspiradas no comportamento social de insetos e animais que buscam reproduzir os 

processos individuais e as interações responsáveis pela configuração de um 

comportamento social. Os pesquisadores têm interesse em compreender as estratégias 

naturais, que evoluíram durante milhares de anos, na tentativa de elaborar ferramentas 

de software capazes de reproduzi-las para a solução de problemas como otimização e 

análise de agrupamentos. 

A metodologia Bio-Summ utiliza durante uma de suas etapas do processo de 

sumarização o algoritmo de agrupamento por enxame de partículas (PSC), que é uma 

variação do algoritmo de otimização por enxame de partículas (PSO), destinado a 

realizar o agrupamento de dados. Na próxima seção é apresentada a descrição da 

metodologia proposta nesta tese. 
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6. Bio-Summ: Sumarizador Baseado em 

uma Estratégia Bioinspirada 

Esta seção tem por objetivo descrever os principais aspectos que caracterizam a 

Bio-Summ (BIOinspired SUMMarizer), que pode ser considerada a primeira proposta 

de uma metodologia de sumarização automática (SA) que utiliza um algoritmo 

bioinspirado de inteligência de enxames (SI). Em relação ao referencial teórico 

apresentado na seção 3.1, de acordo com Mani (2001a), a Bio-Summ possui as 

seguintes características: 

 Taxa de compressão – variável, definida pelo usuário em termos 

percentuais de número de sentenças da fonte textual em relação ao 

sumário a ser gerado. 

 Audiência – geração de sumários genéricos, utilizando métodos 

estatísticos para determinação da relevância do conteúdo. 

 Relação com a fonte textual – geração de sumários do tipo extrato. 

 Função – sumários do tipo indicativo, isto é, mais adequados para 

indicar o tema principal do texto fonte. 

 Coerência – sumários predominantemente incoerentes, por se tratar de 

uma metodologia extrativa. 

 Span – sumarização de um único documento. Apesar do sistema 

codificado que implementa a Bio-Summ permitir a seleção de vários 

documentos para a sumarização, os sumários são criados de forma 

separada e independente para cada texto. Essa característica constitui 

apenas uma facilidade da interface do software que executa a 

metodologia, com o objetivo de agilizar estudos envolvendo a 

sumarização de vários textos, o que acontece com frequência na área de 

SA. 

 Idioma – monolíngue, permitindo a sumarização de textos em português 

e a geração de sumários em português. Entretanto, por se basear em 

métodos estatísticos, a Bio-Summ pode ser adaptada para sumarizar 

textos em vários idiomas, com saídas no mesmo idioma da entrada, o que 

tornaria a metodologia proposta multilíngue. 
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 Gênero – livre, tendo em vista que a metodologia não foca um gênero 

específico de texto. 

 Mídia – textos simples sem formatação. 

Durante a fase de desenvolvimento da metodologia proposta nesta tese, os 

resultados da sumarização realizada pela Bio-Summ foram analisados ao se utilizar o 

algoritmo de agrupamento por enxame de partículas (PSC) em sua versão original 

(Algoritmo 1) e também ao se utilizar uma versão desse algoritmo com modificações 

em seu código. Tais modificações foram propostas de forma empírica e têm reflexo no 

deslocamento geral das partículas. 

Com a modificação proposta, o algoritmo altera a velocidade e a posição de 

todas as partículas sempre que um dado (representação vetorial de uma sentença, no 

contexto do presente estudo) é submetido ao enxame. No PSC original (Algoritmo 1), 

somente a velocidade e posição da partícula vencedora (partícula que mais se 

aproximou do dado submetido ao enxame) são atualizadas a cada submissão de um 

novo dado ao algoritmo. 

Observou-se, de acordo com a metodologia de avaliação utilizada durante os 

experimentos (métricas ROUGE), que a Bio-Summ obteve resultados relativamente 

melhores na tarefa de sumarização ao se empregar a versão modificada do PSC em vez 

da versão original. A versão modificada do PSC é apresentada no Algoritmo 2. 

 

Algoritmo 2. Pseudocódigo do algoritmo PSC com a modificação proposta 

Procedimento [X] = PSC (data_set, max_it, n_part, , φ1, φ2, φ3, φ4, vmax , vmin) 

    y = data_set 

    Inicializar X // geralmente as partículas são inicializadas aleatoriamente 

    Inicializar vi // de forma aleatória com a restrição: vi  [vmax , vmin] 

    Inicializar disti 

    t 1 

    Enquanto t < max_it  faça 

        // Calcular similaridade entre os documentos e as partículas 

        Para j = 1 até N faça  // para cada dado 

            Para i = 1 até n_part  faça 

                dist i ( j ) = similarity ( y
j
 , xj ) 

            Fim para 

           // a partícula vencedora é selecionada (aquela com similaridade máxima em relação 

            // ao dado de entrada) 

            I  max(dist)  

            Se f (xI) < f (pI) então 

                pI = xI 

            Fim se 
            Se f (xI) < f (g

j
) então 

                g
j
 = xI 

            Fim se 
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            para i = 1 até n_part faça 

     vi ( t +1 ) = .vi (t) + φ1 (pi 
j 
(t) - xi (t)) + φ2 (g 

j 
(t) - xi (t)) + φ3  (y 

j
 - xi (t)) 

                 vi  [vmax , vmin] 

                 xi ( t + 1) = xi ( t ) + vi ( t + 1) 

            Fim para 

        Fim para 
        Para i = 1 até n_part faça 

            Se (xi != win) então 

                vi ( t +1 ) = . vi (t) + φ4  (xmost_win - xi (t) )      vi  [vmax , vmin] 

                xi ( t + 1) = xi (t) + vi ( t + 1 ) 

            Fim se 

        Fim para 

          = 0.95 *  

          t t + 1 

    Fim enquanto 

Fim procedimento 

 

No sistema computacional implementado, o usuário pode escolher entre a 

utilização do PSC original ou a versão com a modificação proposta no presente estudo. 

O processo geral de sumarização da Bio-Summ pode ser dividido em duas 

etapas: 

1. Pré-processamento – Esse estágio está associado aos procedimentos 

de limpeza dos dados e de representação do texto no formato numérico 

requerido pelos algoritmos do estágio de processamento. A Bio-Summ 

realiza os seguintes processos: segmentação sentencial, case folding, 

remoção de stopwords, stemming, geração de dicionário de termos e 

representação do texto por meio do modelo espaço vetorial (VSM, do 

inglês Vector Space Model) (SALTON, 1989; WEISS et al., 2010); 

2. Sumarização – A representação vetorial do texto pré-processado é 

submetida aos algoritmos que realizam a sumarização. Nessa etapa, a 

versão modificada do algoritmo PSC é utilizada para agrupar as 

sentenças do documento, que serão posteriormente selecionadas e 

extraídas para a composição de um sumário. 

Na próxima seção, as duas etapas da Bio-Summ são descritas em mais 

detalhes. 

6.1. Pré-processamento 

A segmentação sentencial é o problema de dividir sequências de caracteres, 

que representam expressões textuais em alguma linguagem escrita, em suas sentenças 

constituintes. No contexto do presente trabalho, uma sentença é uma sequência de 
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palavras, espaços e outros símbolos, que é encerrada por determinado símbolo de 

pontuação. Para a etapa de pré-processamento da Bio-Summ, foi elaborado um 

algoritmo que realiza a segmentação sentencial de um texto de entrada considerando 

como indicadores de fim de sentença caracteres de pontuação como “!”, “.” (ponto 

final) e “?”. É importante observar que nem sempre tais caracteres são utilizados para 

indicar o fim de uma sentença. Em certas situações, esses caracteres participam da 

formação de números, sinais especiais da linguagem (como reticências “...”), 

abreviaturas e certos termos como, por exemplo, “Yahoo!”. 

Para evitar interpretações incorretas do uso desses sinais de pontuação, o 

algoritmo nunca segmenta números com ponto decimal, endereços de e-mail e URL, 

pontos utilizados entre aspas, além de permitir o uso de uma lista de exceções 

constituída por abreviaturas e outros conjuntos de caracteres nos quais o uso dos três 

símbolos de pontuação (ponto final, exclamação e interrogação) não deverá ser tratado 

como fim de sentença. 

Case folding é o processo no qual todos os caracteres de um texto são 

convertidos em uma caixa padrão para permitir comparações insensíveis a variações de 

um mesmo caractere que podem ocorrer em sua grafia maiúscula ou minúscula. 

As stopwords consistem de um conjunto de palavras que são removidas do 

texto em algum estágio do processamento para melhorar a precisão geral e o 

desempenho do processamento. Geralmente essa lista é composta preposições, artigos, 

advérbios, números, pronomes e pontuação como “até”, “com”, “a”, “o”, não”, “sim”, 

“um”, “seu”, “você”, etc. 

Após a segmentação do texto em um conjunto de sentenças e a remoção das 

stopwords, a próxima ação possível é reduzir cada palavra no texto aos seus radicais 

(também denominados stems) por meio de um processo conhecido como lematização ou 

stemming. 

Neste processo, as palavras são reduzidas aos seus radicais por meio da 

remoção de seus afixos (sufixos e prefixos) para que palavras morfologicamente 

relacionadas sejam representadas por uma única forma comum, permitindo assim serem 

combinadas. Por exemplo, as palavras “ensino”, “ensinou” e “ensinando” (todas formas 

derivadas do verbo “ensinar”), poderiam, com a remoção de seus sufixos, ser reduzidas 

ao radical “ensin”. Apesar do radical gerado não possuir necessariamente um sentido 

como palavra na língua natural, por não ser necessariamente o mesmo radical 

linguístico da palavra (PALLES; FUEZI, 2005), é possível manter informação 
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suficiente sobre as palavras que o originaram, já que os radicais são associados às 

variações das palavras. 

O processo de stemming pode ser utilizado para reduzir a dimensionalidade dos 

dados em sistemas de processamento de textos em língua natural e para ampliar os 

resultados apresentados nas consultas em sistemas de recuperação de informação (RI). 

Nos sistemas de RI que adotam a técnica de stemming, as consultas de usuário que 

enviam como parâmetro de busca palavras que são variantes de um mesmo radical, 

incluirão em seus resultados qualquer documento do repositório que contenha uma 

variação desse mesmo radical. Outro efeito do stemming é o aumento na frequência de 

ocorrência das palavras, tendo em vista que as variações de uma mesma palavra serão 

contabilizadas como um único radical. O processo de stemming na Bio-Summ utiliza a 

implementação em linguagem Java do algoritmo de stemming Orengo para português do 

Brasil (OLIVEIRA, P., 2008; ORENGO e HUYCK, 2001). 

Na representação clássica de textos utilizada em aplicações de processamento 

de língua natural (PLN), conhecida como bag-of-words ou VSM (SALTON et al., 1975; 

WEISS et al., 2010), cada documento é representado como vetor de pesos numéricos 

que corresponde a um ponto em um espaço multidimensional. Dessa forma, os pesos 

formalizam a transformação dos textos em uma representação numérica, já que cada 

unidade textual é substituída por um peso calculado em função de sua relevância ou 

presença/ausência no documento. O espaço multidimensional de atributos é o conjunto 

de todos os vetores (documentos) possíveis. Métodos de ponderação de termos 

comumente usados são o binário, frequência do termo (TF), e frequência do termo – 

frequência inversa do documento (TF-IDF) (JOACHIMS, 1996; SALTON e 

BUCKLEY, 1988). 

O espaço de atributos tipicamente inclui palavras, radicais de palavras, frases, 

entidades nomeadas, etc. Na Bio-Summ, a noção de documento é substituída pela noção 

de sentença. Dessa forma, cada sentença é formalizada como um ponto em um espaço 

multidimensional representado por um vetor s, sendo s = (w1, w2, w3, ..., wn), wi (i = 1, 2, 

..., n) é o peso do termo i na sentença s e n é a dimensão do espaço de atributos. Devido 

ao processo de remoção de stopwords e stemming, o espaço de atributos utilizado nesta 

tese inclui somente os radicais de palavras. 

A implementação computacional atual da Bio-Sum permite o uso de três 

técnicas distintas para a ponderação de termos: TF (cada peso consiste da frequência do 

termo no documento), TF-ISF (4) e a adaptação do método FLEXI-PR (MODANI et al., 
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2009) para uso no contexto de sentenças em vez de documentos. O método de Modani 

et al. (2009) combina a precisão e a cobertura dos termos sem considerar sua avaliação 

dentro de cada sentença. Nos experimentos realizados com a Bio-Summ, foram 

utilizadas as técnicas TF-ISF (4) com uma variação no cálculo da relevância das 

sentenças e FLEXI-PR, mas apenas os resultados obtidos por meio da TF-ISF foram 

publicados, já que estes foram relativamente melhores que os obtidos com a FLEXI-PR. 

Na Figura 6.1, é apresentada uma ilustração da representação vetorial das sentenças de 

um documento de texto contendo m sentenças e n termos utilizando o método TF-ISF 

para o cálculo dos pesos das palavras nas sentenças. 

Considerando a Figura 6.1 e o pré-processamento realizado pela Bio-Summ, 

as colunas entre “Termo 1” e “Termo n” estão associadas a cada radical de palavra 

presente no texto pré-processado (excluindo-se as palavras eliminadas no passo de 

remoção de stopwords). As linhas correspondem às sentenças identificadas no texto 

pelo segmentador sentencial e um elemento TF-ISFi,j (i = 1 ... m, e j = 1 ... n) disposto 

na célula de linha i e coluna j da tabela formada, representa o valor TF-ISF da palavra j 

na sentença i para o documento pré-processado. 

Termo / 

Sentença Termo 1 Termo 2 Termo 3 Termo 4 ... Termo n-1 Termo n

Sentença 1 TF-ISF 1,1 TF-ISF  2,1 TF-ISF  3,1 TF-ISF  4,1 ... TF-ISF  n -1,1 TF-ISF  n ,1

Sentença 2 TF-ISF 1,2 TF-ISF  2,2 TF-ISF  3,2 TF-ISF  4,2 ... TF-ISF  n -1,2 TF-ISF  n ,2

Sentença 3 TF-ISF 1,3 TF-ISF  2,3 TF-ISF  3,3 TF-ISF  4,3 ... TF-ISF  n -1,3 TF-ISF  n ,3

Sentença 4 TF-ISF 1,4 TF-ISF  2,4 TF-ISF  3,4 TF-ISF  4,4 ... TF-ISF  n -1,4 TF-ISF  n ,4

Sentença 5 TF-ISF 1,5 TF-ISF  2,5 TF-ISF  3,5 TF-ISF  4,5 ... TF-ISF  n -1,5 TF-ISF  n ,5

Sentença 6 TF-ISF  1,6 TF-ISF  2,6 TF-ISF  3,6 TF-ISF  4,6 ... TF-ISF  n -1,6 TF-ISF  n ,6

... ... ... ... ... ... ... ...

Sentença m -1 TF-ISF  1,m -1 TF-ISF  2,m -1 TF-ISF  3,m -1 TF-ISF  4,m -1 ... TF-ISF  n -1,m -1 TF-ISF  n ,m -1

Sentença m TF-ISF  1,m TF-ISF  2,m TF-ISF  3,m TF-ISF  4,m ... TF-ISF  n -1,m TF-ISF  n ,m  

Figura 6.1: Representação vetorial das sentenças de um documento de texto por meio 

do método TF-ISF 

A geração de dicionário é o processo de se criar uma lista contendo todos os 

termos distintos (radicais de palavras) do texto pré-processado. No caso da Bio-Summ, 

o dicionário contém os stems e algumas informações estatísticas sobre cada um deles, 

como a frequência no documento e a frequência nas sentenças (o número de sentenças 

nas quais o termo ocorre). Essas estatísticas são utilizadas no processamento da etapa de 

sumarização, descrita na próxima seção. 
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6.2. Sumarização 

A metodologia Bio-Summ realiza a sumarização em três etapas descritas 

abaixo: 

1. Determinação do tema principal – para cada sentença s, representada 

como um vetor de pesos TF-ISF(w,s) (4), um valor Avg-TF-ISF(s) 

adaptado, denominado adapted-Avg-TF-ISF(s), é calculado de acordo 

com a seguinte expressão: 

       -   -  -       
∑            

    
   

    
 (21) 

em que w(d) é o número de palavras no dicionário gerado para o 

documento d. A seguir, a sentença com o valor máximo da medida 

adapted-Avg-TF-ISF(s) é selecionada como a sentença que melhor 

representa a ideia principal do texto, definida como sentença mais 

representativa (SMR). Esta sentença sempre será incluída no sumário 

gerado e não é submetida ao algoritmo PSC no próximo passo da 

sumarização (agrupamento das sentenças). A determinação da sentença 

SMR e a sua inclusão obrigatória no sumário são processos realizados 

para garantir que, na geração de sumários com apenas duas ou três 

sentenças, a sentença de maior relevância segundo a pontuação 

adapted-Avg-TF-ISF seja sempre incluída no sumário. Tal sentença 

pode não ser incluída no sumário caso ela seja agrupada no grupo das 

sentenças menos relevantes (descrito na próxima etapa), já que a 

seleção de sentenças a partir dos grupos formados é feita sempre em 

função da relevância dos grupos, sendo a relevância dos grupos 

calculada em função da média das relevâncias das sentenças nos 

grupos. 

A métrica adapted-Avg-TF-ISF foi sugerida e utilizada, pois nos testes 

realizados durante o desenvolvimento do sumarizador, percebeu-se que, 

em alguns casos, sentenças pouco informativas do tema principal do 

texto fonte formadas por três ou menos palavras apresentavam valores 

de relevância Avg-TF-ISF (6) relativamente maiores que outras 

sentenças mais informativas com mais palavras. Esse comportamento, 

considerado no presente estudo como indesejado, ocorre porque na 
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formulação original da métrica Avg-TF-ISF (6) o número de palavras na 

sentença é utilizado para dividir a soma dos pesos TF-ISF das palavras 

no cálculo do valor Avg-TF-ISF. Dessa forma, a métrica adapted-Avg-

TF-ISF não privilegia a medida de relevância de sentenças muito 

pequenas. Apesar da métrica adapted-Avg-TF-ISF penalizar sentenças 

com poucas palavras, percebeu-se uma melhoria no desempenho dos 

resultados observados nos experimentos obtidos com a metodologia 

Bio-Summ. 

2. Agrupamento das sentenças – O conjunto de sentenças do texto fonte é 

submetido ao PSC modificado (Algoritmo 2), que é configurado para 

gerar três grupos de sentenças (n_part = 3). Na metodologia Bio-

Summ, sempre que há a necessidade de se realizar a comparação entre 

vetores que representam sentenças ou partículas, é utilizada a métrica 

do cosseno (20). Após o agrupamento das sentenças, a Bio-Summ 

classifica os três grupos de acordo com o processo descrito abaixo: 

a. Para cada grupo c, uma nota de relevância, denominada Avg-

Avg-TF-ISF(c), é calculada como a média aritmética entre os 

valores adapted-Avg-TF-ISF(s) das sentenças pertencentes ao 

grupo, isto é: 

                  
∑                      

    
   

    
 (22) 

em que S(c) é o número de sentenças no grupo c. 

b. Após cada grupo receber uma pontuação Avg-Avg-TF-ISF(s), 

eles são classificados como: 

i. Grupo de Sentenças Relevantes (GSR) – o grupo com o 

maior valor Avg-Avg-TF-ISF(c); 

ii. Grupo de Sentenças Irrelevantes (GSI) – o grupo com o 

menor valor Avg-Avg-TF-ISF(s); 

iii. Grupo de Sentenças de Relevância Média (GSRM) – o 

grupo ainda não classificado. 

3. Seleção de sentenças e síntese do sumário – por meio de uma técnica 

extrativa, as sentenças são selecionadas de acordo com os seguintes 

passos: 
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a. Com base na taxa de compressão, é calculado o tamanho do 

sumário (quantificado em número de sentenças) de acordo com: 

S(sum) = ( 1 – ( taxa de compressão / 100 ) )  S(d) (23) 

em que S(sum) é o número de sentenças a serem incluídas no 

sumário (o tamanho do sumário), S(d) é o número de sentenças 

no texto fonte, e os símbolos externos “⌈” e “⌉” denotam a 

função teto aplicada à expressão internamente posicionada. 

Dessa forma, o tamanho do sumário é sempre arredondado para 

o menor valor inteiro cujo valor é maior que o resultado do 

cálculo da expressão. 

b. O processo de seleção de sentenças inicia a composição do 

sumário do tipo extrato. Durante essa etapa, as sentenças são 

uma a uma selecionadas do texto fonte até que o número de 

sentenças selecionadas atinja o tamanho calculado para o 

sumário (S(sum)). A seleção das sentenças é feita de acordo com 

as seguintes diretrizes: 

i. Selecione a primeira sentença do texto (esta é uma 

estratégia posicional empregada nesta primeira versão da 

metodologia, com objetivos experimentais); 

ii. Selecione a sentença mais representativa SMR (caso ela 

não seja a primeira sentença do texto); 

iii. A partir do grupo GSR, selecione a sentença com o 

maior valor da medida adapted-Avg-TF-ISF(s), e remova 

essa sentença do grupo; 

iv. A partir do grupo GSRM, selecione a sentença com o 

maior valor da medida adapted-Avg-TF-ISF(s) e remova 

essa sentença do grupo; 

v. A partir do grupo GSI, selecione a sentença com o maior 

valor adapted-Avg-TF-ISF(s) e remova essa sentença do 

grupo; 

vi. Enquanto o número de sentenças selecionadas for menor 

que o tamanho do sumário e ainda houver sentenças no 

grupo GSR: 
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A partir do grupo GSR, selecione a sentença com 

o maior valor adapted-Avg-TF-ISF(s) e a remova 

do grupo; 

vii. Enquanto o número de sentenças selecionadas for menor 

que o tamanho do sumário e ainda houver sentenças no 

grupo GSRM: 

A partir do grupo GSRM, selecione a sentença 

com o maior valor adapted-Avg-TF-ISF(s) e a 

remova do grupo; 

viii. Enquanto o número de sentenças selecionadas for menor 

que o tamanho do sumário e ainda houver sentenças no 

grupo GSI: 

A partir do grupo GSI, selecione a sentença com 

o maior valor adapted-Avg-TF-ISF(s) e a remova 

do grupo; 

ix. A síntese do sumário é realizada por meio da 

justaposição das sentenças selecionadas mantendo-se a 

ordem que elas ocorrem no texto fonte. 

A ideia de sempre se incluir no sumário a primeira sentença do texto pode ser 

vista como um recurso estratégico opcional para o usuário da Bio-Summ para direcionar 

a extração de sentenças em função do tipo de texto que se deseja sumarizar. No gênero 

jornalístico, por exemplo, geralmente as informações mais relevantes ocorrem nas 

primeiras sentenças do texto.  

6.3. Resumo 

Nesta seção, a proposta dessa tese, que consiste de uma metodologia 

bioinspirada de sumarização extrativa, foi descrita em detalhes. A Bio-Summ é definida 

como bioinspirada devido ao uso de uma versão modificada de um algoritmo originário 

de estudos da área de SI, denominado PSC, como parte do processo que orienta a 

seleção de sentenças para geração dos sumários. Durante investigações preliminares à 

finalização do estudo relatado nesta tese, verificou-se que uma modificação, sugerida 

empiricamente, no algoritmo PSC produziu resultados relativamente melhores que a 

versão original desse algoritmo, proposta por Cohen e de Castro (2006), para a tarefa de 
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SA. Dessa forma, a versão modificada desse algoritmo constitui uma das propostas 

dessa tese e foi utilizada nos experimentos de avaliação conduzidos. 

O termo Bio-Sum foi escolhido após inúmeras reflexões filosóficas, éticas e 

linguísticas em torno da expressão em língua inglesa BIOinspired SUMMarizer, que 

pode ser traduzida como sumarizador bioinspirado. 

O processo global da metodologia proposta pode ser dividido em duas etapas: 

pré-processamento e sumarização, cada etapa englobando uma série de ações ou passos. 

Na primeira delas (pré-processamento), os dados são preparados para que possam ser 

enviados aos algoritmos que efetivamente atuarão no processo de sumarização. O pré-

processamento envolve tarefas de limpeza dos dados (eliminação de informações 

desnecessárias que podem diminuir o desempenho computacional ou a precisão dos 

resultados) e a transformação do texto em uma representação numérica requerida pelos 

algoritmos da etapa de sumarização. Para isto, são realizados os processos de 

segmentação sentencial, eliminação de stopwords, stemming, geração de dicionário de 

termos e representação vetorial. 

A etapa de sumarização combina vários métodos e começa com a determinação 

da sentença que melhor representa o tema principal do texto, denominada SMR. Um 

detalhe interessante é que a etapa de sumarização independe do idioma original do 

texto, pois se baseia apenas na manipulação da representação numérica do texto. 

Cada sentença é representada como um vetor em um espaço multidimensional 

de pesos (coordenadas do vetor) dos termos do texto. Devido ao pré-processamento, 

esses termos são basicamente os stems das palavras que não foram descartadas durante a 

remoção de stopwords. 

Para gerar os vetores deve ser utilizada alguma técnica que calcule, para cada 

unidade textual (stems, palavras, entidades nomeadas, frases, sentenças, etc), um valor 

numérico que possa ser associado à relevância das unidades textuais. Em sua versão 

atual, o sistema que implementa a Bio-Summ permite o uso de três técnicas de 

ponderação distintas: TF, TF-ISF e FLEXI-PR. 

A técnica escolhida para publicação dos resultados dos experimentos se baseia 

em uma variação do método TF-ISF, tendo em vista que ela apresentou resultados 

melhores que os outros métodos. Pode-se dizer que as técnicas baseadas na frequência 

inversa dos termos atribuem maiores valores de relevância às palavras que ocorrem 

várias vezes em uma mesma sentença, mas que ocorrem em poucas sentenças no 

conjunto de todas as sentenças do texto. O peso de cada termo é utilizado no cálculo da 
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relevância das sentenças, que é basicamente a divisão da soma dos valores TF-ISF(w,s) de 

cada termo da sentença pelo número de termos distintos no documento pré-processado. 

Após a determinação da sentença SMR, o processo segue com a aplicação de 

da versão modificada do algoritmo PSC, para o agrupamento das sentenças do texto em 

três grupos (não incluindo nesse processo a SMR). Cada grupo recebe então uma nota, 

denominada Avg-Avg-TF-ISF(c), calculada como a média aritmética dos valores 

adapted-Avg-TF-ISF(s) das sentenças que os constitui. Essa nota mede a relevância de 

cada grupo e é utilizada para determinar os grupos GSR, GSRM e GSI, que são, 

respectivamente, o grupo de sentenças mais relevantes, o grupo de sentenças de 

relevância média e o grupo de sentenças irrelevantes. 

A expectativa definida para processo de agrupamento é de que ele seja capaz 

de otimizar a organização das sentenças para o processo posterior de seleção, de forma 

que no grupo GSR, sejam incluídas as sentenças mais similares àquelas cuja pontuação 

elevou a medida de relevância do grupo. Tais sentenças provavelmente seriam 

relativamente mais informativas do tema principal do texto fonte. Consequentemente, 

esse processo poderia gerar sumários com boa função indicativa. Uma estratégia similar 

é apresentada por Pardo et al. (2003), na qual os autores definem um sumarizador 

baseado no agrupamento de sentenças por meio de uma RNA. 

Considerando o número máximo de sentenças que devem ser selecionadas para 

compor o sumário, calculado em função da taxa de compressão e do número de 

sentenças no documento, o processo de seleção de sentenças é iniciado. 

Na versão atual, a Bio-Summ sempre seleciona a primeira sentença que ocorre 

no texto original e em seguida seleciona a sentença SMR. 

Posteriormente, os três grupos são explorados para a seleção de outras 

sentenças para completar o sumário. A seleção das sentenças sempre ocorre do grupo 

mais relevante (GSR) para o menos relevante (GSI), e da sentença mais relevante para a 

menos relevante. O processo de seleção encerra imediatamente quando o número de 

sentenças selecionadas se iguala ao tamanho calculado para o sumário. 

A próxima seção contém a descrição da metodologia de avaliação utilizada 

para verificar o desempenho da Bio-Summ por meio do pacote ROUGE, que mede a 

informatividade dos sumários avaliados. 
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7. Avaliação da Bio-Summ 

Para verificar a eficácia da metodologia, foi realizado um estudo de caso 

envolvendo uma avaliação sumarizadores que, de acordo com a fundamentação teórica 

apresentada no Capítulo 4, pode ser classificada como intrínseca, off-line, black-box e 

comparativa. O estudo de caso envolve a sumarização de 100 documentos de texto e os 

resultados da Bio-Summ são comparados aos dos sistemas extrativos GistSumm 

(PARDO, 2002b; 2005), NeuralSumm (PARDO et al., 2003) e aos resultados dos 

métodos extrativos denominados FirstSents, RandomSents e K-means, que foram 

codificados e disponibilizados na plataforma de sumarização implementada como 

algoritmos básicos para uso em avaliações comparativas de sumarizadores. 

Na seção 3.2, as principais características das metodologias adotadas pelo 

GistSumm e pelo NeuralSumm foram introduzidas. Considerando a taxa de 

compressão, definida pelo usuário em valores percentuais, os três sistemas básicos 

utilizados nos experimentos calculam o tamanho n do sumário (medido em número de 

sentenças) de acordo com a equação (23) apresentada na seção 6.2. O sumarizador 

FirstSents gera um sumário por meio da seleção das n primeiras sentenças do 

documento de entrada. O método RandomSents seleciona de forma randômica n 

sentenças a partir da fonte textual para compor o sumário. O método de sumarização 

denominado K-Means realiza a sumarização por meio de um processo bastante similar 

ao processo da Bio-Summ. A diferença é que o sumarizador K-Means utiliza o 

algoritmo K-Means (HARTIGAN e WONG, 1979) para realizar o agrupamento das 

sentenças. Assim como na Bio-Summ, o método de sumarização K-Means computa a 

sentença SMR e posteriormente organiza as sentenças em três grupos. Em seguida, de 

acordo com o mesmo processo descrito na seção 6.2, são definidos os grupos GSR, 

GSRM e GSI. A seleção das sentenças no método K-Means também é feita seguindo a 

mesma estratégia da Bio-Summ. 

7.1. Descrição dos Dados e Métodos 

Cada sistema foi utilizado para gerar 100 sumários com aproximadamente 30% 

do número de sentenças do texto fonte, isto é, com uma taxa de compressão 

aproximadamente de 70%. É importante observar que nem sempre os sumarizadores 

consideram o número de sentenças como a unidade de medida do tamanho dos 
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documentos. Conforme mencionado no Capítulo 3, um sumarizador pode considerar 

diferentes elementos textuais para essa finalidade como, por exemplo, o número de 

palavras, de caracteres ou de bytes (além do número de sentenças). Consequentemente, 

ao se gerar sumários em diferentes sistemas que não consideram a mesma unidade de 

medida para dimensionar os textos e/ou que utilizam uma formulação distinta para o 

cálculo do tamanho do sumário, o número de sentenças nos sumários gerados pode ser 

bastante diferente de um sistema para outro quando se especifica um mesmo valor 

numérico para todos os sistemas. No presente estudo de caso, o parâmetro da taxa de 

compressão do sistema GistSumm teve de ser configurado com o valor de 0.55 para que 

o número de sentenças incluídas nos sumários produzidos por esse sistema fosse 

aproximadamente igual ao número de sentenças presentes nos sumários gerados pelos 

outros sistemas
6
 avaliados, cujo parâmetro de taxa de compressão foi configurado com 

o valor numérico de 70%. As suposições que podem ser feitas a partir da observação 

desse comportamento são: i) o sistema GistSumm realiza um cálculo diferente do que é 

feito pelos outros sumarizadores para a definição do tamanho dos sumários em função 

da taxa de compressão especificada pelo usuário; ii) o GistSumm não considera o 

número de sentenças identificadas para dimensionar os textos ou iii) as duas suposições 

anteriores seriam simultaneamente válidas. Entretanto, não se teve acesso à formulação 

exata utilizada pelo GistSumm para definir o tamanho dos sumários em função da taxa 

de compressão. 

O sistema GistSumm foi configurado para utilizar o método padrão de 

ponderação de sentenças (keywords), que consiste basicamente da soma das frequências 

dos termos da sentença. Na geração de sumários por meio da metodologia Bio-Summ, 

foi adotada a versão adaptada do método TF-ISF (21) para a ponderação das sentenças e 

os parâmetros do algoritmo PSC (tanto do algoritmo original quanto do algoritmo 

modificado) foram configurados com os seguintes valores: n_part = 3 (geração de três 

grupos de sentenças), max_it = 150,   = 0.09, vmin= -0.01, vmax = 0.1, φ1, φ2, φ3 and 

φ4  [0 1], e as partículas tiveram os valores de suas coordenadas inicializados com 

valores aleatórios. Esses valores são os mesmos utilizados por Prior et al. (2008) para 

realizar o agrupamento de documentos de textos com o PSC. Na sumarização com o 

método K-Means, também foi utilizado o método TF-ISF adaptado para ponderar as 

sentenças e o algoritmo de agrupamento aplicado às sentenças foi configurado para 

                                                 
6
 O sistema NeuralSumm e os demais os métodos analisados 
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executar 150 iterações. De forma semelhante à Bio-Summ, os três vetores 

correspondentes aos centróides utilizados pelo algoritmo K-Means foram inicializados 

aleatoriamente. No sistema NeuralSumm o único parâmetro configurável é a taxa de 

compressão (conforme mencionado, configurada para a opção de 70%). Os 

sumarizadores básicos FirstSents e RandomSents só necessitam do valor da taxa de 

compressão, por não se basearem em processos de determinação da relevância dos 

elementos textuais. 

Os algoritmos da Bio-Summ e os três métodos básicos FirstSents, 

RandomSents e K-Means, foram implementados em Java ("1.7.0_03") e estão 

integrados em um mesmo ambiente de software com interface gráfica, no qual o usuário 

pode escolher a estratégia de sumarização e os parâmetros necessários. A interface 

principal desse ambiente é apresentada na Figura 7.1. 

 

Figura 7.1: Interface do sistema de sumarização implementado 

O código fonte do sistema foi organizado de forma a permitir a integração 

facilitada de novos componentes, tornando o ambiente de execução da Bio-Summ uma 

plataforma de pesquisas sobre SA bastante versátil para seu aproveitamento em novos 

estudos, que disponibiliza inicialmente cinco métodos de sumarização: Bio-Summ, K-

Means, FirstSents, RandomSents e GistSumm em uma versão simulada. Além disso, o 
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uso de recursos de pré-processamento compartilhados permite comparações mais 

precisas dos métodos, pois todos eles utilizarão os mesmos algoritmos para 

segmentação sentencial, remoção de stopwords, stemming, geração de dicionário e o 

mesmo processo de cálculo do tamanho do texto/sumário, realizado de acordo com o 

número de sentenças identificadas na etapa de segmentação sentencial. 

O algoritmo GistSumm simulado implementado não foi empregado nos 

experimentos devido ao uso de recursos de pré-processamento distintos da versão 

publicada desse sistema: o segmentador sentencial, a lista de stopwords e o uso de 

stemming. No GistSumm desenvolvido por Pardo (2002b) é utilizado o léxico do NILC
7
 

(Núcleo Interinstitucional de Linguística Computacional) em vez de um algoritmo de 

stemming e para a segmentação sentencial é utilizado o sistema SENTER (PARDO, 

2006). A lista de stopwords adotada no pré-processamento do GistSumm possui 

aproximadamente 199 termos enquanto a lista utilizada pelo ambiente da Bio-Summ 

possui 257. O algoritmo de segmentação sentencial utilizado pela plataforma de 

sumarização da Bio-Summ, denominado SENTENCIAL (SEgmentador seNTENCIAL), 

adota um processo similar ao SENTER, mas disponibiliza ao usuário a possibilidade de 

escolher uma lista de exceções cuja proposta foi apresentada na seção 6.1. 

A base de dados utilizada nos experimentos consiste da coleção TeMário 

(TExtos com suMÁRIOs) (PARDO e RINO, 2003b; 2006), que é um corpus 

constituído de 100 textos jornalísticos e seus respectivos sumários de referência. Para 

cada texto desse corpus existem dois sumários de referência: um extrato ideal gerado 

por uma ferramenta de software e um sumário manual. Os sumários manuais foram 

produzidos pelo professor e consultor de editoração de textos em português Deusdedit 

Ferreira de Menezes com o apoio do FAPESP (Proc. Nro. 01/08849-8). Tais 

características do TeMário tornam viável o seu uso como base de dados em avaliações 

de SA, incluindo avaliações por meio do pacote ROUGE. 

O desempenho dos sistemas é medido por meio dos valores calculados pelo 

pacote ROUGE para as métricas ROUGE-1, ROUGE 2, ROUGE-L, ROUGE-S e 

ROUGE-W, que se baseiam respectivamente em estatísticas de co-ocorrência de 1-

gramas, bi-gramas, LSC (Sequência Comum Máxima de 1-gramas consecutivos), bi-

gramas com lacunas (com o máximo de lacunas entre os termos que formam os bi-

gramas definido como 4) e LCS ponderada entre os sumários automáticos e os sumários 

                                                 
7
 <http://www.nilc.icmc.usp.br>, acessado em 20 de maio de 2012. 
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humanos de referência. Tal estratégia de avaliação foi escolhida por ter eficácia 

comprovada e por permitir a comparação com os resultados publicados em outras 

pesquisas de SA que adotam as mesmas métricas ROUGE em suas avaliações. As 

estatísticas apresentadas consistem das medidas de precisão, cobertura e medida-F. 

O pacote ROUGE foi configurado para analisar os 600 sumários envolvidos 

com as seguintes configurações de parâmetros: 

 -a (realizar a avaliação de todos os sistemas especificados); 

 -w 1.2 (calcular a ROUGE-W com o valor 1.2 como fator de peso da 

LCS ponderada, isto é, o comprimento da maior sequência comum é 

elevado a 1.2); 

 -n 2 (calcular ROUGE-1 e ROUGE-2); 

 -2 4 (calcular Skip-Bigrama (ROUGE-S) com uma distância máxima de 

quatro lacunas entre as palavras); 

 -u (incluir 1-gramas no cálculo da ROUGE-S); 

 -c 95 (utilizar um intervalo de confiança de 95%); 

 -r 1000 (usar reamostragem bootstrap 1000 vezes para estimar o 

intervalo de confiança de 95%); 

 -p 0.5 (calcula a medida-F com alfa = 0.5, o que pondera igualmente 

precisão e cobertura na fórmula dessa medida); 

 -t 0 (utiliza as sentenças como unidades de contagem para os cálculos). 

Tal configuração gera uma avaliação similar à utilizada na conferência DUC 

2007. Os valores das métricas apresentados representam a média das estatísticas 

calculadas para os 100 sumários produzidos por cada sistema. Em geral, as pesquisas 

sobre SA que adotam o pacote ROUGE em suas avaliações apresentam apenas os 

resultados das métricas ROUGE-1, ROUGE-2, ROUGE-S, sendo que alguns autores 

costumam optar por publicar apenas os resultados calculados para a ROUGE-1. Ribaldo 

et al. (2012) argumentam que essa métrica é considerada suficiente para avaliar a 

informatividade de um sumário. 

Os experimentos foram conduzidos em um notebook equipado com um 

processador Intel Core™ 2 Duo (T7300) com os dois núcleos operando a 2.0 GHz e 

dispondo de 2GB de memória RAM. Apesar dessa configuração de hardware oferecer 

um processador com dois núcleos de processamento, os algoritmos não foram 

codificados de forma a utilizar recursos de processamento paralelo ou distribuído. 
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7.2. Resultados 

As tabelas apresentadas a seguir (7.1 a 7.5) contêm os resultados do processo 

de avaliação, consistindo das medidas de desempenhos (precisão, cobertura e medida-F) 

dos sistemas para as quatro métricas ROUGE utilizadas. Para destacar a melhoria no 

desempenho da sumarização em função do uso da versão modificada do PSC, os 

resultados da avaliação dos sumários produzidos pela Bio-Summ utilizando a versão 

original do PSC também foram publicados na tabela. Recapitulando as interpretações 

das medidas de precisão e cobertura, pode-se dizer que a medida de precisão está 

relacionada a uma relação entre a quantidade de elementos do sumário de referência que 

o sumário automático possui em relação ao número total de elementos que o sumário 

automático possui. A medida de cobertura indica uma relação entre a quantidade de 

elementos que são comuns ao sumário automático e ao sumário de referência e a 

quantidade total de elementos do sumário de referência. A medida-F é calculada como 

uma média harmônica entre os valores de precisão e cobertura. No contexto das 

métricas ROUGE, os elementos cujas coincidências entre os sumários automáticos e de 

referência são contabilizadas para o cálculo das medidas de eficiência dos 

sumarizadores são as maiores sequências comuns, os skip-brigamas, os unigramas, os 

bigramas, etc. 

As entradas apresentadas nas tabelas estão classificadas em ordem decrescente 

de valores da medida-F. Embora os valores das métricas possam variar entre 0 e 1, na 

prática é difícil, senão improvável, encontrar algum sistema de SA cuja pontuação 

média dos sumários produzidos atinjam o valor 1, considerando que um processo 

realístico de avaliação seja conduzido. Tal sistema seria um sumarizador que produz 

sumários do tipo resumo idênticos a todos os respectivos sumários de referência 

utilizados. Os resultados apresentam uma variação pequena entre os valores calculados 

para cada sistema. Consequentemente, para efeito de análise e comparação do 

desempenho dos diferentes métodos de sumarização, julgou-se adequado considerar a 

precisão numérica de até três casas decimais, dando sempre maior relevância às 

diferenças percebidas nos valores da primeira casa decimal. 
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Tabela 7.1: Resultados da avaliação – Métrica ROUGE-1 

Sistema Cobertura Precisão Medida-F 

GistSumm 0.558680 0.429100 0.481040 

Bio-Summ-PSC-Modificado 0.584220 0.411400 0.478880 

FirstSents 0.496810 0.470330 0.476850 

K-Means 0.567880 0.418100 0.476690 

Bio-Summ-PSC-Original 0.574340 0.409880 0.473490 

RandomSents 0.461340 0.466610 0.458340 

NeuralSumm 0.426860 0.479700 0.447250 

 

Tabela 7.2: Resultados da avaliação - Métrica ROUGE-2 

Sistema Cobertura Precisão Medida-F 

Bio-Summ-PSC-Modificado 0.229200 0.161760 0.188080 

GistSumm 0.216700 0.166100 0.186430 

K-Means 0.219670 0.161920 0.184480 

FirstSents 0.191230 0.181180 0.183640 

Bio-Summ-PSC-Original 0.222420 0.157910 0.182740 

RandomSents 0.156610 0.161120 0.156830 

NeuralSumm 0.139620 0.159610 0.147540 

 

Tabela 7.3: Resultados da avaliação - Métrica ROUGE-L 

Sistema Cobertura Precisão Medida-F 

FirstSents 0.456980 0.433400 0.438990 

GistSumm 0.507910 0.390170 0.437380 

Bio-Summ-PSC-Modificado 0.530690 0.374360 0.435440 

K-Means 0.516770 0.380570 0.433830 

Bio-Summ-PSC-Original 0.521860 0.372600 0.430330 

RandomSents 0.421340 0.426890 0.418970 

NeuralSumm 0.391390 0.440450 0.410360 
 

Tabela 7.4: Resultados da avaliação - Métrica ROUGE-S 

Sistema Cobertura Precisão Medida-F 

GistSumm 0.255220 0.195260 0.219280 

Bio-Summ-PSC-Modificado 0.267120 0.187760 0.218660 

K-Means 0.257020 0.188810 0.215390 

FirstSents 0.223990 0.212060 0.214940 

Bio-Summ-PSC-Original 0.260710 0.184780 0.213970 

RandomSents 0.194550 0.198410 0.193970 

NeuralSumm 0.175380 0.198760 0.184500 
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Tabela 7.5: Resultados da avaliação - Métrica ROUGE-W 

Sistema Cobertura Precisão Medida-F 

Bio-Summ-PSC-Modificado 0.158710 0.214390 0.180790 

GistSumm 0.152120 0.224020 0.179490 

K-Means 0.154170 0.217770 0.178540 

Bio-Summ-PSC-Original 0.155400 0.212320 0.177500 

FirstSents 0.138230 0.251520 0.176200 

RandomSents 0.123690 0.240590 0.161470 

NeuralSumm 0.114270 0.247090 0.154820 

 

Os resultados de desempenho da Bio-Summ obtidos com a versão modificada 

do PSC e com a versão original são numericamente próximos. Porém, a contribuição 

das modificações sugeridas para esse algoritmo de agrupamento é perceptível nos 

resultados, elevando o desempenho médio da Bio-Summ em relação aos outros métodos 

de sumarização. Dessa forma, para análise realizada a seguir, o desempenho 

considerado nas observações é sempre aquele obtido por meio do uso da versão 

modificada do algoritmo PSC. 

Considerando todas as métricas calculadas e os valores da medida-F como 

parâmetro de análise, pode-se dizer que o sistema Bio-Summ e o GistSumm foram os 

sistemas com os melhores resultados quando comparados aos outros métodos, com 

ambos apresentando o melhor resultado em duas métricas e o GistSumm sendo superior 

ao método Bio-Summ em três métricas. Consequentemente, pode-se dizer que de 

acordo com a medida-F, o GistSumm apresentou os melhores resultados da avaliação. 

O método Bio-Summ apresentou os melhores resultados para as métricas 

ROUGE-2 e ROUGE-W enquanto o GistSumm obteve melhor desempenho de acordo 

com as métricas ROUGE-1 e ROUGE-S, sendo também superior ao Bio-Summ de 

acordo com a métrica ROUGE-L. 

Um resultado importante da pesquisa é que a Bio-Summ se apresenta como a 

metodologia com o melhor resultado de cobertura em todas as métricas ROUGE. 

Apesar de ter obtido os piores valores de precisão, o potencial da Bio-Summ ainda não 

foi totalmente explorado e esse aspecto pode ser aprimorado em estudos futuros com a 

investigação dos parâmetros e processos dos algoritmos que a constituem. 

Os resultados observados para a medida de cobertura  sugerem que a Bio-

Summ é capaz gerar sumários que cobrem mais informação dos sumários de referências 

que os demais sumarizadores, isto é, sumários relativamente mais informativos do 

conteúdo presente nos dados de referência, de acordo com a definição proposta para a 
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métrica de cobertura. Os valores da medida de precisão calculados para os sumários da 

Bio-Summ, de acordo com a definição dessa métrica, indicam que a metodologia de 

sumarização proposta gera sumários com muitas unidades de informação (1-gramas, 

bigramas, etc.) que não estão presentes nos sumários de referência, isto é, a princípio, 

metodologia inclui em seus extratos informações que poderiam ser consideradas 

desnecessárias, de acordo com a composição dos sumários de referência. 

Apesar de apresentar o pior desempenho geral nos valores das métricas de 

medida-F e cobertura, o sistema NeuralSumm está entre os sumarizadores que 

apresentaram os melhores valores de precisão nesta avaliação, com desempenho 

próximo ao dos sistemas básicos FirstSents e RandomSentes. O baixo desempenho do 

NeuralSumm pode estar associado ao fato de que este sistema é fornecido com sua rede 

neural treinada para sumarizar textos científicos, uma desvantagem característica de 

sumarizadores baseados em processos de treinamento a partir de um corpus, já que o 

processo de sumarização nesse tipo de sistema se torna muito sensível ao gênero da 

fonte textual. 

Esperava-se um resultado um pouco melhor para o sistema FirstSents em 

função do corpus adotado na avaliação ser constituído por textos jornalísticos. Nesse 

tipo de texto, existe a tendência de que a informação mais relevante seja apresentada 

nos primeiros parágrafos. O FirstSentes foi o sistema que apresentou melhor 

desempenho em medida-F para a métrica ROUGE-L. 

Um resultado interessante é o obtido pelo sistema básico RandomSents que, 

exceto na métrica ROUGE-2, foi sempre superior aos sistemas Bio-Summ, K-Means e 

GistSumm em termos de precisão. 

O sistema básico K-Means manteve resultados intermediários para todas as 

métricas, apesar de adotar um processo de sumarização similar ao método Bio-Summ, 

isto é, também realiza uma etapa intermediária de agrupamento de sentenças para 

posteriormente selecioná-las para a síntese dos sumários do tipo extrato. A seleção de 

sentenças e a síntese do sumário no método K-Means são realizadas segundo o mesmo 

algoritmo utilizado na Bio-Summ. 

De modo geral, os sistemas Bio-Summ, K-Means, FirstSents e GistSumm 

apresentaram resultados em medida-F relativamente similares. A principal diferença nos 

resultados dos sistemas está relacionada às medidas de precisão e cobertura. Em relação 

aos demais sumarizadores, os sistemas Bio-Summ, K-Means e GistSumm são sempre 

superiores em função do valor de cobertura, mas, em geral, apresentam resultados 
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inferiores de precisão. Os valores de precisão dos sumários do método GistSumm e do 

Bio-Summ são relativamente similares sendo que este último obteve melhor 

desempenho de cobertura em todas as métricas, mesmo quando a versão original do 

PSC é utilizada. Em geral, sistemas extrativos apresentam resultados similares aos 

apresentados nesta seção. Valores superiores de precisão, como aqueles apresentados 

por Ribaldo et al. (2012), são percebidos com mais frequência em sistemas que adotam 

uma abordagem profunda de SA em seguindo um paradigma de processamento de 

língua natural (PLN). Entretanto, o desenvolvimento de metodologias representantes da 

abordagem profunda capazes de realizar a geração automática de língua natural, ainda 

constitui um tema desafiador que demanda grandes esforços de preparação dos dados 

para que seja possível realizar o processamento adequado, como, por exemplo, a 

necessidade de se preparar um corpus com os textos devidamente anotados, geralmente 

de forma manual, de acordo com a teoria discursiva multidocumento (CST, do inglês 

Cross-document Structure Theory) (RADEV, 2000). A escalabilidade dos métodos e o 

desempenho computacional também são questões que representam desafios 

consideráveis ao desenvolvimento de sumarizadores da abordagem profunda. 

Assumindo um ponto de vista que valoriza a informatividade dos sumários, os 

resultados de cobertura apresentados tornam a Bio-Summ uma estratégia interessante de 

SA para a geração de sumários indicativos de qualidade. Além de representar uma 

contribuição para os estudos de SA voltados à língua portuguesa e de ampliar as 

pesquisas sobre a aplicação de métodos bioinspiarados em tarefas de mineração de 

textos, a metodologia possibilita a investigação de diversos parâmetros dos algoritmos 

que a constituem em estudos futuros. 
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8. Conclusões 

O principal objetivo dessa tese é apresentar uma metodologia inédita de 

sumarização para a geração de sumários do tipo extrato. A estratégia da metodologia 

desenvolvida, denominada Bio-Summ, baseia-se no uso de técnicas estatísticas para 

atribuir medidas de relevância às sentenças do texto fonte e a grupos de sentenças 

gerados por meio do uso do algoritmo bioinspirado de agrupamento por enxame de 

partículas (PSC). 

De acordo com proposta de Hovy e Marcu (1998), que estabelece uma divisão 

para os estudos sobre SA contemplando diferentes abordagens, paradigmas e métodos, a 

BioSumm representa uma abordagem superficial, segundo a classificação proposta por 

Mani (2001a) por explorar apenas características da superfície textual. Em relação aos 

paradigmas de SA, a Bio-Summ pode ser considerada uma metodologia representante 

do paradigma estatístico (HOVY e MARCU, 1998), já que utiliza estratégias estatísticas 

para determinar a relevância das sentenças. Para completar a caracterização, a 

metodologia proposta realiza a sumarização por meio do uso de métodos baseados na 

frequência das palavras (adaptação do método TF-ISF), no posicionamento das 

sentenças (selecionar sempre a primeira sentença do texto), e no algoritmo PSC, que 

estabelece um mecanismo de organização preliminar das sentenças para a fase de 

seleção. 

A Bio-Summ utiliza uma versão modificada do algoritmo PSC para gerar três 

partições de sentenças e posteriormente classifica cada uma dessas partições em função 

da relevância média de suas sentenças. Após a definição da relevância relativa dos 

grupos, o processo de sumarização segue com a seleção das sentenças, sempre 

considerando os parâmetros de relevância dos grupos e das sentenças, além de realizar 

sempre a seleção da primeira sentença do texto, característica estratégica que pode ser 

configurada pelo usuário. 

Em sua versão inicial, o sistema que implementa a Bio-Sum realiza a 

sumarização de textos em língua portuguesa, constituindo assim uma contribuição para 

as pesquisas sobre SA nesse idioma, que iniciaram muito depois das pesquisas desse 

mesmo tema para outras línguas. 

Por se basear apenas em métodos estatísticos, o sumarizador proposto pode ser 

facilmente adaptado para outros idiomas de origem latina, sendo necessário apenas 
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incluir uma lista de stopwords e um algoritmo de stemming apropriados para o idioma 

pretendido. 

A proposta desta tese não se limitou ao desenvolvimento de uma metodologia 

de sumarização e de uma versão modificada do algoritmo PSC: foi desenvolvido um 

ambiente de software que disponibiliza cinco métodos de sumarização (Bio-Summ, K-

Means, FirstSents, RandomSents e GistSumm Simulado) e quatro ferramentas de 

software que oferecem suporte a pesquisas de SA. Duas dessas ferramentas auxiliam a 

preparação de avaliações por meio do pacote ROUGE, software que calcula medidas de 

desempenho de sumarizadores por meio de estatísticas derivadas da comparação entre 

sumários automáticos e sumários de referência. 

Também foi desenvolvida uma ferramenta para cálculo da similaridade entre 

dois documentos de texto, baseando-se na medida do cosseno, e outra para realizar a 

tarefa de segmentação sentencial. O segmentador sentencial, denominado 

SENTENCIAL, permite ao usuário especificar uma lista de exceções, que consiste de 

sequências de caracteres nas quais o uso dos símbolos de pontuação não deve ser 

considerado indicador de fim de sentença. 

Os algoritmos foram codificados em linguagem Java de forma modular, para 

que se possa aproveitar os diferentes módulos em outras pesquisas e facilitar a 

integração de novos recursos ao sistema. A união desses recursos em um mesmo 

ambiente de software permite definir o sistema implementado como uma plataforma 

para pesquisas sobre SA. O sistema também permite ao usuário selecionar vários textos 

para sumarização, o que facilita estudos envolvendo a sumarização de diversos textos. 

Nos experimentos realizados, os métodos Bio-Summ e GistSumm 

apresentaram os melhores desempenhos em função da medida-F. Além disso, o método 

Bio-Summ se sobressaiu em relação aos outros sistemas em função da medida de 

cobertura para todas as métricas ROUGE. Isso permite dizer que os sumários gerados 

pela Bio-Summ seriam relativamente mais informativos que os sumários gerados pelos 

outros sumarizadores avaliados no estudo de caso apresentado. Um ponto negativo da 

Bio-Summ é o custo computacional do algoritmo PSC, que cresce de forma diretamente 

proporcional em relação ao tamanho do texto fonte. 
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8.1. Considerações Finais e Possibilidades para a 

Extensão da Pesquisa 

Uma característica notável em diversas pesquisas realizadas por pessoas com 

nível intelectual muito inferior ao de um Deus idealizado como a figura detentora de 

todos os conhecimentos possíveis é o processo de aprendizagem que ocorre em paralelo 

ao desenvolvimento de um trabalho. O que se aprende durante o processo pode muitas 

vezes ser utilizado para mudar os rumos da pesquisa. Outras questões serão descobertas 

apenas ao fim da jornada e isso traz algumas ideias ousadas ou arrependimentos 

“mortais”, isto é, adquire-se uma visão global da pesquisa que dificilmente se tem antes 

de concluir o trabalho, e com ela surgem no mínimo algumas intenções. 

Os resultados do desenvolvimento da Bio-Summ podem ser considerados 

motivadores. A pesquisa demonstrou a flexibilidade do uso de métodos da computação 

natural para a resolução de problemas de mineração de textos como a sumarização de 

textos. A utilidade do algoritmo PSC foi verificada tanto em sua versão original quando 

em uma versão modificada. De acordo com resultados observados nas avaliações 

conduzidas, a modificação proposta influenciou positivamente o desempenho da Bio-

Summ na tarefa de sumarização, o que ser considerado como uma contribuição 

significativa da tese. 

Além de disponibilizar um novo método de sumarização, a pesquisa trouxe 

alguns efeitos colaterais positivos, como ideias e recursos que poderão ser aproveitados 

em novas expedições pela área de SA. O sistema computacional desenvolvido para 

configurar e executar os algoritmos da Bio-Summ pode ser utilizado como uma 

plataforma que integra diferentes métodos de SA e ferramentas utilitárias de suporte a 

atividades de desenvolvimento e de avaliação em estudos futuros sobre sumarização. 

Uma vantagem importante dessa plataforma, é que os métodos de sumarização nela 

disponibilizados, por compartilharem os mesmos algoritmos de pré-processamento dos 

textos de entrada, poderão ser avaliados de forma mais precisa, segundo o mérito dos 

próprios algoritmos de sumarização, eliminando assim, as distorções nos resultados 

introduzidas devido ao uso de diferentes estratégias de pré-processamento.  

Em relação à metodologia Bio-Summ, um apontamento pertinente é que ainda 

há espaço para se explorar a configuração dos diversos parâmetros, tanto da versão 

modificada quanto da versão original, do algoritmo PSC, além da investigação de outras 

técnicas de ponderação de termos e de sentenças. 
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Uma sugestão de metodologia para SA seria a elaboração de um sumarizador 

baseado em um algoritmo de sistema imunológico artificial (SIA). O mecanismo de 

reconhecimentos de padrões dos sistemas imunológicos poderia ser utilizado para 

aceitar ou rejeitar sentenças para o sumário, isto é, atuar na etapa de seleção das 

sentenças. As ideias estão lançadas, o limite é a ousadia e a criatividade. 
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Apêndice A – Ferramenta de Apoio para 

Formatação de Arquivos de Sumário 

para o Pacote ROUGE 

A.1. Algumas Ideias Relacionadas à Preparação de 

Procedimentos de Avaliação da SA 

Processos automáticos de avaliação da SA normalmente envolvem uma grande 

quantidade de textos/sumários. Como cada texto e cada sumário normalmente são 

armazenados em arquivos distintos, e o número de textos pode ser grande, é usada uma 

nomenclatura padronizada para os textos (textos fonte e sumários). Tal prática facilita a 

manipulação dos arquivos durante os testes automatizados. Essa nomenclatura pode 

consistir do uso conveniente de prefixos e/ou sufixos. 

Como exemplo, considere que em um estudo o sumarizador Bio-Summ será 

utilizado em uma avaliação comparativa envolvendo a sumarização de 1000 textos. 

Nesse caso, os arquivos de texto poderiam ser nomeados como “texto0001.txt”, 

“texto0002.txt”, ..., “texto1000.txt”. O nome dos sumários gerados pelo sumarizador 

Bio-Summ poderia adotar a seguinte estrutura: “bio-summ-texto0001.txt”, “bio-

summ-texto0002.txt”, ..., “bio-summ-texto1000.txt”. Isso facilita a organização dos 

dados para preparação dos testes. 

A.2. O Formato HTML dos Sumários para o Pacote 

ROUGE e a Ferramenta Utilitária para Conversão de 

Arquivos de Texto Simples para esse Formato 

Um dos formatos aceitos pelo pacote ROUGE para os arquivos de sumário 

(tanto sumários de referência quanto sumários automáticos) adota tags (ou rótulos) 

HTML para descrever algumas informações do arquivo de sumário. Basicamente, esse 

arquivo sempre inclui os tags típicas de inicialização e finalização de um arquivo 

HTML como <html>, <head>, <title> e <body>, sendo estas finalizadas pelas 

respectivas tags de finalização </html>, </head> </title> e </body>. 

Para ilustrar o esquema HTML típico aceito pela ferramenta ROUGE, 

considere o exemplo abaixo: 
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<html> 

<head> 

<title>bio-summ-St-ce94ab24-f</title> 

</head> 

<body bgcolor="white"> 

<a name="1">[1]</a> <a href="#1" id=1>Esta é a primeira sentença.</a> 

<a name="2">[2]</a> <a href="#2" id=2>Segunda sentença do sumário.</a> 

<a name="3">[3]</a> <a href="#3" id=3>"A terceira..." </a> 

<a name="4">[4]</a> <a href="#4" id=4>A quarta sentença.</a> 

<a name="5">[5]</a> <a href="#5" id=5>A última.</a> 

</body> 

</html> 

Entre o par de tags <title> e </title> está inserido o nome do arquivo html que 

contém essas informações. A extensão do arquivo não é necessária. O conjunto de tags 

<a name="X">[X]</a> <a href="#X" id=X> ... </a> identifica as sentenças do 

sumário. Cada sentença é identificada por um valor que varia de 1 até o número de 

sentenças desse sumário. Os sumarizadores desenvolvidos em pesquisas acadêmicas 

tipicamente utilizam o formato de texto plano (texto sem formatação) para os arquivos 

de entrada e de saída. Nestes casos, durante a preparação de uma avaliação por meio do 

pacote ROUGE, o pesquisador deverá gerar os arquivos de sumário contendo todos os 

tags com suas respectivas informações, isto é, definir os tags <title> e </title> com o 

nome do arquivo e separar cada sentença do sumário entre os tags < a... > e </a>. 

Claramente, em avaliações envolvendo muitos sumários e sumarizadores (o cenário 

típico de pesquisas de SA), a preparação manual dos arquivos de sumário de acordo 

com o formato HTML acima é uma tarefa lenta e propensa a erros, senão inviável. 

Para facilitar essa tarefa, uma das contribuições desta tese foi o 

desenvolvimento de uma ferramenta de suporte que gera arquivos formatados conforme 

o padrão HTML descrito acima, a partir de arquivos de texto plano. A ferramenta possui 

interface gráfica e permite a conversão de vários arquivos simultaneamente, de acordo 

com algumas escolhas do usuário. A interface dessa ferramenta é mostrada na Figura 

A.1. Basicamente, a ferramenta carrega cada arquivo selecionado para conversão e gera 

um arquivo com o mesmo nome e extensão “html” no local especificado pelo usuário. 

Um detalhe importante é que essa ferramenta pode considerar que os arquivos de 

sumário em texto simples já possuem cada sentença em uma linha distinta, ou não. Caso 

o arquivo de sumário não esteja com uma sentença por linha, o usuário deverá marcar a 

opção “realizar segmentação sentencial”. Opcionalmente, para a segmentação 

sentencial, o usuário poderá selecionar um arquivo contendo abreviações, siglas e 

demais exceções em que símbolos de pontuação não devem ser tratados como fim de 

sentença. Esse arquivo deve conter cada exceção em uma linha. O botão “Escolher 
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diretório” exibe no retângulo vertical da esquerda (Figura A.1) os arquivos do diretório 

(ou pasta) selecionado. 

Nessa listagem, o usuário deverá selecionar um ou mais arquivos e clicar no 

botão adicionar. Após adicionar um ou mais arquivos, o usuário deverá selecionar o 

diretório de saída, isto é, o local em que serão gerados os arquivos em HTML. Também 

de forma opcional, o usuário pode inserir no campo “Incluir prefixo nos nomes dos 

arquivos gerados” um prefixo para iniciar o nome dos arquivos HTML. Como exemplo, 

considere uma situação de uso na qual um arquivo selecionado para conversão tenha o 

nome “sumario_texto_vegetais.txt”. Caso a opção de prefixo seja preenchida com 

algum valor, por exemplo, “bio-summ-”, o arquivo HTML gerado para essa entrada 

receberá o nome “bio-summ-sumario_texto_vegetais.html”. 

 

Figura A.1: Ferramenta de conversão de arquivo txt para html segundo o formato da 

ROUGE. 
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Apêndice B – Ferramenta para Geração 

de Arquivo XML para o Pacote ROUGE 

Conforme mencionado na seção 4.2, o uso da ROUGE envolve o uso de dois 

tipos de sumários. Um deles trata-se dos sumários gerados pelos sistemas sumarizadores 

e o outro tipo consiste dos sumários de referência que, de acordo com Lin (2004b), 

devem ser escrito por humanos. Na terminologia de utilização da ferramenta ROUGE, 

os sumários automáticos também são definidos como sumário dos pares (peer 

summaries) ou sumários dos sistemas (systems summaries). Os sumários de referência 

são referenciados como sumários modelo (model summaries). Além disso, Lin (2004b) 

destaca que o uso de vários sumários de referência para um mesmo texto sumarizado 

pode aumentar a eficiência da avaliação, já que podem existir vários sumários de 

qualidade para um mesmo texto. 

Como a execução da ROUGE envolve o uso de arquivos de sumário dos dois 

tipos definidos acima, o sistema precisa de informações sobre a localização dos 

arquivos contendo os sumários automáticos de cada sistema e dos sumários de 

referência associados. Além disso, o pacote ROUGE pode manipular qualquer número 

de sumários de pares e qualquer número de sumários modelo. O usuário precisa apenas 

definir os arquivos de sumário em um arquivo XML. Conforme apresentado no 

Apêndice A, os arquivos de sumário devem ser formatados de acordo com um padrão 

HTML com tags indicando o nome do arquivo e um número para cada sentença. 

Para iniciar um projeto de avaliação com o pacote ROUGE, recomenda-se 

seguir o roteiro inicial descrito abaixo: 

1) criação da seguinte estrutura de diretórios para armazenar os arquivos 

necessários à ROUGE: 

+ <nome_do_seu_projeto>/ 

 models/ - contém todos os sumários de referência 

utilizados na avaliação. Por exemplo, o arquivo de 

sumário gerado para um texto chamado texto3, por um 

humano identificado por humano 2, poderia ser nomeado 

como “sumario_ref_doc3_humano2.html”.  

 systems/ - contém todos os sumários gerados pelos 

sistemas de SA. Cada arquivo neste diretório pode ser 
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identificado por um prefixo que abrevia o nome do 

sistema e a identificação do texto. Como exemplo, seja um 

o texto chamado texto3 que foi sumarizado pelo sistema 

Bio-Summ. Dessa forma, uma possível nomenclatura para 

o arquivo contendo o sumário seria “bio-summ-

texto3.html”. 

 arquivo “settings.xml” – este arquivo associa o conjunto 

de sumários dos pares ao conjunto de sumários de 

referência, ou seja, informa quais sumários de referência 

deverão ser usados na comparação com um determinado 

sumário automático. 

A sintaxe básica para formatação do arquivo central de configurações 

(settings.xml) é apresentada abaixo: 

<ROUGE-EVAL version="1.0"> 

<EVAL ID="1"> 

<PEER-ROOT> 

biosumm/systems 

</PEER-ROOT> 

<MODEL-ROOT> 

biosumm/models 

</MODEL-ROOT> 

<INPUT-FORMAT TYPE="SEE"> 

</INPUT-FORMAT> 

<PEERS> 

<P ID="Bio-Summ">Bio-Summ-St-ce94ab10-a.html</P> 

<P ID="First-Sents">First-Sents-St-ce94ab10-a.html</P> 

<P ID="Random-Sents">Random-Sents-St-ce94ab10-a.html</P> 

<P ID="K-Means-Summ">K-Means-St-ce94ab10-a.html</P> 

<P ID="NeuralSumm">NeuralSumm-St-ce94ab10-a.html</P> 

<P ID="GistSumm">GistSumm-St-ce94ab10-a.html</P> 

</PEERS> 

<MODELS> 

<M ID="A">Sum-ce94ab10-a.html</M> 

</MODELS> 

</EVAL> 

<EVAL ID="2"> 

<PEER-ROOT> 

biosumm/systems 

</PEER-ROOT> 

<MODEL-ROOT> 

biosumm/models 

</MODEL-ROOT> 

<INPUT-FORMAT TYPE="SEE"> 

</INPUT-FORMAT> 

<PEERS> 

<P ID="Bio-Summ">Bio-Summ-St-ce94ab20.html</P> 

<P ID="First-Sents">First-Sents-St-ce94ab20.html</P> 

<P ID="Random-Sents">Random-Sents-St-ce94ab20.html</P> 

<P ID="K-Means-Summ">K-Means-St-ce94ab20.html</P> 

<P ID="NeuralSumm">NeuralSumm-St-ce94ab20.html</P> 
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<P ID="GistSumm">GistSumm-St-ce94ab20.html</P> 

</PEERS> 

<MODELS> 

<M ID="A">Sum-ce94ab20.html</M> 

</MODELS> 

</EVAL> 

</ROUGE-EVAL> 

O exemplo acima informa ao pacote ROUGE para realizar a avaliação dos 

sumários de somente dois textos. Para avaliar os sumários de diversos documentos, 

várias seções contendo os tags <EVAL ID = “X”> ...</EVAL> devem ser criadas, 

sendo que X está associado ao número da avaliação, isto é, aos sumários de um dos 

textos sumarizados. Dessa forma, nos experimentos realizados para a avaliação da Bio-

Summ, foram criadas 100 seções de avaliação, isto é, o parâmetro X do exemplo acima 

variou de 1 a 100 e em cada seção foram associados os sumários criados para um texto 

por meio de cada sistema com o sumário de referência para aquele texto. Como a 

coleção TeMário dispõe de apenas um sumário de referência preparado por humanos 

para cada texto, esta avaliação não envolveu múltiplos sumários de referência para um 

mesmo texto. 

Assim como ocorre na formatação dos arquivos de sumário (Apêndice A), a 

geração do arquivo de configurações com os tags XML acima de forma manual é 

desaconselhável. Dessa forma, foi desenvolvida uma ferramenta com interface gráfica 

que permite a configuração do arquivo XML com pouco esforço do usuário. A interface 

dessa ferramenta é apresentada na Figura B.1. O usuário deve simplesmente indicar a 

pasta contendo os arquivos de sumário dos pares, selecionar todos os arquivos de 

sumários de um mesmo sistema, indicar um nome para identificar esse sistema na 

avaliação feita pelo pacote ROUGE e acionar o botão “Adicionar” da ferramenta, 

situado na parte inferior esquerda da interface. Após configurar os sumários para cada 

sistema, o usuário pode selecionar no quadro central os arquivos de sumários de 

referência e utilizar o botão “Adicionar”, situado na parte inferior central da interface do 

sistema. É importante observar que, para não haver associações incorretas de sumários 

automáticos com sumários de referência, os arquivos dos sumários automáticos e dos 

sumários de referência devem manter a mesma ordem alfabética na listagem. Formas 

aleatórias de associação de sumários tornariam o processo de seleção muito complexo 

para uma implementação rápida da ferramenta. 

Outro detalhe a observar é que o sistema não permite a seleção de um número 

distinto de sumários para diferentes sumarizadores, isto é, o arquivo de configurações 

XML criado por essa ferramenta irá sempre conter o mesmo número de sistemas em 
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todas as avaliações. O mesmo ocorre com os arquivos de sumários de referência, que 

deve coincidir com o número de sumários automáticos. Os campos denominados como 

“peer root” e “system root” definem a estrutura dos diretórios em que a ferramenta 

ROUGE deverá localizar os diferentes tipos de sumários. De qualquer forma, o uso da 

ferramenta é bastante intuitivo e algumas mensagens de alerta são apresentadas em 

situações que o usuário tenta realizar uma ação inválida. Atualmente, a ferramenta 

associa apenas um sumário de referência ao conjunto de sumários de um mesmo texto. 

No entanto, a implementação da associação de múltiplos sumários de referência a um 

mesmo conjunto é trivial e não foi disponibilizada no momento devido ao fato de não 

haver múltiplos sumários de referência para um mesmo texto na coleção TeMário. 

 

 

Figura B.1: Apresentação da ferramenta para geração do arquivo de configurações das 

avaliações da ROUGE 
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Apêndice C – Ferramenta para 

Comparação de Documentos de Texto 

Esta ferramenta possibilita a comparação de arquivos de texto por meio da 

medida do cosseno. Basicamente, o usuário precisa apenas selecionar os arquivos que 

deseja comparar e acionar o botão “Calcular similaridade”. Na comparação de listas de 

arquivos a ferramenta compara cada arquivo adicionado para comparação a partir do 

conjunto de documentos 1 com o arquivo que ocorre na mesma posição da lista de 

documentos adicionados a partir do conjunto de documentos 2. Os resultados são 

exibidos no quadro inferior direito. Conforme pode ser observado na Figura C.1, o 

sistema comparou o arquivo de nome “St-ce94jl31-3.txt” com o arquivo de mesmo 

nome exibido na listagem das seleções do conjunto 2. Também foram comparados os 

arquivos “St-in96ab18-b.txt” e “St-in96ab19-a.txt”. Os resultados são listados na 

mesma ordem que os arquivos ocorrem em suas respectivas listas de seleção. 

 

Figura C.1: Ferramenta para Cálculo da Similaridade entre Documentos de Texto por 

meio da Medida do Cosseno   
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Apêndice D – SENTENCIAL: 

SEgmentador seNTENCIAL 

A ferramenta de segmentação sentencial tem uso bastante simples. O usuário 

escolhe a lista de exceções (abreviaturas e outras formas de uso de símbolos de 

pontuação que não devem ser interpretados como indicadores de fim de sentença) e os 

arquivos de texto que deseja segmentar. Os resultados são gravados com o mesmo nome 

do arquivo de entrada (incluindo a extensão de arquivo original) acrescido da extensão 

“.seg”. O usuário também pode escolher a extensão para estes arquivos de saída. A 

interface de uso desse sistema é apresentada na Figura D.1. 

 

Figura D.1: SENTENCIAL – Ferramenta para segmentação sentencial 
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Apêndice E – Um Exemplo de Texto, de 

Sumário de Referência e os Respectivos 

Sumários Gerados pelos Sumarizadores 

Automáticos Utilizados no Estudo de 

Caso 

O seguinte texto e seu sumário manual de referência fazem parte da coleção 

TeMário
8
 e foram utilizados no estudo de caso cujos resultados estão publicados no 

Capítulo 7 desta tese. 

Exemplo de texto utilizado no estudo de caso. 

Corpus: 

TeMário 
Caminho relativo do arquivo na 

estrutura de diretórios: 
TeMario\TeMario-ULTIMA VERSAO 

out2004\Textos-fonte\Textos-fonte sem título 

Nome do arquivo: 

St-ce94ab10-a.txt 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. Na hora de vender, 

promessas; quando o cliente confere, decepções. É difícil encontrar o responsável, quando a 

empresa não é direcionada à satisfação total dos clientes. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade 

individual, não é possível sequer aprender em cima dos próprios erros. Faz-se de tudo para que 

não haja registro do erro, para que ele não seja do conhecimento dos que detêm o poder de 

mando. 

É preciso inverter a estrutura, colocando o cliente como a pessoa mais importante da 

organização. Mas isso não pode ser apenas um discurso de boas intenções. Vai exigir mudanças 

para as quais existem duas palavras-chave: delegação e cooperação; disseminação das 

informações. 

1 SATISFAÇÃO DO CLIENTE 

Colocar a pessoa certa, na hora certa, para fazer certo, da primeira vez, o que o cliente deseja. 

Este é o padrão de excelência desejado. Mas será que existe mesmo na organização o "lugar 

certo" para essa "pessoa certa"? Será que a estrutura da empresa está direcionada à satisfação 

total do cliente? 

A maioria das empresas possui estruturas tradicionais de comando, onde o cliente relaciona-se 

com as pessoas que têm menor poder de decisão. Existe uma distância enorme entre os que 

detêm o poder (a direção superior) e o cliente. 

O ovo de Colombo é revirar totalmente esta estrutura superada. E adotar a "pirâmide invertida" 

da Qualidade Total. Aí, as pessoas mais importantes na organização passam a ser as de 

atendimento e vendas. 

São elas que têm contato direto com o cliente. Os demais funcionários são responsáveis pelo 

bom desempenho do pessoal de frente. A direção fica na base da pirâmide: seu papel é dar 

sustentação à finalidade de bem atender. 

A delegação de poder é fundamental nesse tipo de organização participativa e cooperativa. Os 

acontecimentos mais importantes não são as reuniões de chefia, mas os momentos em que a 

empresa tem contato direto com o cliente, os "momentos da verdade". 

A empresa passa a estruturar-se para transformar em sucesso esses "momentos da verdade". Por 

                                                 
8
 Disponível para download em: <http://www.linguateca.pt/Repositorio/TeMario/>. Acesso em: 10 abr. 

2012. 

http://www.linguateca.pt/Repositorio/TeMario/
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isso, os clientes estão no topo do organograma. Todos os demais setores se transformam em 

fornecedores de facilidade para os eventos de satisfação do cliente. O fluxo de operações estará 

direcionado para o atendimento do cliente. 

2 RELACIONAMENTO COOPERATIVO 

A responsabilidade compartilhada e o trabalho em equipe só poderão se desenvolver se a 

estrutura permitir uma interação constante entre as áreas. 

A empresa toda é um macroprocesso, uma equipe única voltada para o objetivo comum de 

atingir altos níveis de produtividade, com a manutenção e a conquista de novos clientes. 

3 DISSEMINAÇÃO DE INFORMAÇÕES 

O fluxo de informações que parte do cliente (pedidos, avaliações, reclamações, expectativas) 

passa pelos diferentes departamentos da empresa e deve retornar como resposta e solução, de 

maneira ágil, ao cliente. O fluxo da decisão e a cadeia cliente-fornecedor devem estar alinhados 

aos valores que o cliente preza: cortesia, presteza, eficiência, receptividade e personalização. 

É conhecido o fenômeno de "ruído na comunicação": a informação se enfraquece e deforma 

quanto maior o número de transmissores e receptores intermediários. É comum a gerência 

desconhecer a realidade da operação "na ponta". 

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, 

perda de informações, aumento da burocracia interna, pois, nos "momentos da verdade", o 

funcionário precisa tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Frequentes consultas aos níveis superiores causam perda de tempo e dinheiro. A redução dos 

níveis hierárquicos ao mínimo necessário traz agilidade. Experimente. 

Sumário de referência 

manual associado ao texto 

acima 

Caminho: 
TeMario\TeMario-ULTIMA VERSAO 

out2004\Sumários\Sumários manuais 

Nome do arquivo: 

Sum-ce94ab10-a.txt 

A satisfação total do cliente é a meta fundamental de uma empresa moderna. O alcance desse 

objetivo significa o sucesso dela.  

Nas empresas tradicionais , o culto da figura do chefe ou diretor levava os funcionários a não 

corrigir  erros, mas a ocultá-los a fim de não desagradar-lhe.  

Na empresa moderna, é primordial inverter essa primazia. O que vai exigir delegar decisões, 

incentivar o espírito de cooperação e disseminar informações. 

Os funcionários que contatam diretamente com o cliente devem ter bastante autonomia de 

decisões , a fim de que este confie neles. Portanto, o seu nível de competência para  tal função 

deve ser o melhor possível. Os demais participantes da empresa  devem constituir-se em suporte 

para a sua eficiência . 

O relacionamento cooperativo deve ser resultado da interação estrutural entre as áreas. Ele 

pressupõe compartilhar   responsabilidades ,  evitar  estrelismos , com vistas a otimizar a 

produção e a conquistar novos clientes.  

O pedido de informações ou sugestões dadas pelo cliente devem fluir rapidamente pelos 

diversos departamentos da empresa, e o resultado retornar com a mesma presteza, para que as 

decisões do funcionário-atendente  conquistem o cliente e não o percam para o concorrente. 

 

A seguir, são apresentados os sumários, do tipo extrato, gerados para o texto 

acima. 

Extratos gerados pelos métodos de sumarização automática utilizados 

Método de SA: 

Bio-Summ – PSC – Modificado 

Taxa de compressão especificada no sistema: 70% 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade 

individual, não é possível sequer aprender em cima dos próprios erros. 

A maioria das empresas possui estruturas tradicionais de comando, onde o cliente relaciona-se 

com as pessoas que têm menor poder de decisão. 

Aí, as pessoas mais importantes na organização passam a ser as de atendimento e vendas. 
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A empresa passa a estruturar-se para transformar em sucesso esses "momentos da verdade". 

Por isso, os clientes estão no topo do organograma. 

A responsabilidade compartilhada e o trabalho em equipe só poderão se desenvolver se a 

estrutura permitir uma interação constante entre as áreas. 

A empresa toda é um macroprocesso, uma equipe única voltada para o objetivo comum de 

atingir altos níveis de produtividade, com a manutenção e a conquista de novos clientes. 

O fluxo de informações que parte do cliente (pedidos, avaliações, reclamações, expectativas) 

passa pelos diferentes departamentos da empresa e deve retornar como resposta e solução, de 

maneira ágil, ao cliente. 

O fluxo da decisão e a cadeia cliente-fornecedor devem estar alinhados aos valores que o cliente 

preza: cortesia, presteza, eficiência, receptividade e personalização. 

É conhecido o fenômeno de "ruído na comunicação": a informação se enfraquece e deforma 

quanto maior o número de transmissores e receptores intermediários. 

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, 

perda de informações, aumento da burocracia interna, pois, nos "momentos da verdade", o 

funcionário precisa tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Método de SA: 

Bio-Summ – PSC – Original 

Taxa de compressão especificada no sistema: 70% 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade individual, 

não é possível sequer aprender em cima dos próprios erros. 

Faz-se de tudo para que não haja registro do erro, para que ele não seja do conhecimento dos que detêm o 

poder de mando. 

Vai exigir mudanças para as quais existem duas palavras-chave: delegação e cooperação; disseminação 

das informações. 

A direção fica na base da pirâmide: seu papel é dar sustentação à finalidade de bem atender. 

A empresa toda é um macroprocesso, uma equipe única voltada para o objetivo comum de atingir altos 

níveis de produtividade, com a manutenção e a conquista de novos clientes. 

O fluxo de informações que parte do cliente (pedidos, avaliações, reclamações, expectativas) passa pelos 

diferentes departamentos da empresa e deve retornar como resposta e solução, de maneira ágil, ao cliente. 

O fluxo da decisão e a cadeia cliente-fornecedor devem estar alinhados aos valores que o cliente preza: 

cortesia, presteza, eficiência, receptividade e personalização. 

É conhecido o fenômeno de "ruído na comunicação": a informação se enfraquece e deforma quanto maior 

o número de transmissores e receptores intermediários. 

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, perda de 

informações, aumento da burocracia interna, pois, nos "momentos da verdade", o funcionário precisa 

tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Frequentes consultas aos níveis superiores causam perda de tempo e dinheiro. 

A redução dos níveis hierárquicos ao mínimo necessário traz agilidade. 

Método de SA: 

K-Means 

Taxa de compressão especificada no sistema: 70% 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade individual, 

não é possível sequer aprender em cima dos próprios erros. 

Vai exigir mudanças para as quais existem duas palavras-chave: delegação e cooperação; disseminação 

das informações. 

A maioria das empresas possui estruturas tradicionais de comando, onde o cliente relaciona-se com as 

pessoas que têm menor poder de decisão. 

A direção fica na base da pirâmide: seu papel é dar sustentação à finalidade de bem atender. 

Todos os demais setores se transformam em fornecedores de facilidade para os eventos de satisfação do 

cliente. 

A responsabilidade compartilhada e o trabalho em equipe só poderão se desenvolver se a estrutura 

permitir uma interação constante entre as áreas. 

A empresa toda é um macroprocesso, uma equipe única voltada para o objetivo comum de atingir altos 

níveis de produtividade, com a manutenção e a conquista de novos clientes. 

O fluxo de informações que parte do cliente (pedidos, avaliações, reclamações, expectativas) passa pelos 

diferentes departamentos da empresa e deve retornar como resposta e solução, de maneira ágil, ao cliente. 

O fluxo da decisão e a cadeia cliente-fornecedor devem estar alinhados aos valores que o cliente preza: 
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cortesia, presteza, eficiência, receptividade e personalização. 

É conhecido o fenômeno de "ruído na comunicação": a informação se enfraquece e deforma quanto maior 

o número de transmissores e receptores intermediários. 

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, perda de 

informações, aumento da burocracia interna, pois, nos "momentos da verdade", o funcionário precisa 

tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Método de SA: 

FirstSents 

Taxa de compressão especificada no sistema: 70% 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. 

Na hora de vender, promessas; quando o cliente confere, decepções. 

É difícil encontrar o responsável, quando a empresa não é direcionada à satisfação total dos clientes. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade individual, 

não é possível sequer aprender em cima dos próprios erros. 

Faz-se de tudo para que não haja registro do erro, para que ele não seja do conhecimento dos que detêm o 

poder de mando. 

É preciso inverter a estrutura, colocando o cliente como a pessoa mais importante da organização. 

Mas isso não pode ser apenas um discurso de boas intenções. 

Vai exigir mudanças para as quais existem duas palavras-chave: delegação e cooperação; disseminação 

das informações. 

1 SATISFAÇÃO DO CLIENTE 

Colocar a pessoa certa, na hora certa, para fazer certo, da primeira vez, o que o cliente deseja. 

Este é o padrão de excelência desejado. 

Mas será que existe mesmo na organização o "lugar certo" para essa "pessoa certa"? 

Método de SA: 

RandomSents 

Taxa de compressão especificada no sistema: 70% 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. 

É difícil encontrar o responsável, quando a empresa não é direcionada à satisfação total dos clientes. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade individual, 

não é possível sequer aprender em cima dos próprios erros. 

É preciso inverter a estrutura, colocando o cliente como a pessoa mais importante da organização. 

Será que a estrutura da empresa está direcionada à satisfação total do cliente? 

O ovo de Colombo é revirar totalmente esta estrutura superada. 

Aí, as pessoas mais importantes na organização passam a ser as de atendimento e vendas. 

São elas que têm contato direto com o cliente. 

Os acontecimentos mais importantes não são as reuniões de chefia, mas os momentos em que a empresa 

tem contato direto com o cliente, os "momentos da verdade". 

Todos os demais setores se transformam em fornecedores de facilidade para os eventos de satisfação do 

cliente. 

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, perda de 

informações, aumento da burocracia interna, pois, nos "momentos da verdade", o funcionário precisa 

tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Frequentes consultas aos níveis superiores causam perda de tempo e dinheiro. 

Método de SA: 

GistSumm 

Taxa de compressão especificada no sistema: 0.55 

Empresa fadada ao insucesso tem duas caras: uma real, outra para o cliente. 

É difícil encontrar o responsável, quando a empresa não é direcionada à satisfação total dos clientes. 

Nas estruturas tradicionais de empresas, onde o mando predomina sobre a responsabilidade individual, 

não é possível sequer aprender em cima dos próprios erros. 

É preciso inverter a estrutura, colocando o cliente como a pessoa mais importante da organização. 

Será que a estrutura da empresa está direcionada à satisfação total do cliente? 

A maioria das empresas possui estruturas tradicionais de comando, onde o cliente relaciona-se com as 

pessoas que têm menor poder de decisão. 

Os acontecimentos mais importantes não são as reuniões de chefia, mas os momentos em que a empresa 

tem contato direto com o cliente, os "momentos da verdade". 

A empresa toda é um macroprocesso, uma equipe única voltada para o objetivo comum de atingir altos 

níveis de produtividade, com a manutenção e a conquista de novos clientes. 

O fluxo de informações que parte do cliente (pedidos, avaliações, reclamações, expectativas) passa pelos 

diferentes departamentos da empresa e deve retornar como resposta e solução, de maneira ágil, ao cliente. 

O fluxo da decisão e a cadeia cliente-fornecedor devem estar alinhados aos valores que o cliente preza: 



 

106 
 

cortesia, presteza, eficiência, receptividade e personalização. 

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, perda de 

informações, aumento da burocracia interna, pois, nos "momentos da verdade", o funcionário precisa 

tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Método de SA: 

NeuralSumm 

Taxa de compressão especificada no sistema: 70% 

Este é o padrão de excelência desejado.  

Será que a estrutura da empresa está direcionada à satisfação total do cliente.  

A maioria das empresas possui estruturas tradicionais de comando, onde o cliente relaciona-se com as 

pessoas que têm menor poder de decisão. 

Existe uma distância enorme entre os que detêm o poder (a direção superior) e o cliente.  

São elas que têm contato direto com o cliente. 

A direção fica na base da pirâmide: seu papel é dar sustentação à finalidade de bem atender.  

Os acontecimentos mais importantes não são as reuniões de chefia, mas os momentos em que a empresa 

tem contato direto com o cliente, os "momentos da verdade".  

Por isso, os clientes estão no topo do organograma.  

É comum a gerência desconhecer a realidade da operação "na ponta".  

A perda de competitividade é a consequência mais direta da falta de agilidade nas decisões, perda de 

informações, aumento da burocracia interna, pois, nos "momentos da verdade", o funcionário precisa 

tomar decisões que implicam, muitas vezes, questões vitais para o cliente. 

Experimente. 

 


