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Mineração de dados consiste no processo de exploração e análise de dados com o 

objetivo de descobrir regras ou padrões previamente desconhecidos. Uma das técnicas 

mais empregadas baseia-se na metáfora cerebral, sendo, por isso, conhecida como Rede 

Neural Artificial (RNA). 

Este trabalho trata do desenvolvimento de um ambiente de mineração de dados 

que utiliza dois modelos de RNA, Multi Layer Perceptron (MLP) e Radial Basis 

Function (RBF), em problemas de classificação e predição de dados. 

O método dos Algoritmos Genéticos (AG) foi utilizado para suportar a RNA na 

determinação de sua topologia e na extração de suas regras. Outra funcionalidade 

disponibilizada é uma nova metodologia, baseada em técnica de visualização de dados 

multidimensionais, para otimização da topologia de redes RBF. 

A plataforma de desenvolvimento utilizada foi o MS Excel, o que possibilita uma 

fácil e rápida adaptação ao uso. Experimentos computacionais são realizados para 

avaliar o comportamento e o desempenho da implementação.  
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Data Mining consists in a process of data exploration and analyses with the 

purpose of finding rules and patterns previously unknown. One of the most applied Data 

Mining techniques is based on the cerebral metaphor, being known, in consequence, as 

Artificial Neural Nets (ANN).  

This work deals with the development of a Data Mining environment which 

enables two ANN models, Multi Layer Perceptron (MLP) and Radial Basis Function 

(RBF), for data classification and prediction problems. 

The Genetic Algorithm (GA) method is applied to support the ANN on its 

topology definition and rules extraction. Another available functionality is a new 

methodology, based on a visualization technique, for RBF network topology 

optimization. 

The development platform was the MS Excel, which enables a fast and easy 

adaptation for the users. Computational experiments are applied to evaluate the 

implementation behavior and performance.  
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1 Introdução 

Nas últimas décadas vem ocorrendo um aumento dramático na quantidade de 

informações ou dados que são armazenadas em formato eletrônico. Deve ser 

considerado, entretanto, que o valor destes dados está ligado à capacidade de extrair 

informações de mais alto nível, ou seja, informações úteis que sirvam para dar suporte a 

decisões. 

Portanto, torna-se cada vez mais necessária a aplicação de técnicas e 

ferramentas que transformem, de maneira automática, os dados disponíveis em 

conhecimento. Dentro deste contexto, o termo mineração dos dados (data mining) [28, 

35, 72], que representa a extração de informações implícitas e padrões ocultos em bases 

de dados, tem recebido muita atenção de diversas áreas. Dentre as principais aplicações, 

podem ser destacadas: 

- Marketing: identificar preferências do consumidor e padrões de compra, com 

o objetivo de realizar marketing direto de produtos e ofertas promocionais, de acordo 

com o perfil do consumidor; 

- Detecção de fraudes: desenvolver modelos que predizem quem será um bom 

cliente ou aquele que poderá se tornar inadimplente em seus pagamentos; 

- Medicina: caracterizar comportamento de paciente para prever visitas, 

identificar terapias médicas de sucesso para diferentes doenças, buscar por padrões de 

novas doenças; 

- Instituições governamentais: identificar padrões a fim de melhorar as coletas 

de taxas ou descobrir fraudes; 

- Banco: detectar padrões de uso de cartão de crédito fraudulento; 

- Transporte: determinar as escalas de distribuição entre distribuidores; 

- Telecomunicações: verificar por que os clientes trocam uma empresa por 

outra, oferecer serviços, vantagens e ofertas que evitam essa fuga de clientes (análise de 

churn); 
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Existem diferentes modelos que podem ser aplicados aos bancos de dados para 

dar o suporte necessário às distintas atividades citadas. Estes modelos são divididos de 

acordo com a natureza da atividade, onde os principais são: 

- Classificação: consiste em associar um item a uma classe, de várias opções 

pré-definidas. Por exemplo, ao se deparar com uma base de dados de veículos, em que 

cada registro contém os atributos de cor, peso, combustível, número de portas, 

cilindradas e número de marchas, o modelo deve classificar cada veículo em esporte, 

utilitário, ou passeio; 

- Predição: pode ser definida como a tarefa de preencher um valor em um 

registro baseado em outros atributos. Como exemplo de modelo de predição, podemos 

construir um modelo para estimar a probabilidade de um cliente deixar de usar nossos 

serviços baseado em seu perfil de uso; 

- Clusterização: pode ser comparada a uma tarefa de classificação sem classes 

pré-definidas. O objetivo de uma tarefa de segmentação consiste em agrupar registros 

semelhantes e separar registros diferentes. 

Os modelos são obtidos através de diferentes técnicas de mineração de dados, 

baseadas em conceitos de aprendizado automático, reconhecimento de padrão e 

estatística. Alguns exemplos de técnicas são: Lógica Fuzzy [43, 44, 78], Árvore de 

Decisões [63, 62], Rede Neural Artificial (RNA) [2, 27, 38, 64], Algoritmos Genéticos 

(AG) [19, 34], entre outras. 

A RNA baseia-se na metáfora cerebral, sugerindo que a inteligência se 

manifesta por meio de um grande número de elementos de processamento (neurônios) 

interconectados em uma rede. Ela representa uma das técnicas mais empregadas em 

aplicações de mineração de dados e se constitui num modelo computacional com 

habilidade para reconhecer padrões em dados, solucionar problemas por meio de um 

aprendizado próprio e possibilitar a aquisição de conhecimento em condições de ruído e 

de incerteza.  

As redes neurais podem ser divididas em classes, de acordo com seus atributos, 

tais como: a forma de aprendizado, a arquitetura de suas interconexões e o tipo de 

aplicação da rede. Este trabalho utiliza duas classes de redes neurais conhecidas como: 
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Multi Layer Perceptron (MLP) [37, 38] e Radial Basis Function (RBF) [6, 8, 9, 53, 66]. 

As características dessas redes serão apresentadas nos próximos capítulos. 

Apesar da RNA ser muito poderosa e difundida, existem algumas limitações 

relacionadas à sua utilização. A falta de compreensibilidade, por exemplo, se constitui 

num de seus principais obstáculos. As RNAs podem ser vistas como "caixas pretas", 

uma vez que os modelos não apresentam justificativas para suas respostas e quase não 

se sabe por que chegam a um determinado resultado. Neste sentido, muitas pesquisas 

vêm sendo realizadas visando à extração de conhecimento de redes neurais através da 

criação de procedimentos explicativos, onde se tenta justificar o comportamento da rede 

em determinadas situações. 

Outra limitação está relacionada à escolha de arquiteturas eficientes para as 

redes neurais. A dificuldade principal está na determinação do número ideal de camadas 

e neurônios para cada aplicação. Se for um número grande, a rede pode se especializar e 

perder a capacidade de generalização, se for um número pequeno, a rede pode não 

aprender. As abordagens comumente utilizadas são: utilização de fórmulas empíricas e 

realização de adaptações em redes com arquiteturas padronizadas, contudo, esses tipos 

de abordagens têm custo elevado e não apresentam resultados muito confiáveis. 

Uma solução criativa para ambas as limitações citadas, ou seja, encontrar as 

regras contidas nos modelos das redes neurais e definir suas arquiteturas é a utilização 

do método dos Algoritmos Genéticos (AG) [19, 33]. AG é um método de otimização 

global, baseado no processo de evolução por meio da seleção natural, descrito por 

Charles Darwin. 

Superficialmente, pode-se dizer que o mecanismo de um AG baseia-se em uma 

população de soluções candidatas que evoluem ao longo de gerações. Assim como 

ocorre na natureza, as melhores soluções contam com uma maior probabilidade de 

perpetuarem o seu “código genético” através da prole. Espera-se que, com o passar das 

gerações, a qualidade média da população seja gradativamente aumentada, até que os 

indivíduos convirjam para uma solução suficientemente boa. Os algoritmos genéticos 

serão discutidos resumidamente no próximo capítulo. 

Para as redes RBF, além da utilização dos algoritmos genéticos, dois outros 

métodos foram empregados para suportar a determinação da sua topologia: um baseia-
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se no algoritmo de agrupamento K-Médias [35, 52] e na resolução de sistemas de 

equações lineares; o outro é um método inovador, sugerido por este trabalho, que utiliza 

uma técnica de visualização de dados multidimensionais, conhecida como Coordenadas 

Estrela [41, 42, 51], na análise e adaptação da configuração de RBF. Estes métodos 

serão descritos nos próximos capítulos. 

1.1 Objetivo 

Este trabalho trata do desenvolvimento de um ambiente de mineração de dados 

que utiliza duas classes de Redes Neurais Artificiais (RNA), Multi Layer Perceptron 

(MLP) e Radial Basis Function (RBF), em problemas de classificação e predição de 

dados, associadas ao método dos Algoritmos Genéticos (AG) para suportar suas 

limitações relacionadas à determinação de sua topologia e a extração de suas regras. 

De forma complementar, o método K-Médias e a técnica de visualização 

Coordenadas Estrela são utilizados na determinação da topologia de redes RBF. 

1.2 Contribuição 

Apesar de existir atualmente uma grande variedade de ferramentas de 

mineração de dados, a maioria delas praticamente exclui o usuário do processo de 

criação do modelo, o que reduz a sua carga de trabalho, porém, impede a manipulação 

do processo. 

Normalmente, as aplicações que utilizam a técnica das Redes Neurais 

Artificiais (RNA) recorrem a métodos heurísticos, que se baseiam no número de 

atributos e na quantidade de dados do conjunto de treinamento, para sugerir ao usuário a 

configuração mais indicada para a RNA. Esse tipo de abordagem, além de não garantir a 

otimização da solução, impede a análise e interferência por parte do usuário. 

Outra característica de grande parte das aplicações de mineração de dados 

disponíveis atualmente é a ausência de funcionalidades que permitam a extração das 

regras contidas nos modelos das redes neurais. 

A principal contribuição deste trabalho consiste na criação de um ambiente de 

mineração de dados que possibilita ao usuário uma maior participação no processo de 

criação de modelos e um melhor entendimento dos modelos criados, utilizando as redes 
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neurais associadas ao método dos Algoritmos Genéticos para a determinação de sua 

topologia e a extração de suas regras. 

Este trabalho também introduz uma nova metodologia, com base na técnica de 

visualização Coordenadas Estrela [41, 42, 51], para análise e refinamento da topologia 

de redes RBF. 

1.3 Estado da Arte 

Embora o mercado atual de mineração de dados seja caracterizado por uma 

série de novos produtos e companhias, este assunto possui tradição de prática e de 

pesquisa de pouco mais de 30 anos. O primeiro nome utilizado para mineração de dados 

no início dos anos 60, era análise estatística. Os pioneiros da análise estatística foram 

SAS, SPSS e IBM. Todas estas três companhias são ativas no campo da mineração hoje 

em dia e oferecem produtos de muita credibilidade, baseados em seus longos anos de 

experiência. 

Originalmente, a análise estatística consistia em rotinas estatísticas clássicas 

tais como: correlação, regressão, chi-quadrado e tabulação transversal. O processo de 

mineração foi além destas medidas estatísticas e evoluiu para as aproximações mais 

compreensíveis que tentam explicar ou predizer informações contidas nos dados. 

No final dos anos 80, a análise estatística clássica ganhou um conjunto mais 

eclético de técnicas com nomes tais como Lógica Fuzzy e Redes Neurais Artificiais. O 

processo de encontrar padrões úteis em dados em seu estado bruto passou a ser 

conhecido como Knowledge Discovery in Databases (KDD) [11, 25, 26], ou Descoberta 

de Conhecimento em Banco de Dados. 

O KDD pode ser entendido como o processo total, que vai da localização e 

extração dos dados até a compreensão do conhecimento modelado. A mineração de 

dados corresponde a uma das etapas do KDD, referente à construção do modelo de 

conhecimento.  Ao todo são cinco etapas: seleção dos dados, limpeza e preparação dos 

dados, transformação dos dados, mineração dos dados (criação dos modelos) e 

finalmente, interpretação e análise de resultados. A Figura 1 apresenta um esquema com 

as etapas contidas nos processos de KDD. 
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Figura 1: Etapas do KDD 

Atualmente, existem aplicações que cobrem todas as etapas do KDD, como por 

exemplo: Enterprise Miner (SAS), Clementine (SPSS) e Intelligent Miner (IBM), além 

de ferramentas que atuam apenas na etapa de modelagem do conhecimento (mineração 

de dados), partindo de dados pré-processados, como por exemplo: NeuroShell, WizWhy 

e See5. 

A aplicação apresentada neste trabalho não trata do pré-processamento de 

dados, uma vez que esta etapa foi desenvolvida no curso de mestrado [48], com a 

criação da aplicação “StarCluster”. O StarCluster foi desenvolvido no mesmo ambiente 

da aplicação atual (MS Excel), podendo ser considerado como um primeiro módulo da 

solução completa. As principais funcionalidades do StarCluster são: análise de 

correlação de variáveis, tratamento de valores faltantes (missing values), análise de 

outliers e agrupamento de dados. 

 Outra forma de classificar as aplicações está relacionada à quantidade de 

técnicas disponibilizadas. Existem as aplicações que utilizam um grupo específico de 

técnicas, como apresentado na Figura 2, e as aplicações, chamadas “Produtos 

Horizontais”, que disponibilizam uma grande variedade de técnicas, apresentadas na 

Figura 3. Em geral, os Produtos Horizontais são utilizados por grandes empresas, uma 

vez que possuem um custo financeiro elevado para aquisição e manutenção, estando 

voltados para bases com enormes volumes de dados. 
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Figura 2: Aplicações com técnicas específicas 
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Enterprise Miner (SAS) X X X X X X X X X

Clementine (SPSS) X X X X X X X

Intelligent Miner (IBM) X X X X X X X X

MineSet (SGI) X X X X X

Darwin (Oracle) X X X X

PRW (Unica) X X X X X X

XLMiner (Resampling Stats) X X X X X X X  

Figura 3: Aplicações com técnicas variadas 

A aplicação desenvolvida neste trabalho utiliza duas classes de rede neurais, 

Multi Layer Perceptron (MLP) e Radial Basis Function (RBF), em problemas de 

classificação e predição de dados, possuindo alguns diferenciais em relação às demais 

aplicações mencionadas: 

- Os métodos disponibilizados pela aplicação para a determinação da topologia 

das redes neurais, Algoritmos Genéticos e Coordenadas Estrela (para redes RBF), ao 

contrário dos outros métodos heurísticos, utilizados pelas demais ferramentas, permitem 

maior interação do usuário no processo de criação do modelo; 

- As demais aplicações de nosso conhecimento, não disponibilizam métodos, 

como os Algoritmos Genéticos, para a extração das regras contidas nos modelos das 

redes neurais, limitando o entendimento do usuário; 
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- A utilização da plataforma MS Excel permite a combinação com 

funcionalidades nativas do Excel como: recursos gráficos, funções, tabelas dinâmicas, 

importação e exportação de dados e interface com demais aplicativos do MS Office, 

além de possibilitar rápida adaptação ao uso e poucos requisitos de hardware e 

software; 

A aplicação pode ser utilizada tanto pelo meio acadêmico quanto pela área de 

negócios, entretanto, entende-se que alunos, professores e pesquisadores que possuem 

um conhecimento mais profundo sobre os métodos envolvidos, utilizarão com maior 

amplitude os recursos disponibilizados, principalmente no que se refere à maior 

participação nos processos de definição e análise dos modelos. 

Outra característica a ser observada é que, devido às restrições de capacidade 

do ambiente utilizado (MS Excel), as bases de dados devem conter, no máximo, 65000 

registros, que corresponde ao número de linhas de uma planilha. Para grandes bases de 

dados é indicada a criação de amostras durante a fase de pré-processamento dos dados. 

1.4 Organização 

O trabalho está subdividido em capítulos conforme descrito a seguir: no 

Capítulo 2 são apresentados os fundamentos teóricos utilizados na criação da aplicação. 

O Capítulo 3 descreve as redes neurais Multi Layer Perceptron (MLP) e o Capítulo 4 as 

redes Radial Basis Function (RBF). O Capítulo 5 apresenta os detalhes da 

implementação computacional. O Capítulo 6 trata da análise de desempenho da 

aplicação e, por fim, são apresentadas as conclusões no Capítulo 7. 
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2 Fundamentação Teórica 

2.1 Introdução 

A aplicação desenvolvida neste trabalho permite a criação de modelos de 

classificação e predição de dados, utilizando Redes Neurais Artificiais [2, 27, 38, 64], 

otimizadas pela associação com o método dos Algoritmos Genéticos [19, 33] e com a 

técnica de visualização Coordenadas Estrela [41, 42, 51]. 

Neste capítulo serão apresentados alguns fundamentos teóricos relacionados 

aos modelos de classificação e predição de dados, assim como às técnicas utilizadas na 

criação desses modelos. A metodologia de desenvolvimento da aplicação será 

demonstrada no Capítulo 5. 

2.2 Classificação de Dados 

Os modelos de classificação de dados são preditivos, pois desempenham 

inferências nos dados com o objetivo de fornecer previsões ou tendências. Alguns 

exemplos de aplicações práticas para os modelos de classificação são: 

- Marketing direto: determinar se a resposta do cliente será “sim” ou “não” à 

oferta de um produto ou serviço, com base nos dados demográficos, no consumo e na 

utilização de serviços. A partir de uma amostra de clientes que já responderam à 

pergunta, pode-se criar um modelo para a antecipação da resposta dos demais clientes, 

permitindo o direcionamento de ações de marketing para os clientes com provável 

resposta positiva; 

- Análise de crédito: determinar se um indivíduo é bom ou mau pagador, com 

base na renda, valor do empréstimo, dados do Serasa, dados do SPC, idade, etc. Desta 

forma, pode-se conceder o empréstimo para os prováveis bons pagadores; 

- Detecção de fraude: determinar se transações ou sinistros são regulares ou 

fraudulentos, com base nas características das circunstâncias, permitindo investigar ou 

impedir prováveis situações suspeitas de fraude. 
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Diversas técnicas de mineração de dados foram desenvolvidas para a criação 

de modelos de classificação, entre eles: Árvore de Decisão, K-Vizinhos Mais Próximos, 

Naive Bayes, Máquinas de Vetores Suporte e Redes Neurais Artificiais. 

Usualmente, os modelos de classificação de dados são obtidos com base em 

um processo de aprendizado supervisionado. Neste tipo de aprendizado o modelo é 

treinado a partir de uma base de dados com as classes conhecidas previamente (base de 

treinamento). Além da base de dados de treinamento, normalmente é utilizada uma 

segunda base de dados durante o processo de criação do modelo, sendo conhecida como 

base de teste. A base de treinamento é utilizada na criação do modelo, durante a fase de 

obtenção das regras de classificação, já a base de teste não é utilizada na atualização do 

modelo e sim como mais um parâmetro para a avaliação do rumo do treinamento. Esta 

avaliação é realizada através da classificação de novas observações que não foram 

apresentadas ao modelo durante a fase de definição das regras. 

É chamada de generalização a capacidade de um modelo de responder 

corretamente às observações que não estavam presentes na base de treinamento. Um 

modelo que tem uma boa generalização é aquele modelo que responde corretamente aos 

exemplos contidos na base de treinamento, mas também a outros exemplos, contidos em 

uma base de teste. A capacidade de generalizar é a principal capacidade buscada nas 

tarefas que envolvem aprendizado. 

Existem fatores que precisam ser considerados para a construção de modelos 

de classificação confiáveis. O primeiro fator está relacionado ao desbalanceamento das 

classes nas bases de treinamento e teste. 

Deve ser observada a importância de manter a mesma proporção entre as 

classes para os conjuntos de treinamento e de teste. O conjunto de treinamento, com 

uma quantidade muito maior de exemplos de uma classe em relação às demais, faz com 

que o aprendizado favoreça os exemplos da maior classe, atribuindo menor importância 

para a classe com menos exemplos. O conjunto de teste com uma distribuição de classes 

balanceada favorece uma análise estatística mais confiável dos resultados obtidos. Para 

solucionar este problema algumas medidas podem ser tomadas: 
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- Partição pela menor classe ou redução de classes: dados da classe com maior 

número de exemplos podem ser eliminados aleatoriamente para construção do conjunto 

de treinamento com igual número de classes; 

- Acréscimo de dados com ruídos: a técnica de redução de classes não pode ser 

aplicada quando o conjunto de dados final se tornar muito reduzido. Este problema pode 

ser solucionado através da inclusão de uma taxa de ruído nos dados originais da menor 

classe, gerando assim, novos padrões. Também podem ser replicados exemplos com o 

objetivo de aumento do número total de exemplos; 

- Utilização da técnica conhecida por validação cruzada (cross-validation). 

Nesta técnica propõe-se a divisão do conjunto total de dados classificados em n bases 

menores; cada base resultante desta divisão conterá a mesma quantidade de dados de 

mesma classe. Por n vezes haverá um rodízio no papel desempenhado por cada uma das 

bases, ou seja, ora uma das bases será a base de dados de treino e ora será a base de 

dados de teste. Os erros de cada rodada são então somados, obtendo-se com isso o erro 

médio. 

Outra técnica comumente utilizada para aumentar a precisão das classificações 

consiste em construir um conjunto de classificadores (ensemble) e usá-los de forma 

combinada para predizer a classe de novos exemplos. Existe uma diversidade 

considerável de métodos usados para compor ensembles, alguns dos quais efetuam a 

manipulação dos atributos (por exemplo, cada classificador individual tem acesso a um 

subconjunto dos atributos originais), a manipulação da classe (por exemplo, problemas 

com muitas classes podem ser vistos como vários problemas com classes binárias) e o 

uso de amostragem. O uso de amostragem é o mais empregado, destacando-se duas 

estratégias: 

- Bagging: os classificadores são construídos partir de conjuntos sucessivos e 

independentes de amostras de dados, geradas a partir do conjunto de dados original, 

tendo todos eles a mesma quantidade de exemplos (há, portanto, replicação e ausência 

de certos exemplos), criando classificadores diferentes devido à variação de exemplos 

nas amostras, sendo combinados através de um método de votação [12]. 

- Boosting: os classificadores são gerados seqüencialmente e a distribuição do 

conjunto de treinamento é alterada com base na performance das classificações 
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anteriores. A cada passagem os pesos dos exemplos são alterados em função do sucesso 

de sua classificação. As saídas também são combinadas por um esquema de votação 

[29, 30, 68]. 

Uma revisão mais detalhada sobre ensembles pode ser encontrada em 

Baranauskas e Monard [3], Opitz e Maclin [55] e Dietterich [21].  

Durante o pré-processamento dos dados, algumas atividades podem contribuir 

significativamente para a melhoria da qualidade do modelo, são elas: 

- Seleção das variáveis: deve ser realizada a análise das variáveis com o 

objetivo de excluir da criação do modelo aquelas que são redundantes (linearmente 

dependentes de outras variáveis) ou não contribuem efetivamente para a classificação 

dos dados;  

- Eliminação de outliers: a presença de alguns dados com valores muito 

divergentes dos demais (outliers) pode causar distorção no modelo. Portanto, caso 

sejam verificados outliers na base de treinamento ou teste, estes devem ser eliminados 

antes de iniciar a criação do modelo; 

- Redução na quantidade de categorias das variáveis qualitativas: as variáveis 

de entrada do modelo podem ser quantitativas ou qualitativas (categóricas). A presença 

de variáveis qualitativas com uma grande quantidade de categorias pode tornar o 

modelo menos robusto. Neste caso, o número de categorias deve ser reduzido através do 

agrupamento de categorias. 

Como mencionado anteriormente, este trabalho não contempla as atividades de 

pré-processamento dos dados, uma vez que esta etapa foi abordada na aplicação 

desenvolvida no curso de mestrado.  

Para avaliar a qualidade dos modelos, a aplicação desenvolvida neste trabalho 

utiliza como unidade de medida a porcentagem de registros classificados incorretamente 

na base de treinamento e na base de teste, disponibilizando os seguintes métodos: 

- Matriz de Confusão: apresenta a quantidade de dados das bases de 

treinamento e teste que foram classificadas de maneira correta e incorreta pelo modelo; 
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- Gráfico de Ganho (Lift Chart): apresenta a qualidade do modelo de forma 

discriminada, identificando os dados que foram classificados corretamente dentro de 

uma determinada porcentagem das bases de dados. 

A Matriz de Confusão e o Gráfico de Ganho serão descritos com mais detalhe 

no Capítulo 5.3.3. 

2.3 Predição de Dados 

Assim como na classificação de dados, o apelo dos modelos de predição é 

explicar uma ou várias variáveis de interesse em função de outras variáveis. A diferença 

em relação ao modelo de classificação é que as saídas do modelo são valores contínuos 

e não valores discretos (classes). Portanto, podemos considerar a classificação como um 

caso particular da predição onde o valor de saída do modelo é discretizado e pertence a 

um conjunto finito de classes. 

Existe uma infinidade de utilizações para os modelos de predição, podendo ser 

empregados para estimar, por exemplo: probabilidades, dimensões, valores financeiros e 

temperaturas. 

A aplicação permite a avaliação do modelo de predição com base no erro 

quadrático médio, ou mean square error (MSE), que consiste na diferença quadrática 

média entre o resultado correto e o resultado previsto pelo modelo. 

2.4 Redes Neurais Artificiais 

2.4.1 Introdução 

Uma Rede Neural Artificial (RNA) é uma técnica computacional que constrói 

um modelo matemático de um sistema neural biológico simplificado, com capacidade 

de aprendizado, generalização, associação e abstração. A RNA tenta aprender padrões 

diretamente dos dados através de um processo de repetidas apresentações dos dados à 

rede, ou seja, por experiência. Dessa forma, uma RNA procura por relacionamentos, 

constrói modelos automaticamente e os corrige de modo a diminuir seu próprio erro. 

Semelhante ao sistema biológico, uma RNA possui, simplificadamente, um 

sistema de neurônios e conexões ponderadas (equivalente às sinapses). Numa RNA os 

nós são arrumados em camadas, com conexões entre elas. A Figura 4 representa 
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conceitualmente a arquitetura de uma RNA simples. Os círculos representam os nós e as 

linhas representam os pesos das conexões. Por convenção, a camada que recebe os 

dados é chamada camada de entrada e a camada que mostra o resultado é chamada 

camada de saída. A camada interna, onde se localiza o processamento interno, é 

tradicionalmente chamada de camada escondida ou oculta. Uma RNA pode conter uma 

ou várias camadas ocultas, de acordo com a complexidade do problema. 

 

Figura 4: Exemplo de arquitetura de uma RNA. 

2.4.2 O Neurônio Artificial 

O cérebro humano é composto por mais ou menos 1011 neurônios de diversos 

tipos diferentes. A Figura 5 mostra o esquema de um neurônio biológico. 

  

Figura 5: Exemplo de neurônio biológico.  
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O núcleo da célula está localizado no corpo da mesma, sendo este último 

também chamado de soma. Conectados ao corpo da célula estão as fibras nervosas com 

estruturas similares a raízes, chamadas dendritos. Estendendo-se do corpo da célula 

existe uma única fibra nervosa mais grossa chamada axônio, da qual surgem 

ramificações e sub-ramificações. No fim destas ramificações estão os pontos de 

transmissão para os outros neurônios, chamados de junções sinápticas ou sinapses.  

A transmissão do sinal de uma célula para outra é um complexo processo 

químico, no qual substâncias específicas são liberadas pelo neurônio transmissor. O 

efeito é um aumento ou uma queda no potencial elétrico no corpo da célula receptora. 

Se este potencial alcançar o limite de ativação da célula, um pulso ou uma ação 

potencial de potência e duração fixa é enviada através do axônio. Diz-se então que o 

neurônio está ativo. 

O neurônio artificial foi projetado para imitar as características de primeira 

ordem de um neurônio biológico. O diagrama de blocos mostrado na Figura 6 apresenta 

o modelo básico de um neurônio utilizado no projeto de Redes Neurais Artificiais do 

tipo MLP. O modelo consiste de: 
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Figura 6: Modelo de um neurônio artificial. 

1. Um conjunto de sinapses, cada uma delas caracterizada por um peso 

característico. Especificamente, um sinal xj na entrada da sinapse j conectada ao 

neurônio k é multiplicado pelo peso sináptico wkj. Diferentemente de uma sinapse no 

cérebro, o peso sináptico de um neurônio artificial pode assumir valores positivos e 

negativos; 
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2. Um combinador linear para somar os sinais de entrada, ponderados pela 

respectiva sinapse do neurônio; 

3. Uma função de ativação para limitar a amplitude da saída do neurônio. A 

função de ativação limita a faixa de amplitude permitida do sinal de saída a algum valor 

finito. Tipicamente, a excursão da amplitude normalizada da saída de um neurônio é 

restrita ao intervalo unitário fechado [0,1] ou, alternativamente [−1,1]. 

O modelo neural da Figura 6 inclui uma polarização externa (bias), denotada 

por bk. A polarização bk tem o efeito de aumentar ou diminuir o argumento da função de 

ativação, caso seja positivo ou negativo, respectivamente. 

Em termos matemáticos, um neurônio k pode ser descrito pelas equações: 

j

m

j
kjk xwu �

=

⋅=
1

 (1) 

e 

)( kkk buy += ϕ  (2) 

onde: 

- x1, x2 ,..., xm são os sinais de entrada; 

- wk1 ,wk2 ,...,wkm são os pesos sinápticos do neurônio k; 

- uk é a saída do combinador linear devida aos sinais de entrada; 

- bk é a polarização ou bias; 

- ϕ (.) é a função de ativação; 

- yk é o sinal de saída do neurônio. 

2.4.3 Funções de Ativação 

A função de ativação ϕ (.) é a que processa o sinal uk para produzir a saída 

final do neurônio, yk. Esta função pode ter várias formas: 
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- Função degrau: limita a saída do neurônio a apenas dois valores (binário: 0 ou 

1, ou bipolar: –1 ou 1). Normalmente é utilizada para criar neurônios que tomem 

decisões binárias, como nos classificadores. É limitada, porém não é derivável; 

- Função linear: não é limitada. Neurônios com esta função de propagação 

podem ser utilizados como aproximadores lineares; 

- Função logística sigmoidal: permite que a entrada assuma qualquer valor no 

intervalo (-∞ e + ∞) e os comprime para o intervalo [0, +1]. É a função geralmente 

adotada em redes neurais em virtude de ser contínua, monotônica, não linear e 

facilmente diferenciável em qualquer ponto; 

- Função tangente hiperbólica: mapeia a entrada dos neurônios no intervalo [-1, 

+1]. Possui as mesmas características e emprego da função logística sigmoidal, 

possibilitando que as saídas sejam simétricas. 

A Figura 7 apresenta as expressões matemáticas das funções e seus respectivos 

gráficos, demonstrando o comportamento das mesmas. 

 

Figura 7: Funções de ativação 
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2.4.4 Arquitetura das Redes Neurais Artificiais 

O projeto de uma rede neural, ou seja, a maneira pela qual os neurônios da rede 

são estruturados, está intimamente relacionado ao algoritmo de aprendizagem usado 

para treinar a rede. Em geral, podemos identificar duas diferentes classes fundamentais 

de arquiteturas de redes: 

- Redes progressivas: 

Nesta arquitetura de RNAs os neurônios são organizados em forma de 

camadas, com uma camada de entrada de nós fontes conectada a uma ou mais camadas 

ocultas e estas a uma camada de saída. 

Os neurônios das camadas ocultas são, correspondentemente, chamados de 

neurônios ocultos ou unidades ocultas e possuem a função de intervir entre a camada 

externa de entrada e a saída da rede de alguma forma útil. Adicionando uma ou mais 

camadas ocultas, a rede pode extrair estatísticas de ordem superior. 

Os nós fonte na camada de entrada da rede provêem os vetores de entrada, que 

constituem os sinais de entrada aplicados aos neurônios da segunda camada (primeira 

camada oculta). Os sinais de saída da segunda camada são usados como entradas para a 

terceira camada, e, assim, sucessivamente, para o resto da rede. O conjunto de sinais de 

saída dos neurônios da camada de saída da rede constitui a resposta global da rede ao 

padrão de ativação provido pelos nós fonte na camada de entrada. 

A Figura 8 ilustra uma rede neural progressiva, para o caso de uma única 

camada oculta, em que cada nó de cada camada da rede é conectado a cada outro nó da 

camada adjacente. Neste caso, a rede é dita completamente conectada. Se, no entanto, 

algumas das conexões sinápticas estiverem faltando, a rede é dita parcialmente 

conectada. 
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Figura 8: Rede progressiva. 

- Redes Recorrentes: 

Uma rede neural recorrente difere de uma rede neural progressiva, pelo fato de 

possuir pelo menos um loop de realimentação (feedback loop). São usualmente 

utilizadas para lidar com processos que produzem seus resultados baseados na entrada 

presente e nos estados passados de um dado processo dinâmico. 

Hertz et al. [39] apontam dois tipos de redes neurais recorrentes. Uma rede 

neural totalmente recorrente tem arquitetura na qual uma dada unidade de 

processamento pode realimentar qualquer outra unidade. Uma rede neural parcialmente 

recorrente é definida como uma rede formada por conexões de alimentação direta e 

conexões de realimentação. 

A Figura 9 ilustra uma rede parcialmente recorrente em que há uma camada de 

neurônios ocultos e em que as conexões de realimentação são originadas tantos dos 

neurônios ocultos, quanto dos neurônios de saída. 



 

 20 

�
��

 

�����	�


����	
��	��

������������


���	�
���

�
��

�
��

 

Figura 9: Rede recorrente. 

2.4.5 Modelos de Treinamento 

De todas as propriedades interessantes das redes neurais, nenhuma captura tão 

bem a característica humana como a habilidade de aprender. Ao invés de especificar 

todos os detalhes de um problema, tem-se a possibilidade de treinar uma rede para fazer 

esta especificação. Isto significa que podem ser tratados problemas onde regras 

apropriadas são muito difíceis de serem conhecidas a priori. 

O objetivo do treinamento de uma RNA é fazer com que a aplicação de um 

conjunto de entradas produza um conjunto de saídas desejado ou no mínimo um 

conjunto de saídas consistentes. Cada conjunto de entrada ou saída é chamado de vetor. 

O treinamento é realizado pela aplicação sequencial dos vetores de entradas (e em 

alguns casos também os de saída), enquanto os pesos da rede são ajustados de acordo 

com um procedimento de treinamento pré-determinado. Durante o treinamento, os pesos 

da rede gradualmente convergem para determinados valores, tal que a aplicação dos 

vetores de entrada produza as saídas necessárias. 

Os procedimentos de treinamento que levam as RNAs a aprender determinadas 

tarefas podem ser classificados em duas classes de treinamento: supervisionado e não 

supervisionado. 

O treinamento supervisionado necessita de um par de vetores composto do 

vetor de entrada e do vetor alvo que se deseja como saída. Juntos, estes vetores são 
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chamados de par de treinamento ou vetor de treinamento, sendo interessante ressaltar 

que geralmente a rede é treinada com vários vetores de treinamento. 

O procedimento de treinamento funciona da seguinte forma: o vetor de entrada 

é aplicado. A saída da rede é calculada e comparada com o correspondente vetor alvo. O 

erro encontrado é então realimentado através da rede e os pesos são atualizados de 

acordo com um algoritmo determinado a fim de minimizar este erro. Este processo de 

treinamento é repetido até que o erro para os vetores de treinamento tenha alcançado 

níveis bem baixos. 

O treinamento não supervisionado, por sua vez, não requer vetor alvo para as 

saídas e, obviamente, não faz comparações para determinar a resposta ideal. O conjunto 

de treinamento modifica os pesos da rede de forma a produzir saídas que sejam 

consistentes. 

No que diz respeito aos algoritmos de treinamento usados, existe uma grande 

variedade, tanto para o treinamento supervisionado, como para o não supervisionado. 

Entre estes, o mais difundido é o algoritmo de retropropagação (backpropagation), o 

qual é utilizado neste trabalho e será detalhado no Capítulo 3. 

2.4.6 Modelos de Redes Neurais 

Diversos são os modelos de rede propostos na literatura, cada qual advindo de 

uma linha de pesquisa diferente e visando um melhor desempenho na solução de um 

tipo específico de problema. Estes modelos são divididos, de acordo com seus atributos, 

tais como: modelo de treinamento, arquitetura e tipo de aplicação. 

Para as tarefas de classificação e predição de dados os modelos mais 

conhecidos são: Multi Layer Perceptron (MLP) e Radial Basis Function (RBF), 

apresentados na Figura 10. 
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Figura 10: Exemplo de rede MLP (a) e rede RBF (b) 

A Rede Perceptron Multicamadas (Multi Layer Perceptron) é conhecida pela 

sua capacidade de generalização. É o tipo de rede mais adotada para previsão de dados 

financeiros, porque pode aproximar muito bem funções não lineares e com isso 

aprender seqüências de dados. Seu treinamento é supervisionado. Quando utiliza o 

algoritmo de aprendizado retropropagação (backpropagation), sua arquitetura é não 

recorrente. Demonstra capacidade de realizar mapeamentos dinâmicos. 

A rede com Funções de Base Radial (Radial Basis Function - RBF) foi 

utilizada inicialmente para solucionar problemas de interpolação multivariada, adota a 

normalização Euclidiana para computar as aproximações e é utilizada para 

reconhecimento de padrões e para predição de séries temporais caóticas. Seu 

treinamento é híbrido, sua arquitetura é não recorrente e geralmente adota para 

aprendizado os algoritmos de agrupamento e de mínimo quadrático. 

Tanto a RBF quanto a MLP são aproximadores universais, sendo sempre 

possível uma RBF imitar uma específica MLP, ou vice-versa. Contudo, estas duas redes 

diferem uma da outra em alguns importantes aspectos, como:  

- Uma rede RBF (na sua forma mais básica) tem apenas uma simples camada 

intermediária, enquanto uma MLP pode ter uma ou mais camadas intermediárias; 
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- Os neurônios da camada intermediária possuem as mesmas características dos 

neurônios da camada de saída de uma MLP. Por outro lado, os cálculos dos neurônios 

na camada intermediária de uma RBF são bastante diferentes e servem de diferente 

propósito daqueles localizados na camada de saída da rede; 

- A camada intermediária na RBF é não linear, enquanto que a camada de saída 

é linear. Nas redes MLP, a camada intermediária e de saída são geralmente não-lineares; 

- A RBF utiliza a distância Euclidiana entre o vetor de entrada e o centro de 

cada unidade na camada intermediária como função de ativação, enquanto que a MLP 

faz o cálculo utilizando o produto interno do vetor de entrada e o vetor peso sináptico 

daquela unidade; 

- A MLP apresenta treinamento supervisionado, enquanto o treinamento da 

RBF é híbrido. Não-supervisionado na determinação da posição dos neurônios da 

camada intermediária, com a adoção de algoritmos de agrupamento, e supervisionado 

na determinação dos pesos entre a camada intermediária e a camada de saída, baseado 

na resolução de sistemas lineares; 

- Finalmente, a rede MLP constrói aproximadores globais para mapas de 

entrada-saída não linear. Consequentemente, eles são capazes da generalização em 

regiões do espaço de entrada onde pouco ou nenhum dado de treinamento está 

disponível. Por outro lado, RBF usando não-linearidade local com decréscimo 

exponencial, como é o caso da função de Gauss, constrói aproximações locais para 

mapas de entrada-saída não lineares. Neste sentido, as RBF são capazes de aprender 

mais rápido e tem sensibilidade reduzida com respeito à ordem de apresentação dos 

dados de treinamento. 

As redes MLP serão apresentadas de forma mais ampla no Capítulo 3 e as 

redes RBF no Capítulo 4. 
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2.5 Algoritmos Genéticos 

2.5.1 Introdução 

As desvantagens relacionadas à utilização de redes neurais estão relacionadas à 

definição da arquitetura ideal da rede, que geralmente é um processo empírico, e à não 

disponibilidade das regras embutidas nos seus modelos. 

Uma alternativa para estas limitações é a utilização de Algoritmos Genéticos 

[19, 33]. Os Algoritmos Genéticos são algoritmos de otimização global, baseados nos 

mecanismos de seleção natural e da genética que exploram informações históricas para 

encontrar pontos onde são esperados os melhores desempenhos. Isto é feito através de 

processos iterativos, onde cada iteração é chamada de geração. 

Durante cada iteração, os princípios de seleção e reprodução são aplicados a 

uma população de candidatos. Através da seleção, se determina quais indivíduos 

conseguirão se reproduzir, gerando um número determinado de descendentes para a 

próxima geração, com uma probabilidade determinada pelo seu índice de aptidão. Em 

outras palavras, os indivíduos com maior adaptação relativa têm maiores chances de se 

reproduzir. 

O ponto de partida é a representação dos problemas a serem analisados, de 

maneira que os algoritmos genéticos possam atuar adequadamente sobre eles. Os 

indivíduos são representados genotípicamente por vetores binários, inteiros ou reais, 

onde cada elemento de um vetor denota uma determinada característica: o seu genótipo. 

Os elementos podem ser combinados formando as características reais do indivíduo ou 

o seu fenótipo. 

Após a escolha do sistema de codificação adequado ao problema, deve-se então 

definir, de maneira adequada ao problema, como será explorado inicialmente o espaço 

de busca. Existem diversas maneiras de se gerar uma população inicial para um 

algoritmo genético, mas geralmente isto se faz de maneira aleatória, através de funções 

“pseudo-randômicas” introduzidas nas rotinas computacionais. Caso se tenha 

conhecimento de alguma solução anterior do problema, esta pode ser introduzida na 

população inicial, garantindo que a solução encontrada nunca será pior que a existente. 
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2.5.2 Métodos de Seleção 

O princípio básico do funcionamento dos algoritmos genéticos é que um 

critério de seleção vai procurar com que, depois de muitas gerações, o conjunto inicial 

de indivíduos gere indivíduos mais aptos. Os métodos de seleção são projetados para 

escolher, preferencialmente, indivíduos com maiores notas de aptidão, embora não 

exclusivamente, a fim de manter a diversidade da população. 

Os métodos de seleção mais empregados são: 

- Método da Roleta: Cada indivíduo tem a probabilidade de permanecer na 

próxima geração proporcional à sua aptidão. Indivíduos com maiores aptidões possuem 

mais espaço na roleta e consequentemente possuem maiores chances de serem 

escolhidos. 

- Método do Ranqueamento: Cada indivíduo possui a probabilidade de seleção 

no sorteio proporcional ao seu ranking, considerando o valor de aptidão. Assim, os 

indivíduos com maiores aptidões também possuem uma maior probabilidade no sorteio. 

O sorteio é realizado um determinado número de vezes e os sorteados são 

escolhidos como indivíduos que participarão da próxima geração.  

2.5.3 Operadores Genéticos 

São utilizadas duas operações para que, dada uma população, se consiga gerar 

populações sucessivas que melhorem sua aptidão com o tempo. Estas operações são: 

mutação e recombinação (crossover). Elas permitem que a nova geração possua 

características de seus pais, ou seja, a população se diversifica e mantém características 

de adaptação adquiridas pelas gerações anteriores. 

A mutação é necessária para a introdução e manutenção da diversidade 

genética da população, alterando arbitrariamente um ou mais componentes de uma 

estrutura escolhida, fornecendo assim meios para introdução de novos elementos na 

população. Desta forma, assegura que a probabilidade de se chegar a qualquer ponto do 

espaço de busca nunca será zero, além de contornar o problema de mínimos locais, pois, 

com este mecanismo, altera-se levemente a direção da busca. 
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A recombinação é a responsável pelo intercâmbio de material genético 

proveniente dos cromossomos geradores. Usando a recombinação, as chances das 

características ideais se perpetuarem durante o processamento aumentam uma vez que 

os pais com graus de adaptações maiores se reproduzem com maior freqüência. 

2.5.4 Substituição dos Cromossomos  

Os dois procedimentos para substituição de cromossomos mais comuns na 

literatura são conhecidos como geracional e steady-state. 

- Geracional: a principal característica de um algoritmo geracional é a de 

substituir toda a população em cada geração. Contudo, a fim de evitar a perda de bons 

indivíduos, pode se adotar um critério de seleção elitista, onde os k melhores pais nunca 

são substituídos. A Figura 11 apresenta o algoritmo geracional. 

Início
Inicializar população P (aleatoriamente)
Avaliar indivíduos da população P
Repetir

Repetir
Selecionar 2 indivíduos em P
Aplicar recombinação com probabilidade pc

Aplicar mutação com probabilidade pm

Inserir novos indivíduos em P'
Até completar população P'
Avaliar indivíduos na população P'
P � P’

Até atingir critério de parada
Fim  

Figura 11: Algoritmo genético geracional 

- Steady-State: um algoritmo genético com substituição de cromossomos do 

tipo steady-state gera apenas um ou dois filhos por vez e a cada criação uma avaliação é 

feita, então, se os indivíduos criados forem melhores que os piores da lista de 

classificação, eles sobrevivem e os piores são eliminados. Uma variação deste 

procedimento pode ser criada, caso se considere que os indivíduos criados podem 

substituir os indivíduos mais velhos da população, admitindo que um cromossomo 

muito antigo já transmitiu seus genes para a população. A Figura 12 apresenta o 

algoritmo steady-state. 
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Início
Inicializar população P (aleatoriamente)
Avaliar indivíduos da população P
Ordenar a população P de acordo com a aptidão
Repetir

Selecionar operador genético (recombinação ou mutação)
Selecionar indivíduo(s) para reprodução
Aplicar operador genético
Avaliar indivíduo(s) gerado(s)
Selecionar indivíduo i para sobreviver
Se i é melhor que o pior elemento de P então

Inserir i em P de acordo com o seu "ranking"
Até atingir critério de parada

Fim  

Figura 12: Algoritmo genético steady-state. 

As características dos Algoritmos Genéticos utilizados neste trabalho serão 

apresentadas no Capítulo 5. 

2.6 Extração de Regras de Redes Neurais 

2.6.1 Introdução 

A aplicação de RNAs em diversos domínios tem sido intensificada nos últimos 

anos, no entanto, todo o poder oferecido pelas RNAs esbarra em um problema: sua 

incapacidade para explicar de forma compreensível suas decisões. Este problema é o 

fator de motivação para as várias pesquisas relacionadas ao desenvolvimento de 

técnicas de extração de conhecimento de RNAs. 

Existem diversas razões que tornam a extração de conhecimento de RNAs uma 

tarefa importante. A seguir são mostradas algumas destas razões: 

- Explanação: é importante que se saiba como um sistema de aprendizado 

tomou determinada decisão. O objetivo da explanação é permitir que o usuário explore 

o conhecimento do sistema. A explanação é importante para a aceitação das RNAs pelos 

usuários; 

- Validação: a validação é importante quando se quer um grau maior de 

confiança no conhecimento armazenado pela RNA. Em aplicações de alto risco, onde 
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uma falha traria conseqüências graves, é fundamental que se valide o conhecimento 

adquirido antes de sua utilização; 

- Exploração de Dados e Indução de Teorias: com o passar do tempo, as RNAs 

têm provado ser uma ferramenta poderosa para exploração de dados, com a capacidade 

de descobrir dependências e relações desconhecidas dentro de um conjunto de dados. 

Sem a capacidade de explicação dos conhecimentos armazenados em uma RNA, essas 

descobertas ficam codificadas e sem serem apreciadas; 

- Melhorar a generalização de soluções envolvendo RNAs: quando um 

conjunto de dados limitado ou não representativo é utilizado no processo de treinamento 

de uma RNA, é difícil prever quando a generalização poderá falhar. Nestes casos, a 

extração de conhecimento de RNAs é capaz de fornecer um conjunto de regras 

simbólicas, que podem ser analisadas por um especialista na tentativa de encontrar 

pontos em que a generalização irá falhar; 

- Integração entre Sistemas Simbólicos e conexionistas: o conhecimento 

extraído na forma de regras “if... then...else” ou Árvores de Decisão facilita a integração 

com sistemas simbólicos baseados em conhecimentos. As regras criam uma linguagem 

comum entre as duas técnicas, facilitando a sua integração; 

- Redefinição da RNA: As regras extraídas da rede podem ainda ser utilizadas 

para verificar a adequação da arquitetura escolhida para a aplicação na qual a rede está 

sendo utilizada. 

Em 1995, Andrews et al. [1] estudaram detalhadamente os principais trabalhos 

sobre extração de regras de redes neurais publicados até 1995 e desenvolveram uma 

taxonomia para classificar os vários algoritmos. O método de classificação proposto 

considera a avaliação das regras extraídas e algumas características dos algoritmos, 

conforme apresentado nos capítulos seguintes. 

2.6.2 Avaliação das Regras Extraídas 

A qualidade das regras extraídas leva em conta algumas medidas de 

desempenho que incluem: 
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a) Exatidão ou taxa de acertos: as regras devem classificar corretamente 

exemplos não vistos no treinamento da rede neural; 

b) Fidelidade: as regras devem representar exatamente as mesmas informações 

contidas na RNA. A fidelidade pode ser definida como a relação entre a quantidade de 

exemplos classificados corretamente a partir das regras extraídas e classificados 

corretamente com a utilização da rede neural; 

d) Complexidade: a complexidade é medida através do tamanho do conjunto de 

regras e da quantidade de condições existentes nas regras. 

2.6.3 Classificação dos Algoritmos 

As técnicas de extração de conhecimento de RNAs podem ser classificadas em 

termos de: 

1- Poder expressivo das regras extraídas: foca diretamente no resultado final do 

processo de extração de conhecimento de RNAs. As técnicas de extração de regras 

podem ser classificadas em: 

- Proposicionais ou booleanas: extrai regras na forma “if... then... else”; 

- Não convencionais: extrai regras na forma de Lógica Fuzzy ou 

probabilística. 

2- Lucidez: considera a relação entre as regras extraídas e a arquitetura da rede 

neural. As possíveis classes são: 

- Decomposicionais: As técnicas extraem regras através de uma análise 

individual das unidades de uma RNA. São analisadas as unidades intermediárias 

e de saída de uma RNA, bem como as ligações existentes entre estas unidades; 

- Pedagógicas: As técnicas analisam uma RNA como sendo uma "caixa 

preta". A RNA é utilizada como um classificador com a finalidade de gerar 

exemplos para o algoritmo de aprendizado; 

- Ecléticas: As técnicas combinam características pertencentes às 

classes decomposicionais e pedagógicas. São extraídas informações internas da 

RNA com o objetivo de complementar o algoritmo de aprendizado. 
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3. Aplicação das RNAs: corresponde ao escopo de aplicações das redes em que 

os métodos podem ser aplicados. As técnicas podem ser direcionadas, por exemplo, 

para modelos de classificação de dados ou modelos de predição de dados. 

O presente trabalho disponibiliza um método de extração de regras, baseado 

nos Algoritmos Genéticos, que, segundo os critérios citados, pode ser classificado 

como: proposicionista, pedagógica e voltada para modelos de classificação de dados. O 

algoritmo será apresentado em detalhe no Capítulo 5.9. 

2.6.4 Exemplos de Algoritmos 

Vários trabalhos têm sido publicados nos últimos anos sobre a extração de 

regras de redes neurais, evidenciando a crescente importância desse assunto nos meios 

científicos. Dentre as principais metodologias desenvolvidas para extração de regras de 

redes neurais, podem ser citadas: 

- Algoritmo SUBSET: publicado em 1993, por TOWELL e SHAVLIK [71], 

baseia-se na análise dos pesos das redes neurais. Os autores também desenvolveram 

outro algoritmo, intitulado de MofN, que é uma variante do algoritmo SUBSET; 

- Algoritmo TREPAN: desenvolvido por CRAVEN e SHAVLIK [18], utiliza 

um Algoritmo Genérico, que não requer arquiteturas nem algoritmos de aprendizado 

específicos para extrair representações simbólicas compreensíveis de redes neurais 

treinadas;  

- Algoritmo RX: desenvolvido por LU et al. [47], baseia-se nos valores das 

ativações das unidades ocultas. Primeiramente, realiza-se o treinamento da rede neural, 

de modo que se obtenha a taxa de classificação correta desejada. Eliminam-se, então, as 

conexões redundantes, seguindo-se uma análise dos valores das ativações para a 

obtenção de regras baseadas nestes valores;  

 - Algoritmo RX Modificado: desenvolvido por HRUSCHKA, E. e 

EBECKEN, N. [40], baseia-se no Algoritmo RX e considera o fato de que cada classe 

possui um conjunto próprio de ativações, o que sugere uma extração de regras particular 

para cada classe. Definido o modelo de rede neural, computam-se as ativações para cada 

classe, por meio da separação dos exemplos de treinamento nas diferentes classes. Esta 

abordagem simplifica o Algoritmo RX, eliminando algumas de suas etapas. 
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2.7 Determinação de Topologia de Redes Neurais 

2.7.1 Introdução 

Os modelos de redes neurais dependem fortemente de suas topologias 

(tamanho, estrutura e conexões), por isso, a determinação da arquitetura da rede afeta 

muito o seu desempenho, isto é, velocidade de aprendizado, exatidão do aprendizado, 

tolerância a ruídos e capacidade de generalização. 

Uma abordagem muito utilizada na prática é a construção de redes com 

arquiteturas padronizadas, ou uma já utilizada em outros sistemas, e alteração de sua 

estrutura e seus parâmetros através de testes para a função desejada, até que se tenha 

uma arquitetura razoavelmente adequada para a aplicação que está sendo tratada. Esse 

tipo de abordagem tem um custo muito elevado e não apresenta resultados muito 

confiáveis, pois o critério de desempenho é baseado em uma combinação complexa de 

fatores. 

Este é um típico problema de otimização "multi-criterial" e dentro deste 

contexto se destaca a utilização dos Algoritmos Genéticos. 

2.7.2 Definição da Topologia com Algoritmos Genéticos 

Ao utilizar o método dos Algoritmos Genéticos na determinação da topologia 

de uma rede neural, alguns aspectos precisam ser observados: 

Representação: A questão de como uma arquitetura neural é representada 

genotípicamente é crítica no projeto de um sistema deste tipo. A representação ou 

codificação utilizada determina não apenas as classes de arquiteturas neurais que 

poderiam evoluir, mas também o funcionamento do processo de decodificação e dos 

operadores de reprodução.  

Existem dois métodos de representação de arquiteturas neurais: a representação 

direta, ou de baixo-nível e a representação indireta ou de alto-nível.  

A representação direta especifica exatamente cada parâmetro da rede, incluindo 

as conexões entre os neurônios. Um método de representação direta muito utilizado para 

a representação genotípica de topologias neurais é mapear as estruturas na forma de 

matrizes de conexões binárias, onde cada elemento da matriz determina se a conexão 
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entre duas unidades existe ou não. O problema principal dessa abordagem é que podem 

ser geradas estruturas incorretas, isto é, conexões com realimentação, além da 

necessidade de códigos muito grandes para grandes redes. 

As representações indiretas descrevem as redes em termos de parâmetros como 

o número de camadas e o tamanho das camadas, possibilitando a colocação de restrições 

na arquitetura das redes e reduzindo o número de estruturas incorretas. Com isso, o 

número de estruturas a serem treinadas e avaliadas, assim como o número de ciclos 

evolucionários necessários para se chegar às redes , são drasticamente reduzidos. 

Neste trabalho são adotadas representações indiretas para as redes MLP e RBF, 

com a utilização dos seguintes parâmetros: 

 - MLP: a descrição da rede é realizada em termos do número de camadas, 

tamanho das camadas, taxa de aprendizado e o momentum; 

- RBF: a representação da rede é realizada em termos do número de neurônios 

na camada oculta (centros), suas localizações e larguras. Neste caso, o AG é utilizado 

para determinar parte da topologia da rede (localização e largura dos centros), enquanto 

os pesos da camada de saída da rede são computados através de um método algébrico. 

Desempenho: Para a criação de uma função que associe um valor de 

desempenho para cada uma das redes, podem ser utilizadas algumas heurísticas que 

devem levar em conta alguns aspectos como: erro, tempo de treinamento, capacidade de 

generalização, tamanho das redes, entre outras. Tais heurísticas devem ponderar estes 

aspectos, dependendo do comportamento desejado para a aplicação. 

Operadores Genéticos: A especificação dos operadores de recombinação e 

mutação depende fortemente da representação utilizada, em alguns casos podem ser 

necessárias funções para assegurar que estas novas gerações de redes sejam soluções 

válidas. 

Quando uma rede é escolhida para mutação, um de seus parâmetros é alterado, 

seguindo o princípio de que este operador deve causar apenas pequenas mudanças 

qualitativas. O operador genético de recombinação é responsável pelo cruzamento de 

características das redes durante a reprodução, permitindo que as próximas gerações 

herdem essas características. 
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Existem diversas possibilidades de utilização dos algoritmos genéticos para a 

configuração de redes neurais. Os detalhes dos AG utilizados neste trabalho para 

definição da topologia de redes MLP e redes RBF serão apresentados no Capítulo 5. 

2.8 Método de Agrupamento K-Médias 

2.8.1 Introdução 

Um dos métodos de treinamento de redes RBF mais difundidos utiliza o 

algoritmo de agrupamento K-Médias [35] na determinação da localização e largura dos 

neurônios ocultos (centros) da rede. Em seguida, através da resolução de um sistema de 

equações lineares, os pesos da camada de saída são determinados [73, 75]. 

A aplicação permite a utilização deste método, conforme apresentado no 

Capítulo 5.6. A seguir, serão descritos os fundamentos teóricos do método de 

agrupamento K-Médias. 

2.8.2 Descrição do Método 

O algoritmo K-Médias é um método de agrupamento de dados por partição 

onde, após ter sido fornecido o número de grupos que se deseja formar (k), é realizada a 

divisão dos objetos em k grupos, de forma a obter uma alta similaridade entre os objetos 

de um mesmo grupo e uma baixa similaridade entre os objetos de grupos diferentes. 

Esta similaridade é medida com base na distância entre os objetos e o valor médio dos 

grupos. 

Para agrupar uma base de dados que possui diversos tipos de variáveis, o 

método K-Médias, muitas vezes, exige um tratamento preliminar dos dados. As 

variáveis não numéricas ou com regras que definam pesos diferentes para os seus 

valores, devem ser substituídas pelo valor da dissimilaridade. 

O algoritmo K-Médias pode ser assim descrito: após a informação do número 

de grupos desejado (k), são selecionados, randomicamente, k objetos que irão 

representar, inicialmente, os valores médios dos grupos. Para cada um dos objetos 

restantes, é determinado o seu grupo correspondente, baseado na distância entre o objeto 

e o valor médio do grupo. O objeto pertencerá ao grupo que tiver o valor médio mais 

próximo.  
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 Para medir a distância entre os pontos e o valor médio dos grupos, pode-

se utilizar a distância Euclidiana, definida como: 

� =
−= n

i ii YXYXDist
1

2)(),(  (3) 

Então, é calculado o novo valor médio de cada grupo. Este processo se repete 

até que o critério de convergência seja atingido. Normalmente, o critério do erro 

quadrático é utilizado e pode ser definido como: 

� �= ∈
−= k

i Cp i
i

mpE
1

2)(  (4) 

onde E é a soma do erro quadrático de todos os objetos da base de dados, p é o ponto 

que representa um determinado objeto no espaço e mi é o valor médio do grupo Ci (p e 

mi são multidimensionais). Este critério procura formar grupos compactos e separados 

entre si. A Figura 13 apresenta o algoritmo K-Médias. 

 

Figura 13: Algoritmo K-Médias. 

2.9 Coordenadas Estrela 

2.9.1 Introdução 

Neste trabalho, é utilizada uma técnica de visualização, chamada Coordenadas 

Estrela [41, 42, 51], que permite ao usuário um maior envolvimento no processo de 

configuração de redes RBF através de interação visual. As Coordenadas Estrela 



 

 35 

possibilitam a representação visual de topologias de redes RBF e a oportunidade dos 

usuários atuarem interativamente na avaliação e refinamento destas topologias. 

A descrição da metodologia utilizada será apresentada no Capítulo 5.8. A 

seguir, serão descritos os fundamentos teóricos da técnica Coordenadas Estrela.  

2.9.2 Descrição do Método 

Considerando uma base de dados representada pela matriz Dnxm, sendo: 

n = número de dados 

m = número de atributos 

Cada linha da matriz Dnxm equivale a um dado Dj, ou seja: 

)...,,,( 10 jmjjj dddD =  (5) 

com: dji = atributo i do dado j 

O conceito fundamental de um sistema de Coordenadas Estrela é representar 

em um plano bidimensional, diversos eixos coordenados cada qual representando um 

atributo (dimensão) de um dado multidimensional. 

Os eixos são organizados em um círculo com ângulos iguais entre si e com a 

origem no centro do círculo. A fim de simplificar os cálculos, é estabelecido que a 

origem do sistema de Coordenadas Estrela coincide com a origem de um sistema de 

coordenadas cartesianas. 

O mapeamento dos eixos é realizado da seguinte forma: o valor mínimo de 

cada atributo é mapeado para a origem do eixo, ou seja, o menor valor de cada atributo 

será o ponto zero do eixo representativo do atributo, o valor máximo de cada atributo é 

mapeado para a outra extremidade do eixo. 

Os vetores unitários em cada eixo são determinados de modo a permitir uma 

escala de valores de atributos ao longo do comprimento total do eixo. O sistema de 

Coordenadas Estrela é então representado por um conjunto C de m vetores dados por: 
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)...,,,( 21 mCCCC =  (6) 

onde: Ci = vetor representativo do eixo do atributo i.  

O vetor unitário de cada eixo é obtido da seguinte forma: 

ii

i
i

C
u

minmax −
=

�
�

 (7) 

onde: 

}1,min{min njd jii ≤≤=  

}1,max{max njd jii ≤≤=  

Os vetores unitários são representados por suas componentes no sistema 

cartesiano. 

)( , yixii uuu
��� =  (8) 

Cada dado da base Dnxm é mapeado para o plano bidimensional, resultando em 

um ponto P(x, y) de coordenadas cartesianas. O mapeamento dos dados é determinado 

pelo somatório dos produtos entre o vetor unitário de cada dimensão, pelo valor do dado 

nesta dimensão. Ou seja, cada elemento dji é multiplicado pelo respectivo vetor unitário 

iu
�

 e os resultados dos produtos são somados. Tal procedimento é feito para as duas 

componentes cartesianas do vetor unitário, resultando no ponto Pj(x, y), conforme 

mostrado a seguir: 

))min(),min((),(
1 1� �= =

−⋅−⋅= m

i

m

i ijiyiijixij duduyxP
��

 (9) 

A Figura 14 apresenta o cálculo da localização de um ponto segundo as 

Coordenadas Estrela, em uma base de dados com 8 atributos. 
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Figura 14: Localização de um ponto (base de dados com 8 atributos). 

Uma vez que cada ponto Pj(x, y) é obtido através de uma soma vetorial, dois 

fatores serão preponderantes na sua localização no plano cartesiano, o módulo e a 

direção do vetor unitário de cada eixo. Consequentemente, o posicionamento dos pontos 

pode ser modificado através de interações que permitam a alteração do módulo e da 

direção dos vetores unitários de cada eixo. 

Ao diminuir o tamanho de um eixo, está sendo diminuída a escala dos dados 

com relação à variável correspondente, ou seja, diminui a contribuição desta variável na 

distribuição dos dados. Ao contrário, quando um eixo é aumentado, aumenta também a 

contribuição da variável correspondente.  

Por sua vez, ao se realizar a rotação de um eixo, está sendo rotacionado o vetor 

unitário deste eixo e, consequentemente, está sendo alterada a direção da contribuição 

da variável correspondente na distribuição dos dados.  

Existe a possibilidade de pontos se sobreporem, por isso, somente com as 

transformações dinâmicas de tamanho e rotação dos eixos é possível obter um melhor 

entendimento da distribuição dos dados. 



 

 38 

3 MLP O Modelo de Multi Layer Perceptron 

3.1 Introdução 

As redes Multi Layer Perceptron (MLP) [37, 38] têm sido aplicadas com 

sucesso em uma variedade de áreas, desempenhando tarefas tais como: predição e 

classificação de padrões. 

São redes constituídas por uma camada de entrada, uma ou mais camadas 

ocultas e uma camada de saída. Excluindo a camada de entrada, todas as outras camadas 

são constituídas por neurônios, apresentando, portanto, capacidade computacional. A 

Figura 15 mostra a arquitetura de uma rede MLP com uma camada de entrada, duas 

camadas ocultas e uma camada de saída. 

 

 

Figura 15: Arquitetura de uma rede neural MLP. 

Trata-se de uma rede progressiva, onde as saídas dos neurônios de uma camada 

se conectam exclusivamente às entradas dos neurônios da camada seguinte, sem a 

presença de ciclos de realimentação. Portanto, o sinal de entrada se propaga através da 

rede, camada a camada, em um sentido progressivo. 

Outra característica da estrutura das redes MLP é que podem ser 

completamente conectadas, quando todos os neurônios de uma camada são conectados a 

todos os outros neurônios da camada adjacente, ou parcialmente conectadas, caso em 

que algumas conexões poderão não existir. 
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Conforme descrito no Capítulo 2.4.3, o modelo dos neurônios inclui uma 

função de ativação não-linear diferenciável em qualquer ponto. Uma função comumente 

utilizada é a logística: 

)exp(1
1

j
j v

y
−+

=  (10) 

 

onde vj é o potencial de ativação do neurônio j, e yj é a saída do neurônio. 

A quantidade de nós na camada de entrada e de saída é determinada, 

respectivamente, pela quantidade de dimensões dos sinais de entrada e pela 

dimensionalidade da resposta desejada, sendo, por isso, dados do problema a ser 

analisado. Portanto, no projeto de uma rede MLP os principais aspectos que precisam 

ser determinados são: 

- Número de camadas ocultas; 

- Número de neurônios em cada uma das camadas ocultas; 

- Pesos sinápticos que conectam os neurônios; 

A complexidade da rede escolhida é indicada pela quantidade de camadas e 

neurônios ocultos, não existindo regras pré-definidas para a determinação destas 

quantidades. Normalmente, são adotados métodos heurísticos nesta definição, 

entretanto, os resultados nem sempre são os mais adequados. A solução adotada neste 

trabalho é a utilização do método dos Algoritmos Genéticos, conforme apresentado no 

capítulo 5.5. 

A especificação dos pesos sinápticos envolve a utilização de algoritmos de 

treinamento supervisionados. O algoritmo de treinamento frequentemente utilizado para 

redes MLP é o algoritmo de retropropagação do erro, conhecido como 

backpropagation. 

O algoritmo backpropagation é executado em duas fases. A primeira fase 

corresponde à apresentação da entrada do par padrão de treinamento na entrada da rede 

e a sua propagação até a saída da rede, gerando valores de saída. Os valores de saída são 

então comparados com os valores da saída do par padrão de treinamento, calculando-se 
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o erro na saída. Na segunda fase este erro é retropropagado pela rede, de forma que se 

faça o cálculo da diferença a aplicar nos pesos e sua efetiva atualização. 

Em uma rede MLP, o conhecimento aprendido sobre o ambiente é representado 

pelos valores assumidos pelos pesos sinápticos da rede. A natureza distribuída deste 

conhecimento ao longo da rede a torna de difícil interpretação. Este trabalho utiliza o 

método dos Algoritmos Genéticos para o tratamento desta questão, possibilitando a 

extração das regras contidas nas redes neurais (vide Capítulo 5.9). 

3.2 Aprendizado de Redes MLP 

O algoritmo backpropagation é considero o mais popular no que se refere ao 

aprendizado de redes MLP. Esta popularidade resulta, sobretudo, de sua relativa 

simplicidade de implementação e de sua eficiência. 

Serão apresentadas a seguir, as equações relacionadas ao algoritmo 

backpropagation, assim como a sua forma de operação. 

Considere a Figura 16, que descreve o neurônio de saída j sendo alimentado 

por um conjunto de sinais produzidos na saída dos neurônios da camada à sua esquerda. 
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Figura 16: Fluxo de sinal no neurônio de saída j. 

O potencial de ativação vj aplicado na entrada do neurônio j é definido por: 

i

m

i
jijj ywwv ⋅+= �

=0
0  (11) 
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onde m é o número total de entradas aplicadas ao neurônio j. O peso sináptico wj0, 

correspondente à entrada fixa y0 = -1, define a polarização aplicada ao neurônio j. wji é o 

peso sináptico conectando a saída do neurônio i ao neurônio j e yi é o sinal de saída do 

neurônio i. O sinal yj resultante na saída do neurônio j é igual a: 

)( jjj vy ϕ=  (12) 

onde ϕ j (⋅) denota a função de ativação associada ao neurônio j. 

A diferença entre a saída desejada em j, tj, dada pelo padrão de treinamento, e o 

valor de saída calculado, yj, é o erro na saída que se quer minimizar, dado por: 

jjj yterro −=  (13) 

O valor do erro quadrático para o neurônio j é definido como: 

2

2
1

jj erroerroq =  (14) 

Portanto, a soma dos erros quadráticos para todos os neurônios da camada de 

saída da rede MLP é igual a: 

�
∈

=
Cj

jerroerro 2

2
1

 (15) 

onde o conjunto C inclui todos os neurônios na camada de saída. 

 Seja n o n-ésimo padrão de treinamento apresentado à rede MLP e N o número 

total de padrões contidos no conjunto de treinamento, o erro médio quadrático (Mean 

Square Error - MSE) é obtido somando o erro quadrático para todo conjunto de 

treinamento e então normalizando com relação ao tamanho do conjunto de treinamento, 

conforme: 

)(
1

1 1

0

nerro
N

MSE
N

n
�

−

=−
=  (16) 

A técnica utilizada para a minimização do erro, relacionada ao algoritmo 

backpropagation, calcula o gradiente descendente da função de erro nos neurônios de 

saída, tendo sido denominada Regra de Delta Generalizada. Tomando-se o erro 
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quadrático médio nos neurônios de saída, mostra-se que a derivada desse erro em 

relação ao peso de cada conexão é proporcional à regra de delta com uma constante de 

proporcionalidade negativa. Isto implementa um gradiente descendente na função de 

erro. 

A Regra de Delta Generalizada determina que a atualização do peso da 

conexão do neurônio i para o neurônio j seja dada por: 

( ) ( ) ( )w n w n w nji ji ji+ = + +1 1∆  (17) 

O termo jiw∆  é a mudança do peso desta conexão devido à apresentação de 

um par padrão de entrada e saída, sendo definido como: 

ijji yw ⋅⋅=∆ δη  (18) 

onde η  é uma constante de proporcionalidade denominada taxa de aprendizado, jδ é o 

é o gradiente local do neurônio j e iy  é a i-ésima entrada da unidade j. 

O gradiente local em cada unidade, δ ou delta, é calculado a partir de duas 

formulações. Como os padrões de treinamento possuem os valores nos neurônios de 

saída da rede, o gradiente local nesses neurônios possui um cálculo direto: 

)( jjjj verro ϕδ ′⋅=  (19) 

onde o termo )( jj vϕ′ é a derivada parcial da função de ativação em relação a entrada 

total no neurônio j, e jerro  é o erro na saída do neurônio j. 

Para os neurônios ocultos os valores alvos não são fornecidos, sendo necessário 

um cálculo indireto que usa como base o erro calculado nos neurônios de saída, 

conforme segue: 

�
=

⋅⋅′=
m

k
kjkjjj wv

0

)( δϕδ  (20) 



 

 43 

A Figura 17 ilustra a retropopagação dos sinais de erro na camada de saída para 

um neurônio (j) da camada oculta, onde z é o número de neurônios da camada de saída.  
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Figura 17: Retropropagação dos sinais de erro. 

3.2.1 O termo Momento 

Para que se possa aumentar o desempenho do cálculo pelo método do gradiente 

descendente (que precisa que as diferenças aplicadas em cada passo sejam 

infinitesimais) adiciona-se um termo denominado “momento”, que leva em conta as 

contribuições dos passos anteriores para o ajuste dos pesos. Com isto, a taxa de 

aprendizado pode ser maior e o método converge mais rapidamente. O cálculo da 

diferença de peso, a cada passo, passa a ser: 

( ) ( )nwynw jijjji ∆⋅+⋅⋅=+∆ αδη1  (21) 

onde α é o termo momento. 

3.2.2 Atualização dos pesos 

O método permite que a atualização dos pesos se processe de duas formas: a 

cada padrão, ou seja, após a apresentação de um par padrão de treinamento, ou a cada 

época. A atualização a cada época é realizada após a apresentação de todos os pares de 

padrões. Enquanto que no treinamento por padrão a diferença a ser aplicada em cada 

peso corresponde ao erro pela apresentação de um padrão, o montante a ser aplicado no 

peso no treinamento por época equivale ao erro acumulado por toda a época. A segunda 

abordagem traz um ganho no tempo total de treinamento da rede, já que a atualização 

dos pesos só é realizada uma vez após todo o conjunto de padrões ser apresentado. 
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3.2.3 Critério de fim de treinamento 

Alguns critérios podem ser adotados para a determinação do fim do 

treinamento de uma RNA. Normalmente o próprio erro médio quadrático é estipulado 

como indicador de parada ou qualquer outro erro que se queira calcular. 

Outro tipo de critério de fim de treinamento, também bastante utilizado, é a 

quantidade de épocas percorridas, isto é, a quantidade de vezes que um conjunto de 

treinamento é apresentado à rede. Este critério pode prevenir quanto ao treinamento 

indefinido de uma rede que não consegue convergir. 

3.2.4 Escolha de pesos iniciais 

Os pesos iniciais devem ser pequenos, aleatoriamente escolhidos, positivos e 

negativos, e totalmente diferentes entre si. Uma boa prática é fazer estes valores estarem 

em um intervalo [ ]kk 2,2− , onde k é a quantidade de entradas de uma unidade [32]. 

Outra abordagem, sugerida em [39], recomenda o uso de valores em torno de k1 . 

3.2.5 Escala de valores de entrada 

Como as funções de ativação normalmente possuem intervalos de variação 

distintos dos valores reais das aplicações, torna-se necessário um pré-processamento nos 

dados. O objetivo deste pré-processamento é a transformação dos dados de entrada para 

valores que a rede possa manipular, e o conseqüente pós-processamento dos dados de 

saída para a geração de valores significativos para a aplicação. 

De uma maneira mais geral, toda a aplicação real possui não só intervalos de 

valores específicos, como também utiliza dados de naturezas distintas. Na verdade deve 

ser realizado um tratamento em todos os dados de modo a tornar possível a utilização de 

uma RNA. Este tratamento pode ser algum processo estatístico ou somente um processo 

de transformação de dados. 
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4 RBF O Modelo de Rede de Base Radial 

4.1 Introdução 

As redes de função de base radial (ou redes RBF - Radial Basis Function) [6, 

8, 9, 53, 66] são consideradas aproximadoras universais, assim como as redes Multi 

Layer Perceptron (MLP), abordadas no capítulo anterior. Entretanto, as arquiteturas das 

duas redes são bem distintas, conforme descrito no Capítulo 2.4.6. 

São redes progressivas com apenas uma camada oculta, como pode ser 

visualizado na Figura 18. A primeira camada da rede consiste de unidades de entrada 

cujo número é igual à quantidade de variáveis independentes do problema, ou seja, igual 

à dimensão n do vetor de entrada x
�

. 
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Figura 18: Rede neural do tipo Radial Basis Function. 

A segunda camada (camada oculta) é composta por m unidades não-lineares 

conectadas aos nós de entrada. As funções de ativação das unidades ocultas são 

determinadas por uma função não-linear da distância entre o vetor de entrada e um vetor 

de referência. São funções localizadas que apresentam base radial definida sobre seu 

domínio. 
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A camada de saída está conectada à camada oculta e consiste de uma ou mais 

unidades lineares. A resposta y da rede é igual à soma linearmente ponderada das 

ativações das unidades ocultas, sendo definida por: 

)()(
0

xwxy
m

i
ii

��
�

=

⋅= φ  (22) 

onde { }mixi ...2,1)( =�φ  é um conjunto de m funções de base radial linearmente 

independentes e iw  são coeficientes lineares. 

A tendência ou bias é aplicada à unidade de saída tratando a função de base 

radial associada como uma constante igual a +1. 

Uma vez que a quantidade de nós na camada de entrada é determinada pela 

quantidade de dimensões dos sinais de entrada e a quantidade de nós na camada de 

saída é determinada pela dimensionalidade da resposta desejada, o projeto de uma rede 

RBF corresponde à determinação dos seguintes parâmetros: 

- Funções de base radial: quantidade de funções de base radial, posição dos 

seus centros e suas larguras; 

- Coeficientes lineares (pesos) entre a camada oculta e camada de saída; 

A quantidade de funções de base radial indica a complexidade da rede 

escolhida, não existindo regras pré-definidas para a determinação desta quantidade. Em 

geral, são utilizados métodos heurísticos, os quais nem sempre apresentam os resultados 

mais adequados. Este trabalho apresenta como alternativa a utilização do método dos 

Algoritmos Genéticos para a determinação desta quantidade, conforme será apresentado 

no capítulo 5.5. 

O processo de treinamento das redes RBF, normalmente, ocorre em dois 

estágios. Primeiramente, a posição e a largura das funções de base radial são 

determinadas por meio de técnicas não-supervisionadas. Em seguida, os pesos entre a 

camada oculta e a camada de saída são determinados por métodos lineares 

supervisionados de rápida convergência. Por apresentar um processo de treinamento 

muito mais rápido do que o adotado para redes MLP, as redes RBF se mostram mais 
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adequadas para operações dinâmicas, que envolvam aprendizado contínuo como: 

predição de séries temporais e aplicações on-line. 

4.2 Funções de Base Radial 

As funções de base radial são, geralmente, não lineares cujo valor cresce ou 

decresce monotonicamente à medida que a distância a um ponto central aumenta. Esse 

ponto se chama centro da função de base radial. 

Estas funções foram originalmente desenvolvidas para interpolação de dados 

em espaços multi-dimensionais [59, 60]. O problema de interpolação pode ser assim 

formulado: dado um conjunto de p vetores { }pix n
i ...2,1=ℜ∈�

 e um conjunto de 

escalares { }pid i ...2,1=ℜ∈ , busca-se uma função y(.), tal que: 

pidxy ii ...2,1,)( ==�
 (23) 

A técnica das funções de base radial consiste em escolher uma função de 

aproximação y  que possua a seguinte forma: 

( )�
=

−⋅=
p

i
iii xxwxy

1

)(
��� φ  (24) 

onde ⋅  representa uma norma (em geral euclidiana) e iφ  são as funções de base 

radial cujos centros coincidem com os pontos ix
�

 dados. 

Inserindo as condições de interpolação da equação (23) em (24), obtém-se o 

seguinte conjunto de equações lineares: 
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(25) 

Onde )( jiji x
�φφ = , Φ  é matriz de interpolação, W corresponde ao vetor de 

pesos lineares e D é o vetor de respostas conhecidas. Através da inversão da matriz de 

interpolação, é possível se obter o vetor de pesos lineares W, conforme segue: 
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DW ⋅Φ= −1  (26) 

Algumas das funções de base radial mais conhecidas são apresentadas na 

Tabela 1. 

Multiquadrática

Multiquadrática inversa

Gaussiana
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Tabela 1: Funções de base radial. 

onde ic
�

 representa o centro da função de base radial e iσ  é a sua largura. O parâmetro 

iσ  pode ser interpretado como um fator de escala para a distância 
2

icx
�� − . No caso da 

função gaussiana e da multi-quadrática inversa, por exemplo, o valor de )(xi

�φ  

descresce mais rapidamente quando 0→iσ .  

4.3 Capacidade de Aproximação das Redes RBF 

No início, a aproximação de funções com redes RBF utilizava tantas funções 

de base radial quantos fossem os dados de entrada x
�

, com o objetivo de se obter uma 

aproximação exata. No entanto, esta abordagem era computacionalmente custosa e 

gerava o problema de especialização (overfitting) [38, 56, 58]. 

A solução para estes problemas foi apresentada por Broomhead e Lowe [8, 38] 

que sugeriram modificações ao procedimento de interpolação exata. Uma modificação 

foi permitir que nem todos os vetores de entrada tivessem uma função de base radial 

associada. A outra modificação sugerida excluiu a necessidade de que a escolha dos 

centros das funções de base radial fosse restrita ao conjunto original de vetores. 

A abordagem de Broomhead e Lowe resultou em uma significativa redução de 

custo computacional e no aumento da capacidade de generalização das redes RBF, o 

que possibilitou a sua aplicação a uma vasta gama de problemas, tais como predição de 
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séries temporais, modelamento de sistemas, rejeição de interferência e equalização de 

canal. 

4.4 Aprendizado de Redes RBF 

Diferentes algoritmos podem ser utilizados para a adaptação dos parâmetros 

livres das redes RBF. Normalmente, são empregadas formas híbridas de aprendizagem, 

onde o treinamento é dividido em duas fases, uma supervisionada e outra não-

supervisionada ou auto-organizada. Este tipo de treinamento apresenta a vantagem de 

possuir um baixo custo computacional. 

4.4.1 Fase Não-Supervisionada 

Na fase não-supervisionada, a posição dos centros e as larguras das funções de 

base radial são definidas. Em relação ao posicionamneto dos centros, diferentes 

estratégias podem ser adotas, como: 

- Seleção aleatória dos centros: Alguns pontos da amostra de treinamento são 

selecionados ao acaso para se definir a posição dos centros. Para que essa abordagem 

apresente resultados satisfatórios, é necessário que os dados de treinamento estejam 

distribuídos de uma forma representativa para o problema considerado; 

- Agrupamento dos centros: Inicialmente os dados de entrada x
�

 devem ser 

agrupados com a utilização de algoritmos de agrupamento, como o k-médias (descrito 

no Capítulo 2.8). Uma vez definidos os grupos, o centro de cada um deles se torna o 

centro de uma RBF da rede;  

A definição das larguras das funções de base radial também pode ser realizada 

de várias maneiras, como: 

- Adotar a mesma largura _ para todas as funções. Neste caso, a largura pode ser 

definida da seguinte forma [13]: 

m
dist

2
max=σ  (27) 

onde maxdist  é a distância máxima entre os centros previamente definidos e m é a 

quantidade de centros. 
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- Adotar larguras distintas para cada RBF de acordo com a densidade de dados 

na região das funções. Funções localizadas em regiões com menor densidade de dados 

recebem larguras maiores, enquanto que aquelas posicionadas em áreas mais densas 

receberiam larguras menores. 

Outros métodos heurísticos podem ser adotados com o objetivo de se alcançar 

um nível de sobreposição adequado para as respostas das RBF’s vizinhas. A idéia é que 

se forme uma aproximação contínua e suave sobre toda a região de interesse no espaço 

de entrada. 

4.4.2 Fase Supervisionada 

Uma vez definidas as posições e as larguras das RBF’s, diferentes métodos 

podem ser utilizados para se determinar os pesos iw  da camada de saída, como: 

- Utilização de um método de descida pelo gradiente, como o algoritmo do 

mínimo quadrado médio, ou LMS (Least Mean Squares) [38], cuja generalização 

resultou no conhecido algoritmo backpropagation, apresentado no Capítulo 3.2; 

- Resolução de sistema de equações lineares através de uma inversão de matriz 

[56]. Conforme mecionado no Capítulo 4.3, nas redes RBF o número de unidades 

ocultas não coincide necessariamente com o número de pontos do problema, 

consequentemente, o sistema de equações resultante difere ligeiramente daquele 

descrito para a interpolação (Capítulo 4.2). Este sistema pode ser escrito da seguinte 

forma: 
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(28) 

Como em geral mp ≥  pode-se dizer que trata-se de um sistema super-

determinado (mais equações do que incógnitas), e o problema torna-se um problema de 

ajuste: 

DW ⋅Φ= +
 (29) 
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onde +Φ  é a pseudo-inversa de Φ  obtida através da seguinte expressão: 

TT ΦΦΦ=Φ −+ 1)(  (30) 

Para minimizar os efeitos de um possível mal-condicionamento de Φ  é 

recomendável utilizar para a inversão dessa matriz um método conhecido como 

decomposição em valores singulares ou simplesmente SVD (Singular Value 

Decomposition) [61, 34]. 

A aplicação desenvolvida neste trabalho utiliza duas metodologias para o 

treinamento de redes RBF, uma baseada no método K-Médias e outra baseada no 

método dos Algoritmos Genéticos. Em seguida, todos os parâmetros podem sofrer um 

“ajuste fino” através do método de visualização Coordenadas Estrela. A descrição 

detalhada destas metodologias está apresentada no Capítulo 5. 
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5 Implementação 

5.1 Introdução 

Este capítulo apresenta a metodologia utilizada no desenvolvimento da 

aplicação de mineração de dados resultante deste trabalho, assim como a demonstração 

prática de suas principais funcionalidades. 

A demonstração prática das funcionalidades será realizada com a utilização de 

uma base de dados que contém características básicas de 400 carros produzidos em 

diversas partes do mundo. Esta base de dados pode ser encontrada no conjunto de bases 

disponibilizado pelo grupo de machine learning da Universidade da Califórnia 

(http://www.ics.uci.edu/~mlearn/databases/auto-mpg/auto-mpg.data-original/). 

5.2 Inicialização e Importação dos Dados 

A pasta inicial da aplicação, chamada “ModSel”, permite a seleção do tipo de 

modelo a ser criado, classificação ou predição de dados, e o tipo de rede neural utilizado 

no modelo, Multi Layer Perceptron (MLP) ou Radial Basis Function (RBF). Para 

selecionar uma opção basta pressionar o botão correspondente no quadro “Model 

Selection”, conforme apresentado na Figura 19. Uma breve descrição da opção 

selecionada é apresentada, a fim de garantir o correto entendimento do usuário, seguida 

pela descrição das técnicas e funcionalidades que suportam a criação do modelo. 

 

Figura 19: Pasta “ModSel” (seleção do modelo). 
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Uma vez selecionada a opção de modelo e o tipo de rede neural, o próximo 

passo é a inserção dos dados que serão utilizados no treinamento e teste do modelo. Os 

dados devem ser inseridos diretamente na planilha do MS Excel, de acordo com as 

instruções apresentadas na pasta de armazenamento dos dados (pasta “Dataset”), como 

apresentado na Figura 20. 

 

Figura 20: Pasta “Dataset” (armazenamento dos dados) 

A aplicação permite a utilização dos seguintes tipos de variáveis: 

- Qualitativas ou categóricas: variáveis que assumem como possíveis valores, 

atributos ou qualidades; 

- Quantitativas: variáveis que assumem como possíveis valores, números. As 

variáveis quantitativas podem ser subdivididas em “discretas” (quando formam um 

conjunto finito ou enumerável de valores) e “contínuas” (quando são susceptíveis de 

assumir qualquer valor real num dado intervalo). 

É necessário que o usuário realize a qualificação individual de cada variável. 

As variáveis qualitativas ou categóricas devem ser identificadas como “Cat”, já as 

variáveis quantitativas como “Cont”. As variáveis resultantes do modelo, chamadas de 

variáveis de saída, devem ser identificadas como “Output”. Para excluir ou omitir uma 

variável do processo de criação do modelo, esta deve ser identificada como “Omit”. 
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Conforme descrito no Capítulo 2.2, a saída de um modelo de predição é um 

valor contínuo enquanto que a saída de um modelo de classificação é uma classe ou 

categoria, por isso, a aplicação automaticamente trata as variáveis de saída de um 

modelo de predição como variáveis quantitativas contínuas e as variáveis de saída de 

um modelo de classificação como variáveis categóricas.  

A seguir, será realizada a demonstração prática da qualificação de variáveis, 

utilizando a base de dados dos carros, apresentada na introdução deste capítulo. 

Supondo que se deseja criar um modelo para a predição do consumo de 

combustível dos veículos com base em suas características, as variáveis devem ser 

qualificadas da seguinte forma: 

- A variável “milhas por galão” (miles per gallon - mpg), que é utilizada para 

medir o consumo do veículo, deve ser qualificada como “Output”, pois é a variável de 

saída do modelo; 

- A quantidade de cilindros (cylinders) é uma variável de entrada quantitativa 

discreta, devendo ser qualificada como “Cont”; 

- As variáveis: deslocamento do motor (displacement), cavalo-força 

(horsepower), peso (weight) e aceleração (acceleration) são variáveis de entrada 

quantitativas contínuas e, por isso, também devem ser qualificadas como “Cont”; 

- As variáveis: ano do modelo (model year) e continente de origem (origin) são 

variáveis de entrada qualitativas, devendo ser qualificadas como “Cat”; 

- O nome do carro (car name) também é uma variável qualitativa, porém, pode 

ser considerada como irrelevante para a criação do modelo, devendo ser qualificada 

como “Omit”. 

A aplicação possui funcionalidades para tratamento de valores faltantes 

(missing values). Em relação às variáveis quantitativas, qualquer célula em branco ou 

preenchida com valor não numérico será tratada como valor faltante. A aplicação irá 

substituir os valores faltantes de uma variável quantitativa pelo valor médio desta 

variável.  Para variáveis categóricas, qualquer célula vazia ou com erros do MS Excel 
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será tratada como valor faltante e a aplicação irá preenchê-la com a categoria de maior 

freqüência para esta variável. 

Não existem demais funcionalidades na aplicação relacionadas ao pré-

processamento dos dados, pois, conforme mencionado anteriormente, esta etapa foi 

coberta por outra aplicação desenvolvida no curso de mestrado. Entretanto, é importante 

ressaltar que algumas análises precisam ser realizadas antes da inserção dos dados na 

aplicação, com o objetivo de aumentar a qualidade dos modelos criados. Algumas das 

principais análises são: 

- Verificar se as variáveis de entrada são linearmente independentes. A 

presença de variáveis redundantes ou irrelevantes torna o modelo menos robusto; 

- Verificar a presença de alguns registros com valores muito distantes dos 

demais (outliers). A presença destes valores pode causar distorções nos modelos, 

tornando-os menos confiáveis; 

- Verificar a existência de variáveis categóricas com uma grande quantidade de 

categorias. A redução de categorias melhora a qualidade do modelo e pode ser obtida 

através da agregação de algumas categorias. 

O método normalmente empregado na utilização de variáveis categóricas em 

modelos de redes neurais é a sua conversão para valores quantitativos discretos, o que 

distorce as características originais da base de dados, inserindo ordens e pesos 

inexistentes para estas variáveis. O procedimento mais indicado consiste em substituir 

uma variável categórica com k categorias por k variáveis binárias, que assumem os 

valores 0 ou 1. A conversão das variáveis categóricas para variáveis binárias é realizada 

de forma automática pela aplicação. Outro procedimento realizado automaticamente 

pela aplicação é a normalização de todas as variáveis quantitativas antes do início da 

criação dos modelos. 

Ainda com relação à inserção dos dados, deve ser observado que, devido às 

limitações da capacidade de processamento da plataforma utilizada (MS Excel), foram 

estabelecidas restrições de tamanho para a criação dos modelos: 
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- A aplicação permite a utilização  no máximo de 50 variáveis de entrada para a 

criação do modelo. Dentro deste total, as variáveis categóricas não podem exceder o 

limite de 40; 

- Para modelos de predição de dados a quantidade máxima de variáveis de 

saída do modelo é igual a 10 (os modelos de classificação, por definição, permitem 

apenas uma variável de saída). 

5.3 Modelo de Classificação de Dados 

5.3.1 Utilização de Rede MLP 

Para a criação de modelos de classificação de dados, com a utilização de redes 

MLP, deve ser selecionada a opção “MLP Classification” na pasta “ModSel”. Em 

seguida, precisa ser realizada a importação dos dados na pasta “Dataset”, conforme 

descrito no capítulo anterior e então, devem ser inseridos os parâmetros necessários à 

criação do modelo na pasta “InputMLP” (Figura 21). 

 

Figura 21: Pasta “InputMLP” (definição dos modelos com rede MLP) 

Os parâmetros estão divididos em blocos e variam de acordo com o tipo de 

modelo e de rede neural selecionados. Para o modelo de classificação, com a utilização 

de rede MLP, os seguintes parâmetros devem ser preenchidos pelo usuário: 

Informações do banco de dados: 
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- Número de Variáveis: corresponde ao total de variáveis que serão utilizadas 

na criação do modelo. Corresponde à soma das variáveis definidas como “Cat” e  

“Cont” na pasta “Dataset”. Se houver divergência entre o valor apresentado e a 

quantidade de variáveis de entrada existente no banco de dados, a aplicação apresentará 

uma mensagem de erro antes de iniciar a criação do modelo. A quantidade de variáveis 

deve variar entre 2 e 50; 

- Número de Objetos: deve ser preenchido com o total de registros que se 

deseja utilizar no processo de treinamento e de teste do modelo. O número mínimo de 

registros é igual a 2 e o número máximo corresponde ao limite de linhas da pasta do MS 

Excel (aproximadamente 65000). 

Arquitetura da Rede Neural: 

- Número de camadas ocultas: a aplicação permite a construção de redes 

neurais MLP com 1 ou 2 camadas ocultas;  

- Quantidade de neurônios na 1a camada oculta: a camada oculta pode 

possuir, no máximo, 20 neurônios; 

- Quantidade de neurônios na 2a camada oculta: também possui o limite 

máximo de 20 neurônios. Caso exista apenas uma camada oculta, este campo será 

desconsiderado pela aplicação; 

- Coeficiente de Aprendizagem: deve ser preenchido com um valor entre 0 e 1, 

regulando a intensidade com que as atualizações dos pesos da rede serão efetuadas 

(apresentado no Capítulo 3.2). Taxas muito baixas, próximas de zero, tendem a fazer 

com que o aprendizado seja bastante lento, porém, taxas muito altas, próximas de 1, 

podem fazer com que a rede oscile, como se estivesse aprendendo e desaprendendo, 

podendo não chegar a um patamar aceitável de aprendizado. 

- Taxa de Momento: é um parâmetro de valor também positivo, que pode 

variar entre 0 e 1, cuja utilização visa acelerar a convergência e manter a trajetória 

estável (apresentado no Capítulo 3.2.1). A taxa de momento aplica um fator de inércia 

no processo de evolução do treinamento, que se mantém acelerando enquanto o erro 

permanecer diminuindo. Este fator possibilita, eventualmente, que o processo adquira 
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velocidade suficiente para livrar-se de pequenos buracos (mínimos locais) que possam 

ser encontrados pelo caminho. 

- Intervalo dos Pesos Iniciais: para o treinamento do modelo, é necessário que 

a rede neural possua um conjunto inicial de pesos sinápticos (apresentado no Capítulo 

3.2.4).  A aplicação adota como procedimento padrão a inicialização randômica dos 

pesos, com valores pertencentes ao intervalo –w e w. Onde o valor de w é um número 

entre 0 e 1, fornecido pelo usuário. Além da inicialização randômica dos pesos, existe a 

possibilidade do usuário especificar os pesos iniciais da rede. 

Após o treinamento de uma rede neural, a aplicação salva os seus pesos. Na 

próxima vez que o usuário desejar treinar a mesma rede (mesma arquitetura), utilizando 

as mesmas variáveis, será oferecida a opção de utilizar como pesos inicias, aqueles que 

já haviam sido salvos. 

Os valores mais indicados para a configuração da rede (quantidade de camadas 

ocultas e a quantidade de neurônios destas camadas) e atributos de treinamento 

(parâmetro de aprendizagem e a taxa de momento) dependem das características 

específicas de cada problema e, normalmente, são determinados através da comparação 

de resultados de várias tentativas ou através de métodos heurísticos. Porém, conforme 

apresentado no Capítulo 2.7, estas abordagens não são confiáveis, uma vez que não 

garantem a obtenção da configuração ideal. A aplicação permite a utilização de 

algoritmos genéticos como suporte à determinação destes valores, conforme será 

apresentado mais adiante no Capítulo 5.5. 

Opções de Treinamento: O processo de treinamento utilizado na aplicação para redes 

MLP é o backpropagation, descrito no Capítulo 3.2. Com relação ao treinamento, é 

necessário que os usuários preencham os seguintes parâmetros: 

- Número de Épocas: o critério de fim de treinamento utilizado é a quantidade 

de épocas percorridas, isto é, a quantidade de vezes que um conjunto de treinamento é 

apresentado à rede. A quantidade máxima de épocas para cada execução é igual a 500. 

Como a aplicação possibilita que o treinamento da rede utilize como ponto de partida os 

pesos resultantes da execução anterior, se for necessária uma quantidade maior de 

épocas, basta que sejam realizadas novas execuções em seqüência; 



 

 59 

- Leitura dos dados em ordem randômica: os dados de treinamento podem ser 

apresentados em ordem randômica enquanto a rede está sendo treinada. Esta 

funcionalidade é recomendada quando os dados de treinamento estiverem agrupados 

com base nas suas similaridades. Nestes casos a ordem randômica pode melhorar a 

velocidade de convergência do modelo; 

- Modo de Treinamento: representa a freqüência com que os pesos da rede 

neural são atualizados (apresentado no Capítulo 3.2.2). Existem duas opções: 

• Atualização Sequencial: os pesos da rede são ajustados ao final do 

processamento de cada observação (cada registro) da base de treinamento. Nesta 

dinâmica, a ordem da apresentação dos padrões é importante para a velocidade de 

aprendizado da rede; 

• Atualização Batch: os parâmetros são ajustados somente ao final de cada 

ciclo de processamento, contendo todo o conjunto de observações (época). Nesta 

dinâmica, o treinamento é menos influenciado pela ordem de apresentação dos padrões 

e menos suscetível às oscilações, porém, a velocidade de aprendizado (convergência) 

geralmente é mais baixa. 

- Modo de Gravação dos Pesos da Rede: ao final da execução do treinamento, 

os pesos da rede neural são gravados pela aplicação. Existem três critérios que podem 

ser adotados para a definição do conjunto de pesos que deve ser gravado: 

• Último Ciclo: serão gravados os pesos originados pelas atualizações do 

último ciclo de treinamento, ou seja, após a última época; 

• Menor Erro de Treinamento: serão gravados os pesos para os quais a rede 

neural apresentou o menor erro em relação à base de treinamento; 

• Menor Erro de Teste: serão gravados os pesos para os quais a rede neural 

apresentou o menor erro em relação à base de teste; 

Opções de Teste: 
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- Partição da base de dados em Treinamento e Teste: o usuário pode definir se 

deseja utilizar parte da base de dados para testar o modelo e como deve ser realizada a 

divisão dos dados. As opções são: 

• Seleção randômica: o usuário define qual a porcentagem da base de dados 

que deve ser selecionada, de maneira randômica, para formar a base de teste. A 

porcentagem pode variar de 1% a 50% dos dados; 

• Seleção das últimas linhas: o usuário define a quantidade de registros (linhas) 

do final da base de dados que será utilizada para testar o modelo. 

Salvar o modelo em uma planilha separada ?: após o término do treinamento, a 

aplicação oferece a opção de salvar o modelo criado em uma planilha separada, 

juntamente com a base de dados utilizada no treinamento e teste do modelo e os 

parâmetros que foram utilizados para configuração e treinamento da rede neural. 

Após a definição dos parâmetros, deve ser pressionado o botão “Build Model” 

para que seja iniciado o processo de criação do modelo. Antes de criar o modelo a 

aplicação verifica a existência de erros e inconsistências no banco de dados e nos 

parâmetros inseridos pelo usuário. Verifica também se o modelo que está sendo criado 

possui a mesma arquitetura e utiliza as mesmas variáveis do modelo anterior. Se as 

características forem as mesmas, é questionado ao usuário se deseja utilizar como ponto 

de partida os pesos da rede neural anterior. 

O acompanhamento do processo de treinamento do modelo é realizado através 

da pasta “TrainingCla” (Figura 22). 
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Figura 22: Pasta “TrainingCla” (acompanhamento do treinamento do modelo) 

Através de dois gráficos é possível acompanhar a evolução da qualidade da 

rede neural em relação à base de treinamento e base de teste. Para medir a qualidade é 

utilizada a porcentagem de registros classificados incorretamente (Miss-Classification 

Error). 

Ao final do treinamento, os resultados são apresentados na pasta “NNCla”. A 

Figura 23 apresenta um exemplo de modelo de classificação criado para a base de dados 

dos carros. O objetivo deste modelo de classificação é definir o continente de origem do 

carro (América, Ásia e Europa) de acordo com suas características mecânicas (cilindros, 

cavalos-força, consumo, aceleração, peso e deslocamento), as variáveis “ano do 

modelo” e “nome” não foram consideradas. 

Na parte superior da tela são apresentados os erros de treinamento e teste do 

modelo. Conforme descrito anteriormente, estes erros representam a porcentagem de 

registros classificados incorretamente nas respectivas bases. 

Logo abaixo, são apresentadas as características da arquitetura da rede neural, 

com a indicação do número de camadas ocultas (“Number of Hidden Layers”) e a 

quantidade de neurônios em cada camada (“Layer Sizes”). Neste exemplo foi construída 

uma rede neural com uma camada oculta contendo cinco neurônios. A quantidade de 

neurônios da camada de entrada é igual a seis, um neurônio para cada variável de 
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entrada e a quantidade de neurônios da camada de saída é igual a três, um para cada 

categoria da variável de saída (América, Ásia e Europa). 

 

Figura 23: Pasta “NNCla” (modelo de classificação de dados) 

É importante ressaltar que as variáveis de entrada são quantitativas contínuas, 

se fosse utilizada alguma variável de entrada categórica (como por exemplo, ano do 

modelo), haveria na camada de entrada um neurônio para cada categoria desta variável, 

pois, conforme mencionado no Capítulo 5.2, as variáveis categóricas com k categorias 

são transformadas em k variáveis binárias durante a criação do modelo. 

As linhas seguintes são disponibilizadas para que o usuário realize a 

classificação de novos registros, utilizando o modelo. Os valores das variáveis devem 

ser inseridos na linha “Enter Inputs” e o resultado fornecido pelo modelo é apresentado 

na linha “Model Output”. 

Em seguida, são apresentados os pesos sinápticos entre as camadas da rede 

neural. No exemplo criado (Figura 26), existem dois conjuntos de pesos, um conjunto 

entre a camada de entrada e a camada oculta e um conjunto entre a camada oculta e a 

camada de saída. 
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Finalmente, na parte inferior da tela, são apresentadas as matrizes de confusão 

para a base de treinamento e de teste. A matriz de confusão informa, para cada classe, a 

quantidade de registros classificados corretamente e incorretamente pelo modelo. A 

matriz de confusão será descrita com maior detalhe no capítulo 5.3.3. 

Após a criação e teste do modelo, este pode ser utilizado na classificação de 

novos registros, os quais não possuem a classe previamente conhecida. A pasta “Model” 

(Figura 24) possui o objetivo de classificar conjuntos de dados a partir do modelo 

criado. 

Para executar a classificação é necessário apenas inserir os dados na pasta, 

seguindo a ordem das variáveis indicada na linha “Var Sequence”, informar a 

quantidade de registros que serão classificados no campo “Total # rows” e pressionar o 

botão “Execute Model”. 

 

Figura 24: Pasta “Model” (utilização do modelo) 

5.3.2 Utilização de Rede RBF 

Para a criação de modelos de classificação com a utilização de redes RBF, deve 

ser selecionada a opção “RBF Classification” na pasta “ModSel”. Então, os dados que 

serão utilizados no treinamento da rede devem ser inseridos na pasta “Dataset”. Em 

relação às redes RBF, todos os dados são utilizados no treinamento, ou seja, não existe a 

divisão da base de dados em treinamento e teste. Em seguida, devem ser inseridos os 

atributos para a criação do modelo na pasta “InputRBF” (Figura 25). 
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Figura 25: Pasta “InputRBF” (definição dos modelos com rede RBF) 

O usuário deve fornecer os mesmos atributos apresentados no Capítulo 5.3.1, 

referentes à: informações do banco de dados e possibilidade de salvar o modelo em uma 

planilha separada. 

Como descrito anteriormente, a aplicação utiliza um processo híbrido para o 

treinamento das redes RBF que se divide em duas etapas: 

- Na 1ª etapa (não supervisionada) são determinadas as coordenadas e larguras 

dos centros das redes RBF. Para a obtenção destes valores, a aplicação permite a 

utilização do método de agrupamento K-Médias e do método dos Algoritmos Genéticos, 

além de uma nova metodologia, baseada na técnica de visualização Coordenadas Estrela 

para a otimização da topologia; 

- Na 2ª etapa (supervisionada) são determinados os pesos sinápticos da rede 

RBF entre a camada oculta e a camada de saída, através da resolução de um sistema de 

equações lineares; 

Desta forma, após o preenchimento dos campos com os atributos para a criação 

do modelo, devem ser definidos os centros da rede, com a utilização de um dos métodos 

disponibilizados pela aplicação. As metodologias utilizadas e a demonstração prática 

para a determinação da localização e largura dos centros serão apresentadas adiante 

neste capítulo. 

Após a determinação dos centros, o usuário deve retornar à pasta “InputRBF” 

para executar a 2ª etapa do treinamento. Na parte inferior da pasta estarão armazenas as 

informações resultantes da 1ª etapa do treinamento (ver Figura 23), incluindo: 
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identificação do método utilizado (K-Médias, Algoritmos Genéticos ou Coordenadas 

Estrela), número de centros, larguras e coordenadas dos centros. 

Para completar o treinamento, determinando os pesos entre a camada oculta e a 

camada de saída da rede (2ª etapa), basta pressionar o botão “Build Model”. Antes de 

realizar a resolução do sistema de equações lineares, a aplicação verifica a existência de 

erros e inconsistências no banco de dados e nos parâmetros inseridos pelo usuário.  

Não existem gráficos para o acompanhamento do treinamento, pois a resolução 

do sistema de equações ocorre de maneira quase instantânea, diferentemente das redes 

MLP que utilizam o algoritmo backpropagation para o ajuste gradativo dos pesos da 

rede. 

Ao final do treinamento, os resultados são apresentados na pasta “NNCla”, 

conforme apresentado no Capítulo 5.3.1 (Figura 23). Vale lembrar que, no caso das 

redes RBF, sempre existirá somente uma camada oculta. 

Para a classificação de novos registros, com a utilização do modelo criado, 

deve ser utilizada a pasta “Model” (Figura 24), como também apresentado no capítulo 

anterior (5.3.1). 

5.3.3 Avaliação do Modelo 

Os modelos de classificação são avaliados com base no percentual de registros 

classificados incorretamente (Miss Classification Error) na base de treinamento e de 

teste, para redes MLP, ou somente de treinamento para as redes RBF (conforme 

mencionado no capítulo anterior, não existe base de teste para redes RBF). 

Estas informações podem ser obtidas através da matriz de confusão (Figura 

26). Através do cruzamento das classificações fornecidas pelo modelo (colunas) com as 

classificações reais (linhas), é possível observar a quantidade de registros classificados 

corretamente e incorretamente para cada classe. Por exemplo, o valor destacado por um 

círculo vermelho na Figura 26 indica que 12 carros foram classificados como asiáticos 

pelo modelo, porém na realidade são europeus. 
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Figura 26: Matriz de Confusão (base treinamento e teste) 

 Outro método disponibilizado pela aplicação para suportar a avaliação dos 

modelos é o Gráfico de Ganho (Lift Chart), apresentado na Figura 27. 

Para a criação do gráfico é utilizado o seguinte procedimento: 

- Em um problema de classificação com k possíveis classes, o modelo calcula 

para todos os registros, k notas, uma para cada classe; 

- Considerando as notas de uma classe particular, por exemplo, a classe 

“america”, deve-se esperar que um bom modelo forneça as maiores notas para aqueles 

registros que realmente pertencem à classe “america”. Os dados devem então ser 

ordenados de acordo com a sua nota para a classe “america”, da maior para menor; 

- Após a ordenação é determinada a porcentagem do total de registros 

pertencentes à classe “america” que estão contidos nos n primeiros registros da lista. É 

então criado um gráfico com a porcentagem de registros “não america” contra a 

porcentagem dos registros “america”, variando o valor de n de 1 até o número total de 

registros. Este é o Gráfico de Ganho para a classe “america”.    

Os Gráficos de Ganho apresentam o poder discrimitório do modelo, 

considerando os grupos “não america” e “america”.   Ele informa, por exemplo, que ao 

capturar 90 % dos registros da classe “america” da base de treinamento, são também 

capturados erroneamente pelo modelo 10 % de registros “não america”. O melhor 

cenário possível ocorre quando o modelo consegue capturar 100% dos registros da 

categoria “america” sem capturar registros “não america”. Entretanto, este cenário 

raramente acontece em problemas reais de classificação de dados. 
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Figura 27: Gráfico de Ganho (Lift Chart) 

5.4 Modelo para Predição de Dados 

5.4.1 Utilização de Rede MLP 

A seleção do modelo de predição de dados com a utilização de rede MLP 

(MLP Prediction) deve ser realizada na pasta “ModSel”, seguido pela importação dos 

dados na pasta “Dataset”. Então, devem ser inseridos os atributos para a criação do 

modelo na pasta “InputMLP” (Figura 28). 

  

Figura 28: Pasta “InputMLP” (modelos de predição com rede MLP) 
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As informações que devem ser fornecidas pelo usuário, são as mesmas já 

apresentadas para os modelos de classificação (Capítulo 5.3.1), com exceção de um 

campo, que existe apenas para modelos de predição. Este campo está destacado na 

Figura 28, e se refere à quantidade de saídas do modelo (Number of Outputs). 

Modelos de classificação de dados só podem conter uma variável categórica 

como saída, já os modelos de predição podem apresentar de uma a dez variáveis 

quantitativas como saída. Apesar desta possibilidade, são raros os problemas de 

predição de dados que possuem mais de uma variável de saída. 

Após a definição dos parâmetros, deve ser pressionado o botão “Build Model” 

para que seja iniciado o processo de criação do modelo. Antes de criar o modelo a 

aplicação verifica a existência de erros e verifica se o modelo que está sendo criado 

possui a mesma arquitetura e as mesmas variáveis do modelo anterior. Se as 

características forem as mesmas, o usuário pode utilizar os pesos da rede neural anterior 

como ponto de partida. 

O acompanhamento do processo de treinamento do modelo pode ser realizado 

através da pasta “TrainingPre” (Figura 29). 

 

Figura 29: Pasta “TrainingPre” (treinamento dos modelos de predição) 

Através de dois gráficos é possível acompanhar a evolução da qualidade da 

rede neural em relação à base de treinamento e base de teste. Para medir a qualidade é 
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utilizado o erro quadrático médio (Mean Square Error - MSE), que consiste na 

diferença quadrática média entre o resultado correto e o resultado previsto pelo modelo. 

Ao final do treinamento, os resultados são apresentados na pasta “NNPre”. A 

Figura 30 apresenta um exemplo de modelo de predição criado para a base de dados dos 

carros. O objetivo do modelo é definir o consumo (miles per gallon - mpg) de acordo 

com suas características mecânicas (cilindros, cavalos-força, consumo, aceleração, peso 

e deslocamento) e o continente de origem. As variáveis “ano do modelo” e “nome” não 

foram consideradas.   

Na parte superior da tela são apresentados os erros quadráticos médios de 

treinamento e teste. Logo abaixo, são apresentadas as características da arquitetura da 

rede, com a indicação do número de camadas ocultas (“Number of Hidden Layers”) e a 

quantidade de neurônios em cada camada (“Layer Sizes”). Neste exemplo foi construída 

uma rede neural com uma camada oculta contendo cinco neurônios. A quantidade de 

neurônios da camada de entrada é igual a oito, um neurônio para cada variável 

quantitativa contínua (num total de cinco: cilindros, cavalos-força, consumo, aceleração, 

peso e deslocamento) e um neurônio para cada categoria das variáveis categóricas (total 

de três, referente à variável “continente de origem”: América, Europa e Ásia).  Na 

camada de saída existe apenas um neurônio, que corresponde à variável quantitativa 

contínua “mpg”. 

As linhas seguintes são disponibilizadas para que o usuário realize predições de 

novos registros, utilizando o modelo. Os valores das variáveis devem ser inseridos na 

linha “Enter Inputs” e o resultado fornecido pelo modelo é apresentado na linha “Model 

Output”. 

Em seguida, são apresentados os pesos, entre as camadas da rede neural, que 

formam o modelo. No exemplo apresentado na Figura 30, existem dois conjuntos de 

pesos, um conjunto entre a camada de entrada e a camada oculta e um conjunto entre a 

camada oculta e a camada de saída. 
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Figura 30: Pasta “NNPre” (modelos de predição) 

Após a criação e validação do modelo, este pode ser utilizado na previsão de 

novos registros, através do uso da pasta “Model”. O procedimento para utilização da 

pasta foi apresentado anteriormente no Capítulo 5.3.1. 

5.4.2 Utilização de Rede RBF 

Na pasta “ModSel” deve ser selecionada a opção “RBF Prediction”, que 

permite a criação de modelos de predição com a utilização de redes RBF. Em seguida, 

os dados devem ser inseridos na pasta “Dataset” e os atributos para a criação do modelo 

devem ser fornecidos na pasta “InputRBF” (ver Figura 31). 

 

Figura 31: Pasta “InputRBF” (criação de modelos com rede RBF) 

As informações que devem ser fornecidas pelo usuário, são as mesmas já 

apresentadas para os modelos de classificação (Capítulo 5.3.2), com exceção do campo 
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que está destacado na Figura 31 e que se refere à quantidade de saídas do modelo 

(Number of Outputs). 

Conforme mencionado anteriormente, os modelos de predição podem 

apresentar de uma a dez variáveis quantitativas como saída. Após o preenchimento dos 

campos com os atributos, devem ser definidos os centros da rede, com a utilização de 

um dos métodos disponibilizados pela aplicação (K-Médias, AG e Coordenadas 

Estrela). 

Assim como descrito no Capítulo 5.3.2, ao final da determinação dos centros, o 

usuário deve retornar à pasta “InputRBF” para o cálculo dos pesos da rede. Na parte 

inferior da pasta estarão armazenas as informações dos centros. Para realizar a 2ª etapa 

do treinamento, determinando os pesos entre a camada oculta e a camada de saída da 

rede, basta pressionar o botão “Build Model” (vale ser ressaltado que, para redes do tipo 

RBF, todos os dados são utilizados como base de treinamento, ou seja, não existe base 

de testes). 

O modelo criado é apresentado na pasta “NNPre”, conforme relatado no 

Capítulo 5.4.1 (Figura 30). Para a classificação de novos registros deve ser utilizada a 

pasta “Model” (Figura 24). 

5.5 Definição da Topologia de Redes MLP 

5.5.1 Metodologia de Desenvolvimento 

A seguir, será apresentada a solução utilizada para a determinação da 

configuração ideal de redes neurais MLP, utilizando Algoritmos Genéticos. 

Na metodologia utilizada neste trabalho, cada indivíduo do algoritmo genético 

representa uma configuração da rede neural. Esta representação utiliza um cromossomo 

binário com 24 genes, conforme representado na Figura 32.  

 

Figura 32: Cromossomo para configuração de redes MLP 
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Caso exista apenas uma camada oculta, os seis genes referentes à quantidade 

de neurônios da 2ª camada oculta assumirão o valor zero. Logo, a busca opera no 

espaço das arquiteturas de RNA com uma ou duas camadas ocultas. 

Como a quantidade de neurônios na camada de entrada e de saída da rede 

neural é função do problema analisado, ela se mantém constante para todos os 

indivíduos e, por isso, não precisa ser inserida nos cromossomos. 

O algoritmo genético utiliza as operações genéticos de mutação e 

recombinação (crossover) com n pontos. O método de seleção é o Ranqueamento e o 

método de substituição dos cromossomos é o steady-state. 

O processo de avaliação de cada indivíduo consome tempo. Devem ser 

construídas redes neurais para todos os indivíduos, treinadas, utilizando um conjunto de 

dados de treinamento, testadas, utilizando um segundo conjunto de dados de teste e 

validadas utilizando um terceiro conjunto de dados de validação. Em seguida, deve ser 

calculado o valor de aptidão de cada indivíduo. 

A função de aptidão precisa avaliar não somente a precisão da rede, mas 

também seu grau de generalização. Para avaliar a precisão é utilizado o erro de 

treinamento da rede. A generalização é avaliada através do erro de validação, uma vez 

que o conjunto de dados de validação contém dados que não foram utilizados no 

processo de treinamento. 

O algoritmo utilizado neste trabalho está apresentado na Figura 33 e pode ser 

assim descrito: 
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Figura 33: AG para projeto de arquiteturas neurais. 

1 – Criação da População Inicial: 

A população inicial é formada por indivíduos com: quantidade de neurônios 

nas camadas ocultas, coeficiente de aprendizagem e momento selecionados 

randomicamente, respeitando limites estabelecidos pelo usuário. O número de neurônios 

nas camadas de entrada e de saída é constante para todos os indivíduos. 

2 – Avaliação da Aptidão: 

Treina-se cada rede utilizando um algoritmo tipo “backpropagation”, para o 

mesmo número de épocas (ciclos de treinamento) e com pesos iniciais iguais a zero. As 

redes neurais são também testadas e validadas com a utilização de outros dois conjuntos 

de dados. 
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Para a avaliação dos melhores indivíduos, é utilizada a seguinte função de 

aptidão: 

FA = ETR + ETV (31) 

onde: 

FA = Função de Aptidão; 

ETR = Erro Médio de Treinamento 

ETV = Erro Médio de Validação 

3 – Ordenação dos Indivíduos: 

Após a avaliação, os indivíduos são ordenados de acordo com a aptidão. 

4 – Seleção de Indivíduos para Reprodução: 

São selecionados dois indivíduos para a reprodução (pai e mãe), utilizando o 

método do ranqueamento.  

5 – Aplicação dos Operadores Genéticos: 

O indivíduo filho é criado através da recombinação dos materiais genéticos dos 

indivíduos geradores ou, nas gerações em que não ocorrer a recombinação, o filho será 

uma cópia do indivíduo gerador intitulado “pai”. Em seguida, o indivíduo filho fica 

sujeito à operação de mutação, que, assim como a recombinação, pode ser aplicada ou 

não, de acordo com sua probabilidade de ocorrência. 

6 – Avaliação e Inserção do Filho na População: 

O indivíduo filho é então avaliado. Se tiver uma aptidão pior que a do último 

indivíduo da população, então ele é descartado, caso contrário, ele é inserido na 

população, de acordo com o seu ranqueamento, e o pior indivíduo é excluído da 

população. 

7 – Volta ao passo 4. 
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Os passos 4, 5 e 6 devem ser repetidos até que o número pré-definido de 

gerações seja atingido. 

5.5.2 Demonstração Prática 

Para a utilização dos algoritmos genéticos na definição da arquitetura de redes 

MLP deve ser selecionada a pasta “MLPGA”, apresentada na Figura 34. 

 

Figura 34: Pasta MLPGA (AG para definir a arquitetura de redes MLP)  

Na parte superior da pasta são apresentados, da esquerda para a direita: o título 

da pasta (GA for MLP Topology), o tipo de modelo que está sendo tratado (classificação 

ou predição) e a contagem das gerações e cromossomos processados para o 

acompanhamento da execução do algoritmo genético. Mais abaixo estão as informações 

que devem ser fornecidas pelo usuário, divididas nos seguintes blocos: 

Informações da Rede Neural: 

- Número de neurônios na 1ª camada oculta: preencher com os valores 

extremos de busca do algoritmo genético para a quantidade de neurônios na 1ª camada 

oculta. O usuário pode reduzir o espaço de busca permitido pela aplicação (entre 1 e 20 

neurônios) facilitando a obtenção da configuração ideal; 
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- Número de neurônios na 2ª camada oculta: da mesma forma, o usuário pode 

reduzir o espaço de busca do algoritmo genético para a quantidade de neurônios da 2ª 

camada. Se a rede possuir apenas uma camada oculta, os valores máximo e mínimo 

devem ser iguais a zero. 

- Coeficiente de aprendizagem e Momento: o espaço de busca permitido pela 

aplicação vai de 0 a 1, com a unidade mínima igual a 0,05. O usuário define a redução 

desejada para este espaço. 

- Numero de ciclos de treinamento (épocas): preencher com a quantidade de 

épocas que deve ser utilizada no treinamento das redes. Este valor influencia 

diretamente no tempo de processamento do algoritmo genético, pois todos os indivíduos 

da população representam uma rede neural que precisa ser treinada. Todas as redes são 

treinadas com a mesma quantidade de épocas, por isso, mesmo quantidades menores de 

épocas que não possibilitem a criação de redes neurais com erros aceitáveis, podem ser 

utilizadas para efeito de comparação entre as configurações; 

Informações do Algoritmo Genético: 

- Número de gerações: preencher com a quantidade de gerações que serão 

utilizadas no algoritmo genético. Deve ser observado que, por ser um AG com evolução 

steady-state, cada geração corresponde a criação de um novo indivíduo, que pode 

substituir outro indivíduo da população de acordo com sua aptidão. 

- Número de indivíduos: preencher com a quantidade de indivíduos da 

população. 

- Probabilidade para recombinação: preencher com a probabilidade de 

ocorrência da operação de recombinação a cada geração; 

- Probabilidade para mutação: preencher com a probabilidade de ocorrência 

da operação de mutação a cada geração; 

Base de Dados de Validação: O algoritmo genético utiliza dados de treinamento e teste 

para construir o modelo e então, de modo independente, valida o modelo com os dados 

de validação, avaliando a sua capacidade de generalização. Na aplicação, deve ser 

informada a quantidade de registros da base de validação no campo “Total # rows” e os 
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dados devem ser inseridos seguindo a mesma sequência de variáveis utilizada na pasta 

“Dataset”. 

Após o preenchimento das informações, o botão “Execute GA” deve ser 

pressionado para executar o algoritmo. Ao final da execução os resultados são 

apresentados na pasta “MLPGAOut”, conforme mostra a Figura 35. 

 

Figura 35: Pasta MLPGAOut (resultados do AG para topologia de redes MLP)  

A pasta armazena, para os indivíduos de todas as gerações, as seguintes 

informações: número da geração, quantidade de neurônios na 1ª camada oculta, 

quantidade de neurônios na 2ª camada oculta, coeficiente de aprendizagem, momento, 

erro de treinamento, erro de teste, erro de validação e valor de aptidão (erro de 

treinamento + erro de validação). 

5.6 Definição da Topologia de Redes RBF com K-Médias 

5.6.1 Metodologia de Desenvolvimento 

A aplicação disponibiliza um dos modelos de treinamento mais utilizados para 

redes RBF. Trata-se de um modelo de treinamento híbrido, composto por duas etapas. 

Na primeira etapa (não-supervisionada), o número de funções radiais e seus parâmetros 

(centro e amplitude) são determinados pelo método de agrupamento K-Médias, que 

utiliza a distância Euclidiana para definir a distância dos vetores de entrada com os 

centros escolhidos. 

O algoritmo de agrupamento K-Médias, usado para determinar os centros, 

apresenta os seguintes passos: 
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1. Inicia o número de clusters definido pelo usuário, selecionando-os 

aleatoriamente do conjunto de treinamento; 

2. Classifica o conjunto de treinamento, isto é, para cada vetor ix
�

 do conjunto 

de treinamento, acha o centro c* do cluster mais próximo e classifica ix
�

 como um 

membro de c*; 

3. Para cada cluster, recalcula o centro achando a média do cluster, utilizando a 

Equação 32; 

�
=

=
kN

j
jk

k
K x

N
M

1

1 �
 (32) 

onde: Mk = nova média; Nk = número de vetores no cluster k; jkx
�

 = j-ésimo 

vetor pertencente ao cluster k. 

4. Volta ao segundo passo e mantém o loop até que a mudança na média dos 

clusters seja menor do que a especificada pelo usuário; 

5. Armazena os centros do cluster.  

Para a definição da amplitude (ou largura) do centro é utilizado o desvio 

padrão do grupo, através da equação: 

�
=

−⋅=
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k

k MX
N 1

22 )(
1σ  (33) 

onde: kM  = centro do cluster k; Nk = número de vetores no cluster k; jX  = j-ésimo 

vetor no cluster k. 

Portanto, para cada grupo definido pelo algoritmo K-Médias, é criado um 

centro da rede RBF com a localização correspondente ao centróide do grupo e a largura 

correspondente ao desvio padrão deste grupo.  

Conforme descrito anteriormente no Capítulo 4, a segunda etapa do 

treinamento é supervisionada. Uma vez definida a posição e a largura dos centros, pode-
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se considerar o modelo como sendo linear e resolver a camada de saída através da 

solução do sistema linear: 

DW ⋅Φ= −1  (34) 

Onde a matriz de interpolação Φ é função dos centros e dos vetores de treino 

pertencentes ao conjunto de dados aplicados à entrada da rede e W e D correspondem, 

respectivamente, ao vetor de pesos lineares que se deseja determinar e ao vetor de 

respostas conhecidas para os vetores de treino. 

Para a inversão de Φ  é utilizado método SVD (Singular Value Decomposition) 

a fim de minimizar os efeitos de um possível mal-condicionamento. 

5.6.2 Demonstração Prática 

Inicialmente devem ser inseridas as informações sobre as bases de treinamento 

e teste na pasta “InputRBF”, como descrito no Capítulo 5.3.2 (para classificação) ou no 

Capítulo 5.4.2 (para predição), em seguida, deve ser selecionada a pasta “RBFKmeans” 

(Figura 36), para a determinação das coordenadas e larguras dos centros da rede RBF. 

    

Figura 36: Pasta RBFKmeans (treinamento de redes RBF com K-Médias)  

Para iniciar o algoritmo K-Médias, o usuário deve informar no campo “Number 

of Clusters” a quantidade de grupos que deseja criar na base de treinamento, onde cada 

grupo corresponde a um centro da rede RBF, e pressionar o botão “Execute Kmeans”. 

Então, a base de treinamento é dividida em grupos e os resultados são apresentados. 
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Na parte inferior esquerda da tela está a lista com a identificação do grupo de 

todos os objetos da base de treinamento. Mais à direita é apresentada uma tabela que 

contém as seguintes informações dos grupos: quantidade de registros, desvio padrão 

(que corresponde à largura do centro) e as coordenadas do centro. 

Após a verificação do resultado, o usuário deve pressionar o botão “Select 

Centers” para prosseguir com o treinamento. As informações dos centros serão 

transferidas para a pasta “InputRBF”, onde será realizada a segunda etapa do 

treinamento, que consiste na determinação dos pesos da camada de saída. A 

demonstração prática da segunda etapa do treinamento foi apresentada anteriormente no 

Capítulo 5.3.2. 

5.7 Definição da Topologia de Redes RBF com Algoritmos Genéticos 

5.7.1 Metodologia de Desenvolvimento 

O Algoritmo Genético empregado neste trabalho foi baseado no algoritmo 

desenvolvido por Barreto et al. [5] e possibilita a determinação da quantidade de centros 

mais indicada para a rede RBF, assim como suas coordenadas e larguras. 

O gene é formado por um vetor real, que representa as coordenadas de um 

centro e um valor real, que representa sua largura. Os cromossomos têm comprimento 

variável l e são, por isso, definidos como segue: 

}],c{},,c{},,c[{ 1111 ll

def

lc σσσ 
=  (35) 

Os operadores genéticos manipulam os valores de localização e largura dos 

centros diretamente. O pseudo-código do algoritmo está apresentado na Figura 37, a 

seguir: 
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Início
Inicializar população P (aleatoriamente)
Avaliar indivíduos da população P
Ordenar a população P de acordo com a aptidão
Repetir

Selecionar indivíduo(s) para reprodução (i1 e i2)

ip + 1 � recombinação (i1 e i2)

ip + 1 � mutação (ip + 1)

Avaliar indivíduo gerado (ip + 1)
Se ip + 1 é melhor que o pior elemento de P então

Inserir ip + 1 em P de acordo com o seu "ranking"
Até atingir critério de parada

Fim  

Figura 37: Pseudo-código do AG para topologia de redes RBF  

O algoritmo descrito é um steady-state [76], onde cada geração corresponde à 

uma avaliação de aptidão. Cada ação será detalhada adiante: 

Inicialização 

Stanley e Miikkulainen [69] propuseram uma abordagem diferente para a 

inicialização da população de algoritmos genéticos: ao invés de explorar todo o espaço 

de possíveis soluções, porque não iniciar com soluções simples que podem crescer à 

medida que ocorre o processo de evolução? 

Esta abordagem possui pelo menos três vantagens em relação à tradicional: (i) 

exploração inicial das topologias mais simples, direcionando a evolução para soluções 

minimalistas; (ii) redução do espaço de busca e, consequentemente, (iii) grande ganho 

de desempenho. 

Por isso, as redes são inicializadas com as topologias mais simples, ou seja, 

aquelas com o mínimo número de centros permitidos, de acordo com a escolha do 

usuário. Os centros são inseridos em um indivíduo através da mutação topológica, como 

apresentado adiante. 

Avaliação 

O algoritmo genético não é responsável pela determinação dos pesos da 

camada de saída. Assim como descrito no Capítulo 5.6, com a quantidade, localização e 
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largura dos centros fixada, o problema pode ser visto como uma regressão linear, e os 

pesos podem ser obtidos com a solução do sistema linear: DW ⋅Φ= −1 . 

Onde a matriz de interpolação Φ é função dos centros e dos vetores de treino 

pertencentes ao conjunto de dados, aplicados à entrada da rede. W e D correspondem, 

respectivamente, ao vetor de pesos lineares que se deseja determinar e ao vetor de 

respostas conhecidas para os vetores de treino. Para a inversão de Φ  é utilizado o 

algoritmo Decomposição de Valor Singular (Singular Value Decomposition - SVD). 

Portanto, para a avaliação de um indivíduo são necessárias as seguintes etapas: 

inicialmente os centros codificados no cromossomo são utilizados para calcular a matriz 

de interpolação Φ; em seguida, o SVD é utilizado para calcular os pesos da camada de 

saída; finalmente, com todos os parâmetros definidos para a rede RBF, é calculado o 

somatório do erro quadrático (SSE) para os dados de treinamento.  

Como o objetivo não é apenas minimizar o SSE para os dados de treinamento, 

mas também maximizar a capacidade de generalização da rede neural, o AG leva em 

consideração a complexidade das soluções candidatas, uma vez que se sabe que 

modelos superestimados podem levar a especialização [38, 56, 58]. 

A inicialização minimalista, abordada anteriormente, favorece a obtenção de 

soluções com boa capacidade de generalização. Além disso, parece uma boa idéia 

aplicar algum tipo de penalização para topologias complexas. 

Tanto o critério de Informação Baysiana (Bayesian Information Criteria - BIC) 

quanto o de Validação Cruzada Generalizada (Generalized Cross-Validation - GCV) 

foram testados no trabalho desenvolvido por Barreto et al. [5] e o segundo apresentou 

melhores resultados. Entretanto, mesmo utilizando este último, as topologias resultantes 

não foram tão simples quanto poderiam ser. Por isso, foi adotada uma abordagem 

diferente para o critério GCV, de modo a torná-lo mais conservativo. O GCV é dado por 

[56]: 

SSE
p

p
GCV 2)( γ−

=  (36) 
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Onde p é o número de vetores na base de treinamento e γ é uma medida da 

complexidade do modelo, sendo normalmente utilizada, γ = m (o número de centros da 

rede). Na abordagem utilizada, ao invés de considerar o número de centros da rede, é 

medido o número de centros que efetivamente trabalham no modelo. 

Se tratando de redes RBF, o melhor indicador para saber quanto um centro está 

contribuindo para a operação da rede é a sua largura. Para tornar esta observação mais 

clara, pode ser imaginado um centro com largura tão pequena que é ativado somente em 

resposta a um específico vetor de entrada, o que é uma propriedade indesejável. Neste 

sentido, pode ser considerado que se um centro que está efetivamente operando, resulta 

em penalização para a rede, outro que está respondendo somente em uma área mínima 

do espaço de entrada deveria resultar em uma penalização ainda maior. 

Por isso, o efetivo valor de γ é definido por: 

1
1 −++−= pa

p
pm

i
i

iγ  (37) 

Onde ia  é o número médio de vetores que estimulam os centros do i-ésimo 

indivíduo e pode ser calculado utilizando a sua matriz de interpolação Φ , que contém 

os valores de ativação dos centros para todos os vetores de treinamento. Quando 

pai = , GCV volta a sua forma original, isto é, γ = m. Mas, se ia  diminuir, γ aumenta, 

até atingir seu valor máximo (γ = p – 1) no ponto ia = 0. O valor máximo de γ foi 

definido como p – 1, ao invés de p, para evitar uma divisão por zero na equação (36). 

Uma vez que funções Gaussianas tendem assintoticamente para zero, é 

necessário definir um valor limite (t) abaixo do qual as respostas dos centros podem ser 

ignoradas. Com base em testes realizados, o valor de t=0.01 (1% do valor máximo de 

ativação) se mostrou satisfatório. 

Seleção 

O processo de seleção é baseado no ranqueamento, ou seja, os indivíduos são 

ranqueados de acordo com seus valores de aptidão e a probabilidade de seleção no 

sorteio é proporcional ao seu ranking. 
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Recombinação (Crossover) 

Uma das maiores dificuldades encontradas ao utilizar AG para configuração de 

redes neurais é o problema de convenções concorrentes [20, 67, 69]. Isto ocorre quando 

dois indivíduos distintos representam funcionalmente redes equivalentes (a troca de 

genes altera o genótipo, enquanto a troca dos centros não afeta o fenótipo). Como 

resultado, a configuração de uma operação de recombinação efetiva não é trivial. Neste 

trabalho uma operação de recombinação foi definida de um modo que é possível ajustar 

sua suscetibilidade ao problema de convenções concorrentes. 

 A recombinação funciona como segue. Depois da seleção, um dos pais 

(randomicamente escolhido) é copiado, gerando o descendente. 

Então, são calculadas as distâncias entre os centros do descendente e do outro 

pai, utilizando a equação Gaussiana de ativação dos centros da rede, com algumas 

substituições: 

)exp()( 2

2

ex

cc
c ij

ji

−
−=ϕ  (38) 

Onde ci é o i-ésimo centro do descendente e cj é o j-ésimo centro do seu pai. 

Para tornar a comparação das distâncias justa, todas as larguras são substituídas por um 

valor comum ex=σ . Os valores )( ji cϕ  na matriz de interpolação do descendente são 

interpretados como a probabilidade do centro ci ser combinado com o j-ésimo centro do 

seu pai. Como resultado, quanto mais próximos os centros dos descendentes são dos 

centros dos seus pais, maior é a chance de serem recombinados. O parâmetro ex pode 

controlar o rigor do processo. Pode ser visto como um modo de determinar o 

compromisso de exploração do AG. Quando ex assume um valor grande, virtualmente 

qualquer par de centros pode ser recombinado (maior exploração). Ao contrário, para 

pequenos valores para ex as chances de recombinar centros distantes são reduzidas, 

aliviando os problemas de convenções concorrentes. A melhor escolha resulta em 

valores entre os extremos. Nos testes realizados, ex não foi fixado. No início do 

processo, ele é tal que um centro cj que resulte em um valor 01.0)( =ji cϕ  possui a 

probabilidade de 0.1 para ser escolhido. Este valor diminui linearmente, atingindo 0.001 

na última geração. 
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Este processo é repetido para cada um dos centros cj do pai. Uma vez que o 

centro ci do descendente é escolhido, os vetores e correspondentes larguras σ são 

recombinados usando a recombinação BLX-α [24]. 

Mutação 

São utilizadas quatro abordagens para a operação de mutação, que podem ser 

classificadas como paramétricas ou topológicas. 

As mutações paramétricas são: (i) mutação de perturbação, na qual um 

pequeno ruído Gaussiano é acrescentado a um gene específico e (ii) mutação de 

substituição, que substitui um gene selecionado randomicamente por outro valor dentro 

dos limites possíveis.  

A mutação topológica inclui ou exclui centros de um indivíduo. Ambos iniciam 

com o mesmo processo: são calculadas as distâncias entre os centros de um indivíduo. 

Este processo é similar ao adotado para a recombinação e também afetado pelo 

parâmetro ex. Entretanto, ao invés de calcular as distâncias entre os centros de dois 

indivíduos distintos, as distâncias calculadas são entre os centros do mesmo indivíduo. 

Na mutação de divisão, o centro ci com a máxima distância média para os 

demais centros possui mais chances de ser dividido. 

Um novo centro cj = ci é gerado e então submetido à mutação de perturbação. 

As larguras de ambos os centros σj e σi são então substituídos pela metade do valor 

original σi novo= σj novo= (σi antigo / 2). 

Na mutação de fusão, quanto menor a distância entre dois centros, maior a 

probabilidade deles se fundirem, gerando um novo centro que é a média entre eles com 

uma largura que é igual à soma das larguras originais. 

A premissa por trás das mutações topológicas é que uma área de espaço de 

entrada que está esparsamente populada com centros deveria ter um maior número de 

centros e vice-versa. 

Inserção 
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 No AG steady-state utilizado, dois indivíduos são associados através da 

operação de recombinação gerando somente um descendente. Então, para a inserção dos 

descendentes criados na população, o pior indivíduo, ou seja, o indivíduo com maior 

GCV, é eliminado. Outra abordagem, sugerida em Barreto et al. [5], é a substituição dos 

indivíduos mais velhos na população. 

5.7.2 Demonstração Prática 

Inicialmente devem ser inseridas as informações sobre as bases de treinamento 

e teste na pasta “InputRBF”, como mencionado no Capítulo 5.3.2, em seguida, deve ser 

selecionada a pasta “RBFGA” (Figura 38), para a realização da primeira etapa do 

processo de treinamento, que consiste na determinação das coordenadas e larguras dos 

centros da rede RBF. 

 

Figura 38: Pasta RBFGA (treinamento de redes RBF com AG)  

As informações que devem ser fornecidas pelo usuário, estão divididas nos 

seguintes blocos: 

Algoritmo Genético: 

- Número de indivíduos: preencher com a quantidade de indivíduos da 

população. 
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- Número de gerações: preencher com a quantidade de gerações que serão 

utilizadas no algoritmo genético. Deve ser observado que, por ser um AG com evolução 

steady-state, cada geração corresponde à criação de um novo indivíduo, que pode 

substituir outro indivíduo da população de acordo com sua aptidão. 

- Probabilidade para recombinação: preencher com a probabilidade de 

ocorrência da operação de recombinação a cada geração; 

- Mutação Topológica: 

Probabilidade da mutação topológica: preencher com a probabilidade 

de ocorrência da mutação topológica que pode incluir e excluir centros na rede 

RBF, através dos processos de divisão e fusão dos centros existentes; 

Peso da divisão: preencher com a probabilidade de ocorrência da 

divisão em relação à fusão de centros, caso ocorra a mutação topológica; 

- Mutação Paramétrica (de Valor): 

Probabilidade da mutação paramétrica: preencher com a probabilidade 

de ocorrência da mutação paramétrica que altera as coordenadas e as larguras 

dos centros na rede RBF, através dos processos de perturbação ou substituição 

dos valores; 

Peso da perturbação: preencher com a probabilidade de ocorrência da 

perturbação em relação à substituição dos valores, caso ocorra a mutação 

paramétrica; 

Rede RBF: 

- Número de centros: preencher com os valores extremos de busca do 

algoritmo genético para a quantidade de centros. O usuário pode reduzir o espaço de 

busca permitido pela aplicação (entre 1 e 20 neurônios) facilitando a obtenção da 

configuração ideal; 

Após o preenchimento das informações, o botão “Execute GA” deve ser 

pressionado para executar o algoritmo. Ao final da execução, os indivíduos da última 

geração são apresentados em uma tabela na parte inferior da tela, como apresentado na 
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Figura 38. A tabela contém as seguintes informações: identificador do indivíduo, 

quantidade de centros, valor de aptidão, erro médio quadrático, soma do erro quadrático, 

coordenadas dos centros e larguras dos centros. 

O usuário deve preencher o campo “RBF ID” com o número identificador do 

indivíduo correspondente à configuração de RBF desejada e pressionar o botão “Select 

Centers” para prosseguir com o treinamento. As informações dos centros serão 

transferidas para a pasta “InputRBF”, onde será realizada a segunda etapa do 

treinamento, que consiste na determinação dos pesos entre a camada oculta e a camada 

de saída. A demonstração prática da segunda etapa do treinamento foi apresentada 

anteriormente no Capítulo 5.3.2. 

5.8 Otimização da Topologia de Redes RBF com Técnica de 

Visualização 

5.8.1 Metodologia de Desenvolvimento 

Vários algoritmos têm sido desenvolvidos para a determinação automática da 

estrutura de redes neurais. Em relação às redes RBF, podemos citar: algoritmo dos 

mínimos quadrados ortogonais (orthogonal least squares – OLS) [11], métodos 

construtivos [31, 57, 77] (onde a estrutura da rede é construída de forma incremental); 

métodos de poda [36, 45, 54] (onde uma estrutura inicial com grande número de centros 

é reduzida à medida que o algoritmo é executado) e métodos de otimização baseados em 

algoritmos genéticos [7, 14, 17, 46, 49, 50, 74]. 

Uma característica comum destes algoritmos é que eles praticamente excluem 

os usuários do processo de configuração das redes RBF, o que reduz a sua carga de 

trabalho, porém, impossibilita que manipulem facilmente o processo. Normalmente, os 

usuários definem os parâmetros antes da execução do algoritmo, esperam pelos 

resultados, avaliam os resultados e repetem todo o processo caso os resultados não 

sejam satisfatórios, o que é especialmente inconveniente para grandes bases de dados 

para as quais o ciclo iterativo é longo. 

 Neste trabalho, está sendo proposto o uso de uma técnica visual, chamada 

Coordenadas Estrela [41, 42, 51], que permite ao usuário um maior envolvido no 

processo de configuração das redes RBF, através de uma visualização interativa. 
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As Coordenadas Estrela permitem a representação visual da configuração da 

rede RBF, a partir dos resultados obtidos com os algoritmos normalmente utilizados e 

então, possibilita ao usuário uma participação interativa na avaliação e refinamento 

destas configurações. Esta metodologia está representada na Figura 39. 

 

Figura 39: Metodologia visual para configuração de redes RBF 

De forma resumida, a metodologia segue os seguintes passos: 

(1) – Definir as Coordenadas Estrela para os dados de treinamento da rede 

RBF; 

(2) – Definir as Coordenadas Estrela para os centros da rede RBF obtidos a 

partir de um algoritmo convencional; 

(3) – Criar visualização gráfica dos dados de treinamento e centros da rede para 

a análise do usuário; 

(4) – Possibilitar ao usuário a utilização de operações interativas que permitam 

realizar o refinamento da configuração da rede RBF; 

 (5) – Obter redes RBF com topologias otimizadas. 

Uma das vantagens das técnicas de visualização é suportar o usuário no melhor 

entendimento da distribuição dos dados de treinamento e centros, facilitando a procura 

por oportunidades de otimização da configuração da rede RBF. 
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As operações interativas permitidas pela aplicação incluem: editar a posição do 

centro, editar a sua largura, criar novos centros e excluir centros existentes. 

Todas estas vantagens tornam a técnica de visualização interativa muito 

atrativa. Entretanto, a possível sobreposição de pontos no gráfico é uma questão que 

precisa ser tratada. Para possibilitar a representação de dados multidimensionais em 

duas dimensões, as Coordenadas Estrela permitem que aconteça sobreposição das 

coordenadas dos eixos não ortogonais. Consequentemente, a localização de um ponto 

no espaço não identifica unicamente os seus valores em cada eixo de coordenada. 

Somente com a utilização de transformações dinâmicas interativas dos eixos como 

rotações e aumento de escala, os usuários podem ter um entendimento completo e 

preciso da distribuição dos dados, como descrito no Capítulo 2.9. 

5.8.2 Demonstração Prática 

Serão apresentadas, a seguir, as funcionalidades interativas da aplicação, 

utilizando a base de dados dos carros (Figura 40). Para esta demonstração, as variáveis 

categóricas foram transformadas em quantitativas com o objetivo de diminuir a 

quantidade de eixos do gráfico (como explicado anteriormente, a aplicação trata 

variáveis categóricas com k categorias como k variáveis binárias e, por isso, seria criado 

no gráfico um eixo para cada variável binária). 

 

Figura 40: Pasta “RBFStar” (configuração de redes RBF com Coordenadas Estrela) 
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Criação do Gráfico: 

Inicialmente, devem ser calculadas as coordenadas estrela dos dados da base de 

treinamento, o que é realizado pressionando o botão “Load Star Coordinates”. Em 

seguida, através do botão “Create Graph Star”, o gráfico pode ser criado, permitindo a 

visualização da distribuição dos dados, como mostrado na Figura 41. 

 

Figura 41: Gráfico Coordenadas Estrela (base de dados com 400 carros) 

As extremidades dos eixos são representadas por pontos, tendo ao lado o nome 

da respectiva variável. Os 400 carros da base de dados também são representados por 

pontos distribuídos no gráfico. 

Importando Resultados de Algoritmos: 

Para otimizar as configurações de redes RBF obtidas com os algoritmos 

disponibilizados pela aplicação, os resultados devem ser importados e representados no 

gráfico com a utilização do botão “Show Centers Position”. Os centros das redes RBF 

são representados por triângulos de diferentes cores e com diferentes legendas, como 

indicado na Figura 42. A distribuição dos centros da rede RBF atua como um guia para 

a redefinição da posição e largura dos centros. 
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  Figura 42: Representação de rede RBF com quatro centros 

Como descrito nos capítulos anteriores, a aplicação permite ao usuário a 

utilização de dois algoritmos para a determinação da configuração de redes RBF: o 

primeiro baseado no algoritmo de agrupamento K-Médias e o segundo baseado no 

método dos algoritmos genéticos. 

Identificação de Grupos de Dados 

No caso da configuração da rede a partir do algoritmo K-Médias, a aplicação 

permite ainda a visualização dos grupos criados, possibilitando ao usuário um melhor 

entendimento da distribuição dos dados. Os pontos na mesma cor, isto é, no mesmo 

grupo, deveriam estar agrupados dentro de uma mesma área. Os centros da rede RBF 

(representados por triângulos) devem estar aproximadamente centrados na região do 

grupo, considerando que o algoritmo seleciona um centro por grupo e a posição do 

centro corresponde ao centróide do grupo (ver Figura 43). 
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  Figura 43: Visualização de quatro grupos e seus centros 

Visualização da Área de Operação dos Centros 

Uma medida efetiva da complexidade da configuração de redes RBF é verificar 

o número de centros que estão efetivamente trabalhando no modelo, ao invés de contar 

apenas o número de centros, como descrito no Capítulo 5.7.1. Um centro que está 

respondendo somente em uma área mínima do espaço de dados de entrada deveria 

resultar em penalização para a configuração da rede RBF. 

Para possibilitar esta observação de forma clara, a aplicação permite ao usuário 

a identificação dos dados da base de treinamento que estimulam um determinado centro 

acima de um valor de ativação definido pelo usuário. 

Portanto, os usuários podem selecionar um centro específico digitando o 

número correspondente no campo “Center Number” e um valor mínimo de ativação 

(valor limite) para identificar os dados para os quais a resposta do centro selecionado é 

igual ou superior ao limite estabelecido, como indicado na Figura 44. 
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  Figura 44: Visualização da área de operação do grupo 4 

Edição da Posição dos Centros 

A alteração da posição dos centros é permita através de interação visual. Para 

editar a posição de um centro o usuário deve identificar o número do centro 

(apresentado no gráfico), selecionar um ponto no gráfico para representar a nova 

posição do centro e pressionar o botão “Edit Center Position”.  Então o centro assumirá 

os mesmos atributos e a mesma posição do dado selecionado, conforme apresentado na 

Figura 45. 

Esta abordagem permite a edição da posição dos centros com a restrição de que 

somente pontos referentes aos dados da base de treinamento podem representar uma 

nova posição para os centros. 
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Figura 45: Editando a posição do centro 1. (a) Posição original, (b) nova posição 

Inclusão e Exclusão de Centros 

Se for necessário eliminar um centro, o usuário identifica o número do centro e 

o exclui da rede RBF pressionando o botão “Delete Center”. Esta operação pode ser 

aplicada, por exemplo, para realizar a fusão de dois centros próximos. Esta fusão 

diminui o número de centros da rede RBF e, consequentemente, reduz sua 

complexidade. 

Para criar um novo centro na rede é necessário selecionar um ponto no gráfico, 

que irá representar a posição deste novo centro e especificar um valor para a sua largura. 

Em seguida, basta pressionar o botão “Create Center”. Por exemplo, na Figura 46 os 

centros 6 e 7 foram introduzidos. 

 

(a) (b) 
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Figura 46: Criação de dois centros. (a) Centros originais, (b) inclusão dos centros 6 e 7. 

Assim como no caso da edição de posição dos centros, a localização de novos 

centros está restrita a posição dos pontos da base de treinamento. 

5.8.3 Resultado Experimental 

Será apresentado neste capítulo um exemplo de otimização visual da 

configuração de redes RBF para demonstrar a praticidade e eficiência da metodologia. 

O objetivo não é encontrar a configuração ideal, mas apresentar uma demonstração dos 

recursos visuais. 

Será utilizada a mesma base de dados (carros) e a rede foi treinada para a 

predição do consumo dos carros (mpg – miles per gallon), baseada nos seguintes 

atributos: cilindros (cylinders), ano do modelo (model year), potência (horsepower), 

origem (origin), aceleração (acceleration), peso (weight) e deslocamento 

(displacement). A variável “nome” não foi utilizada. 

A aplicação permite ao usuário a utilização de dois algoritmos para 

configuração de redes RBF, um baseado no algoritmo K-Médias e outro baseado nos 

algoritmos genéticos. Em geral, os algoritmos genéticos produzem redes RBF mais 

precisas, porém, a fim de melhor explorar os recursos da aplicação, será refinada uma 

rede RBF configurada a partir do algoritmo K-Médias. 

 Como descrito no Capítulo 5.6, este algoritmo realiza o treinamento das redes 

RBF em duas etapas: na primeira, a localização e largura dos centros são obtidas com o 

(a) (b) 
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método de agrupamento K-Médias, na segunda, os pesos da camada de saída são 

obtidos utilizando a resolução de um sistema de equações lineares. O algoritmo 

seleciona um centro por grupo e o número de grupos (ou centros) é definido pelo 

usuário. Nesta demonstração foi selecionada uma quantidade de oito centros para a rede 

RBF. A posição dos centros é determinada pelo centróide dos grupos e as larguras dos 

centros são calculadas a partir do desvio padrão dos centros. A Tabela 2 apresenta a 

largura e as coordenadas originais para os oito centros. 

  Coordenadas 
Centro Largura (σσσσ) cylind. model_yr hp origin accel. weight displac. 

1 0.253 0.210 0.774 0.330 0.181 0.509 0.231 0.134 

2 0.182 0.200 0.268 0.344 0.366 0.522 0.202 0.104 

3 0.214 0.609 0.636 0.443 0.033 0.531 0.485 0.401 

4 0.200 0.600 0.199 0.412 0.000 0.471 0.415 0.410 

5 0.387 1.000 0.162 0.818 0.000 0.261 0.849 0.836 

6 0.323 0.213 0.582 0.346 1.000 0.497 0.167 0.084 

7 0.343 1.000 0.148 0.679 0.000 0.250 0.637 0.696 

8 0.302 1.000 0.621 0.619 0.000 0.344 0.677 0.654 
 

Tabela 2: Largura e coordenadas originais dos oito centros obtidos com K-Médias. 

Inicialmente, o gráfico Coordenadas Estrela é criado com a representação dos 

dados da base de treinamento, em seguida, os oito centros da rede RBF são importados 

para a visualização. Os diferentes grupos são visualizados em diferentes cores e as 

posições dos centros são representadas por triângulos (Figura 47). 
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Figura 47: Visualização da configuração original obtida com K-Médias. 

A qualidade da rede RBF será avaliada considerando o erro médio quadrático 

(Mean Squared Error – MSE), que é a diferença quadrática entre o resultado real e o 

resultado previsto pela rede, e o erro absoluto relativo (Absolute Relative Error - ARE), 

que é o valor absoluto de [(resultado real - resultado previsto) / resultado real]. ARE 

expresso em termos de porcentagem, mostra o erro médio de predição, relativo ao 

resultado real. Os valores originais para o algoritmo são: MSE=20.6 e ARE=17.4%. 

Serão considerados como referência de erros aceitáveis, os valores obtidos com 

uma rede MLP treinada exaustivamente para o mesmo problema (mais de 9000 ciclos 

de treinamento), possuindo oito neurônios na camada oculta. Os valores de referência 

são MSE = 7.1 e ARE = 7.4%. 

As operações de refinamento dos resultados do algoritmo foram realizadas 

seguindo as seguintes etapas: 

1ª Etapa: As larguras dos centros são conhecidas como uma das principais 

fontes de mal-condicionamento no treinamento de redes RBF, uma vez que controlam a 

transição entre os neurônios e, por isso, a qualidade dos resultados da rede. Grandes 

valores de larguras são desejáveis para uma melhor capacidade de generalização, 

entretanto, a localidade da aproximação é também importante. O sistema permite ao 
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usuário a alteração da largura de cada centro. Aumentando a largura de todos os centros 

para 0.700, por exemplo, os erros são alterados para MSE=12.2 e ARE=11.5%. 

2ª Etapa: Na visualização do resultado original do algoritmo (Figura 50), 

podem ser observadas concentrações distintas de centros em diferentes áreas. Então, 

decidiu-se utilizar as operações de edição dos centros para obter uma distribuição mais 

uniforme dos mesmos. Editando a posição do Centro 7, como mostrado na Figura 48, os 

erros são alterados para MSE=11.6 e ARE=10.9%. 

 

Figura 48: Edição da posição do centro 7. 

3ª Etapa: Duas outras operações foram aplicadas para a obtenção de uma 

distribuição uniforme para os centros. Criando dois centros (centro 9 e 10) e editando a 

posição dos centros 1 e 2 (Figura 49) os valores dos erros caem para MSE=9.9 e 

ARE=9.0%.  
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Figura 49: Criação dos centros 9 e 10 e edição da posição dos centros 1 e 2. 

Depois das alterações, pode ser constatada uma redução significativa no erro 

médio quadrático (MSE) e no erro absoluto relativo (ARE), como apresentado na Figura 

50. Consequentemente, este exemplo demonstra que os usuários podem melhorar a 

qualidade das redes RBF através da edição dos centros. 

Erro Absoluto Relativo

0.0%

5.0%

10.0%

15.0%

20.0%

Original 1a Etapa 2a Etapa 3a Etapa Referência

 

Figura 50: Redução do erro absoluto relativo.  
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5.9 Extração de Regras de Redes Neurais 

5.9.1 Metodologia de Desenvolvimento 

A aplicação desenvolvida neste trabalho utiliza um novo algoritmo para a 

extração de regras de redes neurais treinadas em aplicações de classificação de dados, 

proposto por Elalfi et al. [23]. Este algoritmo é baseado nos algoritmos genéticos e pode 

ser classificado como: proposicional (extrai regras na forma if... then... else) e 

pedagógico (utiliza a RNA para a geração de exemplos). 

Outra característica é que as variáveis utilizadas no modelo precisam ser 

categóricas. Por isso, variáveis quantitativas precisam ser categorizadas em intervalos 

antes da criação do modelo. 

Supondo que uma rede neural utilize um grupo de dados de treinamento com N 

atributos. Cada atributo, An (n = 1, 2 ,…,N), pode ser codificado em uma sequência de 

números binários {x1...xi...xmn}, onde mn é igual ao número de possíveis valores para o 

atributo An. Neste caso, o elemento xi é igual a 1 se ele corresponde ao valor do seu 

atributo, enquanto todos os outros elementos possuem valor 0. Por exemplo: o atributo 

“temperatura” pode ser representado pela sequência {x1, x2, x3}, onde x1 é um número 

binário que corresponde ao valor “frio”, x2 a “ameno” e x3 a “quente”. Para representar 

o valor frio, a sua sequência será {1, 0, 0}, para ameno {0, 1, 0} e quente {0, 0, 1}. 

A união das seqüências binárias de todos os atributos, cria vetores binários de 

tamanho fixo que representam os dados de entrada da rede neural, chamados “vetores de 

entrada”. Para que a camada de entrada da rede neural possua um número de neurônios 

I, igual ao número de componentes dos vetores de entrada, este deve ser igual a:  

�
=

=
N

n
nmI

1
 (39) 

Os vetores de entrada são representados por: 

mIim xxxX }......{ 1=  (40) 
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onde m = (1, 2,...,M) e M corresponde ao número total de dados de entrada na rede 

neural. 

Para representar os dados de saída da rede neural, ou seja, as classes dos dados 

de entrada (vale lembrar que o algoritmo é utilizado em modelos de “classificação” de 

dados), também são utilizados vetores binários de tamanho fixo, chamados de “vetores 

de saída” e representados por: 

}......{ 1 KkkC ψψψ=  (41) 

onde K é igual ao número total de classes. Se um vetor de saída pertence a Classe k, 

então o elemento ψ �k é igual a 1 enquanto todos os outros elementos do vetor são 0. Para 

que o número de neurônios da camada de saída da rede neural seja igual ao número de 

componentes dos vetores de saída, este deve ser igual a K. 

Redes MLP 

A estrutura de uma rede MLP, com as quantidades de neurônios nas camadas 

de entrada e saída que suportam os vetores de entrada e saída, está apresentada na 

Figura 51. 
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Figura 51: Estrutura de RNA adaptada para vetores de entrada e saída  
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Após realizar o treinamento da RNA, dois grupos de pesos são obtidos. O 

primeiro grupo, (WG1)i,j, inclui os pesos entre os neurônios de entrada i e os neurônios 

da camada oculta j. O segundo grupo, (WG2)j,k, inclui os pesos entre os neurônios da 

camada oculta j e os neurônios da camada de saída k. 

O valor total de entrada do j-ésimo neurônio oculto, IHNj, é igual a:  

�
=

=
I

i
jiij WGxIHN

1
,)1(  (42) 

Conforme mencionado no Capítulo 3, a função de ativação utilizada neste 

trabalho para redes MLP é a função logística, portanto, o valor de saída do j-ésimo 

neurônio oculto, OHNj, corresponde a: 
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(43) 

O valor total de entrada do k-ésimo neurônio de saída, IONk, é igual a:  
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Logo, o valor final do k-ésimo neurônio de saída, ψ k, corresponde a: 
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A função ψ�k = f (xi, (WG1)i,j, (WG2)j,k) é exponencial em xi, uma vez que 

(WG1)i,j e (WG2)j,k são constantes, e seu valor máximo é igual a 1.    
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Definição: Um vetor de entrada, Xm, pertence a uma Classe k se ψ k = 1 e todos 

os outros elementos pertencentes a Cm são iguais a 0. 

Consequentemente, para extrair as relações (regras) entre os atributos, 

referentes a uma Classe k, devem ser encontrados os vetores de entrada, Xm, que 

maximizam a função ψ k. Este problema de otimização pode ser assim descrito: 

Maximização da função: 
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Considerando que xi são valores binários e a função ψ k (xi) não é linear, o 

algoritmo genético (AG) pode ser utilizado na resolução deste problema. 

Além de avaliar a precisão das regras, também é necessário se avaliar a 

complexidade das regras. Regras com grande quantidade de condições (complexas) 

devem ser penalizadas em comparação com regras mais simples. Para o favorecimento 

das regras mais simples, a quantidade de condições das regras também é considera na 

função de aptidão do Algoritmo Genético utilizado na resolução deste problema. 

Redes RBF 

O procedimento é similar para redes RBF. Após realizar o treinamento da rede, 

é obtido o grupo de coordenadas dos centros e o grupo de pesos da camada de saída. O 

primeiro grupo, (CC)i,j, inclui as coordenadas i para os centros j. O segundo grupo, 

(WG)j,k, inclui os pesos entre os centros j e os neurônios da camada de saída k. 

O valor total de entrada do j-ésimo centro, ICj, é igual a:  
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Conforme mencionado no Capítulo 4, a função de ativação utilizada neste 

trabalho para redes RBF é a função Gaussiana, portanto, o valor de saída do j-ésimo 

centro, OCj, corresponde a: 
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O valor total de entrada do k-ésimo neurônio de saída, IONk, é igual a:  
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Logo, o valor final do k-ésimo neurônio de saída, ψ k, corresponde a: 
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Uma vez que (CC)i,j e (WG)j,k são constantes, a função ψ k = f (xi, (CC)i,j, 

(WG)j,k) varia de acordo com xi e o Algoritmo Genético (AG) busca a maximização da 

função ψ k (xi). A diferença em relação às redes MLP é que ψ k (xi) não possui o valor 

máximo igual a 1, podendo assumir valores fora do intervalo [0,1]. 
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Decodificação das Regras 

Para extrair as regras de uma classe, os melhores cromossomos devem ser 

decodificados, como segue: 
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1) Os cromossomos devem ser divididos em N segmentos, onde cada segmento 

representa um atributo, An (n = 1, 2, ...,N), e possui mn genes que representam seus 

possíveis valores; 

2) Os valores do atributo existem se o valor do seu respectivo gene for igual a 1 

e não existem se for igual a 0; 

3) Os termos “OU” e “E” são utilizados para descrever os valores existentes 

para um mesmo atributo e valores para diferentes atributos, respectivamente; 

4) Após o levantamento de todas as regras, deve ser realizado o refinamento e 

eliminação dos atributos redundantes. 

Por exemplo: supondo que o melhor cromossomo, P(i) ,referente à Classe A 

(cromossomo com maior valor de aptidão ψ A) seja igual a “1100111”, onde seus genes 

correspondem aos seguintes atributos e valores: 

Atributo 
Temperatura Umidade Vento 

Cromossomo 

qu
en

te
 

am
en

o 

fri
o 

al
ta

 

no
rm

al
 

fo
rte

 

fra
co

 
P(i) 1 1 0 0 1 1 1 

Tabela 3: Cromossomo P(i) 

A regra representada pelo cromossomo P(i), é assim decodificada: Será Classe 

A se temperatura = quente “OU” amena “E” umidade = normal. O atributo vento foi 

eliminado pois é redundante, ou seja, o vento pode ser forte ou fraco. 

A Figura 52 demonstra, de forma resumida, as etapas do AG utilizado na 

extração de regras das redes neurais: 
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Figura 52: AG utilizado na obtenção de regras de RNA 

5.9.2 Demonstração Prática 

Nesta demonstração prática, serão extraídas as regras de um modelo que 

determina o continente de origem dos carros (América, Ásia e Europa), com base nas 

seguintes características: potência (hp), consumo (mpg), aceleração (accel) e peso 

(weight). Como a metodologia de extração de regras é voltada para modelos de 

classificação de dados com variáveis de entrada categóricas, antes da criação do modelo 

foi realizada a discretização das variáveis contínuas. As variáveis foram discretizadas 

nas seguintes classes: 

- Potência: [0, 100)  ,  [100, 150)  ,  [150, 200)  e  [200, �) ; 

- Consumo: [0, 15)  ,  [15, 20)  ,  [20, 25)  e  [25, �); 

- Aceleração: [0, 12)  ,  [12, 16)  ,  [16, 20)  e  [20, �); 
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- Peso: [0, 2500)  ,  [2500, 3000)  ,  [3000, 3500)  e  [3500, �) 

Para a utilização dos algoritmos genéticos na extração de regras de redes 

neurais deve ser selecionada a pasta “GARules”, apresentada na Figura 53. 

 

Figura 53: Pasta GARules (extração de regras de redes neurais com AG)  

As informações que devem ser fornecidas pelo usuário estão divididas nos 

seguintes blocos: 

Informações das Regras: 

- Seleção da Classe: selecionar para qual classe da variável de saída se deseja 

extrair as regras do modelo; 

- Precisão Mínima: selecionar a precisão mínima permitida para as regras. A 

precisão pode ser entendida como a nota que o modelo atribui a uma regra, variando de 

0 a 1. Quanto mais próximo de 1, melhor a regra. Serve como filtro para eliminar do 

resultado final as regras que não atingiram a nota mínima estabelecida. 

- Máximo Número de Condições: selecionar a quantidade máxima de 

condições permitida para as regras. As regras podem conter de 1 a k condições, onde k é 

igual ao número de variáveis de entrada do modelo. Serve para restringir o número de 
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regras no resultado final, eliminando as mais complexas, ou seja, as regras com maior 

quantidade de condições.  

Informações do Algoritmo Genético: 

- Número de gerações: preencher com a quantidade de gerações que serão 

utilizadas no algoritmo genético. O AG possui evolução geracional, ou seja, a cada 

geração toda a população é substituída; 

- Número de indivíduos: preencher com a quantidade de indivíduos que devem 

formar a população; 

- Elitismo de Indivíduos: preencher com a quantidade de indivíduos que serão 

transferidos diretamente para a próxima geração, sem passar pelo sorteio e operadores 

genéticos. Serão transferidos os n melhores indivíduos, onde n é o valor definido pelo 

usuário; 

- Probabilidade para recombinação: preencher com a probabilidade de 

ocorrência da operação de recombinação a cada geração; 

- Probabilidade para mutação: preencher com a probabilidade de ocorrência 

da operação de mutação a cada geração. 

Após o preenchimento das informações, o botão “Execute GA” deve ser 

pressionado para executar o algoritmo. Ao final da execução, os resultados são 

apresentados na parte inferior da tela, conforme ilustrado na Figura 56. Para cada regra, 

é informado: o cromossomo correspondente, o valor de aptidão, a quantidade de 

condições e os dados da base de treinamento que são cobertos pela regra. 

Para a visualização das regras na forma “if... then... else”, o usuário deve 

selecionar uma ou mais regras, marcando um “x” ao lado da(s) regra(s) deseja(s) e 

pressionar o botão “Execute Analysis” (Figura 57). No bloco “Rules Analysis” serão 

apresentadas as seguintes informações para o grupo de regras selecionadas: 

- Total de Regras: quantidade de regras selecionadas para análise; 

- Dados Cobertos: quantidade de dados da base de treinamento cobertos pelas 

regras; 
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 - Dados da Classe: quantidade de dados da base de treinamento que 

pertencem à classe para a qual estão sendo extraídas as regras. 

Além destas informações, é apresentada uma caixa de texto com as regras 

selecionadas escritas na forma “if... then... else”, como mostrado na Figura 54. 

 

Figura 54: Pasta GARules (apresentação das regras) 
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6 Análise de Desempenho 

Neste capítulo serão apresentados alguns testes realizados com as 

funcionalidades descritas anteriormente para que se tenha uma percepção do 

desempenho do ambiente de mineração de dados desenvolvido neste trabalho. 

Serão utilizadas três bases de dados na realização destes testes: “Plantas Íris”, 

com 150 objetos e 4 variáveis, “Carros”, com 400 objetos e 9 variáveis, e “Clientes 

Churn” ,com 5000 objetos e 21 variáveis. Estas bases de dados são fornecidas pelo 

grupo de machine learning da Universidade da Califórnia, através do site: 

http://www.ics.uci.edu/~mlearn/databases. 

As características do hardware utilizado nos ensaios são: 

- Memória RAM: 256 Mb; 

- Processador: Pentium III com velocidade de 850 MHz. 

Serão descritos, a seguir, os tempos de execução das funcionalidades 

disponibilizadas pela aplicação, considerando cada uma das bases de dados citadas. 

6.1 Banco de Dados “Plantas Íris” 

O banco de dados “Plantas Íris” contém 150 objetos e 4 variáveis. Os objetos 

são plantas e as variáveis são: comprimento e largura de sépalas e comprimento e 

largura de pétalas. As plantas estão divididas em três classes com 50 objetos cada: Íris 

Setosa, Íris Versicolour e Íris Virginica. 

 Serão criados modelos de classificação para definir a classe da planta de 

acordo com suas dimensões de sépalas e pétalas. Na realização destes ensaios todos os 

dados serão utilizados como base de treinamento, ou seja, não será selecionada uma 

parte dos dados para formar a base de teste.    

6.1.1 Redes MLP 

 

Atividade: Criação de modelo de classificação 

Características: 500 épocas; uma camada oculta com 5 neurônios; ajuste sequencial 



 

 112 

dos pesos. 

Tempo: 23 segundos. 

 

Atividade: AG para Definição da Topologia da MLP 

Características: 100 indivíduos; 100 gerações (steady state - cada geração corresponde 

à avaliação de um novo indivíduo); 100 épocas para treinamento de cada indivíduo; 50 

dados na base de validação (cópia dos últimos 50 dados de treinamento). 

Tempo: 15 minutos e 21 segundos. 

 

6.1.2 Redes RBF 

 

Atividade: Criação de Modelo de Classificação - 1a Etapa do Treinamento (K-

Médias) 

Características: 5 grupos. 

Tempo: 1 segundo. 

 

Atividade: Criação de Modelo de Classificação - 1a Etapa do Treinamento (AG) 

Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

a avaliação de um novo indivíduo). 

Tempo: 42 segundos. 

 

Atividade: Criação de Modelo de Classificação - 2a Etapa do Treinamento 

(Resolução de Sistema de Equações Lineares) 

Tempo: 1 segundo. 
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Atividade: Utilização das Coordenadas Estrela (Cálculo das Coordenadas Estrela 

para Base de Dados; Criação do Gráfico; Importação dos centros da rede RBF; 

Edição da Posição do Centro; Criação e Exclusão de Centro; Visualização da Área 

de Operação do Centro) 

Tempo: Todas as atividades referentes à utilização de Coordenadas Estrela duram 

menos de 1 segundo. 

 

6.1.3 Demais Funcionalidades 

 

Atividade: AG para Extração de Regras do Modelo 

Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

a avaliação de um novo indivíduo). 

Obs.: Uma vez que esta funcionalidade é permita somente para variáveis qualitativas 

(categóricas), foi necessária uma atividade preliminar de discretização das variáveis 

contínuas. 

Tempo: 20 segundos. 

 

Atividade: Utilização do Modelo para a Classificação de Dados 

Características: classificação de 200 dados a partir da utilização do modelo. 

Tempo: 1 segundo. 

 

Atividade: Criação do Lift Chart 

Características: criação do gráfico Lift Chart para uma determinada categoria. 
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Tempo: 1 segundo. 

 

6.2 Banco de Dados “Carros” 

O banco de dados “Carros” contém 400 objetos e 9 variáveis, conforme 

descrito anteriormente. Serão criados modelos de predição para determinar o consumo 

do carro de acordo com base em 5 (cinco) características: cilindros, potência, 

aceleração, peso e deslocamento do motor. Na realização destes ensaios todos os 400 

dados serão utilizados como base de treinamento, ou seja, não será selecionada uma 

parte dos dados para formar a base de teste.    

6.2.1 Redes MLP 

 

Atividade: Criação de Modelo de Predição 

Características: 500 épocas; uma camada oculta com 5 neurônios; ajuste sequencial 

dos pesos. 

Tempo: 46 segundos. 

 

Atividade: AG para Definição da Topologia da MLP 

Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

à avaliação de um novo indivíduo); 100 épocas para treinamento de cada indivíduo; 50 

dados na base de validação (cópia dos últimos 50 dados de treinamento). 

Tempo: 35 minutos e 30 segundos. 

 

6.2.2 Redes RBF 

 

Atividade: Criação de Modelo de Predição - 1a Etapa do Treinamento (K-Médias) 
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Características: 5 grupos. 

Tempo: 1 segundo. 

 

Atividade: Criação de Modelo de Predição - 1a Etapa do Treinamento (AG) 

Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

à avaliação de um novo indivíduo). 

Tempo: 1 minuto e 8 segundos. 

 

Atividade: Criação de Modelo de Predição - 2a Etapa do Treinamento (Resolução 

de Sistema de Equações Lineares) 

Tempo: 1 segundo. 

 

Atividade: Utilização das Coordenadas Estrela (Cálculo das Coordenadas Estrela 

para Base de Dados; Criação do Gráfico; Importação dos centros da rede RBF; 

Edição da Posição do Centro; Criação e Exclusão de Centro; Visualização da Área 

de Operação do Centro). 

Tempo: Todas as atividades referentes à utilização de Coordenadas Estrela duram 

menos de 1 segundo. 

 

6.2.3 Demais Funcionalidades 

 

Atividade: Utilização do Modelo para a Predição de Dados 

Características: classificação de 200 dados a partir da utilização do modelo. 

Tempo: 1 segundo. 
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6.3 Banco de Dados “Clientes Churn” 

O banco de dados “Clientes Churn” contém 5000 objetos e 21 variáveis. Os 

objetos são formados por dados de clientes de uma empresa de telecomunicações. Um 

cliente é considerado um “churn” quando ele cancela serviços da empresa ou reduz 

consideravelmente a sua utilização. A importância em caracterizar este grupo de clientes 

é possibilitar a identificação antecipada de clientes que comecem a apresentar 

características similares. Deste modo, podem ser tomadas medidas, como o 

oferecimento de novos produtos e de promoções, para tentar reter esses clientes. Nesta 

base de dados os clientes “churn” estão identificados previamente através de uma das 

variáveis. As demais variáveis estão relacionadas, principalmente, à quantidade de 

serviços e ao volume de utilização dos clientes, como por exemplo: participação no 

plano de correio de voz, participação no plano internacional, valor total da conta, total 

de chamadas para o serviço de atendimento ao cliente, valor das chamadas 

internacionais e valor das chamadas noturnas. 

 Serão criados modelos de classificação para definir se um cliente é churn com 

base em 18 características de utilização dos serviços (duas variáveis foram excluídas: 

“número do telefone do cliente” e “Estado onde reside o cliente”). Na realização destes 

ensaios todos os 5000 registros serão utilizados como base de treinamento, ou seja, não 

será selecionada uma parte dos dados para formar a base de teste. 

6.3.1 Redes MLP 

 

Atividade: Criação de Modelo de Classificação 

Características: 500 épocas; uma camada oculta com 5 neurônios; ajuste sequencial 

dos pesos. 

Tempo: 26 minutos e 22 segundos. 

 

Atividade: AG para Definição da Topologia da MLP 
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Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

à avaliação de um novo indivíduo); 100 épocas para treinamento de cada indivíduo; 50 

dados na base de validação (cópia dos últimos 50 dados de treinamento). 

Tempo: 19 horas e 45 minutos. 

 

6.3.2 Redes RBF 

 

Atividade: Criação de Modelo de Classificação - 1a Etapa do Treinamento (K-

Médias) 

Características: 5 grupos. 

Tempo: 15 segundos. 

 

Atividade: Criação de Modelo de Classificação - 1a Etapa do Treinamento (AG) 

Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

a avaliação de um novo indivíduo). 

Tempo: 24 minutos e 10 segundos. 

 

Atividade: Criação de Modelo de Classificação - 2a Etapa do Treinamento 

(Resolução de Sistema de Equações Lineares) 

Tempo: 14 segundos. 

 

Atividade: Utilização das Coordenadas Estrela (Cálculo das Coordenadas Estrela 

para Base de Dados; Criação do Gráfico; Importação dos centros da rede RBF; 

Edição da Posição do Centro; Criação e Exclusão de Centro; Visualização da Área 

de Operação do Centro). 
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Tempo: Todas as atividades referentes à utilização de Coordenadas Estrela duram 

menos de 1 segundo. 

 

6.3.3 Demais Funcionalidades 

 

Atividade: AG para Extração de Regras do Modelo 

Características: 100 indivíduos; 100 gerações (steady-state - cada geração corresponde 

a avaliação de um novo indivíduo). 

Obs.: Uma vez que esta funcionalidade é permitida somente para variáveis qualitativas 

(categóricas), foi necessária uma atividade preliminar de discretização das variáveis 

contínuas. 

Tempo: 33 segundos. 

 

Atividade: Utilização do Modelo para a Classificação de Dados 

Características: classificação de 200 dados a partir da utilização do modelo. 

Tempo: 1 segundo. 

 

Atividade: Criação do Lift Chart 

Características: criação do gráfico Lift Chart para uma determinada categoria. 

Tempo: 1 segundo. 
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7 Conclusão 

A implementação de um ambiente de mineração de dados que utiliza duas 

classes de rede neurais, Multi Layer Perceptron (MLP) e Radial Basis Function (RBF), 

em problemas de classificação e predição de dados, otimizadas pela associação com 

Algoritmos Genéticos e técnica de visualização, foi o objetivo e contribuição deste 

trabalho. 

Alguns diferenciais podem ser destacados em relação aos demais ambientes 

existentes atualmente: 

- Maior participação do usuário no processo de criação do modelo, com a 

utilização de Algoritmos Genéticos para definir a topologia da rede (sem a utilização de 

métodos heurísticos); 

- Disponibilização de Algoritmos Genéticos para a extração das regras contidas 

nos modelos das redes neurais; 

- Utilização de plataforma extremamente prática e amplamente utilizada, o MS 

Excel, permitindo: combinação com funcionalidades nativas do MS Excel, rápida 

adaptação ao uso e poucos requisitos de hardware e software; 

- Metodologia inovadora, com base em técnica de visualização de dados 

multidimensionais, para análise e refinamento de topologia de redes RBF. 

O método dos Algoritmos Genéticos mostrou-se eficaz na redução das 

limitações de uso das Redes Neurais, relacionadas à definição da sua topologia e 

extração das regras contidas nos seus modelos. O que foi comprovado tanto para as 

Redes MLP (Multi Layer Perceptron) quanto para as redes RBF (Radial Basis 

Function).  

A disponibilização de dois tipos de Redes Neurais (MLP e RBF) é uma 

importante característica da aplicação, pois possibilita ao usuário a avaliação e seleção 

do modelo que melhor se adapta às características específicas do problema que está 

sendo tratado.  
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As análises experimentais demonstraram a eficiência e a potencialidade da 

metodologia que utiliza a técnica de visualização Coordenadas Estrela na otimização da 

configuração de redes RBF. A análise visual da distribuição dos centros da rede, 

associada à utilização de funcionalidades interativas que possibilitam alterações nos 

centros de forma rápida e prática, permite a adoção de uma nova abordagem na análise e 

definição da topologia das redes RBF. 

As análises de desempenho da aplicação apresentaram bons resultados, 

comprovando a sua aplicabilidade para bases de dados de pequeno e médio porte, 

entretanto, devido aos limites de capacidade do ambiente MS Excel, grandes bases de 

dados não são permitidas. A quantidade máxima de registros é igual a 65000, que 

corresponde à quantidade de linhas de uma planilha. Para bases de dados maiores do 

que este limite, é sugerida a utilização de amostras. Em relação à quantidade de 

variáveis o limite máximo permitido é igual a 50. Será necessária a utilização de 

técnicas de redução linear de dimensionalidade, como a Análise de Componentes 

Principais [10, 51] para bases com quantidade de variáveis acima deste valor. 

A Análise de Componentes Principais, assim como outras atividades de pré-

processamento de dados, foram tratadas na tese de mestrado, com a criação da aplicação 

StarCluster. O StarCluster foi desenvolvido no mesmo ambiente (MS Excel), podendo 

ser considerado como um primeiro módulo para a solução completa. 

Como sugestão para trabalhos futuros, entende-se que um desenvolvimento 

importante diz respeito ao aperfeiçoamento do ambiente. Nesse sentido, existem alguns 

trabalhos interessantes como: 

a) Implantar outras arquiteturas de redes neurais, como as redes com 

retroalimentação; 

b) Implantar o processo de validação cruzada no Algoritmo Genético que 

realiza a definição da topologia de redes MLP, permitindo a otimização de uso dos 

dados no treinamento das redes; 

c) Implantar o processo de seleção de variáveis (features selection) a fim de 

melhorar a performance do Algoritmo Genético que realiza a definição da topologia de 

redes MLP; 
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d) Analisar implantação do método dos Algoritmos Genéticos no treinamento 

de redes MLP; 

e) Analisar a inclusão da abrangência da regra (total de dados da base de 

treinamento cobertos pela regra) na função de aptidão do Algoritmo Genético 

responsável pela extração de regras das redes neurais. 
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