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CAPITULO 1
INTRODUCAO

A principd razédo da importancia que a comunidade cientifica, associada a
indUgtria da informacdo, tem dado nos Ultimos anos aos processos de mineracdo de
dados, é a crescente disponibilidade de grandes quantidades de dados e a necessidade,
também crescente, de transforma-los em informacbes Utels e em conhecimento, que
possam representar  vantagens competitivas. As &eas de aplicacdo véo do
gerenciamento de negocios a exploragdo cientifica, passando por controle da producéo,

andlise de mercado, projetos de engenharia, etc.

A mineracéo de dados pode ser vista como um resultado da evolucdo natural da
tecnologia da informagéo: coleta de dados e criacéo de base de dados, gerenciamento de
dados (incluindo o armazenamento e a recuperacdo de dados), e andise de dados e
extracdo de conhecimento (mineracdo de dados). Cada uma dessas etapas do processo
evolutivo da tecnologia da informacdo funciona como um prérequisto para a etapa

Seguinte.

O uso de fuzzy queries em mineracd de dados tem sido citado em aguns
trabalhos mas de uma forma ndo explicita quanto ao seu uso (GALINDO et al., 19983,
GALINDO et al., 1998b), ou de uma forma em que 0 mesmo é quase totamente
dependente do usuario (COX, 1995, BOSC, 1992, CHEN, 1998, GAZZOTTI et al.,
1995, MAIA, 1997). Ha também ferramentas comerciais de utilizacdo de fuzzy queries
(por exemplo, FuzzyQuery da Sondysts, Inc.), em que a construcdo das queries é tarefa
gue depende Prtemente do conhecimento que o0 usuario tem da aplicacéo, da estrutura
e do contelido da Base de Dados (BD) e da teoria de logica fuzzy, o que acaba por
desetimular 0 seu uso. No ste (hitp:/fuzzy.sonaystscom/fuzzyquery.htm) desta

ferramenta € dito cdaramente “not quite data mining, but much more than data
retrieva...”.(*nd0 exatamente como mineracdo de dados mas muito mas do que
recuperacdo de dados’). O que se pretende € aproximar mais 0 uso de fuzzy queries da

area de mineragdo de dados, facilitando 0 seu uso e tornando-o mais eficaz.



A idéa gerd do trabaho (Figura 1) € gerar, a partir de um conjunto de dados de
gprendizado, um Sistema de Classficacdo Fuzzy (SCF) e, entéo, transformar a kase de
regras obtida em fuzzy queries que possam ser submetidas a BD diretamente pelas
feramentas exigentes (comercias ou ndo), sdecionando, assm, 0S registros
pertencentes a determinada classe, ordenados decrescentemente segundo o grau de
pertinéncia a mesma.

Registros
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Base de Dados Arquivo de aprendizado

Figura 1: Idéia Geral da Metodologia Proposta

Este processo pode ser interativo, quando da exiséncia de especidistas no
dominio de aplicacdo, permitindo-se aos mesmos que interfiram no processo usando o0s
seus conhecimentos para otimiza-lo mas, a0 mesmo tempo, que recebam do Sstema as
informagdes relevantes necessrias para Suas tomadas de decisdes, informacbes estas
que sio desconhecidas do usuaio elou de dificil obtencdo. Nesse sentido, pode-se
imaginar, por exemplo, que a construcéo das particdes fuzzy dos dominios das variaveis
numéricas receba restricbes quanto a quantidade de conjuntos fuzzy que as congtituiréo
(e, possvemente, a identificacdo dos labels correspondentes), por parte dos usuarios
mas que a determinagcdo da posicdo de seus protétipos sga determinada pelo sstema
através de um processo de cludterizacdo a partir da Base de Dados (BRANCO, 1998,
BRANCO, et al, 1998, SATO, 1997, BEZDEK,1992, BURDSALL, 1996, e outros).



Assm, conjuga-se as potencididades das técnicas de mineracd de dados no
reconhecimento de padrfes a partir de grandes bases de dados, com as habilidades do
ser humano para a resolucdo de problemas complexos que tratam com dados contendo

incertezas, imprecisdes e, até mesmo, com a possivel fata de dgumeas informagdes.

A geracéo de queries a partir de uma base de regras fuzzy de um SCF parece ser

direta, dada a sintaxe das regras.

Sex; éAl exXo éAzg (S % éAk entdo CIasseéC|

mas depende da interpretacdo (conjuntiva ou l6gica) a ser dada a essas regras e
da forma de agrega-las (YAGER, 1996). Entretanto, qualquer que sga a interpretacdo
dada as regras (conjuntiva ou l6gica) e qualquer que sga a forma de agrega-las, 0 peso
de cada regra tera que ser levado em consideragdo na composicdo do grau de pertinéncia
find (do registro condderado) a classee Da mesma forma, as fuzzy queries
correspondentes a0 SCF (a serem geradas) terdo que ser avdiadas, junto a Base de
Dados, de forma a refletir eda influencia do peso de cada regra no grau de
satisfabilidade de cada registro do BD as fuzzy queries, isto €, no grau de pertinéncia de

cada registro a classe correspondente..

O SCF gerado pode conter uma base de regras muito complexa (ou com muitas
regras) O Que geraia queries também muito complexas (ou muito grandes),
comprometendo (possvelmente) a eficiéncia do processo como um todo. O uso de
métodos de smplificacdo de modelos de SCF (COMBS, 1998, YEN, 1999) ou de
identificacdo de atributos relevantes para a classificacdo podem ser usados de modo que
as queries geradas sgam smplificadas. Neste trabaho, utiliza-se as medidas da
capacidade de discriminacéo de atributos sobre as classes, definidas em BRANCO et al.
(1994), para smplificar as regras aprendidas aravés do méodo descrito em
EVSUKOFF et al., (1997). Os resultados obtidos foram muito bons tanto no que diz
respeito a quaidade dos registros retornados, isto € 0 grau de pertinéncia a classe,
quanto ao ganho nainterpretabilidade das queries.



A origindidade da metodologia proposta esta na idéia geral da mesma, qua sga
a geracdo (sem-)automatica das fuzzy queries, bem como no méodo smples e criativo
usado para a avaliacéo das fuzzy queries com pesos através do uso de uma ferramenta
comercid que ndo disponibiliza eda facilidade. A metodologia propodsta foi agplicada a
um arquivo de benchmark para que os resultados pudessem ser comparados com os de
outras técnicas exigentes, tanto no que diz respeito a qudidade dos registros retornados
(de uma certa forma refletindo a acuidade do processo de classificacdo) como também
quanto a facilidade de interpretacdo, por especidistas do dominio de aplicacdo, das

gueries geradas.

No capitulo 2 deste trabaho, descreve-se 0s principais componentes de um
Sgema de Inferéncia Fuzzy (SIF) e como 0 mesmo pode ser usado como um Sisema
de Classficacdo Fuzzy (SCF).. No capitulo 3, sdo apresentados os conceitos
relacionados a fuzzy queries bem como uma descricdo do uso da ferramenta Fuzzy
Query, que é a ferramenta utilizada para a submissdo das fuzzy queries (geradas pela
metodologia proposta) aos bancos de dados dos casos estudados. No capitulo 4, é
apresentada a metodologia proposta para a geracéo das fuzzy queries a partir da base de
regras fuzzy geradas pelo SCF. Descreve-se também neste cegpitulo, o agoritmo de
gprendizado do SCF apresentado em EVSUKOFF et al.(1997) e que é o sstema de
gprendizado utilizado na metodologia proposta. No capitulo 5, é apresentado um estudo
de caso com o arquivo “andise de crédito’, usado para benchmark. Findmente, no

capitulo 6, sho apresentadas as conclusdes do trabal ho.



CAPITULO 2
SISTEMAS DE INFERENCIA FUZZY

2.1 Introducéo

2.1.1 Formagéo de Categorias

A formac&o de categorias, tanto de objetos fisicos como de conceitos abstratos, é
de fundamental importéncia para a forma como se entende 0 mundo. Aristételes ja
buscava encontrar um conjunto de conceitos primitivos a partir dos quais pudesse
caracterizar (categorizar) todos o0s outros conceitos/objetos. A nogdo classica de
categoria como um conjunto de objetos que compartilham certas propriedades que
somente estes objetos possuem e que, portanto, podem ser usadas para definir a
categoria, comegou a perder aceitacéo a partir dos trabalhos de Eleanor Rosch (ROSCH,
1973, ROSCH, 1978).

Rosch observou, através de evidéncias experimentais, que, ao contrario do que a

nocéo classca implicava, certas categorias tém membros (protétipos) que sio melhores

exemplos da categoria do que outros e que 0 processo de formacdo de categorias é

fortemente influenciado pelas caracteristicas dos seres humanos envolvidos nesse

processo.

E dao que ha situagies em que a nogdo cléssica de categoria pode e deve ser
utilizada: ou para tornar a abordagem mas Smples ou aé mesmo por caracteristicas
peculiares da categoria em questén. A nova abordagem, entretanto, apesar de ainda em
evolucdo (LAKOFF, 1987, ZADEH, 1996, ZADEH, 1999), tem um cadter mais
abrangente capaz de lidar com stuacbes e problemas ndo trataveis pela abordagem

classca



Neste trabalho, é utilizado o termo categorizacdo para se referir a0 processo de
formaco de caegorias em determinado dominio de conhecimento. N&o é feta, a
principio, digingdo entre a formacdo de categorias na visdo classica ou na nova
abordagem, referindo-se as duas como categorizagdo, até porque havera situacbes em
gue as duas abordagens conviverdo num mesmo dominio de corhecimento.

Na area de Inteligéncia Computacional, o processo de formacdo das categorias
em um determinado dominio de conhecimento pode ser feito por especidistas ou por
programas de computador. Quando este processo de categorizacdo for feito
automaticamerte (isto € aravés de programas de computador) serd usado o termo

clusterizacéo parasereferir aele.

2.1.2 Classificacao

Uma vez formadas as categorias, uma tarefa das mais importantes e que tem se
mostrado Util em vérias &reas de aplicacdo € a classificagcdo. O processo de classificacéo
consiste em associar um novo objeto a uma classe (ou categoria ) conhecida. Assm, o
processo de classificagdo pressupde o conhecimento prévio das classes existentes e dos
critérios  utilizados para a formagdo das cdassess Em cetos dominios, exigem
epecididas disponiveis com o0s conhecimentos citedos. Entretanto, na maioria dos
casos, eses critérios ndo s conhecidos, sendo 0 seu gprendizado normamente
incluido como uma fase do processo de classificacdo (CLANCEY, 1984, STEIN,
1994).

Sidemas computacionais congruidos exclusvamente a partir do conhecimento
de especidistas no dominio em questdo (Mycin, Prospector e outros) sdo chamados de
Sdemas Especidistas e fizeram pate de uma etgpa importante da evolugdo da
Inteligéncia Computecionad, dando origem a0 desenvolvimento de uma s&ie de
ferramentas de auxilio a0 processo de Aquisicdo do Conhecimento (BOOSE, 1988,
BRANCO et al., 1994, DIEDERICH, 1988, ESHELMAN, 1990, e outros).

Parddamente, trebdhava-se no desenvolvimento de técnicas de aprendizado

! Os termos categoria e classe seréo considerados como sindnimos e ser&o usados indistintamente tanto
no contexto de categorizagao (clusterizacdo) como no de classificagéo.



automéatico a partir de exemplos (QUINLAN, 1986, MCCLELLAND,1988, SUGENO,
1985, e outros).

Exisem véias técnicas de gprendizado automético, a partir de exemplos, dos
critérios que permitirdo associar um novo objeto a uma classe. Algumas dessas técnicas
necessitam de um conjunto de exemplos previamente classficados” e admitem que os
exemplos podem ser descritos através dos vadores de um conjunto de atributos

(caracteristicas)®. Entre essas técnicas podemos citar:

a) Método tradicional — usa 0 centro de massa dos exemplos
correspondentes a cada classe como um protétipo para a classe. Cada novo exemplo a
ser classficado tem sua distancia (qualquer medida vdida de distancia) a cada protétipo
das classes cdculada. Algum critério heuristico decide a que classe pertence 0 novo
exemplo (JOSHI, 1997).

b) Aprendizado de méquina (classico) -esses méodos geram,
normamente, &vores de decisfo ou regras de producdo. Exemplos tipicos desses
métodos sdo: 1D3 (QUINLAN,1986), C4.5 (QUINLAN,1993a, QUINLAN, 1996), e

outros.

¢) Programacdo Légica Indutiva (ILP) — esses métodos geram programas
|6gicos baseados em légica de T ordem (MUGGLETON,1997, MUGGLETON, 19983,
MUGGLETON, 1998b, MUGGLETON, 1998c, MUGGLETON, 1998d, QUINLAN,
1993b, QUINLAN, 1994, ROBERTS, 1998).

d) Métodos estatisticos - os métodos edtatisticos mais utilizados séo aqueles
baseados em regressdes (lineares ou ndo) (DRAPER, 1981), andise de discriminantes
(COOLEY, 1971, TATSOUKA, 1971) e naregrade Bayes (LANGLEY, 1992).

2 Neste caso, diz-se que o aprendizado é supervisionado. Os processos de clusterizagdo sao chamados de
aprendizado ndo supervisionado.

3 A escolha desse conjunto de atributos é crucial no que diz respeito ao desempenho do processo de
classificagdo



e) Redes Neuronais — home genérico dado a modelos formados pela conexdo
de eementos smpless 0 mé&odo mais conhecido de gprendizado em redes neuronais
para reconhecimento de padrdes/classficacdo € sem dlvida, o méodo back-
propagation (MCCLELLAND, 1988). Outros méodos que utilizan redes neuronas
podem ser encontrados em RIPLEY (1996), JAGIELSKA (1999) e outros.

f) Classficadores Fuzzy — sfo 0s méodos que utilizam sistemas de
inferéncia fuzzy (MAMDANI, 1977, SUGENO, 1985, JANG, 1995, KLIR, 1995,
YAGER, 1994, NOZAKI, 1997, EVSUKOFF et al.1997).

g) Classificadores Genéticos — s agudes que utilizan agoritmos
genéticos (NODA, 1999, JAGIELSKA, 1999)

h) Classificadores Hibridos — sfo agueles que utilizam combinagbes de
técnicas pertencentes a dois ou mas paradigmas diferentes entre os acima citados.
Paticularmente, tem havido um desenvolvimento sgnificativo de méodos neuro-fuzzy
gue combinam as técnicas de redes neuronais com as de légica fuzzy (GUPTA, 1994,
BLEKAS, 1997, KOSKO, 1992, NAUCK, 1994, NAUCK, 1995, NAUCK, 1996,
JANG, 1995, JANG, 1997, JOSHI, 1997, SCHMIDT, 1997 e outros).

Além dos méodos citados, h& trabalhos que utilizam outras técnicas, como por
exemplo, CUTELLO (1997), GREINER (1996), GRZYMALA-BUSSE (1996),
PRIBER (1997) e outros. Alguns trabahos fazem um estudo comparativo com relagéo a
acuidade do processo de clasdficacd entre  técnicas/paradigmas  diferentes
(QUINLAN,1991, DIETTERICH, 1997, JAGIELSKA, 1999, ISHIBUCHI, 1996,
ROBERTS, 1998). As conclusdes tém sdo de que ndo ha uma técnicalparadigma que
sga a melhor para todos os dominios de aplicacdn. Uma discussio interessante a
respeito desse tema pode ser encontrada em GIRAUD-CARRIER (1998).

A Teoria de Conjuntos Fuzzy (ZADEH, 1965, DUBOIS, 1980, KLIR, 1995)
utiliza o0 mesmo epirito dos conceitos de categorizacdo introduzidos por Rosch. Isto
talvez explique a enorme utilizacd que, cada vez mas, vem sendo feita dessa teoria (e
das que dela advieram) na solucdo de problemas da vida red (YAGER, 1987,



BEZDEK, 1992, KOSKO, 1997). Neste trabdho, utiliza-se apenas Sstemas de
classficacdo que geram em suas saidas uma base de regras de classificacdo fuzzy, isto €,
os chamados Sistemas de Classificagéo Fuzzy (SCF).

2.2 Sistemas de Inferéncia Fuzzy

Os sistemas de inferéncia fuzzy (SIF) foram inicidmente concebidos como
sistemas de controle (MAMDANI-1977). Os trés componentes basicos de um SIF sdo o
fuzzyficador, o sistema de inferéncia propriamente dito e o defuzzyficador, sendo que
este Ultimo é opcional, no sentido de que ndo é necessirio an todos os tipos de SIF. O

esquema bésico pode ser visto na Figura 2.

| - Fuzzyficador Il - Sistema delnferéncia 11 - Defuzzyficador
_______ I
Entrada Entrada Base de Regras Saida Saida
numérica Fuzzy Fuzzy numeérica
_> 4, _____________________

Mecanismo de
Inferéncia

Figura 2— Sistema de Inferéncia Fuzzy

As fungbes bésicas desses trés componentes s80 descritas a
Seguir:

| - Fuzzyficador — a funcdo do fuzzyficador € ao receber um
vaor numéico correspondente a uma variavel de entrada, usar uma particao
fuzzy do universo desta variavel e gerar um vetor com os graus de pertinéncia
do vaor de entrada aos conjuntos fuzzy desta particdo. Dependendo do
método utilizado para a criacdo das particdes fuzzy dos universos das
varidveis de entrada obtém-se variagdes dos model os de SIF existentes.
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I - Sistema de Inferéncia — o sistema de inferéncia é o
responsével pelo estabelecimento das relagtes entre os valores de entrada e
os vaores de saida, objetivo maior do SIF, sendo, portanto, 0 seu
componente principal. E composto, tipicamente, por uma base de regras
fuzzy e por um mecanismo de inferéncia. Uma regra fuzzy tipica® é uma

regrado tipo
IFx1 €A1 AND x2 € Aiz AND ... AND x, € Ain THEN y; €B; ,

onde X1 , X2 ,..., Xn SB0 varidves de entrada, A1 ..., Ain S80
subconjuntos  fuzzy das paticdes dos universos das vaiéves
correspondentes, y € uma varidvel de saida e B é um subconjunto fuzzy

da particdo do universo davariave ; .

O mecanismo de inferéncia esd diretamente ligado a forma de
interpretacdo das regras fuzzy do sstema Ha dois paradigmas principais de
interpretacdo de regras fuzzy do tipo IF ... THEN exemplificado acima,
conforme descrito em YAGER (1996): Interpretacdo conjuntiva e

I nter pretacéo 10gica, que serdo descritas adiante, no item 2.4.

Il - Defuzzyficador — este componente SO agparece nos tipos de
SIF em que a saida do sistema de inferéncia € um subconjunto fuzzy no
universo da varidvel de saida, como ocorre, por exemplo, nos sstemas do
tipo Mamdani. A funcdo do defuzzyficador é transformar o subconjunto

fuzzy de saida num vaor numérico davariavel de saida.

* Dependendo do tipo de SIF, os conseqiientes das regras podem ter formas diferentes de se relacionar
com os antecedentes sendo este o principal fator de diferenciagéo entre eles. A regra apresentada é usada,
por exemplo, nos SIF do tipo Mamdani.
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2.3 Sistemas de Classificacéo

O problema de classificagdo/reconhecimento de padréo pode ser visudizado na
Figura 3 a seguir (WEISS, 1991):

Padréo de entrada SISTEMA DE Decisio quanto a
—>

CLASSIFICACAO —>
classe

Figura 3 — Sistema de Classificacéo

Nessa figura, 0 padrdo de entrada a ser classificado € tipicamente um vetor
em que cada coordenada corresponde ao valor de um atributo (caracteristica) do objeto
a s classficado, e a decisdo quanto a classe correspondente ao padr&o de entrada
€ uma das classes conhecidas do problema a qual o padréo de entrada esta sendo
associado.

Conforme comentado  anteriormente, o SISTEMA DE CLASSIFICACAO
deve conhecer as classes existentes e 0s critérios que permitem associar um padréo de
entrada a classe correspondente. Este conhecimento pode ser adquirido através de um
epecidita no dominio de aplicacd em quetdo ou pode s aprendido
automaticamente a partir de um conjunto de exemplos.

Quando este conjunto de exemplos esta previamente classificado, ito €, quando
cada exemplo ja esta associado a uma classe, a tarefa se reduz a aprender os critérios de
associacd do padréo de entrada a classe correspondente e o0 aprendizado é dito
supervisionado. Caso contrario, as classes teréo também que ser aprendidas, aravés de

um processo de clusterizacéo, e o aprendizado € dito ndo supervisionado.

Tanto num casdo como NnO Ooutro, costuma-se considerar esses processos de
aprendizado como componentes do sistema de classificacdo como um todo. Esta
postura € adotada neste trabal ho.
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2.4 Sistemas de Inferéncia Fuzzy como Classificadores

A abordagem do problema de classificago/reconhecimento de padréo através de
sistemas de inferéncia fuzzy é direta. A Figura4, a seguir, mostra esta abordagem:

| - Fuzzyficador Il - Sistemade Inferéncia 11 - Defuzzyficador
Padr&o a ser Entrada Base de Regras Saida Decisdo quanto &
classificado Fuzzy Fuzzy classe associada
—P

Mecanismo de

——» | 7 = h:
Inferéncia i

Figura 4— Sistema de Classificacao Fuzzy

O padrdo a ser classificado € um vetor cujas coordenadas sdo vaores
correspondentes  aos  atributos  caracteristicos do objeto  sendo classficado. O
fuzzyficador transforma cada coordenada do padréo de entrada num vetor de pertinéncia

aos subconjuntos fuzzy da particdo do universo do atributo correspondente.

Esses graus de pertinéncia do padréo de entrada aos subconjuntos fuzzy das
partiches dos universos de todos os atributos consderados serdo o0s graus de
satisfabilidade das partes componentes das conjungdes que formam os antecedentes das
regras fuzzy do sistema, isto é, o grau de satisfabilidade de cada expressdo do tipo “x; é
Ajj” que aparece nos antecedentes das regras.

O uso de uma t-norma fara a avaiacdo conjuntiva do antecedente de cada regra
do sstema. Dependendo do modelo de SIF utilizado, o vaor de saida de cada regra sera
obtido segundo uma das duas interpretagdes. conjuntiva ou logica

Os vdores de sadida (fuzzy ou numérico) das regras que tiverem a mesma
variavel (classe) no consegliente serdo agregados com o uso de um operador adequado a

interpretacdo de regra utilizada, gerando um valor Unico para cada classe. No caso de
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SIF que geram saidas fuzzy, o defuzzyficador ° se encarregara de transformé-las em
vaores numéricos correspondentes a cada classe. A decisdo sobre a classe vencedora
(quando requerida) é feita aravés do critério “winner-takes-all”, em que se considera

como vencedora a classe correspondente ao maior valor (agregado) de saida.

Além do exposto, vae - mas uma vez - ressatar a relacéo edtreita entre 0s
conceitos utilizados na toria de conjuntos fuzzy e as novas tendéncias na caracterizacéo
de categorias gpresentadas anteriormente, o que reforca a conveniéncia da utilizagcdo dos
Sistemas de Inferéncia Fuzzy como Sistemas de Classificacao.

2.4.1 Tipos de Sistemas de Classificagdo Fuzzy

Obtém-se tipos diferentes de SCF, dependendo da forma como sdo concebidos
0Ss componentes do sstema, quais sgam: | - fuzzyficador, Il - sistema de inferéncia elll
- defuzzyficador.

A sguir, sdo descritos os  principas méodostécnicas  usados  no
desenvolvimento de cada um desses componentes, dando origem assm aos diversos
tipos de SCF.

| - Fuzzyficador

No processo de fuzzyficacdo, o principa € a maneira como s2o criadas as
particdes fuzzy dos universos dos atributos usados na caracterizagdo do objeto a ser
classficado. Além dos diversos tipos de fungbes de pertinéncia hormamente usados na
definicdo dos subconjuntos fuzzy que formam a particdo (MITAIM, 1996), temse
também o problema da quantidade e da didtribuicdo dos subconjuntos fuzzy peo
universo do atributo em questéo, bem como a interpretacdo a ser dada a funcéo de
pertinéncia que tera influéncia no mecanismo de inferéncia (DUBOIS, 1996). Nos SCF,
a interpretaco usua da fungc@o de pertinéncia é a de semelhanca (proximidade) com o
protétipo do subconjunto fuzzy definido pela funcéo.

® Alguns modelos de SIF usam o defuzzyficador antes de agregar os valores de saida das regras.
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Entre os diversos méodos/técnicas utilizados no  processo  de

fuzzyficacéo, destacam-se:

a) Méodo Heuristico — baseado em conhecimento a priori de
caracterigticas do dominio em questéo, sfo fixadas a forma da fungéo de pertinéncia,
a quantidede de subconjuntos fuzzy da particio e a locdizacdo dos mesmos no
universo do atributo. Quando ndo ha conhecimento a priori sobre 0 dominio em
gquestdo, arbitraese a forma e a quantidade de subconjuntos fuzzy da particéo,
digribuindo-os de forma eqlidistante pelo universo do atributo e, num processo de
tentativa e erro procurase gustar a quantidade de subconjuntos para melhorar a

performance do Sstema.

b) Fuzzy c-M eans — é um méodo de clusterizacdo usado para gerar as
regras de um SCF, tendo como subproduto a geracéo das particbes dos universos das
vaidveis de entrada Necessta que sga fixado o nimero de subconjuntos das
partices a serem geradas.

¢) Mountain-Clustering — também é um méodo de clusterizacdo usado
para gerar as regras de um SCF que tem como subproduto a geracdo das particoes
dos universos das varidveis de entrada. Apesar de ndo necesstar a fixacdo do
nimero de subconjuntos das particbes a serem geradas, precisa de um critério
heuritico de parada. Usa, em ged, fungbes de pertinéncia gaussianas. Sera

descrito adiante.

Il - Sistema de | nferéncia

O sistema de inferéncia de um SCF é composto por uma base de regras,
gue determina a estrutura do sstema, e por um mecanismo de inferéncia, que
determina a forma de avaiacdo de cada regra bem como a agregacéo dos resultados

parcials das regras.



15

Base de Regras

No que diz respeito & base de regras, dois aspectos devem ser considerados:

a) TipodeRegra

Consderaremos dois modelos de regra:

Modelo Linguistico

Neste caso, as regras sio daforma

IF x1 € Air AND x2 € Ai AND ... AND x, € Ain THEN vy, éB; ,

onde x , X ,..., % S0 variaveis de entrada, A1 ,..., An S80 subconjuntos fuzzy
(Iabels lingliigticos) das particBes dos universos das variaveis correspondentes, y; € uma

varidvel de saida e B é um subconjunto fuzzy (labe lingligtico) da particdo do universo

davariavd y; .
Modelo Takagi-Sugeno-Kang (T SK)
Neste caso, as regras séo daforma
IF x1 €A1 AND x2 € Aiz AND ... AND X, € Ain
THEN y; = bip + bjaXg + ... + binXn
onde X1 , X2 ,.., X S0 valores das variavels de entrada, Ai1 ..., Ain S0

subconjuntos  fuzzy (labels lingligticos) das partigdes dos universos das variaves
correspondentes, y; € um vaor numérico da varidve de saida e bio, b1, ..., by S80

parametros (constantes).
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Quando bj =0, 2£i £ N, 1£ j £ n, onde N € 0 nimero de regras, 0 sistema é dito
de ordem zero. Este tipo de regra é usado, por exemplo, em EVSUKOFF et al. (1997),

gue é o sSistema usado neste trabal ho e que sera descrito adiante.

b) Quantidade de Regras

A quantidade de regras de um SCF esta diretamente relacionada com o
nimero de subconjuntos fuzzy das particBes e, consequentemente, com o processo de
fuzzyficacdo. De uma maneira gerd, sendo ¢, O, ... , G, O NUmMero de subconjuntos fuzzy
das particbes dos universos das varidveis de entrada, X;, Xz, ... , X, repectivamente, e
k 0 nimero de variaveis de saida (classes), 0 niUmero de regras do SCF € qp...0nK, 0
gue leva a uma explosdo combinatdria. O método usado neste trabalho (EVSUKOFF et
al., 1997) contorna este problema da explosio combinatdria aravés de uma
decomposicdo dos antecedentes das regras, utilizando apenas regras com antecedentes
amples.

M ecanismo de I nfer éncia

O mecanigmo de inferéncia de um SCF compreende duas etapas. a

avaliacdo de cada regra em separado e a agregacao dos resultados avaliados.

= a) Avaliagdo das regras — a avaiacdo das regras pode ser feita segundo dois
paradigmas(Y AGER, 1996).

I nterpretacdo conjuntiva — cada regra IF ... THEN é interpretada
Ccomo uma conjuncdo entre 0 antecedente e o conseqiiente. Esta interpretacéo foi
origindmente sugerida por Mamdani (MAMDANI, 1977) que utilizou a t-norma
minimo como operador conjuntivo e € também a interpretacéo utilizada em
EVSUKOFF et al. (1997).

I nterpretacdo l6gica — cadaregralF ... THEN é interpretada com

base nalégica cléssica através da equivaéncia

IFpTHEN g« (NOT p) OR g
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Assim, nedta interpretacdo, cada regra IF ... THEN é interpretada como uma

diguncéo entre o complemento do antecedente e 0 consequiente.

= b) Agregacéo das regras - para cada paradigma de interpretacéo das regras,
tem-se um modelo de agregagao correspondente:

I nterpretacdo conjuntiva — Apés a avaiacdo de cada regra fuzzy
existente na base de regras, a agregacdo das saidas dessas regras € feita de forma
construtiva, no sentido de que a saida find é obtida superpondo as saidas
individuais das regras. No caso do modelo de regras linguistico, agregacao
é feita através de um operador diguntivo. O operador diguntivo usado por
Mamdani em seu moddlo foi a t-conorma maximo. No modelo de regras TSK,
usado em EVSUKOFF et al. (1997), essa agregacdo € feita aravés de uma
média ponderada das saidas individuais das regras, usando-se como pesos 0S
graus de satisfabilidade dos antecedentes das regras, também chamado poder de

fogo dasregras

Interpretacdo l6gica — Apls a avdiacdo de cada regra fuzzy
exigente na base de regras, é feita uma agregacéo destrutiva das saidas dessas
regras, no sentido de que a saida find € obtida removendo possibilidades néo
acdtavels pdas regras individuas. Utilizase para este fim um operador

conjuntivo (t-norma).

Em ISHIBUCHI (1996) e GRABISCH (1994) podemos encontrar abordagens

diferentes para este processo de agregacao das saidas das regras.
Algoritmos de Aprendizado

Descreve-se a seguir, um dos agoritmos de aprendizado das regras de um SCF,
entre os muitos existentes (BEZDEK, 1992, NAKOULA, 1997, NOZAKI, 1997,
SEBAG, 1994, YAGER, 1994, e outros) : o dgoritmo Mountain Clustering (YAGER,
1994), que também gera como subproduto as partices fuzzy dos universos das
variaveis de entrada. O agoritmo apresentado em EVSUKOFF et al. (1997), que € o
dgoritmo de aprendizado utilizado na metodologia proposta neste trabaho, seré
descrito, detalhadamente, no capitulo 4.
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M ountain-Clustering

Para tornar mais smples a exposicdo, é assumido 0 caso de uma varidve de
entrada X e uma de saida, Y. Assm, sgiam dados K pontos, (X,Yk), N0 espaco entrada
saidaX x Y.

O primeiro paso € discretizar 0 espago X X Y, tracando n, retas paraelas
a0 exo Y er;, retas paddas a0 eixo X. Cada intersecdo das retas tragadas € um
potencid centro de cluster. O conjunto desses potenciais centros de cluster é
representado por N, e cada um deles por N;(Xi , Y;j).

O segundo passo € a construgdo da fungdo montanha, M, M:N > Reais,
definida por

q

M (N ij) = é e—(ad(N 1’0

k=1

onde O € 0 k-ésimo ponto dado, (XYk), & € uma constante positiva, e d(Nij,Ok)

€ uma medida de disténcia entre Nj; e Ox.

O terceiro passo € a utilizacdo da funcdo montanha para a determinacéo
do primero centro de cluster. Seja Ni =(x; ,y1 ) 0 ponto correspondente ao vaor
méximo da funcdo montanha, M;" . Assim, este ponto N; & escolhido como o primeiro

centro de cluster.

O quarto passo é fazer uma reviséo na fungdo montanha de modo a obter

0 proximo centro de cluster. A funcdo montanha revisada é obtida por

W.(N)=M.(N)- M ‘e NN

onde M; é a funcgo montanha origind, M, b é uma constante positiva, N, e M1~
S0 respectivamente a locdizacdo e o vaor do Ultimo centro de cluster determinado

(isto & o primeiro) e d(N1 N;;) € uma medida de distdncia. O proximo centro de cluster
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serd o ponto Ny (x2 ,y» ) correspondente a0 maior valor, M, , da funcB montanha
revisada W5.

Este processo se repete de forma iterativa para a determinacdo dos centros de
clusters seguintes, até que Mn+ < d, onde d é uma congtante usada como critério de

parada (determinada heuristicamente).

A cada centro de cluster N;"(x,y;') pode-se associar um subconjunto fuzzy A
(do universo da variavel de ertrada X) cujo protétipo é X, e uma regra do tipo IF X é
Ai THEN Y; é B , onde yi é o centréide do subconjunto fuzzy B; (do universo da

vaiave de saidaY).

Degsta forma, o conjunto de centros de clusters encontrado determinara uma
particdo fuzzy sobre o universo da varidvel de entrada X, bem como uma base de regras
de moddo linglistico, definindo assm um SCF. Em gerd, sfo usadas funcbes de

pertinéncia do tipo gaussiana.

Em BRANCO et al. (1998) e BRANCO (1998) sdo apresentadas adaptacdes do
méodo Mountan-Clustering para gerar paticdes fuzzy do universo de vaiaves
continuas, usando fungdes de pertinéncia triangulares e trapezoidais para a definicdo dos
conjuntos fuzzy das particoes.
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[l - Defuzzyficador

Nos dsemas de classficacdo fuzzy, que geram (como saidas das regras)
subconjuntos fuzzy no universo da variavel de saida, h& necessdade de um processo de
defuzzyficacéo, que consste em transformar um subconjunto  fuzzy num vaor numérico
da variavel de saida O méodo mais utilizado é o de considerar o centrdide (centro de
massa) do subconjunto fuzzy correspondente, embora existam varios outros metodos
igudmente véidos. A escolha depende da aplicagdo e da consegliente interpretacéo do
valor de saida (YAGER, 1996).



21

CAPITULO 3
FUZZY QUERIES

3.1 Introducéao

Ao longo do processo evolutivo da tecnologia da informacdo, na etgpa de
gerenciamento de dados, a criacdo dos BD relacionais proporcionou a possibilidade de
gque as pessoas especificassem exatamente 0 que elas gostariam que fosse recuperado
dos BD, de forma declarativa O mas conhecido desses métodos foi a linguagem
conhecida como SQL (Structured Query Language). SQL ainda € a mais popular e mais
usada linguagem para recuperacéo de informacao em bancos de dados relacionais.

Entretanto, SQL tem as mesmas limitagBes da teoria classica de categorizaco,
comentadas no capitulo 2, isto € 0s critérios para sdecionar o0s registros no BD sdo
rigidos e o usu&rio é obrigado a escolher, de maneira arbitréria, 0 que satisfaz ou ndo ao
critério de sdlecéo, diferenciando apenas entre dois tipos de registros. 0s que satisfazem

a0 critério e 0s que nao satisfazem ao critério.

Assm, por exemplo, ¢ 0 usuaio desga sdecionar num BD contendo
informacbes sobre os funcion&rios de uma pequena empresa, agueles que tém “dtos
sdaios’, de s obrigado a estabelecer um vador fixo de sdério, a partir do qua os
mesmos s80 considerados “altos salarios’. Desta forma, se o vaor estabelecido for de
R$ 5.000,00, o seguinte comando SQL poderd ser submetido a0 BD para sdlecionar 0s

funcion&rios de “dto d&io”:

SELECT * FROM FUNCIONARIO

WHERE SALARIO >=5000,00
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Um funcion&io com sd&io de R$ 5.001,00 sera sdecionado, enquanto um
outro com sd&io de R$ 4.999,00 ndo serd sdecionado, isto € um funciondrio com
sd&io de R$ 4.999,00 ndo serd consderado como tendo “ato sdéio” enquanto um
outro com sd&io de R$ 5.001,00 sera consderado como tendo “dto sdaio”, o que,

obviamente, ndo é razoavd.

A solucéo para este problema passa pela teoria de conjuntos fuzzy (ZADEH,
1965). Ha, entretanto, duas linhas bésicas de pesquisa nesta area:

» extensdo da teoria de BD relaciond para permitir o armazenamento
e a manipulagdo de dados com valores fuzzy (GALINDO et al., 19984,
GALINDO et al., 1998b, e outros);

= extensio gpenas da linguagem SQL para que se possa acessar dados
em BD rdacionas exigentes usando queries flexivais (fuzzy queries)
(BOSC, 1992, COX, 1995, e outros).

Em quaquer das duas linhas de pesquisa, uma fuzzy query submetida ao BD
contendo as informagbes sobre os funcion&ios da referida empresa retornaria uma
relacdo de funcion&ios, ordenados decrescentemente pelo grau de satisfabilidade do seu
sdaio ao conceito “dto sAd&io’, que seria previamente definido utilizando-se a teoria
de conjuntos fuzzy. Neste tipo de solucdo, agueles dois funcion&ios cujos sdé&ios
mensais sdo de R$ 4.999,00 e R$ 5.001,00, seréo listados com, praticamente, 0 mesmo
gau de saidfabilidade a0 conceto “dto sd&io”, independente da seméntica
(interpretacdo) dada a este conceito, como € desgavel em td situacéo.

O presente trabalho segue a segunda linha de pesquisa, qua sga a de usar fuzzy
gueries para acessar BD relacionais tradicionais mas, conforme ja citado, de uma forma
a gproximar 0 seu uso dos conceitos de mineragdo de dados. Asim, foi desenvolvida
uma metodologia para gerar (semi)-automaticamente as fuzzy queries e usy um
software ja exigente para submeté-las as bases de dados. O software utilizado para este
fim foi aferramentacomercid Fuzzy Query, da Sonaysts, que é descrita a seguir.
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3.2 A Ferramenta Fuzzy Query

Fuzzy Query € uma ferramenta para plataforma Windows, com interface ODBC
para os principais bancos de dados relacionais existentes para esta plataforma o que, do
ponto de vista de portabilidade, € um facilitador. Por outro lado, como sera visto
adiante, € uma ferramenta ainda com muitas limitagbes, quer do ponto de vida

operacional, quer do ponto de vista tedrico.

Para a redizacdo do presente trabaho, as principais limitagbes foram as do
ponto de viga tedrico. a ferramenta é limitada quanto a escolha de t-normas e t-
conormas, € SO permite 0 uso de pesos inteiros nas cldusulas das queries e, mesmo
assm, de forma bagante primitiva. Estas limitagbes obrigaram a adeptagbes, nem
sempre desgéveis, mas que ndo chegaram a comprometer o trabaho como um todo. Ao
contrario, forgou uma solucdo cridtiva, teoricamente sudentada e de facil
implementacd0 para o problema dos pesos nas clausulas das fuzzy queries, que a

principio era o principa problemaem termos de implementacéo.

Nedta ferramenta, para a formulagdo de uma query, primeiro é preciso associa-la
a uma tabela (ou visdo) Unica de um BD, contendo todos os atributos (colunas) que se
desga acessar. A fearramenta ndo permite que uma mesma query sga submetida a
tabelas (ou visdes) diferentes e copias da mesma ndo podem ser associadas a outra
tabela (ou visdo). Para contornar este problema, ja que as queries precisam ser
submetidas a arquivos de aprendizado e a arquivos de teste/validagdo, todos os registros
foram inseridos numa mesma tabela, numerados seqiencidmente, e sdlecionados, a

cada submisséo da query, pelo interval o de registros desgjados.

Uma vez associada uma tabela (ou visio) a query, a ferramenta permite que os
universos de discurso dos atributos de valores numéricos sgam particionados, ito €,
que s crie uma particdo fuzzy do universo de discurso, através da definicdo dos
conjuntos fuzzy que a compdem, escolhendo-se o dominio, a forma de cada funcdo de

pertinéncia que define cada conjunto fuzzy e o label lingliistico associado ao conjunto. A
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Figura 5 , mostra a particdo criada para a variavel (atributo) petlen da base de dados

iris, que seré usada como exemplo na apresentago da metodol ogia proposta.

“ iris-virginica.fqf - Fuzzy Query
File  Help

Criteria Definition Fuzzy Sets l Hedges ] Queny Builder ] Query Contrals ] Rur Guemy ]

Fields Universe of Discourse
0453 = Minirnum b awimuim
1 ]
metwid j | | Help
Fuzzy Setz Fuzzy Set Mame Alpha Cut
: alongada 0
bemcurta Mew | Edit | Delete | | |
curta
longa :
media Fuzzy Set Shape +| | Doman
| Left Shoulder
[ /] Riight Shoulder Mir: |3.95
E Fi Curve J
Zl Triangle = Ma |BH
Com 1 — P
5 r

petlen Fuzzy Sets

N

0.4

0.2

1 2 3 4 5 1] =]

Faor Help, press F1

Figura 5 — Particdo do dominio do atributo petlen
da base de dados Iris

Uma vez criadas as particdes dos universos de discurso dos atributos de valores
NUMEricos, 0 passo Seguinte € a definicdo dos critérios de sdegdo (componentes que
condituirdo a formula légica usada na clausula WHERE do comando SQL). Esses
componentes podem ser crisp ou fuzzy, conforme o critério de sdecdo desgado e de
acordo com o tipo de atributo. Somente os atributos numéricos para os quais foram
criadas partices fuzzy podem gerar condi¢des de selecdo fuzzy. Por exemplo, o atributo
petlen da base de dados |Iris, pode gerar um componente de selegdo do tipo “petlen
islare alongado”, onde o operador “igare’ € um operador fuzzy que determina o grau de
pertinéncia do vaor do atributo petlen, do registro consderado, ao conjunto fuzzy
representado pelo label lingliigtico “dongado”.

A Figura 6 , mostra adefinicdo de alguns componentes das formulas usadas nas

queries & base de dados iris.
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" iris-virginica.fqf-1 - Fuzzy Query
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Andh: p113islare sim
B: zeplen izlare curta
BE: p121 islare zim
BBE: p122 islare sim
BBER: p123islare sim
C: seplen islare media &
R

For Help. press F1

Figura 6: Critérios de selecdo para a base Iris

O passo seguinte é a construgdo da query propriamente dita. A ferramenta s
disponibiliza os conectivos AND e OR, que serédo interpretados aravés de tnormas e de
t-conormas, respectivamente. O conectivo NOT ndo esta disponivel para atuar sobre
uma férmula logica composta E possivel usalo apenas sobre componentes simples
através do operador “igare not”, quando da defini¢do desses componentes.

A Figura 7 modra a tdla com a query gerada para selecionar na base de dados
fris os registros correspondentes & classe virginica. Os labels  aribuidos
automaticamente pela ferramenta Fuzzy Query quando sdo criados 0s componentes que
compdem a férmula logica (A,B,CAABBec) dificutam a composicdo e a

compreensdo da mesma.

Uma vez condruida a query, a proxima etapa € definir os itens de controle da
execucédo da mesma, tais como 0 nome, as colunas a serem exibidas e a forma de

ordenacdo do arquivo/tabela de saida e, principdmente, a t-norma a ser utilizada para a
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avaiacdo do conectivo AND. Essa é, como ja dito anteriormente, uma das deficiéncias
da ferramenta Fuzzy Query, ja que a mesma 0 disponibiliza duas formas de
interpretacdo do conectivo AND: a tnorma minimo e o operador de agregacdo média
aritmética. Além disso, em cada query, a forma de interpretacdo € Unica, 0 que limita
bastante a forma de avaiagao das queries.

= irig-virginica.fqf - Fuzzy Query

File  Help

Criteria D efinition ] Fuzzy Sets ] Hedges

| Query Controls ] Run Query ]

This tab uzes drag and drop. Click on ah expression in the Crisp Qualifiers list and drag it
into the Crisp Qualifier Statement Workspace. Click on an expression in the Fuzzp
Ewaluators list and drag it into the Fuzzy Query Evaluator Statement ‘Work space.

Crizp Qualifiers Fuzzy Evaluatars

A geplen iglare bemcurta ﬁ‘
A p111 izlare sim

Add: p112 iglare sim

Addd: p113islare sim

B: seplet islare curta

BE: p121 islare sim =l

Crizp Bualifier Statement Woaorkspace Help |

Select Dperator

AMD "E"
Fuzzy Buemy Evaluatar Statement Workspace a1
4 &k A%AA | B & BEBE|C & CCCCID & DDDD |E & EE

For Help. press F1

Figura 7: Construcao daféormulalogica de uma
guery que seleciona os registros correspondentes

a classe virginica da base de dados Iris

Na Figura 8, sBo vistos os itens de controle oferecidos pela ferramenta Fuzzy
Query para a execucao de uma query.

Além dos controles j& mencionados, é possivd estabelecer um limite minimo
(threshold) para o grau de satisfabilidade (QCIX - Query Compatibility Index) do
registro aos critérios de selecéo usados na fuzzy query.
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" iris-virginica.fqf - Fuzzy Query

File Help
Criteria Lrefinition ] Fuzzy Sets ] Hedges ] Query Builder ] Fun Duery ]

Mame of resiits table: [virginica Output to File
Mame of BCE field: |QC|>< QCE Threshold: 0
S0L Statement uged to obtain Subset of Interest: Fields in Table Fiesult Table Fields
SELECT * FROM “inis-com-pesos T EH; il 5?0

pl13

pl21

plzz2

2 |piza |
23 <%

Fuzzy Query Statement used ko evaluate records:
[[zeplen islare bemcurta] AND [p113 islare. sim] OR [seplen islare. = Fuzey Query fnd Options :
curta] AND [p123 islare sim)] OR [seplen islare media] AMND [p133 3 : FK.eep Settings
izlare sim] OR [zeplen islare alongada) AMD [pl43islare zim] OR * Min Processing
[seplen islare longal AMD [p153islare sim])] AND [[sepwid islars ~ a = ;
fina] AND [p213islare sim] OF [sepwid islare afinada) AND [p223 +| Ll il Help

SOL statements used to create the Fiesults Table:

DROF TABLE virgnica; CREATE TABLE virginical QCI= =] Sort Options
NUMEBER, ‘COD COUNTER. e TEXT(1]] )
™+ Decreasing QLI

" lncteasing QL

i

Far Help, press F1

Figura 8: Controle de execucéo de uma fuzzy query

Findmente, a query pode ser executada, o que é feito numa tela propria, onde os
registros retornados sdo exibidos, segundo a ordenacdo desgada em termos do grau de
satisfabilidade de cada registro aos critérios de selegéo.

A Figura 9 modtra a teda onde sfo exibidos os registros retornados apos a
execucdo de uma fuzzy query submetida a base de dados Iris.

A coluna QCIX mostra 0 grau de satisfabilidade de cada registro retornado aos
critérios de sdegcdo da fuzzy query, permitindo assm a0 usu&io a identificacdo dos

registros que melhor atendem aos seus critérios de selecéo.
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*_irig-setosa fgf - Fuzzy Query

File  Help
Criteria Definition ] Fuzzy Sets ] Hedges ] Query Builder ] Query Controls  Run Cuery
Qluery Statistics
Name of results table: [sstosa
Recards selected from DB {157 Percent of Selected Records ﬂ
Records where QCE > 0.0: |BD |4DZ
Records above QCIE Threshold: |ED |4D°/°

[GCE] [CHD] [iris] 2

(.GEERET 23 1

0636400 34 1

0636400 43 1

0636400 20 1

0636400 5 1

0636400 1 1

0593220 47 1

(0.500000 33 1

(0.500000 G 1

(0.500000 22 1

(0.500000 45 1

(0.500000 17 1

(0.500000 44 1

(0.500000 1 1

(0.500000 41 1

(0.500000 28 1

(0.500000 7 1

N _BOn0nn 10 1 j

For Help, press F1

Figura 9: Registros retornados ap0s a execucéao de
uma fuzzy query submetida a base de dados Iris

3.3 Avaliacao de Fuzzy Query com Pesos

Uma das necessdades para se transformar uma base de regras fuzzy num
conjunto de fuzzy queries é a de avdiar fuzzy queries, cujos componentes (da férmula
l6gica que conditui a dausula WHERE do comando SELECT da linguagem SQL)
admitam pesos diferentes. Esses pesos refletem o peso de cada regra na base de regras
fuzzy.

Ha varias solugbes encontradas na literatura DUBOIS (1988) apresenta uma
solucdo usando a teoria da possibilidade e da necessidade e usa 0 minimo para tnorma
e maimo paa t-conorma; YAGER (1994) gpresenta uma solugdo para unido e
intersecd0 de conjuntos fuzzy, com pesos, através da transformacdo dos conjuntos
originas por meo de tconormas (para as intersecdes) e de tnormas (para as unides)
entre 0s conjuntos e seus respectivos pesos, Ronald Fagin (FAGIN, 1997, FAGIN,
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19983, FAGIN, 1998b) desenvolveu uma formula que permite atribuir pesos diferentes
aos componentes légicos de uma fuzzy query a partir da funcéo de avdiacdo de uma
fuzzy query sem pesos. Esta abordagem visa a possibilidade de aproveitar agoritmos
exigentes de avdiagdo de fuzzy queries sem pesos e, a patir dedes, implementar
agoritmos de avaliacdo de fuzzy queries com pesos.

Fagin parte de trés propriedades desgaveis para chegar a suaformula:

gue a férmula com pesos sga baseada na formula sem pesos, io €, e 0s

pesos sao todos iguais, o resultado € 0 mesmo da formula sem pesos;

que a férmula com pesos sga compativel |, isto € se um argumento tem

peso zero, ele pode ser retirado sem afetar o valor do resultado;

aférmula com pesos é uma funcéo continua dos mesmos.

Na redidade, Fagin substitui a tercelra propriedade por uma outra, que ee
chama de linearidade local, que implica na continuidade desgjada. A linearidade local €
definida como sendo a linearidade véida para duas pesagens® comonotonicas (duas
pesagens sd0 comonotonicas quando coincidem na ordem de importéncia dos

argumentos, isto €, na ordem de seus pesos).

AsSm, ¢ g e q°' sA0 duas pesagens comonotonicas, a linearidade local

dgnifica

fagra-a)g (X) =afq(X) + (1-a)fq (X)

onde al [0,1], X é uma n-pla formada pelos componentes 6gicos da entrada e

fq(X) éaavaiacdo de X com pesagem q a partir daformulasem pesosf.

A partir destas condigdes, Fagin prova o seguinte teorema (FAGIN, 1997):
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“Para cada formula f sem pesos, existe uma Unica formula f, com pesos que €
baseada em f, compativel com f e localmente linear. Se X=(X1,X2,... Xm) € 4= (q1,92,---,0m)

com 13 g2 ...3 gm, entéo

fo(X)=(q1-02).f(X1)+ 2(02-03) .f(X1,X2)+ 3(03-0la) .f(X1,X2,X3) + ...+ MOm.f(X1,X2,...Xm).”

Edta formula pressupde que a formula f sem pesos deva ser smétrica, no sentido
de que a ordem dos argumentos ndo tenha influéncia sobre seu resultado, o que
certamente € um complicador, ja que uma férmula logica composta nem sempre satifaz
aessa condigao.

Por exemplo, a formula (X1 OR Xz OR X3) AND (X4 OR Xs OR Xg) ndo pode
ter seus argumentos colocados em qualquer ordem sem dterar a sua avaiagcéo. Nesta
formula, o que pode ser feito para a utilizacdo da formula de Fagin, no caso de uma
avdiacdo com peos, € a avdiagdo parcid das formulas légicas em cada par de
parénteses, ja que estas formulas parciais sdo Sméricas no sentido citado, e a seguir
uma avaiacdo da expressio global, sem pesos, ja que os mesmos foram considerados
nas avaiagies parcias.

A opeaciondidade desta solucdo, entretanto, para a utilizacdo de uma
ferramenta ja existente como era desgado, exige uma seqiéncia de submissdes de fuzzy
gueries a base de dados tantas vezes quantos sd0 0s componentes da fuzzy query com
pesos, 0 que inviabilizou 0 uso desta dternativa no presente trabaho, ja que seria
necessria uma interface com os aquivos internos do software Fuzzy Query, cuja

arquitetura interna ndo esta disponive..

A solucdo adotada explora as caracteristicas do Sistema de Classificagdo Fuzzy
(EVSUKOFF et al., 1997) utilizado e a forma como os pesos das regras influenciam na
avdiacd das mesmas, gerando um procedimento de avaliacdo da fuzzy query com

pesos em uma Unica submissdo a base de dados. Esta solugdo sera descrita no proximo

capitulo.

® Umapesagemé um conjunto de pesos(q , i = 1,...m, tal que gy+ 0o+ ...+ = 1.
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CAPITULO 4
A METODOLOGIA PROPOSTA

4.1 Introducéao

A metodologia proposta para a geracdo de fuzzy queries a partir de uma base de
regras fuzzy gerada por um Sistema de Classficacdo Fuzzy, é baseada no agoritmo de
aprendizado do SCF apresentado em EVSUKOFF et al. (1997) que, por sua vez, foi
ingpirado na metodologia de agquisicdo de conhecimento descrita em BRANCO et al.
(1994). Esta metodologia de aquisicdo de conhecimento e o agoritmo de aprendizado

citados serdo descritos a seguir.

4.2 O Sistema de Classificacao Fuzzy Utilizado

4.2.1 A Metodologia de Aquisi¢cdo de Conhecimento

As solugbes possiveis em um problema de cdassificacdo (ou de reconhecimento de
padrbes) podem ser representadas por um conjunto de classes W:{wj v :1...m}. O
problema consste em identificar a classe correta associada a um  conjunto de

observagOes, representadas pelo vetor de atributos x = (xl,.. -+ Xp )

O conhecimento sobre a relacdo entre as observacles e as classes geramente €

gpresentado como um mapeamento entre o conjunto de classes W e 0 espago de

aributos X P, definido pelo conjunto de treinamento. Uma solugdo aproximada do
problema € obtida através de um classficador, isto € um procedimento capaz de
redizar, damehor forma possivel, 0 mapeamento inverso:

G:xPew
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Diversos métodos para a solucéo do problema de classificacéo a partir da teoria de
conjuntos fuzzy podem ser encontrados na literatura, conforme descrito no capitulo 2. A
maior parte deles procura representar cada classe por um conjunto fuzzy definido sobre

0 espaco de atributos:
W :{(x,rr\l,\,j(x)),xT Xp}

Desta forma, dada uma observagido x,1 X P, o vaor de pertinéncia My, (Xg)
caracterizaapertinénciade x, aclassew; .

Paa a solugdo do problema define-se um conjunto de decisOes

A:{aj,j :1...m}, onde a decisdo a ; corresponde a escolher a classe w; . Gerdmente

a regra de decisio adotada € a regra do maximo, onde a classe escolhida é a que estiver

associadaao maior valor de pertinéncia (winner takes all):

a =ag/m, ()= max [m, (x))
j=l...m

A congtrucdo da funcéo de pertinéncia My, (X) ndo é entretanto, tarefa trivia e deve
levar em conta a posshilidade de codificagd do conhecimento empirico de
especidigtas. A abordagem a base de sistemas fuzzy, conforme visto no capitulo 2,
consste em calcular afuncéo de pertinéncia My, (X) em trés etgpas.

1. Definicdo de uma particéo fuzzy A, :{Al,...,Ani} sobre o universo de cada

aributo x, T X;, onde X; é o subespaco de X P correspondente ao atributo x; ;

2. Clculo das conclusies parcias (vaores de pertinéncia) m,vj(xi),"ij W,
para cada atributo x; , isto € a pertinéncia do atributo x; isoladamente a cada
classew;

3. Cdculo das conclusdes finais (vadores de pertinéncia) My, (X)," w; T W peda
agregacdo dos valores de pertinéncia My, (x;) paratodos os atributos X; .
Esta abordagem considera que conclusdes parciais sobre a ocorréncia das classes

podem ser obtidas a partir da observacéo dos atributos separadamente, ou sga, que 0s
aributos sfo independentes. Essa limitagdo evita a explosdo combinatdria associada a
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combinacdo de todos os vaores possiveis dos aributos, o que facilita a aquisicio de
conhecimento de especidistas. Além disso, esta hipétese de independéncia se verifica
em diversas aplicagdes préticas.

Para a definicdo da paticdo fuzzy A, :{Al,...,Ani}, condderase que O
especidista € capaz de indicar os vaores do atributo x; relevantes para a tomada de
decisio. Cada conjunto fuzzy da particio A, 1T A, representa um vaor quaitativo do
aributo x T X;.

O conhecimento empirico é extraido através de entrevistas onde o0 especididta €
solicitado a indicar a influéncia de cada valor quditativo do atributo x; na ocorréncia
daclasse w;. O conhecimento € representado na forma de tabelas, como a Tabela 1,

onde as linhas correspondem aos vaores quditativos (conjuntos fuzzy) do atributo x; e

as colunas correspondem as classes.

Tabela 1. Conhecimento extraido do especialista.

Fi Wy W,
A1 Fi(Aw,) Fi(A1Wn)
A, Fi (A ,W1) Fi (A, \Wm)

A forma com que os) especidista(s) vai(vao) preencher os vaores bem como
guais vaores deverdo s utilizados, depende da edratégia de aguisicdo de
conhecimento adotada. A informacdo representada na tabela é traduzida em pesos de

uma base de regras escritas como:
S x e A, entdo aclasse € w,;com peso F (A,,W;).
O resultado das conclusdes parciais € calculado a partir dainferénciafuzzy:

Vi :Ui-Fi
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onde u, = (m,%1 (%), my (% )) € 0 vetor contendo os valores de ativagdo das
regras (avaliagdes dos antecedentes das regras) e v; = (le (Xi)yees My (% )) 0 vetor de
conclusdes parcias (pertinéncias do atributo x; a cada classe).

A informagéo apresentada pelo especidista representa 0 peso que cada valor

qualitativo de cada atributo exerce sobre a ocorréncia de cada classe.

Numa interpretaco probabilistica da Tabeda 1, a informagdo fornecida pelo
especidida representa uma estimativa da probabilidade a posteriori de ocorréncia de
cada classe”:

Fi(A,w;)» P(w; 1% T Ay).

Tendo em vida que a inferéncia fuzzy é um processo de interpolacéo, o resultado
obtido pela inferéncia fuzzy é uma edtimativa da probabilidade a posteriori de cada
classe, dado o vaor do atributo correspondente:

My, (%) » P, [%).

Utilizando-se 0 produto como operador de agregacdo, o resultado das conclusdes
parcias, isto é 0 grau de pertinéncia do vetor de entrada x a cada classe pode ser escrito
como:

m, (= O my, () »Pw; |x)

i=1..n

gue € uma gproximacéo da probabilidade a posteriori de cada classe, dada a distribuicéo

no universo de cada atributo e consderando- se os atributos independentes.

Na teoria de conjuntos fuzzy, a agregacd das conclusdes parciais pode ser

generdizada por um operador t-norma:

my, 0 =T{m, ()., My, (%a).

A abordagem a partir de sstemas fuzzy pode entéo ser resumida na Fgura 10. A
partir dos vaores dos aributos x :{xl...xn}, define-se  uma paticdo fuzzy

" Observe que para esta féormula ter sentido é preciso que o conjunto Ay sejaconsiderado como um

conjunto dateoria classica de conjuntos, ou seja mAk T {O,ZI} .
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A, :{Ail,...,Ani} para cada atributo x;,i =1.n. A partir da informagdo contida em

cada atributo x;, as conclusdes parcias v; sSobre a ocorréncia de cada classe sfo
cdculadas pela inferéncia fuzzy citada, a patir do conhecimento extraido dos
especidlistas, representado pela base de regras F;. As conclusdes parcias s
agregadas por um operador t-norma paa a obtencdo da conclusso find

V= (rn,vl(x),...,rn,\,m (x)). A decisdo find gponta a classe associada ao valor maximo de

pertinéncia (winner takes all)

X u \'

— A Lo F,
X u Vv

L S A, F, o

\' \"\Y/
T "> MAX o
Deciséo

u Vv

i, An 0~ Fn "

Fuzzificagdo Inferéncia Agregacdo

Figura 10: Abordagem de classificagéo por sistemas de inferéncia fuzzy.

4.2.2 O Algoritmo de Aprendizado

Condderando-se 0 exposto no item anterior, foi eaborado um agoritmo de
aprendizado para a construgdo da matriz de pesos da base de regras (EVSUKOFF et al.,
1997), a partir de um conjunto de treinamento T :{(x(t), v(t)), t :1..N} onde, para cada
exemplo t, x(t) representa o vetor de atributos observados e v(t) € a saida desgada
associada a0 exemplo t, usando-se para isso a interpretacdo probabilistica, onde os

pesos das regras representam a freqiiéncia de ocorréncia de cada termo em cada classe:

= passo 1. trandormacdo dos aributos de vaores nominas em vaores

numericos, um aributo cujo universo € um conjunto finito condituido de k

vaores nominas digintos ted 0 seu universo trandformado em vaores
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numericos, aravés de uma bijecdo entre 0 universo do atributo e o conjunto
{1,2,...k};

= passo 2 congrucdo da particdo fuzzy dos universos dos aributos, a particéo

desgjada pode ser obtida de um especidista no dominio da aplicacdo, ou com
a utilizacdo de um processo de clusterizacdo, como por exemplo os utilizados
em BRANCO (1998) e BRANCO et al.(1998), ou através da construcéo de

uma particdo regular com um nimero pré-fixado de conjuntos fuzzy;,

= passo 3 obtencdo da matriz de pesos das regras, a matriz de pesos das regras €

obtida aravés da interpretacdo probabiligtica citada, onde cada peso

Fi(Ay.w;)é viso como a frequéncia de ocorréncia  termo correspondente

(Aik) naclasse considerada (w ), e sao calculados como:

a m, (xm).y,

F ) ’ ) = t=l..N°
A = e @)

t=1..N

onde x(t) € o vaor do aributo x no registro t do conjunto de treinamento e
v,(t) € a sdda desgada da classe w; (na maoria dos problemas de

classificagdo, vj(t)=1, se x(t) pertence aclasse w ; vj(t)=0, caso contrario).

Uma vez obtida a matriz dos pesos da base de regras, ja € possivel gerar as fuzzy
queries equivaentes para selecionar na base de dados os registros correspondentes a
cada classe.
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4.3 As Fuzzy Queries Equivalentes

4.3.1 A Base de Regras

Conforme vigo nos itens anteriores, uma vez obtida a meatriz dos pesos, F;,
para cada atributo X, i=1...p, tem-se, para cada classe w;, uma base de regras composta

deregras do tipo:

S x e A, entdo aclasse e w,;com peso F;(A,,w;)

A cada base de regras desse tipo sera gerada uma fuzzy query equivaente, da

forma

SELECT * FROM Base-de-Dados

WHERE

(X1 is A1 com peso F (A;;,w;)) OR ... OR (X1 isAq,n1 com peso F (A 1, W) )) AND

((x2 isAz1 com peso F (Ay;,W;)) OR ... OR (X2 is Ag,nz cOm peso F (A, ,,W ) )) AND

((Xp is Apr com peso F (A, w;)) OR ... OR (Xp is Apnp cOM peso F (A, ,,W ) )

Conforme visto anteriormente, o resultado das conclusdes parciais, iso € as
avadiaghes de cada linha na cldusula WHERE, € cdculado a partir dainferéncia fuzzy:

Vi :Ui-Fi

onde u; = (mpﬂ (Xi)s- oMy (xi)) € 0 vetor contendo os valores de ativagdo das
regras (avaliagbes dos antecedentes das regras) e v; = (m,\,l (X )5 emy (% )) o vetor de

conclusdes parciais (pertinéncias do atributo x; a cada classe), onde a multiplicacdo de
matrizes indicada pode s feta, num Ssema de inferéncia fuzzy, subgtituindo a

mutiplicacdo de reas por uma t-norma e a adicdo de reais pela t-conorma
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correspondente. Em EVSUKOFF et al. (1997), € usada a multiplicacéo tradiciond de
matrizes de nimeros reais. Entretanto, como a ferramenta Fuzzy Query néo oferece esta
possihilidade, foram usadas para a multiplicacdo das matrizes a t-norma minimo e a t

conorma maximo.

Da mesma forma, para fazer a agregacdo das conclusdes parciais, iso €, para
agregar as avadiacles de todas as linhas que compdem a clausula WHERE, obtendo a

conclusio final para cada classe, foi usada a t-norma minimo:

M, (x) =min (m,vj (%), (x,)).

Restava, assim, um problema a s resolvido: como utilizar a ferramenta Fuzzy
Query para avdiar fuzzy queries com pesos? O problema foi resolvido de forma
bastante smples. apds a geracéo da matriz de pesos pelo SCF, foi criada uma tabela de
pesos na base de dados e uma visdo associando-0s aos registros das tabelas de dados, de
forma que os pesos puderam ser vistos e tratados pela ferramenta como atributos
numericos e, portanto, passiveis de serem utilizados em condicdes de sdecdo fuzzy,
conforme descrito no capitulo 3.

Asam, foi criada uma particdo fuzzy com um Unico conjunto fuzzy, definido
pela funcéo identidade, apenas para que se pudesse usar uma tnorma na avaliacdo das

conclusdes parciais.

Degta forma, resolveurse de forma bastante smples e operaciona o problema de
avdiacdo de fuzzy queries com pesos, possihilitando a realizacdo dos estudos de casos

gue serdo apresentados.

No item seguinte, seréo apresentadas as idéias expostas usando a base de dados
iris para exemplificar o processo de geraco das fuzzy queries equivaentes, por ser uma
base de dados bem conhecida de todos, com quatro atributos e trés classes, néo
linearmente separdveis e que servira também para comparar dguns resultados inicias

obtidos, com outros existentes na literatura para esta base de dados.
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4.3.2 Um Exemplo: a Base de Dados IRIS

A base de dados iris contém 150 exemplos com 4(quatro) atributos continuos e
3(trés) classes, sendo 50 exemplos pertencentes a @da classe. Os atributos representam
o0 comprimento e a largura da sépda (“seplen” e “sepwid’) e da péda (“petlen” e
“petwid") de trés espécies daflor iris: setosa, versicolor e virginica

Por smplicidade e para manter o foco do trabaho na geracéo das fuzzy queries a
partir da base de regras fuzzy, foram usadas particbes fuzzy regulares, todas com cinco
conjuntos fuzzy e fungbes de pertinéncia triangulares. Edtas particbes ja haviam se
mostrado  satifatorias, em termos de performance dassficatoria, em trabahos
anteriores com o0 dgoritmo de agprendizado utilizado na metodologia apresentada
(EVSUKOFF et al, 1997), dém de ndo comprometerem a interpretabilidade das
regradqueries geradas, dada a quantidade reativamente reduzida de conjuntos na
particéo.

' Os prototipos das fungdes de pertinéncia para cada atributo sdo apresentados a
seguir:
seplen =4.3000 5.2000 6.1000 7.0000 7.9000
sepwid =2.0000 2.6000 3.2000 3.8000 4.4000
petlen =1.0000 24750 3.9500 5.4250 6.9000
petwid =0.1000 0.7000 1.3000 1.9000 2.5000

As matrizes de pesos geradas pelo agoritmo de gprendizado (implementado em
MatLab) s mostradas a seguir, onde as colunas correspondem as classes,
respectivamente, setosa, verscolor e virginica, e as linhas correpondem aos conjuntos
fuzzy das particles, representados por seus labels lingligicos

Atributo seplen

setosa verdcolor virginica
bemcurta 0.9220 0.0567 0.0213

curta 0.6364 0.3016 0.0621
media 0.0707 0.5054 0.4240
aongada 0 0.2991 0.7009

longa 0 0 1.0000



Atributo sepwid

setosa verscolor virginica
fina 0.0682 0.7500 0.1818
afinada 0.0780 0.5153 0.4068
média 0.3696 0.2705 0.3599
dargada 0.8000 0.0231 0.1769
larga 1.0000 0 0
Atributo petlen

setosa verscolor virginica
bemcurta 1.0000 0 0
curta 0.8514 0.1486 0
média 0 0.8617 0.1383
aongada 0 0.2759 0.7241
longa 0 0 1.0000
Atributo petwid

setosa verdcolor virginica
fina 1.0000 0 0
dinada 0.6923 0.3077 0
média 0 0.8849 0.1151
dargada 0 0.2009 0.7991
larga 0 0 1.0000

A Figura 11 mostra a particdo usada para o atributo seplen.
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Cada um desses pesos foi nomeado pela letra “p” seguida de trés inteiros que
indicam, respectivamente, o atributo, a linha (conjunto fuzzy da particdo) e a coluna
(classe) correspondentes. Assim, por exemplo, p123 = 0.0621, corresponde a influéncia

do vaor “curta’ do atributo seplen a classe virginica

Conforme explicado, cada peso aparece na visdo usada pela fuzzy query como
um dributo, cujo universo (intervado [0,1]) foi particionado por um Unico conjunto
fuzzy, caracterizado pela funcdo de pertinéncia identidade e identificado pelo label
lingliigtico “sm”, conforme mostrado na Figura 12.

*_iris-getosa.fqf - Fuzzy Query

File  Help

Criteria Definition Fuzzp Sets l Hedges] Quem Builder] Query Controls] Run Guer_l,l]

Fields Univerze of Discourse
122 =] IdinirnLim I aximum
B0 i
131 [ Help
Fuzzy Sets Fuzzp Set Mame Alpha Cut
| -
= Hew ‘ Edit ‘ Delete |Slm |D
Fuzzy Set Shape ] | Domain

|£| Linear Increasing
Linear Decreasing J Mir: |2

Left Shoulder
Hight Shoulder b |1
=2

7 .

p123 Fuzzy Sets

0.0
0.0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1.0 =]

For Help, press F1
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A seguir, € mostrada a fuzzy query gerada para selecionar na base de dados iris
0s registros pertencentes a classe setosa

SELECT * FROM iris-com-pesos

WHERE
((seplenislare bemcurta) AND (p111 islare sm) OR
(seplenigare curta) AND (pl21 idare sm) OR
(seplenislare media) AND (pl3ligare sm) OR
(seplenigare dongada) AND (pl41idare sm) OR
(seplenigare longa) AND (p151 iSlare Sm))
AND



((sepwid igare fina) AND (p21ligare sm) OR
(sepwid idare afinada) AND (p221 igare sm) OR
(sepwid islare media) AND (p23lisiare sm) OR
(sepwid igare dargada) AND (p241 igare sm) OR
(sepwid idare larga) AND (p251 igare Sm))

AND

((petlen igare bemcurta) AND (p311igare sm) OR
(petlen igare curta) AND (p321igare sm) OR
(petlenislare media) AND (p33ligare sm) OR
(petlen islare dongada) AND (p341isare sm) OR
(petlenislare longa) AND (p351 idare Sm))

AND

((petwid igjare fina) AND (p411idare sm) OR
(petwid igare afinada) AND (p421 islare sm) OR
(petwid isare media) AND (p43lidare sm) OR
(petwid igare dargada) AND (p441idae sm) OR
(petwid igare larga) AND (p451 isare sm))
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Os primeiros registros retornados apods a submissdo desta fuzzy query a base de

dados iris sB0 mostrados na Figura 13, onde a coluna [COD] representa 0 ndmero do

registro retornado, apenas para identificacdo do mesmo e a coluna [iris] contém a classe

correspondente ao registro, sendo setosa= 1, versicolor = 2 evirginica= 3:
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E bom observar, que a fuzzy query ndo faz uma classficacdo do tipo ‘winner
takes all” com os registros da base de dados, visto que cada query submetida avdia
apenas 0 grau de pertinéncia de cada registro a classe em questéo.

Resultados das Fuzzy Queries submetidas a base de dados ris:

Fuzzy Query Setosa:

Os 50 primeiros registros retornados sio da classe Setosa, 0 que sgnifica 100% de
acerto.

Fuzzy Query Versicolor:

Os 30 primeiros registros retornados séo da classe Versicolor, o que significa 100% de
acerto.

Dos 45 primeiros registros retornados, 42 sio da classe Verscolor, o que sgnifica
93,3% de acerto.

Dos 50 primeiros registros retornados, 46 sdo da classe Verscolor, o que sgnifica 92%
de acerto.

Fuzzy Query Virginica

Os 15 primeiros registros retornados s2o da classe Virginica, o que significa 100% de

acerto.

Dos 30 primeiros registros retornados, 29 sdo da classe Virginica, o que sgnifica 96,7%
de acerto.

Dos 45 primeiros registros retornados, 43 sdo da classe Virginica, 0 que sgnifica 95,6%
de acerto.

Dos 50 primeros registros retornados, 45 sdo da classe Virginica, o que significa 90%
de acerto.



CAPITULO 5
AREAS DE APLICACAO E ESTUDO DE CASO

5.1 Introducéo

A metodologia proposta se aplica a problemas de classficacdo em gera mas
mostra-se particularmente interessante para aplicacbes na &ea de marketing dirigido —
target selection.

Nesta aea, imagina-se um cen&io onde se tem disponivel um banco de dados
relaciona contendo registros com informagbes sobre um universo de pessoas eou
empresas, do qual desgase sdecionar um subconjunto de registros que represente o
publico avo de um projeto de marketing. Neste cendrio, conddera-se a existéncia, no
banco de dados, de um subconjunto representativo (etatisticamente falando) do
universo de regstros em questéo, que possa s usado em um processo de gprendizado
supervisionado. E daro que a existéncia desse subconjunto de registros, que sera usado
para 0 gprendizado supervisionado, pode ter exigido a execucdo de etapas anteriores,
tanto do projeto de marketing propriamente dito como do processo de descoberta do

conhecimento e mineracéo de dados.

Uma vez sdecionado, esse subconjunto representativo do banco de dados é
usado como entrada para o Sistema de Classificagdo Fuzzy (EVSUKOFF et al., 1997)
que é utilizado na metodologia proposta, gerando assm uma base de regras fuzzy, a
partir da qual serdo geradas as fuzzy queries equivaentes. Estas fuzzy queries, entéo,
poderdo ser submetidas ao banco de dados para a selecéo do publico avo do projeto de
marketing.

E importante ressaltar que, como uma fuzzy query retorna uma lia ordenada

dos registros que melhor atendem ao perfil desgado do publico avo (gprendido pelo
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agoritmo), o projeto de marketing pode ser implementado gradativamente, se assm br
desgado, atingindo-se primeiro os avos com maior probabilidade de responderem ao
projeto. Esta caracteristica da aos responsiveis pelo projeto de marketing uma
ferramenta importante para gustalo ao perfil (conservador/agressvo) do empresiio
contratante do projeto €/ou aos recursos financeiros disponivels para a execucdo do
projeto.

A Figura 14 mostra a utilizacdo da metodologia proposta no processo como um

Publico
f> Alvo

SQL Fuzzy <}:| <}:I Metodologia <;:|

/\

todo.

Base de
Fuzzy Queries Regras
Fuzzy
N
Xt | Xz [ ] Xn | %
@ [ %O %O [ v.0 .
|:{> %@ | %@ | .. %@ | w@ |:{> Algoritmo de
: S A : aprendizado
S x (N) [ % (N) - [, (N) [ (N
Base de Dados Arquivo de aprendizado

Figura 14: Aplicacdo da Metodologia Proposta: Marketing Dirigido

No item seguinte, € gpresentado um estudo de caso usando a base de dados
“andise de crédito”, bagtante conhecida e utilizada como benchmark para comparacéo
de dgoritmos de gprendizado. O ided seria poder usar a metodologia proposta num
cao red de um projeto de maketing, 0 que infdizmente, ndo foi possive.
Desnecessrio dizer das dificuldades de se obter bases de dados resis em tas
circungtancias. Conforme sera visto, no entanto, os resultados dos testes feitos com este
estudo de caso foram bastante satisfatorios.
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5.2 Estudo de Caso: Andlise de Crédito

5.2.1 As Fuzzy Queries Geradas

A base de dados utilizada como estudo de caso foi a base “andise de crédito”,
disponibilizada para benchmark por JR.Quinlan, apods a redizacdo dos testes com 0 seu
algoritmo de aprendizado C4.5 (QUINLAN, 19933), que gera regras em forma de
arvores de decisdes.

Esta base é composta por 15(quinze) atributos e 2(duas) classes, conforme
descricao a seguir:

" NUmero de exemplog(registros): 653

= Os atributos tiveram 0s seus nomes e valores nominais aterados
por Quinlan para manter a confidencidlidade das informagbes. Abaixo tem-se a

lista dos atributos com respectivos vaores.

Al b, a

A2 continuo.

A3: continuo.

A4: uy,lt

AS5: g, p, 90

AG: ¢ dcci,j, k,mr,qg,w,X, e aa ff.
AT v, h, bb, j, n, z, dd, ff, o.
A8: continuo.

A9: t,f.

A10: t, f.

AllL continuo.

Al2: t, f.

A13: aps

Al4: continuo.

Al5: continuo.

A16: 1,2 (atributo classe)
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Como pode ser observado, esta base de dados € bem interessante pois contém
uma boa migura de atributos com vaores continuos, aributos com poucos vaores

nominais e atributos com varios vaores nominais.

= A didgribuicio de registros por classe, que caracteriza a
probabilidade de ocorréncia das classes a priori € aseguinte :

classe 1: 296 registros (45.3%)
classe 2: 357 registros (54.7%)

Os aributos de vdores nominas tiveram o0s seus vaores subdituidos
sequencidmente pelos vadores inteiros 1, 2, ... , k, onde k € o nimero de vaores
nominais do aributo. Assm, por exemplo, o atributo A7 passou a ter o conjunto de
vaores: 1,2,34,5,6,7,8,9.

Da mesma forma que no exemplo com a base de dados iris, foram usadas
partices regulares com 5(cinco) conjuntos fuzzy cada uma, em todos os atributos, e
fungbes de pertinéncia triangulares. Esta escolha, que ja havia se mostrado bastante
satisfatdria anteriormente (EVSUKOFF et al., 1997) em termos de performance
classficatdria, smplifica a implementacdo e nos mantém focados no objetivo principa
do trabalho que é a geracéo das fuzzy queries. A Figura 15 mostra a particdo fuzzy usada
para o atributo A7.

Os labels lingligicos usados para identificar os cinco conjuntos fuzzy das
particbes foram 0s mesmos para todos os atributos. pequeno (peg), pequeno-médio
(pegmed), médio (med), médio-grande (medgde) e grande (gde).

Os 653 exemplos (registros) do arquivo de gprendizado foram divididos em dois
arquivos.

= treino (gprendizado propriamente dito) com 435 exemplos, sendo 197 da
classe 1 (45,3%) e 238 exemplos da classe 2 (54,7%).

= teste com 218 exemplos, sendo 99 da classe 1 (45,4%) e 119 da classe 2
(54,6%).
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Figura 15: Particdo Fuzzy do Atributo A7

Com as partigdes geradas e usando o arquivo de treino, o agoritmo de
gprendizado (implementado em MatLab) gerou as seguintes matrizes de pesos (base de
regras) para os 15 atributos da base de dados ‘andlise de crédito’, apresentadas nas
tabelas 2, 3,4,5¢€6:

Tabela 2: Matrizes de Pesos dos Atributos Al, A2 e A3
Al A2 A3

clasel classe? clasel classe? clasel classe2

peq 0.4437 0.5563 0.3584 0.6416 0.3487 0.6513
pegmed 0 0 0.4112 0.5888 0.5070 0.4930
med 0 0 0.5600 0.4400 0.6274 0.3726
medgde 0 0 0.6447 0.3553 0.7289 0.2711

gde 0.4737 0.5263 0.5265 0.4735 0.7579 0.2421
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Tabela 3: Matrizes de Pesos dos Atributos A4, A5 e A6

A4 A5 A6
clasel classe2 classel classe? classel classe?
peq 0.4985 0.5015 0.4985 0.5015 0.3999 0.6001
pegmed 0 0 0 0 0.4280 0.5720
med 0.2981 0.7019 0.2981 0.7019 0.4846 0.5154
medgde 0 0 0 0 0.6132 0.3868
gde 1.0000 0 1.0000 0 0.2916 0.7084
Tabela 4: Matrizes de Pesos dos Atributos A7,A8 e A9
A7 A8 A9
classel classe2 clasel classe2 classel classe2
peq 0.4573 0.5427 0.3582 0.6418 0.8043 0.1957
pegmed 0.5852 0.4148 0.6569 0.3431 0 0
med 0.4375 0.5625 0.8023 0.1977 0 0
medgde 0.1765 0.8235 1.0000 0 0 0
gde 0.1707 0.8293 1.0000 0 0.0585 0.9415
Tabela 5: Matrizes de Pesos dos Atributos A10, A1l e A12
Al0 All Al2
clasel classe2 clasel classe? classel classe?
peq 0.7216 0.2784 0.3804 0.6196 0.5077 0.4923
peqmed 0 0 0.8661 0.1339 0 0
med 0 0 0.8617 0.1383 0 0
medgde 0 0 1.0000 0 0 0
gde 0.2365 0.7635 1.0000 0 0.4083 0.5917
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Tabela 6: Matrizes de Pesos dos Atributos A13, A14 e A15

Al3 Al4 Al5
clasel classe2 classel classe? classel classe?
peq 0.4719 0.5281 0.4739 0.5261 0.4382 0.5618
pegmed 0 0 0.4197 0.5803 0.8310 0.1690
med 0.5000 0.5000 0.2380 0.7620 1.0000 0
medgde 0 0 0 0 1.0000 0
gde 0.2683 0.7317 0 1.0000 1.0000 0

Com esta base de regras, 0 resultado da classificacdo obtida pelo SCF utilizado
fol o seguinte:

Arquivo de treino

Percentua deregistros corretos :  87.59
Percentud deregistrosincorretos. 1241

Arquivo de teste

Percentua deregistros corretos :  84.40

Percentua de registrosincorretos.  15.60

A fuzzy query gerada para selecionar na base de dados‘andise de crédito’ os

registros pertencentes a classe 1,6 mostrada a seguir:

SELECT * FROM CreditoComPesos
WHERE

(((Atrligare peq) AND (pO11lislare sm)) OR
((Atrliglare pegmed) AND (p0121 igare sm)) OR
((Atrlislare med) AND (p0131igare sm)) OR
((Atrligare medgde) AND (p014lislare sm)) OR
((Atrlislare gde) AND (pO151 idare sm)))

AND




(((Atr2idlare peg) AND (p0211 igare sm)) OR
((Atr2 islare pegmed) AND (p0221 ilare sm)) OR
((Atr2 iglare med) AND (p0231islare sm)) OR
((Atr2 idare medgde) AND (p0241 islare sm)) OR
((Atr2 islare gde) AND (p0251 idare sm)))

AND

(((Atr3idare peq) AND (p031lislare sm)) OR
((Atr3islare pegmed) AND (p0321 igare sm)) OR
((Atr3islare med) AND (p0331igare sm)) OR
((Atr3igare medgde) AND (p0341lislare sm)) OR
((Atr3idare gde) AND (pO351islare sm)))

AND

(((Atr4 idare peq) AND (p0411islare sm)) OR
((Atrd igare pegmed) AND (p0421 isare sm)) OR
((Atrd islare med) AND (p043lislare sm)) OR
((Atrd iSlare medgde) AND (p0441 islare sm)) OR
((Atrd igare gde) AND (p0451 idare sm)))

AND

(((Atr5iglare peq) AND (p0511 igare sm)) OR
((Atr5igare pegmed) AND (p0521 igare sm)) OR
((Atr5 idare med) AND (p0531 igare sm)) OR
((Atr5islare medgde) AND (p0541 islare sm)) OR
((AtrSigare gde) AND (p0551 idare sm)))

AND

(((Atr6 idare peq) AND (pO611islare sm)) OR
((Atr6 islare pegmed) AND (p0621 islare sm)) OR
((Atr6 iglare med) AND (p063lislare sm)) OR
((Atr6 islare medgde) AND (p0641 islare ssim)) OR
((Atr6 iSlare gde) AND (pO651 islare sm)))

AND

(((Atr7 islare peg) AND (p0711igare sm)) OR
((Atr7 islare pegmed) AND (p0721 islare sm)) OR
((Atr7 iglare med) AND (p073lislare sm)) OR
((Atr7 igare medgde) AND (p0741 igare sm)) OR
((Atr7 islare gde) AND (pO751 idare sm)))

AND

(((Atr8 idare peq) AND (P0811 igare sm)) OR
((Atr8islare pegmed) AND (P0821 islare sm)) OR
((Atr8 islare med) AND (P0831 islare sm)) OR
((Atr8 igare medgde) AND (P0841 igare sm)) OR
((Atr8 idare gde) AND (P0851 igare Sm)))

AND

(((Atr9 idare peq) AND (P0911 igare sm)) OR
((Atr9 igare pegmed) AND (P0921 islare sm)) OR
((Atr9 islare med) AND (P0931 islare sm)) OR
((Atr9 iglare medgde) AND (P0941 igare sm)) OR
((Atr9igare gde) AND (P0951 islare sm)))

AND

51
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(((AtrlOigare peg) AND (P1011igare sm)) OR
((Atr10iare pegmed) AND (P1021 igare sm)) OR
((Atr10islare med) AND (P103lislare sm)) OR
((Atr10 iare medgde) AND (P1041 idare sm)) OR
((Atrl0islare gde) AND (P1051 igare sm)))

AND

(((Atr11iglare peg) AND (P111lislare sm)) OR
((Atrllislare pegmed) AND (P1121 igare sm)) OR
((Atr11 isare med) AND (P1131igare sm)) OR
((Atrlligare medgde) AND (P114ligare sm)) OR
((Atrlligare gde) AND (P1151 isare sm)))

AND

(((Atr12 iglare peg) AND (P1211islare sm)) OR
((Atr12 igare pegmed) AND (P1221 igare sm)) OR
((Atr12isjare med) AND (P123liglare sm)) OR
((Atr12 igare medgde) AND (P1241 islare sm)) OR
((Atr12islare gde) AND (P1251 idare sm)))

AND

(((Atr13islare peq) AND (P1311igare sm)) OR
((Atrl3islare pegmed) AND (P1321 igare sm)) OR
((Atr13igare med) AND (P1331ligare sm)) OR
((Atrl3iglare medgde) AND (P134ligare sm)) OR
((Atrl3islare gde) AND (P1351 igare sm)))

AND

(((Atr14 iglare peg) AND (P1411islare sm)) OR
((Atrl4 idare pegmed) AND (P1421 igare sm)) OR
((Atrl4 isare med) AND (P143lislare sm)) OR
((Atrl4 isare medgde) AND (P1441isare sm)) OR
((Atrl4 iare gde) AND (P1451 islare Sm)))

AND

(((Atrd5igare peqg) AND (P1511igare sm)) OR
((Atr15idare pegmed) AND (P1521 igare sm)) OR
((Atr15igare med) AND (P1531isare sm)) OR
((Atr15igare medgde) AND (P1541 iare sm)) OR
((Atrl5islare gde) AND (P1551 igare sm)))

Os primeiros registros retornados apos a submissdo desta fuzzy query a base de
dados (arquivo de treino) € modtrada na Figura 16. Esses registros estéo ordenados
decrescentemente segundo o grau de pertinéncia a classe 1, isto é, segundo o grau de
satisfabilidade as condicdes da clausula WHERE da fuzzy query.

A fuzzy query gerada para sdecionar os registros da classe 2 € andoga desta

apresentada para a classe 1, trocando- se apenas 0s pesos correspondentes
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Figura 16: Resultado da Fuzzy Query Classe 1— Arquivo de Treino

Os resultados da submisséo destas duas fuzzy queries aos arquivos de treino e de
teste sB0 mostrados nas Tabelas 7 e 8 e nas Figuras 17 e 18, respectivamente. Para que
*£ possa tar uma medida da quaidade (precisio da classficagdo) dos registros
retornados, tabelas mostram a quantidade e o percentua de erros de classificacéo,

cumuldivamente, por intervalos de registros. Para cada submissio, consideramos o

nimero de registros do arquivo pertencentes a classe em questdo (por exemplo, 197
registros da classe 1 no arquivo de treino) e o dividimos (gproximadamente) em deciles,
isto & em intervaos de 10% (no exemplo citado, em intervalos de 20 registros). Assm,
as linhas nas tabelas representam, sucessvamente, os primeros 10%, os primeros 20%,
o0s primeiros 30%, etc. Desta forma, se a classificacdo fosse 100% precisa, teriamos 0

(zero) erro nos 100% primeiros registros, ito €, na tltima linha da tabela.



Tabela 7: Resultados da Fuzzy Query Classe 1

Treno Teste
Deciles N° deerros % deerros N° deerros % deerros
até 10% 1 5 1 10
até 20% 1 25 1 5
até 30% 2 3.3 3 10
até 40% 6 7.5 3 75
até 50% 10 10 3 6
até 60% 11 9.2 4 6.7
até 70% 12 8.6 5 7.1
até 80% 18 11.3 10 125
até 90% 34 18.9 18 20
até 100% 38 19 22 22
Resultados Classe 1
25
----Treino
20 T]—— Teste A
S 15 ad
°
I 10 *
5
o T T T T T T T T T
10 20 30 40 50 60 70 80 90 100

Deciles

Figura 17: Resultados da Fuzzy Query Classel
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Tabela 8: Resultados da Fuzzy Query Classe 2

Treno Teste
Deciles N° deerros % deerros N° deerros % deerros
até 10% 1 4.2 1 8.3
até 20% 3 6.3 1 4.2
até 30% 4 5.6 2 5.6
até 40% 5 5.2 4 8.3
até 50% 6 50 4 6.7
até 60% 9 6.3 5 6.9
até 70% 10 59 6 7.1
até 80% 10 52 6 6.3
até 90% 23 10.6 15 13.9
até 100% 47 19.6 27 22.5
Resultados Classe 2
25
-=-=-=-Treino /
201 Teste / v
;\3 15 .
°
o 10
5 SRR AN
0 T T T T T T T

50 60

Deciles

100

Figura 18: Resultados da Fuzzy Query Classe2
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Como pode ser observado, temrse um resultado muito bom em termos de
precisdo de classficagdo dos registros retornados, principamente se forem focados
gpenas 0s oito primeiros deciles. Entretanto, as queries geradas, por consderarem a
base de regras completa na sua construgdo, tém uma sintaxe que trata no mesmo ‘pé de
igualdade’ todos os atributos, &0 €, a sintaxe das queries geradas ndo evidencia quais
S0 os aributos mais relevantes para a selecdo dos registros, 0 que ndo € intuitivo para
um especidigta da &ea de gplicacdo, dificultando assim a sua interpretacéo das queries
geradas, 0 que seria desgavel quando da existéncia deste especidista

Deta forma, foi agplicado um méodo (BRANCO et al., 1994) baseado nas
matrizes de pesos geradas pelo algoritmo de aprendizedo, para determinacéo dos
aributos que mehor discriminam a ocorréncia de determinada classe, obtendo assm

uma smplificacdo das queries geradas. Estes resultados s80 apresentados a seguir.

5.2.2 Simplificacdo das Fuzzy Queries Geradas

Em BRANCO et al. (1994), sGo apresentados os conceitos de discriminacéo
horizontd e de disriminacédo verticd de um  aributo. Os termos se referem,

respectivamente, as linhas e colunas das matrizes de pesos dos diversos atributos e so
calculados pelas seguintes expressdes, para cada atributo x;:

g(F i (AWi) - Fi(Aw,))
= disriminaggo horizontd: Dp(xi A = &

m-1
onde F ; (A, Wy ) = max(F ; (A, w.),c =1..m);

N
a (Fi(Awm.We)- Fi(Aw,))
= discriminagio vertical: Dy(x, w,) = *2 — , onde

Fi(Amwe) =max(F; (Awe ), k=1.n);
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Intuitivamente, Du(Xi, Aik) € uma medida da capacidade que o conjunto fuzzy (da
paticdo do universo do dributo X;) representado pelo labe linglidico Ak tem de

discriminar a ocorréncia das classes entre §, enquanto Dy(xi,w.) € uma medida da

capacidade do atributo x; discriminar a ocorréncia ou nédo daclasse w,, .

Em termos de precisio dasdficatdria, a discriminacdo horizontd  identifica os
conjuntos fuzzy das partigdes dos universos dos atributos, com maior capacidade de
discriminar a ocorréncia das classes entre 9, e pode ser usada para smplificar a base de
regras do SCF. ESPINDOLA (2002) apresenta um método que usa algoritmos genéticos
para fazer identificacdo e smplificar a base de regras do SCF agpresentado em
EVSUKOFF et al. (1997), com bons resultados.

Entretanto, conforme ja citado anteriormente, as fuzzy queries, quando submetidas a
base de dados, ndo agem como classficadores pois gpenas cadculam o grau de
pertinéncia de cada registro da base de dados a uma determinada classe, ndo a
comparando com o0 grau de petinéncia as outras classes. Asim, em termos da
quaidade dos registros retornados pela fuzzy query, no sentido da pertinéncia dos
mesmos a classe consderada, para smplificamos as fuzzy queries geradas sem perda

desta quaidade, ndo devemos usar a discriminacdo horizontd e Im a discriminacéo

verticd, que tem a capacidade de identificar quais os atributos que melhor discriminam

aocorréncia de uma determinada classe.

As discriminagbes verticais dos atributos da base de dados ‘andise de crédito,
obtidas a partir das matrizes de pesos, podem ser visas na Tabela 9.
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Tabela 9: Discriminacé&o Vertical dos Atributos

Classel Classe2
Al 0,36 0,42
A2 0,19 0,18
A3 0,20 0,26
A4 0,80 0,58
A5 0,80 0,56
A6 0,21 0,18
A7 0,25 0,25
A8 0,30 0,51
A9 0,79 0,89
A10 0,65 0,65
All 0,22 0,50
Al12 0,40 0,45
Al13 0,32 0,47
Al4 0,31 0,53
Al15 0,18 0,52

Os atributos com maior capacidade de discriminagdo (em ordem decrescente) para a

classel sdo os atributos A4, A5, A9 e A10, enquanto que para a classe2 sfo os atributos

A9, A10, A4 eA5.
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A fuzzy query gerada com esses atributos de maior cepacidade para discriminar a

ocorréncia da clasel é modsrada a seguir, onde também foram omitidos os

componentes da clausula WHERE associados a pesos iguais a Zero:

SELECT * FROM CreditoComPesos

WHERE

((Atrd islare peq) AND (p0O411igare ssim) OR
(Atrdisare med) AND (p043lisare sm) OR
(Atrd idare gde) AND (p0451 islare ssm))
AND

((Atr5igare peg) AND (p0511 igare sm) OR
(Atr5islare med) AND (p0531 igare sm) OR
(Atr5iglare gde) AND (p0551 islare sm))
AND

((Atr9islare peg) AND (PO911 idare sm) OR
(Atr9islare gde) AND (P0951 islare sm))
AND

((Atr10igare peg) AND (P1011 iglare sm) OR
(Atrl0igare gde) AND (P1051 islare sim))

Os primeiros registros retornados apos a submissio desta fuzzy query a base de

dados (arquivo de treino) € mostrada na Figura 19.

= credito-claszel-disc-treino. fqf - Fuzzy Query

File  Help
Criteria D efinition ] Fuzzy Sets ] Hedges ] ey Builder] Query Controls  Fun Gueny
Query Statistics
Mame of results table:  |[CreditoClasselDiscTreing
Fecords selected fom DB; {439 Percent of Selected Recards %
Records where QCIX > 0.0: |"‘135 |‘“:|De/°
Records above OCIX Threshold: |23D |53°/°
[QCR] [COD] [Classe] £
0438500 78 1.000000
0438500 90 1.000000
0438500 a3 1.000000
0438500 a8 1.000000
0438500 a7 1.000000
0438500 85 1.000000
0438500 a4 1.000000
0438500 a3 1.000000
0438500 a2 1.000000
0438500 143 1.000000
0438500 73 1.000000
0438500 93 1.000000
0438500 77 1.000000
0438500 76 1.000000
0438500 73 1.000000
0438500 72 1.000000
0438500 71 1.000000
n AQoRNN n 1.0ANnNn =l

For Help, press F1

Figura 19: Resultado da Fuzzy Query Classel Simplificada
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A fuzzy query gerada para selecionar os registros da classe 2 é andoga desta

apresentada para a classe 1, trocando- se apenas 0s pesos correspondentes

Os resultados da submissdo destas duas fuzzy queries aos arquivos de treino e de

teste sB0 mostrados nas Tabelas 10 e 11 e nas Figuras 20 e 21, respectivamente.

Tabela 10: Resultados da Fuzzy Query Classe 1 Simplificada

Treino Teste
Deciles N° deerros % deerros N° deerros % deerros
até 10% 0 0.0 0 0.0
até 20% 1 2.5 0 0.0
até 30% 1 17 0 0.0
até 40% 1 13 0 0.0
até 50% 1 10 0 0.0
até 60% 12 10.0 5 8.3
até 70% 13 9.3 5 7.1
até 80% 18 11.3 7 8.8
até 90% 28 155 16 17.8
até 100% 34 17.0 24 24.0

Resultados da Query Simplificada: Classe 1

30

-===Treino
251 Teste
20

. /
/
‘O
10 =

Erro (%)

10 20 30 40 50 60 70 80 90 100

Deciles

Figura 20: Resultados da Fuzzy Query Classel Simplificada
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Tabela 11: Resultados da Fuzzy Query Classe 2 Simplificada

Treno Teste
Deciles N° deerros % deerros N° deerros % deerros
até 10% 2 8.3 0 0.0
até 20% 4 8.3 0 0.0
até 30% 4 5.6 1 2.8
até 40% 5 5.2 1 2.1
até 50% 6 5.0 4 6.7
até 60% 9 6.3 5 6.9
até 70% 10 59 6 7.1
até 80% 10 52 6 6.3
até 90% 23 10.6 15 139
até 100% 47 19.6 27 225

Resultados da Query Simplificada: Classe 2

25

- -a= =Treino

Teste

=
9]

Erro (%)

=
o

o = = 4

50 60

Deciles

Figura 21: Resultados da Fuzzy Query Classe2 Simplificada
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Como pode ser observado, as fuzzy queries smplificadas mantiveram a mesma
qudidade das fuzzy queries completas no que diz respeito a pertinéncia dos registros

retornados as classes; no caso da classel, até ligeiramente melhor.

Obteve-sg, assm, um resultado muito bom com a dmplificagdo das queries

através das discriminacOes verticais dos atributos, ja que foi mantida ou mehorada a

qualidade dos registros retornados, com uma mehora dgnificativa na interpretabilidade
das queries, 0 que posshilita a egpecidistas no dominio de aplicacdo, uma mehor
compreensdo dos critérios utilizados para a sdecdo dos registros, permitindo aos
mesmos uma mehor interacd com 0 processo, enriquecendo assm a metodologia

como um todo.

5.2.3 Query Gerada a Partir de Arvore de Decis&o

Para que se possa fazer uma comparacdo dos resultados obtidos pelas fuzzy
queries geradas com os resultados obtidos por queries SQL geradas a partir de outras
técnicas, foi utilizado o dgoritmo JM8-C0.25-M2, que gera avores de deciséo. Este

dgoritmo é um dos muitos disponivels no ste http://www.weka.com , usado para

benchmark. Foi usado o arquivo “andise de crédito” e a arvore de decisdo gerada é

mostrada a seguir, onde as classes estdo representadas por “+”(classe 1) e “-“(clase 2) :

A3<=0.165

| A7=v

| | A2<=3558: -
| | A2>35.58: +
| A7=h: -

| A7=Dbb: +

| A7=j:+

| A7=n:+

| A7=z -

| A7=dd: -

| A7=Af: -

| A7=0:-
A3>0.165: -



63

A9 =t

Al0=t: +

Al0=f

| A15<=444

| A7=v

| | Ad=u

| | | Al4<=112: +
| | | Al4>112
| | ] ]| AL5<=70: -
| | | | A15>70: +
| | Ad=y

| | | Al3=g:-
| || Al3=p:-
| | | Al3=s+
| | Ad=1I:-

| | Ad=t: -

| A7=h:+

| A7=Db

| | A3<=1375:+
| | A3>1.375: -
| A7=j: -

| A7=n:+

| A7=z+

| A7=dd: +

| A7=ff:-

| A7=0+

I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
| | A15>444: +

Para cada clase foi congtruida uma query SQL e submetida a base de dados
“andise de créditos’. A query SQL gerada para selecionar os registros da classe 1 é
mostrada a seguir:

SELECT credito.COD, credito.Classe

FROM credito

WHERE

((((credito.Atr9)=1) AND ((credito.Atr10)=1))

OR

((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)<=444 AND (credito.Atr15)>70) AND
((credito.Atr7)=1) AND ((credito.Atr4)=1) AND
((credito.Atr14)<=112))

OR

((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)<=444) AND ((credito.Atr7)=1) AND
((credito.Atr4)=1) AND ((credito.Atr14)>112))

OR

((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)<=444) AND ((credito.Atr7)=1) AND
((credito.Atr4)=2) AND ((credito.Atr13)=3))



OR
((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)<=444) AND ((credito.Atr7)=2))
OR

((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)<=444) AND ((credito.Atr7)=3) AND
((credito.Atr3)<=1.375))

OR

((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)<=444) AND ((credito.Atr7)=7))
OR

((((credito.Atr9)=1) AND ((credito.Atr10)=2) AND
((credito.Atr15)>444))

OR

((((credito.Atr9)=2) AND ((credito.Atr7)=1) AND
((credito.Atr3)<=0.165) AND ((credito.Atr2)>35.58))
OR

((((credito.Atr9)=2) AND ((credito.Atr7)=3

OR

(credito.Atr7)=4

OR

(credito.Atr7)=5) AND ((credito.Atr3)<=0.165));

Os resultados obtidos com as submissdes das queries SQL sdo mostrados a

Seguir:

Treno
208 registros retornados (néo ordenados)
32 erros de classificacéo (15,4%)

Teste
107 registros retornados (n&o ordenados)
27 erros de classificagdo (25,2%)
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CAPITULO 6
CONCLUSAO

Foi apresentada uma metodologia que, a partir da base de regras fuzzy congruida
pelo dgoritmo de gprendizado de um Sstema de Classficagdo Fuzzy (SCF) que utiliza
regras fuzzy do tipo TSK de ordem zero, gera de forma (semi-)automética um conjunto
de fuzzy queries equivaentes ao SCF, isto é, a cada classe é associada uma fuzzy query
gque, submetida a base de dados sdeciona na mesma 0s registros correspondentes a

classe em questéo ordenados decrescentemente pelo grau de pertinéncia a classe.

A metodologia proposta pode ser usada na area de mineracdo de dados em
problemas de classficacdo em gera, mas é particularmente interessante para aplicacoes

na &rea de marketing dirigido — target selection.

E importante ressaltar que, como uma fuzzy query retorna uma liga ordenada
dos registros que mehor atendem ao perfil desgado do publico avo (aprendido pelo
agoritmo), um projeto de marketing pode ser implementado gradativamente, se assm
for desgado, atingindo-se primeiro os avos com maior probabilidade de responderem
a0 projeto. Esta caracteristica da aos responsavels pelo projeto de marketing uma
ferramenta importante para gustalo ao perfil (conservador/agressvo) do empresirio
contratante do projeto elou a disponibilidade financeira para a implementacdo do
projeto.

Foi gpresentado também um método bastante smples e operaciond para a
avdiagdo dessas fuzzy queries, cujos componentes da clausula WHERE precisam ser
avaliados com 0s pesos correspondentes, usando uma ferramenta comercial que néo

disponibiliza de forma satisfatéria necessidade.

Os resultados obtidos através do uso da metodologia proposta em um estudo de
caso, mostraramse muito bons no que diz respeito a qualidade dos registros retornados,

isto &, quanto a pertinéncia dos mesmaos as classes correspondentes.



66

As fuzzy queries geradas foram smplificadas aravés de uma medida da
capacidade de discriminagdo de cada atributo quanto a ocorréncia ou ndo de cada classe.
Essas fuzzy queries damplificadas mantiveram (e aé mehoraram) a qudidade dos
registros retornados, com uma melhora dgnificativa na interpretabilidede das queries, o
que posshilita a especidistas no dominio de gplicacdo, uma mehor compreensio dos
critérios utilizados para a sdecdo dos regidros, permitindo aos mesmos uma mehor

interacdo com o processo, enriquecendo assm a metodol ogia como um todo.

Além disso, a partir do entendimento do conhecimento gprendido pelo sstema, o
epecidista poderd fazer os gustes que achar conveniente, podendo assm explorar os
dados disponiveis de uma forma mais inteigente a0 conjugar 0 seu conhecimento do

dominio com o conhecimento gprendido pelo sistema a partir dos dados.

A comparacdo dos registros selecionados pelas fuzzy queries geradas pela
metodologia proposta com 0s registros selecionados por queries SQL obtidas a partir do
agoritmo de aprendizado M8-C0.25-M2, que gera arvores de decisio, mostrou a
vantagem da abordagem apresentada neste trabalho, principamente no que diz respeito
aquaidade dos registros retornados.

A posshilidade da utilizacdo de hedges nas fuzzy queries geradas, para Smular
0s pesos dos componentes da clausula WHERE esta sendo andisada. Esta abordagem
permitiria outra solucéo para a avaliacéo de fuzzy queries com pesos.

Por fim, pretende-se congtruir um ambiente integrado que contemple todo o
processo, desde a construcdo das particdes fuzzy dos dominios dos atributos de entrada
até a amplificagcdo das queries e sua submissfo e avaiacdo junto a um banco de dados
relacional exigente, permitindo a um especidida que interfira em todas as etapas do

jprocesso.
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