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Resumo da Tese apresentada à COPPE/UFRJ como parte dos requisitos necessários 

para a obtenção do grau de Doutor em Ciências (D. Sc.) 

 

UMA METODOLOGIA DE MINERAÇÃO DE DADOS PARA PREVISÃO DE 

CARGAS 

 

Guilherme Saad Terra 

 

Junho/2003 

 

Orientador: Nelson Francisco Favilla Ebecken 

Programa: Engenharia Civil 

Antigamente o estado brasileiro monopolizava a geração, transmissão e 
distribuição de energia elétrica. Atualmente, em sintonia com as transformações 
mundiais, assume a função de regulamentar um mercado competitivo e desverticalizado. 
 A variável carga, considerada vital no planejamento da operação 
elétrica/energética e nos estudos de ampliação e/ou reforços da rede básica, assume 
importância estratégica na área comercial, valorizando os processos de armazenamento 
desses dados e da extração de conhecimentos através de técnicas computacionais.  
 Nos últimos anos, diversos trabalhos foram publicados sobre sistemas de 
previsão de cargas (demanda). Os horizontes de curto, médio e longo prazo são 
contemplados por modelos estatísticos tradicionais e técnicas de mineração de dados 
(data mining), sendo os modelos neurais os mais explorados.   
 No presente trabalho, as técnicas de mineração de dados são utilizadas para fazer 
a previsão mensal da carga nos intervalos de máximo, médio e baixo consumo, em 
consonância com as necessidades das empresas de distribuição de energia elétrica. Os 
resultados dos modelos neurais, quando comparados aos resultados dos modelos 
estatísticos, melhoraram o desempenho, medido através do erro relativo médio, em 
torno de 0,5%.  
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The Brazilian State, in the past, monopolized the generation, transmission and 

distribution of electric energy. Following the world-wide tendencies, nowadays the 

State assumes the regulation function in a competitive and horizontal market. 

The variable load, fundamental in the plan of the electrical and energy 

operation, in the studies of magnifying and reinforcement of the basic network, assumes 

strategical importance in the commercial area, enhancing the data storage and 

knowledge extraction process using computational techniques. 

In the last years, many articles were published describing systems to forecast 

load demand. Short, medium and long term demand forecasting have been predicted by 

traditional statistical models and especially neural techniques of data mining. 

In the present work, data mining techniques are used to load forecast monthly 

in intervals of high, medium and low consume, according to the needs of electrical 

energy distribution companies. Neural Network models results, when compared to 

statistical results, improved performance, presenting an Average Relative Error about 

0,5 lower. 
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CAPÍTULO 1  
INTRODUÇÃO 

A trajetória do setor elétrico brasileiro é forjada por iniciativas que antecedem ao 

século XX, época em que o carvão mineral importado era fonte de energia para 

transportes, algumas indústrias e iluminação. Em 1879 é criada a lâmpada 

incandescente por Thomas Alva Edison, que recebe, de D. Pedro II, o convite para 

trazer ao país aparelhos e processos destinados à iluminação pública.  

O setor, a partir desse fato, passa por várias etapas. Nasce na iniciativa privada, é 

transferido aos poderes públicos e, nos últimos anos – particularmente na gestão do 

presidente Fernando Henrique Cardoso – vem retornando gradativamente à sua origem, 

com a privatização de empresas geradoras e distribuidoras de energia elétrica. O 

governo federal, com a intenção de assumir função fiscalizadora e reguladora, cria 

alguns órgãos, tais como a ANEEL, o ONS e o MAE. 

A Agência Nacional de Energia Elétrica (ANEEL) surge em dezembro de 1996. 

Tem como missão proporcionar condições favoráveis para que o mercado de energia 

elétrica se desenvolva com equilíbrio entre os agentes e em benefício da sociedade. 

O Operador Nacional do Sistema Elétrico (ONS) é criado em 1998, com a 

finalidade de operar o Sistema Interligado Nacional (SIN) e administrar a rede básica de 

transmissão de energia em nosso país.  

O Mercado Atacadista de Energia Elétrica (MAE) nasce em fevereiro de 2002 e 

é responsável por todas as atividades requeridas à administração do Mercado, inclusive 

financeiras, contábeis e operacionais, sendo as mesmas reguladas e fiscalizadas pela 

ANEEL. Nele se processam as atividades comerciais de compra e venda de energia 

elétrica por meio de contratos bilaterais e de um mercado de curto prazo ou spot, restrito 

aos sistemas interligados Sul/Sudeste/Centro-Oeste e Norte/Nordeste. 

Os modelos de previsão de consumo de energia elétrica (ou carga) se inserem 

nesse contexto com múltiplos objetivos e são agrupados, na literatura, de acordo com o 

horizonte de tempo da previsão. 
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Quando usados para auxiliar o planejamento das operações dos despachos de 

energia, são classificados como modelos de curto e curtíssimo prazo, onde os horizontes 

de previsão são minutos, horas e dias à frente.  

No outro extremo, também com relevância comercial, encontram-se os modelos 

destinados ao planejamento da expansão do sistema de geração, transmissão e 

distribuição de energia. Classificam-se como de longo prazo e o horizonte de previsão 

são anos, décadas à frente. 

As empresas geradoras e distribuidoras negociam, no presente, contratos de 

energia elétrica que serão consumados em anos, décadas à frente. No vencimento desses 

contratos, a diferença entre a energia contratada e a consumida é liquidada no MAE, ao 

Preço MAE, por submercado (Norte, Sul, Sudeste e Nordeste) e por patamar (Leve, 

Médio e Pesado), no chamado mercado de curto prazo ou spot. 

O Preço MAE, que é calculado através de simulações computacionais (vide 

Anexo II para mais detalhes), é o preço utilizado para valorar a compra e venda de 

energia no mercado de curto prazo, cujos créditos e débitos decorrentes serão liquidados 

entre os Agentes de forma centralizada pelo MAE. Atualmente, essa diferença entre 

energia elétrica contratada e consumida é negociada mensalmente, mas já existe 

previsão para que esses prazos sejam menores. 

Esse procedimento faz com que os modelos de previsão de consumo de energia 

elétrica de médio prazo (horizonte mensal) tenham a sua dimensão econômica e 

financeira majorada. É estratégico para as empresas saber que posição deverão assumir 

no mercado spot para negociar as diferenças já mencionadas. A definição de médio 

prazo, adotada na literatura, se contrapõe à classificação do mercado, que a considera 

curto prazo. 

A figura 1.1 traduz essa importância econômica e financeira ao confrontar o 

Preço MAE e sua variação semanal, ao longo dos períodos [agosto/2000 a junho/2001] 

e [fevereiro/2002 a dezembro/2002], com um breve estudo de caso relacionado à 

realidade da Companhia de Eletricidade do Rio de Janeiro (CERJ), que abastece um 

mercado da ordem de 10 milhões de MWh/ano. Considerando o preço MAE médio da 

ordem de R$ 10,00/MWh, um modelo de previsão que diminua a média dos erros 
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relativos em 1% pode ajudar a empresa a tomar decisões mais adequadas, com valores 

da ordem de R$ 1.000.000,00 (um milhão de reais) a cada ano.  
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Figura 1.1 – Preço MAE versus CERJ. 

Diversas técnicas são descritas na literatura com o objetivo de obter precisão nas 

previsões nos diferentes horizontes, tais como: modelos econométricos, análise de 

cenários, modelos estatísticos e, mais recentemente, modelos baseados em técnicas de 

inteligência computacional. 

Alguns desses modelos utilizam somente a série histórica do consumo de 

energia elétrica na sua construção; já outros fazem uso de variáveis explicativas que, 

dependendo do horizonte de interesse, mudam consideravelmente. A temperatura, por 

exemplo, tem influência relevante quando se constróem modelos de previsão de curto e 

médio prazo, mas perde interesse no longo prazo, que está mais relacionado às variáveis 

macroeconômicas. 

No presente trabalho, modelos de previsão de consumo de energia elétrica com 

horizonte mensal foram desenvolvidos a partir das séries históricas de consumo de 

energia elétrica e temperatura, baseados nas técnicas de inteligência computacional – 

redes neurais e algoritmo genético – e métodos estatísticos.  

A série histórica do consumo de energia elétrica, que tem início em primeiro de 

janeiro de 1995, é referente à área de concessão da Companhia de Eletricidade do Rio 

de Janeiro (CERJ) e apresenta valores de consumo horário da região de interesse. As 

séries de temperaturas diárias, máximas e mínimas, são referentes à estação 

meteorológica de número 837460 (GALEÃO/RIO)  e  apresentam  registros  a  partir  do 
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dia primeiro de janeiro de 1994. 

Esta dissertação está dividida em sete capítulos, descritos a seguir: 

• = O capítulo 2 apresenta uma revisão dos trabalhos sobre previsão de carga 

encontrados na literatura, onde foram contemplados os horizontes de 

longo, médio e curto prazo. 

• = O capítulo 3 descreve as bases de dados, as suas inconsistências e os 

procedimentos usados para corrigí-las. Algumas definições relativas ao 

mercado de energia elétrica são descritas para melhor compreensão dos 

modelos construídos. Esse capítulo finaliza com uma análise 

relacionando variações climáticas com mudanças no comportamento do 

consumo. 

• = Os capítulos 4 e 5 descrevem as técnicas redes neurais, algoritmos 

genéticos e estatísticas que foram usadas na construção dos modelos e os 

respectivos resultados encontrados. 

• = O capítulo 6 mostra uma análise dos resultados encontrados, 

considerando diversos períodos de previsão. Isso foi necessário em 

decorrência do racionamento imposto ao setor no período maio de 2001 a 

fevereiro de 2002. 

• = No capítulo 7 estão as conclusões do trabalho e sugestões para 

desenvolvimentos futuros. 

Conhecer a história é fundamental para a compreensão da realidade atual. Com 

este intuito os anexos I, II, III e IV foram incluídos. O primeiro descreve fatos 

relevantes que fazem parte da memória da eletricidade brasileira. O segundo explica o 

funcionamento do Mercado Atacadista de Energia Elétrica. O terceiro anexo mostra os 

títulos das palestras realizadas no Workshop “Metodologia para Previsão de Carga”, 

organizado pelo ONS em 2001, e tem como objetivo ressaltar a importância que o tema 

ocupa no cenário nacional. O último anexo é uma entrevista concedida pelo presidente 

da Eletrobrás, Luiz Pinguelli Rosa, ao jornal O Globo e tem como objetivo apontar as 

mudanças que poderão ocorrer no setor elétrico em futuro próximo. 
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CAPÍTULO 2  
REVISÃO BIBLIOGRÁFICA 

Nesta seção é apresentado uma síntese dos trabalhos encontrados na literatura 

nos últimos anos, para o problema de previsão da demanda no consumo de energia 

elétrica nos horizontes de curto, médio e longo prazo. 

As redes neurais artificiais são modelos matemáticos que se valem de sua 

estrutura de processamento paralelo distribuído e não-linear, para realizar um 

mapeamento de entrada-saída de natureza não-linear, como aqueles necessários em 

modelos de previsão de carga elétrica. O estado da arte na utilização de redes neurais 

em diversos problemas relacionados à previsão de séries temporais foi publicado em 

1998 por ZHANG et al. [1].  

O problema de previsão de demanda de energia elétrica no horizonte de curto 

prazo foi abordado no trabalho de HIPPERT et al. [2], onde é descrita uma revisão 

sobre o tema, acompanhada de uma análise parcial da metodologia existente. Em termos 

de técnicas, os autores acompanham a história dos últimos 20 anos, discorrendo sobre as 

principais metodologias, que incluem os tradicionais métodos estatísticos, sistemas 

especialistas, modelos baseados em lógica difusa (fuzzy), modelos usando redes neurais 

e técnicas híbridas. Uma análise interessante apresentada pelos autores, mas 

reconhecidamente difícil de ser implementada de forma eficiente na prática, é a 

importância de uma etapa de pré-processamento dos dados de entrada nos modelos de 

previsão de carga. A idéia básica dessa etapa em um dado problema é reduzir a 

dimensão desses dados, procurando preservar apenas aqueles que sejam relevantes para 

o método e problema selecionado. Isso pode ser visto como uma etapa de filtragem ou 

limpeza dos dados de entrada. Apesar das dificuldades em realizar de forma satisfatória 

essa etapa, em muitos casos reais, é de conhecimento e aprovação da maioria dos 

pesquisadores que o seu sucesso influencia significativamente o desempenho do método 

usado na previsão de carga. 

Um modelo baseado em redes neurais para o problema de previsão de consumo 

num horizonte de longo prazo foi desenvolvido por PADMAKUMARI et al. [3]. Os 

autores propuseram tanto um modelo neural como um modelo híbrido, conjugando 
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conceitos de redes neurais e lógica fuzzy (difusa). A idéia de incorporar lógica fuzzy é a 

de reduzir o tempo computacional exigido pelo modelo neural na fase de aprendizado, 

melhorando com isso a convergência do método. Em extensivas simulações efetuadas 

pelos autores, o modelo proposto se mostrou muito superior quando comparado com 

outras técnicas tradicionais, como o método baseado em regressão linear. Todos os 

modelos fizeram a previsão separando os tipos de clientes: residencial, industrial e 

comercial. O modelo neural obteve uma taxa de erro muito pequena, sendo 4,2% para 

clientes comerciais; cerca de 1,4% para a área residencial e aproximadamente 2,4% para 

a área industrial, chegando a uma média global da ordem de 1,5%, considerando todos 

os clientes. 

GAVRILAS et al. [4] propuseram 12 redes neurais de Kohonen – uma para cada 

mês do ano – para fazer a predição do consumo horário de energia dos quatro dias 

típicos existentes, totalizando 48 dias típicos em um ano. Cada modelo trabalha com 4 

classes de neurônios, correspondendo aos quatro dias característicos de cada mês, e 

outros 50 valores na entrada, representando variáveis macroeconômicas (2) e consumo 

horário (48 valores correspondendo às curvas de consumo de dois dias). Os resultados 

gerados pelos modelos foram avaliados em um único mês (abril/2000) com a 

comparação dos perfis dos quatro dias típicos gerados, e apresentaram erro relativo da 

ordem de 3,8%, 4,6%, 4,7% e 8%, para cada dia típico. 

Em 1998, modelos estatísticos, redes neurais e neural fuzzy foram combinados 

[5], no intuito de prever a carga máxima semanal e mensal. Os modelos neurais 

apresentaram melhores resultados quando foi incorporada uma característica de 

indexação de tempo. Com o mesmo propósito, uma combinação do modelo estatístico 

ARIMA com redes neurais foi implementada por DESOUKY [6], em 2000. Os 

pesquisadores constataram que as características lineares e não-lineares foram mais bem 

capturadas quando comparadas com os modelos isolados. 

Em 2001 foi proposto [7] um modelo baseado em diferentes conceitos de 

técnicas de Inteligência Computacional, incluíndo programação evolutiva (similar aos 

algoritmos genéticos), redes neurais e lógica fuzzy para a previsão de demanda de 

energia elétrica no horizonte de longo prazo. Os algoritmos evolutivos são usados, neste 

caso, para o problema de calibração dos parâmetros das outras técnicas, tais como a 

lógica fuzzy e redes neurais. Os autores mostram nesse trabalho a validade de incorporar 
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conceitos de mais de uma técnica, com o intuito básico de aproveitar as melhores 

características de cada uma delas. Busca-se como meta obter métodos mais robustos e 

flexíveis no problema de previsão de carga. 

KANDIL et al. [8,9] mostraram, em um trabalho desdobrado em dois artigos, 

uma síntese das técnicas mais usadas e as de melhor desempenho em problemas de 

previsão de longo prazo. Esse trabalho enfoca desde modelos estatísticos até 

sofisticados modelos neurais distribuídos. A conclusão dos autores é de que modelos 

baseados em aprendizado, como as redes neurais, são aqueles que se mostram com 

melhor desempenho em diferentes simulações realizadas. 

Uma breve revisão sobre previsão de carga encontra-se em BADRI [10]. No seu 

trabalho, o autor compara o desempenho de três redes neurais que diferem, 

principalmente, pelos dados usados como entrada do modelo. O primeiro usa a própria 

série; o segundo acrescenta uma nova entrada, gerada por um modelo estatístico 

tradicional para a mesma série; e o terceiro acrescenta mais 4 entradas, também geradas 

por outros modelos estatísticos tradicionais (Box-Jenkins e amortecimento 

exponencial). São analisados também os efeitos que os parâmetros de treinamento, o 

número de neurônios na camada escondida e a quantidade percentual usada dos dados 

no treinamento e teste têm sobre o desempenho da rede neural. Trata-se, em síntese, de 

um trabalho de otimização de arquitetura. 

PARLOS et al. [11,12] apresentam um sistema híbrido de predição no longo 

prazo, onde o algoritmo genético é usado na otimização das arquiteturas dos modelos e 

a regra fuzzy é aplicada na combinação das melhores redes neurais. 

Em 2001, JIA et al. [13] descreveram um modelo para o longo prazo, utilizando 

conceitos de teoria dinâmica, denominada pelos autores General Simulation Theory 

(GSIM). O trabalho mostra algumas vantagens em tratar de características próprias 

encontradas num planejamento de longo prazo, usando conceitos de lógica, mas não 

exatamente como nos modelos de lógica fuzzy.  

No trabalho publicado por YAO et al. [14], considera-se que a carga de energia 

elétrica, em um dado período, é definida como a combinação linear de quatro 

componentes: (a) a carga típica do respectivo período; (b) a carga sensível às condições 

climáticas; (c) a carga relativa a eventos especiais, como competições industriais, jogos 
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olímpicos, grandes eventos televisionados, etc.; (d) uma carga aleatória, sem 

justificativa. Nesse trabalho, propõe-se uma nova abordagem para a previsão de carga 

elétrica de curto prazo (previsão diária), combinando transformadas wavelet e redes 

neurais. Sob o ponto de vista da análise de sinais, a carga pode ser também considerada 

como uma combinação linear de diferentes freqüências. A abordagem proposta 

inicialmente decompõe, a carga histórica em uma parte aproximada associada a baixas 

freqüências e várias partes detalhadas associadas a altas freqüências, através de 

transformadas wavelet. Então, uma rede neural, treinada pelas baixas freqüências e os 

registros correspondentes de temperatura, é usada para prever a parte aproximada da 

carga futura. Utilizam-se as temperaturas máxima e mínima de dias anteriores e do dia 

previsto. Finalmente, a carga de curto prazo é prevista somando-se a parte aproximada 

prevista às partes detalhadas. A abordagem foi testada a partir de dados de 1997 de um 

sistema real. Os resultados mostram que a aplicação de transformadas wavelet em 

previsão de carga de curto prazo é promissora. 

Um sistema baseado em lógica fuzzy [15] é integrado a redes neurais para se 

obter uma previsão de carga de curto prazo mais precisa. A previsão para 24 horas à 

frente é obtida em dois passos. Inicialmente, um módulo baseado em lógica fuzzy 

mapeia o relacionamento não-linear entre os parâmetros meteorológicos e o impacto 

desses parâmetros no pico diário do consumo de carga elétrica. Em seguida, com o 

objetivo de executar a previsão final, doze módulos de uma rede neural são treinados, 

utilizando-se o histórico da carga horária e os dados meteorológicos combinados com os 

dados de saída do módulo baseado em lógica fuzzy. Comparações realizadas entre este 

modelo, um modelo de rede neural e um modelo ARMA (Autoregressive Moving 

Average) mostram a eficiência e precisão desta nova abordagem. Os dados 

meteorológicos utilizados foram temperatura, vento e calor. 

ZHANG et al. [16] propuseram um novo modelo para previsão de carga elétrica 

de curto prazo. Os dados que representam a demanda prévia são tratados como séries 

temporais. O modelo de previsão proposto é baseado num modelo neural multicamadas. 

Para minimizar a influência dos ruídos é utilizado um método Bayesiano (ARD) para 

escolher o tamanho das camadas perceptrons, que são então treinadas para realizar as 

previsões. As demandas individuais são recombinadas para formar a previsão final. O 

método proposto é testado utilizando dados sobre a demanda de eletricidade em 

Queensland, obtidos no Australian National Electricity Market. 
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A importância em determinar um intervalo de confiança, nas previsões de curto 

prazo, usando modelos neurais baseados em perceptrons multicamadas e treinados pelo 

algoritmo do tipo backpropagation, foi abordada por SILVA et al. [17]. Nesse trabalho 

foram propostas três técnicas para o cálculo desses intervalos.  

Um sistema neuro-expert foi proposto [18] para previsão de carga de médio 

prazo e planejamento de expansão de sistemas de distribuição. O módulo de 

planejamento utiliza técnicas de otimização, com regras heurísticas para minimizar a 

perda total e o custo anual total. Restrições como capacidade de sobrecarga, índices 

térmicos de condutores e transformadores, ajuste de voltagem, etc. são satisfeitas. Uma 

técnica de relaxação, conhecida como concentric circle relaxation technique, é proposta 

para avaliar a configuração atual. A rede treinada é utilizada para prever os chamados 

peak loads anuais, com um prazo de dez anos. O algoritmo neural backpropagation é 

ligeiramente modificado e utilizado para treinar a rede neural. As alterações são feitas 

para reduzir o tempo de treinamento e as necessidades de memória. A proposta foi 

testada em um sistema de distribuição real. 

RANAWEERA et al. [19] descreveram um modelo neural com função de base 

radial para predizer a carga máxima e demanda total do próximo dia. O artigo ressalta o 

bom resultado obtido e a capacidade do modelo de fornecer intervalo de confiança para 

a predição, a um custo computacional baixo. Em relação à qualidade dos dados e 

previsões meteorológicas, os autores propõem [20] equações que permitem a estimativa 

de um intervalo de confiança para a carga prevista por uma rede neural, dado que se 

conheça a variância das previsões de temperatura na entrada. Na seqüência dos 

trabalhos [21] é apresentado um estudo sobre o impacto que os erros de previsão geram 

nos sistemas de energia em função dos parâmetros do sistema.  

Em 1998, RANAWEERA et al. [22] apresentaram um novo modelo para o curto 

prazo, baseado em conceitos de lógica fuzzy para a previsão de demanda de energia 

elétrica diária num horizonte de análise de até um ano. Em termos de desempenho, a 

metodologia proposta apresentou resultados similares aos modelos mais sofisticados, 

baseados em redes neurais e modelos estatísticos. Parâmetros de entrada utilizados 

incluem variáveis não-lineares, tais como: cargas e temperaturas passadas dos dias e/ou 

períodos associados, e previsão de temperatura para cada dia do horizonte analisado. 

Nesse trabalho, informações sobre o histórico de carga e dados sobre o tempo são 
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convertidos em informações fuzzy. O embrião do método proposto é a criação de regras 

fuzzy, desenvolvidas para produzir o que chamamos de previsão fuzzy. Esta é 

posteriormente submetida à etapa chamada defuzzyfication, que basicamente significa 

interpretar resultados nebulosos e colocá-los num patamar determinístico. Os autores 

analisaram o desempenho do sistema proposto numa situação real, com dados de uma 

região metropolitana dos Estados Unidos (que, por exigência de sigilo dos dados e 

informações junto à empresa contratante, não puderam ser divulgados no artigo) e, 

como já dito anteriormente, os resultados ficaram bem similares aos obtidos pelos 

modelos mais sofisticados de redes neurais e modelos estatísticos. 

Em 2000, Xie Da et al. [23] apresentaram um trabalho onde a previsão do 

consumo é feita de forma indireta, por categorias, onde variáveis correlacionadas com 

os diversos tipos de consumidores são cuidadosamente escolhidas para normalizar a 

carga e, a partir desta, usar modelos lineares ou exponenciais para prevê-la.  

AL-SABA et al. [24] compararam os resultados da previsão da demanda, no 

horizonte de longo prazo (10 anos à frente), dos modelos auto-regressivos (AR), auto-

regressivos média móvel (ARMA) e ARIMA com um modelo neural, sendo este o que 

apresentou melhor resultado. Considerando o mesmo horizonte de interesse, 

KERMANSHAHI [25] propôs dois modelos neurais para prever a demanda máxima 

anual. O primeiro modelo é baseado nas redes neurais recorrentes e objetiva calcular o 

consumo para um ano à frente. O segundo modelo usa uma rede feed-forward, treinada 

com algoritmo de backpropagation, e objetiva calcular o consumo para 5 e 10 anos à 

frente. As variáveis macroeconômicas usadas como entrada foram o produto interno 

bruto, número de habitantes, casas e aparelhos de ar-condicionado, quantidade de 

poluição atmosférica medida pelo CO2, índice da produção industrial, preço do óleo, 

preço da eletricidade, quantidade de energia consumida, temperatura média (influência 

sobre o cálculo da carga máxima no horário de pico) e o máximo consumo de energia 

no ano anterior.  

BARAKAT et al. [26,27,28,29] abordaram o tema predição de carga com 

diferentes técnicas, contemplando diferentes horizontes. Fizeram a previsão semanal 

[26] através de um modelo analítico da carga máxima, decompondo o consumo em 

partes sensíveis e insensíveis a clima e temperatura, e comparando os resultados com 

modelos estatísticos tradicionais (Box-Jenkins, Holt-Winters). Um método semelhante 
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ao exposto por ELKATEB et al. [op. cit.] foi proposto pelos autores [27,28] para fazer a 

previsão da carga máxima mensal. Devido a características sazonais da série (feriados, 

entre outros), os dados foram pré-processados, ou seja, suavizados pelo modelo de Holt-

Winter. Novamente, os dados apresentaram características de tendência e sazonalidade 

que foram capturadas pelo método. A tendência foi modelada pelo ajuste de uma curva 

de crescimento do tipo logística (com formato de S); a sazonalidade, por um ajuste de 

curva polinomial (função da temperatura) e o resíduo, por um modelo ARMA.  

TRIPATHY [30] fez a predição do consumo nos próximos anos através de 

modelos econométricos. A predição foi estratificada, ou seja, seis modelos foram 

criados para os setores industrial, doméstico, agrícola, comercial, de transportes e 

outros. 

Os agentes nacionais do setor elétrico têm grande interesse em sistemas de 

previsão de carga. Em 2001 o ONS organizou um Workshop sobre o tema, objetivando 

mapear as necessidades tecnológicas e identificar possíveis parceiros. Os módulos desse 

Workshop foram estruturados em três partes, conforme detalha o ANEXO III, e 

mostram a importância dada ao tema pelas empresas e órgãos responsáveis pela 

geração, distribuição e regulamentação do setor de energia elétrica. 
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CAPÍTULO 3  
DADOS 

A primeira etapa de um processo de extração de conhecimento é o pré-

processamento dos dados e envolve uma análise quantitativa e qualitativa das 

informações disponíveis. Um aspecto relevante é a melhora expressiva nos resultados de 

modelos construídos a partir de dados, onde houve uma maior dedicação nessa etapa. 

Nessa fase são analisadas características básicas, como número de atributos e 

exemplos, valores incompletos e erros grosseiros. Quando se verifica a falta de 

quantidade, erros, ausência de valores ou insuficiência no conjunto de dados 

disponíveis, técnicas como correção e/ou enriquecimento são necessárias. 

A primeira parte deste capítulo apresenta as séries históricas, uma síntese das 

inconsistências encontradas e as soluções encaminhadas. 

3.1  Série Histórica do Consumo de Energia Elétrica 

A série histórica do consumo horário de energia elétrica (CHEE) é formada por 

registros correspondentes à região não hachurada da figura 3.1.  

 
Figura 3.1 – Estado do Rio de Janeiro. 

Os registros estão organizados em colunas, representando as 24 horas do dia, e 

linhas, referentes aos dias corridos, conforme ilustra a figura 3.2. A primeira coluna 

dessa figura mostra como o setor elétrico classifica os dias da semana em 4 dias típicos. 
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- -

01 02..06 07 08 09..16 17 18 19 20 21 22 23 24

1 Domingo 1-Jan-95 96 - - - 77 72 - - - 68 69 72 83 104 106 106 100
2 Segunda 2-Jan-95 93 - - - 79 78 - - - 88 84 81 91 114 105 112 105
3 Terça 3-Jan-95 96 - - - 82 83 - - - 94 90 89 97 117 108 115 106
3 Quarta 4-Jan-95 97 - - - 4 84 94 85 116 108 116 108
3 Quinta 5-Jan-95 9 85 116 108
3 Sexta 6-Jan-95 10 4 85 85 118 118 112
4 Sábado 7-Jan-95 103 - - - 86 84 - - - 81 81 80 90 114 115 110 106

1 Domingo 18-Ago-02 101 - - - 79 76 - - - 74 76 94 113 112 111 108 104
2 Segunda 19-Ago-02 99 - - - 77 76 - - - 75 76 92 111 111 110 107 102
3 Terça 20-Ago-02 97 - - - 76 73 - - - 74 75 92 112 110 109 107 102
3 Quarta 21-Ago-02 96 - - - 76 78 - - - 86 85 101 118 117 116 112 105
3 Quinta 22-Ago-02 95 - - - 81 84 - - - 93 91 104 121 121 118 115 108
3 Sexta 23-Ago-02 100 - - - 82 86 - - - 97 93 108 120 120 119 116 106
4 Sábado 24-Ago-02 93 - - - 78 79 - - - 81 83 104 118 116 112 109 105

- -
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Figura 3.2 – Registros do consumo horário de energia elétrica (CHEE). 

O CHEE é classificado, segundo o MAE, em patamares leve, médio e pesado 

(ponta). A tabela 3.1 detalha as variações que ocorrem nessa classificação em 

decorrência das mudanças promovidas pelo horário de verão e dia da semana.  

Tabela 3.1 – Definição dos patamares. 
- - - -

- - Domingo / Feriado Segunda a Sábado - Domingo / Feriado Segunda a Sábado -

- Patamar - Dia Típico 1 Dia Típico 2, 3 e 4 - Dia Típico 1 Dia Típico 2, 3 e 4 -

- Leve - 01 - 18 ; 24 01 - 07 - 01 - 17 ; 23 - 24 01 - 07 -

- Médio - 19 - 23 08 - 19 ; 23 - 24 - 18 - 22 08 - 18 ; 22 - 24 -

- Pesado - - 20 - 22 - - 19 - 21 -

Com Horário de Verão Sem Horário de Verão

 

O CHEE descreve uma curva característica para cada dia da semana. A segunda-

feira, por exemplo, tem na madrugada o seu diferencial em relação aos outros dias. O 

consumo no domingo é, geralmente, inferior. O sábado tem características 

intermediárias entre um dia útil e o domingo. Essas diferenças estão em evidência na 

figura 3.3 e motivaram o setor elétrico a classificar os dias da semana em quatro dias 

típicos, conforme destacado na figura 3.2 e repetido na tabela 3.2. 
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Figura 3.3 – CHEE normalizado (jan/95). 
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Tabela 3.2 – Definição dos dias típicos. 
Dias da Semana Dia Típico

Domingos e Feriados 1
Segundas 2
Terças, Quartas, Quintas e Sextas 3
Sábados 4  

A vigência do horário de verão promove o atraso na subida do consumo, 

deslocando a curva para a direita. A figura 3.4 mostra esse efeito ao comparar o CHEE 

normalizado entre dias típicos idênticos nos meses de janeiro, onde vigorava o horário 

de verão, e março. 

- - - - - - - - - - -

- -
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- -
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Figura 3.4 – Mudança na curva diária do CHEE devido ao horário de verão. 

Vista a importância do horário de verão na curva diária do CHEE, na tabela 3.3 

estão definidas as suas datas de início e fim, com seus respectivos decretos 

presidenciais. 

Tabela 3.3 – Decretos presidenciais e datas de início e fim do horário de verão. 

1994 1995 1996 1997 1998 1999 2000 2001 2002 2003
1.252 22 / set / 94 16-out 19-fev
1.636 14 / set / 95 15-out 11-fev
2.000 04 / set / 96 06-out 16-fev
2.317 04 / set / 97 05-out 01-mar
2.780 11 / set / 98 11-out 21-fev
3.150 23 / ago / 99 03-out 27-fev
3.592 06 / set / 00 08-out 18-fev
3.916 13 / set / 01 14-out 17-fev
4.399 01 / out / 02 03-nov 16-fev

Vigorando no periodoDecreto 
No

Publicado 
em

 

O feriado que ocorre em dia útil ou sábado provoca uma redução no consumo de 

energia, tornando-o equivalente a um domingo e motivando a sua reclassificação para 

dia típico 1. A tabela 3.4 mostra os feriados que, efetivamente, alteraram o padrão de 

consumo, sendo que alguns deles (segundas e quartas de carnaval, Zumbi) não são 

considerados pelo MAE. No caso, para não provocar diferença na contabilização do 
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número de horas mensais para os três patamares, esses dias são reclassificados como dia 

típico 4. 

Tabela 3.4 – Feriados nacionais e regionais. 
Feriados DT 1995 1996 1997 1998 1999 2000 2001 2002 2003

 Confrat. Universal 1

 Carnaval - segunda 4 27-Fev 19-Fev 10-Fev 23-Fev 15-Fev 06-Mar 26-Fev 11-Fev 03-Mar

 Carnaval - terça 1 28-Fev 20-Fev 11-Fev 24-Fev 16-Fev 07-Mar 27-Fev 12-Fev 04-Mar

 Carnaval - cinzas 4 01-Mar 21-Fev 12-Fev 25-Fev 17-Fev 08-Mar 28-Fev 13-Fev 05-Mar
 Paixão 1 14-Abr 05-Abr 28-Mar 10-Abr 02-Abr 21-Abr 13-Abr 29-Mar 18-Abr
 Páscoa 1 16-Abr 07-Abr 30-Mar 12-Abr 04-Abr 23-Abr 15-Abr 31-Mar 20-Abr
 Tiradentes 1

 Dia do Trabalho 1

 Corpus Christi 1 15-Jun 06-Jun 29-Mai 11-Jun 03-Jun 22-Jun 14-Jun 30-Mai 19-Jun

 Proc. da Independência 1

 Feriado - eleição 1o turno 1 03-Out
 Cons. N. Sra. Aparecida 1

 Finados 1

 Proc. da República 1

D. Consc. Negra/Zumbi  (RJ) 4 20-Nov
 Natal 1

15-Nov

25-Dez

12-Out
02-Nov

01-Mai

07-Set

01-Jan

21-Abr

 

As diferenças entre a energia contratada e a verificada são liquidadas 

mensalmente no MAE, ao Preço MAE para cada patamar, no chamado mercado spot de 

energia. Para contemplar esta realidade foram desenvolvidos modelos com horizonte 

mensal, que visam prever o consumo médio mensal por patamar um mês à frente.  

Com as informações de: (a) registros horários do consumo, (b) feriados 

ocorridos no intervalo observado, (c) definição dos patamares e (d) dias típicos, é 

possível construir a série histórica de consumo equivalente médio mensal por patamar. 

Antes, porém, é necessário procurar por inconsistências no banco de dados de CHEE e 

corrigí-las, o que será objeto de discussão na próxima seção.  

3.1.1 Inconsistências na Série do Consumo Horário de Energia 

As fontes de erro detectadas na série histórica podem ser explicadas por: 

1. registros incorretos dos valores; 

2. falha parcial ou total no fornecimento de energia elétrica em 

decorrência de problemas no abastecimento (ex.: fortes tempestades); 

3. alteração no padrão do consumo de energia por algum evento 

esporádico (ex.: jogos da seleção brasileira na copa do mundo). 
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A figura 3.5 ilustra um erro que, provavelmente, foi causado pelo registro 

incorreto do consumo horário de energia, às 23h do dia 02 de janeiro de 1995.  

- -
- -
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Figura 3.5 – Registro incorreto às 23h do dia 02/jan/1995. 

Não é possível afirmar que as inconsistências encontradas nas curvas de CHEE 

efetivamente não ocorreram e, conseqüentemente, são oriundas de registro incorreto. 

Elas podem ser fruto de interrupções parciais ou totais, ocasionadas por falhas no 

sistema acarretadas por problemas internos ou causas externas. Cabe, nesta fase de pré-

processamento de dados, identificá-las e substituí-las por novos valores.  

O critério usado para corrigir os “erros” foi gerar novos valores com 

informações de um dia típico próximo e semelhante, ou seja, que apresentasse uma 

curva de CHEE similar. A figura 3.5 destaca o dia 24 de janeiro por apresentar esta 

similaridade em relação ao perfil do dia 2 do mesmo mês. 

A figura 3.6 compara os CHEE referentes aos dias 02 e 24 de janeiro de 1995, 

normalizados em relação ao máximo relativo aos dois dias, que ocorreu às 22h do dia 

02. Neste exemplo, o valor do registro às 23 horas do dia 02 – 10% do valor máximo – 

foi substituído por 98,5%, valor este encontrado somando-se 97% a 1,5%, média entre 

as diferenças percentuais dos CHEE normalizados nos horários adjacentes. 

- -

01 02 03 04 05 06 07 08 09 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24
02-Jan-95 81 76 74 72 72 72 69 68 72 74 75 74 75 78 79 78 76 73 70 79 98 100 10 91
24-Jan-95 80 75 73 72 71 72 70 71 75 77 77 75 76 79 81 80 79 73 71 80 98 98 97 90

Diferença 1 1 1 0 1 0 -1 -3 -3 -3 -2 -1 -1 -1 -2 -2 -3 0 -1 -1 0 2 -87 1

-

0

20

40

60

80

100

120

0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24

Horas

CHEE  Normalizado Ter  24-Jan-1995

Seg  02-Jan-1995

 
Figura 3.6 – Provável registro incorreto do CHEE em 02/jan/1995, às 23h. 
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A figura 3.7 destaca as alterações provocadas por um dos maiores apagões da 

história do fornecimento de energia elétrica no país, ocorrido nas primeiras horas do dia 

12 de março de 1999. 

- -

- -
- -
- -
- -
- -
- -
- -
- -
- -
- -
- -
- -
- -

- - - - - - - - - - - - - - - - - - -

0,0

0,2

0,4

0,6

0,8

1,0

00 02 04 06 08 10 12 14 16 18 20 22 24 26 28 30 32 34 36 38 40 42 44 46 48

Horas

CHEE Normalizado

Qui  11-Mar-1999 Sex  12-Mar-1999

Qui  04-Mar-1999 Sex  05-Mar-1999

02 04 06 08 10 12 14 16 18 20 22 24

[01h/03h]

 
Figura 3.7 – Reflexo do apagão nas primeiras horas do dia 12/março/1999. 

Os valores registrados nas primeiras horas do dia (intervalo [01h/03h]) 

correspondem ao real CHEE, mas deverão ser alterados por não serem freqüentes 

apagões durante várias horas. A técnica usada na reconstrução dos valores 

inconsistentes é a mesma citada anteriormente, onde o perfil de consumo do dia 05 de 

março foi selecionado por apresentar comportamento semelhante, quando comparado ao 

dia 12 do mesmo mês. As diferenças entre os CHEE normalizados nas três primeiras 

horas dos dias 12 e 5 de março deverão ficar em 2, 1 e 0 para ficarem consistentes com 

as diferenças anteriores (4 e 3) e posterior (-1). Vide figura 3.8. 

- -

22 23 24 01 02 03 04 05 06 07 08 09 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24

11 e 12 -Mar-99 95 95 86 9 20 49 67 67 68 67 69 69 77 79 79 79 80 81 80 81 82 96 98 95 93 87 80

04 e 05 -Mar-99 95 91 83 75 71 69 68 67 67 66 68 73 75 77 77 76 77 78 78 77 76 91 100 97 95 91 83

Diferença 0 4 3 -66 -51 -20 -1 0 1 1 1 -4 2 2 2 3 3 3 2 4 6 5 -2 -2 -2 -4 -3

-

0

20

40

60

80

100

-2 -1 0 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24

Sex  05-Mar-1999

Sex  12-Mar-1999

2423

CHEE Normalizado

Horas3

-66 -51

-20 -1

04-Mar

22

20
40

40

60

80

100

 
Figura 3.8 – Valores normalizados do consumo elétrico (março-1999) 

Eventos como jogos da seleção brasileira de futebol na copa do mundo alteram o 

padrão de CHEE. A figura 3.9 mostra a mudança na curva do CHEE do dia 26 de junho 

de 2002, uma quarta-feira, motivada pelo jogo do Brasil contra a Turquia nas semi-

finais do campeonato. 
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CHEE Normalizado
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Figura 3.9 – Brasil x Turquia - início do jogo 08:30h (26/junho/2002). 

A série original não é alterada apenas quando há o conhecimento de um evento 

esporádico com capacidade de influenciar o CHEE em um determinado período, mas 

também através da análise gráfica onde, comparando-se perfis entre dias semelhantes, é 

possível identificar alterações nos padrões de consumo. A tabela 3.5 informa o número 

de registros alterados por patamar para cada mês e a porcentagem que essas alterações 

representam, quando comparadas ao consumo total no mês. 

Tabela 3.5 – Correções por patamar a cada mês. 
- - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

- -

- -

- N (%) N (%) N (%) N (%) N (%) N (%) N (%) N (%) N (%) -

- -

- Jan-95 - - 1 0,28% - - Jan-96 - - - - - - Jan-97 - - - - - - -

- Fev-95 - - 9 0,27% - - Fev-96 - - - - - - Fev-97 27 0,25% 30 0,64% 8 0,36% -

- Mar-95 2 -0,05% 2 0,02% 1 0,26% Mar-96 - - - - 1 0,01% Mar-97 11 -0,54% 3 0,07% - - -

- Abr-95 - - - - - - Abr-96 - - - - - - Abr-97 1 0,02% 1 0,01% 5 0,11% -

- Mai-95 - - - - 1 0,06% Mai-96 7 0,27% 4 0,05% - - Mai-97 1 -0,03% - - 1 0,01% -

- Jun-95 - - - - - - Jun-96 7 0,06% 4 0,13% - - Jun-97 2 0,03% - - - - -

- Jul-95 - - - - - - Jul-96 - - - - - - Jul-97 - - - - - - -

- Ago-95 - - 1 0,03% - - Ago-96 - - - - - - Ago-97 1 -0,03% 2 0,12% - - -

- Set-95 - - - - - - Set-96 - - - - - - Set-97 - - 2 -0,04% - - -

- Out-95 2 0,00% - - - - Out-96 - - - - - - Out-97 - - - - - - -

- Nov-95 - - - - 1 0,02% Nov-96 - - 2 -0,06% - - Nov-97 - - - - - - -

- Dez-95 - - 1 -0,02% - - Dez-96 5 0,21% - - - - Dez-97 - - - - - - -

- -

- Jan-98 22 1,03% 28 0,69% 9 0,27% Jan-99 - - 2 0,04% - - Jan-00 - - 1 0,01% - - -

- Fev-98 8 0,20% 1 0,02% - - Fev-99 - - - - - - Fev-00 - - - - - - -

- Mar-98 - - - - - - Mar-99 3 0,75% - - - - Mar-00 - - - - - - -

- Abr-98 2 0,14% 1 0,05% - - Abr-99 2 0,08% 2 0,03% - - Abr-00 - - - - - - -

- Mai-98 - - - - - - Mai-99 - - - - - - Mai-00 - - - - - - -

- Jun-98 2 0,07% 13 0,44% 3 0,04% Jun-99 - - - - - - Jun-00 - - - - 1 0,03% -

- Jul-98 3 0,09% 10 0,34% 6 0,14% Jul-99 1 0,02% - - - - Jul-00 - - - - - - -

- Ago-98 - - 2 0,05% - - Ago-99 6 0,22% - - - - Ago-00 - - 1 -0,03% 1 0,03% -

- Set-98 - - - - - - Set-99 6 0,17% 1 0,01% - - Set-00 26 -1,22% 19 -0,36% 3 -0,03% -

- Out-98 - - - - - - Out-99 - - - - - - Out-00 - - - - - - -

- Nov-98 - - 2 0,05% - - Nov-99 1 0,04% 1 0,02% - - Nov-00 1 0,03% - - - - -

- Dez-98 - - - - - - Dez-99 5 -0,19% - - - - Dez-00 2 0,05% 11 0,42% 1 0,03% -

- -

- Jan-01 - - - - - - Jan-02 - - 7 0,72% 1 0,03% Jan-03 12 0,59% 9 0,12% - - -

- Fev-01 1 -0,04% - - - - Fev-02 1 -0,03% 1 0,01% - - Fev-03 3 0,06% - - - - -

- Mar-01 4 0,15% 4 0,09% - - Mar-02 - - 1 0,03% - - Mar-03 - - 3 0,08% - - -

- Abr-01 - - 1 0,03% - - Abr-02 - - - - - - Abr-03 - - - - - - -

- Mai-01 19 -0,82% 5 -0,08% - - Mai-02 - - - - - - Mai-03 - - - - - - -

- Jun-01 - - - - - - Jun-02 20 -0,19% 17 0,26% - - Jun-03 - - - - - - -

- Jul-01 - - - - - - Jul-02 - - - - - - Jul-03 - - - - - - -

- Ago-01 - - - - - - Ago-02 2 -0,05% - - - - Ago-03 - - - - - - -

- Set-01 - - - - - - Set-02 9 0,44% - - - - Set-03 - - - - - - -

- Out-01 - - - - - - Out-02 - - - - 1 0,01% Out-03 - - - - - - -

- Nov-01 - - - - - - Nov-02 - - 3 0,08% 2 0,04% Nov-03 - - - - - - -

- Dez-01 - - - - - - Dez-02 - - - - - - Dez-03 - - - - - - -

- - - - - - - - - - - - - - - - - - - - - - - - - - - - - -

- - - - - - - - - - - - - - - - - - - - - - - - - - - - -

Médio PontaLeve Médio PontaLeve Médio Ponta Leve
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Antes de finalizar esta seção e descrever a série de consumo equivalente mensal 

por patamar, cabe destacar que uma outra disposição gráfica dos dados é utilizada na 

identificação de erros. Na figura 3.10, por exemplo, é apresentado o CHEE normalizado 

na primeira hora para todas as datas disponíveis (janeiro/1995 a junho/2003), onde os 

valores destoantes estão ressaltados.  

- -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- - - - - - - - - - - - - - - - - - -

0,0

0,2

0,4

0,6

0,8

1,0

Jan-95 Jan-96 Jan-97 Jan-98 Jan-99 Jan-00 Jan-01 Jan-02 Jan-03

CHEE [ 01h ] Normalizado

Data

 
Figura 3.10 – CHEE normalizado na 1ª hora (01/jan/95 a 30/jun/03). 

3.1.2 Série Histórica Mensal 

Com as informações e definições apresentadas é possível construir a série 

histórica mensal por patamar. O conceito de carga (consumo) equivalente mensal por 

patamar ( )( )patamar
t

patamar
anomês CC ≡,  é similar ao de média mensal do CHEE por patamar e está 

definido na referência [31]. As fórmulas usadas no seu cálculo contemplam o efeito 

calendário, ou seja, a existência do número de domingos e sábados diferentes a cada 

mês. 

A tabela 3.6 mostra os valores das patamar
anomêsC ,  normalizados em relação à maior 

carga equivalente mensal no intervalo (janeiro/1995 a junho/2003), e das respectivas 

variações mensais obtidas pela equação 3.1. Os meses influenciados pela entrada (maio 

e junho/2001) e saída (março/2002) do racionamento estão destacados. 

( ) ( )
( ) ( )( )

( )
patamar
t

patamar
t

patamar
tpatamar

t
patamar
t

patamar
anomês C

CC
CVV

1

1
,

−

−−
=∆=≡     (3.1) 

A figura 3.11 reproduz a série patamar
anomêsC , . O início do racionamento em maio de 

2001 fica em evidência ao provocar uma variação brusca no perfil. 
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Tabela 3.6 – patamar
anomêsC ,  normalizada e variações mensais. 

- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03

JAN 0,58 0,61 0,64 0,69 0,72 0,71 0,79 0,65 0,74 - 14,4 5,0 7,5 9,3 10,3 9,6 11,4 4,7

FEV 0,55 0,61 0,65 0,69 0,72 0,70 0,80 0,63 0,78 -4,5 1,2 1,9 -0,1 -0,6 -2,3 1,5 -1,8 5,0

MAR 0,53 0,58 0,58 0,65 0,66 0,67 0,76 0,68 0,71 -4,3 -6,2 -10,6 -6,3 -7,7 -4,1 -5,8 6,7 -9,2

ABR 0,50 0,54 0,56 0,61 0,60 0,63 0,70 0,63 0,64 -5,8 -5,7 -3,4 -5,8 -8,7 -5,8 -7,7 -6,7 -9,2

MAI 0,45 0,47 0,52 0,53 0,54 0,57 0,56 0,58 0,56 -9,1 -12,5 -6,3 -12,9 -9,6 -10,0 -19,8 -8,7 -12,8

JUN 0,44 0,47 0,50 0,51 0,53 0,55 0,46 0,55 0,57 -2,7 -0,4 -4,0 -4,6 -2,1 -2,3 -17,6 -5,1 1,7

JUL 0,46 0,47 0,52 0,51 0,54 0,55 0,44 0,52 - 4,4 0,2 3,1 0,9 1,7 -1,2 -4,0 -5,4 -

AGO 0,47 0,48 0,52 0,55 0,54 0,55 0,45 0,56 - 2,9 0,8 -0,1 7,4 -1,3 1,1 1,5 8,0 -

SET 0,47 0,48 0,53 0,56 0,56 0,57 0,46 0,54 - -0,9 1,5 2,1 0,9 5,1 3,2 3,1 -3,3 -

OUT 0,48 0,53 0,55 0,55 0,56 0,65 0,48 0,64 - 1,6 9,5 4,1 -0,9 -1,4 14,2 3,7 17,7 -

NOV 0,50 0,55 0,61 0,56 0,58 0,64 0,54 0,66 - 3,8 4,0 11,7 1,4 3,8 -1,4 11,6 3,6 -

DEZ 0,53 0,61 0,65 0,66 0,65 0,72 0,58 0,71 - 7,0 9,7 5,2 18,0 12,1 12,6 8,3 7,5 -
- -

C A R G A   E Q U I V A L E N T E   Normalizada

P A T A M A R   L E V E

V A R I A Ç Ã O   M E N S A L (%)

 
- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03

JAN 0,60 0,64 0,69 0,73 0,76 0,76 0,83 0,71 0,79 - 8,1 3,1 5,5 5,0 3,8 5,6 7,2 4,0

FEV 0,60 0,66 0,70 0,74 0,77 0,76 0,85 0,71 0,83 -0,8 2,8 0,9 1,3 0,5 0,1 2,3 0,0 5,2

MAR 0,60 0,65 0,67 0,72 0,75 0,76 0,84 0,76 0,79 -0,6 -1,6 -3,3 -2,4 -2,0 -0,4 -1,6 6,8 -5,5

ABR 0,58 0,63 0,66 0,71 0,71 0,74 0,80 0,74 0,76 -2,1 -2,6 -1,4 -1,5 -5,1 -2,5 -4,8 -2,6 -4,0

MAI 0,55 0,59 0,64 0,66 0,68 0,70 0,68 0,70 0,69 -4,9 -6,3 -3,9 -6,9 -5,1 -6,1 -15,2 -5,6 -8,3

JUN 0,55 0,59 0,63 0,64 0,67 0,69 0,56 0,68 0,71 -1,5 -0,4 -1,1 -3,2 -1,1 -0,2 -16,8 -2,6 1,6

JUL 0,56 0,59 0,64 0,65 0,68 0,68 0,56 0,65 - 3,3 0,6 1,0 1,2 1,4 -1,6 -1,6 -4,1 -

AGO 0,57 0,60 0,63 0,67 0,67 0,69 0,56 0,69 - 1,7 0,4 -0,5 4,5 -1,6 1,2 0,2 5,7 -

SET 0,57 0,61 0,65 0,68 0,70 0,71 0,58 0,67 - 0,1 1,7 2,0 0,4 4,3 2,3 3,4 -2,3 -

OUT 0,58 0,62 0,65 0,67 0,68 0,76 0,59 0,75 - 0,6 2,5 1,2 -1,4 -2,6 7,0 1,8 10,9 -

NOV 0,58 0,64 0,68 0,66 0,69 0,74 0,63 0,75 - 0,4 2,1 4,8 -0,6 1,5 -2,0 6,8 0,6 -

DEZ 0,60 0,67 0,69 0,73 0,74 0,79 0,66 0,76 - 2,6 5,1 0,5 9,3 6,9 6,4 6,0 1,7 -
- -

P A T A M A R   M É D I O

V A R I A Ç Ã O   M E N S A L (%)C A R G A   E Q U I V A L E N T E   Normalizada

 
- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03

JAN 0,69 0,75 0,80 0,84 0,88 0,89 0,96 0,78 0,89 - 3,5 -0,4 1,7 0,5 1,2 2,1 4,3 2,4

FEV 0,70 0,77 0,81 0,86 0,90 0,91 0,98 0,81 0,92 1,5 2,3 1,2 2,5 1,7 1,4 2,1 3,1 3,9

MAR 0,73 0,79 0,84 0,88 0,91 0,95 1,00 0,86 0,91 3,7 2,6 3,1 2,3 1,6 4,4 2,4 6,8 -1,0

ABR 0,74 0,80 0,86 0,89 0,90 0,95 0,98 0,87 0,91 1,7 0,8 2,3 1,7 -1,0 0,1 -1,8 1,1 -0,2

MAI 0,72 0,77 0,84 0,86 0,88 0,91 0,84 0,84 0,86 -3,2 -3,0 -2,2 -4,1 -3,0 -3,8 -14,8 -3,5 -5,8

JUN 0,72 0,78 0,84 0,84 0,88 0,91 0,70 0,84 0,88 0,4 0,5 -0,3 -2,5 -0,2 0,2 -16,9 -0,1 2,2

JUL 0,75 0,78 0,85 0,86 0,89 0,90 0,69 0,82 - 3,7 0,8 2,0 2,4 1,9 -1,0 -0,1 -2,1 -

AGO 0,76 0,79 0,85 0,88 0,89 0,91 0,70 0,86 - 1,3 1,0 -0,7 2,9 -0,7 0,8 0,3 4,2 -

SET 0,74 0,79 0,84 0,88 0,90 0,92 0,71 0,84 - -1,6 0,0 -1,1 -0,3 1,6 0,8 1,3 -2,3 -

OUT 0,73 0,80 0,83 0,85 0,86 0,94 0,71 0,89 - -1,3 0,7 -1,1 -3,2 -4,3 2,6 1,0 6,5 -

NOV 0,72 0,79 0,83 0,83 0,86 0,91 0,73 0,87 - -1,7 -0,9 0,1 -2,6 -0,3 -3,3 2,4 -2,5 -

DEZ 0,73 0,81 0,83 0,88 0,88 0,94 0,75 0,87 - 0,8 2,5 -0,5 6,1 2,8 3,1 2,6 -0,2 -
- -

P A T A M A R   P E S A D O

V A R I A Ç Ã O   M E N S A L (%)C A R G A   E Q U I V A L E N T E   Normalizada

 
- -
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Figura 3.11 – Carga equivalente normalizada. 
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O modelo estatístico, descrito no próximo capítulo, utiliza para cada mês a 

média das variações mensais de consumo para estimar a variação mensal de consumo de 

um período à frente. A figura 3.12 mostra as variações mensais de consumo para os três 

patamares, com as respectivas médias das variações mensais. 
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Figura 3.12 – Variação mensal – patamares leve, médio e pesado. 

A figura 3.13 mostra uma superposição das variações mensais de consumo, 

destacando as diferenças apresentadas pelos patamares a cada mês. O gráfico enfatiza 

que as maiores variações ocorrem no patamar leve, seguido do médio e do pesado.  
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Figura 3.13 – Variação mensal – patamares leve, médio e pesado. 

Na tabela 3.7 estão apresentadas as médias e desvios padrões das variações 

mensais de consumo ocorridos em cada mês, por patamar. Fazendo-se uma comparação 

entre esses valores fica novamente evidenciado que as maiores variações ocorrem no 

patamar leve, seguido do médio e do pesado. Os meses de março, maio e junho estão 

destacados, por serem justamente os meses influenciados pelo racionamento. 

Tabela 3.7 – Desvio padrão e média das variações mensais de consumo. 

Mês
JAN
FEV

MAR 5,0% 2,3% 3,4% 1,6% 2,1% 1,6% -5,3% -6,8% -1,2% -2,2% 2,9% 2,4%

ABR

MAI 3,9% 2,3% 3,3% 1,3% 3,9% 1,1% -11,3% -10,2% -6,9% -5,9% -4,8% -3,6%
JUN 5,5% 2,2% 5,4% 1,5% 5,8% 1,3% -4,1% -2,4% -2,8% -1,1% -1,8% 0,0%

JUL
AGO
SET
OUT
NOV
DEZ

Médio PesadoLeve Médio Pesado Leve

Cálculos feitos incluíndo todos os meses e excluíndo meses influenciados pelo racionamento
MédiaDesvio Padrão

0,0%
5,3%
1,4%

3,2% 1,7%
1,8%

1,5%
0,9%2,8%

4,6%

1,9%
2,2%

1,8% 1,4% 1,3% -6,6% -3,0% 0,5%

9,0%

1,0%3,4% 2,3% 1,9% 0,0%

2,1%

2,5%
2,1%
4,4%
2,9%
3,0%

1,7%
1,4%
3,4%
1,8%

4,1%

0,0%
2,5%
1,4%
6,1%
4,8%
10,1%

3,4%
2,6%
7,0%

4,8%

1,1%
-0,2%
0,1%
-1,1%
2,2%

1,5%
1,5%
2,5%
1,7%

 

O gráfico dos desvios padrões das variações mensais do consumo, relativos aos 

meses não influenciados pelo racionamento, pode ser visto na figura 3.14. 
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Figura 3.14 – Desvio padrão das variações mensais de consumo. 

Os meses de outubro, novembro e dezembro apresentam os maiores desvios 

padrões e, conseqüentemente, espera-se que os erros de previsão nesses meses sejam 
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maiores. Cabe adiantar que nesses meses a correlação entre as séries de variações 

mensais das cargas equivalentes e das temperaturas mensais médias é grande, o que será 

objeto de discussão na seção 3.3. 

Uma das técnicas usadas para se comparar diferentes ativos (ações, índices) no 

mercado financeiro é de representá-los no plano cartesiano (x, y), onde o eixo x 

corresponde à volatilidade da rentabilidade do ativo, medida pela sua variância ou 

desvio padrão, e o eixo y, à rentabilidade média do ativo. A volatilidade está relacionada 

ao risco do ativo. No presente trabalho, essa representação é útil para apontar os meses 

que deverão apresentar maior dificuldade na previsão para os modelos. 

A figura 3.15 mostra a representação cartesiana (x, y) dos desvios padrões versus 

a média das variações mensais das cargas equivalentes por patamar (eq. 3.1, fl. 20). A 

barra vertical que acompanha os valores mensais representa o comprimento dos 

respectivos desvios padrões. Ficam destacados novamente os meses de outubro, 

novembro e dezembro, por apresentarem alta volatilidade. 
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Figura 3.15 – Desvio padrão × média das variações mensais. 
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3.2  Série Histórica de Temperaturas Máximas e Mínimas 

As séries de temperaturas diárias, máxima e mínima ( )Mín/Máx
ano,mês,diaT , são referentes à 

estação meteorológica de número 837460, localizada no GALEÃO – Rio de Janeiro. As 

médias mensais das temperaturas diárias, máximas e mínimas ( )Mín/Máx
ano,mêsT , são calculadas 

pela equação 3.2 e as médias mensais dessas médias ( )Mín/Máx
mêsT  pela equação 3.3: 

=

==
n

1dia

Mín/Máx
ano,mês,dia

Mín/Máx
)t(

Mín/Máx
ano,mês T

n
1TT         (3.2) 

=

=
a

1ano

Mín/Máx
ano,mês

Mín/Máx
mês T

a
1T          (3.3) 

As variações mensais das Mín/Máx
ano,mêsT  ( )Mín/Máx

ano,mêsT∆  são calculadas pela equação 3.4 e 

as médias mensais dessas variações mensais ( )Mín/Máx
mêsT∆  pelas equações 3.5: 

( ) ( ) Mín/Máx
)1t(

Mín/Máx
)1t(

Mín/Máx
)t(

Mín/Máx
t

Mín/Máx
ano,mês TTTTT −−−=∆=∆      (3.4) 

( ) MínMáx
t

MínMáx
t

MínMáx
tt

MínMáx TTTT /
)1(

/
)1(

/
)()(

/
−−−=∆        (3.5) 

As tabelas 3.8 e 3.9 apresentam na seqüência, para cada mês, os valores 
Mín/Máx

mêsT , Mín/Máx
ano,mêsT , Mín/Máx

mêsT∆  e Mín/Máx
ano,mêsT∆ : 

Tabela 3.8 – Máx
ano,mês

Máx
mês

Máx
ano,mês

Máx
mês T  e  T  ,T  ,T ∆∆ . 

Mês Média 95 96 97 98 99 00 01 02 03 Média 95 96 97 98 99 00 01 02 03
JAN 31,9 33,3 32,7 30,3 32,4 31,8 30,7 33,2 31,8 31,3 3,7 6,1 10,7 -0,7 2,0 1,4 3,6 3,5 5,0 2,1
FEV 32,4 31,4 32,1 32,4 32,5 32,8 30,6 34,1 30,6 35,0 1,5 -5,6 -1,7 7,1 0,5 3,1 -0,4 2,8 -3,8 11,9
MAR 31,0 30,5 30,4 28,6 31,3 30,6 29,4 33,3 33,0 31,5 -4,3 -2,9 -5,4 -11,7 -3,7 -6,4 -3,7 -2,4 7,8 -9,9
ABR 29,7 28,6 28,7 28,8 29,4 28,4 28,7 32,4 31,9 30,5 -4,1 -6,2 -5,7 0,5 -6,0 -7,3 -2,4 -2,7 -3,4 -3,4
MAI 27,0 26,4 25,5 26,4 26,2 26,5 27,1 28,1 28,2 28,4 -9,2 -7,7 -11,2 -8,5 -10,8 -6,7 -5,7 -13,4 -11,5 -7,0
JUN 26,7 26,9 25,3 26,3 24,6 24,7 27,1 28,4 28,3 28,8 -1,0 1,7 -0,7 -0,2 -6,3 -6,6 0,3 1,1 0,4 1,6
JUL 26,0 27,8 23,5 27,5 25,2 25,5 24,9 27,5 25,7 - -1,8 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 -
AGO 27,1 28,6 24,7 26,6 27,3 25,7 27,3 27,2 29,3 - 4,6 3,1 4,9 -3,3 8,6 0,8 9,5 -1,1 13,9 -
SET 26,9 27,5 24,8 27,7 27,2 27,0 27,7 27,3 26,4 - -0,4 -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 -
OUT 27,8 26,2 27,5 28,1 26,6 24,5 30,3 27,7 31,3 - 3,3 -4,5 11,0 1,4 -2,2 -9,2 9,6 1,5 18,4 -
NOV 28,7 28,9 27,0 29,7 26,9 26,9 29,8 29,6 31,0 - 3,6 10,2 -1,9 5,6 1,2 9,7 -1,7 6,8 -1,0 -
DEZ 30,7 29,5 30,5 31,7 31,3 29,6 32,1 30,3 30,6 - 7,3 2,2 13,2 6,9 16,5 10,2 7,7 2,4 -1,1 -

M É D I A   M E N S A L V A R I A Ç Ã O   M E N S A L (%)

T E M P E R A T U R A    M Á X I MA
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Tabela 3.9 – Mín
ano,mês

Mín
mês

Mín
ano,mês

Mín
mês T  e  T  ,T  ,T ∆∆ . 

Mês Média 95 96 97 98 99 00 01 02 03 Média 95 96 97 98 99 00 01 02 03
JAN 24,1 24,8 24,6 23,3 24,8 24,3 23,5 24,3 23,8 23,6 4,6 5,5 8,1 1,1 3,2 4,8 5,3 5,5 5,9 2,4
FEV 24,2 24,4 24,3 24,1 24,8 24,4 23,3 24,5 23,2 25,0 0,3 -1,8 -1,2 3,5 -0,2 0,1 -1,2 0,8 -2,6 5,6
MAR 23,4 23,1 23,5 21,9 24,4 23,5 22,5 24,0 23,5 23,8 -3,4 -5,3 -3,7 -9,1 -1,3 -3,5 -3,1 -2,0 1,5 -4,5
ABR 21,9 21,5 21,5 20,9 22,8 21,2 21,1 23,3 22,3 22,7 -6,1 -7,0 -8,2 -4,7 -6,5 -9,8 -6,3 -2,8 -5,0 -4,8
MAI 19,2 20,1 18,5 18,6 19,6 18,3 18,6 19,7 19,8 19,3 -12,6 -6,3 -14,3 -11,0 -14,2 -13,9 -12,1 -15,4 -11,2 -14,8
JUN 17,9 17,4 17,3 17,3 16,8 18,2 17,2 18,6 18,9 19,4 -6,5 -13,5 -6,2 -6,7 -14,4 -0,3 -7,3 -5,8 -4,8 0,6
JUL 17,4 19,0 16,3 17,5 17,6 17,8 16,0 16,8 17,8 - -1,9 9,2 -6,0 1,1 5,2 -2,3 -7,0 -9,6 -5,5 -
AGO 18,0 19,5 16,5 17,4 19,7 16,5 17,1 18,0 19,2 - 3,7 2,6 1,8 -0,9 11,9 -7,1 6,6 6,9 7,4 -
SET 18,7 18,9 18,1 19,3 20,1 18,6 18,7 18,2 17,8 - 4,5 -3,2 9,4 11,4 2,0 12,8 9,6 1,5 -7,3 -
OUT 20,4 20,3 20,0 21,1 20,1 18,6 21,7 19,5 21,5 - 8,9 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 -
NOV 21,3 21,4 20,8 23,2 20,5 19,7 21,8 21,2 22,0 - 4,8 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 -
DEZ 23,0 22,8 23,0 24,0 23,2 22,4 23,0 22,5 23,1 - 8,1 6,6 10,6 3,7 13,5 13,5 5,7 5,9 5,1 -

V A R I A Ç Ã O   M E N S A L (%)

T E M P E R A T U R A    M Í N I MA

M É D I A   M E N S A L

 

Os valores Mín/Máx
mêsT  e Mín/Máx

ano,mêsT  estão representados graficamente nas figuras 

3.16a e 3.16b. Na primeira, os valores estão dispostos de forma contínua, onde as linhas 

tracejadas representam as Mín/Máx
mêsT ; e na segunda, superpostos. 
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Figura 3.16a – Mín/Máx

mêsT  e Mín/Máx
ano,mêsT  (contínua). 
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Figura 3.16b – Mín/Máx

mêsT  e Mín/Máx
ano,mêsT  (superpostos). 

Os valores Mín/Máx
mêsT∆  e Mín/Máx

ano,mêsT∆  estão representados paralelamente na figura 

3.17.  
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Figura 3.17 – Mín/Máx

mêsT∆  e Mín/Máx
ano,mêsT∆  (paralelamente). 

3.3  Série Histórica de Temperatura versus Carga Equivalente 

A figura 3.18 evidencia a influência que fatores climáticos exercem sobre o 

consumo de energia elétrica. As séries mensais de carga equivalente por patamar 

( )patamar
ano,mêsC  e de médias mensais das temperaturas diárias, máximas e mínimas ( )Mín/Máx

ano,mêsT , 

estão normalizadas em relação à maior patamar
ano,mêsC  e ao dobro da maior Mín/Máx

mêsT  para evitar 

superposição de curvas.  
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Figura 3.18 – Carga equivalente por patamar e temperaturas médias. 

Com a tendência de crescimento do consumo e o comportamento sazonal das 

séries é pertinente estudar as relações entre as respectivas variações mensais 

( )patamar
ano,mês

Mín|Máx
ano,mês C,T ∆∆ . A tabela 3.10 mostra as correlações entre estas variações 

( )( )patamar
anomês

MínMáx
anomêsmês CT ,
|

, ,correlação ∆∆ , calculadas para cada mês, excluíndo os valores 

influenciados pelo racionamento (maio, junho/2001 e março/2002). Os números 
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aparecem em negrito quando a correlação é superior a 0,7, e sublinhados para sinalizar a 

base de temperatura que apresenta a maior correlação. A observação na última coluna 

destaca, para cada mês, os patamares que apresentam correlação alta. 

Tabela 3.10 – ( )patamar
anomês

MínMáx
anomêsmês CT ,
|

, ,correlação ∆∆ . 
- -

Obs.
Mês Leve Médio Pesado Leve Médio Pesado Correlação > 0,7
JAN 0,870 0,844 0,748 0,977 0,814 0,637 [ L M P ]
FEV 0,877 0,718 0,303 0,847 0,711 0,282 [ L M _ ]
MAR 0,931 0,774 0,478 0,599 0,285 -0,079 [ L M _ ]
ABR 0,421 0,249 0,161 0,074 0,046 -0,066
MAI 0,168 0,018 -0,188 0,632 0,619 0,401
JUN 0,291 0,463 0,692 0,540 0,632 0,646
JUL 0,788 0,804 0,885 0,779 0,760 0,831 [ L M P ]
AGO 0,748 0,830 0,866 0,774 0,772 0,737 [ L M P ]
SET 0,935 0,900 0,720 0,850 0,791 0,628 [ L M P ]
OUT 0,952 0,916 0,927 0,967 0,971 0,955 [ L M P ]
NOV 0,453 0,403 0,545 0,935 0,897 0,887 [ L M P ]
DEZ 0,738 0,675 0,749 0,759 0,759 0,743 [ L M P ]

- -

Temperatura MínimaTemperatura Máxima

 

Quando a correlação é superior a 0,7 é possível explicar, pelo menos em parte, 

com a transformação proposta, a patamar
anomêsC ,∆  em função da MínMáx

anomêsT |
,∆ . Cabe distinguir que 

existe diferença entre afirmar a não influência da temperatura e não haver encontrado 

uma transformação que explique a relação entre as séries.  

A figura 3.19 mostra a influência que a MínMáx
anomêsT |
,∆  no mês de janeiro exerce sobre 

a variação mensal da carga equivalente no patamar leve, médio e pesado ( )patamar
anomêsC ,∆ . 

Para cada patamar foi selecionada a série de temperaturas que apresentou maior 

correlação. Os coeficientes das retas de regressão foram obtidos pelo método dos 

mínimos quadrados.  

Mín. Máx. L M P

95 5,5 6,1 - - -

96 8,1 10,7 14,4 8,1 3,5

97 1,1 -0,7 5,0 3,1 -0,4

98 3,2 2,0 7,5 5,5 1,7

99 4,8 1,4 9,3 5,0 0,5

00 5,3 3,6 10,3 3,8 1,2

01 5,5 3,5 9,6 5,6 2,1

02 5,9 5,0 11,4 7,2 4,3

03 2,4 2,1 4,7 4,0 2,4

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

JANEIRO
∆=Temperatura (%)

-1%

2%

5%

8%

11%

14%

-2% 0% 2% 4% 6% 8% 10% 12%

▲T.Máx X ▲C.P
corr.=0,748

∆T(%) ▲T.Mín X ▲C.L
corr.=0,977

▲T.Máx X ▲C.M
corr.=0,844

∆C(%)  
Figura 3.19 – MínMáx

anomêsT |
,∆  versus patamar

anomêsC ,∆  (janeiro). 
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Nos meses de fevereiro e março as ( )pesado
anomês

MínMáx
anomêsmês CT ,
|

, ,scorrelaçõe ∆∆  são 

inferiores a 0,5; logo, não são representadas nas figuras 3.20 e 3.21.  

Mín. Máx. L M P

95 -1,8 -5,6 -4,5 -0,8 1,5

96 -1,2 -1,7 1,2 2,8 2,3

97 3,5 7,1 1,9 0,9 1,2

98 -0,2 0,5 -0,1 1,3 2,5

99 0,1 3,1 -0,6 0,5 1,7

00 -1,2 -0,4 -2,3 0,1 1,4

01 0,8 2,8 1,5 2,3 2,1

02 -2,6 -3,8 -1,8 0,0 3,1

03 5,6 11,9 5,0 5,2 3,9

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

FEVEREIRO
∆=Temperatura (%)
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Figura 3.20 – MínMáx
anomêsT |
,∆  versus patamar

anomêsC ,∆   (fevereiro). 

Mín. Máx. L M P

95 -5,3 -2,9 -4,3 -0,6 3,7

96 -3,7 -5,4 -6,2 -1,6 2,6

97 -9,1 -11,7 -10,6 -3,3 3,1

98 -1,3 -3,7 -6,3 -2,4 2,3

99 -3,5 -6,4 -7,7 -2,0 1,6

00 -3,1 -3,7 -4,1 -0,4 4,4

01 -2,0 -2,4 -5,8 -1,6 2,4

02 1,5 7,8 6,7 6,8 6,8

03 -4,5 -9,9 -9,2 -5,5 -1,0

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

MARÇO
∆=Temperatura (%)

-12%

-8%

-4%

0%

4%

8%

-12% -9% -6% -3% 0% 3% 6% 9%

∆T(%)

▲T.Máx X ▲C.L
corr.=0,931

▲T.Máx X ▲C.M
corr.=0,774

∆C(%)

Fim do racionamento 
2002

 
Figura 3.21 – MínMáx

anomêsT |
,∆  versus patamar

anomêsC ,∆  (março). 

Os três meses subseqüentes, abril, maio e junho, não são representados, por 

apresentarem ( )patamar
anomês

MínMáx
anomêsmês CT ,
|

, ,scorrelaçõe ∆∆  inferiores a 0,7.  

Os últimos seis meses do ano estão representados nas figuras 3.22 e 3.23, onde 

as ( )patamar
anomês

MínMáx
anomêsmês CT ,
|

, ,scorrelaçõe ∆∆  foram superiores a 0,7 nos três patamares. 
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Mín. Máx. L M P

95 9,2 3,3 4,4 3,3 3,7

96 -6,0 -6,9 0,2 0,6 0,8

97 1,1 4,7 3,1 1,0 2,0

98 5,2 2,3 0,9 1,2 2,4

99 -2,3 3,2 1,7 1,4 1,9

00 -7,0 -8,2 -1,2 -1,6 -1,0

01 -9,6 -3,3 -4,0 -1,6 -0,1

02 -5,5 -9,1 -5,4 -4,1 -2,1

03 - - - - -

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

JULHO
∆=Temperatura (%)
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Mín. Máx. L M P

95 2,6 3,1 2,9 1,7 1,3

96 1,8 4,9 0,8 0,4 1,0

97 -0,9 -3,3 -0,1 -0,5 -0,7

98 11,9 8,6 7,4 4,5 2,9

99 -7,1 0,8 -1,3 -1,6 -0,7

00 6,6 9,5 1,1 1,2 0,8

01 6,9 -1,1 1,5 0,2 0,3

02 7,4 13,9 8,0 5,7 4,2

03 - - - - -

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

AGOSTO
∆=Temperatura (%)

-3%

0%

3%

6%

9%

-8% -4% 0% 4% 8% 12% 16%

▲T.Máx X ▲C.P
corr.=0,866

∆T(%)

▲T.Mín X ▲C.L
corr.=0,774

▲T.Máx X ▲C.M
corr.=0,820

∆C(%)

Mín. Máx. L M P

95 -3,2 -4,1 -0,9 0,1 -1,6

96 9,4 0,4 1,5 1,7 0,0

97 11,4 4,1 2,1 2,0 -1,1

98 2,0 -0,6 0,9 0,4 -0,3

99 12,8 4,9 5,1 4,3 1,6

00 9,6 1,5 3,2 2,3 0,8

01 1,5 0,4 3,1 3,4 1,3

02 -7,3 -9,8 -3,3 -2,3 -2,3

03 - - - - -

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

SETEMBRO
∆=Temperatura (%)

-4%

-2%

0%

2%
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-10% -5% 0% 5%

▲T.Máx X ▲C.P
corr.=0,720

∆T(%)

▲T.Máx X ▲C.L
corr.=0,935

▲T.Máx X ▲C.M
corr.=0,900

∆C(%)

 

Mín. Máx. L M P

95 7,4 -4,5 1,6 0,6 -1,3

96 10,7 11,0 9,5 2,5 0,7

97 9,1 1,4 4,1 1,2 -1,1

98 0,0 -2,2 -0,9 -1,4 -3,2

99 -0,1 -9,2 -1,4 -2,6 -4,3

00 15,9 9,6 14,2 7,0 2,6

01 6,9 1,5 3,7 1,8 1,0

02 21,3 18,4 17,7 10,9 6,5

03 - - - - -

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

OUTUBRO
∆=Temperatura (%)
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▲T.Mín X ▲C.P
corr.=0,955
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▲T.Mín X ▲C.M
corr.=0,971

∆C(%)

 
Figura 3.22 – MínMáx

anomêsT |
,∆  versus patamar

anomêsC ,∆  (julho, agosto, setembro e outubro). 
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Mín. Máx. L M P

95 5,6 10,2 3,8 0,4 -1,7

96 4,0 -1,9 4,0 2,1 -0,9

97 9,8 5,6 11,7 4,8 0,1

98 1,7 1,2 1,4 -0,6 -2,6

99 5,8 9,7 3,8 1,5 -0,3

00 0,4 -1,7 -1,4 -2,0 -3,3

01 9,0 6,8 11,6 6,8 2,4

02 1,9 -1,0 3,6 0,6 -2,5

03 - - - - -

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

NOVEMBRO
∆=Temperatura (%)

-5%

0%
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10%

0% 2% 4% 6% 8% 10%

▲T.Mín X ▲C.P
corr.=0,887

∆T(%) ▲T.Mín X ▲C.L
corr.=0,935

▲T.Mín X ▲C.M
corr.=0,897

∆C(%)

 

Mín. Máx. L M P

95 6,6 2,2 7,0 2,6 0,8

96 10,6 13,2 9,7 5,1 2,5

97 3,7 6,9 5,2 0,5 -0,5

98 13,5 16,5 18,0 9,3 6,1

99 13,5 10,2 12,1 6,9 2,8

00 5,7 7,7 12,6 6,4 3,1

01 5,9 2,4 8,3 6,0 2,6

02 5,1 -1,1 7,5 1,7 -0,2

03 - - - - -

∆=Carga Equivalente (%) ∆=Temperatura(%) X ∆=Carga Equivalente(%)

DEZEMBRO
∆=Temperatura (%)

-2%

1%

4%

7%

10%

13%

16%

19%

-2% 2% 6% 10% 14% 18%

▲T.Máx X ▲C.P
corr.=0,749

∆T(%) ▲T.Mín X ▲C.L
corr.=0,759

▲T.Mín X ▲C.M
corr.=0,759

∆C(%)

 
Figura 3.23 – MínMáx

anomêsT |
,∆  versus patamar

anomêsC ,∆  (novembro e dezembro). 

As figuras acima descrevem um modelo causa-efeito, que consiste em 

determinar a patamar
anomêsC ,∆  a partir da MínMáx

anomêsT |
,∆ . O modelo será válido para um período à 

frente – para os meses correlacionados – se a relação de influência existente no passado 

permanecer inalterada. Fazendo-se a análise pelo caminho inverso (efeito–causa), obter 

uma previsão de carga com exatidão para um mês à frente significa – para os meses 

correlacionados – poder estimar o comportamento médio do clima num mês à frente. 

Cabe destacar que não existe um modelo climático preciso, que informe a MínMáx
anomêsT /
,  com 

um mês de antecedência. 

A descontinuidade dessa relação de influência pode ser ocasionada por fatores 

econômicos (reajustes tarifários) ou políticos (racionamento imposto à sociedade em 

2001). A ANEEL autorizou a CERJ a reajustar em 28,56% a tarifa de energia cobrada 

aos consumidores residenciais, a partir do último dia do ano de 2002. Provavelmente, 

esse foi o motivo de a variação mensal da carga equivalente no patamar leve em janeiro 
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de 2003 ( )leve
2003janC ,∆  ter sido inferior à prevista pela relação apresentada anteriormente, 

como mostra a figura 3.24.  

- - - - - - - - - - - - - - - - - -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- -

- - - - - - - - - - - - - - - - - -

96 : -0,4%

97 : -0,3%

98 : -0,02%
99 : 0,2%

00 : 0,03%

01 : 0,8%

02 : -0,3%

03 : 1,6%

0%

2%

4%

6%

8%

10%

12%

14%

16%

0% 1% 2% 3% 4% 5% 6% 7% 8% 9%

Patamar Leve
Provável efeito do reajuste 

da tarifa (28,56%)  
em 31/dez/2002 (erro 1,6%)

∆Tmin(%)

∆C (Leve) 
(%)

ano:erro

 
Figura 3.24 – Mín

anojanT ,∆  versus leve
anojanC ,∆  (patamar leve – janeiro/2003). 

Na tabela 3.11 estão apresentadas as resoluções e portarias, com suas respectivas 

datas de publicação e de entrada em vigor dos reajustes concedidos à CERJ, a partir de 

1995. 

Tabela 3.11 – Portarias e Resoluções da ANEEL e do DNAEE 

da Publicação

800 27 / 12 / 2002 30 / 12 / 2002 28.56%
588 21 / 12 / 2001 31 / 12 / 2001 18.63
580 27 / 12 / 2000 31 / 12 / 2000 Anexo  I 15.91%

07 / 02 / 2001 Anexo II 1.90%
001 03 / 01 / 2000 04 / 01 / 2000 8.58%
037 04 / 03 / 1999 05 / 03 / 1999 2.66%
023 29 / 12 / 1997 31 / 12 / 1997 1.59%
187 14 / 05 / 1997 15 / 05 / 1997 4.00%

154 09 / 06 / 1999 10 / 06 / 1999 10.25%
08 / 07 / 1999 1.95%
07 / 08 / 1999 2.03%

437 03 / 11 / 1995 06 / 11 / 1995 - (3)DIEESE e (4)ABRADEE

Fonte : (1) ANEEL   Reajustes Tarifários - Atos Regulatórios Publicados 
(2) ANEEL   Reposicionamentos Tarifários de Energia Elétrica
(3) DIEESE   As tarifas de energia elétrica no Brasil
(4) ABRADEE   Associação Brasileira de Distribuidores de Energia Elétrica - Legislação, Portarias DNAEE e ANEEL
    DNAEE Departamento Nacional de Águas e Energia

Tarifas - Reajustes/Revisões
Tarifas - Reajustes/Revisões
Boletim DIEESE - Julho de 1998

FONTE

(1) ANEEL

(2) ANEEL

DatasPortarias e 
Resoluções
(Número)

Percentual 
Reajuste

Reajustes concedidos à
Companhia de Eletricidade do Rio de Janeiro – CERJ

da Vigência

 

Uma outra forma de alterar as relações apresentadas nesta seção pode advir do 

avanço tecnológico e da conscientização dos consumidores, como ocorreu na época do 

racionamento. O PROCEL, programa da ELETROBRÁS que visa estimular o combate 

ao desperdício de energia, é exemplo de um novo fator com essa capacidade de 

transformação. Esses efeitos serão percebidos com o tempo, e os modelos de previsão 

devem ser avaliados para medir a sua adequação à nova realidade.  
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CAPÍTULO 4  
MODELOS DE PREVISÃO DE SÉRIES TEMPORAIS 

Este capítulo apresenta fundamentos teóricos sobre Modelos Estatísticos, Redes 

Neurais Artificiais e Algoritmos Genéticos, técnicas estas usadas na criação dos 

modelos de previsão do consumo de energia elétrica para um mês à frente.  

Para uma abordagem mais completa desses tópicos, ver bibliografia 

[32,33,34,35,36]. 

4.1  Modelo Estatístico 

4.1.1 Alguns Fundamentos 

Um processo estocástico é um mecanismo gerador de dados (no tempo e/ou no 

espaço), cujo comportamento futuro só pode ser descrito probabilisticamente através da 

especificação da sua distribuição de probabilidade conjunta.  

Os processos estocásticos classificados como estacionários são aqueles onde 

algumas de suas características permanecem constantes ao longo do tempo. Se a 

distribuição conjunta do processo estocástico permanece inalterada, a estacionariedade é 

classificada como forte ou estrita. A estacionariedade é dita fraca ou de segunda ordem 

quando a média e a variância permanecem constantes.  

Uma série temporal é definida formalmente como uma função temporal gerada a 

partir de um processo estocástico desconhecido. A sua análise, através de recursos 

gráficos e analíticos, visa caracterizá-la com o objetivo de obter subsídios para 

descrever probabilisticamente o processo estocástico que está gerando a série, ou seja, 

criar um modelo.  

A análise gráfica permite encontrar padrões aparentes (como tendências e 

sazonalidades), detectar erros grosseiros, valores ausentes, bem como identificar 

mudanças estruturais ou rupturas na série.  
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Com o estudo analítico é possível sintetizar o comportamento estatístico de 

séries estacionárias através dos cálculos da média, desvio padrão, mediana, etc. 

Na prática, os modelos, que essencialmente procuram descrever e capturar a 

evolução da média e/ou variância da série temporal, são do tipo regressão. Eles podem 

ser classificados em univariados, de função de transferência e multivariados. No 

primeiro grupo estão os modelos que se baseiam em uma única série histórica; já no 

segundo, a série de interesse é explicada pelo seu passado histórico e por outras séries 

temporais não correlacionadas entre si. O último grupo engloba os que modelam 

simultaneamente mais de uma série temporal, sem exigências com relação à direção da 

causalidade entre elas. 

Uma série temporal pode apresentar componentes sazonais, de tendência, cíclico 

e aleatórios (erros). Quando se descreve a evolução da média, esses componentes 

podem ser modelados através da decomposição da série nos seus respectivos termos de 

efeito sazonal, tendência e cíclico.  

O efeito aleatório é causado pelo comportamento incerto da série, por fatores 

relacionados mas não contemplados pelo modelo, por erros de medida das variáveis e 

pela forma funcional inadequada da estrutura do modelo. Ele representa os elementos 

não sistemáticos que influenciam a série. Esse termo deve apresentar as propriedades 

estatísticas média nula, variância constante e não ser correlatado. Estas propriedades são 

verificadas nos resíduos gerados pelos modelos, após estes terem os seus parâmetros 

estimados. Os resíduos são calculados pela diferença entre a previsão gerada e o valor 

observado.  

As previsões futuras de uma série temporal podem ser calculadas pela 

extrapolação dos modelos encontrados para descrever o comportamento do processo. 

Nesse caso, a hipótese assumida é que a estrutura válida no passado continua a 

influenciar o futuro. 

É importante ressaltar a diferença existente entre modelo e método de previsão. 

Enquanto o modelo descreve o processo gerador da série usando a teoria da 

probabilidade e, quando extrapolado, produz previsões, o método produz apenas 

previsões, sem se preocupar em descrever o processo. 
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Os métodos de amortecimento exponencial destacam-se dentre os métodos de 

previsão, devido à concepção simples e por apresentarem bons resultados. Estão 

fundamentados na hipótese de que, para fins de previsão, as observações mais recentes 

são mais relevantes do que as antigas.  

Os modelos de previsão devem ser avaliados com um conjunto de dados 

independente, ou seja, que não tenha sido usado na determinação dos seus parâmetros. 

Algumas métricas, construídas a partir dos erros das previsões, usadas com o intuito de 

avaliar a precisão dos modelos, são:  

• = erro médio quadrático; 

• = erro médio absoluto; 

• = coeficiente de determinação; 

• = erro absoluto percentual médio. 

Quando dois modelos distintos apresentam desempenho semelhante, o princípio 

da parcimônia nos induz a escolher o que tem um número menor de parâmetros. 

4.1.2 Modelo Linear 

O consumo de energia elétrica ao longo do tempo tende a crescer, em 

decorrência da expansão da base de consumidores e do aumento de renda da população. 

Ao longo do ano, o consumo apresenta comportamento sazonal relacionado às variações 

climáticas.  

O modelo linear contempla a tendência de crescimento do consumo, ao 

transformar a respectiva série em variações mensais, e tem como objetivo prever essas 

variações para um período à frente, conforme representa a equação 4.1: 

[ ] ( )prev
tt

prev
t

prev
t

t

t
prev

t VCCV
C

CC
111

1 1      +++
+ +=⇔=

−
,    (4.1) 

onde:  
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prev
tC 1+  - é a carga equivalente útil mensal por patamar previsto para um 

período à frente; 

tC  - é a carga equivalente útil mensal por patamar observado no 

período corrente; 

prev
tV 1+  - é a variação prevista para o período à frente. 

O efeito sazonal é contemplado pelo modelo, quando a variação prevista para o 

período à frente é calculada pela média aritmética das variações históricas ocorridas no 

mesmo mês dos anos anteriores, representada pelas equações 4.2a e 4.2b, sendo a última 

válida para o mês de janeiro. Nessas equações o índice período t é substituído pela 

combinação mês m e ano a.  
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A variação histórica média, incorporando o último período, é escrita como: 
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O erro associado à previsão das taxas é a diferença entre a variação prevista e a 

observada, e pode ser representado por: 

( )
( ) ( )( )1,1,1

1,1

,1
1 +++

++

+
−−+

−
=

m
prev

am
prev

am

m
prev

am

am
VVaV

VVa
e       (4.4) 

Esse termo deve apresentar as propriedades estatísticas: média nula, variância 

constante e não ser autocorrelacionado. Para estas propriedades serem atendidas, a série 
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transformada das razões �
�
�
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�
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1,

1,1 ,,   ...   ,,,,  deve ter 

sua estacionariedade de, pelo menos, tipo fraca. Esta hipótese, a princípio, parece ser 

atendida para o intervalo de dados analisado. 

4.1.3 Modelo Causa-Efeito da Temperatura versus Carga Equivalente 

A correlação elevada entre a variação mensal da carga equivalente por patamar e 

das temperaturas máximas e mínimas, discutida na seção 3.3, pode ser usada na 

construção de um modelo causa-efeito.  

Para cada mês t e para cada patamar, sejam as seqüências :  

�
�
� ∆∆∆∆∆

−+−+++

−+−+++
patamar

nt
patamar

it
patamar

t
patamar

t
patamar

t
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Mín
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VVVVV
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)1(12)1(122412
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           (seq. 1) 
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nt
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it
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t
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t
patamar
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Máx
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Máx
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Máx
t

Máx
t

VVVVV
TTTTT

)1(12)1(122412

)1(12)1(122412

......

......
           (seq. 2), 

onde: 

  t  - é um número no intervalo [1..12] representando um mês;  

  n    - é o número de anos disponíveis nas séries; 

  i  - é um número no intervalo [1..n] representando um ano;  

  patamar - é o patamar leve, médio ou pesado;   

  patamar
itV )1(12 −+  - é a variação mensal da carga equivalente no mês t+12(i-1); 

  Mín
itT )1(12 −+∆  - é a variação mensal da temperatura mínima em t+12(i-1); 

  Máx
itT )1(12 −+∆  - é a variação mensal da temperatura máxima em t+12(i-1). 

O modelo causa-efeito faz a previsão da variação mensal da carga equivalente 

por patamar ( )patamar
itV )1(12 −+  no mês t+12(i-1), a partir da equação da reta de regressão gerada 

pelas seqüências 1 ou 2, alteradas pela exclusão dos pares ( )patamar
it

Mín
it VT )1(12)1(12 , −+−+∆  e 

( )patamar
it

Máx
it VT )1(12)1(12 , −+−+∆ . A seqüência escolhida é a que apresenta a maior correlação. 

A figura 4.1 detalha as etapas envolvidas na construção deste modelo. 
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Figura 4.1 – Modelo causa-efeito. 

4.2  Redes Neurais Artificiais 

Redes Neurais Artificiais (RNA) são técnicas computacionais que apresentam 

um modelo matemático inspirado na estrutura neuronal de organismos inteligentes, que 

adquirem conhecimento através da experiência. Elas podem ser utilizadas na resolução 

de uma grande classe de problemas encontrados em várias áreas aplicadas, tais como: 

(a) classificação, (b) identificação, (c) diagnóstico, (d) análise de sinais e de imagens, 

(e) otimização e (f) controle e previsão de situações futuras. As RNA têm-se mostrado 

de fácil implementação, são robustas no tratamento de dados com ruído e eficientes, 

especialmente em problemas onde não há uma formulação analítica ou não existe um 

conhecimento explícito acessível, ou o próprio problema modifica-se com o tempo.  

Um breve histórico sobre RNA deve começar por três das mais importantes 

publicações iniciais, desenvolvidas por: McCulloch e Pitts, em 1943; Hebb, em 1949; e 

Rosemblatt, em 1958. Essas publicações introduziram, respectivamente, o primeiro 

modelo de redes neurais simulando máquinas, o modelo básico de rede de auto-

organização e o modelo perceptron de aprendizado supervisionado. 
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�
�
� ∆∆∆∆

→
−+++

−+++
−+ patamar

nt
patamar

t
patamar

t
patamar

t

mín
nt

mín
t

mín
t

mín
tmínpatamar

it VVVV
TTTT

correlação
)1(122412

)1(122412,
)1(12 ...

...
 

�
�
� ∆∆∆∆

→
−+++

−+++
−+ patamar

nt
patamar

t
patamar

t
patamar

t

máx
nt

máx
t

máx
t

máx
tmáxpatamar

it VVVV
TTTT

correlação
)1(122412

)1(122412,
)1(12 ...

...
 

 
2 –  Calcular os coeficientes da reta de regressão linear com a seqüência que 

apresentar maior correlação, se: 
 

( ) 7,0, ,
)1(12

,
)1(12 ≥−+−+

máxpatamar
it

mínpatamar
it correlaçãocorrelaçãoMaior  

 
3 –  Determinar a variação da carga equivalente por patamar no período t+12(i-1) 

através da equação:  
 

( ) linearecoeficientTangularecoeficientV máxmín
it

patamar
it   ou  

)1(12)1(12 +∆×= −+−+  
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Alguns históricos sobre a área costumam desconsiderar os anos 60 e 70, e 

apontar um reinício da área com a publicação dos trabalhos de Hopfield em 1982, 

relatando a utilização de redes simétricas para otimização, e de Rumelhart, Hinton e 

Williams, que introduziram o poderoso método Backpropagation. 

4.2.1 Modelagem Matemática de uma Rede Neural Artificial 

Uma RNA é formada por neurônios conectados entre si e organizados em 

camadas. A forma como estão dispostos os neurônios define a arquitetura da rede. Na 

figura 4.2 está representada uma rede com arquitetura do tipo feed-forward, que é 

caracterizada pela organização dos neurônios em uma camada de entrada, uma ou mais 

camadas escondidas e uma camada de saída, sendo que as saídas dos neurônios de uma 

camada são conectadas aos neurônios da próxima camada.  

     

     

     

     

     

Os neurônios biológicos transmitem sinais elétricos, que são representados pelas 

RNA por valores numéricos. Esses sinais são transportados através da RNA, ou seja, os 

valores conectados às entradas dos neurônios são ponderados através de pesos, 

chamados sinapses, gerando um novo valor: a variável interna de excitação. Este último 

valor, transformado pela função de ativação, será a resposta do neurônio que poderá ser 

usada como entrada para outras unidades. A figura 4.3 representa a modelagem de um 

neurônio não-linear. 

Figura 4.2 – Representação gráfica de uma RN do tipo feed-forward. 

Camada 
de saída 

Camada de 
entrada 

Camadas 
intermediárias 

conexões 

neurônio 

sinal 

sinal 



39 

 

     

     

     

     

     

O conhecimento adquirido por uma RNA surge do treinamento recebido através 

de exemplos, que pode ser supervisionado, não-supervisionado ou híbrido. No 

treinamento supervisionado, um exemplo é caracterizado pelo par de valores de entrada 

e saída conhecidos. A escolha de um conjunto representativo desses pares é 

fundamental para a capacidade de generalização da rede neural após o treinamento. 

Durante o processo de treinamento supervisionado, exemplos são apresentados à 

rede. As diferenças entre os valores gerados por ela, através dos valores de entrada 

propagados por sua estrutura, e os valores de saída conhecidos, são usadas para 

modificar os pesos sinápticos através de uma lei (algoritmo) de aprendizado. Esse 

processo está ilustrado na figura 4.4 e é conhecido como algoritmo de backpropagation 

ou retro-propagação do erro, já que este é usado para atualizar os pesos sinápticos. 

     

     

     

     

     

     

O processo de treinamento é iterativo e termina após um critério de parada ser 

atingido. O vetor contendo todos os valores dos pesos sinápticos após o treinamento 

representa o conhecimento adquirido pela rede e está associado à sua capacidade de 

generalização. 

Banco de Dados                                                          
                                                                      

(  Entradas                                        ,                                               Saídas Conhecidas  )  

Rede Neural    
             

[ Wi,k ]         

          
Entradas   

          

Saída      
da        

rede       

          
≠         
          

          
Erro       

          

Lei de aprendizado    
 

Wi,k = Wi,k + f( Erro )   

Figura 4.4 – Esquema do treinamento supervisionado de uma rede.       
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Figura 4.3 – Modelo não-linear de um neurônio.                       
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Entende-se por capacidade de generalização de uma rede neural o poder de 

calcular com precisão uma saída, a partir de valores de entrada nunca apresentados 

durante o processo de treinamento.  

Com o objetivo de treinar uma rede neural, o banco de dados é dividido em três 

subconjuntos. O primeiro, chamado de treinamento, é usado no processo iterativo para 

calcular os valores dos erros e, por conseqüência, atualizar os pesos sinápticos através 

do algoritmo de retropropagação do erro – aprendizado supervisionado. À medida que o 

treinamento se desenvolve, o erro tende a diminuir e a rede a se superajustar aos valores 

desse conjunto e, por conseqüência, perder a sua capacidade de generalização.  

Para que isso não ocorra, o segundo subconjunto, chamado de teste, é usado. O 

erro de previsão, obtido pela rede para esse conjunto, tende a diminuir no início do 

treinamento e, quando a rede começa a se superajustar, ele começa a crescer. Este ponto 

é usado como critério de parada do processo de treinamento. 

O terceiro subconjunto é usado para avaliar se a rede, ao final do treinamento, 

gera saídas com erros inferiores a uma precisão desejada, e é chamado de conjunto de 

validação. A importância desse subconjunto está no fato de os exemplos nunca terem 

sido usados anteriormente pela rede, sendo assim não-tendencioso e medindo portanto a 

capacidade de generalização da rede. 

A avaliação do desempenho das redes é feita através de métricas de erros, 

aplicadas a cada subconjunto de dados. Algumas métricas são apresentadas abaixo: 

• = Erro Médio Quadrático:   

( )
=

−=
n

1t

2prev
tt VV

n
1MSE   (4.5) 

onde:  

n  - número de observação;  

tV  - valor real da série no tempo t; 

prev
tV  - valor predito para o tempo t. 

• = Raiz do Erro Médio Quadrático:  

MSERMSE =    (4.6) 



41 

 

• = Erro Absoluto Médio:  

=

−=
n

1t

prev
tt VV

n
1MAE     (4.7) 

• = Erro Absoluto Percentual Médio:  

=

�

�
�

�

�
×

−
=

n

1t t

prev
tt 100

V

VV

n
1MAPE  (4.8) 

• = Coeficiente de Determinação ou R2:   

( )

( )
=

=

−

−
−= n

1t

2
t

n

1t

2prev
tt

2

VV

VV
1R    (4.9),  

onde:  

V   é o valor médio da série. 

Encontrar uma rede que apresente desempenho desejado requer uma 

combinação ilimitada de fatores. O tipo de arquitetura da rede escolhida, bem como o 

número de neurônios das camadas de entrada e intermediária, o número de camadas 

intermediárias, o tipo de função de ativação usado por cada neurônio e a métrica de 

avaliação de desempenho são exemplos de parâmetros que influenciam essa procura.  

A busca da melhor combinação desses parâmetros recai num problema de 

otimização, que será abordado na seção Algoritmos Genéticos (4.3). A seguir serão 

apresentadas as arquiteturas de redes neurais temporais testadas na construção dos 

modelos de previsão. 

4.2.2 Arquiteturas de Redes Neurais Temporais 

A arquitetura das RNA está relacionada à direção das conexões entre os 

neurônios, sendo recorrente quando possui realimentação entre os neurônios, ou seja, as 

saídas dos neurônios da mesma camada ou de camadas à frente são conectadas à entrada 

de neurônios da mesma camada e/ou camadas anteriores. Quando as conexões entre 

neurônios são sempre em um único sentido são classificadas como não-recorrentes ou 

acíclicas. 
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As redes neurais temporais são destinadas a problemas que envolvem o 

mapeamento dinâmico e devem, com esse objetivo, possuir memória temporal. Isso é 

possível se a rede considerar entradas atrasadas no tempo ou se tiver laços de 

realimentação. 

As principais arquiteturas de redes neurais temporais, usadas para construir os 

modelos de previsão de demanda, são: 

• = Rede Perceptron Multicamadas (MLP – Multi-Layer Perceptron)   

É a arquitetura de rede neural mais comum, sendo encontrada na 

maioria dos softwares comerciais. É considerada como aproximador 

universal, pois a sua estrutura permite mapear qualquer função linear 

ou não-linear. Ela trabalha com valores contínuos e/ou discretos na 

entrada e gera valores contínuos na saída. 

• = Rede com Atraso no Tempo (TDNN - Time Delay Neural Network)  

Esta arquitetura, que pode ser recorrente, trabalha melhor, 

aparentemente, classificando um padrão temporal, que consiste em 

uma seqüência de vetores de características de dimensão fixa, como 

os fonemas. Ela trabalha com um treinamento supervisionado e 

utiliza o algoritmo de aprendizado retropropagação.  

• = Rede com Tempo Adaptável Continuamente (CATNN)  

As redes CATNN (Continuous Adaptative Time Neural Networks) 

são similares às redes TDNN, mas um passo mais avançadas: os 

intervalos de regressão das redes neurais do tipo CATNN são 

adaptativos. Isso significa que as conexões CATNN mudam os 

intervalos de regressão conforme o aprendizado progride, procurando 

por relacionamentos temporais que produzam uma correlação alta ao 

longo do histórico.  

• = Rede de Regressão Generalizada (GRNN)  

A GRNN, muito utilizada para a aproximação de funções contínuas, 

é formada por quatro camadas e sua arquitetura é do tipo recorrente. 

Sua estrutura memoriza os vetores de treinamento, armazenando os 

pares entrada-saída nos próprios coeficientes da rede. Esses valores 
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são usados para calcular as distâncias euclidianas, quando um novo 

valor é apresentado à rede. Com essas distâncias, um valor 

interpolado é gerado.  

4.3  Algoritmos Genéticos (AG) 

O AG oferece uma boa abordagem para a determinação da topologia de RNA, 

por ser o mais natural para a solução desse problema de otimização, especialmente 

porque o cérebro humano é resultado da evolução biológica. 

A arquitetura do cérebro foi, durante milhões de anos de evolução, 

astuciosamente modelada através da genética e da seleção natural. Assim, deseja-se 

utilizar uma abordagem artificialmente equivalente, para resolver esse problema para 

"seres" também artificiais, as RNA. 

Existem ainda outras possibilidades de utilização da abordagem evolucionária 

em RNA, tais como a sua utilização como algoritmo de treinamento, e para encontrar 

regras de aprendizado eficientes para redes perceptron sem camadas intermediárias. 

Além disso, existem outras possibilidades muito promissoras a serem exploradas, tais 

como a escolha inicial de pesos da rede e a determinação de conjuntos de dados de 

treinamento, teste e validação. 

Historicamente, os AG foram desenvolvidos por John Holland, que em 1975 

publicou o livro "Adaptação em Sistemas Naturais e Artificiais", fruto de seus trabalhos 

iniciados nos anos 60. Os trabalhos de Darwin, afirmando que, em uma população 

sujeita a influências externas, os mais aptos têm maior probabilidade de se perpetuar, e 

de Mendel, mostrando que os materiais genéticos dos pais são passados aos 

descendentes, foram as suas fontes de inspiração. 

A natureza foi motivo de inspiração devido ao fato de resolver eficazmente 

problemas complexos, como é o caso da sobrevivência das espécies. Aliado a esse fato, 

é possível explicar a grande maioria dos seres vivos através de poucos processos de 

natureza estatística (cruzamento, mutação e seleção), agindo sobre uma população. 
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Vista de forma geral, a evolução natural implementa mecanismos adaptativos de 

otimização que, embora estejam longe de ser uma forma de busca aleatória, com certeza 

envolvem aleatoriedade. É esse tipo de busca inteligente, mas não determinística, que os 

AG tentam imitar. 

Os métodos de otimização podem ser classificados em: métodos probabilísticos, 

numéricos e enumerativos, existindo ainda os híbridos. Os AG pertencem à classe dos 

métodos probabilísticos de busca e otimização, embora não sejam aleatórios. Usa-se o 

conceito de probabilidade, mas os AG não são simplesmente buscas aleatórias 

quaisquer. Pelo contrário, eles tentam dirigir a busca para regiões do espaço onde é 

provável que os pontos ótimos estejam. 

Os AG podem ser definidos como métodos computacionais de busca baseados 

nos mecanismos de evolução natural e na genética. Nessa técnica, uma população de 

possíveis soluções para o problema em questão evolui de acordo com operadores 

probabilísticos concebidos a partir de metáforas biológicas, de modo que há uma 

tendência de que, na média, os indivíduos representem soluções cada vez melhores, à 

medida que o processo evolutivo continua. 

4.3.1 Modelagem Matemática de um Algoritmo Genético 

O primeiro passo para a aplicação de AG em um problema qualquer é 

representar cada possível solução x, também chamada indivíduo, no espaço de busca, 

como uma seqüência s de símbolos gerados a partir de um dado alfabeto finito A. 

Algumas metáforas, extremamente simplistas, são empregadas freqüentemente 

para fazer corresponder a seqüência s a um cromossomo, e cada elemento de s a um 

gene. Como cada gene pode assumir qualquer valor do alfabeto A, cada elemento de A é 

equivalente a um alelo, ou seja, um valor possível para um dado gene. A posição de um 

gene num cromossomo, ou seja, o índice dentro da seqüência, corresponde a um locus 

gênico. 

Além disso, na maior parte dos AG assume-se que cada indivíduo seja 

constituído de um único cromossomo, razão pela qual é comum o uso dos termos 

indivíduos e cromossomos, indistintamente. É comum também usar uma população com 
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número fixo de indivíduos e cromossomos também de tamanho constante. O conjunto 

de cromossomos, genes e alelos, é denominado genótipo, e as características conferidas 

por este, fenótipo. 

Após definir a representação cromossômica para o problema, gera-se um 

conjunto de possíveis soluções, chamadas soluções-candidatas. Um conjunto de 

soluções, codificadas de acordo com a representação selecionada, corresponde a uma 

população de indivíduos. Os AG são algoritmos iterativos e a cada iteração a população 

é modificada. Essa iteração é denominada geração, embora nem todos os indivíduos de 

uma população sejam necessariamente "filhos" de indivíduos de uma população da 

iteração anterior. Designada cada geração por um índice g, o fluxo geral de um AG 

simples é formado pelas etapas: 

• = Inicialização: geralmente a população de N indivíduos é gerada 

aleatoriamente ou através de algum processo heurístico, onde se busca 

cobrir a maior área possível do espaço de busca. 

• = Avaliação e adequabilidade: uma função objetivo para cada membro da 

população é necessária, para avaliar a adequabilidade do indivíduo e 

determinar, assim, a sua probabilidade de se perpetuar ou transmitir suas 

características às futuras gerações. 

• = Seleção: mecanismo pelo qual são selecionados os indivíduos que 

transmitirão suas características às futuras gerações, onde cada indivíduo 

terá probabilidade proporcional à sua adequabilidade em relação à 

população. 

• = Recombinação: processo onde um novo indivíduo é gerado a partir da 

recombinação de indivíduos da geração anterior, emulando o processo de 

crossover, ou seja, a troca de fragmentos entre pares de cromossomos. 

• = Mutação: corresponde a um processo de busca aleatória, onde uma 

posição num cromossomo é escolhida, controlada por uma probabilidade 

de um gene sofrer mutação, e o valor do gene correspondente é mudado 

aleatoriamente para um outro alelo possível. 
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Como o processo é iterativo, um critério de parada deve ser determinado. É 

desejado que ele pare quando o ponto ótimo é atingido, mas não é essa a realidade na 

maioria dos problemas. Existem problemas inerentes aos métodos de otimização como, 

por exemplo, não ser possível afirmar que o ponto ótimo encontrado seja um ponto 

ótimo global. Para contornar esse problema, utiliza-se como critério de parada um 

número máximo de gerações ou um tempo limite de processamento. 

Em relação às técnicas de busca convencional, os AG têm as seguintes 

características: 

• = operam em uma população e, não, sobre um único ponto isolado, 

evitando, não necessariamente, que a solução fique presa em um máximo 

ou mínimo local; 

• = operam sobre um espaço codificado e, não, no espaço de busca, 

diretamente; 

• = necessitam apenas de uma função objetivo para cada indivíduo, e não 

requerem derivadas ou qualquer outro tipo de conhecimento; 

• = usam operadores estocásticos e, não, regras determinísticas para guiar 

uma busca altamente exploratória e estruturada, onde informações 

acumuladas nas iterações (gerações) anteriores são usadas para 

direcionar essa busca. 

Em relação às redes neurais, os AG têm sido usados no treinamento, ou seja,  no 

ajuste dos pesos, na otimização da topologia em relação ao número de neurônios na 

camada intermediária, e na combinação, tanto do treinamento quanto da topologia. A 

combinação dessas duas técnicas pode ser usada, também, para selecionar quais 

variáveis devem ser usadas como entradas e será descrita na próxima seção. 

4.4  O Algoritmo Neurogenético 

O algoritmo neurogenético objetiva encontrar as redes neurais que maximizam 

alguma função de adequação (métricas de acurácia) através do algoritmo genético. Ele é 
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um processo determinado pelos dados, pois as redes desenvolvidas são selecionadas 

para a próxima etapa a partir das suas respectivas habilidades em fazer previsões 

corretas, sendo, portanto, de natureza cíclica, conforme descrição abaixo:  

1. Criação de uma população inicial de genótipos (representação genética das 

redes neurais). 

2. Construção de uma população de redes neurais (fenótipos), a partir da 

combinação dos genótipos. 

3. Treinamento e avaliação das redes geradas, quanto à sua capacidade de 

previsão. 

4. Comparação das redes entre si, com avaliação dos respectivos graus de 

adequabilidade, através de uma função que, geralmente, combina a acurácia 

das previsões com uma medida de influência dos números de neurônios nas 

camadas de entrada e escondida. As melhores redes são mantidas e as ruins, 

descartadas. 

5. A população seguinte de redes candidatas é completada até o tamanho pré-

definido, através dos operadores genéticos. 

6. Retorno à etapa dois, até algum critério de parada ser atingido. 

Esse processo garante que as melhores redes transfiram suas características às 

novas gerações, através das operações genéticas, corroborando o processo de otimização 

da melhor arquitetura neural, para o problema desejado. A capacidade de busca da 

melhor arquitetura de rede neural, através dos algoritmos genéticos, é mais eficiente do 

que uma busca aleatória. HARP et al. [38] detalham a implementação desse algoritmo 

de otimização. 

A terceira etapa do processo (treinamento) também tem natureza cíclica: os 

dados de treinamento são apresentados à rede, um exemplo por vez, os pesos sinápticos 

são atualizados e a métrica de erro é computada. Após todos os dados de treinamento 

terem sido apresentados à rede, os dados de teste e validação são apresentados e as 

respectivas métricas de erro são calculadas. 
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A métrica de erro é usada para avaliar a adequabilidade da rede treinada até o 

presente momento do ciclo e, caso apresente o melhor desempenho, todos os parâmetros 

da rede são armazenados. Esse processo cíclico geralmente ocorre um número pré-

determinado de vezes. 

O resultado obtido, ao término do ciclo de treinamento, é a rede cujos 

parâmetros são os que proporcionaram a melhor adequabilidade, medida por uma 

função de adequação durante o ciclo. As características dessa rede terão probabilidade 

grande de ser transmitidas para futuras gerações, se sua adequabilidade, quando 

comparada à das outras redes, for superior. 

Os dados são apresentados à rede em ordem randômica, para as redes do tipo 

back-propagation (BP) e, em ordem seqüencial, para as redes do tipo TDNN e CATNN, 

permitindo que as dependências temporais das séries históricas sejam capturadas 

durante a fase de treinamento. Para cada ciclo de treinamento das redes BP os dados são 

re-randomizados.  

A disponibilidade de algoritmos neurogenéticos é, hoje em dia, uma realidade 

em diversos softwares comerciais, específicos ou gerais, mais abrangentes ou não, 

tendo-se o cuidado de não estender exageradamente o domínio da busca para não 

resultar em custo computacional excessivo. Além disso, devido à grande popularidade 

do MSN Excel, esta interface é sempre um opção preferida pelo usuário. 
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CAPÍTULO 5  
RESULTADOS 

A temperatura foi identificada como um dos fatores responsáveis pelas variações 

do consumo, nos meses quentes e frios.  

A princípio, não é possível conhecer a evolução das médias mensais das 

temperaturas diárias, máximas e mínimas, um mês à frente, pois os modelos de previsão 

climática contêm incertezas. Se esta informação estivesse disponível, um modelo 

explicativo e direto, para alguns meses, relacionando variação mensal de carga 

equivalente útil por patamar e de média mensal das temperaturas diárias, máximas e 

mínimas, poderia ser criado (ver capítulo 3). O resultado gerado pelo modelo causa-

efeito explica o erro de previsão feito pelo modelo linear e será descrito nas primeiras 

seções deste capítulo. Na seqüência, serão apresentadas as características dos modelos 

neurais e os seus respectivos resultados. 

5.1  Modelo Linear 

O modelo linear assume que a variação mensal num período à frente é igual à 

média das variações ocorridas no passado, nos meses equivalentes. Para contemplar os 

anos iniciais, que não têm informações passadas, as equações 4.2a e 4.2b foram 

reescritas como:  
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onde a não representa mais o último ano e n é o número disponível de anos. 
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A tabela 5.1 descreve as etapas do modelo linear para o patamar leve, através da 

seqüência: 

1 – carga equivalente normalizada:   tC ; 

2 – variação mensal da carga equivalente por patamar: ( ) tttt CCCV −= ++ 11 ; 

3 – estimativa das variações mensais1:             equações 5.1a e 5.1b; 
4 – carga equivalente prevista:    ( )prev

tt
prev

t VCC 11 1 ++ += ; 
5 – erro relativo a cada mês:            ( ) amam

prev
amamt CCCee ,1,1,1,11 +++++ −== ; 

6 – erro relativo médio mensal e global2. 

Tabela 5.1 – Modelo linear (patamar leve)3. 
- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN 0,58 0,61 0,64 0,69 0,72 0,71 0,79 0,65 0,74 - 14,4 5,0 7,5 9,3 10,3 9,6 11,4 4,7

FEV 0,55 0,61 0,65 0,69 0,72 0,70 0,80 0,63 0,78 -4,5 1,2 1,9 -0,1 -0,6 -2,3 1,5 -1,8 5,0

MAR 0,53 0,58 0,58 0,65 0,66 0,67 0,76 0,68 0,71 -4,3 -6,2 -10,6 -6,3 -7,7 -4,1 -5,8 6,7 -9,2

ABR 0,50 0,54 0,56 0,61 0,60 0,63 0,70 0,63 0,64 -5,8 -5,7 -3,4 -5,8 -8,7 -5,8 -7,7 -6,7 -9,2

MAI 0,45 0,47 0,52 0,53 0,54 0,57 0,56 0,58 0,56 -9,1 -12,5 -6,3 -12,9 -9,6 -10,0 -19,8 -8,7 -12,8

JUN 0,44 0,47 0,50 0,51 0,53 0,55 0,46 0,55 0,57 -2,7 -0,4 -4,0 -4,6 -2,1 -2,3 -17,6 -5,1 1,7

JUL 0,46 0,47 0,52 0,51 0,54 0,55 0,44 0,52 - 4,4 0,2 3,1 0,9 1,7 -1,2 -4,0 -5,4 -

AGO 0,47 0,48 0,52 0,55 0,54 0,55 0,45 0,56 - 2,9 0,8 -0,1 7,4 -1,3 1,1 1,5 8,0 -

SET 0,47 0,48 0,53 0,56 0,56 0,57 0,46 0,54 - -0,9 1,5 2,1 0,9 5,1 3,2 3,1 -3,3 -

OUT 0,48 0,53 0,55 0,55 0,56 0,65 0,48 0,64 - 1,6 9,5 4,1 -0,9 -1,4 14,2 3,7 17,7 -

NOV 0,50 0,55 0,61 0,56 0,58 0,64 0,54 0,66 - 3,8 4,0 11,7 1,4 3,8 -1,4 11,6 3,6 -

DEZ 0,53 0,61 0,65 0,66 0,65 0,72 0,58 0,71 - 7,0 9,7 5,2 18,0 12,1 12,6 8,3 7,5 -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03

JAN - 0,57 0,66 0,71 0,72 0,70 0,79 0,63 0,78 - 8,2 9,6 9,2 9,0 8,8 8,9 8,7 9,6

FEV 0,58 0,61 0,63 0,69 0,72 0,71 0,79 0,65 0,74 0,6 -0,1 -0,2 0,1 0,1 0,3 -0,1 0,3 -0,6

MAR 0,51 0,57 0,61 0,65 0,67 0,65 0,75 0,59 0,73 -7,1 -6,9 -6,2 -6,9 -6,7 -7,2 -6,9 -6,8 -6,4

ABR 0,49 0,54 0,54 0,61 0,62 0,62 0,71 0,63 0,66 -6,7 -6,7 -6,9 -6,6 -6,3 -6,6 -6,4 -6,5 -6,2

MAI 0,45 0,49 0,50 0,55 0,54 0,56 0,63 0,57 0,58 -10,4 -9,9 -10,8 -9,9 -10,3 -10,3 -10,2 -10,5 -9,9

JUN 0,44 0,46 0,51 0,52 0,53 0,55 0,55 0,57 0,54 -2,4 -2,7 -2,2 -2,1 -2,5 -2,5 -2,4 -2,1 -3,0

JUL 0,44 0,47 0,50 0,51 0,53 0,55 0,46 0,55 - -0,7 -0,1 -0,5 -0,2 -0,3 0,1 0,5 0,7 -

AGO 0,47 0,49 0,53 0,52 0,56 0,56 0,45 0,53 - 2,5 2,8 2,9 1,9 3,1 2,8 2,7 1,8 -

SET 0,48 0,48 0,52 0,56 0,54 0,56 0,45 0,57 - 1,8 1,4 1,3 1,5 0,9 1,2 1,2 2,1 -

OUT 0,50 0,51 0,56 0,60 0,60 0,60 0,49 0,56 - 6,7 5,6 6,4 7,1 7,1 4,9 6,4 4,4 -

NOV 0,50 0,56 0,57 0,58 0,58 0,69 0,50 0,67 - 4,9 4,9 3,8 5,3 5,0 5,7 3,8 5,0 -

DEZ 0,55 0,61 0,68 0,61 0,63 0,70 0,59 0,73 - 10,5 10,1 10,7 8,9 9,8 9,7 10,3 10,4 -

Mês 95 96 97 98 99 00 01 02 03 Temp Corr.
JAN - -5,4 4,4 1,6 -0,3 -1,3 -0,6 -2,4 4,7 2,6 2,3 MÍN 0,977 [95..03][00..03]

FEV 5,4 -1,3 -2,1 0,2 0,7 2,7 -1,6 2,0 -5,4 2,4 2,9 MÁX 0,877

MAR -3,0 -0,7 4,9 -0,6 1,2 -3,2 -1,2 -12,6 3,0 3,4 2,2 5,0 2,5 MÁX 0,931

ABR -0,9 -1,0 -3,6 -0,9 2,7 -0,9 1,5 0,1 3,3 1,6 1,4 MÁX 0,421

MAI -1,5 2,9 -4,8 3,5 -0,8 -0,3 11,9 -2,0 3,4 3,4 2,4 4,4 1,9 MÍN 0,632

JUN 0,3 -2,3 1,9 2,5 -0,4 -0,1 18,5 3,2 -4,6 3,8 1,9 6,6 2,7 MÍN 0,540 [95..03][00..03]

JUL -4,9 -0,2 -3,5 -1,1 -2,0 1,3 4,7 6,5 - 3,0 4,2 MÁX 0,788

AGO -0,4 1,9 3,0 -5,1 4,4 1,6 1,2 -5,8 - 2,9 2,9 MÍN 0,774

SET 2,8 0,0 -0,8 0,6 -4,0 -1,9 -1,8 5,7 - 2,2 3,1 MÁX 0,935

OUT 5,0 -3,6 2,2 8,0 8,6 -8,1 2,6 -11,3 - 6,2 7,4 MÍN 0,967

NOV 1,1 0,9 -7,0 3,9 1,1 7,2 -7,0 1,4 - 3,7 5,2 MÍN 0,935

DEZ 3,3 0,3 5,3 -7,7 -2,1 -2,6 1,8 2,7 - 3,2 2,4 MÍN 0,759
- -

P A T A M A R   L E V E

4 – C A R G A   E Q U I V A L E N T E   P r e v i s t a 3 – V A R I A Ç Ã O   M E N S A L   Prevista (%)

5 – E R R O   R E L A T I V O (%) 6 – E R R O   R E L A T.   M É D I O (MAE)

1 – C A R G A   E Q U I V A L E N T E   N o r m a l i z a d a 2 – V A R I A Ç Ã O   M E N S A L (%)

[00 .. 03] Geral

3,2 3,9

Ex. Racion.

2,8 3,1

[95 .. 03]

Intervalo de VALIDAÇÃO
a partir de 2000

Valores dos erros relativos médios calculados 
excluindo o racionamento

Correlação
(∆T,∆C.equiv.) 

>=  0,7
 

 
1 Excluíndo os meses influenciados pelo racionamento. 
2 O erro relativo médio mensal e global mostra os valores nos intervalos [95..03] e [00..03],  
 pois este último foi usado pelos modelos neurais como intervalo de validação. 
3 Os meses influenciados pela entrada (maio e junho/2001) e saída (março/2002) do 
 racionamento estão destacados. 
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A tabela 5.2 mostra a mesma seqüência para o patamar médio. Os meses que 

apresentaram correlações entre variações mensais de carga e de temperatura superiores a 

0,7 estão destacados (com o símbolo ) na etapa 6. Ao lado do valor da correlação está 

o nome da base de dados de temperatura selecionada. 

Tabela 5.2 – Modelo linear (patamar médio). 
- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN 0,60 0,64 0,69 0,73 0,76 0,76 0,83 0,71 0,79 - 8,1 3,1 5,5 5,0 3,8 5,6 7,2 4,0

FEV 0,60 0,66 0,70 0,74 0,77 0,76 0,85 0,71 0,83 -0,8 2,8 0,9 1,3 0,5 0,1 2,3 0,0 5,2

MAR 0,60 0,65 0,67 0,72 0,75 0,76 0,84 0,76 0,79 -0,6 -1,6 -3,3 -2,4 -2,0 -0,4 -1,6 6,8 -5,5

ABR 0,58 0,63 0,66 0,71 0,71 0,74 0,80 0,74 0,76 -2,1 -2,6 -1,4 -1,5 -5,1 -2,5 -4,8 -2,6 -4,0

MAI 0,55 0,59 0,64 0,66 0,68 0,70 0,68 0,70 0,69 -4,9 -6,3 -3,9 -6,9 -5,1 -6,1 -15,2 -5,6 -8,3

JUN 0,55 0,59 0,63 0,64 0,67 0,69 0,56 0,68 0,71 -1,5 -0,4 -1,1 -3,2 -1,1 -0,2 -16,8 -2,6 1,6

JUL 0,56 0,59 0,64 0,65 0,68 0,68 0,56 0,65 - 3,3 0,6 1,0 1,2 1,4 -1,6 -1,6 -4,1 -

AGO 0,57 0,60 0,63 0,67 0,67 0,69 0,56 0,69 - 1,7 0,4 -0,5 4,5 -1,6 1,2 0,2 5,7 -

SET 0,57 0,61 0,65 0,68 0,70 0,71 0,58 0,67 - 0,1 1,7 2,0 0,4 4,3 2,3 3,4 -2,3 -

OUT 0,58 0,62 0,65 0,67 0,68 0,76 0,59 0,75 - 0,6 2,5 1,2 -1,4 -2,6 7,0 1,8 10,9 -

NOV 0,58 0,64 0,68 0,66 0,69 0,74 0,63 0,75 - 0,4 2,1 4,8 -0,6 1,5 -2,0 6,8 0,6 -

DEZ 0,60 0,67 0,69 0,73 0,74 0,79 0,66 0,76 - 2,6 5,1 0,5 9,3 6,9 6,4 6,0 1,7 -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03

JAN - 0,62 0,71 0,72 0,76 0,78 0,83 0,70 0,81 - 4,9 5,6 5,2 5,3 5,5 5,2 5,0 5,5

FEV 0,61 0,65 0,70 0,74 0,77 0,77 0,84 0,72 0,80 1,6 1,2 1,4 1,4 1,5 1,5 1,3 1,5 0,9

MAR 0,58 0,65 0,68 0,72 0,75 0,75 0,83 0,69 0,82 -2,4 -2,3 -2,0 -2,2 -2,2 -2,4 -2,3 -2,2 -1,7

ABR 0,58 0,63 0,65 0,70 0,73 0,74 0,82 0,74 0,77 -3,1 -3,0 -3,2 -3,1 -2,7 -3,0 -2,7 -3,0 -2,8

MAI 0,55 0,60 0,62 0,67 0,67 0,70 0,75 0,70 0,72 -6,0 -5,8 -6,2 -5,7 -6,0 -5,8 -5,9 -5,9 -5,5

JUN 0,55 0,59 0,63 0,65 0,67 0,69 0,67 0,69 0,68 -1,0 -1,2 -1,0 -0,8 -1,1 -1,2 -1,1 -0,8 -1,4

JUL 0,54 0,59 0,63 0,64 0,67 0,70 0,57 0,68 - -0,4 -0,1 -0,1 -0,2 -0,2 0,3 0,2 0,6 -

AGO 0,57 0,60 0,65 0,65 0,69 0,69 0,56 0,66 - 1,4 1,6 1,7 1,0 1,9 1,5 1,6 0,8 -

SET 0,58 0,61 0,64 0,69 0,67 0,70 0,56 0,70 - 1,7 1,5 1,4 1,7 1,1 1,4 1,2 2,0 -

OUT 0,59 0,62 0,66 0,70 0,72 0,72 0,59 0,68 - 2,8 2,5 2,7 3,1 3,2 1,9 2,6 1,3 -

NOV 0,59 0,63 0,66 0,68 0,69 0,77 0,59 0,76 - 1,9 1,6 1,3 2,0 1,7 2,2 1,0 1,9 -

DEZ 0,61 0,67 0,72 0,69 0,72 0,78 0,65 0,79 - 5,1 4,8 5,4 4,2 4,5 4,6 4,6 5,3 -

Mês 95 96 97 98 99 00 01 02 03 Temp Corr.
JAN - -3,0 2,4 -0,3 0,3 1,7 -0,4 -2,0 1,5 1,4 1,4 MÁX 0,844 [95..03][00..03]

FEV 2,4 -1,6 0,5 0,0 1,0 1,4 -1,0 1,5 -4,1 1,5 2,0 MÁX 0,718

MAR -1,8 -0,6 1,3 0,3 -0,2 -2,1 -0,7 -8,4 4,0 2,2 1,4 3,8 2,2 MÁX 0,774

ABR -1,0 -0,4 -1,7 -1,7 2,5 -0,6 2,1 -0,4 1,3 1,3 1,1 MÁX 0,249

MAI -1,2 0,5 -2,4 1,2 -0,9 0,3 11,0 -0,4 3,0 2,3 1,2 3,6 1,2 MÍN 0,619

JUN 0,5 -0,8 0,1 2,5 0,0 -1,0 18,9 1,8 -3,0 3,2 1,2 6,2 1,9 MÍN 0,632 [95..03][00..03]

JUL -3,6 -0,6 -1,1 -1,4 -1,5 1,9 1,8 5,0 - 2,1 2,9 MÁX 0,804

AGO -0,3 1,2 2,3 -3,3 3,5 0,3 1,5 -4,6 - 2,1 2,1 MÁX 0,830

SET 1,6 -0,2 -0,6 1,2 -3,0 -0,9 -2,1 4,4 - 1,8 2,5 MÁX 0,900

OUT 2,2 0,0 1,5 4,5 6,0 -4,8 0,8 -8,6 - 3,6 4,7 MÍN 0,971

NOV 1,5 -0,4 -3,4 2,7 0,2 4,3 -5,5 1,2 - 2,4 3,7 MÍN 0,897

DEZ 2,5 -0,3 4,9 -4,6 -2,3 -1,7 -1,3 3,5 - 2,6 2,2 MÍN 0,759
- -

P A T A M A R   M É D I O

4 – C A R G A   E Q U I V A L E N T E   P r e v i s t a 3 – V A R I A Ç Ã O   M E N S A L   Prevista (%)

5 – E R R O   R E L A T I V O (%)

1 – C A R G A   E Q U I V A L E N T E   N o r m a l i z a d a 2 – V A R I A Ç Ã O   M E N S A L (%)

6 – E R R O   R E L A T.   M É D I O (MAE)

[95 .. 03] [00 .. 03]

2,2 3,0

Geral

Ex. Racion.

1,9 2,3

Intervalo de VALIDAÇÃO
a partir de 2000

Valores dos erros relativos médios calculados 
excluindo o racionamento

Correlação
(∆T,∆C.equiv.) 

>=  0,7
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Na tabela 5.3 está a seqüência referente ao patamar pesado. Fica novamente 

evidenciado que em outubro acontecem os maiores erros absolutos médios, como já 

havia sido antecipado no capítulo 3.  

Tabela 5.3 – Modelo linear (patamar pesado). 
- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN 0,69 0,75 0,80 0,84 0,88 0,89 0,96 0,78 0,89 - 3,5 -0,4 1,7 0,5 1,2 2,1 4,3 2,4

FEV 0,70 0,77 0,81 0,86 0,90 0,91 0,98 0,81 0,92 1,5 2,3 1,2 2,5 1,7 1,4 2,1 3,1 3,9

MAR 0,73 0,79 0,84 0,88 0,91 0,95 1,00 0,86 0,91 3,7 2,6 3,1 2,3 1,6 4,4 2,4 6,8 -1,0

ABR 0,74 0,80 0,86 0,89 0,90 0,95 0,98 0,87 0,91 1,7 ,8 2,3 1,7 -1,0 ,1 -1,8 1,1 -,2

MAI 0,72 0,77 0,84 0,86 0,88 0,91 0,84 0,84 0,86 -3,2 -3,0 -2,2 -4,1 -3,0 -3,8 -14,8 -3,5 -5,8

JUN 0,72 0,78 0,84 0,84 0,88 0,91 0,70 0,84 0,88 ,4 ,5 -,3 -2,5 -,2 ,2 -16,9 -,1 2,2

JUL 0,75 0,78 0,85 0,86 0,89 0,90 0,69 0,82 - 3,7 ,8 2,0 2,4 1,9 -1,0 -,1 -2,1 -

AGO 0,76 0,79 0,85 0,88 0,89 0,91 0,70 0,86 - 1,3 1,0 -,7 2,9 -,7 ,8 ,3 4,2 -

SET 0,74 0,79 0,84 0,88 0,90 0,92 0,71 0,84 - -1,6 ,0 -1,1 -,3 1,6 ,8 1,3 -2,3 -

OUT 0,73 0,80 0,83 0,85 0,86 0,94 0,71 0,89 - -1,3 ,7 -1,1 -3,2 -4,3 2,6 1,0 6,5 -

NOV 0,72 0,79 0,83 0,83 0,86 0,91 0,73 0,87 - -1,7 -,9 ,1 -2,6 -,3 -3,3 2,4 -2,5 -

DEZ 0,73 0,81 0,83 0,88 0,88 0,94 0,75 0,87 - ,8 2,5 -,5 6,1 2,8 3,1 2,6 -,2 -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN - 0,74 0,83 0,84 0,90 0,90 0,96 0,76 0,88 - 1,7 2,2 1,9 2,1 2,0 1,9 1,6 1,8

FEV 0,71 0,77 0,82 0,86 0,90 0,91 0,98 0,80 0,91 2,3 2,2 2,3 2,2 2,2 2,3 2,2 2,1 2,0

MAR 0,72 0,79 0,83 0,88 0,92 0,92 1,00 0,83 0,95 2,2 2,4 2,3 2,4 2,5 2,1 2,4 2,4 2,9

ABR 0,73 0,79 0,84 0,88 0,92 0,95 1,01 0,87 0,92 0,4 0,5 0,3 0,4 0,7 0,6 0,8 0,4 0,6

MAI 0,71 0,77 0,83 0,86 0,87 0,91 0,95 0,84 0,88 -3,6 -3,7 -3,8 -3,5 -3,7 -3,6 -3,6 -3,6 -3,3

JUN 0,72 0,77 0,84 0,86 0,88 0,91 0,84 0,84 0,86 0,0 0,0 0,1 0,4 0,1 0,0 0,0 0,1 -0,3

JUL 0,72 0,78 0,84 0,84 0,88 0,92 0,70 0,85 - 0,6 1,0 0,8 0,7 0,8 1,2 1,1 1,4 -

AGO 0,75 0,79 0,87 0,86 0,91 0,91 0,70 0,83 - 1,1 1,1 1,4 0,9 1,4 1,2 1,2 0,7 -

SET 0,76 0,79 0,85 0,88 0,88 0,91 0,69 0,86 - 0,0 -0,2 -0,1 -0,2 -0,5 -0,3 -0,4 0,1 -

OUT 0,75 0,79 0,84 0,88 0,91 0,91 0,71 0,83 - 0,3 0,0 0,3 0,6 0,7 -0,2 0,0 -0,8 -

NOV 0,73 0,79 0,82 0,84 0,85 0,93 0,70 0,88 - -1,0 -1,1 -1,3 -0,9 -1,2 -0,8 -1,6 -0,9 -

DEZ 0,74 0,80 0,85 0,84 0,88 0,93 0,75 0,89 - 2,3 2,1 2,5 1,6 2,1 2,0 2,1 2,5 -

Mês 95 96 97 98 99 00 01 02 03 Temp Corr.
JAN - -1,7 2,6 0,3 1,6 0,8 -0,2 -2,6 -0,6 1,3 1,1 MÁX 0,748 [95..03][00..03]

FEV 0,7 -0,1 1,1 -0,3 0,5 0,9 0,1 -1,0 -1,9 0,7 1,0 MÁX 0,303

MAR -1,5 -0,2 -0,7 0,1 0,8 -2,2 0,0 -4,2 3,9 1,5 1,2 2,6 2,1 MÁX 0,478

ABR -1,3 -0,3 -2,0 -1,3 1,8 0,5 2,6 -0,6 0,8 1,2 1,1 MÁX 0,161

MAI -0,4 -0,7 -1,6 0,6 -0,7 0,3 13,2 -0,1 2,7 2,3 0,9 4,1 1,0 MÍN 0,401

JUN -0,4 -0,5 0,4 2,9 0,2 -0,2 20,3 0,2 -2,5 3,1 0,9 5,8 0,9 MÁX 0,692 [95..03][00..03]

JUL -3,0 0,2 -1,2 -1,6 -1,1 2,2 1,2 3,5 - 1,8 2,3 MÁX 0,885

AGO -0,1 0,2 2,1 -2,0 2,2 0,4 0,9 -3,3 - 1,4 1,5 MÁX 0,866

SET 1,7 -0,2 1,1 0,1 -2,0 -1,1 -1,7 2,4 - 1,3 1,8 MÁX 0,720

OUT 1,7 -0,7 1,4 3,9 5,3 -2,7 -1,0 -6,9 - 2,9 3,5 MÍN 0,955

NOV 0,7 -0,2 -1,3 1,8 -0,9 2,6 -3,9 1,6 - 1,6 2,7 MÍN 0,887

DEZ 1,5 -0,4 3,0 -4,2 -0,7 -1,1 -0,5 2,7 - 1,8 1,4 MÁX 0,749
- -

Ex. Racion.

1,7 2,4

Geral

1,4 1,7

P A T A M A R   P E S A D O

4 – C A R G A   E Q U I V A L E N T E   P r e v i s t a 3 – V A R I A Ç Ã O   M E N S A L   Prevista (%) Mod. Lin.

5 – E R R O   R E L A T I V O (%)

1 – C A R G A   E Q U I V A L E N T E   N o r m a l i z a d a

[95 .. 03]

6 – E R R O   R E L A T.   M É D I O (MAE)

[00 .. 03]

2 – V A R I A Ç Ã O   M E N S A L (%)

Intervalo de VALIDAÇÃO
a partir de 2000

Valores dos erros relativos médios calculados 
excluindo o racionamento

Correlação
(∆T,∆C.equiv.) 

>=  0,7
 

5.2  Modelo Causa-Efeito da Temperatura versus Carga Equivalente 

O modelo causa-efeito temperatura versus carga equivalente, discutido nas 

seções 3.3 e 4.1.3, calcula a variação mensal da carga equivalente através da equação de 

regressão obtida com as séries patamar
anomêsC ,∆  e MínMáx

anomêsT |
,∆  em um determinado mês.  
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A tabela 5.4 mostra o modelo causa-efeito para o patamar leve através da 

seqüência: 

1 – MínMáx
anomêsT |

,∆ 1:              (eq. 3.4); 

2 – patamar
anomêsC ,∆ :              (eq. 3.1); 

3 – estimativa das patamar
anomêsC ,∆  através da equação de regressão2;  

4 – carga equivalente prevista:            ( )TempModeloprev
tt

prev
t VCC .

11 1 −
++ += ; 

5 – erro relativo a cada mês:            ( ) amam
prev

amamt CCCee ,1,1,1,11 +++++ −== ; 

6 – erro relativo médio mensal e global (comparação com o modelo linear). 

Tabela 5.4 – Modelo causa-efeito (patamar leve)3,4. 
- -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN 5,5 8,1 1,1 3,2 4,8 5,3 5,5 5,9 2,4 MÍN - 14,4 5,0 7,5 9,3 10,3 9,6 11,4 4,7

FEV -5,6 -1,7 7,1 0,5 3,1 -0,4 2,8 -3,8 11,9 MÁX -4,5 1,2 1,9 -0,1 -0,6 -2,3 1,5 -1,8 5,0

MAR -2,9 -5,4 -11,7 -3,7 -6,4 -3,7 -2,4 7,8 -9,9 MÁX -4,3 -6,2 -10,6 -6,3 -7,7 -4,1 -5,8 6,7 -9,2

ABR - - - - - - - - - - -5,8 -5,7 -3,4 -5,8 -8,7 -5,8 -7,7 -6,7 -9,2

MAI - - - - - - - - - - -9,1 -12,5 -6,3 -12,9 -9,6 -10,0 -19,8 -8,7 -12,8

JUN - - - - - - - - - - -2,7 -0,4 -4,0 -4,6 -2,1 -2,3 -17,6 -5,1 1,7

JUL 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 - MÁX 4,4 0,2 3,1 0,9 1,7 -1,2 -4,0 -5,4 -

AGO 2,6 1,8 -0,9 11,9 -7,1 6,6 6,9 7,4 - MÍN 2,9 0,8 -0,1 7,4 -1,3 1,1 1,5 8,0 -

SET -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 - MÁX -0,9 1,5 2,1 0,9 5,1 3,2 3,1 -3,3 -

OUT 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 - MÍN 1,6 9,5 4,1 -0,9 -1,4 14,2 3,7 17,7 -

NOV 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 - MÍN 3,8 4,0 11,7 1,4 3,8 -1,4 11,6 3,6 -

DEZ 6,6 10,6 3,7 13,5 13,5 5,7 5,9 5,1 - MÍN 7,0 9,7 5,2 18,0 12,1 12,6 8,3 7,5 -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN - 0,60 0,63 0,69 0,72 0,71 0,80 0,64 0,75 10,4 13,8 3,3 7,0 9,4 10,1 10,5 10,9 6,3

FEV 0,56 0,59 0,65 0,69 0,73 0,71 0,80 0,63 0,77 -2,5 -1,9 2,7 -0,5 0,9 -0,6 0,5 -2,5 4,2

MAR 0,52 0,57 0,58 0,66 0,67 0,66 0,77 0,65 0,71 -5,2 -6,6 -10,3 -5,3 -7,1 -5,8 -4,3 1,7 -9,4

ABR - - - - - - - - - - - - - - - - - -

MAI - - - - - - - - - - - - - - - - - -

JUN - - - - - - - - - - - - - - - - - -

JUL 0,45 0,46 0,52 0,52 0,55 0,53 0,46 0,54 - 1,7 -3,2 2,9 2,1 2,4 -3,8 -0,2 -2,3 -

AGO 0,47 0,48 0,52 0,54 0,52 0,57 0,46 0,54 - 1,9 1,9 0,7 5,5 -3,7 4,4 4,5 3,4 -

SET 0,47 0,49 0,54 0,56 0,56 0,56 0,46 0,54 - -0,3 1,9 4,3 1,4 3,8 2,3 1,7 -3,7 -

OUT 0,49 0,52 0,56 0,54 0,55 0,64 0,48 0,64 - 5,1 7,5 6,6 -2,9 -2,8 12,0 4,3 17,6 -

NOV 0,51 0,55 0,61 0,56 0,59 0,65 0,52 0,64 - 6,2 3,8 10,7 0,8 6,5 -0,3 9,3 0,6 -

DEZ 0,54 0,62 0,66 - 0,67 0,69 0,58 0,71 - 9,2 12,6 7,2 - 15,9 7,2 8,3 7,8 -

Mês 95 96 97 98 99 00 01 02 03 Temp Corr.
JAN - -0,5 -1,6 -0,4 0,1 -0,1 0,8 -0,5 1,6 2,6 0,7 MÍN 0,977

FEV 2,1 -3,0 0,8 -0,4 1,5 1,7 -1,0 -0,8 -0,8 2,4 1,3 MÁX 0,877 Linear Temp

MAR -0,9 -0,5 0,3 1,0 0,7 -1,8 1,6 -4,6 -0,3 3,4 2,2 1,3 0,9 MÁX 0,931 3,2 1,6

ABR - - - - - - - - - - - MÁX 0,421

MAI - - - - - - - - - - - MÍN 0,632

JUN - - - - - - - - - - - MÍN 0,540

JUL -2,7 -3,4 -0,2 1,1 0,6 -2,7 3,9 3,3 - 3,0 2,2 MÁX 0,788 Linear Temp

AGO -1,0 1,0 0,8 -1,8 -2,5 3,2 3,0 -4,3 - 2,9 2,2 MÍN 0,774 3,1 1,5

SET 0,6 0,4 2,2 0,5 -1,2 -0,8 -1,4 -0,4 - 2,2 0,9 MÁX 0,935

OUT 3,4 -1,9 2,4 -2,0 -1,4 -1,9 0,6 -0,1 - 6,2 1,7 MÍN 0,967

NOV 2,3 -0,2 -0,9 -0,6 2,6 1,1 -2,1 -2,9 - 3,7 1,6 MÍN 0,935

DEZ 2,1 2,6 1,9 - 3,4 -4,9 0,0 0,2 - 3,2 2,2 MÍN 0,759
- -

4 – C A R G A   E Q U I V A L E N T E   P r e v i s t a 3 – V A R I A Ç Ã O   M E N S A L   Prevista (%)

P A T A M A R   L E V E

1 – V A R I A Ç Ã O   M E N S A L   T E M P E R A T U R A (%) 2 – V A R I A Ç Ã O   M E N S A L (%)

5 – E R R O   R E L A T I V O (%)

Mod. Temp GeralMod. Linear
[95..03]

Ex. Racion.
[95..03]

6 – E R R O   R E L A T.   M É D I O (MAE)

 
1 A base de dados de temperatura (tabelas 3.8 e 3.9) selecionada é a que está apresentando a  
  maior correlação (vide tabela 3.10). 
2 Excluíndo os meses influenciados pelo racionamento. 
3 Os valores dos erros globais médios do modelo linear (etapa 6) diferem dos apresentados na tabela 5.1, pois foram 
 calculados com as previsões dos nove meses selecionados pelo modelo causa-efeito. 
4 A base de dados de variações de temperaturas para cada mês, apresentada na etapa 6, é a 
 que será usada para calcular a variação da carga no próximo período (correlação maior). 
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As variações mensais das cargas equivalentes em dezembro de 1998 e nos meses 

de abril, maio e junho de toda a série não foram estimadas, pois as correlações entre as 

séries leve
anomêsC ,∆  e MínMáx

anomêsT |
,∆  ( )( )patamar

anomês
MínMáx

anomêsmês CT ,
|

, ,scorrelaçõe ∆∆  são inferiores a 0,7. 

A tabela 5.5 mostra a seqüência do modelo causa-efeito para o patamar médio. 

Tabela 5.5 – Modelo causa-efeito (patamar médio). 
- -

95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN 6,1 10,7 -0,7 2,0 1,4 3,6 3,5 5,0 2,1 MÁX - 8,1 3,1 5,5 5,0 3,8 5,6 7,2 4,0

FEV -5,6 -1,7 7,1 0,5 3,1 -0,4 2,8 -3,8 11,9 MÁX -0,8 2,8 0,9 1,3 0,5 0,1 2,3 0,0 5,2

MAR -2,9 -5,4 -11,7 -3,7 -6,4 -3,7 -2,4 7,8 -9,9 MÁX -0,6 -1,6 -3,3 -2,4 -2,0 -0,4 -1,6 6,8 -5,5

ABR - - - - - - - - - - -2,1 -2,6 -1,4 -1,5 -5,1 -2,5 -4,8 -2,6 -4,0

MAI - - - - - - - - - - -4,9 -6,3 -3,9 -6,9 -5,1 -6,1 -15,2 -5,6 -8,3

JUN - - - - - - - - - - -1,5 -0,4 -1,1 -3,2 -1,1 -0,2 -16,8 -2,6 1,6

JUL 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 - MÁX 3,3 0,6 1,0 1,2 1,4 -1,6 -1,6 -4,1 -

AGO 3,1 4,9 -3,3 8,6 0,8 9,5 -1,1 13,9 - MÁX 1,7 0,4 -0,5 4,5 -1,6 1,2 0,2 5,7 -

SET -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 - MÁX 0,1 1,7 2,0 0,4 4,3 2,3 3,4 -2,3 -

OUT 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 - MÍN 0,6 2,5 1,2 -1,4 -2,6 7,0 1,8 10,9 -

NOV 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 - MÍN 0,4 2,1 4,8 -0,6 1,5 -2,0 6,8 0,6 -

DEZ 6,6 10,6 3,7 13,5 13,5 5,7 5,9 5,1 - MÍN 2,6 5,1 0,5 9,3 6,9 6,4 6,0 1,7 -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN - 0,65 0,69 0,72 0,76 0,78 0,83 0,70 0,80 6,4 9,3 3,7 4,5 4,3 5,6 5,3 5,7 4,8

FEV - 0,64 0,71 0,73 0,78 0,77 0,85 - - - 0,2 3,3 1,1 1,9 1,0 1,6 - -

MAR 0,59 0,65 0,66 0,73 0,75 0,75 0,85 0,73 0,81 -1,3 -2,1 -5,8 -1,2 -2,5 -1,6 -0,7 2,9 -2,8

ABR - - - - - - - - - - - - - - - - - -

MAI - - - - - - - - - - - - - - - - - -

JUN - - - - - - - - - - - - - - - - - -

JUL 0,55 0,58 0,65 0,65 0,68 0,68 0,56 0,67 - 1,2 -2,4 2,6 1,4 1,7 -2,3 -0,3 -1,4 -

AGO 0,57 0,61 0,62 0,66 0,68 0,71 0,55 0,68 - 0,8 1,8 -1,8 2,5 0,5 3,8 -0,8 3,8 -

SET 0,57 0,61 0,66 0,69 0,69 0,71 0,56 0,67 - 0,0 1,8 3,7 1,6 3,3 2,2 1,6 -2,0 -

OUT 0,58 0,63 0,66 0,65 0,68 0,75 0,58 0,73 - 1,8 3,7 2,8 -3,4 -2,9 6,5 1,2 8,6 -

NOV 0,59 0,63 0,69 0,66 0,70 0,75 0,61 0,74 - 2,6 1,0 6,0 -0,6 2,7 -1,4 3,9 -0,8 -

DEZ 0,60 0,68 0,71 - 0,75 0,76 0,64 0,78 - 4,2 6,5 3,1 - 8,7 2,8 3,0 3,5 -

Mês 95 96 97 98 99 00 01 02 03 Temp Corr.
JAN - 1,0 0,6 -1,0 -0,7 1,8 -0,3 -1,3 0,8 1,4 0,9 MÁX 0,844

FEV - -2,6 2,3 -0,3 1,5 0,9 -0,7 - - 1,5 1,4 MÁX 0,718 Linear Temp

MAR -0,7 -0,5 -2,5 1,3 -0,5 -1,3 0,9 -3,6 2,8 2,2 1,4 1,6 1,3 MÁX 0,774 2,1 1,4

ABR - - - - - - - - - - - MÁX 0,249

MAI - - - - - - - - - - - MÍN 0,619

JUN - - - - - - - - - - - MÍN 0,632

JUL -2,1 -2,9 1,6 0,1 0,3 -0,6 1,3 2,9 - 2,1 1,5 MÁX 0,804 Linear Temp

AGO -0,9 1,3 -1,3 -1,9 2,1 2,6 -0,9 -1,8 - 2,1 1,6 MÁX 0,830 2,0 1,3

SET -0,1 0,1 1,6 1,2 -1,0 0,0 -1,8 0,2 - 1,8 0,8 MÁX 0,900

OUT 1,2 1,2 1,7 -2,1 -0,3 -0,5 -0,6 -2,0 - 3,6 1,2 MÍN 0,971

NOV 2,3 -1,1 1,1 0,0 1,1 0,6 -2,8 -1,4 - 2,4 1,3 MÍN 0,897

DEZ 1,6 1,3 2,5 - 1,6 -3,4 -2,8 1,8 - 2,6 2,1 MÍN 0,759
- -

Geral

Ex. Racion.
[95..03]

P A T A M A R   M É D I O

5 – E R R O   R E L A T I V O (%) 6 – E R R O   R E L A T.   M É D I O (MAE)

Mod. Linear
[95..03]

Mod. Temp

4 – C A R G A   E Q U I V A L E N T E   P r e v i s t a 3 – V A R I A Ç Ã O   M E N S A L   Prevista (%)

1 – V A R I A Ç Ã O   M E N S A L   T E M P E R A T U R A (%) 2 – V A R I A Ç Ã O   M E N S A L (%)

 

Nos períodos fevereiro/1995/2002/2003, dezembro/1998 e nos meses de abril, 

maio e junho de todos os anos, as correlações entre as séries ficaram inferiores a 0,7, 

inviabilizando o cálculo da variação mensal da carga equivalente pelo modelo causa-

efeito. 
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A tabela 5.6 mostra a seqüência do modelo causa-efeito para o patamar pesado. 

Tabela 5.6 – Modelo causa-efeito (patamar pesado). 
- -

95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN 6,1 10,7 -0,7 2,0 1,4 3,6 3,5 5,0 2,1 MÁX - 3,5 -0,4 1,7 0,5 1,2 2,1 4,3 2,4

FEV - - - - - - - - - - 1,5 2,3 1,2 2,5 1,7 1,4 2,1 3,1 3,9

MAR - - - - - - - - - - 3,7 2,6 3,1 2,3 1,6 4,4 2,4 6,8 -1,0

ABR - - - - - - - - - - 1,7 ,8 2,3 1,7 -1,0 ,1 -1,8 1,1 -,2

MAI - - - - - - - - - - -3,2 -3,0 -2,2 -4,1 -3,0 -3,8 -14,8 -3,5 -5,8

JUN - - - - - - - - - - ,4 ,5 -,3 -2,5 -,2 ,2 -16,9 -,1 2,2

JUL 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 - MÁX 3,7 ,8 2,0 2,4 1,9 -1,0 -,1 -2,1 -

AGO 3,1 4,9 -3,3 8,6 0,8 9,5 -1,1 13,9 - MÁX 1,3 1,0 -,7 2,9 -,7 ,8 ,3 4,2 -

SET -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 - MÁX -1,6 ,0 -1,1 -,3 1,6 ,8 1,3 -2,3 -

OUT 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 - MÍN -1,3 ,7 -1,1 -3,2 -4,3 2,6 1,0 6,5 -

NOV 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 - MÍN -1,7 -,9 ,1 -2,6 -,3 -3,3 2,4 -2,5 -

DEZ 2,2 13,2 6,9 16,5 10,2 7,7 2,4 -1,1 - MÁX ,8 2,5 -,5 6,1 2,8 3,1 2,6 -,2 -

Mês 95 96 97 98 99 00 01 02 03 95 96 97 98 99 00 01 02 03
JAN - 0,78 - 0,84 0,89 0,90 0,96 0,77 0,88 2,8 7,4 - 1,4 1,4 2,1 1,9 2,1 1,3

FEV - - - - - - - - - - - - - - - - - -

MAR - - - - - - - - - - - - - - - - - -

ABR - - - - - - - - - - - - - - - - - -

MAI - - - - - - - - - - - - - - - - - -

JUN - - - - - - - - - - - - - - - - - -

JUL 0,73 0,77 0,86 0,85 0,90 0,90 0,70 0,83 - 2,1 -1,0 3,2 2,1 2,5 -0,9 0,6 -0,7 -

AGO 0,75 0,79 0,85 0,87 0,90 0,93 0,69 0,84 - 0,7 1,3 -0,9 2,0 0,4 2,8 -0,5 2,8 -

SET - 0,79 0,86 0,88 - 0,91 0,70 - - - 0,0 1,4 -0,2 - 0,1 -0,2 - -

OUT 0,74 0,80 0,84 0,84 0,87 0,95 0,70 0,88 - -0,5 0,9 0,4 -4,2 -3,7 3,5 -1,1 4,7 -

NOV 0,73 0,78 0,85 0,83 0,86 0,91 0,71 0,87 - -0,6 -1,6 2,2 -2,6 -0,7 -3,1 0,1 -2,5 -

DEZ 0,73 0,82 0,85 - 0,88 0,93 0,73 0,87 - 0,8 4,2 2,4 - 3,0 2,2 0,4 0,0 -

Mês 95 96 97 98 99 00 01 02 03 Temp Corr.
JAN - 3,8 - -0,3 0,9 0,9 -0,2 -2,1 -1,1 1,3 1,3 MÁX 0,748

FEV - - - - - - - - - - - MÁX 0,303 Linear Temp

MAR - - - - - - - - - - - MÁX 0,478 1,6 1,0

ABR - - - - - - - - - - - MÁX 0,161

MAI - - - - - - - - - - - MÍN 0,401

JUN - - - - - - - - - - - MÁX 0,692

JUL -1,6 -1,8 1,2 -0,3 0,6 0,1 0,7 1,4 - 1,8 0,9 MÁX 0,885 Linear Temp

AGO -0,6 0,3 -0,2 -0,9 1,1 2,0 -0,9 -1,3 - 1,4 0,9 MÁX 0,866 1,6 1,0

SET - 0,0 2,6 0,1 - -0,7 -1,6 - - 1,3 1,0 MÁX 0,720

OUT 0,9 0,2 1,5 -1,1 0,6 0,9 -2,0 -1,7 - 2,9 1,1 MÍN 0,955

NOV 1,1 -0,6 2,1 0,1 -0,4 0,2 -2,2 0,0 - 1,6 0,8 MÍN 0,887

DEZ 0,0 1,6 2,9 - 0,2 -0,9 -2,2 0,2 - 1,8 1,2 MÁX 0,749
- -

Ex. Racion.

[95..03]

Mod. Linear
[95..03]

GeralMod. Temp

4 - C A R G A   E Q U I V A L E N T E   P r e v i s t a 3 - V A R I A Ç Ã O   M E N S A L   Prevista (%)

5 - E R R O   R E L A T I V O (%) 6 - E R R O   R E L A T.   M É D I O (MAE)

P A T A M A R   P E S A D O

1 - V A R I A Ç Ã O   M E N S A L   T E M P E R A T U R A (%) 2 - V A R I A Ç Ã O   M E N S A L (%)

 

As variações da carga equivalente no patamar pesado, nos períodos janeiro/97, 

setembro/95/99/02, dezembro/98 e meses de fevereiro a junho de toda a série, não estão 

estimadas, pelo motivo exposto nos parágrafos anteriores – correlação inferior a 0,7 

entre as séries. 

5.3  Modelos Neurais 

Durante a fase de desenvolvimento dos modelos neurais, várias combinações 

entre diferentes arquiteturas de redes neurais e variáveis de entrada foram testadas com 
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as métricas de erros usadas nos conjuntos de treinamento, teste e validação. Devido à 

imposição do racionamento no ano de 2001, a base de dados foi segmentada, conforme 

disposto na tabela 5.7. 

Tabela 5.7 – Segmentação da base de dados. 
- -

P E R Í O D O C L A S S I F I C A Ç Ã O I N T E R V A L O

Fev-95 a Dez-98 T R E I N A M E N T O 47 M E S E S
Jan-99 a Dez-99 T E S T E 12 M E SE S
Jan-00 a Jun-03 V A L I D A Ç Ã O 42 M E SE S

- -

B A S E   D E   D A D O S

 

As métricas de erros no segmento de validação são apresentadas, levando-se ou 

não em consideração os meses impactados pelo racionamento. Essas medidas de 

performance dos modelos, no intervalo de validação, foram usadas na seleção dos 

modelos neurais, pois as previsões feitas nesse período estão relacionadas à capacidade 

de generalização dos modelos, já que, durante a fase de desenvolvimento, não foram 

usadas pelo algoritmo de treinamento na correção dos pesos sinápticos e/ou avaliação da 

superadequação dos modelos. 

As variáveis de entrada usadas no desenvolvimento dos modelos neurais podem 

ser classificadas em 3 grupos, como mostra a tabela 5.8. 

Tabela 5.8 – Dados usados na construção dos modelos 
- -

C A T E G O R I A R E P R E S E N T A N D O V A R I Á V E I S
1 VALORES EFETIVOS Valores efetivos Temp. (máx. e mín.), C.Equiv.
2 TAXAS DE VARIAÇÃO Variações mensais Var. Temp., Var. C.Equiv.
3 TEMPORAL Tempo mês [1..12], seno, cosseno

- -

V A R I Á V E I S

 

Os dados das duas primeiras categorias foram descritos no capítulo 3. Na 

terceira, o tempo é representado de duas formas cíclicas: o mês e o par seno e cosseno. 

Este par representa, quando visto como coordenadas (x, y), o tempo como uma variável 

cujas distâncias euclidianas entre meses próximos são idênticas. A representação do 

tempo através da variável mês, com valores no intervalo entre [1..12], não apresenta 

esta característica. A figura 5.1 destaca a igualdade entre as distâncias, considerando 

como exemplo os pares de meses janeiro/fevereiro e dezembro/janeiro.  
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- -

mês seno cosseno
J A N 1 1,000 0,000
F E V 2 0,866 0,500
M A R 3 0,500 0,866
A B R 4 0,000 1,000
M A I 5 -0,500 0,866
J U N 6 -0,866 0,500
J U L 7 -1,000 0,000
A G O 8 -0,866 -0,500
S E T 9 -0,500 -0,866
O U T 10 0,000 -1,000
N O V 11 0,500 -0,866
D E Z 12 0,866 -0,500

- 13 J A N 1 6,12574E-17 -

F E V

M A RM A I

J U N

A G O

S E T

O U T

N O V

D E Z

J A N

A B R

J U L

-2

-2

 
Figura 5.1 – Representação da variável (seno,cosseno). 

Combinações relacionadas ao conjunto de variáveis usadas como entrada e o 

tipo de arquitetura de rede foram testadas durante a fase de desenvolvimento dos 

modelos. Foram selecionados conjuntos de 5, 5 e 7 modelos neurais diferentes para os 

patamares leve, médio e pesado, respectivamente, totalizando 17 modelos. Esse 

conjunto permite, para cada patamar, a combinação dos valores das previsões.  

A seguir, serão apresentadas as características individuais de cada modelo. As 

variáveis de entrada são indicadas com o índice t e este indica que a previsão usa os 

valores desse período para fazer a previsão de um período à frente (t+1). 

A tabela 5.9 mostra as características dos cinco modelos neurais selecionados 

para o patamar leve. 

Tabela 5.9 – Características dos modelos neurais (patamar leve).  
- -

Modelo Tipo Total t+1

MN_1L 1

MN_2L 1

MN_3L 1

MN_4L 1

MN_5L 1
- -

P A T A M A R   L E V E    –   M O D E L O S   N E U R A I S

Temporal 
{ mês t , seno t , cosseno t  }

Variações mensais da carga equivalente 
{ 1 dC t

patamar , 2 ∆ C t
Patamar  }

Variações mensais da temperatura
{ 4 dT t

Máx , 5 ∆ T t
Máx , dT t

Mín , ∆ T t
Mín  }

TDNN

Camadas 
Escondidas

Saída

período t

Camada de Entrada
(Variáveis)

3∆C Leve
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Nas tabelas 5.10 e 5.11 estão as características dos cinco e sete modelos neurais 

selecionados para os patamares médio e pesado, respectivamente. 

Tabela 5.10 – Características dos modelos neurais (patamar médio). 
- -

Modelo Tipo Total t+1

MN_1M 1

MN_2M 2

MN_3M 2

MN_4M 1

MN_5M 1
- -

período t

Temporal 
{ mês t , seno t , cosseno t  }

Variações mensais da carga equivalente 
{ dC t

Patamar , ∆ C t
Patamar  }

Variações mensais da temperatura
{ dT t

Máx , ∆ T t
Máx , dT t

Mín , ∆ T t
Mín  }

∆C Médio

P A T A M A R   M É D I O   –   M O D E L O S   N E U R A I S
Neurônios na Camada de Entrada

(Variáveis de Entrada)
Camadas 

Escondidas
Saída

TDNN

 

Tabela 5.11 – Características dos modelos neurais (patamar pesado). 
- -

Modelo Tipo Total t+1

MN_1P 1

MN_2P 1

MN_3P 1

MN_4P 1

MN_5P 1

MN_6P 1

MN_7P GRNN 2
- -

P A T A M A R   P E S A D O   –   M O D E L O S   N E U R A I S

Temporal 
{ mês t , seno t , cosseno t  }

Variações mensais da carga equivalente 
{ dC t

Patamar , ∆ C t
Patamar  }

Variações mensais da temperatura
{ dT t

Máx , ∆ T t
Máx , dT t

Mín , ∆ T t
Mín  }

∆C PesadoTDNN

período t

Neurônios na Camada de Entrada
(Variáveis de Entrada)

Camadas 
Escondidas

Saída

 

Os erros obtidos pelos cinco modelos neurais no patamar leve, referentes aos 

intervalos de treinamento, teste e validação, estão detalhados na tabela 5.12. O resultado 

do modelo linear (erro absoluto médio mensal e global) é repetido para facilitar a 

comparação entre os modelos. No intervalo de validação (42 meses) os valores dos erros 

aparecem sublinhados, quando estes são inferiores ao cometido pelo modelo linear. No 

canto superior direito, para cada modelo neural é contabilizado o número no qual este 

superou o modelo linear. Como o início e o término do racionamento representam fatos 

não contemplados na base de treinamento, os erros médios desconsiderando esses meses 

são apresentados acompanhados da observação “ex. rac.” (excluíndo o racionamento). 
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Tabela 5.12 – Erros de previsão dos modelos neurais (patamar leve).  
- -

TESTE

Mês 95 96 97 98 99 00 01 02 03 [95..03] [00..03] TREIN. TESTE VALID. ex.rac. VALID 42 meses

TREINAMENTO VALIDAÇÃO

1 – Erro (%) 2 – E R R O   R E L A T I V O   M É D I O (MAE)

P A T A M A R   L E V E   –   M O D E L O S   N E U R A I S

LINEAR (ex.rac) MODELO NEURAL 

 
JAN - -4,0 4,3 0,4 -0,1 -0,1 -0,5 -1,2 4,3 2,6 2,3 2,9 0,1 1,5 31 meses

FEV 3,5 -2,1 -1,4 -0,8 -0,1 2,7 -2,1 2,1 -4,2 2,4 2,9 2,0 0,1 2,8 28 meses

MAR -2,0 -0,4 4,5 -0,5 1,1 -1,4 -1,5 -11,0 1,8 2,2 2,5 1,8 1,1 3,9 1,5
ABR 0,0 -0,2 -1,1 -1,1 2,8 1,0 0,6 -0,1 2,0 1,6 1,4 0,6 2,8 0,9

MAI 0,5 4,0 -2,1 3,5 0,7 1,4 10,0 -1,6 3,0 2,4 1,9 2,5 0,7 4,0 2,0 [95..03] [00..03]

JUN -0,4 -1,4 2,0 1,3 0,0 -0,3 12,8 1,3 -5,9 1,9 2,7 1,3 0,0 5,1 2,5 3,2 3,9

JUL -4,2 0,7 -2,4 -0,3 -1,1 1,6 -0,6 4,7 - 3,0 4,2 1,9 1,1 2,3 2,8 3,1
AGO -1,4 2,9 2,3 -4,0 3,7 2,2 0,8 -5,7 - 2,9 2,9 2,6 3,7 2,9
SET 0,3 1,2 -0,7 -0,9 -3,0 -1,2 -1,7 3,3 - 2,2 3,1 0,8 3,0 2,1

OUT 3,1 -2,4 0,9 5,2 7,6 -7,3 2,3 -10,2 - 6,2 7,4 2,9 7,6 6,6 [00..03]

NOV 1,2 0,7 -7,0 2,9 1,9 4,4 -5,5 -0,2 - 3,7 5,2 3,0 1,9 3,4 3,1
DEZ 2,7 1,1 2,8 -6,0 -0,4 -3,3 1,7 0,9 - 3,2 2,4 3,1 0,4 1,9 2,5

NEURAL 1L

LINEAR

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
1
L

ex. rac
Geral

2,8 3,1

2,5
 

JAN - -4,2 4,0 -0,3 -0,2 -0,2 -0,8 -1,5 3,7 2,6 2,3 2,8 0,2 1,6 28 meses

FEV 3,5 -1,8 -1,0 -0,7 0,2 3,1 -2,2 2,3 -4,2 2,4 2,9 1,8 0,2 3,0 25 meses

MAR -1,8 0,1 4,8 -0,2 1,4 -0,9 -1,4 -10,8 1,5 2,2 2,5 1,7 1,4 3,7 1,3
ABR 0,2 -0,1 -1,0 -1,2 3,0 1,3 0,2 0,0 2,1 1,6 1,4 0,6 3,0 0,9

MAI 0,2 3,9 -2,2 3,4 0,6 1,4 8,7 -2,5 2,3 2,4 1,9 2,4 0,6 3,7 2,1 [95..03] [00..03]

JUN -1,1 -1,9 1,5 0,9 -0,5 -1,0 12,8 0,5 -6,5 1,9 2,7 1,4 0,5 5,2 2,7 3,2 3,9

JUL -4,4 0,6 -2,8 -0,2 -1,3 1,1 -1,7 3,5 - 3,0 4,2 2,0 1,3 2,1 2,8 3,1
AGO -2,0 3,3 2,0 -4,0 4,1 2,4 0,6 -5,8 - 2,9 2,9 2,8 4,1 2,9
SET 0,1 1,7 -0,5 -0,9 -2,4 -1,3 -1,9 3,1 - 2,2 3,1 0,8 2,4 2,1

OUT 3,5 -2,0 0,6 5,5 7,7 -7,4 2,6 -9,8 - 6,2 7,4 2,9 7,7 6,6 [00..03]

NOV 1,3 1,1 -7,2 3,3 2,3 4,1 -5,5 -0,8 - 3,7 5,2 3,2 2,3 3,5 3,1
DEZ 2,3 1,1 2,5 -6,0 -0,3 -4,0 1,5 0,1 - 3,2 2,4 3,0 0,3 1,9 2,5

NEURAL 2L

LINEAR

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
2
L

ex. rac
Geral

2,8 3,1

2,5
 

JAN - -4,3 3,7 -0,4 -0,4 0,0 -1,2 -1,8 4,0 2,6 2,3 2,8 0,4 1,8 28 meses

FEV 4,0 -1,6 -0,6 -0,6 0,7 3,9 -1,2 3,0 -3,6 2,4 2,9 1,7 0,7 2,9 25 meses

MAR -2,1 -0,9 4,6 -1,1 0,8 -1,3 -1,6 -10,8 1,3 2,2 2,5 2,1 0,8 3,8 1,4
ABR -0,4 -0,6 -1,0 -1,6 2,5 0,9 0,4 -0,6 2,5 1,6 1,4 0,9 2,5 1,1

MAI 0,0 3,4 -2,3 2,3 0,5 1,0 10,0 -2,0 2,3 2,4 1,9 2,0 0,5 3,8 1,8 [95..03] [00..03]

JUN -0,4 -1,2 2,3 1,3 0,2 0,1 15,6 1,7 -5,4 1,9 2,7 1,3 0,2 5,7 2,4 3,2 3,9

JUL -5,0 0,5 -2,6 -0,6 -0,8 1,4 1,8 4,3 - 3,0 4,2 2,2 0,8 2,5 2,8 3,1
AGO -1,4 2,7 2,1 -4,0 2,7 2,5 0,3 -5,8 - 2,9 2,9 2,6 2,7 2,9
SET -0,2 1,2 -0,8 -1,4 -3,5 -1,1 -1,3 2,6 - 2,2 3,1 0,9 3,5 1,7

OUT 2,9 -1,8 1,4 4,9 8,3 -6,7 2,1 -9,8 - 6,2 7,4 2,7 8,3 6,2 [00..03]

NOV 1,4 1,0 -7,1 2,6 2,6 4,6 -5,2 0,2 - 3,7 5,2 3,0 2,6 3,3 3,1
DEZ 2,6 1,3 2,7 -5,8 0,0 -3,1 1,8 1,1 - 3,2 2,4 3,1 0,0 2,0 2,5

NEURAL 3L

LINEAR

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
3
L

ex. rac
Geral

2,8 3,1

2,5
 

JAN - -4,0 3,9 0,3 -0,7 -0,4 -1,1 -1,5 4,2 2,6 2,3 2,7 0,7 1,8 31 meses

FEV 3,4 -2,3 -0,9 -0,6 0,2 3,0 -2,3 2,0 -4,1 2,4 2,9 1,8 0,2 2,9 28 meses

MAR -1,8 -0,4 4,0 -0,7 0,9 -1,4 -2,1 -11,2 0,5 2,2 2,5 1,7 0,9 3,8 1,3
ABR -0,3 -0,4 -1,4 -1,4 2,7 0,5 -0,1 -1,3 2,4 1,6 1,4 0,9 2,7 1,1

MAI 0,0 3,7 -2,8 3,3 0,8 1,0 9,5 -2,4 2,7 2,4 1,9 2,5 0,8 3,9 2,0 [95..03] [00..03]

JUN -0,4 -1,4 1,9 2,1 0,0 -0,2 15,3 1,7 -5,2 1,9 2,7 1,4 0,0 5,6 2,3 3,2 3,9

JUL -4,3 0,4 -2,7 -0,1 -1,2 1,2 -0,3 4,3 - 3,0 4,2 1,9 1,2 1,9 2,8 3,1
AGO -1,9 2,9 1,9 -4,1 3,9 2,4 1,0 -5,0 - 2,9 2,9 2,7 3,9 2,8
SET 0,5 1,2 -0,3 -1,0 -2,6 -1,4 -1,6 2,8 - 2,2 3,1 0,7 2,6 2,0

OUT 4,2 -2,1 1,1 6,3 7,8 -7,2 2,7 -9,1 - 6,2 7,4 3,4 7,8 6,3 [00..03]

NOV 1,9 1,1 -6,5 4,2 2,7 4,1 -5,2 -0,8 - 3,7 5,2 3,4 2,7 3,4 3,1
DEZ 2,9 1,4 2,9 -5,6 -0,4 -2,6 1,6 1,2 - 3,2 2,4 3,2 0,4 1,8 2,4

NEURAL 4L

LINEAR

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
4
L

ex. rac
Geral

2,8 3,1

2,4
 

JAN - -3,9 4,1 -0,4 -0,2 0,2 -1,4 -1,0 3,8 2,6 2,3 2,8 0,2 1,6 29 meses

FEV 3,5 -2,2 -0,9 -0,8 -0,1 2,9 -2,3 2,6 -3,6 2,4 2,9 1,8 0,1 2,9 26 meses

MAR -1,1 -0,2 4,2 -0,4 1,0 -0,6 -1,9 -10,1 1,0 2,2 2,5 1,5 1,0 3,4 1,2

ABR -0,1 -0,2 0,0 -1,3 3,0 1,5 0,2 -1,1 2,2 1,6 1,4 0,4 3,0 1,3
MAI 0,4 3,7 -2,3 3,2 0,6 1,0 10,2 -2,1 2,8 2,4 1,9 2,4 0,6 4,0 2,0 [95..03] [00..03]

JUN -0,8 -1,5 1,4 1,3 -0,6 -0,9 15,8 1,0 -5,9 1,9 2,7 1,3 0,6 5,9 2,6 3,2 3,9

JUL -4,8 0,7 -2,5 -0,4 -0,4 1,3 2,7 4,6 - 3,0 4,2 2,1 0,4 2,9 2,8 3,1
AGO -1,1 3,7 1,8 -3,4 3,6 2,4 0,5 -5,5 - 2,9 2,9 2,5 3,6 2,8
SET 0,2 2,0 -0,5 -0,6 -2,9 -1,1 -1,3 3,0 - 2,2 3,1 0,8 2,9 1,8

OUT 3,0 -1,5 0,9 5,2 8,1 -7,2 2,3 -9,9 - 6,2 7,4 2,6 8,1 6,5 [00..03]

NOV 1,8 0,4 -7,2 3,0 2,8 4,0 -5,2 -0,2 - 3,7 5,2 3,1 2,8 3,1 3,2

DEZ 2,1 1,5 2,4 -5,9 0,0 -3,4 1,6 0,4 - 3,2 2,4 3,0 0,0 1,8 2,5
- -

NEURAL 5L

LINEAR

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
5
L

ex. rac
Geral

2,8 3,1

2,5
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Os erros de previsão gerados pelos cinco modelos neurais para o patamar médio 

estão detalhados na tabela 5.13. 

Tabela 5.13 – Erros de previsão dos modelos neurais (patamar médio).  
- -

TESTE

Mês 95 96 97 98 99 00 01 02 03 [95..03] [00..03] TREIN. TESTE VALID. ex.rac. VALID 42 meses

LINEAR (ex.rac) MODELO NEURAL TREINAMENTO VALIDAÇÃO

P A T A M A R   M É D I O   –   M O D E L O S   N E U R A I S

1 – Erro (%) 2 – E R R O   R E L A T I V O   M É D I O (MAE)

 
JAN - -2,7 1,9 -0,7 -0,1 1,4 -0,5 -1,7 1,1 1,4 1,4 1,8 0,1 1,1 34 meses

FEV 1,6 -1,9 0,6 -0,4 0,5 1,2 -1,2 1,2 -3,6 1,5 2,0 1,1 0,5 1,8 31 meses

MAR -1,5 -0,5 1,2 0,2 -0,1 -1,3 -0,6 -7,8 3,2 1,4 2,2 0,8 0,1 3,2 1,7
ABR -0,6 -0,3 -0,8 -1,9 2,3 -0,1 1,7 -0,5 0,9 1,3 1,1 0,9 2,3 0,8

MAI -0,3 1,2 -1,1 1,3 0,1 1,1 10,8 0,1 2,8 1,2 1,2 1,0 0,1 3,7 1,3 [95..03] [00..03]

JUN 0,0 -0,3 0,3 2,1 0,4 -0,6 18,5 1,3 -2,6 1,2 1,9 0,7 0,4 5,8 1,5 2,2 3,0

JUL -2,7 -0,2 -0,6 -0,5 -1,5 2,1 1,2 4,1 - 2,1 2,9 1,0 1,5 2,5 1,9 2,3
AGO -1,0 1,5 1,9 -3,0 3,0 0,9 1,8 -4,1 - 2,1 2,1 1,9 3,0 2,2
SET 0,8 0,3 -0,3 0,2 -2,0 -0,6 -2,0 3,3 - 1,8 2,5 0,4 2,0 1,9

OUT 2,0 0,0 0,8 3,4 5,0 -4,4 0,9 -7,1 - 3,6 4,7 1,5 5,0 4,1 [00..03]

NOV 1,2 -0,5 -3,4 2,4 0,8 2,9 -4,6 0,2 - 2,4 3,7 1,9 0,8 2,5 2,7
DEZ 2,1 -0,1 3,3 -3,8 -1,5 -1,6 -1,2 2,8 - 2,6 2,2 2,3 1,5 1,9 1,9

NEURAL 1M

LINEAR

Geral

ex. rac

ex. rac

Geral

N
E
U
R
A
L
 
1
M

ex. rac
Geral

1,9

2,31,9

 
JAN - -2,5 2,0 -0,3 -0,3 1,2 -0,6 -1,9 1,4 1,4 1,4 1,6 0,3 1,3 32 meses

FEV 1,7 -2,0 0,7 -0,4 0,6 1,5 -1,2 1,2 -3,4 1,5 2,0 1,2 0,6 1,8 29 meses

MAR -1,4 -0,8 1,2 0,1 -0,1 -1,4 -0,9 -7,9 2,8 1,4 2,2 0,9 0,1 3,2 1,7
ABR -0,8 -0,4 -0,9 -1,9 2,2 -0,3 1,5 -1,4 0,9 1,3 1,1 1,0 2,2 1,0

MAI -0,4 1,0 -1,3 1,0 0,0 0,9 10,5 -0,1 2,7 1,2 1,2 0,9 0,0 3,6 1,3 [95..03] [00..03]

JUN -0,4 -0,6 -0,1 1,7 0,0 -0,9 17,5 0,8 -3,0 1,2 1,9 0,7 0,0 5,6 1,6 2,2 3,0

JUL -3,0 -0,5 -0,9 -0,9 -1,7 1,7 0,9 3,8 - 2,1 2,9 1,3 1,7 2,1 1,9 2,3
AGO -1,6 1,2 1,7 -3,1 2,7 0,6 1,5 -4,2 - 2,1 2,1 1,9 2,7 2,1
SET 0,4 0,3 -0,4 -0,3 -2,1 -0,6 -2,0 2,7 - 1,8 2,5 0,3 2,1 1,8

OUT 1,8 0,1 0,6 3,3 4,8 -4,5 0,6 -7,1 - 3,6 4,7 1,5 4,8 4,1 [00..03]

NOV 1,4 -0,3 -3,3 2,6 0,8 2,5 -4,5 -0,4 - 2,4 3,7 1,9 0,8 2,4 2,6
DEZ 2,3 -0,2 3,0 -3,6 -1,5 -1,4 -1,7 2,8 - 2,6 2,2 2,3 1,5 1,9 1,9

NEURAL 2M

LINEAR

Geral

ex. rac

ex. rac

Geral

N
E
U
R
A
L
 
2
M

ex. rac
Geral

1,9

2,31,9

 
JAN - -2,8 1,9 -0,7 -0,3 1,3 -0,7 -1,7 0,8 1,4 1,4 1,8 0,3 1,1 31 meses

FEV 2,0 -1,6 1,0 0,1 0,9 1,5 -0,9 1,5 -3,1 1,5 2,0 1,2 0,9 1,7 29 meses

MAR -1,2 -0,4 1,4 0,4 0,1 -1,1 -0,5 -7,8 3,4 1,4 2,2 0,8 0,1 3,2 1,7
ABR -0,5 -0,1 -0,9 -1,6 2,6 0,0 1,9 -0,8 1,2 1,3 1,1 0,8 2,6 1,0

MAI -0,2 1,2 -1,1 1,4 0,1 1,3 11,1 0,3 3,2 1,2 1,2 1,0 0,1 4,0 1,6 [95..03] [00..03]

JUN -0,2 -0,7 -0,1 1,8 0,2 -0,7 18,3 1,0 -2,7 1,2 1,9 0,7 0,2 5,7 1,4 2,2 3,0

JUL -2,7 -0,3 -0,6 -0,8 -1,8 2,1 1,2 4,2 - 2,1 2,9 1,1 1,8 2,5 1,9 2,3
AGO -1,5 1,2 1,8 -3,1 2,9 0,5 1,6 -4,4 - 2,1 2,1 1,9 2,9 2,2
SET 0,5 0,3 -0,5 -0,4 -2,2 -0,4 -2,1 3,0 - 1,8 2,5 0,4 2,2 1,8

OUT 1,7 -0,1 0,7 3,0 4,6 -4,7 0,7 -7,6 - 3,6 4,7 1,4 4,6 4,3 [00..03]

NOV 1,1 -0,6 -3,5 2,3 0,2 2,3 -4,5 0,0 - 2,4 3,7 1,9 0,2 2,3 2,7
DEZ 2,1 -0,3 2,7 -3,9 -1,4 -1,7 -1,6 2,5 - 2,6 2,2 2,2 1,4 2,0 1,9

NEURAL 3M

LINEAR

Geral

ex. rac

ex. rac

Geral

N
E
U
R
A
L
 
3
M

ex. rac
Geral

1,9

2,31,9

 
JAN - -2,7 2,2 -1,1 0,1 1,7 -0,8 -1,7 0,6 1,4 1,4 2,0 0,1 1,2 27 meses

FEV 1,6 -1,7 1,0 -0,4 0,5 1,6 -1,4 1,6 -3,1 1,5 2,0 1,2 0,5 1,9 24 meses

MAR -1,2 -0,4 1,5 0,3 0,1 -0,6 -0,8 -7,2 3,1 1,4 2,2 0,9 0,1 3,0 1,5
ABR -0,4 -0,2 -0,2 -1,9 2,3 0,5 1,2 -0,7 0,4 1,3 1,1 0,7 2,3 0,7

MAI -0,1 1,3 -0,7 1,2 0,2 1,4 9,8 -0,5 2,6 1,2 1,2 0,8 0,2 3,6 1,5 [95..03] [00..03]

JUN -0,3 -0,3 0,1 1,8 0,3 -0,9 16,9 0,4 -3,3 1,2 1,9 0,6 0,3 5,4 1,5 2,2 3,0

JUL -2,9 -0,2 -0,7 -0,7 -1,6 1,8 0,0 3,5 - 2,1 2,9 1,1 1,6 1,8 1,9 2,3
AGO -1,6 1,7 1,5 -2,9 3,0 0,5 1,1 -4,7 - 2,1 2,1 1,9 3,0 2,1
SET 0,0 0,8 -0,7 0,0 -1,9 -0,5 -2,4 2,9 - 1,8 2,5 0,4 1,9 1,9

OUT 1,3 0,4 0,4 2,9 4,9 -4,7 0,6 -7,5 - 3,6 4,7 1,3 4,9 4,3 [00..03]

NOV 1,2 -0,3 -3,8 2,4 0,9 2,3 -4,5 0,1 - 2,4 3,7 1,9 0,9 2,3 2,5
DEZ 2,2 0,0 2,8 -3,5 -0,8 -2,2 -1,4 1,8 - 2,6 2,2 2,1 0,8 1,8 1,8

NEURAL 4M

LINEAR

Geral

ex. rac

ex. rac

Geral

N
E
U
R
A
L
 
4
M

ex. rac
Geral

1,8

2,31,9

 
JAN - -2,4 2,3 -0,6 0,0 1,6 -0,6 -1,5 1,1 1,4 1,4 1,8 0,0 1,2 31 meses

FEV 1,6 -1,9 0,6 -0,5 0,4 1,3 -1,4 1,3 -3,4 1,5 2,0 1,2 0,4 1,8 28 meses

MAR -1,3 -0,5 1,3 0,3 0,0 -1,1 -0,8 -7,6 3,1 1,4 2,2 0,9 0,0 3,1 1,6

ABR -0,4 -0,1 -0,5 -1,6 2,4 0,3 1,6 -0,7 0,8 1,3 1,1 0,6 2,4 0,9
MAI 0,0 1,4 -0,8 1,5 0,2 1,3 10,5 0,0 2,9 1,2 1,2 0,9 0,2 3,7 1,4 [95..03] [00..03]

JUN -0,2 -0,4 0,1 1,8 0,2 -1,0 16,5 0,8 -3,3 1,2 1,9 0,6 0,2 5,4 1,7 2,2 3,0

JUL -2,8 -0,1 -0,6 -0,6 -1,3 2,0 -0,5 4,0 - 2,1 2,9 1,0 1,3 2,1 1,9 2,3
AGO -1,0 1,6 1,8 -2,8 3,1 0,7 1,3 -4,4 - 2,1 2,1 1,8 3,1 2,1
SET 0,5 0,5 -0,6 0,2 -2,2 -0,6 -2,1 3,0 - 1,8 2,5 0,4 2,2 1,9

OUT 1,3 0,1 0,4 3,0 4,8 -4,7 0,5 -7,7 - 3,6 4,7 1,2 4,8 4,3 [00..03]

NOV 1,1 -0,5 -3,7 2,1 0,4 2,3 -4,6 -0,3 - 2,4 3,7 1,9 0,4 2,4 2,6

DEZ 2,0 -0,2 2,9 -3,8 -1,3 -2,2 -1,6 2,1 - 2,6 2,2 2,2 1,3 2,0 1,9
- -

NEURAL 5M

LINEAR

Geral

ex. rac

ex. rac

Geral

N
E
U
R
A
L
 
5
M

ex. rac
Geral

1,9

2,31,9
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Os erros de previsão gerados pelos modelos neurais no patamar pesado estão 

detalhados na tabela 5.14.  

Tabela 5.14– Erros de previsão dos modelos neurais (patamar pesado).  
- -

TESTE

Mês 95 96 97 98 99 00 01 02 03 [95..03] [00..03] TREIN. TESTE VALID. ex.rac. VALID 42 meses

TREINAMENTO VALIDAÇÃO

1 – Erro (%) 2 – E R R O   A B S O L U TO   M É D I O (MAE)

P A T A M A R   P O N T A   –   M O D E L O S   N E U R A I S

LINEAR (ex.rac) MODELO NEURAL 

 
JAN - -1,6 1,9 -0,4 0,9 0,6 -0,5 -2,3 -0,8 1,3 1,1 1,3 0,9 1,0 28 meses

FEV -0,1 -0,8 1,0 -1,1 -0,1 0,7 -0,5 -1,1 -1,8 0,7 1,0 0,8 0,1 1,0 25 meses

MAR -1,4 -0,4 -0,8 -0,3 0,5 -1,6 -0,3 -3,6 2,7 1,2 2,1 0,7 0,5 2,1 1,5

ABR -1,1 -0,4 -1,1 -1,8 1,3 0,8 1,8 -1,0 0,4 1,2 1,1 1,1 1,3 1,0

MAI 0,2 -0,1 -0,6 0,4 0,1 0,9 12,7 0,1 2,3 0,9 1,0 0,3 0,1 4,0 1,1 [95..03] [00..03]

JUN -1,0 -0,2 0,5 2,3 0,5 0,0 19,8 -0,2 -2,3 0,9 0,9 1,0 0,5 5,6 0,9 1,7 2,4

JUL -2,4 0,4 -0,9 -0,9 -1,2 2,1 0,5 2,5 - 1,8 2,3 1,1 1,2 1,7 1,4 1,7

AGO -1,1 0,6 1,6 -2,0 1,6 0,9 1,0 -3,1 - 1,4 1,5 1,3 1,6 1,7

SET 0,5 0,3 1,1 -1,1 -1,1 -0,9 -1,7 1,1 - 1,3 1,8 0,8 1,1 1,2

OUT 1,2 -0,6 0,5 2,5 4,3 -2,6 -0,8 -5,6 - 2,9 3,5 1,2 4,3 3,0 [00..03]

NOV 0,5 -0,2 -1,8 1,6 0,0 1,2 -3,1 0,4 - 1,6 2,7 1,0 0,0 1,6 2,1

DEZ 1,1 -0,2 1,5 -3,4 0,0 -1,2 -0,6 1,9 - 1,8 1,4 1,5 0,0 1,2 1,4

LINEAR

NEURAL 1P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
1
P

1,4

1,71,4

 
JAN - -1,7 1,9 -0,6 0,7 0,6 -0,6 -2,5 -0,9 1,3 1,1 1,4 0,7 1,1 29 meses

FEV 0,1 -0,7 1,4 -0,8 0,3 1,1 -0,1 -0,9 -1,4 0,7 1,0 0,7 0,3 0,9 26 meses

MAR -1,3 -0,3 -0,4 -0,1 0,8 -1,3 0,0 -3,5 3,0 1,2 2,1 0,5 0,8 1,9 1,4

ABR -1,0 -0,4 -1,1 -1,7 1,3 0,9 1,9 -1,0 0,4 1,2 1,1 1,1 1,3 1,0

MAI 0,2 -0,1 -0,4 0,3 0,1 1,0 12,8 0,0 2,3 0,9 1,0 0,3 0,1 4,0 1,1 [95..03] [00..03]

JUN -1,1 -0,3 0,4 2,1 0,4 0,0 20,0 -0,4 -2,4 0,9 0,9 1,0 0,4 5,7 0,9 1,7 2,4

JUL -2,3 0,5 -0,7 -0,8 -1,2 2,3 1,0 2,7 - 1,8 2,3 1,1 1,2 2,0 1,4 1,7

AGO -1,0 0,7 1,9 -1,9 1,7 1,0 1,1 -3,1 - 1,4 1,5 1,4 1,7 1,8

SET 0,6 0,6 1,2 -1,0 -0,9 -0,5 -1,5 1,3 - 1,3 1,8 0,9 0,9 1,1

OUT 1,1 -0,5 0,6 2,5 4,3 -2,6 -0,8 -5,7 - 2,9 3,5 1,2 4,3 3,0 [00..03]

NOV 0,4 -0,2 -1,8 1,5 -0,1 1,1 -3,1 0,0 - 1,6 2,7 1,0 0,1 1,4 2,2

DEZ 1,1 -0,4 1,3 -3,5 0,0 -1,4 -0,9 1,7 - 1,8 1,4 1,6 0,0 1,3 1,4

LINEAR

NEURAL 2P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
2
P

1,4

1,71,4

 
JAN - -1,7 1,9 -0,7 0,9 0,7 -0,5 -2,4 -0,9 1,3 1,1 1,4 0,9 1,1 29 meses

FEV 0,1 -0,6 1,3 -0,8 0,1 1,0 -0,1 -0,8 -1,4 0,7 1,0 0,7 0,1 0,8 26 meses

MAR -1,1 -0,1 -0,5 0,0 0,9 -1,2 0,0 -3,3 3,1 1,2 2,1 0,4 0,9 1,9 1,4

ABR -0,8 -0,1 -0,6 -1,6 1,6 1,2 2,1 -0,6 0,6 1,2 1,1 0,8 1,6 1,1

MAI 0,4 0,1 -0,3 0,5 0,3 1,1 12,6 0,2 2,4 0,9 1,0 0,3 0,3 4,1 1,2 [95..03] [00..03]

JUN -1,2 -0,3 0,4 2,0 0,4 -0,2 19,2 -0,5 -2,6 0,9 0,9 1,0 0,4 5,6 1,1 1,7 2,4

JUL -2,4 0,4 -0,8 -0,9 -1,3 2,2 0,2 2,4 - 1,8 2,3 1,1 1,3 1,6 1,4 1,7

AGO -1,1 0,8 1,8 -1,9 1,6 1,0 1,1 -3,2 - 1,4 1,5 1,4 1,6 1,8

SET 0,4 0,5 1,1 -1,1 -1,0 -0,6 -1,7 1,2 - 1,3 1,8 0,8 1,0 1,2

OUT 1,1 -0,6 0,4 2,3 4,3 -2,7 -0,8 -5,7 - 2,9 3,5 1,1 4,3 3,0 [00..03]

NOV 0,3 -0,3 -2,0 1,3 -0,2 1,1 -3,1 0,3 - 1,6 2,7 1,0 0,2 1,5 2,1

DEZ 0,9 -0,4 1,1 -3,6 0,0 -1,6 -0,8 1,6 - 1,8 1,4 1,5 0,0 1,3 1,4

LINEAR

NEURAL 3P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
3
P

1,4

1,71,4

 
JAN - -1,8 1,9 -0,7 0,8 0,5 -0,7 -2,5 -1,0 1,3 1,1 1,5 0,8 1,2 26 meses

FEV 0,1 -0,6 1,3 -0,9 0,1 1,1 -0,2 -0,8 -1,4 0,7 1,0 0,7 0,1 0,9 23 meses

MAR -1,2 -0,2 -0,4 -0,1 0,9 -1,2 0,0 -3,4 3,1 1,2 2,1 0,5 0,9 1,9 1,4

ABR -0,9 -0,2 -0,8 -1,6 1,5 1,1 2,1 -0,7 0,5 1,2 1,1 0,9 1,5 1,1

MAI 0,3 0,0 -0,3 0,4 0,3 1,1 12,7 0,1 2,3 0,9 1,0 0,3 0,3 4,1 1,2 [95..03] [00..03]

JUN -1,2 -0,3 0,4 2,0 0,4 -0,1 19,3 -0,5 -2,5 0,9 0,9 1,0 0,4 5,6 1,0 1,7 2,4

JUL -2,4 0,4 -0,8 -0,9 -1,3 2,2 0,5 2,5 - 1,8 2,3 1,1 1,3 1,7 1,4 1,7

AGO -1,0 0,7 1,8 -1,8 1,7 1,0 1,1 -3,2 - 1,4 1,5 1,4 1,7 1,8

SET 0,4 0,6 1,2 -1,0 -1,0 -0,5 -1,6 1,3 - 1,3 1,8 0,8 1,0 1,1

OUT 1,0 -0,5 0,5 2,3 4,4 -2,6 -0,8 -5,7 - 2,9 3,5 1,1 4,4 3,1 [00..03]

NOV 0,3 -0,2 -1,9 1,3 -0,2 1,1 -3,1 0,5 - 1,6 2,7 0,9 0,2 1,6 2,2

DEZ 1,0 -0,5 1,1 -3,6 0,0 -1,6 -0,9 1,5 - 1,8 1,4 1,5 0,0 1,3 1,4

LINEAR

NEURAL 4P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
4
P

1,4

1,71,4

 
JAN - -1,5 2,0 -0,4 0,9 0,6 -0,6 -2,3 -0,7 1,3 1,1 1,3 0,9 1,1 27 meses

FEV 0,0 -0,8 1,2 -0,9 0,0 0,9 -0,4 -1,1 -1,5 0,7 1,0 0,7 0,0 1,0 24 meses

MAR -1,2 -0,3 -0,7 -0,2 0,7 -1,4 -0,3 -3,5 2,8 1,2 2,1 0,6 0,7 2,0 1,5

ABR -0,8 -0,1 -0,7 -1,6 1,6 1,1 2,0 -0,9 0,5 1,2 1,1 0,8 1,6 1,1

MAI 0,4 0,1 -0,4 0,5 0,2 1,0 12,5 0,1 2,3 0,9 1,0 0,3 0,2 4,0 1,1 [95..03] [00..03]

JUN -1,1 -0,2 0,3 2,3 0,4 -0,1 19,9 -0,4 -2,4 0,9 0,9 1,0 0,4 5,7 1,0 1,7 2,4

JUL -2,3 0,5 -0,7 -0,8 -1,1 2,3 0,9 2,7 - 1,8 2,3 1,1 1,1 2,0 1,4 1,7

AGO -1,0 0,8 1,8 -1,8 1,7 1,0 1,1 -3,0 - 1,4 1,5 1,3 1,7 1,7

SET 0,4 0,5 1,0 -1,1 -1,2 -0,7 -1,7 1,2 - 1,3 1,8 0,7 1,2 1,2

OUT 1,0 -0,5 0,4 2,4 4,3 -2,7 -0,9 -5,8 - 2,9 3,5 1,1 4,3 3,1 [00..03]

NOV 0,3 -0,4 -2,0 1,4 -0,2 1,1 -3,2 0,4 - 1,6 2,7 1,0 0,2 1,6 2,2

DEZ 0,9 -0,4 1,3 -3,5 0,0 -1,5 -0,9 1,5 - 1,8 1,4 1,5 0,0 1,3 1,4
- -

LINEAR

NEURAL 5P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
5
P

1,4

1,71,4
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Tabela 5.14– Erros de previsão dos modelos neurais (pat. pesado) (Continuação) 
- -

TESTE

Mês 95 96 97 98 99 00 01 02 03 [95..03] [00..03] TREIN. TESTE VALID ex.rac. VALID 42 meses

LINEAR (ex.rac) MODELO NEURAL 

P A T A M A R   P O N T A   –   M O D E L O S   N E U R A I S

1 – Erro (%) 2 – E R R O   A B S O L U TO   M É D I O (MAE)

TREINAMENTO VALIDAÇÃO

 
JAN - -1,4 2,0 -0,4 0,9 0,6 -0,8 -2,2 -0,8 1,3 1,1 1,3 0,9 1,1 29 meses

FEV -0,2 -1,0 1,0 -1,0 -0,2 0,7 -0,6 -1,0 -1,4 0,7 1,0 0,8 0,2 0,9 26 meses

MAR -0,8 -0,2 -0,8 0,1 0,7 -1,2 -0,4 -3,1 2,5 1,2 2,1 0,5 0,7 1,8 1,4

ABR -0,8 -0,1 -0,5 -1,3 1,6 1,2 1,8 -1,5 0,4 1,2 1,1 0,7 1,6 1,2

MAI 0,5 0,1 -0,5 0,8 0,2 0,9 12,4 0,0 2,5 0,9 1,0 0,5 0,2 4,0 1,1 [95..03] [00..03]

JUN -1,0 -0,1 0,2 2,3 0,2 -0,4 18,8 -0,6 -2,9 0,9 0,9 0,9 0,2 5,7 1,3 1,7 2,4

JUL -2,6 0,4 -1,0 -1,1 -0,8 1,8 -0,4 2,6 - 1,8 2,3 1,3 0,8 1,6 1,4 1,7

AGO -0,8 0,8 1,5 -1,6 1,8 0,7 0,7 -3,0 - 1,4 1,5 1,2 1,8 1,5

SET 0,6 0,6 1,0 -0,7 -1,2 -1,0 -1,6 1,1 - 1,3 1,8 0,7 1,2 1,2

OUT 1,1 -0,2 0,4 2,9 4,4 -2,6 -0,8 -5,6 - 2,9 3,5 1,2 4,4 3,0 [00..03]

NOV 0,8 -0,3 -1,7 1,6 0,0 0,9 -3,0 0,1 - 1,6 2,7 1,1 0,0 1,3 2,1

DEZ 1,0 -0,1 1,4 -3,4 0,0 -1,3 -0,9 1,5 - 1,8 1,4 1,5 0,0 1,2 1,4

LINEAR

NEURAL 6P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
6
P

1,4

1,71,4

 
JAN - -1,2 1,3 -0,4 -0,1 0,0 -1,2 -2,2 -0,4 1,3 1,1 1,0 0,1 1,0 31 meses

FEV 0,6 -0,1 0,9 -0,3 0,4 0,8 0,1 -0,9 -1,6 0,7 1,0 0,5 0,4 0,9 29 meses

MAR -1,1 -0,1 -0,5 0,1 0,8 -1,7 0,0 -3,8 3,5 1,2 2,1 0,5 0,8 2,3 1,7

ABR -0,9 -0,1 -1,0 -1,1 1,7 0,8 2,4 -0,6 0,7 1,2 1,1 0,8 1,7 1,1

MAI 0,2 0,0 -0,7 0,9 0,0 0,9 13,5 0,3 2,7 0,9 1,0 0,5 0,0 4,3 1,3 [95..03] [00..03]

JUN -0,5 -0,5 0,3 2,0 0,1 -0,3 17,7 -0,3 -2,8 0,9 0,9 0,8 0,1 5,3 1,2 1,7 2,4

JUL -2,4 0,5 -0,8 -1,0 -0,5 2,1 -0,5 2,7 - 1,8 2,3 1,2 0,5 1,8 1,4 1,7

AGO -0,5 0,5 1,5 -1,4 2,0 0,6 0,8 -3,1 - 1,4 1,5 1,0 2,0 1,5

SET 0,6 0,3 1,0 -0,4 -1,5 -0,9 -1,6 1,3 - 1,3 1,8 0,5 1,5 1,2

OUT 1,1 -0,2 0,7 2,7 4,4 -2,7 -0,9 -6,2 - 2,9 3,5 1,2 4,4 3,2 [00..03]

NOV 0,8 -0,4 -1,6 1,5 -0,3 1,0 -3,2 0,1 - 1,6 2,7 1,1 0,3 1,5 2,2

DEZ 0,9 0,1 1,4 -3,1 -0,1 -1,3 -1,3 1,8 - 1,8 1,4 1,4 0,1 1,5 1,4
- -

LINEAR

NEURAL 7P

Geral

ex. rac

Geral

ex. rac

Geral

ex. rac

N
E
U
R
A
L
 
7
P

1,4

1,71,4
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CAPÍTULO 6  
ANÁLISE DOS RESULTADOS 

As três últimas tabelas do capítulo anterior mostraram os erros relativos médios 

mensais e globais no intervalo de validação. Os meses nos quais as variações da carga 

equivalente por patamar apresentaram grandes desvios padrões (alta volatilidade) estão 

relacionados aos maiores erros relativos médios. Esta observação está em sintonia com 

os gráficos das variações mensais das médias mensais das temperaturas diárias, 

máximas ou mínimas ( )MínMáx
anomêsT |

,∆  versus variações mensais das cargas equivalentes por 

patamar ( )patamar
anomêsC ,∆  (cap. 3). 

É importante relembrar que esses meses apresentam alta correlação 

( )( )patamar
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  entre as variações mencionadas, permitindo a 

criação do modelo causa-efeito (caps. 4 e 5). Nas próximas seções deste capítulo os 

resultados dos modelos neurais e linear por patamar serão comparados. 

6.1  Patamar Leve 

A tabela 6.1 compara os resultados entre os modelos neurais, linear e causa-

efeito. A avaliação do desempenho considera uma análise global e mensal. Na primeira, 

o erro relativo médio contempla todos os 42 meses (ou 39, quando são desconsiderados 

os meses influenciados pelo racionamento) e, na segunda, o cálculo é feito mês a mês. 

As volatilidades das variações mensais das cargas são reapresentadas, para facilitar a 

comparação com o erro mensal relativo médio. Os números no intervalo [1..12] 

aparecem no centro da tabela, indicando que em outubro, novembro e dezembro 

ocorrem as maiores volatilidades das variações mensais de carga equivalente. Na 

metade direita estão repetidas as MínMáx
anomêsT |

,∆  nos meses em que a 

( )patamar
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  é superior a 0,7. O Banco de Dados (BD) de 

temperatura selecionado, por apresentar maior correlação a cada mês, aparece ao lado 

das volatilidades mencionadas.  
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Tabela 6.1 – Erros relativos – mod. linear, neurais e causa-efeito (pat. leve). 
- -

causa-
efeito Var.

Mês [95..03] [00..03] 1L 2L 3L 4L 5L - - [95..03] [95..03] [00..03] BD Corr. Méd. 00 01 02 03

JAN 2,6 2,3 1,5 1,6 1,8 1,8 1,6 0,7 6 3,2 3,0 MÍN 0,977 4,6 5,3 5,5 5,9 2,4

FEV 2,4 2,9 2,8 3,0 2,9 2,9 2,9 1,3 7 2,8 3,4 MÁX 0,877 1,5 -0,4 2,8 -3,8 11,9
MAR 2,2 2,5 1,5 1,3 1,4 1,3 1,2 0,9 10 2,3 2,6 MÁX 0,931 -4,3 -3,7 -2,4 7,8 -9,9

ABR 1,6 1,4 0,9 0,9 1,1 1,1 1,3 - 12 1,8 1,5 MÁX 0,421 - - - - -

MAI 2,4 1,9 2,0 2,1 1,8 2,0 2,0 - 9 2,3 2,1 MÍN 0,632 - - - - -

JUN 1,9 2,7 2,5 2,7 2,4 2,3 2,6 - 11 2,2 3,4 MÍN 0,540 - - - - -
JUL 3,0 4,2 2,3 2,1 2,5 1,9 2,9 2,2 5 3,4 2,2 MÁX 0,788 -1,8 -8,2 -3,3 -9,1 -

AGO 2,9 2,9 2,9 2,9 2,9 2,8 2,8 2,2 4 3,4 3,9 MÍN 0,774 3,7 6,6 6,9 7,4 -

SET 2,2 3,1 2,1 2,1 1,7 2,0 1,8 0,9 8 2,6 3,7 MÁX 0,935 -0,4 1,5 0,4 -9,8 -

OUT 6,2 7,4 6,6 6,6 6,2 6,3 6,5 1,7 1 7,0 7,3 MÍN 0,967 8,9 15,9 6,9 21,3 -
NOV 3,7 5,2 3,4 3,5 3,3 3,4 3,1 1,6 2 4,6 6,6 MÍN 0,935 4,8 0,4 9,0 1,9 -

DEZ 3,2 2,4 1,9 1,9 2,0 1,8 1,8 2,2 3 4,1 2,8 MÍN 0,759 8,1 5,7 5,9 5,1 -

Geral 2,8 3,1 2,5 2,5 2,5 2,4 2,5 1,5 7,0 7,6
42 meses 31 meses 28 meses 28 meses 31 meses 29 meses

- -

∆ Temperatura 

Máx. Corr.

TemperaturaErro Relativo Médio (%) (ex. rac.)

Variação Mensal (valid.)

P A T A M A R   L E V E   –   M O D E L O S

LINEAR MODELO NEURAL (validação [00..03]) Volatilidade

∆C Leve

Neural < Linear  

A tabela acima revela os seguintes pontos: 

• = Os modelos neurais diminuíram o erro relativo médio global em 0,3%, 

quando comparados ao resultado esperado do modelo linear (2,8%). 

Considerando os erros ocorridos apenas no período da validação [00..03], 

que está associado a uma maior volatilidade das variações mensais da 

carga equivalente, a melhora dos modelos neurais é de 0,6%, já que o 

erro relativo médio do modelo linear aumentou para 3,1%.  

• = Os modelos neurais superaram o modelo linear nos meses de janeiro, 

março, abril, julho, setembro, novembro e dezembro. Os resultados de 

janeiro estão representados na figura 6.1, que mostra, na metade 

esquerda, as informações: Mín
anomêsT ,∆  (por ter sido a mais correlacionada), 

variação mensal da carga equivalente ( )leve
anomêsC ,∆  e projeções dos 

modelos linear, causa-efeito (temperatura) e neurais. Na metade direita 

esses dados são apresentados através do gráfico Mín
anomêsT ,∆  versus 

leve
anomêsC ,∆ . O modelo causa-efeito é representado pela reta; os valores 

reais, pelo símbolo “*”; o modelo linear, pelo símbolo “�” e os modelos 

neurais, pelo intervalo de previsão. Janeiro é o mês que, até o presente, 

tem a maior ( )leve
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆ . 
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- -

95 96 97 98 99 00 01 02 03

▲T. Mín. 5,5 8,1 1,1 3,2 4,8 5,3 5,5 5,9 2,4

∆C Leve - 14,4 5,0 7,5 9,3 10,3 9,6 11,4 4,7

Linear - 8,2 9,6 9,2 9,0 8,8 8,9 8,7 9,6
causa-
efeito 10,4 13,8 3,3 7,0 9,4 10,1 10,5 10,9 6,3

1L 9,8 9,5 7,9 9,2 10,2 9,0 10,1 9,2

2L 9,6 9,2 7,1 9,1 10,1 8,6 9,7 8,6

3L 9,4 8,9 7,0 8,8 10,3 8,2 9,4 8,9

4L 9,8 9,1 7,8 8,5 9,8 8,4 9,7 9,1

5L 9,9 9,3 7,1 9,1 10,5 8,0 10,2 8,6

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : JANEIRO     Resultados dos Modelos de Previsão

01

02

00

03

Linear

3

5

7

9

11

13

15

1 2 3 4 5 6 7 8 9

▲C Leve

Correl. = 0,977

▲T. Mínima

Reajuste 
28,56%

Modelo Neural

 
Figura 6.1 – Resultados dos modelos de previsão (janeiro, pat. leve). 

• = Em fevereiro o desempenho do modelo neural ficou equivalente ao 

modelo linear, considerando as previsões feitas no intervalo de 

validação. A ( )leve
anofev

MínMáx
anofevfev CTcorrelação ,
|

, ,∆∆  é inferior à apresentada 

no mês de janeiro, mas é suficiente para explicar o erro de previsão no 

ano de 2003, quando ocorreram as maiores Máx
anofevT ,∆  (11,9%) e leve

anofevC ,∆  

(5,0%), até o presente.  

- -

95 96 97 98 99 00 01 02 03

▲T. Mín -5,6 -1,7 7,1 0,5 3,1 -0,4 2,8 -3,8 11,9

∆C Leve -4,5 1,2 1,9 -0,1 -0,6 -2,3 1,5 -1,8 5,0

Linear 0,6 -0,1 -0,2 0,1 0,1 0,3 -0,1 0,3 -0,6
causa-
efeito -2,5 -1,9 2,7 -0,5 0,9 -0,6 0,5 -2,5 4,2

1L -1,2 -1,0 0,5 -1,0 -0,7 0,3 -0,7 0,3 0,6

2L -1,2 -0,7 0,9 -0,8 -0,4 0,7 -0,8 0,5 0,7

3L -0,7 -0,5 1,3 -0,7 0,2 1,5 0,3 1,2 1,3

4L -1,3 -1,2 1,0 -0,7 -0,4 0,6 -0,8 0,2 0,7

5L -1,2 -1,1 1,0 -0,9 -0,7 0,5 -0,9 0,8 1,2

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  máxima  x  ▲Carga equiv. patamar leve  <<<        Mês : FEVEREIRO     Resultados dos Modelos de Previsão
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Figura 6.2 – Resultados dos modelos de previsão (fevereiro, pat. leve). 

• = Em março de 2002 o consumo foi impulsionado pelo término, no mês 

anterior, do racionamento iniciado em maio de 2001, associado a uma 

variação mensal de temperatura elevada. Esses fatores foram os grandes 

responsáveis pelo erro nesse período e estão destacados na figura 6.3. 

- -

95 96 97 98 99 00 01 02 03

▲T. Mín -2,9 -5,4 -11,7 -3,7 -6,4 -3,7 -2,4 7,8 -9,9

∆C Leve -4,3 -6,2 -10,6 -6,3 -7,7 -4,1 -5,8 6,7 -9,2

Linear -7,1 -6,9 -6,2 -6,9 -6,7 -7,2 -6,9 -6,8 -6,4
causa-
efeito -5,2 -6,6 -10,3 -5,3 -7,1 -5,8 -4,3 1,7 -9,4

1L -6,2 -6,6 -6,6 -6,8 -6,7 -5,4 -7,2 -5,1 -7,6

2L -6,0 -6,2 -6,3 -6,5 -6,5 -5,0 -7,2 -4,9 -7,8

3L -6,3 -7,0 -6,5 -7,3 -7,0 -5,3 -7,4 -4,9 -8,0

4L -6,0 -6,6 -7,0 -7,0 -7,0 -5,5 -7,7 -5,3 -8,7

5L -5,4 -6,4 -6,8 -6,7 -6,8 -4,6 -7,6 -4,1 -8,3

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  máxima  x  ▲Carga equiv. patamar leve  <<<        Mês : MARÇO     Resultados dos Modelos de Previsão
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Figura 6.3 – Resultados dos modelos de previsão (março, pat. leve). 
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• = Abril, maio e junho são meses em que a ( )leve
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  

é inferior a 0,7. Os modelos neurais apresentaram melhor resultado, 

comparados ao modelo linear, em abril. Se o erro relativo médio do 

modelo linear em maio e junho for calculado considerando o intervalo 

[95..03], o modelo neural apresentará desempenho equivalente no 

primeiro mês e superior no segundo. As figuras 6.4, 6.5 e 6.6 mostram as 

previsões dos modelos para os meses em questão. A partir do mês de 

julho de 2003 a variação da temperatura é estimada, pois o BD está 

atualizado até junho de 2003. Fica evidente nos gráficos, e em destaque 

nas tabelas, a influência imposta pelo racionamento em maio e junho de 

2001, na variação mensal do consumo de energia elétrica. 
- -

95 96 97 98 99 00 01 02 03

▲T. Mín -6,2 -5,7 0,5 -6,0 -7,3 -2,4 -2,7 -3,4 -3,4

∆C Leve -5,8 -5,7 -3,4 -5,8 -8,7 -5,8 -7,7 -6,7 -9,2

Linear -6,7 -6,7 -6,9 -6,6 -6,3 -6,6 -6,4 -6,5 -6,2
causa-
efeito - - - - - - - - -

1L -5,7 -6,0 -4,5 -6,9 -6,2 -4,9 -7,2 -6,7 -7,4

2L -5,6 -5,8 -4,4 -7,0 -6,1 -4,6 -7,6 -6,7 -7,3

3L -6,2 -6,3 -4,4 -7,3 -6,5 -5,0 -7,4 -7,3 -7,0

4L -6,1 -6,2 -4,8 -7,1 -6,3 -5,4 -7,8 -7,9 -7,0

5L -5,9 -5,9 -3,4 -7,0 -6,0 -4,5 -7,6 -7,7 -7,2

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  máxima  x  ▲Carga equiv. patamar leve  <<<        Mês : ABRIL     Resultados dos Modelos de Previsão
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Figura 6.4 – Resultados dos modelos de previsão (abril, pat. leve). 

- -

95 96 97 98 99 00 01 02 03

▲T. Mín -6,3 -14,3 -11,0 -14,2 -13,9 -12,1 -15,4 -11,2 -14,8

∆C Leve -9,1 -12,5 -6,3 -12,9 -9,6 -10,0 -19,8 -8,7 -12,8

Linear -10,4 -9,9 -10,8 -9,9 -10,3 -10,3 -10,2 -10,5 -9,9
causa-
efeito - - - - - - - - -

1L -8,6 -8,9 -8,3 -9,8 -9,0 -8,7 -11,8 -10,1 -10,2

2L -8,9 -9,0 -8,4 -10,0 -9,0 -8,8 -12,8 -11,0 -10,8

3L -9,0 -9,5 -8,5 -10,9 -9,2 -9,1 -11,8 -10,5 -10,8

4L -9,1 -9,2 -9,0 -10,1 -9,0 -9,1 -12,2 -10,8 -10,5

5L -8,7 -9,3 -8,5 -10,1 -9,1 -9,1 -11,7 -10,6 -10,4

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : MAIO     Resultados dos Modelos de Previsão
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Figura 6.5 – Resultados dos modelos de previsão (maio, pat. leve). 

- -

95 96 97 98 99 00 01 02 03

▲T. Mín -13,5 -6,2 -6,7 -14,4 -0,3 -7,3 -5,8 -4,8 0,6

∆C Leve -2,7 -0,4 -4,0 -4,6 -2,1 -2,3 -17,6 -5,1 1,7

Linear -2,4 -2,7 -2,2 -2,1 -2,5 -2,5 -2,4 -2,1 -3,0
causa-
efeito - - - - - - - - -

1L -3,1 -1,9 -2,1 -3,3 -2,2 -2,6 -7,1 -3,9 -4,3

2L -3,8 -2,3 -2,6 -3,7 -2,6 -3,3 -7,1 -4,6 -4,9

3L -3,0 -1,6 -1,8 -3,3 -2,0 -2,2 -4,8 -3,4 -3,8

4L -3,0 -1,8 -2,2 -2,6 -2,1 -2,5 -5,0 -3,5 -3,5

5L -3,4 -1,9 -2,7 -3,3 -2,7 -3,2 -4,6 -4,1 -4,3

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : JUNHO     Resultados dos Modelos de Previsão
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Figura 6.6 – Resultados dos modelos de previsão (junho, pat. leve). 
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• = Julho e agosto são meses em que a ( )leve
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  é 

menor quando comparada com setembro e outubro. O desempenho dos 

modelos neurais em relação ao modelo linear é semelhante em agosto e 

superior em julho. Os valores previstos pelos modelos para esses meses 

estão representados nas figuras 6.7 e 6.8. A variação mensal do consumo 

em julho de 2001 indica que o racionamento influenciou o consumo 

nesse período com menor intensidade. Esse fato fica mais nítido quando 

a comparação sobe aos patamares médio e pesado. 

- -

95 96 97 98 99 00 01 02 03

▲T. Mín. 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 -

∆C Leve 4,4 0,2 3,1 0,9 1,7 -1,2 -4,0 -5,4 -

Linear -0,7 -0,1 -0,5 -0,2 -0,3 0,1 0,5 0,7 -
causa-
efeito 1,7 -3,2 2,9 2,1 2,4 -3,8 -0,2 -2,3 -

1L 0,1 0,8 0,6 0,6 0,6 0,5 -4,6 -0,9

2L -0,1 0,8 0,2 0,8 0,4 0,0 -5,7 -2,1

3L -0,8 0,7 0,4 0,4 0,9 0,2 -2,3 -1,3

4L 0,0 0,6 0,3 0,8 0,5 0,0 -4,3 -1,3

5L -0,6 0,9 0,6 0,6 1,3 0,1 -1,4 -1,1

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  máxima  x  ▲Carga equiv. patamar leve  <<<        Mês : JULHO     Resultados dos Modelos de Previsão

01

02 00

03

Linear

-6

-5

-4

-3

-2

-1

0

1

2

3

4

5

-10 -8 -6 -4 -2 0 2 4 6

▲C Leve

Correl. = 0,788

▲T. Máxima

início do 
racionamento

 
Figura 6.7 – Resultados dos modelos de previsão (julho, pat. leve). 

- -

95 96 97 98 99 00 01 02 03

▲T. Mín 2,6 1,8 -0,9 11,9 -7,1 6,6 6,9 7,4 -

∆C Leve 2,9 0,8 -0,1 7,4 -1,3 1,1 1,5 8,0 -

Linear 2,5 2,8 2,9 1,9 3,1 2,8 2,7 1,8 -
causa-
efeito 1,9 1,9 0,7 5,5 -3,7 4,4 4,5 3,4 -

1L 1,5 3,8 2,2 3,1 2,4 3,4 2,3 1,8

2L 0,9 4,2 1,9 3,1 2,8 3,5 2,1 1,7

3L 1,5 3,6 2,0 3,0 1,4 3,6 1,8 1,7

4L 1,0 3,8 1,8 2,9 2,6 3,5 2,5 2,6

5L 1,8 4,5 1,7 3,7 2,3 3,6 2,0 2,1

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : AGOSTO     Resultados dos Modelos de Previsão
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Figura 6.8 – Resultados dos modelos de previsão (agosto, pat. leve). 

• = A MínMáx
anomêsT |

,∆  em setembro volta a ter grande influência sobre a variação 

mensal da carga no patamar leve, onde a ( )leve
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  

foi maior do que 0,9. Os modelos neurais tiveram desempenho superior 

ao modelo linear. A Mín
setT 02,∆  foi de -9,8%, enquanto que a média do mês é 

de -0,4%, justificando o erro elevado apesar dos modelos neurais terem 

gerado melhor previsão. 
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- -

95 96 97 98 99 00 01 02 03

▲T. Mín -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 -

∆C Leve -0,9 1,5 2,1 0,9 5,1 3,2 3,1 -3,3 -

Linear 1,8 1,4 1,3 1,5 0,9 1,2 1,2 2,1 -
causa-
efeito -0,3 1,9 4,3 1,4 3,8 2,3 1,7 -3,7 -

1L -0,7 2,7 1,4 0,0 1,9 1,9 1,4 -0,2

2L -0,8 3,2 1,6 0,0 2,5 1,8 1,1 -0,4

3L -1,1 2,7 1,3 -0,5 1,4 2,0 1,7 -0,9

4L -0,4 2,7 1,9 -0,1 2,4 1,7 1,4 -0,6

5L -0,7 3,5 1,6 0,3 2,0 2,0 1,7 -0,5

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  máxima  x  ▲Carga equiv. patamar leve  <<<        Mês : SETEMBRO     Resultados dos Modelos de Previsão
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Figura 6.9 – Resultados dos modelos de previsão (setembro, pat. leve). 

• = Outubro foi apontado, no capítulo 3, como o mês de maior dificuldade na 

sua previsão, pois tem ( )leve
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  elevada, 

associada a maiores desvios padrões das MínMáx
anomêsT |

,∆  e das leve
anomêsC ,∆ . Esses 

fatores justificam o baixo desempenho obtido pelos modelos de previsão. 

Os modelos neurais apresentaram melhores resultados do que o modelo 

linear no intervalo de validação [00..03]. A figura 6.10 revela a melhoria 

na previsão, se o comportamento climático do mês seguinte pudesse ser 

estimado de forma precisa. 

- -

95 96 97 98 99 00 01 02 03

▲T. Mín 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 -

∆C Leve 1,6 9,5 4,1 -0,9 -1,4 14,2 3,7 17,7 -

Linear 6,7 5,6 6,4 7,1 7,1 4,9 6,4 4,4 -
causa-
efeito 5,1 7,5 6,6 -2,9 -2,8 12,0 4,3 17,6 -

1L 4,8 6,9 5,0 4,3 6,1 5,9 6,0 5,8

2L 5,2 7,3 4,8 4,5 6,3 5,7 6,3 6,1

3L 4,6 7,6 5,5 4,0 6,9 6,5 5,9 6,1

4L 5,9 7,2 5,2 5,3 6,3 6,0 6,5 7,0

5L 4,6 7,9 5,0 4,3 6,6 6,0 6,0 6,1

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : OUTUBRO     Resultados dos Modelos de Previsão
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Figura 6.10 – Resultados dos modelos de previsão (outubro, pat. leve). 

• = A variação mensal da carga equivalente no patamar leve, devido à 

variação mensal da temperatura, é maior em novembro do que em 

outubro, como pode ser constatado na figura 6.11, pela comparação das 

inclinações das duas retas de regressão. Em outubro, porém, o intervalo 

das variações mensais de temperatura é maior do que em novembro, 

fazendo com que, nesse mês, os erros relativos médios dos modelos 

sejam inferiores. A figura 6.11 mostra que os modelos neurais tiveram 

melhor desempenho do que o modelo linear em todos as previsões feitas 

no intervalo de validação [00..03]. 
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- -

95 96 97 98 99 00 01 02 03

▲T. Mín 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 -

∆C Leve 3,8 4,0 11,7 1,4 3,8 -1,4 11,6 3,6 -

Linear 4,9 4,9 3,8 5,3 5,0 5,7 3,8 5,0 -
causa-
efeito 6,2 3,8 10,7 0,8 6,5 -0,3 9,3 0,6 -

1L 5,1 4,7 3,8 4,3 5,7 3,0 5,5 3,4

2L 5,2 5,1 3,6 4,7 6,2 2,6 5,5 2,7

3L 5,3 5,0 3,8 4,0 6,4 3,2 5,9 3,8

4L 5,8 5,1 4,4 5,6 6,5 2,7 5,8 2,7

5L 5,7 4,4 3,7 4,4 6,7 2,5 5,8 3,4

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : NOVEMBRO     Resultados dos Modelos de Previsão
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Figura 6.11 – Resultados dos modelos de previsão (novembro, pat. leve). 

• = A ( )patamar
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  em dezembro é inferior à 

encontrada nos meses de outubro e novembro. No caso, os modelos 

neurais forneceram melhores resultados do que o modelo linear, como 

mostra a figura 6.12.  

- -

95 96 97 98 99 00 01 02 03

▲T. Mín 6,6 10,6 3,7 13,5 13,5 5,7 5,9 5,1 -

∆C Leve 7,0 9,7 5,2 18,0 12,1 12,6 8,3 7,5 -

Linear 10,5 10,1 10,7 8,9 9,8 9,7 10,3 10,4 -
causa-
efeito 9,2 12,6 7,2 - 15,9 7,2 8,3 7,8 -

1L 9,8 10,9 8,2 10,8 11,6 8,9 10,1 8,5

2L 9,5 10,9 7,8 10,9 11,8 8,2 10,0 7,6

3L 9,7 11,1 8,1 11,1 12,1 9,1 10,3 8,7

4L 10,0 11,3 8,3 11,3 11,6 9,7 10,0 8,8

5L 9,3 11,3 7,8 11,1 12,1 8,8 10,1 8,0

- -

Variação Mensal        >>> ▲Média mensal da temperatura diária  mínima  x  ▲Carga equiv. patamar leve  <<<        Mês : DEZEMBRO     Resultados dos Modelos de Previsão
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Figura 6.12 – Resultados dos modelos de previsão (dezembro, pat. leve). 

6.2  Patamar Médio 

A comparação dos resultados obtidos pelos modelos neurais, linear e causa-

efeito é apresentada na tabela 6.2.  
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Tabela 6.2 – Erros relativos – mod. linear, neurais e causa-efeito (pat. médio). 
- -

causa-
efeito Var.

Mês [95..03] [00..03] 1M 2M 3M 4M 5M - - [95..03] [95..03] [00..03] BD Corr. Méd. 00 01 02 03

JAN 1,4 1,4 1,1 1,3 1,1 1,2 1,2 0,9 8 1,7 1,6 MÁX 0,844 3,7 3,6 3,5 5,0 2,1

FEV 1,5 2,0 1,8 1,8 1,7 1,8 1,8 1,4 7 1,8 2,4 MÁX 0,718 1,5 -0,4 2,8 -3,8 11,9

MAR 1,4 2,2 1,7 1,7 1,7 1,6 1,6 1,3 9 1,6 2,7 MÁX 0,774 -4,3 -3,7 -2,4 7,8 -9,9
ABR 1,3 1,1 0,8 1,0 1,0 0,9 0,9 - 11 1,4 1,1 MÁX 0,249 - - - - -

MAI 1,2 1,2 0,6 0,5 0,8 0,7 0,7 - 12 1,3 1,4 MÍN 0,619 - - - - -

JUN 1,2 1,9 0,9 0,9 0,8 0,9 0,9 - 10 1,5 2,1 MÍN 0,632 - - - - -

JUL 2,1 2,9 2,5 2,1 2,5 2,1 2,1 1,5 5 2,3 1,5 MÁX 0,804 -1,8 -8,2 -3,3 -9,1 -

AGO 2,1 2,1 2,2 2,1 2,2 2,1 2,1 1,6 4 2,5 2,9 MÁX 0,830 4,6 9,5 -1,1 13,9 -
SET 1,8 2,5 1,9 1,8 1,8 1,9 1,9 0,8 6 2,1 3,0 MÁX 0,900 -0,4 1,5 0,4 -9,8 -

OUT 3,6 4,7 4,1 4,1 4,3 4,3 4,3 1,2 1 4,4 4,5 MÍN 0,971 8,9 15,9 6,9 21,3 -

NOV 2,4 3,7 2,5 2,4 2,3 2,4 2,4 1,3 3 2,9 4,5 MÍN 0,897 4,8 0,4 9,0 1,9 -

DEZ 2,6 2,2 1,9 1,9 2,0 2,0 2,0 2,1 2 3,0 2,6 MÍN 0,759 8,1 5,7 5,9 5,1 -

Geral 1,9 2,3 1,9 1,9 1,9 1,8 1,9 1,3 3,8 4,4
42 meses 34 meses 32 meses 31 meses 27 meses 31 meses

- -

LINEAR MODELO NEURAL (validação [00..03]) Volatilidade

∆C MédioErro Relativo Médio (%) (ex. rac.)

P A T A M A R   M E D I O   –   M O D E L O S

Neural < Linear

Temperatura ∆ Temperatura 

Máx. Corr. Variação Mensal (valid.)

 

Com a análise da tabela 6.2 pode-se concluir que: 

• = A volatilidade das variações mensais de carga equivalente no patamar 

médio é menor do que no patamar leve, repercutindo, de uma forma 

global, na redução do erro esperado dos modelos. Novamente, percebe-se 

que a volatilidade aumenta no intervalo de validação [00..03], fazendo 

com que os erros do modelo linear aumentem nesse período. 

• = Os modelos neurais reduziram o erro relativo médio global em 0,4% 

quando comparado ao resultado esperado do modelo linear (2,3%), no 

intervalo de validação [00..03]. As previsões dos modelos neurais, nesse 

intervalo, só não foram melhores do que as do modelo linear nos meses 

de maio e agosto. 

• = Em janeiro a ( )patamar
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  no patamar médio é 

menor quando comparada ao patamar leve e maior em relação ao 

patamar pesado. O modelo linear mostrou-se com melhor resultado 

apenas no ano de 2001, conforme apresenta a figura 6.13. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. 6,1 10,7 -0,7 2,0 1,4 3,6 3,5 5,0 2,1

∆C Médio - 8,1 3,1 5,5 5,0 3,8 5,6 7,2 4,0

Linear - 4,9 5,6 5,2 5,3 5,5 5,2 5,0 5,5
causa-
efeito 6,4 9,3 3,7 4,5 4,3 5,6 5,3 5,7 4,8

1M 5,2 5,0 4,8 4,9 5,2 5,1 5,4 5,1

2M 5,5 5,1 5,2 4,7 5,0 4,9 5,2 5,4

3M 5,1 5,1 4,8 4,7 5,1 4,8 5,3 4,8

4M 5,2 5,3 4,4 5,2 5,5 4,7 5,3 4,5

5M 5,5 5,4 4,9 5,0 5,5 5,0 5,6 5,1

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : JANEIRO     Resultados dos Modelos de Previsão

▲C Médio

0200 0103

Linear

2

3

4

5

6

7

8

9

-1 0 1 2 3 4 5 6 7 8 9 10 11

▲C Médio

Correl. = 0,843
▲T.Máxima

Jan/02 
- O governo federal permitiu
   a revisão das metas dos 
   consumidores residenciais
   e industriais, adiantando, 
   em parte, a retomada do
  consumo.

Dez/02 
- Reajuste 28,56%.

 
Figura 6.13 – Resultados dos modelos de previsão (janeiro, pat. médio). 
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• = Em fevereiro e março os modelos neurais tiveram desempenho superior 

ao modelo linear no intervalo da validação [00..03]. A 

( )médio
anofev

MínMáx
anofevfev CTcorrelação ,
|

, ,∆∆  é menor neste patamar do que no leve. 

As figuras 6.14 e 6.15 mostram as previsões dos modelos, sendo que em 

março de 2002, após o término do racionamento imposto pelo governo 

(fevereiro/2002), ocorreu uma grande Máx
anomêsT ,∆  (7,8%), provocando um 

grande erro de previsão no período. A correlação apresentada na figura 

6.15 (0,774, vide tabela 3.10) aumenta para 0,932, se for recalculada 

incluíndo as variações do ano 2002. Este incremento na correlação é 

visualizado nos três patamares e cria uma especulação sobre qual fator 

teve influência preponderante na variação mensal da carga em março: o 

clima ou o fim do racionamento. Vale relembrar que, em janeiro do ano 

2002, o governo federal permitiu a revisão das metas dos consumidores 

residenciais e industriais, antecipando, em parte, a retomada do consumo. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. -5,6 -1,7 7,1 0,5 3,1 -0,4 2,8 -3,8 11,9

∆C Médio -0,8 2,8 0,9 1,3 0,5 0,1 2,3 0,0 5,2

Linear 1,6 1,2 1,4 1,4 1,5 1,5 1,3 1,5 0,9
causa-
efeito - 0,2 3,3 1,1 1,9 1,0 1,6 - -

1M 0,9 0,8 1,5 0,9 1,0 1,3 1,0 1,3 1,4

2M 0,9 0,7 1,7 1,0 1,1 1,6 1,1 1,2 1,6

3M 1,2 1,1 1,9 1,4 1,3 1,6 1,4 1,5 1,9

4M 0,8 1,1 1,9 0,9 1,0 1,7 0,9 1,6 1,9

5M 0,8 0,9 1,5 0,9 0,9 1,4 0,9 1,4 1,6

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : FEVEREIRO     Resultados dos Modelos de Previsão

▲C Médio02 00 01

03

Linear

-1

0

1

2

3

4

5

6

-6 -4 -2 0 2 4 6 8 10 12 14

▲C Médio

Correl. = 0,717
▲T.Máxima

 
Figura 6.14 – Resultados dos modelos de previsão (fevereiro, pat. médio). 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. -2,9 -5,4 -11,7 -3,7 -6,4 -3,7 -2,4 7,8 -9,9

∆C Médio -0,6 -1,6 -3,3 -2,4 -2,0 -0,4 -1,6 6,8 -5,5

Linear -2,4 -2,3 -2,0 -2,2 -2,2 -2,4 -2,3 -2,2 -1,7
causa-
efeito -1,3 -2,1 -5,8 -1,2 -2,5 -1,6 -0,7 2,9 -2,8

1M -2,1 -2,1 -2,2 -2,3 -2,1 -1,7 -2,2 -1,6 -2,5

2M -2,0 -2,4 -2,2 -2,3 -2,1 -1,8 -2,5 -1,7 -2,9

3M -1,8 -2,0 -2,0 -2,1 -1,9 -1,5 -2,1 -1,6 -2,3

4M -1,8 -2,0 -1,8 -2,1 -1,9 -1,0 -2,4 -0,9 -2,5

5M -1,9 -2,1 -2,1 -2,1 -2,0 -1,5 -2,4 -1,3 -2,6

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : MARÇO     Resultados dos Modelos de Previsão

▲C Médio

02

00 0103

Linear

-8

-6

-4

-2

0

2

4

6

8

-12 -10 -8 -6 -4 -2 0 2 4 6 8

▲C Médio

Correl. = 0,774

▲T.Máxima Fim do 
racionamento

Correl. = 0,932

 
Figura 6.15 – Resultados dos modelos de previsão (março, pat. médio). 

• = Abril, maio e junho são meses caracterizados pela baixa 

( )patamar
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆ . A figura 6.16 mostra as previsões dos 
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modelos neurais e linear para o mês de abril, onde os primeiros só não 

tiveram melhor desempenho no ano de 2002. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. -6,2 -5,7 0,5 -6,0 -7,3 -2,4 -2,7 -3,4 -3,4

∆C Médio -2,1 -2,6 -1,4 -1,5 -5,1 -2,5 -4,8 -2,6 -4,0

Linear -3,1 -3,0 -3,2 -3,1 -2,7 -3,0 -2,7 -3,0 -2,8
causa-
efeito - - - - - - - - -

1M -2,7 -2,9 -2,2 -3,3 -3,0 -2,6 -3,2 -3,1 -3,2

2M -2,9 -3,0 -2,3 -3,3 -3,1 -2,7 -3,3 -4,0 -3,1

3M -2,6 -2,7 -2,3 -3,1 -2,7 -2,5 -3,0 -3,3 -2,9

4M -2,5 -2,8 -1,7 -3,4 -2,9 -2,0 -3,7 -3,2 -3,6

5M -2,5 -2,7 -1,9 -3,1 -2,8 -2,2 -3,2 -3,3 -3,3

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : ABRIL     Resultados dos Modelos de Previsão

▲C Médio

02

0001

03

Linear

-6

-5

-4

-3

-2

-1

-8 -7 -6 -5 -4 -3 -2 -1 0 1

▲C Médio

Correl. = 0,248
▲T.Máxima

abr/01
mês que antecede ao 

início do racionamento

correlação inferior a 0,7

 
Figura 6.16 – Resultados dos modelos de previsão (abril, pat. médio). 

• = Maio e junho foram meses fortemente influenciados pelo início do 

racionamento imposto pelo governo federal, o que justifica os grandes 

erros de previsão no ano de 2001. As figuras 6.17 e 6.18 destacam as 

previsões nesse período e mostram que, ao considerar o período de 

validação, os modelos neurais forneceram melhores resultados do que o 

linear. 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín. -6,3 -14,3 -11,0 -14,2 -13,9 -12,1 -15,4 -11,2 -14,8

∆C Médio -4,9 -6,3 -3,9 -6,9 -5,1 -6,1 -15,2 -5,6 -8,3

Linear -6,0 -5,8 -6,2 -5,7 -6,0 -5,8 -5,9 -5,9 -5,5
causa-
efeito - - - - - - - - -

1M -5,2 -5,2 -5,0 -5,7 -5,0 -5,1 -6,0 -5,5 -5,7

2M -5,3 -5,4 -5,2 -5,9 -5,1 -5,3 -6,3 -5,7 -5,8

3M -5,1 -5,1 -4,9 -5,6 -5,0 -5,0 -5,8 -5,3 -5,4

4M -5,0 -5,1 -4,6 -5,8 -5,0 -4,9 -6,9 -6,1 -5,9

5M -4,9 -5,0 -4,7 -5,5 -4,9 -4,9 -6,3 -5,6 -5,6

- -

Variação Mensal        >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar médio  <<<        Mês : MAIO     Resultados dos Modelos de Previsão

▲C Médio020001 03

Linear

-16

-14

-12

-10

-8

-6

-4

-2

0

-16 -15 -14 -13 -12 -11 -10 -9 -8 -7 -6

▲C Médio

Correl. = 0,619
▲T.Mínima

Início do racionamento
▲C Médio = -15,2%

correlação inferior a 0,7

 
Figura 6.17 – Resultados dos modelos de previsão (maio, pat. médio). 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín. -13,5 -6,2 -6,7 -14,4 -0,3 -7,3 -5,8 -4,8 0,6

∆C Médio -1,5 -0,4 -1,1 -3,2 -1,1 -0,2 -16,8 -2,6 1,6

Linear -1,0 -1,2 -1,0 -0,8 -1,1 -1,2 -1,1 -0,8 -1,4
causa-
efeito - - - - - - - - -

1M -1,5 -0,7 -0,9 -1,1 -0,7 -0,8 -1,4 -1,4 -1,1

2M -1,9 -1,0 -1,2 -1,5 -1,0 -1,1 -2,2 -1,8 -1,5

3M -1,7 -1,1 -1,2 -1,4 -0,9 -0,9 -1,6 -1,7 -1,1

4M -1,8 -0,7 -1,1 -1,4 -0,8 -1,1 -2,7 -2,2 -1,8

5M -1,7 -0,8 -1,1 -1,4 -0,9 -1,2 -3,1 -1,8 -1,8

- -

Variação Mensal        >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar médio  <<<        Mês : JUNHO     Resultados dos Modelos de Previsão

▲C Médio

0200 01 03

Linear

-4

-3

-2

-1

0

1

2

-15 -13 -11 -9 -7 -5 -3 -1 1

▲C Médio

Correl. = 0,632
▲T.Mínima

Início do racionamento
▲C Médio = -16,8%

correlação inferior a 0,7

 
Figura 6.18 – Resultados dos modelos de previsão (junho, pat. médio). 

• = A partir do mês de julho, a ( )médio
anomês

MínMáx
anomêsmês CTcorrelação ,
|

, ,∆∆  voltou a 

ficar maior do que 0,7. Nesse mês, o modelo neural apresenta melhor 
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desempenho do que o modelo linear no intervalo da validação, como 

mostra a figura 6.19. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 -

∆C Médio 3,3 0,6 1,0 1,2 1,4 -1,6 -1,6 -4,1 -

Linear -0,4 -0,1 -0,1 -0,2 -0,2 0,3 0,2 0,6 -
causa-
efeito 1,2 -2,4 2,6 1,4 1,7 -2,3 -0,3 -1,4 -

1M 0,5 0,4 0,4 0,7 -0,1 0,4 -0,4 -0,2

2M 0,2 0,1 0,1 0,4 -0,3 0,0 -0,7 -0,5

3M 0,5 0,2 0,5 0,4 -0,5 0,5 -0,3 -0,1

4M 0,3 0,4 0,3 0,6 -0,2 0,1 -1,6 -0,8

5M 0,4 0,5 0,4 0,6 0,1 0,3 -2,0 -0,3

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : JULHO     Resultados dos Modelos de Previsão

▲C Médio
02 00 01 03

Linear

-5

-4

-3

-2

-1

0

1

2

3

4

-10 -9 -8 -7 -6 -5 -4 -3 -2 -1 0 1 2 3 4 5

▲C Médio

Correl. = 0,804
▲T.Máxima

 
Figura 6.19– Resultados dos modelos de previsão (julho, pat. médio). 

• = Em agosto os modelos neurais e linear apresentam desempenho 

equivalente, conforme ilustra a figura 6.20. A grande Máx
anomêsT ,∆  em 2002 é 

a responsável pelo aumento da volatilidade das médio
anomêsC ,∆  no intervalo 

[00..03] e pela degradação do desempenho dos modelos. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. 3,1 4,9 -3,3 8,6 0,8 9,5 -1,1 13,9 -

∆C Médio 1,7 0,4 -0,5 4,5 -1,6 1,2 0,2 5,7 -

Linear 1,4 1,6 1,7 1,0 1,9 1,5 1,6 0,8 -
causa-
efeito 0,8 1,8 -1,8 2,5 0,5 3,8 -0,8 3,8 -

1M 0,7 2,0 1,4 1,3 1,4 2,1 1,9 1,4

2M 0,2 1,7 1,2 1,2 1,1 1,8 1,7 1,2

3M 0,2 1,6 1,3 1,2 1,3 1,7 1,8 1,0

4M 0,1 2,1 0,9 1,5 1,4 1,7 1,3 0,8

5M 0,7 2,1 1,3 1,6 1,5 1,9 1,5 1,1

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : AGOSTO     Resultados dos Modelos de Previsão

▲C Médio

02

0001 03

Linear

-2

-1

0

1

2

3

4

5

6

-4 -2 0 2 4 6 8 10 12 14

▲C Médio

Correl. = 0,829
▲T.Máxima

 
Figura 6.20– Resultados dos modelos de previsão (agosto, pat. médio). 

• = A grande Máx
anomêsT ,∆  em 2002 comprometeu o desempenho dos modelos 

neurais e linear em setembro. Vide figura 6.21. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx. -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 -

∆C Médio 0,1 1,7 2,0 0,4 4,3 2,3 3,4 -2,3 -

Linear 1,7 1,5 1,4 1,7 1,1 1,4 1,2 2,0 -
causa-
efeito 0,0 1,8 3,7 1,6 3,3 2,2 1,6 -2,0 -

1M 0,9 2,0 1,8 0,6 2,2 1,7 1,4 0,9

2M 0,5 2,0 1,6 0,1 2,1 1,7 1,3 0,4

3M 0,7 2,0 1,6 0,0 2,0 1,9 1,2 0,7

4M 0,1 2,6 1,3 0,4 2,3 1,8 0,9 0,6

5M 0,6 2,2 1,4 0,6 2,0 1,6 1,2 0,6

- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar médio  <<<        Mês : SETEMBRO     Resultados dos Modelos de Previsão

▲C Médio
02 000103

Linear

-3

-2

-1

0

1

2

3

4

5

-12 -10 -8 -6 -4 -2 0 2 4 6

▲C Médio

Correl. = 0,900
▲T.Máxima

 
Figura 6.21– Resultados dos modelos de previsão (setembro, pat. médio). 
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• = No patamar médio, a ( )médio
anomês

Mín
anomêsmês CTcorrelação ,, ,∆∆  tem o seu mais 

alto valor no mês outubro (0,971). A figura 6.22 destaca os erros de 

previsão que ocorreram em 2000 e 2002, em virtude das grandes 
Mín

anomêsT ,∆ . No período [00..03] os modelos neurais apresentaram melhores 

resultados do que o linear. 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín. 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 -

∆C Médio 0,6 2,5 1,2 -1,4 -2,6 7,0 1,8 10,9 -

Linear 2,8 2,5 2,7 3,1 3,2 1,9 2,6 1,3 -
causa-
efeito 1,8 3,7 2,8 -3,4 -2,9 6,5 1,2 8,6 -

1M 2,5 2,6 2,0 2,0 2,3 2,3 2,7 3,0

2M 2,4 2,6 1,8 1,9 2,1 2,3 2,4 3,0

3M 2,3 2,4 1,9 1,6 1,9 2,0 2,5 2,4

4M 1,9 2,9 1,6 1,5 2,2 2,0 2,5 2,5

5M 1,9 2,6 1,6 1,6 2,1 2,0 2,3 2,3

- -

Variação Mensal        >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar médio  <<<        Mês : OUTUBRO     Resultados dos Modelos de Previsão

▲C Médio

02

0001 03

Linear

-4

-2

0

2

4

6

8

10

12

-2 3 8 13 18 23

▲C Médio

Correl. = 0,971
▲T.Mínima

 
Figura 6.22– Resultados dos modelos de previsão (outubro, pat. médio). 

• = Como apresentado na tabela 6.2, a volatilidade das médio
anomêsC ,∆  em 

novembro cresceu no intervalo de validação para 4,5. Isso ocorreu 

devido à grande dispersão das Mín
anomêsT ,∆  conforme representado na figura 

6.23, onde os modelos neurais apresentaram desempenho superior ao 

modelo linear. 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín. 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 -

∆C Médio 0,4 2,1 4,8 -0,6 1,5 -2,0 6,8 0,6 -

Linear 1,9 1,6 1,3 2,0 1,7 2,2 1,0 1,9 -
causa-
efeito 2,6 1,0 6,0 -0,6 2,7 -1,4 3,9 -0,8 -

1M 1,6 1,5 1,2 1,8 2,3 0,8 2,0 0,8

2M 1,8 1,8 1,4 2,0 2,4 0,4 2,0 0,3

3M 1,5 1,4 1,2 1,7 1,8 0,3 2,0 0,6

4M 1,6 1,8 0,8 1,7 2,5 0,3 2,0 0,7

5M 1,5 1,5 1,0 1,4 2,0 0,2 1,9 0,4

- -

Variação Mensal        >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar médio  <<<        Mês : NOVEMBRO     Resultados dos Modelos de Previsão

▲C Médio
0200

01

03

Linear

-3

-2

-1

0
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2
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4

5

6

7

0 1 2 3 4 5 6 7 8 9 10

▲C Médio

Correl. = 0,897
▲T.Mínima

 
Figura 6.23– Resultados dos modelos de previsão (novembro, pat. médio). 

• = A figura 6.24 mostra a redução, em relação ao período anterior, da 

( )médio
anodez

Mín
anodezdez CTcorrelação ,, ,∆∆  e o desempenho superior dos modelos 

neurais em relação ao linear. 
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- -

95 96 97 98 99 00 01 02 03

▲T.Mín. 6,6 10,6 3,7 13,5 13,5 5,7 5,9 5,1 -

∆C Médio 2,6 5,1 0,5 9,3 6,9 6,4 6,0 1,7 -

Linear 5,1 4,8 5,4 4,2 4,5 4,6 4,6 5,3 -
causa-
efeito 4,2 6,5 3,1 - 8,7 2,8 3,0 3,5 -

1M 4,7 5,0 3,9 5,1 5,4 4,7 4,7 4,5

2M 4,9 4,9 3,5 5,3 5,4 4,9 4,2 4,5

3M 4,8 4,8 3,2 5,0 5,4 4,6 4,3 4,2

4M 4,8 5,1 3,4 5,4 6,1 4,1 4,5 3,5

5M 4,6 4,9 3,5 5,1 5,6 4,1 4,3 3,9

- -

Variação Mensal        >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar médio  <<<        Mês : DEZEMBRO     Resultados dos Modelos de Previsão

▲C Médio02
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Linear
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▲C Médio
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▲T.Mínima

 
Figura 6.24 – Resultados dos modelos de previsão (dezembro, pat. médio). 

6.3  Patamar Pesado 

Através da tabela 6.3 é possível comparar os resultados dos modelos neurais, 

linear e causa-efeito.  

Tabela 6.3 – Erros relativos – mod. linear, neurais e causa-efeito (pat. pesado). 
- -

causa-
efeito Var.

Mês [95..03] [00..03] 1P 2P 3P 4P 5P 6P 7P [95..03] [95..03] [00..03] BD Corr. Méd. 00 01 02 03
- -

JAN 1,3 1,1 1,0 1,1 1,1 1,2 1,1 1,1 1,0 1,3 8 1,5 1,1 MÁX 0,748 3,7 3,6 3,5 5,0 2,1

FEV 0,7 1,0 1,0 0,9 0,8 0,9 1,0 0,9 0,9 - 12 0,8 1,0 MÁX 0,303 - - - - -
MAR 1,2 2,1 1,5 1,4 1,4 1,4 1,5 1,4 1,7 - 5 1,6 2,1 MÁX 0,478 - - - - -

ABR 1,2 1,1 1,0 1,0 1,1 1,1 1,1 1,2 1,1 - 9 1,3 1,0 MÁX 0,161 - - - - -
MAI 0,9 1,0 0,5 0,5 0,7 0,6 0,6 0,5 0,6 - 7 1,5 2,1 MÍN 0,401 - - - - -

JUN 0,9 0,9 0,1 0,2 0,3 0,3 0,3 0,5 0,3 - 11 1,1 1,0 MÁX 0,692 - - - - -
JUL 1,8 2,3 1,7 2,0 1,6 1,7 2,0 1,6 1,8 0,9 3 1,7 0,8 MÁX 0,885 -1,8 -8,2 -3,3 -9,1 -

AGO 1,4 1,5 1,7 1,8 1,8 1,8 1,7 1,5 1,5 0,9 6 1,5 1,7 MÁX 0,866 4,6 9,5 -1,1 13,9 -
SET 1,3 1,8 1,2 1,1 1,2 1,1 1,2 1,2 1,2 1,0 10 1,2 1,4 MÁX 0,720 -0,4 1,5 0,4 -9,8 -

OUT 2,9 3,5 3,0 3,0 3,0 3,1 3,1 3,0 3,2 1,1 1 3,0 2,5 MÍN 0,955 8,9 15,9 6,9 21,3 -
NOV 1,6 2,7 1,6 1,4 1,5 1,6 1,6 1,3 1,5 0,8 4 1,7 2,2 MÍN 0,887 4,8 0,4 9,0 1,9 -

DEZ 1,8 1,4 1,2 1,3 1,3 1,3 1,3 1,2 1,5 1,2 2 2,0 1,5 MÁX 0,749 7,3 7,7 2,4 -1,1 -

Geral 1,4 1,7 1,4 1,4 1,4 1,4 1,4 1,4 1,4 1,0 2,3 2,6
42 meses 28 meses 29 meses 29 meses 26 meses 27 meses 29 meses 31 meses

- -

Temperatura ∆ Temperatura 

Máx. Corr.

Neural < Linear

Volatilidade Variação Mensal (valid.)

P A T A M A R   P E S A D O   –   M O D E L O S

LINEAR MODELO NEURAL (validação [00..03])

Erro Relativo Médio (%) (ex. rac.) ∆C Pesado

 

Analisando-se a tabela 6.3 conclui-se que: 

• = Os modelos neurais melhoraram as previsões em relação ao modelo 

linear no intervalo [95..03], apesar do aumento da volatilidade das 
pesado

anomêsC ,∆ . Com a análise do desempenho a cada mês, conclui-se que os 

modelos neurais apresentaram resultados melhores em fevereiro, março, 

julho, setembro, outubro, novembro e dezembro; equivalentes em 

janeiro, abril e maio e inferiores em junho e agosto. 

• = O fim do racionamento aconteceu em fevereiro de 2002, mas, no início 

do mesmo ano, o governo autorizou mudanças no critério de 
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determinação do limite de consumo por classes. É provável que este seja 

o motivo do aumento exagerado do consumo de energia elétrica neste 

patamar, vide figura 6.25. Se a ( )pesado
anojan

Máx
anojanjan CTcorrelação ,, ,∆∆  fosse 

recalculada desconsiderando-se o período, o valor aumentaria para 0,829. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx 6.1 10.7 -0.7 2.0 1.4 3.6 3.5 5.0 2.1

∆C Pesado - 3.5 -0.4 1.7 0.5 1.2 2.1 4.3 2.4

Linear - 1.7 2.2 1.9 2.1 2.0 1.9 1.6 1.8
causa-
efeito 2.8 7.4 - 1.4 1.4 2.1 1.9 2.1 1.3

1P 1.8 1.5 1.2 1.4 1.8 1.5 1.9 1.7

2P 1.7 1.5 1.1 1.2 1.7 1.5 1.7 1.6

3P 1.7 1.5 1.0 1.5 1.8 1.5 1.8 1.5

4P 1.6 1.5 1.0 1.3 1.7 1.4 1.6 1.4

5P 1.9 1.6 1.2 1.4 1.8 1.5 1.9 1.7

6P 2.0 1.6 1.2 1.4 1.8 1.3 2.0 1.6

7P 2.2 0.9 1.3 0.4 1.2 0.9 2.0 2.0

Variação Mensal >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<< Mês : JANEIRO     Resultados dos Modelos de Previsão

00 020103

-1

0

1

2

3

4

5

-1 1 3 5 7 9 11

▲C Pesado

Correl. = 0,748

▲T.Máxima

Correl. = 0,829

 
Figura 6.25 – Resultados dos modelos de previsão (janeiro, pat. pesado) 

• = Os cinco meses seguintes apresentaram ( )pesado
anomês

Máx
anomêsmês CTcorrelação ,, ,∆∆  

inferior a 0,7. Dois fatores podem justificar a grande pesado
anomêsC ,∆  em 

fevereiro de 2003: a grande Máx
anomêsT ,∆  (11,9%) e a maior média mensal da 

temperatura diária, máxima ( )CT oMáx
fev 3503, = , no período [95..03]. Na 

figura 6.26 estão os valores gerados pelos modelos de previsão. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx -5,6 -1,7 7,1 0,5 3,1 -0,4 2,8 -3,8 11,9

∆C Pesado 1,5 2,3 1,2 2,5 1,7 1,4 2,1 3,1 3,9

Linear 2,3 2,2 2,3 2,2 2,2 2,3 2,2 2,1 2,0
causa-
efeito - - - - - - - - -

1P 1,4 1,4 2,2 1,4 1,6 2,1 1,6 1,9 2,1

2P 1,7 1,6 2,6 1,7 2,0 2,5 2,0 2,2 2,4

3P 1,7 1,7 2,5 1,6 1,8 2,4 1,9 2,3 2,5

4P 1,6 1,7 2,5 1,6 1,8 2,5 1,9 2,3 2,4

5P 1,5 1,5 2,4 1,5 1,7 2,2 1,7 2,0 2,3

6P 1,4 1,3 2,2 1,5 1,5 2,1 1,4 2,1 2,4

7P 2,2 2,2 2,1 2,1 2,1 2,1 2,2 2,2 2,2

Variação Mensal   >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<   Mês : FEVEREIRO     Resultados dos Modelos de Previsão

0002 01

03

1

2

3

4

-6 -4 -2 0 2 4 6 8 10 12

▲C Pesado

Correl. = 0,303

▲T.Máxima
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CT
CT
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fev

oMáx
fev

9,32
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=
=

 
Figura 6.26 – Resultados dos modelos de previsão (fevereiro, pat. pesado). 

• = Ao incluir no cálculo os dados referentes ao fim do racionamento, a 

( )Pesado
anomês

Máx
anomêsmês CTcorrelação ,, ,∆∆  em março cresce de 0,477 para 0,768, 

como mostra a figura 6.27. Esse mesmo comportamento já foi 

comentado quando da análise dos resultados para o patamar médio. O 

desempenho dos modelos neurais no intervalo de validação foi superior 

ao do modelo linear. 
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- -

95 96 97 98 99 00 01 02 03

▲T.Máx -2,9 -5,4 -11,7 -3,7 -6,4 -3,7 -2,4 7,8 -9,9

∆C Pesado 3,7 2,6 3,1 2,3 1,6 4,4 2,4 6,8 -1,0

Linear 2,2 2,4 2,3 2,4 2,5 2,1 2,4 2,4 2,9
causa-
efeito - - - - - - - - -

1P 2,3 2,1 2,2 2,0 2,2 2,8 2,0 3,0 1,6

2P 2,4 2,3 2,6 2,2 2,5 3,0 2,3 3,1 1,9

3P 2,6 2,5 2,6 2,3 2,5 3,2 2,4 3,4 2,0

4P 2,5 2,4 2,6 2,2 2,5 3,1 2,3 3,3 2,0

5P 2,5 2,2 2,4 2,1 2,3 3,0 2,1 3,2 1,8

6P 2,9 2,4 2,2 2,4 2,4 3,1 1,9 3,5 1,4

7P 2,6 2,4 2,5 2,4 2,4 2,7 2,4 2,8 2,4
- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<        Mês : MARÇO     Resultados dos Modelos de Previsão

00

02

0103

-2
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2
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8

-12 -10 -8 -6 -4 -2 0 2 4 6 8
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Figura 6.27 – Resultados dos modelos de previsão (março, pat. pesado). 

• = Em abril os modelos neurais têm desempenho ligeiramente superior ao 

modelo linear (v. figura 6.28), apesar da grande redução no consumo em 

2001 ( )%8,12001, −=∆ pesado
abrC . 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx -6,2 -5,7 0,5 -6,0 -7,3 -2,4 -2,7 -3,4 -3,4

∆C Pesado 1,7 0,8 2,3 1,7 -1,0 0,1 -1,8 1,1 -0,2

Linear 0,4 0,5 0,3 0,4 0,7 0,6 0,8 0,4 0,6
causa-
efeito - - - - - - - - -

1P 0,6 0,3 1,2 -0,1 0,2 0,8 0,0 0,0 0,2

2P 0,6 0,4 1,2 0,0 0,3 0,9 0,1 0,1 0,2

3P 0,9 0,7 1,7 0,1 0,6 1,3 0,3 0,5 0,4

4P 0,8 0,6 1,5 0,0 0,5 1,2 0,3 0,4 0,3

5P 0,8 0,6 1,6 0,1 0,5 1,2 0,2 0,2 0,3

6P 0,8 0,7 1,9 0,3 0,6 1,3 0,0 -0,4 0,3

7P 0,7 0,7 1,3 0,6 0,6 0,9 0,6 0,5 0,5

Variação Mensal   >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<   Mês : ABRIL     Resultados dos Modelos de Previsão

0002
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03
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2

3

-8 -7 -6 -5 -4 -3 -2 -1 0 1
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Figura 6.28 – Resultados dos modelos de previsão (abril, pat. pesado). 

• = As figuras 6.29 e 6.30 mostram que o início do racionamento, em maio e 

junho de 2001, provocou grandes erros de previsão nos modelos neurais 

e linear. 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín -6,3 -14,3 -11,0 -14,2 -13,9 -12,1 -15,4 -11,2 -14,8

∆C Pesado -3,2 -3,0 -2,2 -4,1 -3,0 -3,8 -14,8 -3,5 -5,8

Linear -3,6 -3,7 -3,8 -3,5 -3,7 -3,6 -3,6 -3,6 -3,3
causa-
efeito - - - - - - - - -

1P -3,0 -3,1 -2,7 -3,8 -2,9 -2,9 -4,0 -3,5 -3,7

2P -3,1 -3,1 -2,6 -3,8 -2,9 -2,8 -3,9 -3,5 -3,7

3P -2,8 -2,9 -2,5 -3,7 -2,7 -2,7 -4,1 -3,4 -3,6

4P -2,9 -3,0 -2,5 -3,8 -2,7 -2,7 -4,0 -3,4 -3,6

5P -2,9 -2,9 -2,6 -3,7 -2,8 -2,8 -4,1 -3,5 -3,6

6P -2,8 -2,9 -2,7 -3,3 -2,8 -3,0 -4,2 -3,6 -3,5

7P -3,0 -3,0 -2,9 -3,3 -3,0 -3,0 -3,3 -3,3 -3,3
- -

Variação Mensal        >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar pesado  <<<        Mês : MAIO     Resultados dos Modelos de Previsão

00 02

01 03

-5

-4

-3

-2

-16 -15 -14 -13 -12 -11 -10 -9 -8 -7 -6
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início do racionamento
▲C Pesado = -14,8%

 
Figura 6.29 – Resultados dos modelos de previsão (maio, pat. pesado). 
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- -

95 96 97 98 99 00 01 02 03

▲T.Máx 1,7 -0,7 -0,2 -6,3 -6,6 0,3 1,1 0,4 1,6

∆C Pesado 0,4 0,5 -0,3 -2,5 -0,2 0,2 -16,9 -0,1 2,2

Linear 0,0 0,0 0,1 0,4 0,1 0,0 0,0 0,1 -0,3
causa-
efeito - - - - - - - - -

1P -0,6 0,3 0,2 -0,2 0,3 0,2 -0,4 -0,4 -0,2

2P -0,7 0,2 0,1 -0,4 0,3 0,1 -0,2 -0,6 -0,2

3P -0,9 0,2 0,1 -0,5 0,2 0,0 -0,9 -0,6 -0,4

4P -0,8 0,2 0,1 -0,5 0,3 0,1 -0,8 -0,7 -0,3

5P -0,7 0,2 0,1 -0,3 0,2 0,1 -0,3 -0,6 -0,2

6P -0,6 0,3 -0,1 -0,2 0,0 -0,2 -1,2 -0,7 -0,7

7P -0,2 0,0 0,0 -0,5 0,0 -0,2 -2,1 -0,4 -0,7
- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<        Mês : JUNHO     Resultados dos Modelos de Previsão

00
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3
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Figura 6.30 – Resultados dos modelos de previsão (junho, pat. pesado). 

• = A figura 6.31 destaca os erros de previsão em julho de 2000 e 2002, no 

intervalo de validação, devido às grandes Máx
anomêsT ,∆ . 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx 3,3 -6,9 4,7 2,3 3,2 -8,2 -3,3 -9,1 -

∆C Pesado 3,7 0,8 2,0 2,4 1,9 -1,0 -0,1 -2,1 -

Linear 0,6 1,0 0,8 0,7 0,8 1,2 1,1 1,4 -
causa-
efeito 2,1 -1,0 3,2 2,1 2,5 -0,9 0,6 -0,7 -

1P 1,2 1,2 1,1 1,4 0,7 1,1 0,4 0,4 0,0

2P 1,3 1,3 1,2 1,5 0,7 1,3 0,9 0,5 0,2

3P 1,2 1,2 1,2 1,4 0,6 1,2 0,1 0,3 -0,1

4P 1,2 1,2 1,2 1,4 0,7 1,2 0,4 0,4 0,0

5P 1,3 1,3 1,3 1,5 0,9 1,3 0,8 0,5 0,0

6P 1,0 1,2 1,0 1,3 1,1 0,8 -0,5 0,5 0,1

7P 1,2 1,3 1,2 1,3 1,4 1,1 -0,6 0,6 0,4
- -

Variação Mensal        >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<        Mês : JULHO     Resultados dos Modelos de Previsão
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Figura 6.31 – Resultados dos modelos de previsão (julho, pat. pesado). 

• = A figura 6.32 mostra as previsões do modelo linear com desempenho 

superior ao dos modelos neurais, no mês de agosto. O maior erro de 

previsão aconteceu em 2002 e está associado à grande Máx
anomêsT ,∆  (13,9%) 

e à maior Máx
anoagoT ,  (29,3oC), observadas no período. 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx 3,1 4,9 -3,3 8,6 0,8 9,5 -1,1 13,9 -

∆C Pesado 1,3 1,0 -0,7 2,9 -0,7 0,8 0,3 4,2 -

Linear 1,1 1,1 1,4 0,9 1,4 1,2 1,2 0,7 -
causa-
efeito 0,7 1,3 -0,9 2,0 0,4 2,8 -0,5 2,8 -

1P 0,2 1,6 0,9 0,8 0,8 1,7 1,4 0,9

2P 0,3 1,7 1,1 1,0 1,0 1,9 1,5 0,9

3P 0,1 1,7 1,0 1,0 0,9 1,8 1,5 0,8

4P 0,2 1,7 1,1 1,0 0,9 1,8 1,5 0,8

5P 0,2 1,8 1,0 1,1 1,0 1,8 1,5 1,1

6P 0,4 1,8 0,8 1,3 1,0 1,5 1,1 1,1

7P 0,7 1,4 0,8 1,5 1,2 1,4 1,1 1,0
- -

Variação Mensal   >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<   Mês : AGOSTO     Resultados dos Modelos de Previsão
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Figura 6.32 – Resultados dos modelos de previsão (agosto, pat. pesado). 
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• = Em setembro e outubro de 2002 e em novembro de 2001 as MínMáx
anomêsT |

,∆  

foram grandes e justificam os erros elevados das previsões dos modelos 

nesses períodos (v. figuras 6.33, 6.34 e 6.35). 

- -

95 96 97 98 99 00 01 02 03

▲T.Máx -4,1 0,4 4,1 -0,6 4,9 1,5 0,4 -9,8 -

∆C Pesado -1,6 0,0 -1,1 -0,3 1,6 0,8 1,3 -2,3 -

Linear 0,0 -0,2 -0,1 -0,2 -0,5 -0,3 -0,4 0,1 -
causa-
efeito - 0,0 1,4 -0,2 - 0,1 -0,2 - -

1P -1,2 0,3 0,0 -1,4 0,4 -0,1 -0,4 -1,2

2P -1,0 0,6 0,1 -1,3 0,7 0,3 -0,2 -1,0

3P -1,3 0,5 0,0 -1,4 0,5 0,1 -0,4 -1,1

4P -1,2 0,6 0,0 -1,3 0,6 0,3 -0,3 -1,0

5P -1,3 0,4 -0,1 -1,4 0,4 0,0 -0,4 -1,1

6P -1,0 0,6 -0,1 -1,0 0,3 -0,2 -0,3 -1,2

7P -1,1 0,3 -0,2 -0,7 0,1 -0,2 -0,2 -1,0
- -

Variação Mensal   >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<   Mês : SETEMBRO     Resultados dos Modelos de Previsão
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Figura 6.33 – Resultados dos modelos de previsão (setembro, pat. pesado). 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín 7,4 10,7 9,1 0,0 -0,1 15,9 6,9 21,3 -

∆C Pesado -1,3 0,7 -1,1 -3,2 -4,3 2,6 1,0 6,5 -

Linear 0,3 0,0 0,3 0,6 0,7 -0,2 0,0 -0,8 -
causa-
efeito -0,5 0,9 0,4 -4,2 -3,7 3,5 -1,1 4,7 -

1P -0,1 0,2 -0,6 -0,7 -0,2 -0,2 0,2 0,6

2P -0,2 0,3 -0,5 -0,8 -0,2 -0,1 0,1 0,5

3P -0,3 0,1 -0,7 -1,0 -0,2 -0,2 0,1 0,5

4P -0,3 0,2 -0,6 -1,0 -0,1 -0,1 0,1 0,4

5P -0,3 0,2 -0,7 -0,9 -0,2 -0,2 0,0 0,4

6P -0,2 0,5 -0,7 -0,4 -0,1 -0,1 0,1 0,5

7P -0,3 0,6 -0,4 -0,6 -0,1 -0,2 0,1 -0,1
- -

Variação Mensal   >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar pesado  <<<   Mês : OUTUBRO     Resultados dos Modelos de Previsão
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Figura 6.34 – Resultados dos modelos de previsão (outubro, pat. pesado). 

- -

95 96 97 98 99 00 01 02 03

▲T.Mín 5,6 4,0 9,8 1,7 5,8 0,4 9,0 1,9 -

∆C Pesado -1,7 -0,9 0,1 -2,6 -0,3 -3,3 2,4 -2,5 -

Linear -1,0 -1,1 -1,3 -0,9 -1,2 -0,8 -1,6 -0,9 -
causa-
efeito -0,6 -1,6 2,2 -2,6 -0,7 -3,1 0,1 -2,5 -

1P -1,2 -1,2 -1,7 -1,1 -0,3 -2,1 -0,8 -2,1

2P -1,3 -1,1 -1,7 -1,2 -0,4 -2,2 -0,8 -2,5

3P -1,4 -1,2 -1,9 -1,3 -0,5 -2,3 -0,8 -2,1

4P -1,4 -1,1 -1,9 -1,3 -0,5 -2,2 -0,8 -2,0

5P -1,3 -1,3 -1,9 -1,3 -0,5 -2,2 -0,9 -2,1

6P -0,9 -1,3 -1,6 -1,1 -0,3 -2,4 -0,7 -2,4

7P -0,9 -1,3 -1,5 -1,1 -0,6 -2,4 -0,9 -2,3
- -

Variação Mensal   >>> ▲Média mensal da temperatura  mínima  x  ▲Carga equiv. patamar pesado  <<<   Mês : NOVEMBRO     Resultados dos Modelos de Previsão
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Figura 6.35 – Resultados dos modelos de previsão (novembro, pat. pesado). 

• = Em dezembro os modelos neurais apresentaram resultados melhores 

apenas no ano de 2002 e ligeiramente inferiores nos outros períodos, 

quando comparados ao modelo linear. Vide figura 6.36. 
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- -

95 96 97 98 99 00 01 02 03

▲T.Máx 2,2 13,2 6,9 16,5 10,2 7,7 2,4 -1,1 -

∆C Pesado 0,8 2,5 -0,5 6,1 2,8 3,1 2,6 -0,2 -

Linear 2,3 2,1 2,5 1,6 2,1 2,0 2,1 2,5 -
causa-
efeito 0,8 4,2 2,4 - 3,0 2,2 0,4 0,0 -

1P 2,0 2,3 1,0 2,5 2,8 1,9 2,0 1,7

2P 1,9 2,1 0,8 2,4 2,8 1,6 1,7 1,5

3P 1,8 2,1 0,7 2,3 2,8 1,5 1,8 1,3

4P 1,8 2,0 0,6 2,3 2,8 1,5 1,7 1,3

5P 1,8 2,1 0,8 2,4 2,8 1,6 1,6 1,3

6P 1,8 2,4 0,9 2,5 2,8 1,8 1,7 1,2

7P 1,8 2,6 0,9 2,8 2,7 1,7 1,2 1,6
- -

Variação Mensal   >>> ▲Média mensal da temperatura  máxima  x  ▲Carga equiv. patamar pesado  <<<   Mês : DEZEMBRO     Resultados dos Modelos de Previsão
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Figura 6.36 – Resultados dos modelos de previsão (dezembro, pat. pesado). 
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CAPÍTULO 7  
CONCLUSÃO 

Com a crescente competição imposta ao setor elétrico em razão das 

privatizações e do grande avanço tecnológico, que possibilita o armazenamento de 

grande quantidade de informações, é vital, para o futuro das empresas, investir na 

formação de banco de dados e em ferramentas de análise. Algumas sugestões: 

• = registrar o consumo de energia elétrica por sub-regiões, facilitando, com 

isto, uma melhor análise da influência da temperatura sobre o consumo; 

• = registrar informações meteorológicas por sub-regiões; 

• = criar um banco de dados com informações diárias sobre fatos relevantes 

que influenciam o consumo de energia elétrica; 

• = armazenar informações relativas às quatro categorias de consumidores: 

industrial, comercial, residencial e outros (iluminação pública, 

repartições governamentais); 

• = formar um banco de dados com informações dos preços do MWh, 

atualmente disponibilizados semanalmente pelo MAE, para auxiliar a 

operação de compra e venda de energia no mercado spot. 

Deve-se ressaltar que, recentemente, os programas de banco de dados comerciais 

como ORACLE 9i, SQL SERVER 2000, entre outros, têm oferecido facilidades de data 

mining, tentando motivar o usuário a permanecer nestes próprios ambientes. Muito 

embora as interfaces ainda não sejam totalmente desenvolvidas, com pequeno esforço 

pode-se implementar as facilidades específicas de cada negócio. Prevê-se, assim, a curto 

prazo, a construção de ambientes particulares de mineração de dados a um custo muito 

baixo. 

No presente trabalho, devido às características da aplicação (quantidade de 

dados em questão), todas as informações e aplicativos necessários para análise foram 

mantidos no ambiente MSN EXCEL. Outra característica que concorreu para a escolha 
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deste ambiente é a utilização de Add Ins, softwares complementares que podem ser 

incorporados ao programa. Além disso, o produto desenvolvido, que está sendo 

atualmente utilizado pela empresa CERJ, é mantido neste ambiente com interface 

amigável para o usuário. 

Pelo observado e de acordo com a opinião dos usuários, o produto, cujos 

resultados foram descritos neste trabalho, atendeu plenamente aos seus requisitos. Deve-

se ressaltar o grande esforço despendido nas etapas de análise e de preparação dos dados 

que foram incorporados no produto final.  

A utilização contínua do modelo de predição pelos usuários durante muitos 

meses é, na realidade, o teste definitivo de validação que garantiu o sucesso da longa 

atividade de mineração de dados. 

Os modelos de redes neurais utilizados forneceram resultados satisfatórios e, 

como comentado em ROITMAN [37], apresentam desempenho superior aos modelos 

estatísticos. Estes, por sua vez, fornecem soluções precisas, principalmente nos casos 

em que não há combinação de muitas séries históricas. 

As redes neurais sofrem dois tipos de resistência. A primeira está relacionada à 

interpretação dos modelos criados, pois o conhecimento adquirido fica distribuído nos 

múltiplos parâmetros (pesos sinápticos) de sua estrutura, e a segunda é referente à 

escolha da arquitetura de rede ideal. 

A otimização da arquitetura de redes tem sido obtida com sucesso através dos 

algoritmos genéticos. A interpretação do conhecimento dos modelos neurais gerados 

tem sido feita a partir da extração de regras, que permite expressar esse conhecimento 

usando uma linguagem mais explícita e de fácil compreensão. Com este objetivo, os 

softwares comerciais geram códigos de programas representando os modelos neurais, 

que podem ser acoplados em outros programas para serem analisados. 

Durante o desenvolvimento dos modelos neurais alguns detalhes mereceram 

atenção: 

• = as redes com atraso no tempo (TDNN) foram as que apresentaram 

melhor resultado ao final do processo de otimização, dirigido pelo 

algoritmo genético e, após testes com redes com mais de uma camada 
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escondida, só uma se mostrou necessária, com número máximo de 

neurônios inferior a 32; 

• = os processos de otimização que apresentaram a melhor capacidade de 

generalização usaram os últimos 12 meses (janeiro a dezembro de 1999) 

como intervalo de teste; 

• = a função de adequabilidade usada pelo algoritmo genético, que 

apresentou o melhor desempenho, foi a que combinou a acurácia das 

previsões medida pelo Erro Absoluto Médio com uma medida de 

influência dos números de neurônios nas camadas de entrada e 

escondida; 

• = o intervalo selecionado para validar os resultados dos modelos neurais 

apresentou uma volatilidade das variações mensais de carga equivalente 

por patamar mais elevada do que no intervalo de treinamento. 

Nos meses em que é grande o espectro das possíveis variações mensais das 

médias mensais das temperaturas diárias, máximas e mínimas ( )MínMáx
anomêsT |

,∆ , e estas são 

apresentam correlação elevada com as variações mensais de carga equivalente por 

patamar ( )patamar
anomêsC ,∆ , conseguir um modelo de previsão preciso para estas ( )patamar

anomêsC ,∆  

equivale a encontrar um modelo igualmente preciso para aquelas ( )MínMáx
anomêsT |

,∆ . Modelos 

climáticos de previsão trabalham com horizonte diário de previsão e, quando muito, 

semanal. Os boletins meteorológicos mensais fazem estimativas em relação à 

possibilidade de chuvas e comportamento médio, sem muita precisão. Mesmo com 

esses fatores, para os meses em questão, os modelos neurais tiveram desempenho 

superior ao modelo linear.  

Cada modelo neural encontrado pode ser interpretado como um especialista na 

previsão do consumo de energia elétrica para um mês à frente. O conhecimento de cada 

modelo, capturado durante a fase de treinamento das redes, é diferente e está 

representado nas suas respectivas arquiteturas. Como os modelos para cada patamar 

apresentam um erro absoluto médio equivalente, a combinação de suas previsões gera 

uma previsão média superior à realizada por qualquer modelo individualmente e tem 

sido adotada com sucesso pela CERJ.  
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Cabe destacar que as dependências entre as variáveis encontradas pelos modelos 

de previsão podem ser alteradas ao longo do tempo, o que exige que sejam aferidos 

continuamente.  

O entendimento do conteúdo do conhecimento escondido nos modelos poderia 

ser mais bem analisado se um processo de extração de regras de redes neurais fosse 

agregado à metodologia, conforme propôs HRUSCHKA [39]. 

Considerando as necessidades do mercado de curto prazo, modelos com 

horizonte semanal se tornam necessários. Com esse intuito, o algoritmo neurogenético 

utilizado poderia envolver outras redes neurais – redes RBF, por exemplo – como 

proposto por BARRETO [40]. Trabalhos futuros objetivando o aprimoramento dos 

modelos de previsão podem ser feitos, utilizando lógica fuzzy e modelos neuro-fuzzy.  
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ANEXO I 

A MEMÓRIA DA ELETRICIDADE (ELETROBRÁS) 

Fonte: http://www.memoria.eletrobras.gov.br  
 
PRIMÓRDIOS   (1879-1899) 

1879 –  D. Pedro II concedeu a Thomas Alva Edison o privilégio de introduzir 

no país aparelhos e processos de sua invenção destinados à utilização 

da eletricidade na iluminação pública.  

Foi inaugurada, na Estação Central da Estrada de Ferro D. Pedro II, 

atual Estrada de Ferro Central do Brasil, a primeira instalação de 

iluminação elétrica permanente. 

1881 –  A Diretoria Geral dos Telégrafos instalou, na cidade do Rio de Janeiro, 

a primeira iluminação externa pública do país em trecho da atual Praça 

da República. 

1883 –  Entrou em operação a primeira usina hidrelétrica no país, localizada no 

Ribeirão do Inferno, afluente do rio Jequitinhonha, na cidade de 

Diamantina  

D. Pedro II inaugurou na cidade de Campos, o primeiro serviço público 

municipal de iluminação elétrica do Brasil e da América do Sul. 

1889 –  Entrou em operação a primeira hidrelétrica de maior porte do Brasil, 

Marmelos-Zero da Companhia Mineira de Eletricidade, pertencente ao 

industrial Bernardo Mascarenhas. 

1892 –  Inaugurada, no Rio de Janeiro, pela Companhia Ferro-Carril do Jardim 

Botânico, a primeira linha de bondes elétricos instalada em caráter 

permanente do país. 

1899 –  Criada em Toronto (Canadá) a São Paulo Railway, Light and Power 

EmpresaCliente Ltd - SP RAILWAY. 

http://www.memoria.eletrobras.gov.br/
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IMPLANTAÇÃO   (1903-1927)  

1903 –  Aprovado pelo Congresso Nacional, o primeiro texto de lei 

disciplinando o uso de energia elétrica no país. 

1904 –  Criada em Toronto (Canadá) a Rio de Janeiro Tramway, Light and 

Power EmpresaCliente - RJ TRAMWAY. 

1908 –  Entrou em operação a Usina Hidrelétrica Fontes Velha, na época a 

maior usina do Brasil e uma das maiores do mundo. 

1912 –  Criada em Toronto (Canadá), a Brazilian Traction, Light and Power 

EmpresaCliente Ltd que unificou as empresas do Grupo Light. 

1913 –  Entrou em operação a Usina Hidrelétrica Delmiro Gouveia, primeira 

do Nordeste, construída para aproveitar o potencial da Cachoeira de 

Paulo Afonso no rio São Francisco. 

1927 –  A American and Foreign Power EmpresaCliente – AMFORP iniciou 

suas atividades no país adquirindo o controle de dezenas de 

concessionárias que atuavam no interior de São Paulo. 

REGULAMENTAÇÃO  (1934-1945)  

1934 –  Promulgado pelo Presidente Getúlio Vargas o Código de Águas, 

assegurando ao poder público a possibilidade de controlar 

rigorosamente as concessionárias de energia elétrica. 

1937 –  O presidente Getúlio Vargas inaugurou no Rio de Janeiro o primeiro 

trecho eletrificado da Estrada de Ferro Central do Brasil.. 

1939 –  O presidente Getúlio Vargas criou o Conselho Nacional de Águas e 

Energia – CNAE para sanear os problemas de suprimento, 

regulamentação e tarifa referentes à indústria de energia elétrica do 

país. 
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1940 –  Regulamentada a situação das usinas termelétricas do país, mediante 

sua integração às disposições do Código de Águas. 

1941 –  Regulamentado o "custo histórico"para efeito do cálculo das tarifas de 

energia elétrica, fixando a taxa de remuneração dos investidores em 

10%. 

1945 –  Criada, em Recife, a primeira empresa de eletricidade de âmbito 

federal, a Companhia Hidro Elétrica do São Francisco – CHESF. 

EXPANSÃO   (1952-1961)  

1952 –  Criado o Banco Nacional de Desenvolvimento Econômico – BNDE 

para atuar nas áreas de energia e transporte. 

1954 –  Entrou em operação a primeira grande hidrelétrica construída no rio 

São Francisco, a Usina Hidrelétrica Paulo Afonso I, pertencente à 

Chesf. 

Entrou em operação a Usina Termelétrica Piratininga, a óleo 

combustível, primeira termelétrica de grande porte do Brasil 

1956 –  Foi criada para administrar o programa energético do estado do 

Espírito Santo, a Escelsa, empresa posteriormente federalizada e que 

passou a fazer parte do Grupo Eletrobrás. 

1957 –  Criada a Central Elétrica de Furnas S.A., com o objetivo expresso de 

aproveitar o potencial hidrelétrico do rio Grande para solucionar a crise 

de energia na Região Sudeste. 

1960 –  Como desdobramento da política desenvolvimentista do Presidente 

Juscelino Kubitschek, conhecida como Plano de Metas, foi criado o 

Ministério das Minas e Energia – MME. 
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1961 –  Durante a presidência de Jânio Quadros foi criada a Eletrobrás, 

constituída em 1962 pelo Presidente João Goulart para coordenar o 

setor de energia elétrica brasileiro. 

COSOLIDAÇÃO   (1962-1973)  

1962 –  O Banco Mundial formou o Consórcio Canambra com o objetivo de 

desenvolver amplo estudo dos potenciais hidrelétricos e do mercado de 

energia elétrica na Região Sudeste.. 

1963 – Entrou em operação a Usina Hidrelétrica de Furnas, maior usina do 

Brasil na época de sua construção 

1965 –  Criado o Departamento Nacional de Águas e Energia, encarregado da 

regulamentação dos serviços de energia elétrica no país.  

Entrou em operação a Usina Termelétrica Jorge Lacerda I, que 

atualmente faz parte do maior complexo termelétrico a carvão vapor do 

Brasil 

1968 –  Criada a Centrais Elétricas do Sul do Brasil S.A. – ELETROSUL na 

qualidade de empresa subsidiária da Eletrobrás.   

Entrou em operação a maior termelétrica do país, a Usina Termelétrica 

Santa Cruz, de Furnas - Centrais Elétricas S.A.   

Para supervisionar os estudos hidroenergéticos relacionados à Região 

Amazônica, foi criado o Comitê Coordenador de Estudos Energéticos 

da Amazônia - ENERAM. 

1969 –  Entrou em operação a Usina Hidrelétrica Funil, única com barragem de 

porte em arco de dupla curvatura no Brasil.   

Com o objetivo de diminuir os problemas operativos e aperfeiçoar o 

processo de interação das empresas do setor, foi criado o Comitê 

Coordenador de Operação Interligada – CCOI. . 

1973 –  Como conseqüência do tratado firmado entre Brasil e Paraguai, 

regulando a construção e operação de hidrelétricas no rio Paraná, foi 
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criada a Itaipu Binacional – ITAIPU.   

Como resultado dos estudos do ENERAM, foi criada a Centrais 

Elétricas do Norte do Brasil S.A - ELETRONORTE.   

Criada a Empresas Nucleares Brasileiras S.A. – NUCLEBRÁS, 

sociedade de economia mista para executar a política nuclear do país.  

Criado o Centro de Pesquisas de Energia Elétrica – CEPEL para 

desenvolver tecnologia em equipamentos e em sistemas elétricos . 

ESTATIZAÇÃO   (1962-1973)  

1975 –  Criados o Comitê de Distribuição da Região Sul-Sudeste – CODI e o 

Comitê Coordenador de Operação do Norte/Nordeste – CCON.. 

1979 –  Depois de oitenta anos sob o controle estrangeiro, foi nacionalizada a 

Light Serviços de Eletricidade S.A.   

Entrou em operação a Usina Hidrelétrica Sobradinho, realizando o 

aproveitamento múltiplo do maior reservatório do país que regulariza a 

vazão do rio São Francisco.   

Foi autorizada pelo DNAEE a instalação do Sistema Nacional de 

Supervisão e Coordenação de Operação – SINSC . 

1982 –  O Ministério das Minas e Energia criou o Grupo Coordenador de 

Planejamento dos Sistemas Elétricos – GCPS. 

1984 –  Entrou em operação a Usina Hidrelétrica Tucuruí, da Eletronorte, 

primeira hidrelétrica de grande porte construída na Amazônia.  

Concluída a primeira parte do sistema de transmissão Norte-Nordeste, 

permitindo a transferência de energia da bacia amazônica para a região 

Nordeste. Entrou em operação a Usina Hidrelétrica Itaipu, maior 

hidrelétrica do mundo com 12.600 MW de capacidade instalada . 

1985 –  Constituído o Programa Nacional de Conservação de Energia Elétrica - 

PROCEL, com o objetivo de incentivar a racionalização do uso da 

energia elétrica.   
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Entrou em operação a Usina Termonuclear Angra I, primeira usina 

nuclear do Brasil. 

1986 –  Entrou em operação o sistema de transmissão Sul-Sudeste, o mais 

extenso da América do Sul, transportando energia elétrica da Usina 

Hidrelétrica Itaipu até a região Sudeste. 

PRIVATIZAÇÃO   (1988-1999)  

1988 –  Criada a Revisão Institucional de Energia Elétrica – REVISE, embrião 

das alterações promovidas no setor de energia elétrica durante a década 

de 1990.  

Criado o Comitê Coordenador das Atividades do Meio Ambiente do 

Setor Elétrico – COMASE. 

1990 –  O Presidente Fernando Collor de Mello sancionou a Lei n.º 8.031 

criando o Programa Nacional de Desestatização - PND.   

Criado o Grupo Tecnológico Operacional da Região Norte – GTON, 

órgão responsável pelo apoio às atividades dos Sistemas Isolados da 

Região Norte e regiões vizinhas.   

Criado o Sistema Nacional de Transmissão de Energia Elétrica – 

SINTREL para viabilizar a competição na geração, distribuição e 

comercialização de energia. 

1995 –  As empresas controladas pela Eletrobrás foram incluídas no Programa 

Nacional de Desestatização que orientava a privatização dos segmentos 

de geração e distribuição.   

Realizado o leilão de privatização da Escelsa, inaugurando nova fase 

do setor de energia elétrica brasileiro em consonância com a política de 

privatização do Governo Federal. 

1997 –  A operação da Usina Hidrelétrica Itaipu atingiu 88.560 GWh, 

estabelecendo novo record mundial de produção de energia elétrica em 

uma só central hidráulica.  
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Criada a Eletrobrás Termonuclear S.A. – ELETRONUCLEAR, 

empresa que passou a ser a responsável pelos projetos das usinas 

termonucleares brasileiras.   

Constituído o novo órgão regulador do setor de energia elétrica sob a 

denominação de Agência Nacional de Energia Elétrica – ANEEL. 

1998 –  O Mercado Atacadista de Energia Elétrica – MAE foi regulamentado, 

consolidando a distinção entre as atividades de geração, transmissão, 

distribuição e comercialização de energia elétrica.   

Foram estabelecidas as regras de organização do Operador Nacional do 

Sistema Elétrico – ONS, para substituir o Grupo Coordenador para 

Operação Interligada – GCOI. . 

1999 –  A primeira etapa da Interligação Norte-Sul entrou em operação, 

representando um passo fundamental para a integração elétrica do país. 

ATUAL    (2000-...) 

2000 –  O presidente Fernando Henrique Cardoso lançou o Programa 

Prioritário de Termelétricas visando a implantação no país de diversas 

usinas a gás natural.   

Entrou em operação a Usina TermonuclearAngra II, marcando a 

retomada da política nuclear do país.  
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ANEXO II 

CONHEÇA O MERCADO 

Fonte: http://www.mae.org.br 

 

HISTÓRICO 

A Reestruturação do Setor Elétrico Brasileiro 

Para a compreensão do que está acontecendo hoje no Setor de Energia Elétrica 

Brasileiro, é preciso retroceder um pouco na história e fazer um breve retrato deste 

Mercado que começou a se reestruturar a partir de 1993, mas que somente dois anos 

mais tarde, com a aprovação da lei que trata da concessão dos serviços públicos, obteve 

as condições necessárias para se organizar de forma competitiva. 

Os anos 90 reuniram todos os fatores que poderiam contribuir para o 

agravamento de uma crise no Setor Elétrico: o esgotamento da capacidade de geração 

de energia elétrica das hidrelétricas existentes, o aquecimento da economia provocado 

pelo Plano Real, a necessidade de novos investimentos e a escassez de recursos do 

Governo para atender a esta necessidade diante de outras prioridades. 

Fazia-se necessário, portanto, encontrar alternativas que viabilizassem uma 

reforma e expansão do setor, com capitais privados e a entrada de novos Agentes, onde 

o governo assumisse o papel de agente orientador e fiscalizador dos serviços de energia 

elétrica. 

Em 1996, através do Projeto RE-SEB (Projeto de Reestruturação do Setor 

Elétrico Brasileiro), iniciou-se a fase de concepção do novo modelo, sob a coordenação 

da Secretaria Nacional de Energia do Ministério de Minas e Energia, chegando-se à 

conclusão de que era preciso criar uma Agência Reguladora (ANEEL – Agência 

Nacional de Energia Elétrica), um operador para o sistema (ONS – Operador Nacional 

http://www.mae.org.br/
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do Sistema Elétrico) e um ambiente (MAE – Mercado Atacadista de Energia Elétrica), 

através de uma operadora (ASMAE – Administradora de Serviços do Mercado 

Atacadista de Energia Elétrica), onde fossem transacionadas as compras e vendas de 

energia elétrica. O Projeto RE-SEB foi concluído em agosto de 1998, com toda a 

concepção do novo arcabouço setorial definida. 

O Setor Elétrico Hoje - Quadro Comparativo 

Modelo Antigo Modelo Novo 

Financiamento através de recursos públicos Financiamento através de recursos públicos 
(BNDES) e privados 

Empresas estatais verticalizadas
Concessionárias divididas por atividade: 
geração, transmissão, distribuição e 
comercialização. 

Maioria de empresas estatais. Abertura para empresas privadas 

Monopólios com competição inexistente Competição na geração e comercialização 

Consumidores cativos Consumidores Livres e Cativos 

Tarifas reguladas. Preços livremente negociados na Geração e 
Comercialização. 

Em 2001 o Brasil enfrentou uma crise no abastecimento de energia levando o 

país a uma situação de racionamento. 

Com a necessidade de rápidas providências para enfrentar a escassez de energia , 

o Governo Federal criou a Câmara de Gestão da Crise de Energia Elétrica. 

Esta Câmara teve como objetivo propor e implementar medidas de natureza 

emergencial, decorrentes da situação hidrológica crítica para compatibilizar a demanda 

e a oferta de energia elétrica, de forma a evitar interrupções intempestivas ou 

imprevistas do suprimento de energia elétrica. Mediante um processo de aprimoramento 

do novo modelo do Setor Elétrico Brasileiro, a Câmara de Gestão da Crise de Energia 

Elétrica GCE, através da Resolução nº 18, de 22 de junho de 2001, criou o Comitê de 

Revitalização do Modelo do Setor Elétrico com a missão de encaminhar propostas para 

corrigir as disfunções correntes e propor aperfeiçoamentos para o referido modelo. 

A instalação do Comitê ocorreu em 27 de junho 2001. Na ocasião ficou 

acordado que os trabalhos desenvolvidos pelo Comitê deveriam pautar-se na busca de 

soluções que preservassem os pilares básicos de funcionamento do modelo do setor, a 

saber, competição nos segmentos de geração e comercialização de energia elétrica, 

expansão dos investimentos necessários com base em aportes do setor privado e 

regulação dos segmentos que são monopólios naturais – transmissão e distribuição de 
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energia elétrica – para garantir a qualidade dos serviços e o suprimento de energia 

elétrica de forma compatível com as necessidades de desenvolvimento do país. 

A Nova Estrutura 

A reforma do Setor provocou o surgimento de novas funções e modificou o 

conteúdo e a forma de outras atividades. O que tornou necessária a criação de novas 

entidades com papéis bem definidos:  

ANEEL 

A mudança de papel do Estado no Mercado de Energia, deixando de ser 

fundamentalmente executor para se tornar basicamente regulador, exigiu a criação de 

um órgão altamente capacitado para normatizar e fiscalizar as atividades do Setor 

Elétrico. 

Assim, foi criada a ANEEL – , autarquia vinculada ao Ministério das Minas e 

Energia, que tem por finalidade regular e fiscalizar a produção, transmissão, distribuição 

e comercialização de energia elétrica, zelando pela qualidade dos serviços prestados, 

pela universalidade de atendimento aos consumidores e pelo estabelecimento das tarifas 

para os consumidores finais, preservando, sempre, a viabilidade econômica e financeira 

dos Agentes e da indústria para compatibilizar interesses. 

ONS 

O ONS foi criado para operar, supervisionar e controlar a geração e transmissão 

de energia elétrica no Brasil, com o objetivo de otimizar custos e garantir a 

confiabilidade do Sistema, definindo ainda as condições de acesso à malha de 

transmissão em alta-tensão do país. 

MAE 

Foi também instituído o Mercado Atacadista de Energia Elétrica - MAE, 

ambiente virtual (sem personalidade jurídica), auto-regulado – instituído através da 

assinatura de um contrato de adesão multilateral, o Acordo de Mercado, para ser o 
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ambiente onde se processam a contabilização e a liquidação centralizada no mercado de 

curto prazo. 

A ASMAE era administradora de Serviços do Mercado Atacadista de Energia 

Elétrica, uma sociedade civil de direito privado, braço operacional do MAE, empresa 

autorizada da ANEEL. 

O MAE da forma como estava constituído, apresentava conflitos de interesses, 

resultando em paralisia do Mercado e falta de credibilidade. Além disso não estava 

desempenhando as atribuições esperadas, comprometendo, assim a expansão da oferta 

de energia elétrica. 

Desta forma o Comitê de Revitalização do Modelo do Setor Elétrico Brasileiro, 

dentre as 18 medidas elaboradas, propôs a reestruturação do MAE através do seu 

Relatório de Progresso Nº1. Assim, com a publicação da Lei n° 10.433, de 24 de abril 

de 2002, foi autorizada a criação do MAE como pessoa jurídica de direito privado, 

submetido à regulamentação por parte da ANEEL. 

Assim, com a publicação da Lei n° 10.433, de 24 de abril de 2002, foi autorizada 

a criação do MAE como pessoa jurídica de direito privado, submetido à regulamentação 

por parte da ANEEL. 

FUNCIONAMENTO DO MERCADO  

É no Mercado Atacadista de Energia Elétrica – MAE que ocorre o 

processamento da contabilização da Energia Elétrica produzida e consumida no Brasil. 

Um mercado que conta com cerca de 500 milhões de MWh por ano.  

Basicamente, a contabilização do MAE leva em consideração toda a energia 

contratada por parte dos Agentes e toda a energia efetivamente verificada (consumida 

ou gerada).  

Desta forma, pode-se dizer que a contabilização do MAE é baseada nas 

diferenças:  
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As empresas geradoras, distribuidoras e comercializadoras de energia elétrica 

registram no MAE os montantes de energia contratada, assim como os dados de 

medição, para que desta forma se possa determinar quais as diferenças entre o que foi 

produzido ou consumido e o que foi contratado. Essa diferença é liquidada no MAE, ao 

Preço MAE, para cada submercado (Norte, Sul, Sudeste e Nordeste) e para cada 

patamar (Leve, Médio e Pesado), mensalmente. É o chamado mercado de curto prazo ou 

"spot". 

O MAE é regido por um conjunto de Regras comerciais, complementares e 

integrantes à Convenção do MAE, que devem ser cumpridas por todos os Agentes do 

MAE.  

As Regras do MAE são fruto de um processo Setorial, elas foram desenvolvidas 

durante o período em que o mercado era auto regulado, desta forma os Agentes 

participaram ativamente no processo de elaboração das mesmas, acordando formato e 

conteúdo. 

As Regras do MAE foram divididas em 12 capítulos segue abaixo uma breve 

conceituação dos principais capítulos. A descrição detalhada das Regras de Mercado 

pode ser acessada na seção Regras e Procedimentos neste site. 

As Regras do MAE foram homologadas pela ANEEL através da Resolução Nº 

290 de 03/08/2000.  

• = Preço – Cap. 3  

• =  Agregação dos Dados de Medição – Cap. 4  

• =  Encargos de Serviços do Sistema – Cap. 6  
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• =  MRE - Mecanismo de Realocação de Energia – Cap 7  

• =  Excedente Financeiro – Cap. 8  

• =  Contabilização – Cap.9  

• =  Modulação – Capítulo 12 

Preço - Cap. 3 

O que é Preço MAE?  

O preço MAE é o preço utilizado para valorar a compra e venda de energia no 

mercado de curto prazo, cujos créditos e débitos decorrentes serão liquidados entre os 

Agentes de forma centralizada pelo MAE. 

Como o Preço MAE é calculado? 

A formação do preço da energia negociada no MAE (Preço do MAE) se faz pela 

inter-relação dos dados utilizados pelo ONS para otimização da operação do Sistema e 

os dados informados pelos Agentes. Os referidos dados são então processados através 

de modelos de otimização para obtenção do custo marginal de operação (CMO). São 

utilizados praticamente os mesmos modelos adotados pelo ONS para determinação da 

programação e despacho de geração do sistema, com as adaptações necessárias para 

refletir as condições de formação de preços no MAE. A responsabilidade pelo cálculo 

dos preços é do MAE. 

O preço do MAE será determinado para cada um dos submercados, estes 

caracterizados como regiões geoelétricas que não apresentam significativas restrições de 

transmissão, fazendo com que o preço seja único dentro de cada uma dessas regiões.  

Como é o funcionamento do modelo? 

O modelo computacional utilizado hoje para determinação do Preço MAE é o 

Newave, um software desenvolvido pelo Cepel especialmente para a realidade do 

mercado energético brasileiro. 
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O NEWAVE é um modelo de otimização para o planejamento de médio prazo 

(até 5 anos), com discretização mensal e representação a sistemas equivalentes. Seu 

objetivo é determinar a estratégia de geração hidráulica e térmica em cada estágio, que 

minimiza o valor esperado do custo de operação para todo o período de planejamento. 

Um dos principais resultados desse modelo são as funções de custo futuro, que 

traduzem para os modelos de outras etapas (de mais curto prazo) o impacto da utilização 

da água armazenada nos reservatórios. Nesse modelo, faz-se a representação da carga 

em patamares, e a consideração dos limites de interligação entre os subsistemas. 

No NEWAVE existe um módulo que consulta as funções de custo futuro 

geradas pela otimização, até maio de 2002 o modelo utilizado nesta consulta era o 

NEWDESP, a partir deste mês o MAE passou a se utilizar do modelo DECOMP 

(otimizado para definição do preço semanal). Com base nos valores de energia 

armazenada no início de um mês e valores realizados e previstos de energias afluentes, 

o modelo obtém o despacho ótimo para o período em estudo, definindo a geração 

hidráulica equivalente e o despacho das usinas térmicas para cada subsistema. Como 

resultado desse processo são obtidos os Preços MAE para o período estudado, em cada 

patamar de carga considerado e para cada submercado. 

Agregação dos Dados de Medição – Cap. 4 

A medição é o processo de apuração das quantidades de produção e consumo de 

energia elétrica, que são agrupadas e ajustadas para possibilitar a contabilização da 

energia comercializada pelos agentes do MAE. 

No atendimento da geração ao consumo, que se efetiva pelo sistema de 

transmissão, ocorrem perdas de energia que são rateadas entre os agentes pela aplicação 

de fatores de perdas. Estes fatores serão calculados de forma a dividir igualmente entre 

a produção e o consumo as perdas verificadas em todo o sistema interligado. O rateio 

das perdas entre os geradores e as cargas será feito baseado nos valores verificados 

destas grandezas. 
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Desta forma, nesta etapa os fatores de perdas da geração e da carga serão 

calculados sem o efeito locacional da rede de transmissão, encontrando fatores que 

serão aplicados igualmente entre os Agentes de produção que estejam no mesmo 

submercado, e o mesmo ocorrerá para os Agentes de consumo. Para cada período de 

comercialização, os registros de geração e de consumo serão ajustados já considerando 

o efeito das perdas. 

Desta forma, na etapa atual de implantação, os fatores de perdas da geração e da 

carga serão calculados sem o efeito locacional da rede de transmissão, encontrando 

fatores que serão aplicados igualmente entre os Agentes de produção e consumo. Para 

cada período de comercialização, os registros de geração e de consumo serão ajustados 

já considerando o efeito das perdas. 

Após o ajuste dos valores medidos, para cada ponto de medição, se determina o 

consumo líquido ou a geração líquida. No caso de um gerador, o consumo interno de 

sua usina e gerações embutidas de outros agentes são deduzidos do valor total medido e 

consumos embutidos são adicionados ao valor total medido, para que o nível real de 

geração corrigido possa ser determinado. Um processo análogo de obtenção de valor 

líquido é realizado para os medidores de consumo, adicionando as gerações embutidas e 

deduzindo as cargas embutidas de outros agentes. 

Os totais de geração e consumo de cada Agente em cada submercado são então 

calculados, para serem usados em seguida no processo de contabilização. 

Encargos de Serviços do Sistema – Cap. 6 

Os Encargos de Serviços do Sistema (ESS) são os valores destinados à 

recuperação dos custos incorridos na manutenção da confiabilidade e da estabilidade do 

Sistema para o atendimento do consumo e que não estão incluídos no Preço MAE. A 

recuperação dos custos dos serviços do Sistema é efetuada por submercado e pago por 

todos os agentes de consumo do MAE pelo consumo medido correspondente, 

contratado ou não no submercado onde está localizado o seu consumo. 
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Nesta etapa de implementação do MAE estão sendo considerados nos Encargos 

de Serviço do Sistema- ESS apenas os custos de restrições de operação e as receitas 

obtidas da aplicação de penalidades referentes a entrega dos dados de medição pelos 

agentes. Estes componentes dos ESS são descritos a seguir: 

i. Custos de Restrições de Operação 

Este custo corresponde ao ressarcimento efetuado para as unidades geradoras 

cuja produção tenha sido afetada por restrições de operação dentro de um submercado. 

Os custos totais decorrentes dessas restrições são determinados pela soma dos 

pagamentos aos geradores que atenderam ao consumo e os que deixaram de gerar. Na 

etapa de implementação do MAE serão considerados para pagamentos dos ESS apenas 

as unidades geradoras não participantes do MRE. A recuperação de seus custos será 

feita exclusivamente através dos ESS pela diferença entre seu custo e o Preço MAE, 

considerando-se o despacho "ex-ante" por patamar dos modelos de otimização e a 

geração verificada 

ii. Receitas advindas da aplicação de penalidades 

Os valores obtidos com a aplicação das penalidades aos Agentes do MAE serão 

deduzidos dos Encargos de Serviços do Sistema pagos pelos Agentes de consumo. Na 

etapa de implementação serão consideradas apenas as penalidades referentes a entrega 

dos dados de medição dos geradores e dos agentes da categoria consumo. 

MRE - Mecanismo de Realocação de Energia – Cap 7 

O que é o MRE? 

O MRE, mecanismo de realocação de energia, é um mecanismo financeiro de 

compartilhamento do risco hidrológico que está associado a otimização do sistema 

hidrotérmico realizada através de um despacho centralizado, realizado pelo ONS. 

Quem pode participar? 
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Apenas as usinas hidroelétricas e as termoelétricas que participam da CCC 

(Conta de Consumo de Combustível) podem optar pela participação do MRE. 

Como funciona o mecanismo? 

Em primeiro lugar, toda a geração das usinas participantes de todo o país é 

comparada com as energias asseguradas (atribuídas às usinas anualmente pela ANEEL) 

do sistema elétrico. 

Toda a geração que excede à assegurada é "transferida", para efeito apenas de 

contabilização, às usinas que tiveram o seu despacho definido pelo ONS como sendo 

abaixo do seu nível assegurado. 

Desta forma, o MRE procura garantir a energia assegurada de cada usina 

participante, para efeito de contratação bilateral. A ANEEL estabelece que nenhuma 

empresa geradora pode vender mais energia que o nível assegurado. Essa regra, de certa 

forma, protege os Agentes Geradores contra exposições ao Preço MAE, caso não exista 

energia suficiente no sistema para atender todas as asseguradas. 

Muito Importante: Caso o total de geração das usinas participantes do 

mecanismo não seja suficiente para atender o repasse de energia até o nível de 

assegurada de todas as usinas, o sistema realiza um reajuste proporcional nas energias 

asseguradas de todas as usinas participantes do mecanismo. Pode-se dizer então que o 

MRE NÃO garante que as usinas participantes sempre poderão dispor da energia 

assegurada para efeito de contratação bilateral. 

Do ponto de vista de cada usina, aquelas unidades que geraram acima de suas 

asseguradas, no processo de contabilização do MAE, estarão "vendendo" essa diferença 

para o sistema ao custo mínimo estabelecido para a água (hoje, R$ 4,00 para cada 

MWh). Analogamente, a usina que "recebe" essa energia estará pagando ao sistema os 

mesmos R$ 4,00 / MWh. Esses valores são apresentados na fatura emitida pelo MAE 

para liquidação ao final de cada período contabilizado. 

Energia Secundária 

A Energia Secundária é toda a energia que sobra, acima da assegurada do 

sistema, após o processo de realocação de energia. Essa energia secundária será 
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repartida, proporcionalmente às asseguradas, ao preço dos mesmos R$ 4,00 por MWh, 

para as usinas participantes do MRE. 

Excedente Financeiro - Cap. 8 

O que é Excedente Financeiro? 

O Excedente Financeiro da comercialização de energia entre submercados é a 

diferença positiva entre o total de pagamentos e o total de recebimentos no MAE, e 

surge devido à diferença de preços entre os submercados. 

Este excedente financeiro ocorre devido ao fluxo de energia entre submercados, 

porque a energia gerada é valorada ao preço do submercado onde ela foi gerada, e é 

paga ao preço do submercado onde a energia foi consumida. Assim, quando existe 

diferença de preços entre os submercados, o consumo pagará ao MAE um valor maior 

do que a geração receberá do MAE, pois o fluxo de energia ocorre do submercado mais 

barato para o mais caro. Esta diferença entre os pagamentos e recebimentos corresponde 

ao fluxo de energia entre os submercados multiplicado pela diferença de preços entre 

eles. 

A diferença de preços surge quando existe uma limitação de transmissão de 

energia entre os submercados não permitindo que uma geração mais barata possa 

atender ao consumo do outro submercado (restrição de transmissão ativa). Neste caso, o 

submercado consumidor precisa de uma geração mais cara no próprio submercado para 

atender seu consumo, causando então, a diferença de preços entres estes submercados. 

Como ocorre a alocação do Excedente Financeiro no MAE? 

A Alocação do Excedente Financeiro no MAE é utilizada para aliviar as 

exposições de alguns contratos de forma especial por diferentes motivos. Este 

tratamento especial é destinado a : 

• = Contratos Iniciais  

• = Contratos de Itaipu 
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• = Contratos de Importação 

• = Alocações do MRE entre submercados   

(somente para Energia Assegurada) 

• = Direitos Especiais à usinas específicas ( definidos pela ANEEL) 

Não existem garantias que os casos mencionados acima receberão os alívios a 

que têm direito. Quando não há saldo suficiente para alívio de todas as exposições 

negativas, existe um compartilhamento entre todos os Agentes Geradores do saldo 

negativo que necessita de alívio. 

Quando há sobra neste fundo virtual para alívio de exposições, automaticamente 

o valor é repassado para compensar, caso tenha ocorrido, exposições no mês 

imediatamente anterior ao contabilizado. Na falta destas exposições no mês anterior ou 

no caso de ainda restar algum fundo, esses valores serão utilizados para pagamento de 

Encargos de Serviços do Sistema conforme o capítulo 6 das regras do MAE. 

Contabilização – Cap. 9 

A contabilização no MAE é o processo de cálculo que determina o produto para 

a liquidação de todas as operações dos Agentes de Mercado junto ao MAE, ou seja, o 

total de pagamentos e recebimentos de cada um dos Agentes. 

As operações no MAE contemplam: 

• = Compra e venda de energia, ou a diferença entre a energia (gerada ou 

consumida) dos Agentes integrantes e os contratos firmados entre eles.  

• = Encargos de Serviços do Sistema (Capítulo 6)  

• = Compensação de custos de geração no MRE (Capítulo 7) – Apenas para 

os Agentes da Classe Produção.  

• = Alocação do Excedente Financeiro (Capítulo 8) – Apenas para os 

Agentes da Classe Produção.  
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• = Disputas, que se referem aos ajustes financeiros necessários para 

compensar possíveis questões levantadas com relação às contabilizações 

anteriores.  

O processo de contabilização é realizado mensalmente, levando em consideração 

os preços calculados no MAE (hoje, os preços são calculados semanalmente) para cada 

diferente submercado e cada patamar de carga (leve, médio e pesado). 

Em cada submercado e em cada patamar, o sistema SINERCOM realiza uma 

comparação entre a energia produzida, alocada pelo MRE ou consumida e os contratos 

de compra e venda de cada Agente. A diferença entre estas duas variáveis aponta a 

posição líquida do Agente no MAE, ou seja, de quanta energia o Agente dispõe para a 

venda no mercado "spot" ou quanto será necessário que o Agente compre de energia no 

mercado "spot" para cobrir sua posição junto ao MAE. 

Importante: O total de pagamentos ao MAE deve ser sempre igual ao total de 

recebimentos. 

A energia "negociada" no mercado spot é sempre valorada ao preço MAE dos 

referidos submercado e patamar. 

Os resultados das contabilizações são acessados pelos Agentes diretamente pela 

Internet através de relatórios especialmente desenvolvidos para esta finalidade, em 

ambiente seguro. 

Modulação – Capítulo 12 

O que é Modulação? 

O processo de contabilização do MAE considera valores horários, hoje 

agregados nos patamares leve, médio e pesado (conforme os dados disponibilizados 

mensalmente pelo ONS), para efeito de cálculo. 
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Valores como: Energia Assegurada, Energia da Usina de Itaipu, Contratos 

Iniciais e todos os valores que existem em base mensal e anual devem ser modulados, 

ou seja, transformados em valores horários para o processo de contabilização no MAE. 

O capítulo 12 das regras de mercado descrevem o processo realizado pelo 

sistema para a referida modulação dos valores utilizados no MAE, para cada caso 

descrito acima. 

Em linhas gerais, as fórmulas utilizadas no processo de modulação, de contratos 

iniciais, energia assegurada, etc... realizam uma distribuição dos valores mensais e 

anuais balizados pela curva de consumo, procurando, da melhor maneira possível, 

lastrear o consumo previsto para o período a ser contabilizado. 
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ANEXO III 
WORKSHOP – METODOLOGIA PARA A PREVISÃO DE CARGA 

• = Módulo 1 – Tratamento de Dados para Previsão de Carga e Demanda 

• = Processos para obtenção de dados e ferramentas para acesso às informações 

disponíveis no ONS – Operador Nacional do Sistema Elétrico; 

• = Aplicação da meteorologia no ONS; 

• = Utilização de filtros no tratamento de dados; 

• = Processo de tratamento de dados utilizado pela CEMIG e resultados obtidos; 

• = Filtros e tratamento de dados utilizando o modelo ANNSTLF. 

• = Módulo 2 – Previsão de Carga para Estudos Energéticos  

• = Previsão de longo prazo: processo de previsão de carga para o horizonte de 

dez anos à frente; 

• = Previsão de curto prazo: processo realizado pelo ONS para obtenção da 

previsão mensal e suas revisões semanais; 

• = Previsão para a programação diária: previsão de carga para o Programa 

Diário de Produção; 

• = O modelo de previsão de carga diária – solução desenvolvida para CEMIG; 

• = O modelo de previsão de carga diária – solução desenvolvida para 

ELETROPAULO e CESP; 

• = Experiência de uso do ANNSTLF nos EUA; 

• = Novas técnicas de previsão de carga e suas aplicações; 

• = Novas técnicas de previsão de demanda: sistemas inteligentes de observação, 

previsão e análise do espaço de fases; 
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• = Previsão de carga de curto prazo utilizando lógica nebulosa e tendo como 

uma das variáveis o preço. 

• = Módulo 3 – Previsão de Carga Ativa e Reativa por Barramento para Estudos 

Elétricos 

• = Projeto de previsão de carga ativa e reativa por barramento; 

• = O processo de consolidação e previsão de carga para os estudos elétricos 

realizado pelo ONS;  

• = A influência da carga nos estudos de confiabilidade; 

• = Previsão de carga para estudos elétricos – projeto em desenvolvimento para 

a CPFL.  
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ANEXO IV 
ENTREVISTA COM O PRESIDENTE DA ELETROBRÁS,  

LUIZ PINGUELLI ROSA 

Maria Fernanda Delmas – Globonews.com 
Ramona Ordoñez – O Globo 

Sexta-feira, 04/julho/2003 
Fonte: http://globonews.globo.com 

O senhor pode adiantar como será o novo modelo? 

LUIZ PINGUELLI ROSA – Ele reflete basicamente o documento do Instituto de 

Cidadania que deu as diretrizes do programa de governo na área elétrica. Um dos pontos 

é a prioridade do serviço público sobre o mercado: atender à população, propiciar o 

desenvolvimento, assegurar a modicidade tarifária, e responsabilidade do governo por 

esse serviço. O modelo contempla o planejamento, imaginar qual seja o crescimento de 

demanda num certo período – no setor elétrico ele se dá em cinco e dez anos, porque as 

obras são demoradas – e planejar o atendimento dessa demanda. Consta do modelo que 

será criada a Fundação de Planejamento do Setor Energético. Entretanto, nós 

entendemos que o planejamento do setor elétrico deva ser feito pelo Cepel (o Centro de 

Pesquisas da Eletrobrás), que é o órgão que eu entendo reunir a maior tradição e 

competência nessa área. É também um órgão aberto. Embora seja operado e financiado 

basicamente pela Eletrobrás, participam dele membros de empresas privadas. As 

decisões subiriam para a Fundação. A gente entregaria o cardápio. 

O governo diz que o novo modelo do setor sai em julho. Ele está pronto? 

PINGUELLI – O anúncio público é neste mês, e em parte já se deu. Depois o modelo 

terá de ir para o Congresso, onde terá uma tramitação. Vamos supor que comece a ser 

implementado em 1º de janeiro de 2004. 

É possível elencar os pontos básicos, sobretudo no que mexe com as tarifas? 

PINGUELLI – A tarifa vai ser o resultado de tudo. O ponto básico é o pool, esse talvez 

seja o prato principal. Num sistema competitivo como se tentou implantar no Brasil, 

você tem empresas  geradoras que buscam seu mercado nas distribuidoras ou em 

grandes consumidores, e vice-versa. As distribuidoras procuram comprar o melhor que 

podem e vão ao consumidor, aí  numa relação já regulada pela Aneel (Agência Nacional 

http://globonews.globo.com/
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de Energia Elétrica). A relação livre é a  relação entre geração e distribuição. No novo 

modelo, o pool significa que essa relação será  regulada fortemente e terá uma 

imposição de que cada geradora tenha de vender para todas as  distribuidoras, e cada 

distribuidora tenha de comprar de todas as geradoras, em uma partição determinada pelo 

governo. Será basicamente linear, mas terá questões regionais que serão contempladas. 

Haverá uma média de preço entre a energia mais barata, gerada pelas antigas 

usinas, e a energia nova mais cara? 

PINGUELLI – É claro. Há duas maneiras de você pensar o preço de energia elétrica. 

No sistema de mercado, a gente espera que o preço se dê próximo ao custo marginal, 

que é o custo da expansão, o custo da próxima usina que vai ser feita ou da última que 

foi feita. O que no Brasil coloca problemas, porque temos um mix tecnológico muito 

diferenciado. Os países que entraram na economia de mercado na área elétrica 

fortemente estavam ancorados na expansão termelétrica, toda a hidreletricidade já tinha 

sido realizada – porque a hidreletricidade tem um limite de potencial. O custo marginal 

era basicamente dado pela termeletricidade, recentemente pelo gás natural, que foi o 

combustível mais usado. No Brasil nós temos ainda um potencial hidrelétrico grande, 

relativamente barato em relação ao gás natural. E ele havia sido abandonado também. 

Na realidade, no meio do período do presidente Fernando Henrique, houve uma idéia 

muito forte associada à liberalização do mercado, de sair da hidreletricidade na 

expansão, ficar só com a termeletricidade. Mas isso é uma realidade que não deu certo. 

O gás natural é muito caro e já se voltou para a hidreletricidade. Nós mesmos, aqui, 

discutimos os projetos de Rio Madeira, de Belo Monte. Além do custo marginal, você 

tem o custo médio. Qual é o total de gastos que se tem na área elétrica brasileira? E qual 

é o total de megawatts/hora que eu vendo a cada ano? Divido um pelo outro e tenho o 

gasto médio. O custo médio é bem menor que o marginal. Mas não se pode trabalhar no 

custo médio, senão você descapitaliza as empresas. As empresas têm de ter uma 

margem para capitalizar e ter algum dinheiro. Uma parte da expansão virá desse 

dinheiro e a outra de dinheiro novo. No modelo novo, você terá de estabelecer, entre 

esses dois extremos – o mínimo, que é o custo médio, e o máximo, que é o custo 

marginal – um valor intermediário, que vai remunerar a energia. Chamo a atenção: 

existe um grande número de usinas hidrelétricas amortizadas ou praticamente 

amortizadas. Essa usinas geram um custo baixíssimo. Na hidreletricidade, quase todo 

ocusto é o investimento; a operação e a manutenção são muito baratas. Na 
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termeletricidade, o investimento é bem menor, e quase toda a despesa é com 

manutenção e principalmente com combustível, caso do gás natural, que é caro. Quem 

tem as hidrelétricas amortizadas somos nós, as federais e as estaduais. Entre as 

geradoras, contam também Cemig e Copel. Aí está a energia barata, entre aspas, do 

Brasil: a das usinas velhas, amortizadas. Furnas é a mãe delas, até avó. Nós temos uma 

energia de custo barato, que vai permitir baixar o custo médio e atingir uma tarifa 

módica ao consumidor. O gerador vai dar ao distribuidor uma energia menos cara, e 

com isso o distribuidor regulado deverá dar ao consumidor uma energia menos cara. 

Quando eu digo menos cara, não estou dizendo barata. Mesmo que dentro de um mix 

tenha energia barata, caso da nossas hidrelétricas amortizadas, há fatalmente uma 

energia mais cara também. Não há como mais voltar a uma expectativa de uma energia 

extremamente barata no Brasil.  

Por quê? 

PINGUELLI – Uma grande dificuldade é como nós resolvemos um problema da 

projeção do passado sobre o futuro. Nosso passado é negro. A privatização do setor 

elétrico deixou o que eu chamo de um lixo neoliberal muito forte. Tem o caso da Light, 

que declarou uma incapacidade de pagar um débito na faixa dos R$ 400 milhões. Você 

temUS$ 1 bilhão da AES/Eletropaulo, que aliás está ao telefone para eu falar com ela...  

Então o senhor pode ir atender e voltar com uma novidade... 

PINGUELLI – Não sei o que é, às vezes é até uma intriga pessoal. Grande parte dos 

problemas do setor elétrico é mais para Freud do que para Maxwell (o físico e 

matemático escocês James Clerk Maxwell, que elaborou a teoria do eletromagnetismo 

ensinada até hoje). Do tipo: é verdade que você falou que eu sou bobo?; a ministra ficou 

ofendida porque você falou uma coisa para o outro, que disse... O caso é que pode não 

ter furo jornalístico algum. Bem, voltando às tarifas, o fato é que esse passado complica 

tudo. Mesmo que a gente limpe bem o passado, ainda teremos uma contaminação 

financeira. Acho difícil que o consumidor brasileiro se libere dela completamente. A 

maior surpresa que eu tive na Eletrobrás foi a dimensão disso, eu nunca tive essa idéia, 

que o problema financeiro estivesse tão intrincado. Um segredo do novo modelo será o 

quanto ele conseguirá se libertar do passado, de um jeito que não sobrecarregue tarifas. 
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Do jeito que as coisas estão a tarifa está cara. E não é trivial baixá-la, porque as 

companhias estão endividadas e querem pagar a dívida.   

Não é possível baixar um pouco as tarifas, mesmo que elas continuem caras? 

PINGUELLI – Baixar em valor absoluto, não. Há uma certa inflação no Brasil, muito 

controlada, graças a Deus - nunca esperamos, nós da esquerda, sermos tão bons em 

controlar a inflação; deixamos os liberais todos de boca aberta -, porém alguma existe. É 

possível, jogando com inflação e outras variações, que a tarifa em valor relativo seja até 

minorada. Uma outra possibilidade: existem categorias de consumidores. Quem é mais 

sobrecarregado no Brasil hoje é o consumidor residencial pleno, que não tem baixa 

tarifa, que não é baixa renda. A tarifa para o consumidor industrial é mais barata, em 

alguns casos muito mais barata. É correto serem mais baratas, são grandes compradores, 

mas o quanto mais barato é a questão. Uma maneira de aliviar no futuro o consumidor 

residencial no novo modelo é também mexer na estrutura tarifária, que é a diferenciação 

nas tarifas. O difícil do novo modelo será adaptar a questão geral à legislação, à 

regulamentação, às normas que as empresas terão de seguir, para que a tarifa inclusive 

mude. Quem vai fazer isso é a Aneel. O ganho para o consumidor é deixar de subir 

tanto. Diminuir, acho que é vender ilusão. Isso pode ser feito no caso do combustível 

porque é atrelado ao dólar, e a variação cambial e a variação do preço internacional do 

petróleo influem. Mas no setor elétrico os custos estão internalizados, as empresas estão 

endividados. Uma parte dessa dívida tem de morrer mesmo, a empresa terá de se 

capitalizar com seu controlador. Foram erros empresariais e o consumidor nada tem a 

ver com isso. Tomaram dinheiro emprestado em dólar, têm de pagar em dólar e a tarifa 

não é em dólar. Não há como ter expectativa de uma tarifa muito baixa logo que o 

modelo for aplicado. O que o modelo vai evitar é que ela suba. E talvez, com a 

reestruturação, o residencial possa ser aliviado. O modelo estará em regime de cruzeiro 

lá para o meio do ano que vem. Antes disso não é possível. 

O novo modelo vai mexer na cláusula de indexação da tarifa pelo IGP-M? 

PINGUELLI – Pode mexer. O novo modelo vai criar o pool, que será por adesão. 

Criado o pool, você tem um sistema: haverá uma agência comercializadora e 

compradora que vai governar os contratos. As empresas terão de passar por esse 

sistema. Haverá estímulo para que as empresas façam adesão a isso, e haverá um tempo 
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para resolver os contratos. Hoje há uma parte descontratada e uma parte contratada de 

venda de energia. Há uma expectativa de que o pool dê vantagens para que as empresas 

prefiram o novo modelo, e então os contratos serão revistos bilateralmente, não haverá 

imposição. Qual é a vantagem? Acaba esse risco em que elas incorreram. A sobra de 

energia para as geradoras foi muito ruim. As distribuidoras incorreram em custos muito 

altos, criaram uma situação contra elas ao contrair empréstimos exagerados. Num 

sistema de risco você pode ganhar muito e perder muito. No sistema regulado depool, 

não. Não se vai ganhar muito: vai ganhar o que está contratado. A idéia é que no pool 

você vai ter novos contratos. Na hora em que você criar um novo sistema, vai haver 

uma adesão, a empresa que aderir assina um novo contrato. Os atuais contratos são 

incompatíveis com opool. Os atuais contratos são assim: uma geradora vende para as 

distribuidoras A, B, C, D. Furnas, por exemplo, agora vai vender para o Brasil inteiro. 

Você vai considerar o total da geração e o total da demanda das distribuidoras. O IGP-

M morre. Você pode usar o IPCA. 

Então, nessas negociações pode vir a sair o IGP-M. 

PINGUELLI – Certamente sairá. Eu posso garantir que sairá. Não se vai colocar IGP-

M para corrigir tarifa do pool.  

Só para deixar claro: a distribuidora que aderir ao pool terá então de  assinar um 

novo contrato sobre como vai reajustar as tarifas para o consumidor... 

PINGUELLI – São outros contratos porque tudo será diferente. A Tractebel vai vender 

para a destribuidora Cepisa, do Piauí. Hoje ela vende para companhias elétricas 

próximas de São Paulo, Paraná, Santa Catarina. O tipo de contrato será completamente 

diferente do atual. E aí a gente vai mudar o IGP-M. O ajuste de tarifa estava vinculado à 

idéia de que estava remunerando o capital externo. Mas nossa visão é a internalização 

do investimento. Isso está explícito no documento do Instituto de Cidadania. Nós 

entendemos que é muito importante a participação do capital externo, mas que ele se 

internalize. Não se pode ter uma expectativa de retorno rápido. Uma vez que o 

investidor entrou no setor elétrico, ele terá um retorno garantido de longo prazo. No 

novo modelo, o IGP-M não faz mais sentido. O sujeito que quiser entrar no novo 

modelo terá correção mediante um índice geral que a população pode pagar, e a 

indústria também. A economia brasileira está desvinculada do dólar, e o dólar varia. 
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Não posso variar o que eu ganho e o que eu pago pelo dólar, a não ser para as 

exportações. 

Mas as empresas alegam que a maior parte dos custos é em dólar... 

PINGUELLI – Isso é mentira. Compraram poste lá fora? Captar fora é decisão 

empresarial. Quando se entra nesse negócio, um lado da questão é serviço público 

mesmo. A empresa tem fazer investimento para manter acesa nossa luz, isso tem de ser 

remunerado, passar para a tarifa. Por outro lado, se ela é uma empresa que capta no 

mercado, aposta, entra em outros negócios, compra Eletropaulos, eu, consumidor, é que 

vou pagar por isso? Tem de separar o risco empresarial da obrigação do serviço público. 

Já há um espírito disso na legislação, a parcela A, mas isso para nós vai ser mais 

enfático ainda. Não tem sentido atrelar o pagamento da tarifa do consumidor ao dólar. E 

o IGP-M é uma unidade que tem um vínculo muito grande com o dólar. Nós 

entendemos que no novo modelo não será usado o IGP-M. 

E o governo não enfrentaria muitas ações na Justiça? 

PINGUELLI – Se tudo correr bem, será uma adesão, por isso temos de trabalhar muito. 

Temos de discutir muito isso. Se todo mundo entrar na Justiça, não tem modelo. Para o 

modelo funcionar, uso a palavra adesão, será por convencimento. Cada um terá de saber 

perder um pouco. Ganhar tudo não dá. Acho possível que todos cheguem a algum 

acordo. Se alguém ficar isolado, exceção não é problema para nós. Há inclusive a 

previsão do produtor independente no modelo. O que a gente deseja é que seja minoria. 

Nas geradoras, realmente nós, estatais, somos a massa, somos a tropa de choque. Mas 

tem a Tractebel, a Copel e a Cemig, essas três são geradoras importantes. 

Por que o pool livra as empresas do risco? 

PINGUELLI – Porque é tudo contratado e os desequilíbrios são rateados.  Hoje Furnas 

só tem contrato para 75% da energia que ela gera. Os outros 25% ou ela não gera ou 

vende baratinho no mercado spot (à vista), que quase não compensa. Na maneira que 

nós estamos pensando  não será assim. Toda a energia será rateada por todo mundo. E a 

capacidade ociosa, se houver, por erro, também é rateada. Nenhuma empresa fica 

micada mais, porque ela entra no contrato. No fundo as empresas vão botar uma 

capacidade à disposição do sistema. Mas a transição é complicada. É difícil fazer uma 
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coisa contra os principais agentes. Como há ganhos e perdas, acredito que o balanço 

seja positivo para todos, então todos vão aderir. Mas é preciso um certo trabalho, um 

certo poder de convencimento. As companhias integradas – geradoras e distribuidoras – 

já estão reagindo muito, assim como os grandes consumidores. Cemig e Copel geram 

muito e distribuem tudo que geram, e compram um pouco fora. Elas teriam que se abrir, 

ter a geração dentro do sistema, e a parte de distribuição teria de comprar energia de 

todos. Teria de haver alguma compensação para áreas mais pobres. 

O que levaria uma empresa lucrativa e que não está tão endividada a  entrar no 

pool? 

PINGUELLI – O futuro dela. Todas achavam que iam ganhar dinheiro e de repente se 

afundaram. Quando você projeta para 20 anos, a empresa que entra nisso poderia ter 

uma situação confortável, seria uma empresa de risco muito baixo. Como o governo 

ganhou grande credibilidade – esse era um medo que a gente tinha no Instituto de 

Cidadania, acreditar que o governo governaria –, poderia ter a vantagem de garantir 20 

anos assegurados, sem risco. A tarifa seria módica, mas o risco seria zero.Em 

capitalismo em geral risco e tarifas são cruzados. Se você quer  ganhar muito dinheiro, 

tem de arriscar. 

Como se resolve esse problema das dívidas das empresas? 

PINGUELLI – O modelo não resolve dívidas. Um problema do modelo é dar o pulo do 

passado para o futuro. Estamos contaminados pelo passado, somos herdeiros de uma 

confusão, e o modelo é para resolver isso. Mas o modelo não explicita (detalhes), nem 

no nosso estudo do Instituto de Cidadania nem no estudo que fizemos em parte aqui e 

em parte no Ministério (de Minas e Energia). O detalhe agora é muito importante. Isso 

nos preocupa muito. Entendo um pouco o novo modelo como um pato ao tucupi. O 

tucupi é delicioso, mas se você errar um pouco a dose é um veneno. Tem tudo para ser 

um prato delicioso, mas exige bastanteculinária para que seja bem feito. Uma vez feito 

um planejamento,definido o crescimento da demanda e como se pode atendê-la, serão 

feitas licitações. As licitações serão abertas como agora as linhas de transmissão, para 

todas as empresas. Vai ser assim também para a geração dentro do modelo. Hoje em dia 

é um sistema complexo. Existem autorizações para as termelétricas e licitações de 

autorizações para hidrelétricas serem feitas. Mas elas não estão sendo construídas. 
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Agora, quem ganhar a licitação, e espero que a Eletrobrás ganhe todas, vai ter de 

construir imediatamente a linha. 

Hoje não é assim? 

PINGUELLI – Quando a Aneel deu a concessão, era para uso do bem público, 

autorização para usar o rio. O investidor não tinha clareza  sobre para onde ir. Agora o 

planejamento vai dizer que eu preciso de  tal energia para tal cidade que está crescendo. 

Eu preciso da obra  para daqui a cinco, três anos, pronta para atender a esse mercado. E 

o  planejamento tem de valorizar o meio ambiente. Com a idéia da  privatização e do 

mercado, o meio ambiente entrou só como fiscal do empreendimento. A gente vai voltar 

a colocar dentro do planejamento. Se resolverem fazer a Rio Madeira, quando o 

governo puser a obra em licitação o estudo ambiental já terá sido aprovado. Quem 

ganhar a licitação vai entrar direto fazendo a obra, seguindo as normas ambientais: a 

barragem tem de estar em tal posição, a inundação tem de ser de tal tamanho. Nesse 

ponto é um gol. O Cepel tem de ser o órgão do planejamento. Senão você tem um órgão 

em Brasília encarregado de uma porção de coisas e contrata consultorias por critérios 

variados. E vem como a Coopers & Lybrand. O modelo da Coopers & Lybrand para o 

setor elétrico foi objeto de piada. Se fosse implementado você perdia 20% da 

capacidade instalada imediatamente. Você contrata um consultor internacional de bacia 

de produção de petróleo, ele vem para cá com os programas dele e inclui focas no 

estudo. Uma coisa que estamos vendo aqui na Eletrobrás, e que não tem a ver com o 

modelo, é que se queremos fazer a Rio Madeira pensamos em projetar turbinas. 

Estamos ensaiando uma parceria de projeto de turbinas com a Alstom. Isso 

provavelmente vai envolver universidades etc., não é assunto só do Cepel. Com isso 

você faz um projeto adequado ao problema. 

Nesse modelo novo, onde entra o Mercado Atacadista de Energia (MAE)? 

PINGUELLI – Será enterrado, a sete palmos, com cal. Essa foi uma das minhas condições para 

a Dilma, quando conversamos pela primeira vez. Quando acabou nosso trabalho, falei: que isso 

não seja nem parecido com o MAE. 

E, afinal, o que a AES queria ao telefone? 

PINGUELLI – A AES Tietê me pediu uma negociação e isso faz parte do dia-a-dia, não tem 

nada. Ela tem um débito com a Eletrobrás e está fazendo uma proposta. 
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