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APLICACAO DE ALGORITMOS GENETICOS EM OTIMIZACAO
ESTRUTURAL

Afonso Celso de Castro Lemonge

Junho/1999

Orientadores: Alvaro L. G. A. Coutinho
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Programa: Engenharia Civil

Neste trabalho sdo discutidos, desenvolvidos e implementados algoritmos gené-
ticos para resolver problemas de otimizagio estrutural. Mostra-se a potencialidade
dos algoritmos para obtencdo de solugdes 6timas eficientes e sua flexibilizagdo para
ser aplicado em vérios tipos de problemas de forma, ficil.

Sao analisados problemas de minimizagio de peso, minimizacfo de trabalho de
deformagdo, reagao médxima de apoio, otimizagio de pardmetros e topologia, em
estruturas reticuladas planas e espaciais.

Sao utilizados dois tipos de algoritmos genéticos: um do tipo “steady-state” com
codificacio real e outro do tipo “geracional” com codificagio binéria.

Mostra-se a potencialidade dos algoritmos genéticos para analisar problemas va~
riados com diversos objetivos e as facilidades de implementacao sem necessidade de
formulagbes ou reformulagtes extensas.

Utiliza-se 0 método dos elementos finitos na anélise estrutural das solugtes can-
didatas no processo de otimizacgao.

Sio demonstradas as vantagens que os algoritmos genéticos apresentam sobre os
métodos cldssicos para o tratamento de alguns problemas de otimizagio estrutural.

Sao apresentados virios exemplos numéricos de aplicagio dos algoritmos imple-

mentados.
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In this work genetic algorithms are discussed, developed and implemented to
solve structural optimization problems. The potential of the algorithms to find
optimal solutions is shown together with their flexibility in dealing with different
types of problems.

Problems with weight minimization, deformation work minimization, maximum
support reaction minimization, parameter and topology optimization, are analysed
in space and planar framed structures.

Two types of genetic algorithm are used: a “steady-state” with real coding and
a “generational” one with binary coding,.

The potential of the algorithm to analyse several problems with different ob-
jectives is shown together with its ease of implementation, which avoids extensive
formulations or reformulations.

The finite element method is used to solve the structural problems considered.

The advantages of the genetic algorithms as compared to classical methods are
shown in several problems of structural optimization.

Numerical examples of the different genetic algorithms implemented are presen-
ted and discussed.
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Capitulo 1

Introducao

1.1 Introducao

A competicdo entre os seres vivos induz a busca de condigdes ideais de manutencéo
da vida de cada um deles no ambiente em que vivem. Esta manutencio, também
conhecida como aptiddo & sobrevivéncia, é representada por uma série de fatores
complexos. Os seres vivos podem ser comparados a miquinas complicadas e extre-
mamente delicadas que sio dinamicamente submetidas a transformacées nos seus
componentes (6rgaos) com o intuito de melhorar a sua eficiéncia, ou seja, sua capa-
cidade de sobrevivéncia. Mas, como devem ser feitas as transformacies para que se
tenha uma maior eficiéncia? Esta resposta ndo é trivial e, ao contrario, de extrema
complexidade pois, nem sempre grandes transformacdes induzem uma melthora na
eficiéncia e algumas vezes, pequenas transformacdes feitas aleatoriamente podem
provocar sengiveis melhoras.

As habilidades adquiridas pelos seres vivos durante o processo de desenvolvi-
mento ou maturacio no meio em que vivem, nfo podem ser transmitidos para as
geragoes seguintes. O que é possivel é que certas habilidades podem tornar-se essen-
ciais & sobrevivéncia de certas espécies ao longo dos tempos, e assim, os individuos
que as possuem estarao mais aptos a se manterem no ambiente e consequentemente
com maiores chances de sele¢do para reproducao.

As anomalias provocadas por mutagies néo felizes provocam a diminuicio da efi-
ciéncia, comprometendo a aptiddo 3 sobrevivéncia de alguns seres vivos. Mudancas
radicais ndo ocorrem de forma repentina nem existe perda de eficiéncia dos seres
durante a evolucfio, ou seja, as geragdes seguintes devem ser mais eficientes que as
anteriores, dado que nfo existam grandes transformactes no meio ambiente.

Segundo a teoria da evolugio de Charles Darwin 1], qualquer ser vivo que tenha
sido bem sucedido, com eficiéncia comprovada, a ponto de chegar na idade de se
tornar genitor, deve ser considerado bom.

O processo de evolugio intrinsecamente ligado ao cédigo genético (genoma) de
cada ser vivo, nio é ainda totalmente conhecido. As pesquisas sfio intensas nessa
drea, porém algumas certezas j4 existem [2]:

e EvolugBio é um processo que atua sobre uma populacio ou uma espécie;

o Seleciio natural é o processo que acarreta uma reproducdio mais acentuada
daqueles individuos mais bem adaptados {de melhor desempenho no seu meio-
ambiente) e a correspondente difusdo de seu material genético na populagio;



¢ O processo de reprodugéo é o ponto principal da evolucdo. O processo de
recombinacio pode criar cromossomos bem diferentes para a prole a partir
do cromossomo paterno e materno e mutacbes podem introduzir pequenas
modificagbes adicionais;

¢ Evolugdo biolégica nfo tem meméria nem planejamento. N&o existe trans-
missao de conhecimento adquirido entre pais e fithos.

Na década de 70 o pesquisador John Holland [3, 4] da Universidade de Michigan
atraido por questdes envolvidas no processo de selecio natural das espécies, desen-
volveu uma, técnica, implementada computacionalmente através de um algoritmo,
que batizou de Algoritmo Genético, com o objetivo de resolver problemas complexos
espelhando-se no processo de evolugio dos seres vivos.

Algoritmos genéticos sdo procedimentos de busca baseados no processo de selecdo
natural das espécies [5, 6, 7, 2, 8]. Séo algoritmos probabilfsticos com forte aplicacgo
em problemas de otimizacio nas mais diversas 4reas. Sdo considerados algoritmos
robustos por serem capazes de ser aplicados a vérios tipos de problemas. Sua difusio
ocorre de forma rdpida e sua popularidade se d4, também, pelo fato de resolver
problemas complexos das mais distintas 4reas como finangas, medicina, biologia,
engenharia, etc, ainda néo resolvidos por outras técnicas.

1.2 Motivacao

A motivagio em desenvolver pesquisa em aplicagio de algoritmos genéticos em oti-
mizagio estrutural pode ser justificada pelos segnintes aspectos:

1. Métodos cléssicos apresentam dificuldades de identificar solugdes étimas glo-
bais, em geral; '

2. Métodos clssicos apresentam dificuldades quando o problema envolve va-
ridveis continuas e discretas - problemas tipicos em engenharia;

3. Métodos cldssicos, em geral, ndo sdo eficazes quando a otimiza¢fo tem multi-
~ objetivos;

4. Métodos cldssicos ndo séo indicados para programaciio em cédigos paralelos:

5. Cada método cléssico, em geral, tem dominio de aplicacio restrito;

Geralmente, em grande parte dos problemas as funcgtes objetivo sfio multi-modais
contendo 6timos locais e 6timos globais. Logo, achar a solucdo étima global se
torna essencial para que os objetivos requeridos sejam alcancados da melkor forma,
possivel. Esta é uma caracterfstica vital em engenharia que est4 estritamente ligada
4 obtencdo das melhores solugées (6timos globais), que sejam eficientes e baratas.
Muitos dos métodos classicos apresentam dificuldades para identificagio de solugdes
6timas globais restringindo-se apenas a descobrir soluces 6timas locais.

Para grande parte dos problemas de otimizac3o em engenharia os métodos cléss-
icos também ndo sfo muito eficazes j4 que, em geral, as funcdes objetivo podem ser
ndo-lineares e ndo-diferencidveis que sfo condigbes necessérias para utilizagio dos
mesmos e, dessa forma, dificultando suas aplicaces.



E frequente em problemas de otimizagio estrutural, a utilizagio de espagos de
busca com varidveis discretas. Por exemplo, ao se tentar otimizar as ireas das barras
de uma trelica o problema fica restrito is barras encontradas em tabelas fornecidas
pelos fabricantes. O espago de busca é discreto criando dificuldades para aplicagio
dos métodos cldssicos. Esta situacio é contornada assumindo-se um espago de busca
com varidveis continuas que, apds a otimizagfo, fornecerdo uma aproximacio das
varisveis de projeto para as disponiveis no espago discreto. Todavia, torna-se uma
tarefs dificil a escolha das vari4veis discretas mais préximas das cont{nuas encontra~
das, pois existirdio duas opgdes de varidveis discretas para cada varidvel continua, ou
seja, uma imediatamente anterior e outra imediatamente posterior e se o problema
tem n varidveis serdo 2" possibilidades de escolha.

Diversos problemas em engenharia envolvem também otimizacfio com multi-
objetivos a serem satisfeitos simultaneamente [9, 10]. E comum na, elaboracéo de um
projeto se requerer condigdes de economia, seguranga e eficiéncia, aspectos As vezes
conflitantes para serem plenamente satisfeitos em uma tnica solucio. Geralmen-
te, nos métodos cldssicos, contorna-se esta situacdo criando-se artificialmente uma
tinica funcio objetivo que pondera os miltiplos objetivos. Este tipo de procedimen-
to é fortemente subjetivo, devido & introdugio de uma ponderagio, que interfere
diretamente na busca da sclugdo 6tima. Como o algoritmo genético trabalha com
uma populagio de solugdes, eles sdo indicados para resolver problemas de otimizagso
multi-objetivos. Por modificagBes adequadas no algoritmo é possivel identificar si-
multaneamente na populagio final de solucdes as solugdes que melhor satisfazem aos
miiltiplos objetivos.

As formulagGes e modelagens dos problemas em engenharia estio se tornando
mais complexas e a avaliagdo de uma possivel solucdo pode demandar alto custo
computacional. Para tanto, uma questdo interessante é a paralelizacio dos cédigos
computacionais em problemas de otimizagéio. Visto que & maioria dos métodos
cldssicos utilizam algoritmos iterativos onde a solugio do passo seguinte depende
da solugfio do passo anterior, encontram-se dificuldades quanto & utilizacio plena
de recursos oferecidos pela computagio paralela. A computaciio paralela estd se
tornando uma ferramenta bastante popular e decisiva na eficiéncia de vérios cédigos
computacionais e os algoritmos genéticos podem utiliz4-la sem nenhuma restrigio.

Alguns aspectos interessantes dos algoritmos genéticos podem ser resumidos em:

¢ Algoritmos genéticos nfo requerem que as funcdes objetivo sejam continuas
ou diferencidveis;

¢ Algoritmos genéticos, em geral, ndo requerem formulagGes ou reformulagies
complexas para os problemas;

¢ Algoritmos genéticos nfio requerem estudos preliminares para definicio de pon-
tos de partida, factiveis ou ndo, no espaco de busca;

e Algoritmos genéticos sio de natureza intrinsecamente paralela.

e Algoritmos genéticos proporcionam grande flexibilidade na defini¢io da funcio
objetivo que pode ser modificada facilmente sem a necessidade de recodifi-
cacoes extensas.



1.3 Algoritmos genéticos e engenharia

A difus8o dos algoritmos genéticos como ferramenta em problemas de otimizagao,
ocorrida a partir de meados da década de oitenta, despertou o interesse em pes-
quisadores da 4rea de engenharia e ciéncias afins. Eles tém sido aplicados em uma
variedade de problemas e frequentemente em problemas de otimizagio. Inicial-
mente, foram utilizados em andlises de projetos de turbinas de aeronaves e, mais
recentemente, em andlises de estruturas de protefnas. J4 no ano de 1989 [7] pode-se
encontrar uma série de aplicagdes em diversas dreas.

Em otimizagao estrutural dois trabalhos recebem destaque na literatura e estao
entre os pioneiros desta drea: 1) Projeto Otimo de uma trelica de 10 barras (Gold-
berg e Samtani-1986) [11] e 2} Projetos Otimos de Ligacbes Soldados {Deb 1990)
[12]. Estes trabalhos mostram a capacidade de utilizacio dos algoritmos genéticos
em problemas de otimizagfio estrutural. Neles os problemas foram inicialmente es-
tudados através de técnicas de programacio matemadtica e depois transformados em
problemas sem restri¢bes, incorporando fun¢des de penalizagio nas fungdes objetivo
e, entao, analisados via algoritmos genéticos. A comprovagio da robustez dos algo-
ritmos genéticos fez com que o niimero de aplicaces crescesse em todas as direcoes,
inclusive, na direcio de problemas de otimizacio estrutural.

Uma bibliografia contendo aproximadamente 4300 referéncias sobre algoritmos
genéticos pode ser obtida em [13]. Algumas aplicagdes, entre tantas, em engenharia,
sdo listadas a seguir {14, 15, 16, 17, 18, 19, 20, 21]:

o Otimizacao de forma de elementos estruturais;
¢ Otimizagao de topologia;

e Localizacio 6tima de sensores e atuadores;

Deteccao, localizagio e quantificagio de danos em estruturas;

Problemas de identificacao e problemas inversos;

Concepgéo de projetos;

Problemas de locagio/alocagio;

Problemas que envolvem sequenciamento.

1.4 Objetivos

O objetivo desta tese é desenvolver, implementar e integrar algoritmos genéticos e
métodos de anilise estrutural com o intuito de resolver problemas de otimizacao
estrutural. Mostrar, também, a robustez dos algoritmos genéticos e como podem
resolver problemas que apresentam dificuldades significativas quando analisados por
métodos classicos.

Na maioria dos problemas apresentados neste texto, utiliza-se um médulo genérico
de elementos finitos [22, 23, 24] destinado 3 andlise estrutural. Em outros casos sio
desenvolvidos e implementados médulos (também em elementos finitos), que incor-
poram caracteristicas particulares do problema em discussio.

S&o utilizados elementos de barra (trelica plana e espacial), e todas as anédlises
sdo lineares.



1.5 Contribuicoes

o Utilizagdo de conhecimentos especificos j4 adquiridos pelo projetista sobre o
problema em questio como informagio adicionada ao algoritmo genético para
tornar a busca mais rdpida e eficiente;

¢ Solugdo de problemas com varidveis continuas e discretas tanto através de
algoritmos genéticos com codificagio bindria quanto com codificacio real;

o Discussio de estratégias de co-evolugio de pardmetros de resolugido em pro-
blemas de otimizagao.

¢ Desenvolvimento e implementagio de estratégias para obtencdo de solugio de
problemas de interesse pratico em engenharia.

o Utilizacio de algoritmos genéticos na busca de solugtes 6timas de concepcoes
de projetos estruturais.

e Discussao de exemplos cléssicos de otimizagio estrutural mostrando a capaci-
dade dos algoritmos genéticos na obtencio de melhores solucdes verificando-se
a factibilidade de resultados encontrados na literatura;

1.6 Organizacao do texto

O Capftulo 2 é destinado & otimizagio em um aspecto mais genérico abordando
a classificagdo dos algoritmos, o tratamento dos problemas e o papel do usuério.
Introduz-se o problema de otimizacio estrutural, apresentando-se um breve histérico
e a formulagdo do problema.

No Capitulo 3 encontram-se informagées sobre as origens da computacgio evo-
lucionista com trabalhos relevantes encontrados na literatura e a introducgo aos
algoritmos genéticos. Destacam-se os seus pontos principais, como: codificacio, ini-
cializacio da populacio, funcio aptiddo, tipos de algoritmos genéticos, codificacio
e operadores.

No Capitulo 4 sio discutidos tépicos adicionais em algoritmos genéticos des-
tacando-se o processo de morfogénese, problemas com restrigdes, busca local (la-
marckianismo e efeito Baldwin), diversidade da populacio e algoritmos genéticos
paralelos.

No Capitulo 5 encontram-se os experimentos numéricos realizados neste trabalho
e, finalmente, as conclusdes desta tese sio sumarizadas no Capftulo 6, onde possiveis
desenvolvimentos adicionais também sio propostos.



Capitulo 2

Otimizacao

2.1 Imtroducao

Um problema de otimizaggo PO estd sempre associadoe a um problema de minimi-
Za¢ao ou maximizagao de uma ou mais fungdes. No caso de minimizacdo o PO pode
ser colocado da seguinte forma:

minimize W = f(z1, 22,23, ..., 2pn)

onde a minimizagdo da fun¢éo f(z), z € IR, é equivalente 4 maximizacéio da fungio
g(x), onde g(x) = —f(z). Assim, tem-se:

minimo f(z) = méximo g(z) = méximo {—f(z)}

As fungées f(x) e g(z) sfo conhecidas como funcdes objetivo e representam a quan-
tidade que se deseja minimizar ou maximizar, respectivamente.

2.2 A formulagao do problema de otimizacao

O problema de otimizagéo pode ser formulado matematicamente da seguinte forma:

minimize f(z)
submetidoa g;(z) < 0 para i=1,..,m
hi(z) = 0 para i=1,..,1
z € XCR"
X = {ﬂ?EIRn::U;LSIE,;SLE?, z‘=1,2,...n}

O vetor z é designado come o vetor de incégnitas ou vetor de varidveis de projeto,
f(z) é a fungdo objetivo e g;(z) e h;(z) sdo as restricdes de desigualdade e ignaldade,
respectivamente, e estas podem ser funcdes lineares ou nfio lineares do vetor de
varidaveis de projeto. A otimizagdo com restrigdes é mais complexa e pode requerer
estratégias especificas na formulacio do problema para que essas sejam satisfeitas.

O conjunto X é um paralelepipedo em R™ definido pelos limites inferior e supe-
rior pré-estabelecidos para as varidveis de projeto. Um vetor £ € X que satisfaz a
todas essas restricdes é chamado de uma solugdo factfvel do problema. O conjunto
de todas as soluctes factiveis é chamado de regido factivel. A solucio do problema



de minimizacéo é dita solugdo dtima e existindo mais de uma solugio 6tima, estas
sao ditas solucdes dtimas alternativas.

O conjunto de varidveis de projeto que proporciona o menor valor da funcio
objetivo — no caso de minimizagio — entre todas as combinacGes possiveis entre os
valores das varidveis, é chamado de minimo global. Em geral, é dificil afirmar que tal
valor é global devido & possibilidade de existéncia de vérios minimos locais e, assim,
somente um deles serd o global. O que pode-se afirmar é que o valor encontrado é
minimo numa vizinhanga do espaco de busca.

Ao se resolver um problema de otimizacio sio necessirios trés elementos atuantes
NO Processo:

e () algoritmo
¢ O problema

o () usuério

2.3 O algoritmo

2.3.1 Ingredientes necessarios a um algoritmo de busca

Segundo [25] um algoritmo de busca cldssico, numérico ou evolucionério deve conter
alguns dos seguintes ingredientes:

¢ Uma representaciio para as solugdes candidatas ao problema;

e Um procedimento de inicializacdo que gera as solugdes candidatas;

e Um procedimento de avaliagdo da qualidade de cada solugio candidata;
¢ Uma estrutura de memdria contendo a lista de solugdes candidatas;

¢ Uma histéria contendo as solugGes anteriormente testadas;

¢ Um critério de comparagio entre as solucdes candidatas para identificar
qual a melhor;

¢ Um procedimento de gradiente de qualidade para indicar dire¢tes em que
serao obtidas melhores solugdes;

¢ Um conjunto de operadores que atuam sobre uma ou mais soluges gerando
novas solugoes;

e Uma estratégia de controle para a aplicagio dos operadores.

¢ Um procedimento de selegfio que determina quais solugées devem ser opera-
das;

¢ Um procedimento de filtro ou reparo que elimina ou corrige solucdes invalidas;

¢ Um procedimento de geréncia de memdria que seleciona solugoes a serem
adicionadas ou removidas da meméria.

e Um critério de parada pelo qual a busca é interrompida;



2.3.2 Classificagao

Existemn vérias maneiras de se classificar os algoritmos de otimizacio a partir de
diferentes pontos de vista. Uma possfvel classificacio é a que se baseia na natureza
deterministica ou nio-deterministica dos algoritmos de busca [26].

Dessa forma os algoritmos podem ser classificados como:

¢ Deterministicos
e Probabilisticos

— Algoritmos de busca ndo informada

— Algoritmos de busca informada

Deterministicos

Quando qualquer deciséo a ser tomada dentro do algoritmo obedece a algum tipo de
regra de forma rigorosa nio havendo oportunidade para alguma decisdo de cardter
(pseudo)-aleatério. Um exemplo simples é a ordenagio de membros de uma lista
que obedece a uma regra pré-estabelecida.

Probabilisticos

Quando sio introduzidos elementos (pseudo)-aleatdrios dentro do algoritmo com o
objetivo de testar novas diregGes para a busca de novas solugdes, diminuindo o aspec-
to rigoreso de um algoritmo deterministico. Essa é uma caracteristica atraente para
varias aplicagbes praticas. Dentro da classe de algoritmos probabilisticos existem os
de busca. ndo informeda e os de busca informada.

Algoritmos probabilisticos com busca ndo informada

Talvez sejam esses os mais simples dentro da classe de algoritmos probabilisticos.
Neste caso, a iinica informacio disponivel duranie a busca é a resposta verdadeiro
ou falso, & pergunta: é esta a solugio do problema?

Algoritmos probabilisticos com busca informada

Esses algoritmos tém como caracteristica a obtengéo de informagdes colhidas a partir
das regites do espaco de busca, qualificando-as e até mesmo sugerindo uma ordem
de exploragdo das mesmas. Entre eles encontram-se os algoritmos do “Montanhista”
(“Hill-Climbing”}, “Recozimento Simulado” (“Simulated Annealing”) e Algoritmos
Evolucionistas.

o Algoritmo “Hill-Climbing” — Figura 2.1: é um tipo de algoritmo que tem como
caracteristica a escolha aleatdria de uma solugéo de partida no espaco de busca
gerando solugdes na sua vizinhanga de tal forma que qualquer nova solugio
gerada poderd substituir a atusal se apresentar uma aptidio melhor para o
problema.

¢ Algoritmo “Simulated Annealing” — Figura 2.2: tem sido bastante utilizado a
partir da década de 80. E inspirado no fenémeno fisico do comportamento de



moléculas durante o processo de cristalizagio. E similar ao algoritmo “Hill-
Climbing” com a diferenga de que pode haver substituicio de uma solugfo
melhor por uma pior, com probabilidade decrescente ao longo do processo,
com o intuito de possibilitar o afastamento de um possfvel mfnimo ou mé4ximo
local.

¢ Algoritmos Evolucionistas: sfo baseados em estratégias inspiradas pelo pro-
cesso de evolugfio das espécies em biologia.

Algoritmo “Hill-Climbing”
Inicio
t«20
Repita
local «— FALSO
selecionar uma solucgfio candidata z; aleatoriamente
avaliar f(xzy)
Repita
selecionar n solugGes candidatas na vizinhanca de z;,
selecionar ., que retorna o maijor valor para f(z)
se f(zx) < f(z,) faga
Ty £ Ty
senao
local « VERDADEIRO
fim-se
Até local
t+—t+1
Até 7 = niimero méximo de iterages
Fim

Figura 2.1: Algoritmo “Hill-Climbing” - exemplo de maximizagio de f(z).

2.4 O problema

Cada vez mais cresce a complexidade dos problemas que se colocam para serem resol-
vidos nos campos da ciéncia e engenharia. Pesquisadores convivem constantemente
com os desafios e na drea de otimizagio eles podem ser resumidos nos seguintes itens
[27]:

1. O tempo necessdrio para avaliar wma, inica fungdo é grande. Logo, a minimi-
zagao do niimero de avaliagbes da funcdo 8 vital;

2. Derivadas analfticas (em relagio aos pardmetros), da fungfio objetivo e das
restri¢oes, podem ser caras ou complexas;

3. As varidveis de projeto podem ser continuas, discretas ou mistas;



Algoritmo “Simulated-Annealing”
Inicio
t+0
inicializar temperatura T
selecionar uma solu¢do 5 aleatoriamente
avaliar f(zy)
Repita
Repita
selecionar uma nova solugéo z, na vizinhanca de z;
através de uma pequena modificacio em zx
sef(ze) < f(zn) faga
Iy ¢ Tp
sendo
calcular p= exp{(f(mﬂ)*f(mk))/‘r‘}
escolher 7 entre [0,1) aleatoriamente
ser < p faga
Ty Tp
fim-se
fim-ge
Até critério de terminagio satisfeito
T g(T,1)
te—t+1
Até critério de parada satisfeito
Fim
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Figura 2.2: Algoritmo “Simulated Annealing” — exemplo de maximizagdo de f(z).

4. As funcBes objetivo e as fungdes de restrigdes podem ndo ser bem comportadas
e as superficies de respostas podem ser descontinuas on até mesmo indefinidas
em algumas regides do espago de busca. A existéncia de minimos/méximos

locais é comum, dificultando a busca;

5. Critérios de convergéncia embutidos em procedimentos iterativos podem in-
troduzir rufdos na avaliagio da fungio objetivo podendo acarretar gradientes

numéricos imprecisos;

6. Pode-se necessitar de uma solugfio inicial de partida para a busca através de
alguns algoritmos e se essas néo forem bem escolhidas podera ocorrer um

distanciamento de regides com boas solugtes.

Quando existem incertezas ou conhecimentos insuficientes sobre as soluctes ado-
tadas e mesmo sobre o espaco onde foram encontradas, deve-se usar métodos capazes

de explorar melhor esse espago & procura de uma melhor solucéo.

No processo de busca em espaco de solugdes, dois aspectos sdo importantes: o
primeiro refere-se a identificagiio de 4reas interessantes onde podem ser encontradas
boas solugGes e € o que denomina-se como exploragio — e o segundo refere-se ao
processo de extracio das solugbes enconfradas nessas 4reas interessantes, é o que
denomina~se como explotagfio (como tradugéo do termo da lingua inglesa ezploita-
tion). Deve haver um balanceamento entre os processos de exploracio e explotagao
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pois, uma exploragao demasiada pode incluir dreas pouco interessantes e uma explo-
tacdo exaustiva pode estar concentrada em uma édrea pouco promissora. Por outro
lado, havendo pouca exploragio, dreas interessantes podem ser excluidas da busca,
e poder4 ocorrer explotagio demasiada da drea menos frutifera.

Apés Thomas Edison ter investigado 100 combinagtes de materiais para o fila-
mento elétrico contido no bulbo da ldmpada, seu assistente de laboratdrio expressou
uma frustagao, reclamando que néo havia visto nenhum sinal de progresso préximo
dos 100 fracassos. Edison replicou: “Nés estamos conseguindo um progresso ex-
cepcional. Agora, nds conhecemos 100 possibilidades que ndo devemos trabalhar”
[28].

Qualquer tipo de experiéncia ou conhecimento, sobre uma classe de problemas,
adquirido através de algum processo, pode ser utilizado de forma eficiente em um
processo de busca. Em geral esta é uma caracteristica importante em problemas de
engenharia onde a experiéncia do projetista gera uma base de conhecimento para a
busca de novas solugbes. A aplicagio do conhecimento na busca necessita de uma
forma. eficiente para considerar dados j4 existentes para proporcionar uma busca
mais rapida e com melhores solugtes evitando um desperdicio de tempo avaliando-se
solugdes de pouco ou nenhum interesse. Exemplos de incorporagio de conhecimento
do problema podem ser encontrados, entre outros, em [29, 30]

2.5 O usuario

O papel do usudrio que est4 envolvido em algum processo de otimizagio é de cardter
qualitativo. Em geral, um dado importante é sua experiéncia que poders interferir
nas decisoes envolvidas no processo de otimizacgio desde a escolha do algoritmo até
os detalhes de sua parametrizagéo.

Para a obtengiio da solugdo de um problema de otimizacao, poders existir a ne-
cessidade de uma associagdo de usuérios, cada um com uma habilidade especifica.
Entre eles serao necessirios aqueles com conhecimento sobre as ferramentas de oti-
mizagao e aqueles com conhecimento do problema. Por exemplo, um projetista ou
fabricante de algum componente mecénico, que domina as técnicas de fabricagéo e
as restricoes de projeto, se associa a grupos que desenvolvem plataformas computa-
cionais gerando uma interface extremamente proveitosa.

Um outro aspecto relevante é a interdisciplinaridade envolvida em problemas
de alta complexidade que requerem uma, estrutura organizacional eficiente para en-
frentar os desafios impostos [9]. Por exemplo, ao se projetar uma aeronave serdo
necessarias informacGes sobre asrodinimica, estruturas, termodinidmica, arquitetura
de aeronaves, etc, que devem estar presentes na plataforma computacional.

A modelagem matemdtica de um sistema pode requerer sofisticacdo na imple-
mentacio computacional devido A necessidade de acoplamento entre vérios codigos,
cada um deles representando um fenémeno fisico. A transferéncia de dados entre os
moédulos deve ser feita de maneira eficiente evitando analises com alto custo com-
putacional. E assim, deverd existir uma interface enfre aqueles que dominam os
conhecimentos especificos.

Um importante papel do usuério é a capacidade de decidir de forma rdpida sobre
algumas questoes: escolher um tipo de andlise a partir de uma variedade de opgées
que vao desde as “mais baratas” e aproximadas até as “mais caras” e precisas;
re-anilises “inteligentes” que repetem somente parte da andlise original, mudancas
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adequadas nos dados de entrada em fun¢do de resultados da analise anterior; visua-
lizagdo e controle da infraestrutura necesséria para o manuseio de grande volumes
de dados, etc.

Um grande desafio, também, para o usuirio é criar uma sistemdtica que envolva
métodos rapidos e eficientes capazes de gerar solugtes 6timas, melhorando o desem-
penho e confiabilidade nas anélises reduzindo a dependéncia de custos adicionais no
Processo.

Comercialmente, sdo disponiveis vérias plataformas computacionais que atingem
varios nfveis de expectativas dos usudrios, das mais simples 3s mais complexas. En-
tretanto, algumas dificuldades sfio presentes em relagfo 3s decistes a serem tomadas,
como por exemplo, qual o melhor programa? O programa aceita modelagens com-
plexas? ou, Sdo possiveis simplificagGes? Qual o custo de uma andlise através de
vérios programas? Além dessas, surgem algumas questdes apds a escolha do mode-
lo que representa o problema e do programa que realizard a andlise: realmente foi
encontrado o methor projeto? A sua execugdo é possivel? Qual o nivel de seguranga
e confiabilidade do projeto? Qual o nivel de confianca nas respostas das perguntas
anteriores?

Paralelamente s plataformas comerciais existe uma infinidade de plataformas
“domésticas” que sdo desenvolvidas com o objetivo de atender as necessidades es-
pecfficas de cada usudrio, podendo haver inclusive interfaces com as comerciais.

2.6 Otimizacao estrutural

2.6.1 Projeto estrutural

Em um projeto estrutural é necessirio se obter uma maneira adequada para a dis-
posigdo das pecas estruturais de tal forma que a estrutura seja capaz de suportar
o carregamento imposto com seguranca. Hscolhida a disposicio estrutural busca-
se qual a melhor distribuicio de material - garantindo as condicbes de seguranca -
que ofereca o menor custo. Para tanto sdo necessdrias informagdes sobre topologia,
forma e dimensdes da estrutura (tamanho das pegas estruturais).

Para uma estrutura, a determinagdo de uma configuragio eficiente é inerente
a um processo de tentativa em “erro e acerto”, cujo resultado ndo garante com
seguranga. que tenha sido encontrado o projeto étimo absoluto.

Logo, o projeto estrutural concentra-se na determinagio de proporgGes conve-
nientes (6timas) de uma variedade de tipos de formas para carregamentos atuantes,
feita através de virias andlises visando a concepgio ou determinacio da estrutura
de melhor desempenho global.

2.6.2 Otimizacao estrutural

Otimizacio é uma fusfo de 4dreas da engenharia e matematica capaz de adicionar
dados ao projeto além da experiéncia do projetista.

Para um problema de otimizagio estrutural o interesse estd em se definir uma
ou mais funcdes objetivo, sujeitas ou néo a restrigdes, que sejam capazes de gerar
um projeto que atenda as condighes de resisténcia e rigidez com o menor custo.

Em geral, a funcgao objetive nfo incorpora um iinico interesse a ser alcancado, e
sim uma série de quesitos envolvidos no problema, isto é, otimizacio multi-objetivos.
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Entre eles incluem-se, por exemplo: escolha do material (custo); a melhor combi-
nagao de pecas estruturais disponfveis no mercado (perfis metalicos para uma treliga
ou elementos pré-moldados para uma edificacdo civil); topologia; durabilidade; con-
fiabilidade; funcionabilidade; eficiéncia; capacidade e tempo de execuciio; recursos
para anilise (plataformas computacionais e testes de laboratério); etc. Entretanto,
sao adotadas simplificagdes devido A complexidade de se consegnir uma parametri-
zacdo que considera todos esses fatores de forma adequada.

Sao comuns problemas cujo objetivo principal estd em determinar estruturas
com peso minimo {(custo minimo), considerando-se que este objetivo é bastante
atraente quanto ao aspecto econémico. Este fato é muito comum, por exemplo, em
projetos de estruturas metédlicas ou em confeccdo de peca da indiistria automotiva,
onde o custo do material é um fator importante. Deve-se ressaltar que na inddstria
aerondutica o peso é de extrema importéncia sendo, geralmente, preponderante em
relagdo ao custo. Em projetos de torres de transmisséo ou pegas mecénicas com um
grande nimero de unidades fabricadas, uma economis por menor que seja em cada
unidade correspondera a um valor global considersvel.

Por exemplo, para uma estrutura reticulada, como uma trelica, a funcéo aobjetivo,
que considera a minimizacio do peso da estrutura, pode ser escrita da seguinte
forma:

i
W =3 pAL;
i=1
onde p; é a massa especffica do material, A; é a drea da se¢do transversal e L; é o
comprimento da i-ésima barra da estrutura.

A tftulo de ilustracdo, outros exemplos de otimizacdo estrutural seriam: otimi-
zagdo da forma da asa de uma aeronave, otimizagio da secio transversal de uma
ponte, otimizacio da espessura de uma placa ou de um vaso de pressio oun, pa-
ra um projeto de cascas, encontrar uma forma que sempre satisfaca um estado de
tensdes dentro dos limites especificados. Virios exemplos académicos e aplicacoes
reais podem ser encontrados em [31], por exemplo.

Cabe ao projetista a capacidade de definir a funcdo ou funcoes objetivo, iden-
tificar todas as restri¢bes importantes, identificar os nfveis ou limites aos quais as
restricoes devem ser satisfeitas e incluir essas informacdes no processo de otimizacio
estrutural.

Em geral, durante o processo de otimizacio do projeto, restricoes adicionais nio
previstas inicialmente podem se tornar importantes. O sistema de otimizacio deve
conter, também, facilidades de flexibilizacdo referentes a decisdes a serem tomadas
durante o processo com o intuito de gerar solugbes alternativas. Essas solugdes
alternativas podem, por exemplo, ndo respeitar rigorosamente as restrigdes impostas
mas podem basear-se em experiéncia do projetista adquirida ao longo dos anos de
pratica.

As restrigGes podem ser explicitas ou implicftas dependendo do problema. Cor-
riqueiramente, em projetos usuais, estdo associadas As tensdes, deslocamentos, fre-
quéncias de vibragao, cargas criticas de flambagem, etc.

Uma medida de complexidade dos problemas pode ser dada pelo niimero de
varidveis de projeto ou de restrigdes impostas. Com o aumento dos recursos compu-
tacionais estas medidas sofrem variagdes. Segundo [32] podem ser estabelecidas trés
classes de problemas: problemas de menor escala, contendo por volta de 5 incégnitas
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ou restrigoes, problemas de escala intermedidria, contendo entre 5 e 100 varidveis e
problemas em grande escala, contendo mais do que 100 ou até mesmo 1000 varidveis,

Em resumo, aspectos importantes da otimizagao estrutural que o projetista deve
estar atento, incluem [33]:

¢ Tamanho, forma e topologia sendo otimizados no mesmo problema em dife-
rentes partes da estrutura,;

Critérios diferentes de otimiza¢io em partes diferentes da estrutura;

Estrutura submetida a vérios carregamentos;

e Estrutura com possiveis variages no sistema de apoios;

Estrutura composta por vérios tipos de materiais;

Consideragio de andlises bi e tridimensionais;

Otimizagio considerando-se andlise est4tica, dindmica e estabilidade simulta-
neamente;

Otimizac¢do com ndo-linearidades fisicas e geométricas.

2.6.3 Breve histérico

O interesse pela pesquisa em otimizacéo teve infcio na década de 50 onde destaca~se o
trabalho de J. Heyman [34] que utilizou programacio linear para otimizar estruturas
no regime pldstico. Na década de 60 destaca-se o trabalho de L.A. Schimit [35] que
utilizou técnicas de programacio nfo-linear em otimizaciio de projetos estruturais.
As maiores aplicagGes estavam concentradas em engenharia aerondutica e algumas,
por exemplo, envolviam estruturas reticuladas enrijecidas por cascas e placas.

Até entéo, os projetos que satisfaziam as condigdes técnicas e de segurancga eram
aceitos pels inddstria. Devido as complexidades matemd4ticas e falta de recursos
computacionais suficientes, as pesquisas permaneceram durante varios anos quase
que estritamente com interesse académico.

Entretanto, dois fatores contribuiram para o crescimento do interesse na 4rea de
otimizacao estrutural: o desenvolvimento acelerado de recursos computacionais e a
criagdo de algoritmos eficientes capazes de suportar formulagdes complexas. Assim,
cientistas, engenheiros e fabricantes passaram a investir esforcos na busca de projetos
mais eficientes e mais econdmicos, dando origem a uma, forte atividade na drea de
otimizacgao estrutural.

Na década de 70 vérios trabalhos se destacaram e hoje fazem parte da litera~
tura classica [36]. Vérios temas foram tratados, como por exemplo: projeto com
tensoes limites, algoritmos com critérios de otimalidade, programacio matemética
e algoritmos de programacio linear.

Linhas de pesquisa abordaram problemas de otimizagio de forma e para isso,
foram estudados e implementados algoritmos numéricos através de métodos discretos
como elementos finitos, elementos de contorno e diferencas finitas. Os interesses
estavam, também, sobre problemas de anélise de sensibilidade, programacio linear
sequencial, fun¢bes de penalizagdo para problemas com restricées e programacio
dindmica.
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A partir desta década pacotes computacionais foram e continuam sendo desen-
volvidos, principalmente devido ao grande interesse das indiistrias aerondutica, au-
tomotiva e mecinica. Para estes pacotes, tem sido dado énfase A capacidade de
modelagem geométrica (geracio automética de malhas), seguranca e rapidez na
andlise (algoritmos eficientes), e facilidades de visualizagio (estacdes graficas).

Em [9)] é feito um levantamento sobre os desenvolvimentos recentes associados &
drea de otimizagdo de projetos aeroespaciais. Sdo discutidos tépicos sobre modela~
gem matemdtica, andlise de projeto orientado, conceitos de aproximagio, processos
de otimizagao, sensibilidade de sistemas e interface humana. Ainda, para métodos e
algoritmos podem-se citar, por exemplo, [37, 31, 38, 39, 40, 41, 42] e para aplicacdes
em otimizaco estrutural [43, 28].

Recentemente [44, 45}, vérios trabalhos t&8m sido publicados com destaque nas se-
guintes 4reas: andlise de sensibilidades e re-andlise, otimizagio estrutural nio-linear,
topologia e otimizacdo ndo-linear, otimizacio de materiais, critérios de otimalidade,
algoritmos genéticos e estratégias de evolugéo.

Durante os titimos anos os algoritmos genéticos foram apresentados como uma,
ferramenta de otimizacio com aplicagdo em vérias dreas: redes neurais, controle
6timo, controle de processos, robética, otimizagio estrutural, ete. Sua grande van-
tagem sobre os outros métodos é de que sdo métodos de busca global e que nao
requerem requisitos adicionais como diferenciabilidade da fungdo objetive. Logo,
fungbes ndo diferencidveis com vérios minimos locais podem ser consideradas em
problemas de otimizagio através de algoritmos genéticos. O algoritmo pode ser
considerado caro em algumas situagGes, mas por outro lado pode ser aplicado em
situagbes muito complexas. Inclusive em situagGes muito especificas, as quais se
indica a aplicac8o de métodos cldssicos, pode-se associar tais métodos ao algoritmo
genético com a finalidade de se melhorar a busca local mantendo a visdo global do
algoritmo genético. Esta associagio € conhecida como hibridizacdo, e serd abordada
adiante, na se¢io 4.6.



Capitulo 3

Computacao Evolucionista e
Algoritmos Genéticos

3.1 Introducao

Neste capitulo serdo apresentados alguns comentdrios sobre as origens da compu-
tacao evolucionista e dos algoritmos genéticos. Serdo abordadas as principais ca-
racterfsticas dos algoritmos genéticos como: codificacio, inicializacio da populacio,
fungio aptiddo, esquemas de selegio e reproducio e operadores genéticos tanto para
codificacbes bindrias quanto para codificacdes reais.

3.2 Computacao Evolucionista

Antes da utilizagdo de algoritmos genéticos propriamente ditos como ferramentas ou
sistemas artificiais para algum tipo de busca, bidlogos usaram computadores digi-
tais com o objetivo de simular sistemas genéticos associados A evolugio. Entre eles
destacam-se N.A. Barricelli, com o trabalho “Processos de Evolucio Simbiogenélica
através de Métodos Artificiais” no ano de 1957 e “Teste Numérico da Teoria da
Evolugdo”, no ano de 1962 e também A.S. Fraser, com os trabalhos “Simulacéo
de Sistemas Genéticos por computadores automdticos digitais: acoplamento-S, do-
mindncie e epistasia e Stmulacdo de Sistemas Genélicos, nos anos de 1960 e 1962,
respectivamente. As simulagtes desenvolvidas por Fraser nio estavam tio distantes
da nocio de algoritmos genéticos, pois ele trabalbou, inclusive, com um conjunto de
cadeias de caracteres codificadas em um alfabeto bindrio que foram analisadas em
sucessivas geraches [46].

Durante os dltimos anos cresceu o interesse em se resolver problemas, das nature-
zas mais diversas, através de procedimentos que utilizam algoritmos que consideram
caracterfsticas de hereditariedade entre as solugbes candidatas. Na literatura, um
termo bastante comum que representa o conjunto de fais procedimentos é denomi-
nado Computacdo Evolucionista [A7] ou Computacdo Evoluciondria (CE).

Apesar de nio se poder definir exatamente onde estio as origens da computacio
evolucionista, sabe-se que experiéncias importantes foram realizadas na década de
50. Entretanto, os trabalhos conhecidos nesta 4rea ndo tiveram forte impacto no
meio cientifico durante algumas décadas. '

Um marco importante em pesquisas com utilizagio de computagio evolucionista
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é creditado aos experimentos realizados no inicio da década de 60 pelos Professores
Ingo Rechenberg e Hans-Paul Schwefel da Universidade de Berlin na Alemanha [47].
Eles estavam interessados em resolver um problema de otimizaclo que envolvia a
forma de placas de metal cujos apoios poderiam estar localizados em vérias posicoes,
As placas estavam submetidas a um fluxo de ar que experimentalmente foi produzido
em um tiinel de vento e o niimero de apoios era de 5, gerando um espaco de busca
da ordem de 3,45 x 10® configuragdes [48]. A forma 6tima foi encontrada apés 300
iteracoes.

Na década de 70 alguns trabalhos sdo considerados fundamentais e responsdveis
pelo aumento, pode-se dizer exponencial, de pesquisas em computacio evolucionista.
Destacam-se os trabalhos de Holland [3, 4], Rechenberg [49], Schwefel [50] e Fogel
[61].

A computacdo evolucionista estd intrinsecamente associada & implementacio de
algoritmos evolucionistas que podem ser classificados em trés categorias: Algorit-
mos Genéticos (AG), Programagcéo Evolucionista (PE) e Hstratégias Evolucionistas
(EE). Todas essas estratégias se baseiam em um conceito de populagéo de individuos
que sdo ditos candidatos & solucdo do problema em questdo e sio manipulados por
operadores probabilisticos conhecidos como operadores de selecio, de recombinacio
e de mutacdo. A definicdo mais clara e abrangente desses operadores estd detalhada
mais adiante neste texto.

Os algoritmos genéticos foram introduzidos por Holland [3] e posteriormente
estudados por varios pesquisadores, destacando-se os trabalhos de De Jong [52],
Goldberg [T} e Davis [2]. A programagcfo evolucionista foi introduzida por Fogel [51]
e também destaca-se nos trabalhos de sen filho David Fogel [53].

Finalmente, as estratégias evolucionistas foram desenvolvidas por Rechenberg
[64] e Schwefel [55], e estudadas por varios outros pesquisadores. Foram inicialmente
projetadas com o objetivo de resolver problemas de parametrizagio em otimizacio
e aplicadas principalmente em problemas experimentais.

As principais diferencas entre as trés estratégias estéo

¢ na forma de representacio dos individuos;
¢ na definicdo dos operadores de recombinagac e mutacio;
s no mecanismo de selegiio e reproducéo.

Um algoritmo evolucionista em um modelo mais geral é mostrado na Figura 3.1:

Tipicamente, um algoritmo evolucionista inicializa aleatoriamente uma popu-
lagdo de solugdes candidatas. O processo de avaliagio fornece a medida da aptidio
de cada individuo da populacio, podendo ser simples ou complexa dependendo do
problema analisado. Em geral, o mecanismo de selegdo e reproducio é realizado em
duas etapas: selecdo de pais e teste de sobrevivéncia. A selecio decide quais serdo
os pais e quantos serdo seus descendentes (filnos). Os filhos sdo criados a partir
da operagio de recombinagio e mutagdo. A recombinacio é a troca de material
genético entre os pais durante o processo de reproducio e 4 mutacdo é a operagio
que introduz perturbagbes no gendtipo. Criados os filhos, estes podem ser avaliados
segundo os critérios de sobrevivéncia.

Existe uma, série de variagSes em torno dos algoritmos evolucionistas. Algumas
recebem destaque e entre elas pode-se citar os algoritmos genéticos com codificacio
real, sistemas de classificagio e programacio genética.
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Algoritmo Evolucionista AE
Inicio
t=40
inicialize P(t}
avalie P(t)
enquanto ndo termina processo faga:
Inicio
t=%t+1
selecione P(t) a partir de P(t-1)
altere P(t)
avalie P(t)
Fim
Fim

Figura 3.1: Algoritmo Evolucionista.

e ALGORITMOS GENETICOS COM CODIFICAGAC REAL [8]: Utilizaciio de va-
ridveis reais para codificagdo das solugtes candidatas.

¢ SISTEMAS DE CLASSIFICAGAO [5]: Em geral so constituidos por algoritmos
evolucionistas que procuram espagos de defini¢io de regras através da ma-
nipulagdo de dados. Geralmente os espagos sdo codificados por cadeias de
caracteres sobre um alfabeto terndrio ou através de regras simbélicas. Tra-
dicionalmente, sio conhecidas duas técnicas: a abordagem de Michigan e a
abordagem de Pittsburgh que diferem entre si, respectivamente, pelo fato de
um elemento da populagdo estar associado a uma tinica regra ou com uma
base completa de regras.

¢ PROGRAMAGAQ GENETICA [56]: Aplicacdo de algoritmos genéticos onde os
elementos manipulados sdo programas escritos em linguagens adequadas e so-
bre os mesmos atuam operadores de recombinacdo e mutacio. Uma linguagem
utilizada nesses programas é o LISP.

3.3 Algoritmos Genéticos

Os algoritmos genéticos foram desenvolvidos por John Holland no infcio da década
de 70 na Universidade de Michigan{3, 6]. Ele acreditava na possibilidade de imple-
mentacao de um algoritmo capaz de resolver problemas complexos espelhando-se no
processo de evolucio encontrado na natureza.

Os objetivos de suas pesquisas estavam concentrados em dois pontos fundamen-
tais: abstrair e explicar rigorosamente os processos adaptativos dos sistemas natu-
rais e criar programas de computador para simular sistemas artificiais mantendo os
mecanismos importantes dos sistemas naturais [7].

Algoritmos genéticos podem ser definidos como procedimentos de busca basea-
dos na genética e selecio natural das espécies. Eles combinam o conceito de sobre-
vivéncia artificial através de testes de classificagdo com o de operadores genéticos
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abstraidos da natureza para formar um mecanismo eficiente de busca. Testes de
classificagdo tém como objetivo promover a distincdo entre os melhores e os piores
individuos (solugdes), ou seja, a interacio entre o individuo e o meio em que vive
fornece sua aptiddo 3 sobrevivéncia.

John Holland direcionou suas pesquisas para trés pontos: cromossomo, individuo
e populagdo. A tentativa era de se encontrar uma maneira de se codificar um
cromossomo que representasse um individuo e uma populacéo.

As suas primeiras codificagfes surgiram através de um alfabeto bindrio composto
de 0’s e 1’s representando artificialmente um “cédigo genético”.

Duas definigbes sio importantes: a de populagéo e a de operadores genéticos. A
poptlacdo é definida como o conjunto de individuos codificados por seus cromosso-
mos e que serdo avaliados pelo meio em que vivem. Por um processo de competicéo,
cada individuo da populagio é testado e classificado. Isto permitird a escolha ade-
quada dos individuos desta populago (genitores) que originaréo os individuos novos
(fithos) da préxima geragio. Trés operagdes bésicas sdo feitas sobre a populacéo: se-
lecio, recombinagdo e mutagdo. Pelo operador de selecio sio escolhidos os genitores
(pais), e sobre eles atuam os operadores de recombinacio e mutaciio. Se os genitores
s&o bons, isto é, se as suas solugdes sdo as que melhor satisfazem o problema na-
quela geracdio é de se esperar que os seus filhos também o sejam, trazendo também
boas solugdes. Dessa forma a populagio evoluird para uma solucio desejada. Esta
analogia se faz com o processo de seleciio e sobrevivéncia na natureza.

Basicamente, um algoritmo genético apresenta cinco aspectos fundamentais quan-
do usado para resolver um problema:

1. uma codificagio genética de solugles para o problema,;

2. um procedimento para criar uma populagio inicial de solucdes;

3. uma fung¢io de avaliagiio que retorna a aptidio de cada individuo;
4

. operadores genéticos que manipulam & codificagio dos pais durante o processo
de reproducéo dando origem a novos individuos;

5. parametros a serem utilizados no algoritmo durante os processos de reproducio
e mutagio.

E, pode ser descrito da seguinte forma, [2]:

1. Inicializar uma populagio de cromossomos;
2. Avaliar cada cromossomo na populacio;

3. Criar novos cromossomos através da, troca de material genético entre cromos-
SOIMOS;

4. Remover membros da populagio para dar lugar a novos cromossomos;
5. Avaliar os novos cromossomos e inseri-los na populacio;

6. Se o procedimento convergin, terminar, se néo, voltar ao passo 3.
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A manipulagio concatenada de todos esses aspectos tornou vidvel a codificacio e
implementacio de algoritmos genéticos de uma forma robusta e independente, capaz
de ser aplicada a uma gama de problemas de maneirs eficiente.

Um pseudo-cédigo que representa um algoritmo genético genérico é mosirado na
Figura 3.2:

Algoritmo genético genérico
Inicialize a populagdo
Avalie individuos na populacao
Repita
Selecione individuos para reprodugéo
Aplique operadores de recombinagéo e mutagio
Avalie individuos na populagio
Selecione individuos para sobreviver
Até critério de parada satisfeito
Fim '

Figura 3.2: Algoritmo genético genérico.

3.3.1 Codificagao

A codificagio é a forma utilizada para se representar possiveis soluctes do problema.
Existem vérios “alfabetos” utilizados neste procedimento destacando-se entre eles a
codificagio bindria e a codificacio real. Sendo z = (z1,%3,...,2,), Z; € IR uma
possivel soluciio para um dado problema, a sna codificacéo em alfabeto bindrio, por
exemplo, seria obtida pela concatenacio da codificacio bindria de cada elemento z;
desse conjunto. O resultado final desta é o cromossomo.

E comum a utilizacdo de codificagdes bindrias para problemas com varidveis dis-
cretas e de codificagbes reais para problemas com varidveis continuas. Para ilustrar,
em um problema com quatro varidveis, estas poderiam ser codificadas, usando-se,
por exemplo, cinco bits para cada uma delas, da seguinte maneira:

21 = 10100
Ty = 01001
23 = 11010
x4 = 10001

A associagfio destas codificagGes representaria, entdo, uma possfvel solucfo para o
problema, através do cromossomo:

10100 - 01001 - 11010 - 10001 — 10100010011101010901

Para recuperar os valores originais (fisicos) das varidveis é necessirio um proce-
dimento de decodificacio.

Para as varidveis discretas a decodificagdo fornece um nimero inteiro que repre-
senta o Indice da varidvel em uma lista que é o espaco de busca correspondente a
essa varidvel.
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Por exemplo, seja z; = 101. Sua decodificagio indicars o fndice IND = 1 x 22+
0x 21 +1 x 29 = 5, que apontard para a quinta varidvel discreta do espaco de busca
dessa varidvel.

Para as varidveis continuas tem-se a decodificagio:

YV — gk

. 7

Por exemplo, seja ¢ = 0.001 e z¥ = 50.0 e 2 = 30.0, e nb = 15. Se z; =
100000000000001, encontra-se IND =1 x 2 +0x 28 +0x 212+ 0 x 211 +0x 210
0x2°4+0x 28 +0x 27 +0x 26 +0x 254+ 0x 24 +0x 22 +0x 22+ 0 x 21 +1 x 2° = 16385
e, finalmente, a varigvel ;.

(50 — 30)
216 — 1
Vale lembrar que a escolha do nimero de bits para cada varidvel, o tamanho do

cromossomo e sua decodificagio, dependem de cada problema.
A escolha do niimero de bits para cada varidvel é feita da seguinte forma, [8, 7]:

z; = 30 + 16385 X = 40.00091556

e para um espaco de busca com variaveis discretas, tem-se
oM = ny

onde nb é o nimero de bits ¢ nv é 0 niimere de possiveis valores assumidos.

e para um espago com varidveis reais (contfnuas), nb bits possibilitam a repre-
sentaciio de 2" valores discretos que podem ser distribuidos uniformemente
no intervalo [a:L, xU}, acarretando uma resolugéio (precisio), de:

i L

r -

& w1

Consequentemente, o niimero de bits necessdrios para garaniir uma resolucio
g &
U_ L
z¥ -z
nb > log, —

onde 2V e z” sio os limites superior e inferior do espago de busca. Por exemplo,
se € = 0.001 e ¥ = 50.0 e £¥ = 30.0, entdio, nb > 15. Na representacio de um
espaco de varidveis reais através de uma codificagfio bin4ria, é interessante que
dois pontos contiguos (préximos) na, representagio também o sejam no espaco
propriamente dito.

Nota-se que isso pode néo ocorrer em uma codificacio bindria. Verifica-se,
por exemplo, na Tabela 3.1 que a codificagdo contigua ao bindrio 0111 é o
binario 1000 com bits diferentes em todas as posicdes e, para se passar de um
para o outro é necessério a troca de todos os bits. Esta discrepincia pode ser
reduzida utilizando-se o cédigo de Gray [8, 7).

Nota-se que a representacio de dois valores consecutivos pelo cédigo de Gray
difere somente pela permuta de 1 bit, fazendo com que a mudanga de uma,
unidade na varidvel corresponda & troca de um bit na codificacio.
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Na Tabela 3.1 associa-se 0000 ao zero, 0001 ao niimero 1, 0010 ao ntimero 2, e
assim sucessivamente até o nimero 15 associado ao bindrio 1111. Algoritmos
para transformacgio do cédigo de Gray para cddigo podem ser encontrados,
por exemplo, em [8].

Inteiro Bindrio Gray

0 0600 0000
1 0001 Q001
2 0010 0011
3 0011 0010
4 01060 0110
bt 0101 0111
6 0110 0101
7 0111 0100
8 1000 1100
9 1001 1101

10 1010 1111
11 1011 1110
12 1100 1010
i3 1101 1011
14 1110 1001
15 1111 1000

Tabela 3.1: Cddigo bindrio usual e Cédigo de Gray.

3.3.2 Inicializagao da populacdo

Apés a defini¢do do processo de codificagio pode-se escolher uma populacio inicial
que é a representagio de possfveis solugdes do problema, a ser avaliado. Os elementos
que constituem a populagido inicial sfo escolhidos, geralmente, de forma aleatédria
utilizando-se fungdes (pseudo)-randémicas nas rotinas de cédigos computacionais.
O ntimero de elementos é escolhido de forma adequada para cada problema e pode
ficar entre algumas dezenas e poucas centenas, dependendo também da, codificagao.

3.3.3 Funcao aptidao

A funcéio aptidao, representa uma medida que avalia a capacidade de sobrevivéncia
de um elemento da populagio durante o processo de evolucio. A decodificacio do
cromossomo fornecerd pardmetros (varidveis), para a funcio aptidio, que servirdo
para retornar o valor de sua avaliagdo. Aqueles que obtiverem as melhores ava-
liagbes terfo mais chances de sobreviver e consequentemente de se reproduzirem
mais frequentemente.

Cada elemento da populaggo (possivel solugdo) terd a medida de sua aptiddo
que servird como elemento de classificagio dessas solugdes indicando as chances de
reproducéo de cada uma. A classificacio pode ser feita através de uma ordenacio
das solugtes em ordem decrescente ou crescente de suas aptidoes, respectivamente,
se o problema é de minimizagio ou maximizacao.
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Genericamente, a funcio aptiddo para um problema de otimizag3o estrutural,
pode ser definida como:

F(z) = f(z) + penal(z)

onde f(z) é a funcio objetivo e penal(z) é conhecida como uma funcio de penali-
Zacao.

Se o problema ndo apresenta restri¢des em sua formulagio a funcio de penali-
zagao ndo é considerada e a funcfo aptiddo é a prépria fungdo objetivo. A penali-
zagdo é diretamente ligada as restrigdes e somente serd ativada quando alguma delas
for violada. Problemas com restrigdes ndo sdo fdceis de resolver, em geral, justa-
mente devido & dificuldade de se ponderar a funcéo de penalizacio que tem relacio
direta com o préprio problema. A dificuldade na maioria dos casos é de se encontrar
a meihor forma de se penetrar na regido factivel. Por exemplo, se a penalizacio é
pequena a populagdo poderd evoluir para solugées nfio factiveis e se a penalizacio
é grande a populagfio poderd convergir prematuramente para uma, solucio factivel
mas nao 6tima. Funcdes de penalizagdo serfo fratadas mais a frente neste texto.

3.3.4 Selecao

O objetivo da selegao é escolher os individuos que servirdo de pais no processo de
reprodugao. Pela teoria da evolugio de Darwin, os melhores individuos da popu-
lagao devem ser escolhidos para sobreviver e gerar filhos. Existem vérias formas de
efetuar a selegio, podendo-se citar a selecdo por posigio (rank selection), selecio
proporcional 3 aptiddo (roulette wheel), selegio de Boltzman, seleciio por torneio. A
seguir examina-se algumas técnicas de selegdo em detalhes.

1. Selecdo por posigio: Neste tipo de selegiio somente a posicao do elemento
dentro de uma lista ordenada (rank) é utilizada. O primeiro colocado do rank
tem maior chance de reproducao. Este tipo de sele¢io nfo tem analogia na
biologia.

2. Selec@o proporcional 3 aptiddo: Este tipo de selecio é bastante encontrado na
literatura. Pode ser entendido através do seguinte algoritmo [2]:

(a) Obtenha a soma das aptiddes de todos os elementos da populacio Fr;

popsiz
Frp= Y F
i=1
onde popsiz é o tamanho da populagioe F; é a aptiddo de um individuo
da populagio.
(b) Escolka um ndmero aleaiério n entre 0 e Fr;

(c) Retorne o primeirc elemento da populagio, cuja soma das aptiddes dos
elementos até ele, inclusive, é maior ou igual a =.

A Tabela 3.2 mostra a aptiddo de cada individuo da populacio e a soms
parcial das aptiddes e a Tabela 3.3 mostra a escolha de um valor de aptidio
representada por n e o respectivo individuo selecionado para reproducio.
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Elemento F Fy

1 13 13
2 8 21
3 27 48
4 5 53
3 43 96
6 12 108
7 256 133
8 15 148

Tabela 3.2: Seleclio proporcional & aptiddo — Fr = 148, F,; = soma parcial das
aptiddes.

n  Elemento

55 5
28 3
103 6
125 7

Tabela 3.3: Nimero aleatdrio n e elemento selecionado.

Figura 3.3: Selegéio proporcional & aptido.

A Figura 3.3 ilustra a selegéio proporcional 4 aptiddo comparando o processo
de escolha a um “sorteio” através de uma “roleta”, onde cada elemento é
associado a uma probabilidade de ser escolhido.

Quando uma geragdo (de “pais”) é totalmente substituida por outra mais nova
(de “filhos™) corre-se o risco de se perder um bom individuo. Para preservar parte
da populagio que tem desempenho superior pode-se definir uma porcentagem dela
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que serd mantida, isto 8, copiada diretamente para a geracao seguinte. Esta pritica
¢ conhecida como elitismo [2].

3.3.56 Dois esquemas (algoritmos) de reprodugao

Os dois esquemas de reproducio mais encontrados na literatura sao conhecidos como
“Geracional” e “Steady-state”e sdo detalhados a seguir.

1) “Geracional”: Este tipo de algoritmo tem como principal caracteristica a
substituicdo total da populagéio a cada geragdo. Tem a desvantagem da, possibilidade
de perda de material genético de boa qualidade. Para evitar isso, muitas vezes adota~
se um processo de selecdo elitista mantendo-se parte dos melhores individuos da
geragao anterior. O pseudo-cédigo mostrado na Figura 3.4 representa este algoritmo:

Algoritmo genético geracional
Inicio
Inicialize a populagdo P aleatoriamente
Avalie individuos na populaggo P
Repita
Repita
Selecione 2 individuos em P
Aplique operador de recombinagio com probabilidade p,
Aplique operador de mutacio com taxa py,
Insira novos individuos em P’
Até populagio I’ completa
Avalie individuos na populagio P’
P+ P
Até critério de parada satisfeito
Fim

Figura 3.4: Algoritmo genético geracional.

2) “Steady-state”: De maneira diferente do “geracional”, este algoritmo tem como
caracterfstica principal a geracdo de somente um individuo de cada vez. A cada nova
criagao uma avaliagao é feita. Se o novo individuo for melhor que o pior na lista de
classificagao, ele tera direito & sobrevivéncia e o pior serd eliminado. Esta seria uma
“politica de insercio” tradicional, sendo possiveis outras variaces. Pode-se, por
exemplo, inserir somente individuos que tenham aptiddes superiores que a aptidio
mediana, inserir individuos nos lugares dos piores ou pais mais préximos, etc. O
pseudo-cddigo correspondente é mostrado na Figura 3.5.

3.3.6 Operadores genéticos

Nesta segdo serao discutidos os operadores de recombinacio e mutacio com codi-
ficagbes bindrias e codificagbes reais. O operador de recombinacéo é conhecido na
lingua inglesa como crossover. A partir daqui neste texto, também se utilizars esta
denominagio.
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Algoritmo genético “Steady-state”
Inicio
Inicialize a populacdo P aleatoriamente
Avalie individuos na populagdo P
Ordene a populagio P de acordo com a aptidéo
Repita
Selecione operador genético
Selecione individuo(s) para reprodugao
Aplique operador genético
Avalie individuo(s) gerado(s)
Selecione individuo f para sobreviver
Se f & melhor que o pior elemento de P Ent&o
Insira fem P de acordo com seu “ranking”
Até critério de parada satisfeito
Fim

Figura 3.5: Algoritmo genético “steady-state”.

3.3.7 Operadores para codificagao binaria
Crossover de um ponto

Este operador é o mais cldssico dentro dos algoritmos genéticos. Sua fungio é
selecionar aleatoriamente um ponto localizado entre os limites {1,...,L — 1} dos
cromossomos selecionados como pais e promover a recombinacéo de material entre
eles, gerando dois filhos. Os exemplos a seguir esclarecem esta operacgio:

Pail 11111111  Filhol 11111000
Pai2 00000000 Filho2 00000111
onde foi sorteada a 5* posigio de corte.
Analogamente, pode-se ter o crossover de dois pontos. Agora, escolhem-se dois
pontos aleatoriamente no intervalo {1,...,L — 1} e troca-se o material genético entre
eles.

Pai 1 1111{111j111  Filho 1 1111900111
Pai 2  0000{000|000 Filho 2 0000111000
onde foram sorteadas a 4% e 7* posicOes de corte.

Crossover de n pontos

Este é uma generalizag8o natural do crossover de um ou dois pontos. Aqui, escolhem-
se aleatoriamente n pontos pertencentes ao intervalo {1,...,L — 1} e troca-se o0 ma-
terial genético.

Crossover uniforme

Neste caso procede-se a uma escolha uniforme dos ntimeros aleatérios que indicardo
a troca de material genético. O exemplo a seguir esclarece.
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Pail 11111111 Filho 1 10010110
“médscara” 01101001
Pai 2 01001100 Filho 2 00100101

Percebe-se que a codificagiio dos fithos é obtida pela troca ou ndo de bits dos
pais. Se a “mdscara” tiver o bit 1 haver4 troca do bit correspondente a sua posicio.
Se o bit for 0 nada acontecera.

Crossover com varios pais

Este operador [57] generaliza a idéia de crossover para N pais selecionando-se N —1
pontos de recombinagio e compondo N filhos através de N segmentos de cromosso-
mos a partir dos pais participantes. O exemplo a seguir mostra um crossover com
trés pais e trés filhos ou com trés pais e um dnico filho {diagonal).

Pail  101]110[101 Filho1l  101|001[110

Pai2  111j001]101 Filho2  010[110|101

Pai3  010[110[110 Filho3  111f110|101
cu

Pail  101/110{101

Pai2  111[001101 Filho  101]001]110

Pai3  010[110{110

Todos estes operadores sfo extensiveis 4 codificacio real.

Mutacido

Este operador é utilizado apés a aplicagio dos operadores de recombinagio. Seu
objetivo principal é introduzir diversidade entre os novos individuos da populagio.
Em cédigos bindrios o operador mutacio efetua uma troca no bit. Se o bit for
1 ele passa para 0 e vice-versa. Cada bit é mudado com probabilidade p,, sendo
geralmente da ordem de 1/L onde L é o tamanho do cromossomo.

0110{0110
mutacio 0110[1/110

Neste exemplo, na posicio escolhida aleatoriamente, houve a troca do bit 0 pars
o bit 1.

3.3.8 Operadores para codificacao real

A codificagéo real é naturalmente a mais indicada em problemas cujas varidveis
estdo associadas a dominios continuos. O cromossomo é um vetor em IR” onde
n é o nimero de varidveis do problema. Neste caso, o tamanho do cromossomo
se confunde com o tamanho do vetor. Enquanto na codificacio bindria a precisio
das varidveis estd associada ao nimero de bits que as representam, na codificacio
real a precisdo é equivalente & precisio da méAquina. Uma precisio mais ou menos
rigorosa nio implicard na altera¢io do tamanho do cromossomo. Qutra vantagem é
o fato de nfo haver necessidade de processos de codificacio e decodificagio, isto &,
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o individuo e sua codificagfio se confundem. Os exemplos de operadores que serdo
tratados nesta secio seguem, basicamente, a apresentacio discutida em [58] onde
alguns sio mostrados esquematicamente na Figura 3.6, também encontrada em [58].
Serd utilizada a seguinte notagdo para os cromossomos selecionados para a aplicacio
dos operadores: :

cromossomo 1 = (Ci,cé, o ,11.)
cromossomo 2 = (c}, ¢, ...,c2)

Crossover uniforme

Este operador é o mais simples que pode ser aplicado a uma codificagio real. £ ge-
rado um fitho F' = (f1, fs, ..., fn) cujas componentes f; sao escolhidas aleatoriamente

(uniformemente) no intervalo [¢},¢?] : ¢! < f; < 2.

Crossover simples

Analogamente ao crossover de um ponto para codificagio real, escolhe-se um pon-
to no intervalo {1,2,...,n — 1}, e procede-se & troca de material genético entre os
cromossomos C e Cs.
N 1.2 2
(Clr TR RS PLES PR cn)
2 1 1
(61:‘32, :Cz‘ ) Cz‘-}-l: == Cﬂ)

Crossover aritmético
Sao gerados dois filhos Fy e Fy:
Fl = (f%! f21: ey r},)
= (12, 13, F3)
onde:
fz‘l = I\C: -+ (1 —— /\)622
=22+ (11— Ng

onde A é uma constante ou uma varigvel cujo valor depende, por exemplo, da geracio
em que se encontra o processo de evolugdo (crossover aritmético ndo-uniforme) [8].

Crossover BLX — o (Blended crossover)

I gerado um filho A = (£}, f1,..., 1) onde f; é escolhido aleatoriamente no in-
tervalo [Cmin — I - @, Cmag + I - @], onde e = min(cl,c?) € enes = maz(ct, c?) e
I = cmaz — cmin. Onde ¢ é uma constante, geralmente, eseolhida no intervalo
0 £ a £ 0.5. Nota~se aqui que para « = 0 recupera-se o crossover uniforme.
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Crossover linear

Sdo gerados trés filhos
Fo= (fi, fn)
B = (f127: frf)
F3 = (f]:_”:"'a.fyf)
onde os elementos de cada um sfo definidos da seguinte forma:

1 1
1 _ Lol
fi - 262+2c‘&
3 1
f!.2 = 203-—563
1 3
= —td+la

Crossover discreto

Gera-se um fitho F; = (f}, ..., ) onde f; é escolhido aleatoriamente (uniformemente)
no conjunto {c};c}.

Crossover linha extendida

Este tipo de operador (eztended line crossover) gera um elemento do cromossomo
do filho da seguinte forma: f; = ¢ + a(cl — ¢}) onde a é gerado aleatoriamente no
intervalo {-0.25,1.25]. Uma possivel variagio para este operador seria considerar
um valor de & varidvel (escolhido aleatoriamente), para cada f;, ou seja, f; = ¢} +
a;(¢? — ¢}). Esta variagdo é conhecida como crossover intermedidrio extendido.

Crossover heuristico de Wright

Para este operador, escothe-se um niimero aleatério r no intervalo [0, 1}. Entre os
cromossomos ' e Cy, selecionados, escolhe-se 0o de maior aptiddo — digamos C; -
determinando-se cada varidvel do cromossomo do filho da seguinte forma:

Ji=r (¢ —¢)+¢

Crossover linear BGA (Breeder Genetic Algorithm)

Neste caso, cada elemento f; do cromossomo a ser gerado é obtido pela seguinte
expressao:

f,;:c}:l:mng,;f'y-A

onde
A c—c
ICy — G|

O sinal negativo na expressao de f; é escolhido com uma probabilidade de 0.9. Na
maioria dos casos, escolhe-se para rang; o valor 0.5 - (b; — a;). A determinacio de v
é feita por

15
y=3 a27F
k=0

onde o; € {0,1} ¢ obtido aleatoriamente com probabilidade p(e; = 1) = .
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Crossover Is-x (line search crossover)
Primeiramente, gera~se um fitho que é a média entre os pais
1, .2 1,2
F]_ = 0-5(61 + Cl’ ey Cn + Cn)

sendo € o pai com melhor aptiddo. Se a aptiddo de F; for melhor que a aptidio de
(i, entdo o novo filho serd definido como Fj. Se isto nfo ocorrer, gera-se um novo
filho 5 mais préximo do melhor pai C}, ou seja,

Fy = (c] + 0.5(c} — ?), .yl + 0'5(0; —c2)

e, entao, escolhe-se o melhor filho entre I} e £,

Para facilitar os procedimentos de mutagio mostrados a seguir define-se ¢; €
[@i, b;] como sendo o elemento (gene) a sofrer o processo de mutacio. Este pertence
ao cromossomo C; = (c1, g, ...,¢,). Apds a aplicagido do operador de mutagéo seu
valor passa a ser cj.

Mutacgao aleatdria

Escolhe-se aleatoriamente um elemento no cromossomo e ¢} tem seu valor determi-
nado aleatoriamente no intervalo [a;, b;].

Muta¢ao nao-uniforme

Se este operador é aplicado em uma certa geracio gen e se o nimero méximo de
geraches é mazgen, entio:

3

. c;+ Agen, b, — ;) ser =0
| a—Algen, e —a;) seT=1

Na expressfio anterior 7 é escolhido aleatoriamente e seu valor pode ser Oou 1 e a
funciio A(gen,y) é dada por:

A(gen, y) = y(1 — '~ wizsem)’)
onde r é um ntimero aleatério escolhido no intervalo [0,1] e o pardmetro b é definido
pelo usunario, determinando o grau de dependéncia com o niimero de iteragbes. Essa
fungao fornece um valor no intervalo [0,%]. Com o aumento de geragdes ¢ intervalo
[@i, b;] dirninui de comprimento, imaginando-se que o processo esté convergindo. Esta
caracteristica acarreta uma busca uniforme nas geragGes iniciais, ou seja, quando gen
é pequeno e, bem mais localizada nas geragdes finais.

Mutacao Small-Creep e Big-Creep

Quando a func¢io analisada apresenta vdrios minimos ou méximos locais e em um
dado instante do processo aproxima-se do méximo global é conveniente fazer com
que a operacao de mutagio gere novos elementos de tal forma que ndo se distanciem
dessas proximidades, isto é, no entorno do maximo global. Para isso introduz-se
“deslocamentos” nos cromossomos controlados por pequenas quantidades escolhidas
aleatoriamente. Definem-se, entdo, os operadores small-creep ¢ big-creep que tém
suas diferengas associadas ac valor méximo dos deslocamentos a serem aplicados.
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CROSS. REPRESENTAGAO
A=t
Aritmético l i *—o o i %
ol I | ol |
- I l I I
BLX- « 1 2
a C; c; b;
| e ———]
Linear 1 9
a c c, b;

Discreto 2
a i c i b,
2 21
| 4 : | 4 |
Extendido ! 'S ' !
ai c i [ i b|
rang ; A | rang ; A
Linear BGA } - I I
1 2
1 2
Heuristico I c, -~ i l
i | ]
de I '41 A 1
Wright a, c, : e b,

Figura 3.6: Crossover para codificaco real — Tabela reproduzida da referéncia [58].
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Muta¢ao de Miihlenbein

Neste caso [58], a obtengio do elemento ¢f que sofreu a mutagio é dada por:
¢ = ¢; L rang; -y

onde rang; define o campo de muté,gé,o, geralmente, escolhido no intervalo
0.1-(b; — a;). Os sinais + ou — na expressdo de ¢} sdo escolhidos com probabilidade
de 0.5 e v é dado por:

15
=3 oy27*
k=0

onde o; € {0,1} ¢ obtido aleatoriamente com probabilidade p(e; = 1) = 5. Sdo
gerados, por este operador, valores no intervalo [¢; — rang;, ¢; + rang;| com probabi-
lidade alta de se obter valores nas proximidades de ¢;. A menor proximidade possfvel
é obtida com uma precisio de rang; = 27'°. Podem ser encontrados na literatura
[68], variagbes deste operador apresentando diferencas na forma em que se determina

Y.

Mutacido de uma unidade

Esse operador gera um filho pela adigio ou subtragio aleatéria de uma unidade da
variavel z;, também escolhida aleatoriamente.

3.3.9 Codificacao real ou bindria 7

Em [8] é feita uma an4lise detalhada sobre a utilizagio de codificagfio bindria ou real
(ponto flutuante). E estudado um caso teste através de duas implementagoes. As
conclustes obtidas mostram que a codificagao real é mais rapida, mais consistente,
alcancando uma melhor precisio, pois no caso da codificacao bindria necessita-se de
cromossomos de tamanhos extensos para uma boa precisio dada por

(z¥ — z%)/(2"* — 1) que torna-se, em geral, proibitiva para problemas com grande
niamero de varidveis.

Conclui-se, também, que torna~-se mais facil a implementacao de novos operado-
res que introduzem conhecimento do problema quando utiliza-se a codificagdo real,
principalmente em problemas com restri¢oes.

Ainda, uma sugestdo que pode ser feita é a utilizagiio de codificacio real quando
o problema apresenta espaco de busca com varidveis cont{nuas (otimizac&o continua)
e codificagdo bindria quando o problema apresenta espago de busca com varidveis
discretas {otimizag&o discreta).



Capitulo 4

Topicos adicionais em Algoritmos
Genéticos

4.1 Introdugao

Neste capftulo serdo apresentados alguns tdpicos adicionais em algoritmos genéticos
destacando-se morfogénese, problemas com restrigtes, utilizagdo de procedimentos
de busca local e hibridizagio, adaptac¢io, medidas de diversidade da papulagio e
algoritmos genéticos paralelos.

4.2 Morfogénese

Na biologia, morfogénese é o processo de desenvolvimento de um organismo, a partir
do seu genoma, cujo desempenho serd avaliado pelo meio em que vive.

A implementacio do processo de morfogénese nos algoritmos genéticos [59], es-
tabelece os algoritmos genéticos morfogenéticos, que objetivam uma distingdo entre
o gendtipo e o seu fendtipo correspondente, a ser avaliado pela fungéo aptidio.

Cada elemento da populagio é transformado (mapeado) antes de ser avaliado
pela funcéo aptidio, e este mapeamento, ocorre através da criagio de fungdes de
desenvolvimento ou fungées de maturagio. Utilizando-se o conceito de morfogénese
pode-se conseguir algoritmos genéticos mais eficientes. Algumas vantagens decor-
rentes da utilizagfio de algoritmos genéticos morfogenéticos:

o Compactagio da estrutura codificada reduzindo-se o tamanho do cromossomo
e consequentemente reduzindo-se o tempo de manipulagéo desta;

e Introducfio de conhecimento especifico sobre o problema na fase de desenvol-
vimento facilitando a busca;

¢ Construcgéo de fendtipo vidvel evitando-se avaliagtes de elementos infactiveis;

¢ Deseja-se: aumento da evolvabilidade das solugbes (fendtipos) aumentando as
probabilidades de criagao de prole factivel e melthorada.

Trés tipos de fungoes de desenvolvimento recebem atencfo especial e estfo ilus-
tradas pelas Figuras 4.1, 4.2, 4.3 e 4.4. Essas Figuras foram reproduzidas de [59]
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que mostra também uma ampla discussao sobre as aplicagoes de algoritmos genéticos
morfogenéticos.
As funcoes de desenvolvimento podem ser classificadas como:

4.2.1 Funcoes de desenvolvimento translativas

Envolvem mapeamentos triviais entre estruturas codificadas e estruturas avaliadas.
Um exemplo simples é o cddigo de Gray e um mais complexo é o da decodificacéo de
pardmetros em uma rede neural. Nota~se pela Figura 4.1 que os elementos encontra~
dos na estrutura codificada sdo mapeados diretamente na estrutura a ser avaliada
cuja “conexdo” se mantersd inalterada, ou seja, as varidveis encontradas em cada
estrutura codificada terdo destinos definidos na estrutura avaliada.

1
2
3
4 / /
5 mapeamento / \ /
6 transtativo \
7 -
8 // \
9 \ /
10
n Estrutura Avaliada
12
Estrutura
Codificada

Figura 4.1: Mapeamento translativo.

4.2.2 Funcoes de desenvolvimento generativas

Envolvem criagao recursiva de definigées entre estruturas codificadas e estruturas
avaliadas. FEste é um desenvolvimento mais complexo que o caso anterior onde
as estruturas codificadas estdo “compactadas”, necessitando-se de uma fungio de
“descompactagio”. Pela Figura 4.2 percebe-se que a estrutura a ser avaliada é obtida
por uma funcao de descompactagio que interpreta progressivamente os elementos
codificados. Sao encontradas aplicagtes no desenvolvimento de arguitetura de redes
neurais e programacgao genética.

4.2.3 Funcoes de desenvolvimento adaptativas

Envolvem criacdo dindmica de funges de mapeamento entre estruturas codificadas
e estruturas avaliadas. Na Figura 4.3 & realizada uma operagio de decomposicio
através da criacdo de “mddulos” da estrutura codificada e estes novos “mdédulos”
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s
S=> A+B
A=>B+C AB o 2
T3
B =» D+E g E
b -
C=>F+F| BCDE §-g —— deffde
D=>d ) %
E=>e DEFFde | & 3
F=>f e Estrutura
Avaliada
deffde Y
Estrutura
Codificada
Mapeamento
Generativo

Figura 4.2: Mapeamento generativo.

passam a fazer parte de uma biblioteca de opgées a serem utilizadas em estruturas
avaliadas como mostra a Figura 4.4. Este tipo de mapeamento tem forte aplicagio
em programacio genética.

Principal Principal
/ i /

Operagéio de 1 "‘\5 A

—_—
Biblloteca Dacomposigao Biblioteca
A= B=
1 1
N/ |/

3 3 2

Estrutura Estrutura

Codificada Avaliada

Figura 4.3: Mapeamento adaptativo (a).

4.3 Problemas com restricoes

Vérias técnicas para tratamento de restrigoes séo encontradas na literatura. Estas
podem ser agrupadas em vdrias categorias de acordo com o tipo de algoritmo, tipo de
restricoes, tipo de problema, etc. Em geral, as estratégias estdo associadas a algum
procedimento, que pode ser, por exemplo: utilizagio de funcdes de penalizagao, uti-
lizacio de operadores especiais, utilizacdo de técnicas de otimizagio multi-objetivo,
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Principal i1

i\z-"’”a L RN T )
VaVa B \YA MY/

I
——- 1
Biblioteca Construtivo \ / 2

[ B )

1
A= B= _————
1 It
!
H
I

1

—— a!

/ / 3 |

3 2..v mmme=- !
Estruiura Estrutura
Codificada Avaliada

Figura 4.4: Mapeamento adaptativo (b).
utiliza¢io de modelos de co-evolugao, utilizacio de operadores de reparo, etc.

4.3.1 Funcoes de penalizacao

Geralmente, um problema comn restrigdes pode ser transformado em um problema
sem restrigdes pela associacao de uma funcdo de penalizacao. Estas fungdes sdo
incorporadas & funcéo objetivo gerando uma tinica funcio a ser otimizada. O caso
mais simples é a utilizagio de fungdes de penalizagBes constantes associadas a um
pardmetro de penalizacio que atua sobre as restrigdes violadas. No entanto, a deter-
minagao e ajuste desse pardmetro é uma tarefa bastante 4rdua que pode demandar
bastante tempo em fun¢io da complexidade do problema em questéo.

Segundo experiéncias relatadas em [60] , a utilizacio de fungbes de penalizagio
pode gerar uma forma eficaz de se tratar as restrigdes, desde que a regio factivel
seja “larga” ou quando o problema apresenta uma “suavizagio” suficiente do espaco
de busca. Se o problema apresentar essas caracteristicas, este é o melhor caminho
para o tratamento das restrigoes.

A funcio aptidao modificada pode ser colocada na seguinte forma:

F(z) = f(z) + penal(z)

Na maioria dos métodos a parcela penal(z) sio fungdes de penalizagio, que diferem
entre si de acordo com o método e a maneira em que sdo aplicados s solugoes
infactiveis.

Em [61, 62, 63] sdo descritos vdrios métodos e alguns so apresentados resumi-
damente neste texto, a seguir.

Penalidades estaticas

O método proposto em [64] sugere a determinagio de intervalos com distintos valores
de parimetros de penalizacio associados a cada restricdo f;.
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A idéia é definir vérios niveis de violagio (). Para cada nivel de violacfio e para
cada restrigio criar um coeficiente de penalizacio definido por R;;, comi=1,2,...,{
ej=1,2,..,m, onde m é o nimero de violacdes.

A funcido aptiddo modificada é dada por:

F(z) =f(x)+§:sz x f7(z)

j=1

Esta é uma estratégia bastante interessante que evita penalizar de forma mais rigo-
rosa pequenas violages, mas que tem a desvantagem de requerer um maior niimero
de pardmetros a serem ajustados gerando-se uma maior complexidade na aplicagso
pratica do método.

Penalidades dinamicas

Diferentemente do método das penalidades estdticas, sao estabelecidos pardmetros
de penalizacio dindmicos que dependem, por exemplo, da geraciio em que se encon-
tra 0 processo de evolugdo. Por exemplo, em [65] a fungio F'(x) pode ser colocada
na forma:

F(@) = /@) +(© x ) Y. f(2)

onde C, a e § sdo constantes e tém valores sugeridos C = 0.5 ¢ & = 3 = 2. Nota-se
que o pardmetro de penalizacio (C x t)* cresce com o niimero de geragoes ¢ atingindo
seu valor méximo no final do processo de evolucdo.

Penalidades adaptativas

Estratégias que envolvem adaptag@o dos pardmetros de penaliza¢io sdo de grande
interesse em computagio evolucionista. Os pardmetros de penalizacio podem ser
definidos (adaptados) de acordo com informagoes obtidas durante o processo de
evolucdo. Sao apresentados aqui dois métodos que utilizam funcdes de penalizacio
adaptadas de acordo com informagbes do processo de evolucdo. O primeiro deles
[66], propde a seguinte fungfo aptiddo modificada:

Hﬂzﬂﬂ+Mﬂiﬁ@)

onde o pardmetro de penalizacio A(t) é adaptado a cada geracdo ¢ de acordo com
as seguintes regras:

(F)M1), seb € Fparatodot—k+1<i<t
AR+1) =1 BA(t), sebgFparatodot—k+1<i<t
A(t) em caso contrrio

onde b é 0 melhor individuo da geracio i, F é a regidio factivel, 5, # G5 ¢ f1, 2 > 1.
Neste método o pardmetro de penalizacio da geragdo seguinte A(f + 1) diminui se
todos os individuos na geragfio ¢ sdo factiveis, aumenta se todos sdo infactiveis e se
mantém inalterado se o caso for diferente de um desses dois.
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O segundo método, proposto em [67], utiliza uma parametrizagio que manipula
regides infactiveis “interessantes” préximas 3 regifio factivel. A funcdo de aptidao é
dada por:

F(z) = 1) + (Freas(t) ~ Fur®)) S0 (@)/5(0))"

j=1

onde Fyy representa a melhor solugdo, obtida até a geracio ¢, sem consideragio de
penalizagdo, Fr.,, representa a melhor solugio factivel e & é uma constante.

4.3.2 Tratamento das restrigoes em varias etapas

Em [60] apresenta-se ums. estratégia que trata problemas com restricdes em vérias
etapas:

¢ Evoluir uma populacdo gerada aleatoriamente com o objetivo de minimizar a
primeira restricio, até que uma certa porcentagem da populacio ¢ {estabele-
cida pelo usuério) seja factivel em relacio a essa restrigio;

e Esta populacdo € o ponto de partida para a fase seguinte da evolucio que tem
como objetivo a minimizacio da restricio seguinte. Durante esta etapa, os
individuos que violarem a restricio amterior serdo considerados falhas e ndo
competirdo no processo de evolugdo. O critério de encerramento do processo
é, agora, a satisfacdo da restrigho seguinte, pela mesma porcentagem ¢ da
populagéo;

e Repetir o processo até que todas as restrigbes sejam analisadas.

O inconveniente dessa estratégia é sua aplicagio em problemas que apresentam
um niimero maior de restrigdes o que levard inevitavelmente & uma evolucio cara
quanto a0 nlimero de avaliagtes e também quanto 3 escolha da ordem em que as
restrigOes serao analisadas.

4.3.3 Um algoritmo genético com dois parametros de pena-
lizacao

Em [68] é apresentado um algoritmo genético que incorpora uma estratégia para
tratamento de restricdes onde sdo utilizados dois pardmetros constantes p; e po
distintos que atuam independentemente em duas populagdes. A idéia é gerar dois
conjuntos de solucdes candidatas ao problema onde uma delas pertence ao grupo
avaliado por p; e outra ac grupo avaliado por p;. Se p; # ps, consequentemente, tem-
se diferentes niveis de satisfagiio das restrigdes nos dois grupos. As vantagens, nesta
estratégia, podem ser representadas pelo fato de existirem diferentes trajetdrias em
que 0s grupos se direcionam e também pelo fato de que em problemas com restrigdes
a solucdo estd na fronteira entre a regido factivel e a infactivel. Logo, isto pode ser
alcangado adotando-se, por exemplo, p; > p,, esperando-se encontrar uma regifo
factivel no grupo avaliado por p; e uma regifio que contém elementos infactiveis no
grupo avaliado por ps.
Resumidamente, a estratégia pode ser entendida como:
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o Gerar 2% POPSIZ individuos aleatoriamente (POPSIZ é o tamanho da popu-
lagdo);

e Avaliar cada individuo para os 2 parametros de penalizagdo e ordenéd-los em
duas listas;

Criar uma tnica lista ordenada de tamanho POPSIZ;

Aplicar operadores genéticos;

Avaliar novos filhos (2x POPSIZ), com os parAmeiros p; e p; gerando uma,
nova populagio;

Verificar critério de convergéncia.

4.3.4 Operadores especiais

Sao propostas na literatura estratégias que utilizam operadores especiais para, o tra-
tamento de problemas com restrigdes. Em [69] sdo discutidos operadores chamados
“operadores de fronteira” que basicamente tém como objetivo principal buscar e
explorar os limites (fronteira) entre a regido factivel e a infactivel. De posse de in-
formacgoes sobre a fronteira sio desenvolvidos operadores que objetivam manter os
novos individuos na regido factivel.

Outros métodos e aplicagdes para tratamento de problemas com restrigées podem
ainda serem enconfrados em [70, 71, 72].

4.4 Adaptacao

Adaptagiio de pardmetros e operadores é uma das mais importantes e promissoras
4reas dentro do contexto da computagdo evolucionista. Ela ndo é utilizada somente
para encontrar solugdes 6timas para os problemas, mas também para melhorar o
desempenho dos algoritmos.

Quando pretende-se analisar um problema utilizando-se algum tipo de algoritmo
evolucionista, ndo basta simplesmente a escolha do tipo de algoritmo, mas além
disso necessita-se a definicio de pardmetros a serem utilizados no mesmo. Tais
pardmetros podem ser, por exemplo, o tamanho da populagio, probabilidades de
recombinagio e mutagdo bem como as probabilidades especificas dos operadores. A
escolha da parametrizagio de forma automatica néo é trivial sendo um procedimento
trabalhoso que necessita um esforco considergvel.

A adaptacio da parametrizagio pode ser classificada [73, 74] quanto ao tipo e
quanto ao nivel. Quanto ao tipo se d4 em duas categorias: externa e dindmica. A
dindmica pode ser subdividida em exdgena, adaptativa e auto-adaptativa. Quanto
ao nivel a adaptacao de pardmetros se d4 em quatro categorias: ambiente, populagio,
individuo e componente.

4.4.1 Parametrizacio externa

A parametrizagio é mantida constante durante toda a execucao do algoritmo. As al-
teragoes somente sdo permitidas através de mecanismos externos podendo ser através
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do usuério ou de um programa especifico (meta-algoritmo) [75]. As vezes necessita~
se de um esfor¢o externo e exclusivo do usudrio, dependendo de uma infinidade de
testes podendo muitas vezes tornar-se proibitiva devido ao nimero de pardmetros a
serem ajustados.

4.4.2 Parametrizagao dinimica
Exdgena

Neste caso a adaptagiio da parametrizagio é feita respeitando-se uma regra externa
(fixa), que nio estd associada a nenhum tipo de informag&o obtida durante o proceso
de evolucgio. E muito comum a utilizagdo de regras que utilizam uma varidvel
“tempo” que pode representar as geragies, por exemplo. A mutacio ndo-uniforme
proposta por Michalewicz [8] é um exemplo deste caso. Uma outra utilizacio seria
a definicdo de pardmetros de penalizagio em problemas com restrigées onde esses
tém seus valores alterados em fungio da geragio [8].

Adaptativa

Acontece quando se utiliza qualquer tipo de retro-alimentacio (feedback), obtida
durante o processo de evolu¢io definindo quanto e como se alterar a parametrizagio.

Na literatura existem técnicas que propdem uma estratégia para adaptagio
de operadores genéticos de recombinagio e mutacio. Estuda-se a distribuigio de
“créditos” inerente 3 eficiéncia do operador (produtividade), onde os mais eficientes
tém suas probabilidades aumentadas e os menos, diminuidas [76]. A dificuldade é
saber quem recebers crédito, quando e quanto.

A distribuicio de créditos pode ser feita de virias maneiras. Uma seria pro-
porcional ao ganho que pode se dar guando o filho gerado tem aptidio melhor que
um certo valor de referéncia. A referéncia pode ser local [77] quando o filho tem
aptidido melhor que a dos pais, por exemplo, ou global quando a aptidéo é melhor
que um certo valor definido como referéncia como, por exemplo, a aptidio média ou
mediana. O valor do crédito a receber pode ser proporcional ao ganho de aptidao
ou um valor fixo independente do quanto se melhorou a aptidéo [78, 79, 80, 81] .

A distribuicio de créditos pode considerar a ancestralidade ou descendéncia dos
operadores fazendo com que “pais”, “avds”, “bisavds”, etc, também sejam recom-
pensados pelo sucesso de seus descendentes.

Entretanto, alguns cuidados devem ser tomados quando adotam-se politicas de
distribui¢io de créditos pois pode acontecer que em um dado momento da evolugao
um certo operador pode ter um desempenho extremamente favordvel fazendo com
este receba um crédito bastante significativo. Sua probabilidade deve aumentar de
forma significativa e consequentemente sers mais utilizado. Apesar de ser bastante
solicitado devido a sua alta probabilidade pode nio ser mais tio eficiente quan-
to naquele momento “fértil” do “passado” e outros operadores, talvez agora mais
adequados, podem nao estarem sendo utilizados com mais frequéncia por terem pro-
babilidades baixas. Para minimizar este tipo de problema introduz-se um pardmetro
que considera a “memdria” do processo de evolugio que pode ser feito estabelecendo-
se um limite de avaliagGes para que os operadores sejam reavaliados (“caso janela”
[76]), ou distribuindo-se créditos considerando-se uma ponderagio (pardmetro c), de
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valores acumulados no passado (“casa continuo” [77]), dada por:
Wigr = Wil —¢) +cR;

onde W; é o crédito acumulado do operador até o instante £, em funcio do seu
desempenho, R, é o crédito a ser dado no instante ¢ e ¢ é o parimetro de meméria.
O seu valor deve ser escolhido no intervalo [0,1]. O extremo 0 considera a meméria,
total — o passado é considerado totalmente ¢ a distribuicdo de créditos no presente
torna-se sem efeito — e o extremo 1 ndo considera memdria ~ somente o presente
é considerado. Em [77] séo discutidos vérios experimentos considerando-se valores
intermedidrios do pardmetro ¢ no intervalo [0, 1].

Auto-adaptativa

Baseia-se na “evolugéo da evolugio” para se definir a auto-adaptacio da parame-
trizago. A parametrizacio é codificada dentro dos cromossos juntamente com as
outras varidveis do problema. Essa codificagio conjunta nio altera as medidas de
aptiddo, mas, boas parametrizages podem acarretar bons individuos e esses po-
dem estar mais aptos & sobrevivéncia e reprodugdo. Consequentemente, também
propagando para a prole boas parametrizagGes.

4.4.3 Adaptacao do ambiente

Durante o processo de evolugio a relagdo entre o ambiente e o individuo é modi-
ficada como no caso de problemas com restrigGes onde parimetros de penalizacio
sao alterados tornando o ambiente “mais rigoroso” (penaliza¢io maior), ou “menocs
rigoroso” {penalizagio menor).

4.4.4 Adaptacao da populacio

Em geral as parametrizagdes sfo globais e vilidas para todos os elementos da popu-
lagao. Definindo-se parametrizacdes diferentes para grupos diferentes da populacio
tem-se uma adaptacgio da populagio.

4.4.5 Adaptacgao do individuo

Ocorre quando a modificagio de parametrizacio afeta um tdnico individuo da popu-
lagdo, por exemplo, a adaptacgio de pontos de crossover [82] exclusiva para alguns
ou todos individuos.

Um exemplo interessante também é encontrado em [83] onde adapta-se um
pardmetro que representa a idade do individuo acarretando consequentemente uma
adaptacao do tamanho da populagio dado por:

Popsiz(t + 1) = Popsiz(t) + N(t) — D(2)

onde D(t) é o nimero de individuos que morrem e N(t) é o nimero de filhos que
sao gerados na geragdo i, respectivamente.
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4.4.6 Adaptacio da componente

Ocorre um ajuste local definido para um gene (componente), ou grupo de genes
dentro do individuo. Um exemplo simples é quando se tem valores de taxa de
mutacéo especificos para cada componente do cromossomo.

4.5 Diversidade da populacao

Segundo classificagio proposta em [84] as medidas de diversidade podem ser dividi-
das em dois grupos: um referente s diversidades genot{picas e outro As fenotipicas.
Enquanto o primeiro concentra-se no material genético da populagio o segundo
concentra-se na aptidio dos individuos da populagéo.

4.5.1 Diversidade genotipica

Existe uma infinidade de medidas que podermn representar a diversidade no espago
de genétipos. Elas podem ser medidas de dispersio baseadas em dados estatisticos,
distdncia de Hamming, medidas de entropia, ete.

Diversidade genotipica através de medida Euclidiana

Comumente ntilizada em AGs com codificacdo real é dada pela seguinte expressio:

E - dmz'n

me =
dmam - dmz'

onde:
1 popsiz

Z d(cbesﬂs Oi)

popsiz =
G = AL {d(cbe_gg, C:;)ICQ € P}
dppin = MiN {d(Obegt, C.,;)|C,: c P}

@y TEpresenta a distincia do cromossomo mais afastado do melhor individuo e
dmin 8 distdncia do cromossomo mais préximo do methor individuo. Se me estd
proximo de 0 significa que muitos cromossomos estdo préximo do melhor individuo
e existird convergéncia.

d=

Diversidade genotipica através da distincia de Hamming

E proposta uma medida de diversidade por distincia de Hamming (DH) em [85]
onde determina-se uma média de DH entre todos os cromossomos que néo sejam
duplicatas. O custo computacional pode ser alto caso exista uma populagio grande
com cromossomos longos. Uma, alternativa é proposta em [86] onde determina-se
DH entre o melhor e o pior individuo da populacao.

Diversidade genotipica por medidas de dispersdes estatisticas

Estas medidas de diversidade podem ser dadas de varias pardmetros de dispersoes
estatisticas. Mais detalhes sobre essas medidas podem ser obtidos em [84].
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4.5.2 Diversidade fenotipica

As medidas de diversidades fenotipicas sdo obtidas através de valores de aptidio
no espaco de fenétipos. Em geral, sio calculadas usando-se valores de aptidao
do melhor individuo (fs.t), aptiddo do pior individuo (fuors:), aptiddo média (F),
aptiddo da mediana da populagio (fieq), entre outras. Algumas podem ser dadas
POX foest/ fmeds fmed/ fuworst, Propostas em [87], cujos valores devem estar no intervalo
[0, 1].

Uma outra medida de diversidade pode ser encontrada em [8] definida por:

] = \/Popslz'z—1 Ef__‘i‘{“'z (fi - T)z

1 y-popsiz fi
popsiz ~=i=1 /1

Outra medida de diversidade pode também ser dada por:

fma.:v _ fmed

dus =
fmaa: - fmz’n

onde fr.z € fmin representam os valores de aptiddo méxima e minima, respectiva-
mente e f,,.q4 representa o valor da aptiddo mediana. Se esta razdo estiver préxima
de 1 significa pouca diversidade na populacio.

Uma, outra medida seria a razo entre a aptidio méxima e a média fy,../f, onde
valores préximos de 1 também indicam pouca diversidade na populacao.

Em [88] utiliza-se uma medida para se avaliar a diversidade e convergéncia, dada
pela diferenca entre a aptidio do melhor individuo e a aptiddo média 7, fieer — f-

4.6 Hibridizacao e busca local

4.6.1 Hibridizacao

I sabido que algoritmos genéticos sfo mais eficientes na determinacéo de regites que
apresentam soluges 6timas globais do que métodos cldssicos baseados em técnicas
de gradiente. Entretanto, apés descoberta a regido que contém a solucio 6tima
global o algoritmo genético pode ndo ser tao eficiente na sua localizacho. Neste
ponto os métodos cldssicos de busca podem mostrar-se mais eficientes. Para tentar
solucionar este tipo de problema adotam-se algumas estratégias que sio conhecidas
como buscas locais e que podem ser implementadas de vdrias maneiras. Em geral,
podem ser utilizados operadores especiais dentro do algoritmo genético ou uma
associacao a outro método ji existente de eficiéncia comprovada. Em ambos os
casos as estratégias implementadas podem variar de acordo com o problema em
questdo. A associacio a um método j4 existente é conhecida como hibridizacio.
Por qué hibridizar?

Segundo [2] algumas questes importantes devem ser consideradas e justificam uma
resposta afirmativa para esta questao:

¢ hibridizando-se algoritmos genéticos com outros algoritmos aplicdveis ao pro-
blema pode-se gerar um algoritmo melhor que cada um deles isoladamente;

¢ hibridizagao pode acarretar novas heuristicas para otimizacao;
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4.6.2 Buseca local

Busca-se na vizinhanga do individuo um elemento mais apto. Por exemplo, em uma
codificagdo binéria a forma mais simples de se fazer uma busca local & trocar os bits
de 1 para 0 e 0 para 1 bit a bit recodificando-se o cromossomo e calculando-se uma
nova aptiddo para cada troca efetuada[7]. Isto é feito até que todos os bits sejam
trocados. A cada passo, se a nova aptiddo for melhor que a anterior ela é adotada.
Neste ponto cabe uma observagdo: duas opgdes podem ocorrer; a primeira é de que
o cromossomo pode ser mantido com a codificacio original e somente a aptiddo é
alterada e, na oufra além da nova aptiddo adota-se também a recodificagio para o
cromossomo, conhecida como Lamarckianismo.

Sa0 encontradas na literatura outras formas de busca. Por exemplo, a proposta
[89] que ocorre em trés etapas:

1. superset test: este teste & parecido com a estratégia anterior com a excecdo de
que as mudangas ocorrem somente nos bits no sentido de 0 para 1;

2. substitution tesl: este troca simultaneamente os valores de dois bits. Troca-
se os valores de 0 para 1 e 1 para 0. Permanece o valor de maior aptiddo
assumindo-se a recodificagdo do cromossomo original;

3. subsel test: este é similar ao superset test, sendo que agora somente sdo troca-
dos os bits no sentido de 1 para 0.

Nos casos anteriores, os procedimentos de busca sio terminados somente quando
todos os bits forem submetidos a pelo menos uma troca tornando-se estratégias
caras.

Uma outra opcdo seria a utilizagio da técnica denominda “first ascent” onde o
procedimento de busca local é interrompido na primeira troca que produz melhora.

Em [90], sdo sugeridas duas estratégias de busca através da implementacio de
um operador utilizado em problemas com restri¢des. Basicamente, estas estratégias
combinam caracteristicas favordveis de solugdes factiveis e infactiveis em uma da-
da populacdo e em uma certa geracfo, evitando a introducio de parimetros de
penalizacio associados 3s violagGes das restrices.

Sejam, por exemplo, os seguintes cromossomos referentes a dois elementos da
populagio, um factivel e outro infactivel:

160111G61000000111 factivel - cromossomo A
01011111011100100 infactfvel - eromossomo B

O operador tem a funcio de substituir um bit em uma certa posigio do cromosso-
mo B (infactivel), pelo correspondente valor do cromossomo A (factivel) com uma,
probabilidade pg.

o Estratégia 1:

1. Gerar populagao aleatoriamente;
2. Avaliar elementos na populagio;
3. Combinar elementos infactiveis com factiveis da seguinte maneira:

(a) Identificar o melhor elemento factivel por Xpes;
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(b) Classificar os N elementos infactiveis de acordo com suas violagGes
as restricbes, ou seja, o0 que mais violar assume o tltimo lugar na
lista;

(¢) Combinar cada elemento infactivel com Xj.,;. A probabilidade pg de
haver troca em um bit é dada de acordo com a classifica¢io no (rank)
do elemento infact{vel da seguinte maneira: definindo-se g como o
bit da i-ésima posicio do elemento infactivel que se deseja definir, gP
como o bit da #-ésima posicido do Xjee: € g};- o bit do #ésimo elemento
infactivel, tem-se:

r_ | gf seri<R;
% = 95 ser; > R;
j=1.,N
onde r; é um inteiro gerado aleatoriamente entre 1 e o tamanho da
populagio e R; é a posigdo no rank do jésimo elemento infactivel.

4. Avaliar elementos recodificados;

5. Inserir novos elementos factiveis na populagio no lugar dos factiveis com
menor aptidao;

6. Combinar factfveis com infactiveis e completar a nova populagao;
7. Aplicar operadores de recombinagio e mutacio na nova populacgio;
8. Repetir o processo até a convergénica.
e Estratégia 2: A estratégia 2 & basicamente a mesma da 1 exceto pelo item 3.
Ela apresenta um aspecto mais seletivo que o anterior e se d4 pela combinacio

de elementos factiveis com infactiveis que t&m valores similares de aptidéo.
Sendo J o elemento infactivel e I o factivel, tem-se:

8ry = F(I) — F(J)
onde F(I) é a fungdo objetivo do elemento I e F(J) é a fungdo objetivo do

elemento J. Seleciona-se, desta forma, o elemento factivel I mais préximo do
infactivel J. Identificados os elementos, o valor de gF, é dado por:

JF = gfF ser; <pg
¢ g% ser;>pg

j=1,.,N

Onde gB¥ é o i-ésimo bit do elemento factivel selecionado, g; é o correspon-
dente bit no elemento infactivel e r; é um nimero aleatério escolhido entre 0
e 1. Os passos restantes sfio idénticos aos da estratégia 1.
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4.6.3 Lamarckianismo e Efeito Baldwin

Em estratégias evolucionistas, com sustentagio na biologia, existe uma diferenca
bem definida entre espago de genétipos (G) e espaco de fenétipos (F). Um elemen-
to do espaco de fenétipos, também denominado como individuo, é obtido por um
mapeamento a partir do espago de genétipos. Este mapeamento é realizado por
fungbes de desenvolvimento ou fungdes de decodificagiio [91]. Durante o processo
de desenvolvimento ndo existe qualquer tipo de influéncia a partir dos elementos
restantes da populacdo. A funcdo f(g) na Figura 4.5 representa uma funcio de
desenvolvimento. O mapeamento s6 acontece do espaco de genétipos para o espago
de fenétipos exatamente como ocorre na natureza. No espago de fenétipos, o conhe-
cimento refere-se a uma plasticidade a gual o individuo pode adquirir, provocando
seu “amadurecimento” tal como evidenciado por processos adaptativos encontrados
na natureza.

Entretanto, o bidlogo Jean Batiste Lamarck em 1800 em seu discurso sobre a teo-
ria da evolugiio, defendia um mapeamento inverso (f~1(f")), como ilustra a Figura
4.5, do espago de fenétipos para o espaco de genétipos. Para ele as caracteristicas
obtidas através do conhecimento ou “maturacio” (m), do individuo no ambiente
em que vive poderiam ser herdadas pelas geragoes seguintes. Dessa forma haveria
uma altera¢iio do material genético do individuo em funcfio do conhecimento obtido
durante a sua existéncia e sua defesa se baseava no exemplo cléssico em que tentava
explicar a existéncia dos pescogos longos das girafas.

Em algoritmos genéticos, denomina-se busca local Lamarckiana a modificacio
do gendtipo (f~(f)), em alusdio ao bidlogo Lamarck. Este mapeamento inverso &
possivel de ser implementado em alguns casos. Por exemplo, se vérias codificactes
do espago de gendtipos acarretam um dnico individuo no espago de fenétipos como
ilustra a Figura 4.6, o caminho inverso fica indefinido e néo é possivel realizar a
busca Lamarckiana.

Segundo [91], algoritmos genéticos que utilizam busca local Lamarckiana sio
frequentemente mais eficientes que aqueles que no as usam, o que pode ser atraente
em muitas aplicagGes.

O “efeito Baldwin” é uma teoria que se opoe ao Lamarckianismo e tem funda-
mentos puramente Darwinianos e foi introduzido independentemente por Baldwin,
Morgan e Osborn no ano de 1896 [92]. Neste caso, ocorrem buscas locais néo-
Lamarckianas explorando informag@es obtidas por uma “busca fenotfpica” sem uti-
lizacio de modificagGes no cédigo genético.

Lamarckianismo

No AG Lamarckiano em fungio de uma melhora da aptiddo & sobrevivéncia por
algum processo de aprendizado ou maturagéio do indidividuo existe a recodificagio
do genétipo que é inserido na populagio no lugar do antigo, competindo no processo
de reproducéo.

Efeito Baldwin

Diferentemente da situagio anterior, qualquer tipo de conhecimento adquirido pelo
individuo (fenétipo), ndo acarreta em uma recodificagéio de seu genétipo. Como na
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1)

G F

Figura 4.6: Mapeamento inverso ndo possivel.

natureza, o individuo melhora sua aptidio A sobrevivéncia sem acarretar mudancas
€m seu Cromossomo.

Em [92] s&o discutidos vérios aspectos inerentes 3 aplicacio do “efeito Baldwin”
e entre ele destacam-se a plasticidade fenotipica, rigidez fenotipica, plasticidade do
comportamento e plasticidade do conhecimento, descritos a seguir.

Plasticidade fenotipica

A plasticidade fenotipica tem a caracteristica de suavizar a “paisagem” do es-
pago de busca objetivando condi¢des melhores para se dar a evolugio. Possibi-
lita ao individuo uma melhor exploracio do espaco e sua aptiddo pode ser obtida
considerando-se a aptidio do melhor individuo encontrado na sua vizinhanca, através
de saltos ou aproximacées, no espaco de busca.

Rigidez fenotipica

O organismo pode, lentamente, evoluir caracteristicas de seu comportamento ou de
sus estrutura fisica. Um aspecto interessante é o conhecimento proveitoso adquirido
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pelas experimentacdes praticadas no meio ambiente, que podem ser bem ou mal
sucedidas.

Plasticidade do comportamento

Explora-se o fato de que mudancas no comportamento de um individuo sio mais
fAceis de ocorrer do que mudangas em uma estrutura fisica. O organismo pode de-
senvolver formas alternativas para melhor se adaptar a um novo ambiente do que
submeter-se as mudangas radicais em sua estrutura fisica. Por exemplo, o ser hu-
mano nao estd apto para receber fortes cargas de raios ultra-violeta mas, é suficien-
temente capaz para desenvolver protetores solares para suavizar tal inconveniente.

Plasticidade do conhecimento

Caracterfsticas instintivas encontradas em um ser vivo possibilitam a sua adaptacéo
80 meio em que viverd. Entretanto, o conhecimento adquirido, que ndo tem o aspecto
instintivo, poderd proporcionar ao individuo oportunidades maiores de adaptacéio e
sobrevivéncia em um maior ndimero de ambientes diferentes, o que talvez nio seja
possivel somente com caracteristicas instintivas.

4.7 Algoritmos Genéticos Paralelos

Os algoritmos genéticos podem ser aplicados a uma gama de problemas. Entre eles,
muitos sfo complexos, principalmente na obtengio da medida da aptiddo, gerando
analises com alto custo computacional. Para minimizar esse custo sio desenvolvidos
varios tipos de algoritmos genéticos que utilizam recursos de computacio paralela
[93, 94, 95, 96, 97, 98, 99, 100, 101, 102].

A idéia principal concebida na maioria dos cédigos computacionais com técnicas
de paralelizagio é de simplesmente dividir o lote total de tarefas de natureza repe-
titiva em sub-lotes de tarefas e resolvé-los simultaneamente. Isto pode ser feito de
vArias maneiras.

Principais tipos de AGs paralelos:

¢ AG com paraleliza¢io do cdleulo da aptidao;
e AG com modelo de “ilhas”;
o AG com granulagdo fina;

e AG misto.

4.7.1 AG com paralelizacao do cilculo da aptidao

Hsta é a estratégia mais simples e de fcil implementacio para se gerar um AG para-
lelo. Trabalha-se neste caso com uma tnica populacio subdividida com individuos
avaliados simultaneamente. Este é um AG paralelo do tipo “mestre-escravos” como
mosira a Figura 4.7. Podem haver diferencas no tempo de avaliagio total de cada
grupo de individuos em fungo das variagSes do tipo de arquitetura do(s) computa-
dore(s) utilizado(s). Neste caso pode-se ter um tinico computador com arquitetura
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paralela ou redes de estagbes homogéneas ou heterogéneas, dedicados ou nio a um
finico usudrio.

As operagbes de selegdo, recombinacio e mutacdo sao feitas na populacdo in-
teira pelo mestre e a Gnica diferenga deste AG paralelo para o sequencial est4 no
tempo de processamento. Aos escravos cabe a obtencio das aptiddes dos individuos
pertencentes ao grupo designado para cada um deles.

Pode ocorrer no processo de comunica¢io entre os escravos e o mestre um tempo
de espera para que o mestre tenha os dados de todos os grupos e, assim, duas decisdes
podem ser tomadas: uma em que 0 mestre espera por todos os dados dos grupos,
tendo-se um AG sincrono e outra em que o mestre néio espera por todos os dados
tendo-se um AG assincrono. No caso de assincronismo o AG paralelo d4 origem a
um processo evolutivo distinto do caso sequencial.

ESCRAVO 1 ESCRAYO 4 ESCRAVO 5
ESCRAYO 2 MESTRE .
ESCRAVO 3 » ESCRAVO n

Figura 4.7: AG paralelo do tipo “mestre-escravos”.

4.7.2 AG com modelo de “ilhas”

Este tipo de algoritmo é mais sofisticado que o do tipo “mestre-escravos”. A po-
pulacdo é subdividida em vérias sub-populagGes mas agora as operacdes de selecéo,
recombinagdo e mutagio sfo feitas localmente em cada sub-populacio, ou seja em
cada “ilha”. Um aspecto interessante neste caso é a possibilidade de troca ou mi-
gracio de individuos entre as sub-populagies. Uma possivel topologia é a do tipo
“anel” mostrada na Figura 4.8 mostrando as possibilidades de migragio. Deve haver
para, esse modelo uma parametrizagio que controla quando haverd migracio, qual
o seu sentido e quantos serfo os individuos que migrario.

4.7.3 AG com granulacdo fina

Neste caso os individuos distribuem-se espacialmente num dado arranjo com uma
certa, topologia de ligacdes (vizinhanga). Um exemplo seria o “toro” bidimensional
mostrado na Figura 4.9. A sele¢do ocorre localmente onde cada individuo se repro-
duz com outro selecionado numa certa vizinhanca sua, como mostra a Figura 4.10.
A avaliagio pode ser sincrona ou nio.
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Figura 4.8: AG paralelo com granulagio grossa.

Figura 4.9: AG paralelo com granulagio fina.

Figura 4.10: Escolhs do vizinho para reproduciio ~ O quadrado central representa o
individuo escolhido para reproduzir e o restante ao sen redor representam os possiveis
elementos que podem participar da recombinagio.

4.7.4 AQG misto

Finalmente, os AGs mistos agrupam caracteristicas dos vérios tipos de AGs paralelos
num {nico algoritmo. Por exemplo, um AG misto pode ser obtido através de uma
técnica de paralelizagdo para a obtencio da aptiddo com um modelo de “ilhas”,
como esquematizado na Figura 4.11 ou um modelo de “ilhas” associado a um AG
paralelo com granulacdo fina como mostrado na Figura, 4.12.



ol

Figura 4.11: AG paralelo onde cada “ilha” tem aptidio avaliada em paralelo.

Figura 4.12: AG paralelo misto com modelo de “ilhas” associado a um AG com
granulacio fina.



Capitulo 5

Experimentos Numéricos

5.1 Introducao

Neste capitulo sdo discutidos alguns experimentos numéricos de aplicacio dos algo-
ritmos e formulagdes discutidas em capftulos anteriores deste texto. As implemen-
tactes foram realizadas em linguagem de programacio FORTRAN 77. Parte dos
resultados foram publicados nas referéncias [103, 30, 104, 105].

5.2 'Trelica de 10 barras

% frequente na literatura a discussio de exemplos de otimizagdo de peso em treligas
metdlicas. Um exemplo cldssico é a trelica de 10 barras mostrada na Figura 5.1.
Este exemplo é exaustivamente estudado através de métodos classicos e algoritmos
genéticos (106, 107, 108, 109, 110, 111, 112, 113, 114, 115, 116, 117, 118].

A p2
2 1
&
10
6 360 in
o ,
4
o]
2
v P1
) 360 in | 360in i

Figura 5.1; Trelica de 10 barras.

O problema de otimizacio pode ser colocado da seguinte forma: Encontre o
conjunto de dreas a = {44, Ay, ..., A,} que minimiza o peso da estrutura

W) = 3" pALs
=1
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onde L; é o comprimento do i—ésimo membro da trelica e p a densidade do material.
O problema est4 submetido as restricdes de tensdes

Z_1<0 Vi=1,2,..,n

onde n é o nlimero de barras, e restriges de deslocamentos para todos os graus de
liberdade globais u;

M——lﬁO YVi=12,...m
uma.:n
onde m € o niimero de graus de liberdade da estrutura.

A otimizacio dessa trelica serd estudada através de vérios problemas que apre-
sentam variagbes entre si em fungdo do carregamento, espago de busca (varidveis
continuas ou discretas), restri¢des e tipos de algoritmos genéticos utilizados.

A Tabela 5.1 mostra as propriedades do material e os limites admissfveis para as
tensbes e deslocamentos. As cargas P1 estio aplicadas nos nés 2 e 4 e P2 nos nés 1
e 3 e suas intensidades variam de acordo com o problema.

propriedade valor
Médulo de elasticidade 10.0" psi
Massa. especifica, 0.1 1b/in3
Tensdes admissiveis =+ 25000.0 psi
Deslocamentos admissiveis 2.0 in

Tabela 5.1: Propriedades do material e restricdes.

Para todos os problemas apresentados a seguir utilizou-se uma funcio aptidao
modificada, a partir da funcdo a ser otimizada, que incorpora uma, fungo de pena-
lizacio transformando o problema com restriges em um problema sem restricoes.
Essa funcio é dada pela seguinte expressio:

f(a) = W(a) x (1 + penal x S)

onde a varidvel S é soma dos residuos de cada restricdo violada e penal = 600, para
todos os problemas analisados neste exemplo.

Os resultados obtidos nos processos de otimizagdes envolvidos em todos os pro-
blemas deste exemplo referem-gse ao melhor resultado entre todas as execuges rea~
lizadas nos algoritmos genéticos.

5.2.1 Problema P1

O Problema P1 corresponde a uma anilise feita considerando-se o carregamento
definido com os valores de P1 = 100 Kips ¢ P2 = 0, impondo-se restricdes de
deslocamentos maximos admissfveis de ., = £2.0 in para todos os nés em todas
as direges e restrices de tensfes para todas as barras. O espago de busca é formado
por varidveis continuas e tem o limite inferior 4,,;, = 0.1in e superior Ay, = 40.0

in2.
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Utilizou-se um algoritmo do tipo “steady-state” com codificaciio real, com os
seguintes operadores de recombinagdo: crossover de dois pontos, discreto, BLX-o
(a = 0.3), e o heurfstico. Adotou-se uma mutagio randémica. Todos os operadores
foram definidos com probabilidades varidveis durante as avaliacoes e dadas na Tabela
5.2.

prob  cr. 2 pontos cr. discreto BLX-q cr. heuristico mut. randémica
prob.i 0.3 0.2 0.0 0.2 0.3
prob_f 0.1 0.3 0.2 0.2 0.2

Tabela 5.2: Probabilidades iniciais e finais dos operadores.

A probabilidade prob de um operador em uma determinada avaliagio naval é
dada pela seguinte equagio:

noval

= b.i b_f —probi) X —8M8—
prob = prob_i + (prob_f — prob._i) o—

onde prob_i representa a probabilidade inicial do operador, prob_f a probabilidade
final, naval o nimero da avaliagio corrente e mazaval o niimero total de avaliagdes.

O grafico da Figura 5.2 ilustra a variagio das probabilidades dos operadores
escolhidos para este problema.

prob_i prob_f
0.2 cr. heuristico 0.2
0.3 mut. rand. 0.2
L ] w 02
0.2
¢ cr. discreto
0.3
0.3
cr. 2 pontos 0.1
0 maxaval

Figura 5.2: Probabilidades iniciais e finais dos operadores.

Foram definidas trés populaces iniciais com os tamanhos de 400, 500 e 660
elementos. Para as de 400 e 500 foram realizadas 20000, 30000 e 40000 avaliactes
e para a de 600, realizadas 21000, 30000 e 42000 avaliacdes. Para cada populacio
inicial foram realizadas 10 execuctes com 10 sementes diferentes cujos valores foram
escolhidos aleatoriamente entre 0 e 1.

A Tabela 5.3 resume os valores obtidos na otimizacio, detalhados na Tabela 5.5.



95

avaliagtes populagdo
400 500 600
20000  5065.795 5064.539 -
21000 - 5066.664

30000  5062.059 5061.880 5063.907
40000  5076.684 5061.442
42000 - - 5061.330

Tabela 5.3: Resultados obtidos na otimizagio — peso da estrutura em lbs.

Para ¢ Problema P1 o melhor resultado obtido foi o da anélise com uma popu-
lacio com 600 elementos e 42000 avaliagSes com o valor de 5061.330 Ibs para o peso
total da estrutura como mostra a Tabela 5.3. ,

Observa-se na Tabela 5.3 que para a populacio com 400 elementos e 40000
avaliacoes ocorren um resultado pior do que os com 20000 e 30000 avaliacées. Isto
se deveu ao fato de terem sido adotadas probabilidades varidveis de operadores
durante a evolugdo associados com diferentes tamanhos de populacdes e niimero de
avaliacGes, gerando, entdo diferentes parametrizactes que nfo garantem que uma
populagio maior com um maior nimero de avaliacées forneca melhores resultados.
Este fato é observado também em anélises seguintes deste exemplo, onde também
s80 mostrados resultados detathados de todas as andlises realizadas.

A Tabela 5.4 totaliza o desempenho dos operadores genéticos para o conjunto
das 10 execugbes que inclui o melhor resultado da otimizacio. Nessa Tabela sio
apresentados o niimero de aplicagGes de cada operador e o niimero de sucessos

-— . —obtidos, ou seja, quando cada um deles, conseguiu gerar um novo melhor individuo
da populagdo. A taxa é a razio entre o niimero de sucessos e o niimero total de
aplicagbes que mostra que a mutacdo randdmica, para este exemplo, foi o0 operador
de maior eficiéncia com 212 sucessos e o crossover heuristico o de menor com 19
SHCessos. _

A Tabela 5.5 mostra os valores das dreas das barras A; da trelica, referente a
cada populagio inicial, “naval” representa o niimero de avaliacoes e “aval” o nimero
da avaliacio em que foi encontrado a methor solucéo.

operador nim. aplicagbes sucessos taxa
cr. 2 pontos 134720 184  1.3658 x 10 °
discreto 87571 106  1.2104 x 1073
BLX-a 36346 33 0.9079 x 1073
heuristico 86203 19 0.2204 x 10~°
mut. randdmica, 69161 212 3.0653 x 1073

Tabela 5.4: Estatfstica dos operadores - populagdo = 600, avaliactes = 42000.
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5.2.2 Problema P2

Um fato que deve ser observado cuidadosamente no exemple da trelica de 10 barras
em estudo é de que além das restrigdes impostas em relacio &s tensdes e desloca-
mentos admissfveis define-se um limite inferior de 0.1 in? para a area minima das
segOes tranversais das barras. Ao se utilizar alguns operadores de recombinacdo,
BLX-e por exemplo, existe a possibilidade de escolha de um valor para um certo
pardmetro do cromossomo que esteja fora dos limites estabelecidos para o mesmo,
ou seja, menor que o limite inferior ou maior que o limite superior. Em alguns
problemas este tipo de ocorréncia pode ser indiferente em nada interferindo a busca.
Entretanto, particularmente no caso em questfio néo se pode admitir a geragio de
uma estrutura onde uma barra tenha 4rea negativa.

Nota-se pelos resultados da andlise anterior que um ndmero significativo de bar-
ras assumem os valores de 0.1 in? para a 4rea de suas se¢bes tranversais. Por esta
caracteristica do problema e pelos operadores utilizados, provavelmente, foram ge-
radas estruturas com algumas barras com se¢des transversais com valores negativos.
Algumas opgbes para reparar este tipo de problema podem ser adotadas e basica-
mente duas escolhas podem ser feitas. Uma seria deixar a codificagio da forma em
que foi gerada (com valor negativo para 4reas) e fazer uma. projecio, como se fosse
um processo de aprendizado do individuo, para o limite inferior somente no momento
da avaliacdo, sem recodificar o cromossomo, explorando o “Efeito Baldwin”.

A outra opcdo seria o oposto e os cromossomos gerados apés a recombinacio
seriam recodificados (lamarckianismo), para garantir que nenhuma, barra tenha sua
secdo transversal com valor negativo. O Problema P1 foi analisado adotando-se a
opc¢io de projecio para o limite inferior somente no momento da, avaliacio.

Decidiu-se, ainda, dentro da andlise do Problema P2 uma variacio no proces-
so de lamarckianismo utilizado. Foram feitos alguns experimentos imaginando-se
uma recodificacdo aleatdria, e para isso definiu-se uma probabilidade (prob.) de se
recodificar o cromossomo apés a operagdo de recombinacio. Lembrando que para
garantir o limite inferior para os valores das se¢des transversais sempre procedeu-se
a uma verificagio no momento da avaliagio.

As Tabelas 5.6, 5.7 e 5.8 resumem os valores obtidos na otimizagio, detalhados
nas Tabelas 5.9, 5.10 e 5.11, com probabilidades 0.1, 0.3 e 1.0 de recodificacio,
respectivamente.

avaliagOes populagio
400 500 600
20000 5062.713 5071.952 -
21000 - 5065.884

30000  5062.692 5061.916 5063.386
40000  5061.324 5060.920
42000 - - 5061.119

Tabela 5.6: Resultados obtidos na otimizagio - prob.=0.1 — peso da estrutura em
Ibs.

Observa-se através desses resultados que os melhores valores para a otimizacao
analisada no problema P2, foram com uma populagio inicial de 500 individuos
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avaliactes populacio
400 500 600
20000  5062.985 5063.530 -
21000 - 5065.304

30000  5061.392 5061.484 5061.515
40000  5061.196 5060.984
42000 - - 5061.241

Tabela 5.7: Resultados obtidos na otimizagio - prob.=0.3 — peso da estrutura em
Ibs.

avaliacoes populagio
400 500 600
20000  5064.471 5067.096 -
21000 - 5064.522

30000  5061.703 5061.957 5063.361
40000  5061.134 5061.032
42000 - - 5061.321

Tabela 5.8: Resultados obtidos na otimizagao - prob.=1.0 — peso da estrutura em
Ibs.

e um total de 40000 avaliagoes (5050.920 Ibs), adotando-se uma probabilidade de
recodificacdo igual a 0.1 como mostra a Tabela 5.6. Este resultado indica que mesmo
com probabilidades maiores de recodificagéo, ou seja, 03 e 1.0, ndo foram alcangadas
melhores solugbes, o que poderia ter se tornado uma expectativa.

As Figuras 5.3, 5.4, 5.5, 5.6, 5.7, 5.8, 5.9, 5.10 e 5.11, mostram resultados com-
parativos, do peso da trelica durante o processo de evolugio, entre os problemas P1
(sem recodificagio - prob. = 0) e P2 (com recodificagio - prob.=0.1, 0.3 e 1.0).
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Resultados comparativos do Problema P2 - prob.

*

Tabela 5.11




Peso

POP.= 400 - AVAL .= 20000

7000

6500

6000

5500

5000

T

prob.= 0.0 ——
prob.=01 —+-
prob.= 0.3 =
prob.e= 1.0 ~--

0

8000

Avaliacoss

12000

16000 20000

Figura 5.3: Populagio com 400 elementos e 20000 avaliagdes.
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Figura 5.4: Populacao com 400 elementos e 30000 avaliagdes.
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POP.= 400 - AVAL.= 40000
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Figura 5.5: Populagio com 400 elementos e 40000 avaliagGes.
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Figura 5.6: Populacao com 500 elementos e 20000 avaliagGes.
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Figura 5.7: Populacio com 500 elementos e 30000 avaliagGes.
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Figura 5.8: Populacio com 500 elementos e 40000 avaliagoes.
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POP.= 600 - AVAL.= 21000

7000

6500

L]

6000

Peso

5500

5000

T L) Ll

prob.= 0.0 —~—
prob.= 0.1 —+—-
prob.= 0.8 -&--
prob.= 1.0 —»— |

4200 8400 12600 16800 21000
Avaliacoes

Figura 5.9: Populagio com 600 elementos e 21000 avaliagdes.
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Populagao com 600 elementos e 30000 avaliagoes.
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Figura 5.11: Populagido com 600 elementos e 42000 avaliagGes.

5.2.3 Resultados comparativos - Problema P2

Serao relacionados e comparados resultados frequentemente encontrados na litera-
tura com os obtidos nas andlises do P2 como mostram as Tabelas 5.12, 5.13 e 5.14.
Além disso serfio feitos alguns comentédrios e criticas em relagio a alguns desses
resultados.

Em geral, os resultados encontrados na literatura referentes a esta trelica for-
necem os valores das segOes transversais das barras com dois ou trés algarismos
significativos apds o ponto (virgula). Raramente sio apresentados resultados com 4,
5 ou mais algarismos significativos ap4s o ponto e isto pode ser justificado pelo fato
de que as 4reas sio dadas em in? e uma, precisio de dois algarismos j4 seria bastante
rigorosa em uma fase de execugio da trelica.

Entretanto, por se tratar de um exemplo classico e de ser exaustivamente estu-
dado por varios tipos de algoritmos alguns cuidados devem ser tomados tanto na
obtencao gquanto na apresentacio de resultados.

Um detalhe importante estd relacionado ao comprimento das barras adotados
durante o momento de avaliacio de uma possivel solugio. Alguns pesquisadores sdo
flexiveis em relacao & essas medidas. Para as barras 1, 2, 3, 4, 5, e 6 de comprimento
360 in? ndo haveriam problemas jé que trata-se de um valor inteiro mas, para as
barras de nimero 7, 8, 9 e 10 (inclinadas) necessita-se da adogio de uma precisio
mais rigorosa evitando-se possiveis arredondamentos que acarretam um peso menor
da estrutura. Nas anilises realizadas neste trabalho adotou-se precisdo dupla para
a variavel que representa o comprimento das barras inclinadas.

Um outro detalhe esta relacionado as restricdes impostas na formulacéo do pro-
blema de otimizacdo, principalmente as associadas aos deslocamentos maximos per-
mitos, as quais tém sido violadas na apresentagdo de alguns resultados. Esta é uma
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A; Ref[106] Ref119] Ref]108] Ref[109] Ref[110] Ref.[107
1 31.350 30570 33.432  30.416  30.500  30.670
2 0100 0369 0100 0128  0.100  0.100
3 20030 23.970 24260  23.408  23.200  23.760
4 15600 14730  14.260  14.905 15428  14.590
5 0140 0100 0100 0101 0100  0.100
6 0240 0364 0100  0.101 0210  0.100
7
8
9
10
W

8.350 8.5647 8.388 8.696 7.649 8.578
22.210 21.110 20.740 21.084 20.980 21.070
22.060 20.770 19.690 21.077 21.818 20.960

0.100 0.320 0.100 0.186 0.100 0.100

5112.00 5107.30 5089.00 5084.90 5080.00 5076.85

Tabela 5.12: Resultados comparativos entre a literatura e a melhor solucio do Pro-
blema P2 -- peso da estrutura em Ibs.

A; Ref[111] Ref[112] Ref]113] Tese  Ref114] Ref.[115]
1 30.731 30.980  30.0310 30.56091  30.520 30.350
2 0.100 0.100 0.1000  0.10000 0.100 0.100
3 23.934 24.169  23.2740 23.16999  23.200 23.620
4  14.733 14.805  15.2860 15.11224  15.220 15.950

5 0.100 0.100 0.1000  0.10000 0.100 0.100

6

7

8

9

0.100 0.406 0.5565  0.54910 (.551 0.760
8.542 7.547 74683  7.47048 7.457 7.260
20.954 21.046  21.1980 21.09910  21.040 19.670
21.836 20.937 216180 21.52714 21.530 22.100
10  0.100 0.100 0.1000  0.10000 0.100 0.100
W 5076.66 5066.98 5061.60 5060.920 5060.80 5053.00

Tabela 5.13: Resultados comparativos entre a literatura e a melhor solugao do Pro-
blema P2 — peso da estrutura em lbs.
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A; Ref[115] Ref]116] Ref[117] Ref[117] Ref[118] Ref.[115]

1 30.64 31.28 28.7878  32.9657  30.440 30.561
2 0.10 0.10 0.1000 0.1000 0.100 0.100
3 23.71 24.65 22,3483 22,7988  21.790 27.946
4 14.39 16.39 16.7847  14.1463 14.260 13.619
5 0.10 0.10 0.1000 0.1000 0.100 0.100
6 0.497 0.10 0.5516 0.7393 0.451 0.100
7 7.58 7.90 7.5633 6.3807 7.628 7.907
8 2224 21.53 21.9861  20.9121 21.630 19.345
9 20.21 19.07 21.0175  20.9779 21.360 19.273

0 0.10 0.10 0.1000 0.1000 0.100 0.100
W 5062.50 5052.00 5051.76 5013.24 4987.00 4981.10

[y

Tabela 5.14: Resultados comparativos entre a literatura e a melhor solugido do Pro-
blema P2 — peso da estrutura em lbs.

questidc de maior importéncia que nfo pode deixar de ser verificada pois dessa for-
ma o problema original torna~-se modificado. Além disso os limites miximos para os
deslocamentos ¢ tensGes devem ser estabelecidos com varidveis definidas com pre-
cisdo dupla, ou seja, neste caso, Upe; = 2.0d4+00 in e 0,4, =25000.0d+00 psi, no
momento da avaliagio de uma solugio candidata.

Na Tabela 5.15, com resultados comparativos, tem-se “W apresentado” como
valor do peso (correspondente 3 funcdo objetivo apresentado nas referéncias, em Ibs),
“W calculado” (calculado nesta tese para todas as referéncias), representando o valor
do peso calculado através das 4dreas apresentadas e utilizando-se o comprimento das
barras inclinadas por uma varidvel de precisiio dupla e uy e uys 05 deslocamentos
verticais {eixo-y), dos nés 2 e 4 (restrigdes “mais representativas”).

Observando-se os resultados das comparagGes percebe-se que existem variagOes
significativas no valor do peso apresentado e do peso calculado onde algumas tém
peso calculado maior que o apresentado, outras com um simples truncamento e
arredondemento na quantidade de algarismos significativos e, finalmente, algumas
com peso apresentado maior que o calculado. Este é um detalhe importante pois
trata-se de um exemplo clissico e por menores que sejam as variacOes estas sdo
representativas.

Entretanto, o detalhe que mais deve ser observado é o relacionado com as vio-
lagOes as restrigies. Nota-se que as referéncias [106, 119, 108, 109, 110, 111, 113, 114]
e os resultados dessa tese satisfazem plenamente as restrigdes de deslocamentos e
as referéncias [115, 116, 117, 118] ndo as satisfazem e dessa forma ndo podem ser
comparados.

Nota~se que comparando-se os resultados obtidos nessa tese, para este exemplo,
5060.920 com os apresentados por [114] 5060.80 (supostamente os melhores) uma,
diferenga em relagio ao peso de 5060.80 (apresentado) para 5060.926 (calculado)
tornando o resultado obtido nessa tese como sendo o melhor no estudo comparativo.



Referéncia W apresentado W calculado Uy2 Uya
[106] 5112.00 5112.624  -1.99999 -1.98696
[119] 5107.30 5107.323  -1.99991 -1.99998
[108] 5089.00 5091.569  -1.99844 -1.99982
[109] 5084.90 5084.809  -1.99860 -1.99998
[110] 5080.00 5080.041  -1.99997 -1.98164
[107] 5076.85 5077.149  -1.99989 -1.99988
[111] 5076.66 5127.617  -1.98233 -1.97777
[112] 5066.98 5066.907  -2.00007 -1.99116
[113] 5061.60 5061.6590  -1.99999 -1.99149
Tese 5060.92 5060.920  -1.99999 -1.99147
[114] 5060.80 5060.926  -1.99996 -1.99138
[115] 5053.00 5052.971  -2.00713 -2.00024
[115] 5052.50 5051.936  -2.00758 -2.00031
[116] 5052.00 5052.628  -2.01949 -2.00657
[117] 5051.75 5051.744  -2.00904 -1.99999
[117] 5013.24 5013.237  -2.01312 -2.00000
[118] 4987.00 4999.215  -2.02798 -2.01850
[115] 4081.10 4981.093  -2.04994 -2.06047
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Tabela 5.15: Pesos apresentados e calculados e deslocamentos correspondentes as
solugoes apresentadas nas referéncias e neste trabalho.

5.2.4 Problema P3

O Problema P3 corresponde a uma anilise feita considerando-se o carregamento
definido com os valores de P1 = 100 Kips, P2 = 0 e impondo-se somente restrigdes
de tensGes. O tipo de algoritmo utilizado bem como o0s operadores ¢ probabilidades
sdo os mesmos dos Problema P1 e P2, Baseando-se nos resultados anteriores,
optou-se por um lamarckianismo aplicado com probabilidade 0.1.

A Tabela 5.16 resume os resultados encontrados na otimizacio apresentados na
Tabela 5.20. A melhor solugdo (1593.184 1bs) foi obtida com uma populagio de 500

elementos e 40000 avaliagtes.

avaliagbes populacio
400 500 600
20000  1593.516 1597.410 -
21000 - - 1603.499
30000  1593.189 1593.258 1593.481
40000  1593.186 1593.184
42000 - -

Tabela 5.16: Resultados obtidos na otimizagio — peso da estrutura em Ilbs.

1593.187
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5.2.5 Resultados comparativos - Problema P3

A Tabela 5.17 mostra um estudo comparativo enfre o melhor resultado para o Pro-
blema P2 e solugbes encontradas ns literatura cujos valores reais para o peso da
trelica sdo mostrados na Tabela 5.18. A Figura 5.12 mostra o peso da estrutura
durante o processo de evolugao.

A;  Ref[115] Tese ReL[113] Ref[117]
1 7.960  7.03788  7.0370  7.0302
2 0.100  0.10000 0.1000  0.1000
3 8.074 806214 80621  8.0616
4 3.939 393787 39379  3.9332
5
6
7

0.100 0.10000  0.1000 0.1013
0.100 0.10000  0.1000 0.1000
5,765 5.74475  5.7447 5.7433

8 5.562 5.56899  5.5690 5.5711
9 5.558 5.56899  5.5690 5.0699
10 0.100 0.10000  0.1000 0.1000

W (Ib) 159450 1593.184 1593.18 1593.17

Tabela 5.17: Resultados comparativos entre a literatura e a melhor solugio do Pro-
blema, P3.

Referéncia W apresentado W calculado

Ref [115] 1594.50 1594.563

Tese 1593.184 1593.184
Ref.[113] 1593.18 1593.182
Ref.[117] 1593.170 1593.170

Tabela 5.18: Resultados comparativos entre a literatura e a melhor solugado do Pro-
blema. P3.

Nota~se pelos resultados apresentados na Tabela 5.19 gque algumas barras violam
as restricoes de tensoes impostas na formulacio do problema: barras de niimeros
8 e 9 da Referéncia [115], barras de ndmeros 3 e 7 da Referéncia [113] e barras de
niimeros 3,4 e 7 da Referéncia [117]. As restri¢hes impostas pelo problema foram
rigorosamente satisfeitas pelos resultados encontrados neste trabalho.



Barrs. tensdes nas barras

Ref.[115] Tese  Ref[113] Ref.[117]
1 24927.6 249999 24999.9  24996.3
2 15587.8 15533.0 15532.9 15530.7
3 -24966.1 -24999.9 -25000.1 -25001.2
4 -24991.4 -24999.9 -24999.8 -25029.7
5 -176.975 -0.17074 44189.2  32759.7
6 15587.8 15533.0 15532.9 15530.7
7 24917.8 24999.9 25000.1  25005.3
8 -25025.5 -24999.9 -25000.0 -24991.4
9 25048.0 24999.9 24999.9  24996.0
10 -21967.0 -21966.8 -21963.7

-22044.4

Tabela 5.19: Problema P3 - tensdes nas barras.
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Figura 5.12: Problema P3 - somente restrigoes de tensdes.

5.2.6 Problema P4
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O Problema P4 corresponde a uma analise feita considerando-se o carregamento
definido com os valores de P1 = 150 Kips, P2 = 50 Kips e impondo-se restri¢oes
de tensbes e de deslocamentos. Como nos problemas anteriores, o tipo de algo-
ritmo genético utilizado é o “steady-state” e as probabilidades para os operadores
utilizados sdo mostrados na Tabela 5.21.

Neste caso, manteve-se a aplicacdo de um lamarckianismo com probabilidade
prob.=0.1. Diferentemente dos casos anteriores, as avaliagoes foram de 30000, 46000
e 50000 para, as populagtes de tamanho 400 e 500 e de 30000, 42000 e 54000 para a

populagao de 600.
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Resultados comparativos do Problema P3.

Tabela 5.20
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A Tabela 5.22 resume os resultados obtidos na otimizag¢io detalhados na Tabela
5.26, observando-se que a melhor solucio (4676.931 lbs) é obtida com uma populagio
de 400 elementos e 40000 avaliagdes. A Figura 5.13 mostra a variagdo do peso da

estrutura ao longo da evolugao.

prob cr. 2 pontos cr. discreto cr. heurfstico mut. randémica

prob_i 0.3
prob.f 0.0

0.2 0.3
0.1 0.3

Tabela 5.21: Probabilidades iniciais e finais dos operadores.

avaliagOes populagio
400 500 600
20000  4677.182 4677.114 -
21000 - - 4677.301
30000  4677.979 4677.030 4676.980
40000  4676.931 4676.934
42000 - - 4676.953

Tabela 5.22: Resultados obtidos na otimizag&o — peso da estrutura em lbs.

5.2.7 Resultados comparativos - Problema P4

Os resultados comparativos entre solucdes encontradas na literatura e os obtidos
nesta tese sio mostrados nas Tabelas 5.23, 5.24 e 5.25. Nas Tabelas 5.23 ¢ 5.24
sio feitas comparagOes entre os pesos das treligas e as respectivas dreas das barras
para as varias solucles. Na Tabela 5.25 sdo realizadas comparages entre o peso
apresentado e o peso calculado bem como os deslocamentos nodais obtidos para as

varias solugdes.

Analisando-se os resultados apresentados na Tabela 5.25, nota-se que exitem vio-
lacies de restricoes referentes aos deslocamnetos maximos permitidos; deslocamento

Uyg da referéncia [109], deslocamento u,, da referéncia [120], deslocamento wu,s da
referéncia {119]e deslocamento u,, da referéncia [113], o que nfo acontece com os

resultados desta tese.



A; Ref[110] Ref[109] Ref[112] Ref]i20] Ref.[108]
i 25813  25.100  24.716  24.28  24.289
2 0100 0363  0.100 0.10 0.100
3 27233 25410  26.541 2428  23.346
4 16653 14327 13219 1598  13.654
5 000 0417  0.108 0.10 0.100
6 2024 3144 4835 3.84 1.969
7 12776 12.083 12664 1213 12670
8 14218 14612 13775  13.06  12.544
9 22137 20261  18.438 1867  21.971
10 0100 0513  0.100 0.10 0.100
W 5005.50  4805.60

4792.52 4707.00 4691.84
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Tabela. 5.23: Resultados comparativos entre a literatura e a melhor solugéo do Pro-

blema P4.

A; Ref[107] Ref[119] Tese  Reff111] Ref[113]
1 23.550 23.550  23.55490 23.5330 23.56
2 0.176 0.100 0.106000  0.1000 0.10
3 25.200 25.290  25.26433 25.2910 25.28
4 14.390 14,360  14.40471 14.3740 14.34
5 0.100 0.100 (.10000  0.1000 0.10
6 1.967 1.970 1.96980  1.9697 1.97
7 12.400 12.390 12.38889 12.3890 12.40
8 12.860 12.810 12.80681 12.8250 12.85
9 20.410 20.340  20.32755  20.3280 20.29

10  0.100 0.100 0.10000  0.1000 0.16

W 4684.11 4676.96 4676.931 4676.92 4676.21

Tabela 5.24: Resultados comparativos entre a literatura e a melhor solucao do Pro-

blema PA4.
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Referéncia W apresentado W calculado Uyl Uy Uy3 Uy
[110] 5059.50 5095.661 -0.94166 -1.81688 -0.595454 -1.49537
[109] 4895.60 4895.687  -1.45136 -2.00006 -0.661961 -1.50188
[112] 4792.52 4792.539 -1.63011 -1.99999 -0.614870 -1.51670
[120] 4707.00 4706.958 -1.54430 -2.00865 -0.641279 -1.59891
[108] 4691.84 4691.847  -1.09997 -1.99999 -0.659620 -1.55963
[107] 4684.11 4684.016 -1.09962 -1.99910 -0.656863 -1.55656
[119] 4676.96 4676.929 -1.10021 -2.00009 -0.657589 -1.55721
Tese 4676.931 4676.931 - -1.10004 -2.00000 -0.657662 -1.55766
[111] 4676.92 4676.948 -1.09997 -1.99999 -0.657276 -1.55728
[113] 4676.21 4676.209 -1,10041 -2.00031 -0.656180 -1.55637

Tabela 5.25: Problema P4 - Pesos apresentados e calculados e deslocamentos cor-
respondentes As solugdes apresentadas.

PROBLEMA P4
7000 T T 1 T

6500
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0 8000 16000 24000 32000 40000
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4500

Figura 5.13: Problema P4.

5.2.8 Problema P5

O Problema P5 corresponde a uma andlise feita considerando-se o carregamen-
to definido com os valores de P1 = 100 Kips, P2 = 0 e impondo-se as restrigdes
de deslocamentos ¢ de tensdes. Utilizou-se primeiramente um algoritmo do tipo
“steady-state”, com codificagio real, onde o espago de busca para as dreas A; é
discreto. '

Séo 42 secOes transversais disponiveis a serem utilizadas na, otimizagio e cada
barra tem uma opgéao de escolha em um dado intervalo como mostra a Tabela 5.27.
Por exemplo, a drea da barra 9 da treliga deve ser escolhida entre as areas de ntimero
27 e nimero 42, incluindo ambas. As segtes disponiveis sdo fornecidas pelo AISC -
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Tabela 5.26: Resultados comparativos do Problema P4.
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American Institute of Steel Construction e estédo dispostas na Tabela 5.28.

Esta primeira anilise foi denominada como Caso I. Para ela foram adotadas os
mesmos operadores e probabilidades do Problema P1 e as seguintes variacbes no
tamanho da populagdo (100, 200, 300, 400, 500 e 600), e no niimero de avaliagSes
(5000, 5100, 10000, 10200, 15000, 20000, 21000, 30000, 40000 e 42000). O resumo dos
resultados obtidos na otimizacdo encontra-se na Tabela 5.29 e estdo detalhados nas
Tabelas 5.30 e 5.31. Para este caso o melhor resultado (5490.738 lbs), foi observado
em virias anslises e, entre elas, a de menor custo computacional foi a definida com
uma, populacio de 300 elementos e 10200 avaliagdes. A Figura 5.14 mostra a variacio
do peso da estrutura ao longo da evolugio.

varidvel intervalo varidvel intervalo

i [27, 42] 6 [1,16]
2 [1,16] 7 [20, 35]
3 27, 42) 8 [27, 49]
4 [25, 40] 9 27, 42]
5 [1,16] 10 [1,16]

Tabela 5.27: Intervalos que definem sub-conjuntos de & como possibilidades de
escolha para as varidveis de projeto do Caso 1.

No. in? No. in® No. in?
1 1.62 15 3.63 20 11.5
2  1.80 16 3.84 30 135
3 199 17  3.87 31 13.9
4 213 18 3.88 32 14.2
h 238 19 4,18 33 15.5
6 262 20 4.22 34 160
7 2.63 21 4.49 3 16.9
8 2.88 22  4.59 36 138
9 293 23 4.80 37 199

10 3.09 24 497 38 220
11  3.13 25 5.2 39 229
12 3.38 26 5.74 40 26.5
13 347 27 7.22 41 30.0
14 3.55 28 7.97 42 33.5

Tabela 5.28: Conjunto & de segGes transversais disponiveis.

Em uma segunda andlise (caso II), foi realizada uma otimizaco onde nic houve
limitacbes, por intervalos de escolha a partir do conjunto & da Tabela 5.28 para
as varidveis de projeto, e todas elas tiveram as 42 se¢des disponiveis para escolha.
Baseado no melhor resultado da anilise anterior (Caso I) adoufou-se uma tinica
populacdo com 300 elementos e 10200 avaliactes, mantendo-se 0 mesmo AG com a
mesma parametrizacio.
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avaliacies populagao
100 200 300 400 500 600
5000 5549.317 5513.423 5533.656 - - -
10200  5491.717 5491.717 5490.738 - - -
15000  5530.457 5525.534 5490.738 - -
20000 - — - 5490.738 5497.217

21000 - - - - - 5491.717
30000 - - - 9490.738 5490.738 5507.758
40000 - - - 5491.717 5490.738 -

42000 - - - - - 5491.717

Tabela 5.29: Resultados obtidos na otimizacio - Caso I — peso da estrutura em lbs.

O resultado encontrado ¢ idéntico ao obtido na primeira anélise (5490.738 lbs),
com a mesma distribuicao de secbes transversais para as barras. A variagdo do peso
da treliga durante o processo de evolugio é mostrado na Figura 5.15 observando-
se que nao haveria necessidade de 10200 avaliaghes visto que por volta de 6000
avaliacoes j4 foi encontrada a melhor solugio e esta nfo foi superada até o fim da
evolugdo.

Ainda, para este exemplo foi realizada uma terceira anélise (Caso III), através de
um algoritmo genético do tipo “geracional” com codificagio binéria, com restrigoes
de escolhas para as barras da treliga como no Caso I (Tabela 5.27).

Foram definidos os seguintes dados: uma populagio de 40 elementos evoluida em
40 geracoes e 4 bits para cada varidvel gerando um cromossomo com comprimento
igual a 40. Os operadores genéticos de recombinagdo usados foram trés: crossover
de um ponto, dois pontos ¢ uniforme, aplicados com as seguintes probabilidades
relativas: pl = 0.2, p? = 0.4 ¢ p? = 0.4. A operaciio de recombinacéo foi definida,
com probabilidade p, = 0.8 e a de mutacgio com taxa p,, = 0.02. Foram realizados
40 execugdes para esta andlise.

Os methores resultados foram exatamente iguais aos obtidos nas andlises ante-
riores, ou seja, mesmo peso para a estrutura com a mesma distribuicdo de segGes
transversais. A variacao do peso ao longo da evoluciio é mostrada na Figura 5.16.
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Resultados comparativos do Problema P5 - Caso 1.

Tabela 5.30
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Resultados comparativos do Problema P5 - Caso 1.

Tabela 5.31
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PROBLEMA P5 - Caso |
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Figura 5.14: Caso L

PROBLEMA P5 - Gaso Ii
7000 ’ : : ;

6800 r i

6600 : 4

6400 .

6200 .

Peso

6000 | .

5800 r q

5600 r §

5400 | 1

0 2040 4080 6120 8160 10200
Avaliacoes

Figura 5.15: Caso IL

5.2.9 Resultados comparativos - Problemas P5

Os resultados comparativos entre solugdes encontradas na literatura e os obtidos
nesta tese sao mostrados nas Tabelas 5.32 e 5.33. Na Tabela 5.32 sdo feitas com~
paragoes entre os pesos das trelicas e as respectivas dreas das barras para as virias



6400

6200

6000

Peso

5800

5600

5400

PROBLEMA PS5 - Caso il

82

I

T

10

15 20

Geracoes

25

Figura 5.16: Caso III.

30

35 40

solugdes. Na Tabela 5.33 sio realizadas comparagles entre o peso apresentado e o
peso calculado bem come os deslocamentos nodais obtidos para as vérias soluges.

A;  Refi21](a}) Ref[121}(b) Tese  Ref.[122
1 33.50 33.50 33.50 33.50
2 1.62 1.62 1.62 1.62
3 22.00 22.00 22.90 22.00
4 15.50 15.50 14.20 14.20
5 1.62 1.62 1.62 1.62
6 1.80 1.62 1.62 1.62
7 14.20 14.20 7.97 7.97
8 19.90 19.90 22.90 22.90
9 19.90 19.90 22.00 22.00

1 2.62 2.62 1.62 1.62

W (Ib)  5620.08 5613.84  5490.738 5458.53

Tabela 5.32: Resultados comparativos entre a literatura e a melhor solugdo do Pro-

blema P5.

Analisando-se os resultados comparativos apresentados na Tabela 5.33 percebe-se
que existem pequenas diferencas entre os valores dos pesos apresentados e calculados
e violagses 3s restri¢des de deslocamentos nos resultados apresentados na referéncia
[121}(b) e também em [122]. Comparativamente com estas referéncias nota-se que
os melhores resultados foram os obtidos neste trabalho, com coeréncia de resultados
apresentados e sem violagoes de restrigbes.
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“Referéncia W apresentado W calculado Uyn Uys
[121}(a) 5620.08 5620.059  -1.88567 -1.99938
[121](b) 5613.84 5613.579  -1.87722 -2.00075

[122] 5458.3 5458.337  -1.97349 -2.01227
Tese 5490.738 5490.738  -1.95009 -1.98894

Tabela 5.33: Problema P5 - Pesos apresentados e caleulados e deslocamentos cor-
respondentes as solugdes encontradas na literatura e obtidas nesta tese.

5.2.10 Problema Pé6

Em todos os problemas estudados nesta secdo nao haviam sido consideradas a in-
clusdo do peso préprio das barras em suas configuragoes de carregamento.

O Problema P6 corresponde a uma andlise feita considerando-se o carregamento
definido com os valores de P1 = 100 Kips, P2 = 0, incluindo-se o carregamento
referente ao peso préprio das barras da estrutura, considerado como uma carga
nodal equivalente em cada né da trelica.

Percebe-se neste caso que cada estrutura avaliada tem uma configuracio de car-
regamento diferente das demais. Sdo impostas as restricdes de deslocamentos e de
{ensoes, estudando-se os casos continuo e o discreto. Para o caso continuo nfo foi
considerado nenhum tipo de lamarckianismo nas anélises. Todos os dados referen-
tes a tamanho de populagGes, niimero de avaliagoes e operadores sdo os mesmos do
Problema, P1.

Para o caso discreto todas as anélises efetuadas, em fungio das variagbes em
relagdo ao tamanho da populacdo e nimero de avaliagdes, levaram a um mesmo
resultado (melhor entre todas as execugdes), mostrado na Tabela 5.34. A Tabela
5.35 mostra os valores finais das cargas nos nés para o caso discreto representadas
por Fy. A Figura 5.17 mostra a variagio do peso da estrutura durante a evolucéo.

A Figura 5.18 mostra as varia¢des das cargas nos nds 2 e 4.

barra A;
33.50
1.62
22.00
16.00
1.62
1.62
7.97
22.90
22.90
10 1.62
W(b) 5568.958

O 00 -3 O Tk DD

Tabela 5.34: Caso discreto com peso préprio — peso da estrutura em lbs.
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Né 1 2 3 4
F, -99.56 -100900.10 -1827.20 -100957.29

Tabela 5.35: Cargas finais nos nés (Ibs) — caso discreto.

PROBLEMA P86 - CASO DISCRETO

|_.°_

7500 | J
7000 | ]

o

3

2 6500t} .
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5500 | ) T M

0 4000 8000 12000 16000 20000

Avaliacoes

Figura 5.17: Caso discreto com considerag¢io de peso préprio.

Para o caso continuo a Tabela 5.36 resume os resultados obtidos na otimizacio
para as variagdes de tamanho de populagio e niimero de avaliagtes detalhados na
tabela 5.38. Observa-se que a melhor solugio (5132.676 1bs), é encontrada com uma
populacio de 400 elementos e 40000 avaliacdes. A Tabela 5.37 mostra os valores
finais das cargas nos nds para o caso discreto A Figura 5.19 mostra a variagio do
peso da estrutura durante a evolucgéo.

A Figura 5.20 mostra, ag variagtes das cargas nos nés 2 e 4.
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PROBLEMA P8 - CASO DISCRETO - CARGAS NOS 26 4
cargano 2 ——
cargano 4 -+ |

-101600
-101400 | { 3
-101200 |

-101000

I

Carga (Ib)

-100800

-100600

-100400

0 4000 BOOO 12000 16000 20000
Avaliacoes

-100200

Figura 5.18: Caso discreto — cargas nos nés 2 e 4 - cargas em Kips x 103.

avaliagoes populacéo
400 600 600
20000 8133.337 5139.116 -
21000 - 5138.501

30000  5133.243 5133.484 5136.333
40000  5132.676 5132.750
42000 - - 5134.127

Tabela 5.36: Resultados obtidos na otimizacio — peso em 1bs.

N6 1 2 3 4
_F, -14.83 -100834.84 -1659.40 -100898.27

Tabela 5.37: Cargas finais nos nés (Ibs) — caso continuo.
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Caso continuo com peso pr

Tabela 5.38
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PROBLEMA P8 - CASC CONTINUO
7000 T Y T T

6500
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5500

5000

0 8000 16000 24000 32000 40000
Avaliacoes

Figura 5.19: Caso continuo com consideragdo de peso préprio.

5.2.11 Resumo dos resultados

A Tabela 5.39 resume os dados das andlises referentes ao carregamento (P1 e P2),
consideragdo ou ndo de retricdes de deslocamentos (r. desl.) e restricoes de tensdes
(r. tens.), varidveis discretas ou continuas (var.) e finalmente, consideragdio ou niio
de peso préprio da estrutura (p. préprio).

A Tabela 5.40 resume os dados das andlises referentes ao tipo de algoritmo
genético utilizado (AG), tamanho das populagdes iniciais (popsiz), nimero méximo
de avaliagOes (maxaval), nlimero miximo de geragoes (maxgen) e finalmente, nimero
total de execuges no AG (exec.).

Prob. P1 P2 r. desl. r. tens. var. p. préprio

P1 1000 0.0 sim sim conf. nao
P2 1000 0.0 sim sim cont, nio
P3 1000 0.0 nao sim cont. nio
P4 1500 50.0 sim sim cont,. nio
P5 1000 0.0 sim sim disc. nao
P6 1000 0.0 sim sim cont, sim
Pé6 1000 0.0 sim sim disc. sim

Tabela 5.39: Caracterfticas dos Problemas.

Nas Tabelas 5.41 e 5.42 encontram-se os melhores resultados obtidos, respec-
tivamente para os casos discreto e continuo, em todos problemas analisados neste
exemplo.
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PROBLEMA Pg - CASO CONTINUO - CARGAS NOS 2 e 4
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Figura 5.20: Caso continuo — cargas nos nés 2 e 4 — cargas em Kips x 103,

Prob. AG popsiz maxaval maxgen exec.
P1 s steady 600 42000 - 10
P2 s steady 500 40000 - 10
P3  s. steady 500 50000 - 10
P4 s steady 400 20000 - 10
P5 s steady 300 10200 - 10
P5 geracional 40 - 40 40
P6 s steady 400 40000 = 10
P6 s steady 400 20000 - 10

Tabela 5.40: Caracteriticas dos Problemas.

5.2.12 Comentarios

Neste exemplo, subdivido em 6 problemas (P1, P2, ..., P6), foram analisadas vdrias
situagdes. As variagGes ocorreram na consideracio das restrigtes (tensées e desloca-
mentos), tipos de carregamentos, espaco de busca (varidveis continuas ou discretas)
e tipos de algoritmos genéticos utilizados (“steady-state” com codificagio real e
“geracional” com codifica¢do bindria).

Os algoritmos genéticos utilizados em todas as analises mostraram-se eficientes
o que pode ser notado pelos aspectos das curvas apresentadas nos graficos referentes
As variacOes de peso da trelica durante os processos de evolugdo, notando-se que
rapidamente encontra-se o caminho para uma regido com algum tipo de solucgiio
otima.

Foram analisadas varias situagoes para cada problema onde variou-se o tamanho
da populagdo inicial, niimero de avaliagGes, operadores genéticos e suas probabili-



A; problema
Pi P2 P3 P4 P6

1 30.45486 30.56091 7.93788 23.55490 30.95193
2 0.10000 0.10000 0.10000 0.10006C 0.10000
3 23.08036 23.16999 8.06214 25.26433 23.39820
4 15.06050 15.11224 3.93787 14.40471 15.59055
5 0.10000 0.10000 0.10000 ©0.10000 0.10000
6 0.57944  0.54910 0.10000 1.96980G  0.59450
7 7.49861 7.47048 5.74475 12.38889 7.53014
8 21.28839 21.09910 5.56899 12.80681 21.39952
9 21.47835 21.52714 5.56899 20.32755 21.38018
10 0.10000 0.10000 0.10000 0.10600 0.10000

W 5061.330 5060.920 1593.184 4676.931 5132.676
popsiz 600 300 500 400 400
naval 42000 40000 50000 20000 40000

aval 41441 39363 38268 49978 39273

Tabela 5.41: Melhores resultados para a treliga de 10 barras - caso continuo.

A; problema
P5 P6
1 33.50 33.50
2 1.62 1.62
3 22.90 22.00
4 14.20 16.00
5 1.62 1.62
6 1.62 1.62
7 7.97 7.97
8 22.90 22.90
9 22.00 22.90
10 1.62 1.62
w 5490.738 b5568.958
popsiz 300 400

naval 10200 20000
aval 8620 6237

Tabela 5.42: Melhores resultados para a treliga de 10 barras - caso discreto.
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dades.

Mostrou-se a consideragio de técnicas lamarckianas e efeito Baldwin cujos resul-
tados satistatérios dessas simulagGes foram aplicados em vérias andlises dos proble-
mas subsequentes.

Procedeu-se a uma otimizacio estrutural com o objetivo de minimizar o peso
total da estrutura onde foram introduzidas functes de penalizacio, constantes em
todas as andlises, transformando os problemas com restrigfes em problemas sem
restrigoes.

Foram feitos estudos comparativos entre os resultados obtidos neste texto e al-
guns encontrados na literatura. Mostrou-se que os resultados obtidos neste texto
respeitaram rigorosamente as restrigdes impostas aos problemas, ao contrario do
que ocorre em alguns encontrados na Hteratura. Observou-se diferencas tanto em
relacio s violagOes quanto & apresentagic dos préprios resultados propriamente
ditos, principalmente em relacio ao peso da estrutura.

Nenhum tipo de conhecimento do problema, foi informado aos algoritmos, basea-
dos somente na ordenagdo das solugdes candidatas no rank de aptidao.

Foram testados varios critérios para se definir estratégias de penalizacio. En-
tretanto, para todos os problemas, adotou-se fungdes de penalizagio através de
pardmetros constantes. Hsta escolha foi devida ao fato de ser esta uma estratégia
“relativamente” ficil de ser controlada permitindo o ajuste de um {inico pardmetro
de maneira mais rapida e eficiente e, auxiliando, também, a definicio de varios ou-
tros parimetros como: tamanho da populagioc, ndmero de avaliagfes, niimero de
geragoes, etc. Outras estratégias apresentadas neste texto e que constam da litera-
tura ndo foram exaustivamente testadas devido & complexidade das parametrizagdes
envolvidas. Este procedimento sers adotado nos experimentos seguintes deste texto.

5.3 Trelica de 38 barras

Este exemplo é de uma trelica de 38 barras descrita em [123] mostrada na Figura
5.21. As propriedades do material e restrigoes encontram-se na Tabela 5.43.

|

1001{N1 10kN 10kN 10kN 10kN 10kN 10kN 10kN 10kN 10kN

] 10 @ Im [
i

Figura 5.21: Trelica de 38 barras.

Pretende-se minimizar o peso total da estrutura impondo-se a restricio de que
o deslocamento na diregéio vertical do né da extremidade livre (com a carga de 100
kN), nao seja superior a 10 mm.
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Pmut Prew
0.002 0.005 6.01 0.1 0.2 0.3 0.4 0.5
1.0 970851.7 907568.1 854477.8 832165.8 856186.4 004676.6 864778.7 892920.8
0.9 974106.7 904697.4 857902.5 873516.2 884329.4 900580.7 883240.5 853550.0
0.8 968731.6 808898.4 856117.1 828428.6 885354.6 848512.8 886830.8 860120.7
0.7 971832.7 899854.3 8512827 825072.5 837291.3 853400.2 866185.8 877791.6
0.6 969802.1 903382.2 860108.8 827221.1 848370.7 859231.1 877863.2 877487.9
0.5 969009.1 901577.1 847341.0 810541.4 B864186.8 850998.8 865802.3 869077.3
0.4 969678.2 902339.5 849389.1 806049.8 865619.4 862765.0 882232.0 877853.0
0.3 974860.9 901167.3 842526.7 809096.4 843673.0 853580.8 848885.6 868663.9
0.2 966456.0 903578.2 8512319 812991.7 820379.0 835323.5 8638156 852727.2
0.1 964900.9 901122.2 850349.4 819606.7 851702.0 846486.4 843880.6 8781859

Tabela 5.103: Terceira estratégia — Nimero total de iteracdes variando com puey ©
Pmuz - Valores médios em 10 execugdes considerando-se o vetor de partida como a
solucdo da avaliagio anterior.

Dt Prew
0.002 0.005 0.01 0.1 0.2 0.3 0.4 0.5
1.0 5092454 5071.099 5072.712 5092.823 5093.951 5095.815 5117.681 5095.598
0.9 5115351 5112.531 bOR7.740 b5077.396 5116971 5096.743 5116.753 5093.790
0.8 5115377 bH112.527 5H087.853 5HO76.318 50O74.277 5095.683 5095.5756 5073.302
0.7 5115.344 5112573 50890.351 BOTL.ETT 5121.257 5092.846 5004.763 5097.953
0.6 5115375 5112.536 5068.800 B5076.776 5077.511 5094.304 5077.192 5074.254
0.5 5113.990 5112.589 5069.161 5071.836 5076.890 5106.268 507h.314 5075.584
04 5113.992 5112.618 5069.161 50T4.077 H117.779 5099.214 5074.334 5094.993
0.3 5115.355 b5112.523 5069.161 b50T3.407 5097.701 5099.444 5074.943 5103.203
0.2 5115374 5112.521 5070.642 b5068.690 5092.724 5K083.516 b5072.140 5076.911
0.1 5115340 5090.435 5069.137 5070.631 5093.688 5093.352 5077.273 5005.701

‘Tabela 5.104: Terceira estratégia - Peso da estrutura otimizada variando com ppey
€ Pt - Valores médios em 10 execugdes considerando-se o vetor de partida como a
solugdo da avaliacho anterior.
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5.8.4 Comentarios

Neste exemplo foi proposta uma estratégia de co-evolugho para a determinagio
do pardmetro w a ser utilizado no algoritmo iterativo Gauss-Seidel com relaxacio
(GSR), para a resolugio sistemas de equacgtes lineares. Foi resolvido um problema
de otimizagdo estrutural através da evolug¢do de uma populagio de estruturas e a,
busca do pardmetro w, do GSR, que auxilia (“coopera”)}, no processo de obtengio
da funcdo aptiddo de cada solugio candidata da populagdo de estruturas.

Foram propostas 3 estratégias para a andlise deste problema, especificamente
para a evolu¢do da populagio de parimetros. Observou-se ~ fato evidenciado pe-
la primeira andlise — que o espago de busca ao qual se submete a populagio de
parametros tem caracteristicas de um “cenério de aptiddo mdével” ao longo da evo-
lucdo. Isto cria dificuldades para a defini¢io exata da aptiddo ao longo da evolugio.

A segunda, estratégia alterou a polftica de inser¢io dos novos elementos na popu-
lag@o e a terceira introduzin modificagdes no processo de sele¢io, geracio de filhos
e na obtencao da aptidéo.

Foram realizadas varias andlises envolvendo vérias parametrizagdes tanto no al-
goritmo genético quanto no GSR. Ainda, para a terceira estratégia, foram feitos
estudos considerando-se para o GSR, o vetor de partida como solugdo obtida na
avaliagdo anterior.

Mostrou-se que as estratégias de co-evolugdo discutidas aqui foram eficientes.
Das 3 propostas a que melhor se adequa ao problema de busca com “cendrio de
aptidao movel” é a terceira onde mostrou-se que é possivel o controle da diversidade
da populagio através de probabilidades de geracio de novos filhos e da escolha do
tipo de operador genético a ser aplicado para obtengdo dos novos filhos.

Evidentemente, na terceira estratégia, encontram-se dois pardmetros adicionais
(Dnew © Pmaut), O que, a principio, poderia dificultar a parametrizacio. Todavia, ndo
foi o objetivo a indicagdo de valores ou intervalos ideais para estes pardmetros e sim
mostrar que foram fteis para o problema.

Foram mostrados valores médios obtidos em 10 execugdes de vérios parimetros
envolvidos na co-evolugdo. Por estes néo fol possivel identificar vantagens sobre as
melhores solucdes para cada execugio. Para uma comparacio mais apurada devem
ser realizadas outras anélises, inclusive, com um maior ndmero de execucgdes que
acarretariam maior diversidade nas populagdes iniciais.

Foram realizadas, também, na terceira estratégia estudos com vetores de partida
do GSR. como solugao obtida do sistema de equagdes da avaliagdo anterior de um
elemento da populagio de estruturas e, neste caso, néo foi observada nenhuma me-
lhora quanto aos resultados da otimizagio tanto da estrutura quanto do pardmetro
w. Somente foi observado um nfimero de iteragdes menor.

Pode-se concluir, também, principalmente das informacdes contidas nas Tabe-
las 5.93 e 5.94, que existe perda de diversidade aumentando-se a probabilidade de
ocorréncia de novos filhos p,e, €, também, diminuindo-se a probabilidade dos novos
filhos serem gerados por operadores de mutacio Pou:.

O processo de co-evolugio mostrado aqui pode ser abstraido para problemas de
diversas naturezas que se enquandram nas situagoes analisadas neste exemplo.
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5.9 Estrutura de uma torre de transmissao

Na pratica da otimizagac estrutural, as varidveis podem ser discretas ou continuas
como visto nos problemas de otimizagio de peso das treligas dos exemplo anteriores.
Geralmente deseja~se que as segOes transversais escolhidas para as barras estejam
disponiveis comercialmente. Para o caso de varidveis contfnuas este fato leva a uma
solucao mais dificil e uma hipétese seria escolher as segGes disponiveis mais préximas
daquelas definidas no processo de otimizagéo e que satisfagam as restri¢des impos-
tas. Entretanto, isto ndo é uma tarefa trivial pois para cada valor contfnuo, existird
um valor discreto imediatamente anterior e um imediatamente posterior e, se n for o
nfimero de varidveis, serfo 2" possibilidades de escolha. Dessa forma, como escolher
os valores discretos? Pode-se pensar em escolher todos os valores imediatamen-
te posteriores como uma solugdo conservadora imaginando-se atender restrigées de
tensdes e deslocamentos, por exemplo, mas isso pode gerar uma solugio infactivel
(estrutura infactivel, onde o peso préprio é considerado como carregamento, por
exemplo). Consequentemente, haverd a necessidade de uma segunda etapa para
analisar a aproximacdo. Estes problemas sio comuns quando utiliza~-se métodos
classicos no processo de otimizagio.

Uma, situacio interessante que pode ser analisada é a de que dado o espago de
busca (discreto ou continuo), define-se um nimero m méximo de diferentes secdes
possiveis a serem usadas no processo de otimizaco, objetivando-se uma simplificacio
no processo de compra, armazenagem e montagem da estrutura. FEste ntmero é
definido pelo projetista de acordo com o projeto em guestio [103].

Para o caso de varidveis discretas, o algoritmo busca simultaneamente, entre
as segOes disponiveis comercialmente, o sub-conjunto étimo (de cardinalidade néo
superior a m), de propriedades a serem utilizadas e a respectiva designacio para
cada varidvel de projeto. Para o caso de varigveis continuas, o algoritmo busca
simultaneamente o conjunto (de cardinalidade nfio superior a m) de propriedades
a serem usadas, dentro de um dado intervalo, e a respectiva atribuicio para cada,
varidvel de projeto.

O Problema pode ser colocado na forma: Encontre o conjunto de dreas a =
{A4, As, ..., A,} que minimiza o peso da estrutura

W(a) = Z pA@'L,;
i=1

onde L; & o comprimento do i—ésimo membro da trelica e p a densidade do material.
O problema estd submetido as restrigies de tenstes

|o)

~1<0  Vi=1,2..n

omnm

e a restricao adicional de que no méximo m diferentes dreas podem ser utilizadas,
isto &,

A, € Cp = {Sl,Sg,...,Sm} Vi=1,2,...,n
onde as areas S5;,¢ = 1,2, ..., m sdo incignitas que pertencem:
e a um dado conjunto S = {A1, Ay, ..., Ap} para o caso discreto e

¢ ao intervalo prescrito R = [Anmin, Amaz] Para o caso continuo.
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Para exemplificar o esquema de codificagdo, imagine um conjunto com 32 se¢Ges
disponfveis comercialmente onde no méximo 4 tipos serdo utilizadas. O cromossomo
de uma, estrutura é dado por:

tipo(1) tipo(2) tipo(3) tipo(4) pt(1l) pt(2)...pt(n)
onde
tipo(1) ... tipo(4)

880 08 ponteiros para as 4 diferentes segOes a serem escolhidas a partir de uma tabela
de 32 secGes disponiveis, por exemplo.

tab(1) tab(2) ... tab(32)
e
pt(1) pt(2) ... pt(n)

definem cada varidvel de projeto apontando para um dos 4 tipos listados no comego
do cromossomo para cada varidvel de projeto. Entfo, a drea da i-ésima barra da
estrutura é dada por:

area(i)=tab(tipo(pt(i)))

212 (] [*]|*|314]|1
1 2 3 4 1 2 3 o « « « 3637 38
AN VAN /
1 <tipo(i) < 32 1 <pt(j) < 4

1gig4 l<j<38

Figura 5.71: Cromossomo para o caso discreto — n=38.

Para o caso cont{nuo, analogamente ao caso discreto, tem-se o cromossomo:
size(1) size(2) =ize(3) size(4) pt(l) pt(2)...pt(n)
e a drea da i-ésima barra da estrutura é dada por:
area(i)=size(pt(i))

Para o exemplo de codificacio para o caso discreto, mostrado na Figura 5.71 a
varidvel pt(36), por excmplo, aponta para a varidvel tipo(3) que aponta para o
indice 26 de uma tabela de 32 seg¢bes disponiveis, como no caso da Tabela 5.107, ou
seja:

area(36)=tab{tipo (pt(3)))=27.5

No exemplo de codificagio para o caso continuo mostrado na Figura 5.72 a
varidvel pt (3), por exemplo, aponta para a varidvel size(2) que possui o valor de
30.91, ou seja:
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1 2 3 4 1 3 ¢« o o e 36 37 38
AN VN /
1. < size(i) < 43. lgptd g4
lgig4 1<j<38

Figura 5.72: Cromossomo para ¢ caso continuo — n=38.

area(3)=size(pt(2))=30.91

A torre mostrada na Figura 5.73, tem 38 varidveis de projeto referentes as 4reas
das barras. A Tabela 5.106 mostra a designacio das varidveis e a conectividade
entre os elementos.

Para o caso discreto, as dreas das secdes transversais das barras séo selecionadas
a partir de opgdes mostradas nas Tabelas 5.107 e para o caso continuo as ireas sio
escolhidas no intervalo [1.0,43.0] cm®.

A Tabela 5.108 mostra as propriedades do material e a Tabela 5.105 mostra os
8 casos de carregamento aos quais a estrutura é submetida e a Tabela 5.109 mostra
as coordenadas dos ndés.

A torre serd submetida a um processo de otimizagio para a minimizagao do seu
peso com restrigdes nas tenstes normais admissfveis.

A fungéo a ser otimizada é escrita da seguinte forma:

oz

f(a) = W(a) + penal ; ([M - 1] +)2

onde penal é o coeficiente de penalizagio definido com o valor de 200.

Utilizou-se um algoritmo genético do tipo “geracional” com codificagio binéria
em todas as andlises deste exemplo. Para todos os casos os operadores genéticos
de recombinagio usados sio trés: crossover de um ponto, dois pontos e uniforme,
aplicados com as seguintes probabilidades relativas: pt = 0.2, p2 = 04ept =04. A
operagdo de recombinac¢io foi definida com probabilidade p, = 0.8 ¢ para a mutacio
adotou-se uma taxa de p,, = 0.01.

As codificagGes dos cromossomos (varidveis tipo e pt), tamanhos dos cromos-
somos (lerom) e ndmero de varidveis de projeto (nvarp) sdo mostrados nas Tabelas
5.110 e 5.111 para os casos discreto e continuo, respectivamente.

Foram realizadas 10 execugbes para cada andlise e os tamanhos das populagGes
(popsiz), nimero de geragbes (maxgen) e os valores obtidos na otimiza¢io (média
e melhor execucdo), sdo mostrados nas Tabelas 5.112 e 5.113 referentes aos casos
discreto e continuo, respectivamente.

Nota-se, como esperado, pela Tabelag 5.112 ¢ 5.113, que & medida que cresce
o valor de “m” o peso da estrutura diminui, ou seja, diminuem-se as restrigdes de
escotha das seces transversais e, consequentemente, aumentando-se 0 espago de
busca.

As Tabelas 5.114 e 5.115 mostram, para cada valor de “m”, as seches transversais
escolhidas para os casos discreto e continuo, respectivamente. Nota-se na Tabela
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Figura 5.73: Torre de transmissio com 160 barras.



Caso de carregamento N6 F; E, F,
1 52 -868.0 0.0 -491.0
37 -996.0 0.0 -546.0
25 -1091.0 0.0 -546.0
28 -1091.0 0.0 -546.0
2 52 -493.0 1245.0 -363.0
37 -996.0 0.0 -546.0
25 -1091.0 0.0 -546.0
28 -1091.0 0.0 -546.0
3 52  -917.0 0.0 -491.0
37  -951.0 0.0 -546.0
25 -1015.0 0.0 -546.0
28 -1015.0 0.0 -546.0
4 52  -917.0 0.0 -546.0
37 -572.0 1259.0 -428.0
25 -1015.0 0.0 -546.0
28 -1015.0 0.0 -546.0
5 52 -917.0 0.0 -491.0
37 -951.0 6.0 -546.0
25 -1015.0 0.0 -546.0
28 -1015.0 1259.0 -428.0
6 52 -917.0 00 -491.0
37 -572.0 1303.0 -428.0
25 -1015.0 0.0 -546.0
28 -1015.0 0.0 -546.0
7 52 -917.0 0.0 -491.0
37  -95L.0 0.0 -346.0
25 -1015.0 0.0 -546.0
28 -636.0 1303.0 -428.0
8 52 -498.0 1460.0 -363.0
37 -951.0 0.0 -546.0
25 -1015.0 0.0 -546.0
28 -1015.0 0.0

-546.0

Tabela 5.105: Dados de carregamento - cargas em kg.

173
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No. i j @ No. i j x; No. i j z; No. i j z
1 1 &5 1 41 13 18 & 81 26 31 17 121 36 40 29
2 2 6 1 42 14 17 & 82 28 32 17 122 38 41 29
3 3 7 1 43 14 19 8 83 28 33 17 123 39 42 29
4 4 8 1 44 15 18 8 84 25 34 17 124 35 43 29
5 1 6 2 45 15 20 8 8 26 31 18 125 40 41 30
6 2 56 2 46 16 19 8 86 27 32 18 126 41 42 30
7 2 7T 2 47 16 17 8 87 29 33 18 127 42 43 30
8 3 6 2 48 13 20 & 88 30 34 18 128 43 40 30
9 3 8 2 49 17v 21 9 8 26 32 19 129 35 36 31

10 4 7 2 50 18 22 9 90 27 31 19 130 36 38 31
11 4 5 2 51 19 23 9 91 29 34 19 131 38 39 31
12 1 8 2 52 20 24 9 92 30 33 19 132 39 35 31
13 5 9 3 53 17 22 10 93 27 33 20 133 40 44 32
14 6 10 3 54 18 21 10 94 29 32 20 134 41 45 32
15 7 11 3 57 19 24 10 95 30 31 20 135 42 46 32
16 8 12 3 58 20 23 10 96 26 34 20 136 43 47 32
17 5 10 4 55 18 23 11 97 26 29 21 137 40 45 33
18 6 9 4 56 19 22 11 98 27 30 21 138 41 46 33
19 6 11 4 59 20 21 11 99 31 35 22 139 42 47 33
20 7 10 4 60 17 24 11 100 32 36 22 140 43 44 33
21 7 12 4 61 21 26 12 101 33 38 22 141 44 45 34
22 8 11 4 62 22 27 12 102 34 39 22 142 45 46 34
22 8 9 4 63 23 29 12 103 33 39 23 143 46 47 34
24 5 12 4 64 24 30 12 104 32 35 23 144 44 47 34
25 9 13 5 65 21 27 13 106 31 36 23 1456 44 48 35
26 10 14 5 66 22 26 13 106 34 38 23 146 45 49 35
27 11 15 5 67 23 30 13 107 32 38 24 147 46 50 35
28 12 16 5 68 24 29 13 108 33 36 24 148 47 51 35
29 9 14 6 69 22 29 14 109 34 35 24 13149 45 48 36
30 10 13 6 70 23 27 14 110 31 39 24 150 46 49 36
31 10 16 6 71 24 26 14 11t 37 35 25 1581 47 50 36
32 11 14 6 72 21 30 14 112 37 39 25 152 44 51 36
33 11 16 6 73 26 27 156 113 37 40 26 153 48 49 37
34 12 15 6 74 27 29 16 114 37 43 26 1564 49 B0 37
35 12 13 6 75 29 30 15 115 35 40 27 155 50 51 37
36 9 16 6 76 30 26 15 116 36 41 27 1566 48 51 37
37 13 17 7 77 25 26 16 117 38 42 27 157 48 52 38
38 14 18 7 78 27 28 16 118 39 43 27 158 49 52 38
39 156 19 7 79 25 30 16 119 35 38 28 159 50 52 38
40 16 20 T 80 29 28 16 120 36 39 28 160 51 b2 38

Tabela 5.106: Conectividades dos elementos e varidveis de projeto.
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cm? No. cm? No. cm? No. cm?

1.84 9 5.7 17 1138 25 25.12
226 10 6.25 18 1221 26 27.50
266 11 6.84 19 1379 27 20.88
3.07 12 744 20 1539 28 32.76
347 13 806 21 17.03 29 33.90
3.88 14 866 22 19.03 30 34.47
479 15 940 23 21.12 31 39.16
527 16 1047 24 2320 32 43.00

2
o

GO -] O O & W N =

Tabela 5.107: SecSes transversais disponiveis para o caso discreto — em?2.

propriedade valor
Médulo de elasticidade 2.047 x 10°kg/cm?
TensGes admissiveis + 15000.0 kg/cm?
Massa especffica 0.00785 kg/cm?®

Tabela 5.108: Propriedades do material e restrigoes.

5.114 que ocorren a repeticdo da secio transversal de valor 1.84, para os casos
com “m=6" e “m==8". Esta repeti¢io é possivel de acontecer pois “m” representa o
nimero maximo de se¢tes a serem escolhidas ndo havendo restrigbes impostas quanto
a repeticido de valores escolhidos. Na Tabela 5.114 nota-se, também, a presenca da
secdo transversal 29.88 cm? que nio foi designada para nenhuma varidvel de projeto
e esta, provalvelmente, desapareceria das possibilidades de escolha se a evolugdo
continuasse por mais geracGes. No caso continuo ndo houve nenhuma ocorréncia
dessa natureza como observado na Tabela 5.115.

As Tabelas 5.116 e 5.117 mostram as designacoes das segGes transversais esco-
lhidas para as adreas das barras para os casos discreto e continuo, respectivamente.

As Figuras 5.118 e 5.119 ilustram a variacao da funcéo aptidao da melhor solugao
entre 10 execugoes independentes ao longo do processo de evolugao, comparando-
ge as solugbes para os diferentes valores de “m” escolhidos. Pelos aspectos das
curvas nessas Figuras, nota-se que o algoritmo genético encontrou “rapidamente” os
caminhos que mostram boas solugdes.

As Figuras 5.120 e 5.121 mostram os valores médios da fun¢do aptidio entre
10 execugbes independentes ao longo do processo de evolugio, comparando-se as
solugoes para os diferentes valores de “m” escolhidos.
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Né X Y Z Né X Y Z
1 -105.000 -105.000 0.000 27 40.000 40.000 1027.500
2 105.000 -1065.000 0.000 28 214.000  0.000 1027.500
3 105.600 105.000 0.000 29 40.000  40.000 1027.500
4 -105.000 105.000 0.000 30  -40.000 40.000 1027.500
5 -93.929 -93.929  175.000 31 -40.000 -40.000 1105.500
6 93.929 -93.929 175.000 32 40.000 -40.000 1105.500
7 93.929 93.920  175.000 33 40.000 40.000 1105.500
8 -93.929 93.929  175.000 34  -40.000 40.000 1105.500
9 -82.859 -82.859  350.000 35 -40.000 -40.000 1256.500

10  82.859 -82.859  350.000 36 40.000 -40.000 1256.500
11 82.359 82.859  350.000 37 -207.000  0.000 1256.500
12 -82.859 82.869  350.000 38 40.000 40.000 1256.500
13 -7T1.156 -71.156  535.000 39  -40.000 40.000 1256.500
14 71156 -71.156  535.000 40  -40.000 -40.000 1346.500
15 71.156 71.156  535.000 41 40.000 -40.000 1346.500
16  -71.156 71.156  535.000 42 40.000 40.000 1346.500
17 -60.085 -60.085  710.000 43  -40.000 40.000 1346.500
18  60.085 -60.086  710.000 44  -26.592 -26.592 1436.500
19 60.085 60.085  710.000 45 26.692 -26.592 1436.500
20 -60.085 60.085  710.000 46 26.592 26.592 1436.500
21 -49.806 -49.805  872.500 47  -26.592 26.592 1436.500
22 49.805 -49.805  872.500 48  -12.737 -12.737 1526.500
23  49.805 49.806  872.500 49 12.737 -12.737 1526.500
24  -49.8056 49.805  872.500 50 12.737 12.737 1526.500
25 -214.000 0.000 1027.500 51  -12.737 12.737 1526.500
26  -40.000 -40.000 1027.500 52 0.000 0.000 1615.000

Tabela 5.109: Coordenadas dos nés — cm.

tipo pt  lecrom nvarp
2x5 38x1 48 40
4x5 38x2 96 42
6x5 38x3 144 44
8x5 38x3 154 46

co o o8

Tabela 5.110: Codificagdo do cromossomo — caso discreto.

size pt  lcrom nvarp
2x16 38x1 48 70
4x16 38x2 96 140
6x16 38x3 144 210
8x16 38x3 154 242

oo & | B

Tabela 5.111: Codificagio do eromossomo — caso continuo.



popsiz maxgen média  melhor execugao

160 100
160 100
160 100
160 100

952.4255
812.1743
786.1095
747.8376

888.5458
735.7504
690.5617
683.3990

Tabela 5.112: Peso obtido: caso discreto (kg).

popsiz maxgen média  melhor execugio

m
2
4
6
8

160 100
160 100
160 140
160 160

089.1697
721.8355
657.9024
735.2885

318.3813
582.7344
573.5612
550.8472

Tabela 5.113: Peso obtido: caso continuo (kg).

Tabela 5.114: Secdes transversais selecionadas — caso discreto.

Tabela 5.115:

m=4 m=6H

m==§

11.38 11.38
10.47 10.47

11.38
10.47

9.40 3.88 9.40
1.84 2.66 3.88

- 1.84 2.66
—- 1.84 1.84
- - 1.84
- - 290.88

m=2 m=4 m=>6 m=38

10.65997 10.99258 10.64651 10.84710

240032 9.36859 9.90116 10.29915
- 3.54108  4.95037  9.12570
- 1.00006  2.97070  4.77990
-~ - 2.32661  2.98928
- - 1.00128  2.32277
- - - 1.67100
- — — 1.00000

Secdes transversais selecionadas — caso continuo,
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Zj m=2 m=4 m=6 m=8
1 11.38 11.38 11.38 11.38
2 2.66 1.84 1.84 1.84

-3 11.38 10.47 10.47 10.47
4 2.66 1.84 1.84 1.84
5 11.38 10.47 10.47 10.47
6 2.66 1.84 1.84  1.84
7 11.38 9.40 10.47 9.40
8 2.66 1.84 1.84 1.84
9 11.38 9.40 10.47 9.40

10 2.66 1.84 1.84 1.84

1 2.66 1.84 1.84 1.84

12 11.38 9.40 10.47 9.40

13 2.66 1.84 1.84 1.84

14 2.66 1.84 1.84 1.84

15 2.66 1.84 1.84 1.84

16 2.66 1.84 1.84 1.84

17 2.66 1.84 1.84 1.84

18 11.38 .40 10.47 9.40

19 2.66 1.84 1.84 1.84

20 2.66 1.84 1.84 1.84

21 2.66 1.84 1.84 1.84

22 11.38 9.40 3.88 3.88

23 2.66 1.84 1.84 1.84

24 2.66 1.84 1.84 1.84

25 2.66 1.84 1.84 1.84

26 2.66 1.84 1.84 1.84

27 11.38 9.40 3.88 9.40

28 2.66 1.84 1.84 1.84

29 2.66 1.84 1.84 1.84

30 2.66 1.84 1.84 1.84

31 2.66 1.84 1.84 1.84

32 2.66 9.40 2.66 2.66

33 2.66 1.84 1.84 1.84

34 2.66 1.84 1.84 1.84

35 2.66 9.40 3.88 2.66

36 2.66 1.84 1.84 1.84

37 2.66 1.84 1.84 1.84

38 2.66 9.40 2.66 2.66

PESO (kg) 888.5458 735.7504 690.5617 683.3990

Tabela 5.116: Designacio das seqOes transversais escolhidas para as dreas das barras
— caso discreto.
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z; m=2 m=4 m=~6 m==8
1 10.65997 10.99258 10.64651 10.84710
2 2.40032 1.00000 1.00128  1.00000
3 10.65997 10.99258 10.64651 10.29915
4 2.40032 1.00000 1.00128 1.00000
5 10.65997 10.99258 9.90116 10.29915
6 2.40032 1.00000 1.00128 1.00000
7 10.65997 9.36857 9.90116  9.12570
8 2.40032 1.00000 1.00128 1.00000
9 10.65997  9.36857 10.64651  9.12570

10 2.40032 1.00000 1.00128 1.67100

11 2.40032 1.00000 1.00128  1.06000

12 10.65997  9.36857 10.64651  9.12570

13 2.40032 1.00000 1.00128  1.00000

14 2.40032 1.00000 1.00128  1.00000

15 2.40032 1.00000 1.00128  1.00000

16 2.40032 1.00000 1.00128  1.00000

17 2.40032  1.00000 1.00128  1.00000

18 10.65897 9.36857 9.90116  9.12570

19 2406032 1.00000 1.00128  1.00000

20 2.40032  1.00000 1.00128 1.67100

21 2.40032  1.00000 2.97070 1.00000

22 10.65997  9.36857  4.95037  4.77990

23 2.40032 1.00000 1.00128  1.00000

24 2.40032 1.00000 1.00128  1.00000

25 2.40032 1.00000 1.00128 1.00000

26 2.40032 1.00000 1.00128  1.00000

27 10.65997 3.54108 2.97070  2.98928

28 2.40032 1.00000 2.97070  1.00000

29 2.40032 1.00000 1.00128  1.00000

30 2.40032 1.00000 1.00128 1.67100

31 2.40032 1.00000 1.00128 1.67100

32 2.40032  3.54108 297070  2.32277

33 2.40032 1.00000 1.60128 1.00000

34 240032 1.00000 1.00128 1.67100

35 2.40032 3.54108 2.32661  2.32277

36 2.40032  1.00000 2.97070 1.67100

37 2.40032 1.00000 1.00128  1.00000

38 2.40032  3.54108 2.97070  2.98928

PESO (kg) 818.3813 582.7344 573.5612 550.8472

Tabela 5.117: Designacao das segOes transversais escolhidas para as dreas das barras
— caso continuo.
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Tabela 5.118: Melhores execugdes — caso discreto.
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Tabela 5.119: Melhores execugtes — caso continuo.
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Tabela 5.120: Média — caso discreto.
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Tabela 5.121: Média — caso continuo.
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5.9.1 Comentarios

O aspecto relevante deste exemplo foi a validagdo de uma técnica proposta para
resolver um problema de otimizacio com varidveis discretas e continuas através da
busca de um conjuntc de opgoes cardinalidade ndo superior “m” de opgdes a serem
designadas para as varidveis de projefo. Isto foi realizado propondo-se uma nova
codificacdo do cromossomo envolvendo apontadores.

Este tipo de problema é importante em engenharia, e mesmo em outras areas,
pois auxilia a produgdo, a armazenagem das barras, a confecgdo e a verificagio,
entre outros aspectos, das estruturas a serem fabricadas. Para este problema nao
foi encontrada na literatura gualquer proposta de solugao.

Este tipo de anélise proporciona possibilidades de escolhas, a partir da confeccao
de uma curva (m X peso), pode-se dizer, de solugbes “Pareto-Gtimas”. De posse
dessa, curva, o projetista, deve ser capaz de optar entre ter uma estrutura com
grande niimero de barras diferentes e um menor peso, podendo gerar uma confecgao
majis demorada e mais cara, ou, ter um menor niimero de barras e um peso maior,
podendo gerar uma confecgdo mais rapida e mais barata.

Nao foi objeto deste exemplo a busca exaustiva da melhor solugdo (menor peso da
estrutura), e sim mostrar a potencialidade da técnica. Por isso, os resultados obtidos
com o processo de otimizagdo ndo podem ser dados como os melhores possiveis
de serem alcancados. Entretanto, eles representam uma boa medida pelo aspecto
apresentado pelas curvas que mostram os processos de evolugao. Além disso, analises
mais apuradas com esses objetivos podem ser realizadas e parametrizacoes mais
elaboradas (tamanho da popula¢io e nimero de geracdes), devem ser consideradas
j4 que o tamanho dos cromossomos cresce, 3 medida que cresce o tamanho do sub-
conjunto procurado.

5.10 Evoluindo a configuracao de um projeto es-
trutural

5.10.1 Introducgao

Pretende-se neste exemplo investigar a capacidade de se definir qual o melhor projeto
para uma estrutura através de um processo de evolugao.

O objetivo é projetar uma trelica espacial que servird como cobertura de uma
edificagio.

A drea que a trelica deve cobrir é circular e sio permitidos pontos de apoio
somente no perimetro dessa drea. Varias sio as opgdes para a concepgao de projetos
arquiteténicos e estruturais destinados a esse objetivo.

Aqui, optou-se por uma concep¢iio da trelica imaginando-se que a mesma seja
constituida por modulos — conhecidos como “tesouras” na pratica do projeto estru-
tural — como mostra a Figura 5.74, dispostos radialmente sobre a 4rea a ser coberta.
Estes mddulos t8m em comum um elemento de ligagdo, entre os nés 4 e j como
mostra a Figura 5.74, localizado no eixo vertical de simetria da estrutura (eixo Z da
Figura 5.74).
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Figura 5.74: Mdédulo componente da treliga.

5.10.2 Caracteristicas do projeto

As propriedades do material e limites admissiveis para as tensdes normais sio mos-
trados na Tabela 5.122.

propriedade valor
Médulo de elasticidade 2.047 x 10° kg/cm?
Tensoes admissiveis + 1500.0 kg/cm?
Massa especffica 0.00785 kg/cm?®

Tabela 5.122: Propriedades do material.

As cargas que atuarfio sobre a estrutura sio provenientes do peso proprio da
estrutura e da sobrecarga prevista para a cobertura. A Figura 5.75 mostra a de-
finicho das areas de influéncias para a determinagio de cargas nodais equivalentes
provenientes da sobrecarga. Nesta Figura, mostra-se a projecio de uma possivel
configuragio da estrutura com 8 médulos (N1 a N8) e as dreas Ap, A, e A;, que
multiplicadas pelo valor da sobrecarga, definirdo os valores de carregamentos para
0s nés m, n e i, respectivamente, e que serdo validas para o restante dos nés per-
tencentes aos outros médulos. Os limites entre essas dreas é a distancia média, em
projecdio, dos nds. A sobrecarga para esse projeto é de 250 kg/m?.

5.10.3 Variaveis de projeto

O processo de otimizagio definird qual a estrutura mais econémica, entendida como
a de menor peso. Estio envolvidas na formulacio do problems as seguintes varidveis
de projeto:

e 0 niimero de médulos

e as coordenadas dos nés
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Figura 5.75: Areas de influéncias para determinacio de carregamento devido a so-
brecarga.

e as Areas das barras

Na Figura 5.76 sio mostradas as b varidveis de projeto associadas & forma. A
variavel X, refere-se & coordenada Z do nd j, X3 & coordenada Z do nd i, X, &
coordenada X do né n, Xy a coordenada X do né k e finalmente Xg & coordenada X
do né m. As coordenadas em relagio ao eixo Z dos nés n, k£ e m sdo determinadas
através de relagOes métricas do tridngulo que compde a geometria do mddulo.

Figura 5.76: Varidveis de forma.

A pumeragido dos elementos indicada na Figura 5.76 corresponde a numeragao
do primeiro médulo e o agrupamento proposto para as barras que terdo a mesma
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secio transversal é dado por: Ay, Ay = A3, Ay = Ay = Ag, A7y = Ag = Ay &,
finalmente, o grupo formado pelos elementos horizontais que ligam os médulos entre
si, representando 5 varidveis de projeto adicionais.

A escolha das dreas das barras é feita utilizando-se a estratégia apresentada no
exemplo da torre de transmissdo discutido anteriormente neste texto. O algoritmo
busca simultaneamente, entre as segbes disponiveis da Tabela 5.123, o sub-conjunto
6timo de cardinalidade ndo superior a 3, para este exemplo, a serem designados
para as varidveis que representam as segGes transversais das barras. A parcela do
Cromossomo que representa esta designacio é dada por:

tipo{1) tipo(2) tipo(3) pt(1) pt(2) pt(3) pt(4) pt(d)
onde

tipo(1) ... tipo(3)

830 08 ponteiros para as 3 diferentes segdes a serem escolhidas a partir da Tabela de
32 secoes disponiveis na Tabela 5.123.

tab(1) tab(2) ... tab(32)
e
pt(1) pt(2) pt(4) pt(4) pt(5)

520 os ponteiros de um dos 3 tipos listados no cromossomo para cada varidvel de
projeto.

As édreas das secOes transversais das barras sdo selecionadas a partir de opges
mostradas nas Tabelas 5.123.

No. cm? No. cm? No. cm? No. cm?
1 5.0 9 9.0 17 13.0 25 17.0
2 5.5 10 9.5 18 13.5 26 17.5
3 6.0 11 10.0 19 140 27 18.0
4 6.5 12 10.5 20 14.5 28 18.5
) 7.0 13 11.0 21 150 29 19.0
6 7.5 14 11.5 22 155 30 195
7 8.0 15 12.0 23  16.0 31 200
8 8.5 16 125 24 16.5 32 20.b

Tabels 5.123: Sectes transversais disponiveis — cm?.

Séo listadas na Tabela 5.124 todas as varidveis de projeto e suas designacoes:

5.10.4 Codificacao do cromossomo

Na Tabela 5.125 sdo mostrados para cada varidvel de projeto seus respectivos limites
inferiores X'NF e superiores X5U% ¢ o niimero de bits (nb). Observa-se que o
cromossomo tem um comprimento total de 89 bits. As varidveis X3, Xo, X3, X}
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Variavel designagao

X3 ntimero de mddulos

X, coordenada Z do né j

X3 coordenada Z do né ¢

X4 coordenada X do né n

X5 coordenada X do nd £

Xs coordenada X do né m

X7 ponteiro que escolhe a se¢fio a partir da Tabela 5.123
Xz ponteiro que escolhe a segdo a partir da Tabela 5.123
Xg ponteiro que escolhe a segéo a partir da Tabela 5.123

X1 ponteiro que aponta para uma das varidveis X7, Xz ou Xg
(4rea da barra A;)
X1 ponteiro que aponta para uma das varidveis X, Xz ou Xg
(4rea das barras A; e Aj)

Xia ponteiro que aponta para uma das varidveis X7, Xg ou Xg
(4rea das barras Ag, As e Ag)

Xia ponteiro que aponta para uma das varidveis X7, Xg ou Xy
(4rea das barras Az, Ag e Ag)

Xis ponteiro que aponts para uma das varidveis Xy, Xg ou Xg

(&rea dos elementos que ligam os médulos entre si)

Tabela 5.124: Varidveis de projeto e suas designagoes.

e Xy tém seus valores dados em centimetros. A dimensdo R mostrada na Figura
5.74 tem o valor de 1000.0 cm. Foram realizadas 10 execugtes com populacio de
100 elementos evoluidas em 100 geragdes. Os operadores de recombinagio adotados
foram o crossover de um ponto, dois pontos e uniforme, aplicados com as seguintes
probabilidades relativas: pl = 0.2, p? = 0.4 e p* = 0.4. A operagio de recombinacio
foi definida com probabilidade p, = 0.9 e para a mutacio uma taxa p, = 0.01 e
foram realizadas 10 execugdes. Utilizou-se um algoritmo genético do tipo geracional
com codificacio binaria em todas as analises deste exemplo.

5.10.5 Resultados

A trelica espacial serd submetida a um processo de otimizaciio para a minimizacao
do seu peso com restrigoes nas tensdes normais admissiveis.
A funcdo a ser otimizada é escrita da seguinte forma:

maex

f(a) = W (@) +penal 3 ({M -1] +)

onde penal € o coeficiente de penalizagio definido com o valor de 200.

A Figura 5.77 mostra o valor médio da funcio aptiddo bem como os valores de
aptiddes encontradas, respectivamente, para a melhor e pior execucido. A Tabela
5.126 mosira os valores finais encontrados para as variaveis de projeto obtidas pela
melhor execucdo. A varidvel X, indica 6 médulos que comporio a trelica espacial.
As varidveis X7, Xg e Xy apontam respectivamente para os indices 25, 10 e 5 da
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Varidvel XVF  XSUF  gp
X: 4 14 4
Xs 0.0 100.0 10
Xz 1500 250.0 10
X4 100.0 450.0 10
Xy 250.0 750.0 10
Xe 550.0 900.0 10

X7 1 32 5
Xp 1 32 ]
Xg 1 32 8
X1 7 9 4
X1 7 9 4
X2 7 9 4
X3 7 9 4
X1 7 9 4

Tabela 5.125: Codificagdo e limites para as variaveis de projeto.

Tabela 5.123 de secbes disponiveis e estes referem-ge, respectivamente, aos valores
de 17.0, 8.5 e 7.0, que encontram-se colocados na terceira coluna da Tabela 5.126,
referindo-se a estas varidveis. As varidveis Xig, X11, X2, Xis e X4, apontam,
respectivamente, para as varidveis 7, 8, 7, 8 e 8, como mostra a segunda coluna da
Tabela 5.126 e entdo assumem seus valores correspondentes de dreas, como mostra a
terceira coluna da Tabela 5.126. O peso total da estrutura obtido apds a otimizagao
para a melhor execugdo é de 1561.787 kgs e de 1683.817 kgs para a média das
execugoes ¢ de 1903.857 kgs para a pior execugdo. A Figura 5.78 mostra a forma
final obtida para o médulo padrio.

5.10.6 Comentarios

Mostrou-se neste exemplo a potencialidade de um algoritmo genético de evoluir a
topologia ¢ forma de uma estrutura. O algoritmo foi capaz de buscar qual a estrutura
de menor peso destinada a atender requisitos arquitetdnicos e estruturais.

Este é um aspecto atraente nas dreas de engenharia e arquitetura. Com esta
ferramenta desenvolvida aqui, através de um algoritmo genético, é possivel a bus-
ca de concepgoes estruturais e arquitetonicas propiciando novas solugbes para os
projetistas. Em geral a busca de novas concepgles estruturais e arquitetdnicas é
limitada, por exemplo, pela falta de cddigos computacionais especificos, impossibi-
lidade de avaliagdo de um maior niimero de possiveis solugdes e, até mesmo, pela
“resisténcia” por parte de alguns projetistas em escolher projetos “diferentes” dos
adotados tradicionalmente.

A evolugio de forma como mostrada aqui poderia ser realizada através de cro-
mossomos de diferentes tamanhos variando de acordo com o niimero de pecas es-
truturais de cada estrutura concorrente no processo de evolugdo. Com certeza, a
manipulacio de cromossomos com tamanhos diferentes demanda uma certa sofisti-
cagdo na implementagio computacional. Entretanto, isto ndo ocorreu neste exemplo
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Figura 5.77: Funcédo aptidao.

Variavel valor 4reas

X1 6 -
Xa 90.61 -
X3 244.13 -
Xs 257.03 -
Xs 369.74 -
Xg 550.0 -
Xy 25 17.0
Xs 10 8.5
Xo H 7.0
X1o 7 17.0
X1 8 8.5
Xia 7 17.0
Xis 8 8.5
Xi4a 8 8.5

Tabela 5.126: Varidveis de projeto obtidas na otimizagdo.

e 08 cromossomos apresentaram o mesmo nimero de varidveis e 0 mesmo compri-
mento. Também, foram consideradas poucas varidveis mas com qualidade elevada
de informacoes.

Como no caso da otimizacao da estrutura de uma ponte, mostrado anteriormen-
te neste texto, também ocorreu um processo de morfogénese no mapeamento de
gendtipo no espago de fendtipos, onde cromossomos de comprimentos iguais foram
capazes de gerar estruturas diferentes competindo entre si em uma iinica populagio.



Figura 5.78: Forma final do médulo padréao.
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HEste tipo de técnica pode ser abstraida para varios problemas, estruturais ou

nio, sendo de grande interesse no sentido de evolugdo de formas.



Capitulo 6

Conclusoes

Problemas de otimizagdo estrutural foram abordados neste trabalho através de al-
goritmos genéticos.

Foram estudados problemas de minimizagio de peso, minimizacio de trabalho
de deformagéo (compliance) e reagiio mixima de apoio, otimizagio de pardmetros e
otimizagio de topologia na busca da melhor concepgio de projetos estruturais.

Foram utilizados dois tipos de algoritmos genéticos: um do tipo “steady-state”
com codifica¢io real e outro do tipo “geracional” com codificacio binaria.

Mostrou-se que os algoritmos genéticos apresentam grande flexibilidade para
avaliar problemas variados com diversos objetivos. Isto se reflete na facilidade de
implementagdo, que resulta em pequenas alteragbes nos mddulos, responsdveis pela
obtencio da fungdo aptidao das solugbes candidatas.

Para grande parte dos problemas estudados aqui ndo houve necessidade de um
cédigo computacional exclusivo para cada um deles e sim mudancas especificas nos
mdédulos responsaveis pela avaliagio da fungéo objetivo.

Exemplos cldssicos foram discutidos neste texto, salientando-se o controle de vio-
lagoes das restrigoes. Mostrou-se pelos resultados obtidos nas analises a robustez
dos algoritmos genéticos. Quase em sua totalidade, as solugGes encontradas séo
melhores ou muito préoximas das melhores encontradas na literatura. As fungées de
penalizacdo, salvo em alguns casos, foram definidas através de parametros de pe-
nalizagiio constantes durante toda a evolugdo. Todavia, foram testados para alguns
problemas, mas néo incluidas neste texto pelo fato de ndo serem representativas,
simulagOes com varios tipos de estratégias, como as citadas no Capitulo 4. Estas
estratégias mostraram-se extremamente sensiveis e de dificil definicao da parametri-
zagao envolvida.

Técnicas Lamarckianas foram utilizadas, probabilisticamente, através de virias
simulagoes, mostrando-se que nem sempre a recodificacao total do cromossomo re-
presenta uma convergéncia mais rapida para a solucao 6tima.

Na grande maioria dos casos estudados nenhum tipo de informagéo sobre o pro-
blema, foi introduzida no algoritmo e a busca baseou-se somente em valores da funcio
aptidao. Para esta, nos casos onde haviam restrigoes, néo houve para o algoritmo a
identificagido de solugdes factiveis ou ndo. Isto porque os problemas com restrigoes
foram transformados em problemas sem restrigoes pela introdugao de fungdes de
penalizacio. Entretanto, em alguns casos, o algoritmo foi informado sobre as carac-
teristicas do problema, isto é, forneceram-se caracteristicas do espaco de busca, o que
certamente facilifou e acelerou a busca, pois solugdes infactiveis ou anti-econdmicas
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nao foram geradas nem avaliadas. Para isso, processos de morfogénese foram adota-
dos para facilitar a codificagfio de solugGes candidatas proporcionando cromossomos
de tamanhos reduzidos e, consequentemente, facilitando a busca.

Comparativamente aos métodos cldssicos nota-se que estes quando apliciveis,
apresentam em geral, um menor custo computacional no que tange ao niimero de
avaliagGes. Entretanto, o que pode ser observado nas anilises comparativas mos-
tradas neste texto é que, apesar de apresentarem um nimero elevado de avaliagoes
da funcao objetivo, os algoritmos genéticos mostram-se robustos e eficazes na bus-
ca de solucdes 6timas. Nota-se pelos graficos que representam processos evolutivos
em todos os exemplos dessa tese, que regides com boas solugbes foram encontra-
das rapidamente e foram gastos maiores tempos no refinamento das solugdes. A
incorporagio de um outro tipo de algoritmo, por uma hibridiza¢io, pode diminuir
esse tempo. Nenhuma medida de esforco computacional foi discutida pois, com os
recursos computacionais disponiveis, as andlises foram répidas tornando-se o tempo
de processamento secundério em relacfio & qualidade das solugdes obtidas.

As principais contribuigles deste trabalho podem ser resumidas em:

o UtilizagAo de conhecimentos especificos do problema em questfo, além das
restricoes naturais, como informacio adicionada ao algoritmo genético para
tornar a busca mais eficiente;

s Solugdo de problemas com varidveis continuas e discretas tanto através de
algoritmos genéticos com codificagdo bindria quanto com codificagio real;

o Foram propostas estratégias de co-evolugio de pardmetros de solugdo de siste-
mas de equagdes lineares do algoritmo iterativo de Gauss-Seidel com relaxagio.
O parametro de relaxacio do algoritmo ¢ um dos elementos que participa do
processo de evolugdo. Concluiu-se que ¢ algoritmo genético destinado ac pro-
cesso de co-evolugdo foi eficiente mostrando-se capaz de resolver o problema.
Mostrou-se trés estratégias para andlise de aspectos referentes a espago de bus-
ca com “cenario de aptiddo mével” e 3 perda de diversidade da populagéo. As
estratégias foram eficazes sendo extensiveis a problemas de diversas naturezas;

¢ Desenvolvimento e implementagao de codificagio para solugdo de um problema,
de grande interesse pratico em engenharia e outras areas. Isto é, dada a
disponibilidade de pecas estruturais pré-fabricadas no mercado, escolher, entre
elas, 0 sub-conjunto que minimize o custo total do projeto.

e Apresentagio da potencialidade de geragio de topologias varidveis de uma
estratura, ou seja, capacidade de gerar formas que atendam a um determinado
requisito de projeto, minimizando-se o seu custo.

s Discussao de exemplos cldssicos de otimizagao estrutural mostrando a eficdcia
dos algoritmos genéticos na obtencio de melhores solugdes, discutindo-se a
factibilidade de solugbes encontrados na literatura;

Como desenvolvimentos futuros podem ser considerados os seguintes aspectos:

¢ Implementagao de algoritmos genéticos paralelos fazendo-se estudos compara-
tivos com os problemas estudados aqui e andlise de novos problemas;
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¢ Implementagio de téenicas de hibridizacio através de estratégias de busca
local e/ou acoplamento de outros algoritmos ao algoritmo genético;

¢ Implementacio de procedimentos para analise de otimizacio multi-objetivos;

¢ Estudo de problemas de otimizagao estrutural considerando-se estruturas pla-
nas (estado plano de deformagdes, estado plano de tensGes, placas, etc);

e Estudo de estratégias alternativas para tratamento de problemas com res-
tricoes;

¢ Aprofundamento nas pesquisas sobre estratégias que objetivam evolucdo de
formas em projetos estruturais;

¢ Estudo de convergéncia e critérios de encerramento do algoritmo genético.
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